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บทคัดยSอภาษาไทย  
 

ภาพแมมโมแกรมเป<นภาพถ+ายทางรังสีใช#ช+วยในการวินิจฉัยมะเร็งเต#านมและกําหนด
ขอบเขตในการตัดชิ้นเนื้อพิสูจน�การวิเคราะห�ภาพแมมโมแกรมมีจุดประสงค�เพ่ือจําแนกประเภทเนื้องอก
ในภาพแมมโมแกรมว+าเป<นชนิดอันตรายหรือไม+อันตราย ประโยชน�ของการจําแนกอัตโนมัติจะช+วยรังสี
แพทย�ให#วินิจฉัยโรคมะเร็งเต#านมได#ถูกต#อง ในป6จจุบันมีนักวิจัยจํานวนมากพัฒนาประสิทธิภาพของการ
จําแนกภาพแมมโมแกรมโดยใช#เทคนิควิธีต+าง ๆ ของการประมวลผลภาพร+วมกับเทคนิควิธีการเรียนรู#
ของเครื่อง เพ่ือเพ่ิมความแม+นในการจําแนก การปรับปรุงภาพก+อนการนําไปจําแนกเป<นข้ันตอนท่ีสําคัญ
เนื่องจากภาพแมมโมแกรมอาจมีความไม+ชัดเจนหรือมีสัญญาณรบกวนในภาพ ทําให#การจําแนกได#ผลท่ี
ไม+ดีนัก ดังนั้นงานวิจัยนี้จึงเสนอวิธีการปรับปรุงภาพคือการกําจัดสัญญาณรบกวนภายในภาพออกไป 
แล#วจึงทําการปรับปรุงภาพโดยทําให#ความเข#มสีบริเวณก#อนเนื้อในภาพชัดเจนข้ึน จากนั้นจึงใช#เทคนิค
การประมวลผลภาพด#วยวิธีการหาขอบเขตท่ีน+าสนใจ โดยใช#ข้ันตอนวิธีในการตัดเฉพาะบริเวณก#อนเนื้อ
ในภาพแมมโมแกรมเพ่ือนํามาประมวลผล หลังจากได#บริเวณขอบเขตท่ีสนใจแล#ว ข้ันตอนก+อนการ
จําแนกอีกข้ันตอนหนึ่งคือการหาลักษณะสําคัญภายในบริเวณขอบเขตท่ีสนใจ โดยงานวิจัยนี้จะพิจารณา
ลักษณะสําคัญ 3 ลักษณะ คือ ลักษณะสําคัญของลวดลาย ลักษณะสําคัญของฮิสโตแกรม และ ลักษณะ
สําคัญของรูปร+าง โดยเฉพาะลักษณะสําคัญของรูปร+างได#มีการเพ่ิมชุดข#อมูลต+อท#ายชุดข#อมูลเดิมโดย
พิจารณาจากความถ่ีของกราฟฮิสโตแกรมของรอยหยักบริเวณเส#นขอบของก#อนเนื้อ และในข้ันตอน
สุดท#าย ลักษณะสําคัญท้ัง 3 แบบจะถูกนําไปใช#ในการจําแนก ด#วยเทคนิควิธีในการจําแนกข#อมูลแบบมี
ผู#สอนท่ีชื่อว+าซัพพอร�ตเวกเตอร�แมชชีน โดยใช#ร+วมกับเคอร�เนลฟ6งก�ชันหลายแบบ งานวิจัยนี้จะ
เปรียบเทียบประสิทธิภาพการจําแนกระหว+างเทคนิควิธีซัพพอร�ตเวกเตอร�แมชชีนกับเทคนิคการจําแนก
อ่ืน ๆ เช+น โครงข+ายประสาทเทียม และนาอีฟเบย�  

 



 

บทคัดยSอภาษาอังกฤษ  

 
Mammography is a special type of low-powered x-ray method that has 

been used to improve diagnostic and decrease the number of unneeded biopsies. 
Detection breast cancer in early stage can help treatment successful. Many researches 
show that malignant breast tumors tend to demonstrate irregular and undulated 
shapes, whereas benign breast tumors are regularly round and smooth shapes. 
Consequently, many researches about tumor shape may help in maintaining diagnosis.  
Thus, the contour feature of tumor contour is very significant feature to distinguish 
between malignant and benign tumor. In this paper, we propose an approach to 
automatically appraise the density and contrast of breast images using gamma 
correction to increase the intensity of dense pixels with light intensity and vice versa to 
decrease the sparse intensity pixels showing dark intensity. In the segmentation 
process, we use region growing technique to get region of interest. We also extract 
three important features including texture, shape, and intensity histogram. Especially 
add data of shape feature into the original data by considering histogram of serrated 
contour in each tumor. In the classification process, we use SVM to classify tumor into 
two classes: malignant and benign. Moreover, we also compare between SVM 
classification with Artificial Neural Network and naïve Bayes. Neural Network and Naïve 
Bays. The results of classification show that SVM gives good classification accuracy 
more than Artificial Neural Network and naïve Bays. 
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บทท่ี  1  
บทนํา  

            

1.1  ความสําคัญและท่ีมาของป�ญหาการวิจัย  

มะเร็งเป	นกลุ�มของโรคท่ีเกิดจากความผิดปกติของเซลล�ในร�างกายมนุษย� ซ่ึงเซลล�ท่ี
ผิดปกตินั้นจะมีการเปลี่ยนแปลงและมีขนาดใหญ�ลุกลามข้ึนเรื่อย ๆ หากปล�อยไว+โดยไม�มีการตรวจ
วิเคราะห�และรักษาอาจทําให+ผู+ป.วยเสียชีวิตได+ ส�วนใหญ�นั้นเซลล�มะเร็งจะเป	นลักษณะก+อนเนื้อท่ีมี
ความหนาแน�นสูงตรวจสอบได+จากการตรวจชิ้นเนื้อ (biopsy) การวิเคราะห�จากภาพแมมโมแกรม 
(mammography) การวิเคราะห�จากภาพคลื่นเสียงความถ่ีสูงหรืออุลตราซาวด� (ultrasound) 

มะเร็งเต+านม (breast cancer) เป	นเซลล�ท่ีมีความผิดปกติซ่ึงเกิดข้ึนภายในทรวงอกของ
ผู+หญิง และเป	นสาเหตุหลักของโรคมะเร็งท่ีทําให+ผู+หญิงเสียชีวิตมากท่ีสุด และพบบ�อยมากกว�ามะเร็ง
ปากมดลูกมะเร็งเต+านมนั้นสามารถพบได+ในผู+ชายเช�นกันแต�พบในอัตราส�วนท่ีน+อยมากมะเร็งเต+านม
มักจะไม�แสดงอาการในเบื้องต+น ผู+หญิงส�วนใหญ�จึงรู+สึกถึงอาการของมะเร็งเต+านมในขณะท่ีมะเร็งได+
ลุกลามไปมากแล+ว ดังนั้นหากมีการวิเคราะห�และวินิจฉัยก+อนเนื้อว�าเป	นเนื้อร+าย (malignant) หรือ
เป	นเพียงเนื้องอก (benign) ในเบื้องต+นแล+วก็จะทําให+ผู+ป.วยได+มีโอกาสในการรักษาและหายจาก
อาการป.วยและรอดชีวิตค�อนข+างสูง ในการตรวจวิเคราะห�ก+อนเนื้อด+วยวิธีการผ�าตัดนําเอาก+อนเนื้อนั้น
ออกมาพิสูจน� จะค�อนข+างยุ�งยากและมีผลข+างเคียงท่ีอาจก�อให+เกิดอันตรายต�อคนไข+ ดังนั้นวิธีท่ีนิยมใช+
กันมากในปLจจุบันคือการนําภาพแมมโมแกรม และ ภาพอุลตราซาวน�ของเต+านมมาวิเคราะห�หาความ
ผิดปกติมะเร็งเต+านมมักจะก�อกําเนิดข้ึนจากเนื้อเยื่อในทรวงอกภายในต�อมน้ํานม  

เนื้อเยื่อท่ีมีความผิดปกตินั้นจากการวิเคราะห�ของรังสีแพทย�จะเห็นเป	นก+อนเนื้อท่ีมีความ
หนาแน�นสูงและมีก+อนหินปูนเกาะอยู�ด+วย จากรูปท่ี 1.1 แสดงภาพแมมโมแกรมของเต+านม ซ่ึงเนื้อเยื่อ
หรือก+อนเนื้อท่ีมีความผิดปกตินี้สามารถเป	นได+ ท้ังก+อนเนื้องอกท่ีไม�ลุกลาม หรืออาจจะเป	น
ก+อนเนื้อร+ายท่ีลุกลามไปยังอวัยวะต�าง ๆ ได+ ท้ังนี้การแบ�งแยกระหว�างเนื้องอกและเนื้อร+ายข้ึนอยู�กับ
รูปร�างของก+อนเนื้อท่ีตรวจพบ 
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(ก) benign tumor (ข) malignant tumor 
 

รูปท่ี 1.1 ภาพแมมโมแกรมจากทรวงอกท่ีตรวจพบ (ก) ก+อนเนื้องอกท่ีไม�ใช�เนื้อร+าย (ข) ก+อนเนื้อร+าย 
 

จากความรู+ของรังสีแพทย�และนักรังสีวิทยาสรุปได+ว�า ก+อนเนื้องอกส�วนใหญ�มักจะมี
รูปร�างขอบท่ีเป	นทรงกลมหรือทรงรี ในขณะท่ีก+อนเนื้อท่ีก�อตัวเป	นมะเร็งเต+านมนั้นจะมีขอบบางส�วนท่ี
เป	นทรงกลม และขอบบางส�วนท่ีมีลักษณะผิดรูปหรือมีรอยหยักค�อนข+างมาก และโดยท่ัวไปแล+วก+อน
เนื้อท่ีมีความผิดปกตินั้นเม่ือดูจากภาพแมมโมแกรมมักจะมีความสว�างของสี และความหนาแน�นใน
บริเวณก+อนเนื้อร+ายมากกว�าบริเวณข+างเคียงหรือบริเวณท่ีเป	นไขมัน รูปท่ี 1.2 แสดงลักษณะรูปร�าง
ของก+อนเนื้องอกท่ีไม�ร+ายแรงและก+อนเนื้อท่ีพบว�าเป	นมะเร็งเต+านม 

 

  

(ก) benign tumor shape (ข) malignant tumor shape 
 

รูปท่ี 1.2 แสดงลักษณะรูปร�างของก+อนเนื้อ (ก) รูปร�างก+อนเนื้องอกท่ีไม�ใช�เนื้อร+าย (ข) รปูร�างของ
ก+อนเนื้อร+าย 
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อย�างไรก็ตามภาพแมมโมแกรมท่ีได+มานั้นอาจยังมีสิ่งรบกวนภายในภาพ (noise) ซ่ึงอาจ
ทําให+ภาพไม�ชัดเจน ส�งผลให+การวิเคราะห�ของแพทย�อาจมีความผิดพลาดเกิดข้ึนได+ เพราะต+องทําการ
วิเคราะห�โดยใช+สายตา ในปLจจุบันมีระบบคอมพิวเตอร�ช�วยในการตรวจหาหรือวิเคราะห�โรคเรียกว�า 
Computer Aided Detection (CAD) เป	นเทคนิคท่ีช�วยให+รังสีแพทย�วิเคราะห�เพ่ือวินิจฉัยบริเวณท่ี
เป	นมะเร็งได+แม�นยํายิ่งข้ึน โดยเทคนิคนี้ช�วยในการปรับปรุงให+ภาพถ�ายทางการแพทย�มีความชัดเจน
และช�วยให+แพทย�วิเคราะห�ได+ถูกต+องมากยิ่งข้ึน 

ในงานวิจัยนี้ได+เสนอแนวทางการเพ่ิมขีดความสามารถของระบบคอมพิวเตอร�ช�วยในการ
ตรวจหาหรือวิเคราะห�โรคให+มีขีดความสามารถสูงข้ึน โดยใช+การวินิจฉัยภาพแมมโมแกรมเป	นกรณี
ต+นแบบ ในงานวิจัยนี้เสนอแนวทางการปรับปรุงภาพเพ่ือให+ได+ภาพท่ีชัดเจนข้ึนในแนวทางเดียวกับ 
CAD แต�เพ่ิมขีดความสามารถในการวินิจฉัยด+วยการใช+เทคนิคการเรียนรู+ของเครื่องเพ่ือช�วยให+การ
วินิจฉัยเพ่ือแยกแยะก+อนเนื้อปกติ ออกจากก+อนเนื้อร+ายทําได+แบบอัตโนมัติด+วยการประยุกต�ใช+เทคนิค
ซัพพอร�ตเวกเตอร�แมชชีน ซ่ึงจัดเป	นอัลกอริทึมการเรียนรู+ท่ีมีประสิทธิภาพการจําแนกได+แม�นยํามาก
ท่ีสุดในเทคโนโลยียุคปLจจุบัน การเพ่ิมขีดความสามารถของระบบคอมพิวเตอร�นี้จะช�วยให+รังสีแพทย�
วิเคราะห�ภาพได+ถูกต+องแม�นยํามากยิ่งข้ึน 

 

1.2  วัตถุประสงค$ของโครงการวิจัย 

เพ่ือพัฒนาความสามารถของระบบคอมพิวเตอร�ช�วยในการตรวจหาและวิเคราะห�
โรคมะเร็งเต+านมจากภาพแมมโมแกรมให+มีขีดความสามารถสูงข้ึนด+วยการใช+เทคนิคการปรับปรุงภาพ
ได+แก� ปรับความสว�างของภาพให+บริเวณก+อนเนื้อปรากฏชัดเจน หาขอบเขตสําคัญของภาพ คัดเลือก
เฉพาะฟWเจอร�ท่ีสําคัญของภาพ จากนั้นจําแนกภาพก+อนเนื้อปกติหรือก+อนเนื้องอกท่ีไม�ร+ายแรงออก
จากภาพก+อนเนื้อร+าย ด+วยวิธีซัพพอร�ตเวกเตอร�แมชชีน 

 

1.3  ขอบเขตของการวิจัย 

• ข+อมูลท่ีใช+ในการทดสอบอัลกอริทึม เป	นชุดข+อมูลมาตรฐานจาก University of 
South Florida Digital Mammography Home Page ชื่อ Digital Database for 
Screening Mammography (DDSM) (http://marathon.csee.usf.edu/ 
Mammography/Database.html) ข+อมูลนี้ได+มาจากกลุ�มตัวอย�างคนไข+ 2,500 คน 
โดยในชุดข+อมูล DDSM มีการเก็บภาพแมมโมแกรมของเต+านมด+านซ+ายและด+านขวา 
ในมุมมอง 2 แบบ คือ MLO (mediolateral view) และ CC (caudocranial view) 
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• การตรวจสอบความถูกต+องของการวิเคราะห�ภาพเพ่ือจําแนกภาพก+อนเนื้อไม�ร+ายแรง
ออกจากภาพก+อนเนื้อร+าย จะใช+การทดสอบด+วยภาพท่ีแยกไว+สําหรับทําหน+าท่ีเป	นชุด
ทดสอบ โดยภาพในชุดทดสอบนี้รังสีแพทย�ได+วินิจฉัยไว+แล+วว�าเป	นก+อนเนื้อประเภท
ใด ผลการทดสอบของงานวิจัยนี้จึงไม�จําเป	นต+องใช+แพทย�ผู+เชี่ยวชาญยืนยันซํ้า 

 

1.4  ประโยชน$ท่ีได,รับ 

งานวิจัยนี้ได+รับประโยชน�จากการดําเนินงานโครงการ ในหลายด+านได+แก� 

1)  งานวิจัยนี้เป	นการออกแบบแนวคิด และพัฒนาข้ันตอนวิธีในการปรับปรุงและจําแนก
ภาพแมมโมแกรม เพ่ือให+ได+องค�ความรู+ใหม�ในด+านการวิเคราะห�และวินิจฉัยภาพด+วย
กระบวนการอัตโนมัติ ประโยชน�ท่ีได+รับโดยตรงคือเทคนิคท่ีพัฒนาข้ึนนี้จะช�วยให+
รังสีแพทย�และนักรังสีวิทยา ทํางานได+ง�ายและมีความถูกต+องมากข้ึน ซ่ึงจะเป	น
ประโยชน�ต�อผู+ป.วยโดยตรง เทคนิคและอัลกอริทึมใหม�ท่ีพัฒนาข้ึนสามารถเผยแพร�
ผลงานท่ีเป	นความก+าวหน+าใหม�ต�อท่ีประชุมวิชาการระดับนานาชาติได+จํานวน 3 
บทความ และตีพิมพ�ผลงานในวารสารวิชาการระดับนานาชาติได+ 1 บทความ 

2)  การดําเนินงานวิจัยในส�วนท่ีเป	นการวิจัยเชิงประจักษ� ท่ีจะต+องมีการเก็บรวบรวม
ข+อมูลและทําการทดลองกับข+อมูลเหล�านั้น จะต+องใช+ผู+ช�วยวิจัยท่ีเป	นนักศึกษาระดับ
ปริญญาโทและเอก ในสาขาวิชาวิศวกรรมคอมพิวเตอร� โครงการวิจัยนี้จึงมี
ประโยชน�ในการพัฒนานักวิจัยรุ�นใหม�ให+สามารถทํางานวิจัยในระดับสูงได+ 

3)  การพัฒนาอัลกอริทึมให+สามารถใช+งานได+ในลักษณะของโปรแกรมต+นแบบหรือ 
prototype ทําให+ได+โปรแกรมท่ีสามารถจดลิขสิทธิ์ได+จํานวน 1 โปรแกรม ได+แก� 
โปรแกรมจําแนกภาพรังสีเพ่ือการวินิจฉัยมะเร็งเต+านม (mammography image 
classification for breast cancer diagnosis program) ลิขสิทธิ์เลขท่ี ว1. 6552 
ออกให+ ณ วันท่ี 12 มิถุนายน พ.ศ. 2560  
 



บทท่ี  2  
ทฤษฎีและงานวิจัยที่เกี่ยวข�อง 

 

2.1  เทคนิคการปรับปรุงภาพ  

วิธีการปรับปรุงภาพเพ่ือให�ภาพแมมโมแกรมมีขอบเขตและลักษณะเด!นของภาพท่ีชัดเจน
เหมาะสมสําหรับการจําแนกภาพด�วยวิธีอัตโนมัติ ใช�วิธีการพ้ืนฐานสองวิธีคือการกําหนดขอบเขตของ
ภาพด�วยวิธีการขยายพ้ืนท่ี และการหาลักษณะสําคัญของภาพ เทคนิคพ้ืนฐานท้ังสองแบบมี
รายละเอียดดังนี้ 

การกําหนดขอบเขตของภาพด�วยวิธีการขยายพ้ืนท่ี  

การขยายพ้ืนท่ีของส!วนภาพ (region growing) เป6นการแบ!งส!วนภาพบนพ้ืนฐานของ
พ้ืนท่ี (region based) ท่ีมีการกําหนดจุดก่ึงกลาง (seed point) ในภาพ แล�วทําการขยายพ้ืนท่ี 
(growing) ออกไปยังจุดพิกเซลใกล�เคียง โดยพิจารณาจากค!าระดับสีเทา จนกระท่ังขอบเขตนั้นสิ้นสุด
เม่ือมีความเข�มสีของพิกเซลป@จจุบันและพิกเซลใกล�เคียงท่ีต!างกันมาก ภายหลังเสร็จสิ้นข้ันตอนการ
ขยายพ้ืนท่ี จะได�จํานวนขอบเขตในภาพหลาย ๆ ขอบเขต ซ่ึงแบ!งแยกจากกันอย!างชัดเจน ช!วยให�
ข้ันตอนต!อไปสามารถรวมส!วนภาพท่ีอยู! ติดกันและมีค!าระดับสีเทาใกล�เคียงกันเข�าไว�ด�วยกัน 
(merging) รูปท่ี 2.1 แสดงตัวอย!างของการขยายพ้ืนท่ีของส!วนภาพโดยการพิจารณาพิกเซลใกล�เคียง 
 
 

  
 

รูปท่ี 2.1 การขยายส!วนพ้ืนท่ีของภาพ 
 
จุดประสงคIในการขยายพ้ืนท่ีของส!วนภาพคือการตัดเฉพาะขอบเขตท่ีน!าสนใจ (Region 

of Interest: ROI) หรือบริเวณก�อนเนื้อท่ีมีความหนาแน!นสูง เนื่องจากภาพแมมโมแกรมท่ีได�นั้นจะมี
ขนาดใหญ!และประกอบด�วยส!วนท่ีเป6นไขมันและก�อนเนื้อ แต!การนําภาพแมมโมแกรมมาจําแนกนั้นจะ
สนใจเฉพาะบริเวณก�อนเนื้อท่ีมีความหนาแน!นสูง ดังนั้นจึงต�องตัดบริเวณท่ีไม!สําคัญหรือบริเวณท่ีเป6น
ไขมันออกไป เพ่ือลดขนาดภาพและลดเวลาในการประมวลผลภาพและการจําแนกภาพ 
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การคํานวณเพ่ือการขยายพ้ืนท่ีของส!วนภาพนั้น แสดงดังสมการท่ี 2-1 ถึง 2-3 โดยท่ี R 
แทนพ้ืนท่ีท่ีสนใจ S แทนพิกเซลท้ังหมดท่ีพิจารณาและ P แทน logical predicate หมายถึงการ
พิจารณาพิกเซลใกล�เคียง ยกตัวอย!างเช!น หากค!าพิกเซลป@จจุบันมีค!าความเข�มสีคล�ายหรืออยู!ในช!วง
ขีดแบ!ง (threshold) ท่ีกําหนด นั่นคือ P(Ri) = TRUE แต!ท้ังนี้ค!า logical predicate ก็อาจข้ึนอยู!กับ
การพิจารณาด�วยวิธีการหรือค!าอ่ืน ๆ ได�ด�วย 

 

(2-1) 

 (2-2) 

 (2-3) 

 

สมการท่ี 2-1 หมายถึงการแบ!งขอบเขตต�องสมบูรณI (completeness) โดยท่ีทุก ๆ พิก
เซลจะต�องอยู!ภายในขอบเขตใด ๆ และแต!ละขอบเขตจะต�องไม!ซ�อนทับกัน (disjointness) สมการท่ี
2-2 หมายถึงคุณสมบัติหรือความเข�มสีในระดับสีเทาของพิกเซลใด ๆ ท่ีอยู!ในขอบเขตเดียวกันจะต�องมี
คุณสมบัติท่ีคล�ายกัน (satisfiability) เช!น ความเข�มสีใกล�เคียงกัน และสมการท่ี 2-3 หมายถึง 
ขอบเขตใด ๆ ท่ีทําการแบ!งแยกแล�วจะแบ!งแยกจากกันอย!างชัดเจน หรือ แต!ละขอบเขตภายหลังการ
ขยายพ้ืนท่ีของส!วนภาพจะต�องแบ!งแยกกันอย!างสิ้นเชิง (segmentability) ซ่ึงในบางกรณี เช!น การ
แบ!งขอบเขตภาพก�อนเนื้อในเต�านม บางขอบเขตท่ีอยู!ติดกันหรือมีความห!างเพียงเล็กน�อยก็สามารถนํา
ขอบเขตเหล!านี้มาผสานกันได� เพ่ือความสะดวกในการนําไปดึงลักษณะสําคัญต!อไป 

การขยายส!วนพ้ืนท่ีในภาพจะใช�การพิจารณาค!าของพิกเซลป@จจุบันร!วมกับค!าของพิกเซล
ใกล�เคียง (neighborhood) โดยพิจารณาได�สองแบบ คือ การพิจารณาพิกเซลใกล�เคียงจํานวน 4 พิก
เซล (4-neighberhoods) ดังแสดงในรูป 2.2(ก) และการพิจารณาพิกเซลใกล�เคียงจํานวน 8 พิกเซล 
(8-neighberhoods) ดังแสดงในรูป 2.2(ข) 

 

 

(ก) 4 พิกเซล 
 

(ข) 8 พิกเซล  
รูปท่ี 2.2 ตําแหน!งการพิจารณาพิกเซลใกล�เคียง 
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ตัวอย!างการขยายส!วนพ้ืนท่ีในรูปท่ี 2.3 ใช�การพิจารณาพิกเซลใกล�เคียงจํานวน 8 พิก
เซล เริ่มต�นท่ีรูป 2.3(ก) กําหนดจุดเริ่มต�นในการขยายส!วนพ้ืนท่ีโดยแทนด�วยเครื่องหมายดอกจัน 
(asterisk) จากนั้นพิจารณาพิกเซลข�างเคียงจํานวน 8 พิกเซลโดยเปรียบเทียบค!าพิกเซลป@จจุบันกับ
พิกเซลใกล�เคียงหากมีค!าความเข�มสีใกล�เคียงกัน หรือมีค!าความเข�มสีอยู! ในช!วงขีดแบ!งหรือ 
threshold ท่ีกําหนดก็ให�ทําเครื่องหมายชารIป (sharp) ในพิกเซลใกล�เคียงเหล!านั้น ดังแสดงในรูปท่ี 
2.3(ข) ถึง 2.3(ช) แต!หากพิกเซลใกล�เคียงใดท่ีมีความเข�มสีต!างกัน หรือมีค!าความเข�มสีไม!อยู!ในช!วงขีด
แบ!ง ก็ไม!ต�องทําเครื่องหมายและไม!ต�องนํามาพิจารณา จากนั้นจึงทํากระบวนการเดิมซํ้าจนกระท่ังไม!
มีจุดพิกเซลใกล�เคียงท่ีมีความเข�มสีคล�ายกันจึงหยุดการขยายพ้ืนท่ี สุดท�ายจะได�บริเวณขอบเขตท่ี
สนใจโดยใช�วิธีการขยายพ้ืนท่ีดังแสดงในรูป 2.3(ซ) แต!หากยังมีขอบเขตอ่ืน ๆ ในภาพท่ียังไม!ได�ทําการ
ขยายพ้ืนท่ีก็ทําตามกระบวนการเดิมคือกําหนดจุดเริ่มต�นของขอบเขตอ่ืน ๆ และพิจารณาพิกเซล
ใกล�เคียงต!อไปจนครบท้ังภาพ 

 

 
(ก) (ข) 

 
(ค) (ง) 

 
(จ) 

 
(ฉ) 

 
(ช) 

 
(ซ) 

 

รูปท่ี 2.3 ตัวอย!างการขยายส!วนพ้ืนท่ีโดยพิจารณาพิกเซลใกล�เคียง 8 พิกเซล 
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การหาลักษณะสําคัญของภาพ  

ลักษณะสําคัญของภาพท่ีใช�ในงานวิจัยนี้ ประกอบด�วย ลักษณะลําคัญของลวดลาย 
(texture feature) ลักษณะสําคัญของฮิสโตแกรม (histogram based feature) และลักษณะสําคัญ
ของรูปร!าง (shape feature) รายละเอียดของแต!ละเทคนิคอธิบายได�ดังนี้ 

- ลักษณะลําคัญของลวดลาย (texture feature) 
ลวดลายภายในภาพเป6นหนึ่งในลักษณะสําคัญท่ีใช�ในการระบุวัตถุหรือขอบเขตท่ีน!าสนใจ

ในภาพ ลักษณะสําคัญหรือคุณลักษณะของลวดลายนั้นจะเป6นข�อมูลท่ีเก่ียวกับการกระจายของ
รูปแบบโทนสี (tone) ภายในภาพ ดังนั้นลักษณะการเปลี่ยนแปลงของโทนสีภายในภาพจึงเป6นข�อมูล
สําคัญซ่ึงนํามาใช�ในการจําแนกภาพได� ลักษณะสําคัญของลวดลายนั้นสามารถหาได�จากเมตริกซIของ
ระดับสีเทาท่ีเกิดข้ึนร!วมกัน (Grey-level Co-occurrence Matrix : GLCM) ฟ@งกIชันใน GLCM นั้น
จะทําการคํานวณและเปรียบเทียบการเกิดข้ึนของระดับสีเทาในภาพหรือรูปแบบ (pattern) ของ
ระดับสีเทาระหว!างพิกเซลในภาพ โดยใช�ความน!าจะเป6นในการแสดงผลของความชัดเจนของลวดลาย 
(contrast) การเกิดข้ึนร!วมกันของลวดลาย (correlation) และการเป6นเนื้อเดียวกันของลวดลาย 
(homogeneity) ซ่ึงลักษณะสําคัญของลวดลายเหล!านี้จะถูกนําไปใช�ในกระบวนการจําแนกภาพ 

 
- ลักษณะสําคัญของฮิสโตแกรม (histogram based feature) 
รูปร!างลักษณะและคุณสมบัติของฮิสโตแกรมเป6นลักษะสําคัญอีกประเภทหนึ่งท่ีนิยม

นํามาใช�เป6นลักษณะสําคัญในการจําแนกภาพ ซ่ึงกราฟฮิสโตแกรมจะให�ข�อมูลสถิติของความเข�มสีท่ี
เกิดข้ึนในภาพ และสามารถหาความน!าจะเป6นของความเข�มสีระดับสีเทาท่ีเกิดข้ึนในภาพ กราฟฮิสโต
แกรมนั้นมีคุณลักษณะสําคัญทางสถิติ (statistic feature) ท้ังหมด 4 ค!า ได�แก! (1) ค!าเฉลี่ย (mean) 
คือ ค!าเฉลี่ยความเข�มสี (2) ค!าความแปรปรวน (variance) คือ การเปลี่ยนแปลงความเข�มสีรอบ
ค!าเฉลี่ย (3) ความเบ� (skewness) คือ ค!าท่ีแสดงถึงความสมมาตรของฮิสโตแกรม ถ�าฮิสโตแกรม
สมมาตรแล�วความเบ�จะมีค!าเป6น 0 ถ�าฮิสโตแกรมเบ�ขวา ค!าความเบ�จะเป6นบวก และถ�าฮิสโตแกรมเบ�
ซ�าย ค!าความเบ�จะเป6นค!าลบ และ (4) ความโด!ง (kurtosis) คือ ค!าท่ีวัดจุดสูงสุดและตํ่าสุดภายใน
กราฟในฮิสโตแกรมซ่ึงมีความสัมพันธIกับการกระจายข�อมูลแบบปกติ (normal distribution) 

 
- ลักษณะสําคัญของรูปร!าง (shape feature) 
การหาลักษณะสําคัญของรูปร!างนั้นเป6นองคIประกอบท่ีสําคัญอย!างหนึ่งในการจําแนก

ภาพ สมมติว!าต�องการท่ีจะจําแนกภาพวัตถุสองชนิดซ่ึงมีรูปร!างต!างกัน ลักษณะสําคัญของรูปร!างของ
วัตถุจะเป6นตัวระบุความแตกต!างของวัตถุแต!ละชนิด ลักษณะสําคัญของรูปร!างท่ีสําคัญได�แก! พ้ืนท่ี 
(area) เส�นผ!าศูนยIกลาง (diameter) ส!วนนูนของรูปร!าง (convex area) โครงร!าง (skeleton) เส�น
รอบรูป (perimeter) ระยะทางจากจุดศูนยIกลางไปยังเส�นขอบ (centroid to distance) ในการ
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จําแนกมะเร็งเต�านมจากภาพแมมโมแกรมนั้น โดยท่ัวไปแล�วลักษณะรูปร!างของก�อนเนื้อท่ีไม!เป6น
อันตรายและก�อนเนื้อร�ายจะมีรูปร!างท่ีต!างกัน คือ ก�อนเนื้อท่ีไม!เป6นอันตรายจะมีลักษณะเป6นรูปร!าง
ค!อนข�างกลมและขอบของก�อนเนื้อจะมีรอยหยักน�อย ซ่ึงในทางกลับกันก�อนเนื้อร�ายท่ีมีแนวโน�มจะ
เป6นมะเร็งนั้นลักษณะรูปร!างจะไม!เป6นรูปทรง มีความบิดเบี้ยวและโค�งงอมาก และขอบของก�อนเนื้อ
จะมีรอยหยักมาก ดังนั้นในงานวิจัยนี้จึงเลือกใช�ลักษณะสําคัญของรูปร!าง โดยทําการวัดระยะทางจาก
จุดศูนยIกลางของก�อนเนื้อไปยังเส�นขอบ ซ่ึงวิธีการนี้จะเป6นการดูความเปลี่ยนแปลงของความโค�งจาก
จุดศูนยIกลางไปยังเส�นขอบ ซ่ึงถ�ามีการเปลี่ยนแปลงความโค�งจากจุดศูนยIกลางไปยังเส�นขอบน�อยก็
สันนิษฐานได�ว!าเป6นก�อนเนื้อไม!อันตราย และหากมีการเปลี่ยนแปลงความโค�งจากจุดศูนยIกลางไปยัง
เส�นขอบค!อนข�างมากก็สันนิษฐานได�ว!าเป6นก�อนเนื้อท่ีมีโอกาสเป6นมะเร็ง 

 

2.2  เทคนิคซัพพอร%ตเวกเตอร%แมชชีน  

ซัพพอรIตเวกเตอรIแมชชีน (Support Vector Machine : SVM) เป6นวิธีการสําหรับ
จําแนกข�อมูลท่ีนิยมใช�อย!างแพร!หลายในป@จจุบัน ซัพพอรIตเวกเตอรIแมชชีนเป6นวิธีการเรียนรู�แบบมีผู�
แนะนํา (supervised learning) ซ่ึงสามารถนําไปประยุกตIใช�ได�กับป@ญหาการจําแนกข�อมูล (data 
classification) และ การวิเคราะหIการถดถอย (regression analysis) การจําแนกโดยซัพพอรIต
เวกเตอรIแมชชีนนั้น มีหลักการพ้ืนฐานคือจะทําการสร�างไฮเปอรIเพลนท่ีมีขอบท้ังสองด�านกว�างมาก
ท่ีสุด (maximum-margin hyperplane) เพ่ือทําการจําแนกข�อมูลท่ีนําเข�ามา และในขณะเดียวกัน
เม่ือได�ไฮเปอรIเพลนท่ีมีขอบท้ังสองด�านกว�างมากท่ีสุดแล�ว เส�นของขอบแต!ละด�านนั้นจะต�องตัดผ!าน
หรือครอบคลุมข�อมูลนําเข�าให�น�อยท่ีสุด ดังนั้นการหาสมการไฮเปอรIเพลนและขนาดของมารIจินท่ี
เหมาะสม จะทําให�สามารถจําแนกข�อมูลได�อย!างมีประสิทธิภาพ ดังแสดงในรูปท่ี 2.4 

 
 

รูปท่ี 2.4 การจําแนกข�อมูล 2 คลาส ด�วยซัพพอรIตเวกเตอรIแมชชีน 
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2.3  งานวิจัยท่ีเก่ียวข�อง 

การวิเคราะหIภาพแมมโมแกรมเพ่ือจําแนกมะเร็งเต�านมนั้นเป6นงานวิจัยท่ีน!าสนใจ 
เนื่องจากการวิเคราะหIด�วยภาพนั้นเป6นข้ันตอนเบื้องต�นท่ีมีประสิทธิภาพและไม!เป6นอันตราย ช!วยให�
การวิเคราะหIสะดวกข้ึนโดยคนไข�ท่ีมีก�อนเนื้อผิดปกติในบริเวณทรวงอกและต�องการทราบว!าตนปpวย
เป6นมะเร็งเต�านมหรือไม!นั้นสามารถเข�ารับการตรวจวิเคราะหIได� โดยไม!ต�องเข�ารับการผ!าตัดชิ้นเนื้อ 
ดังนั้นจึงมีงานวิจัยท่ีหลากหลายในการพยายามท่ีจะวิเคราะหIและจําแนกมะเร็งเต�านมจากภาพให�มี
ความแม!นยําและมีประสิทธิภาพสูง 

จากความรู�ของนักรังสีวิทยาท่ีสามารถวิเคราะหIจากลักษณะรูปร!างของก�อนเนื้อในทรวง
อก เพ่ือระบุว!าเป6นก�อนเนื้อดีและก�อนเนื้อร�ายนั้น เป6นการสังเกตจากรูปร!าง ลักษณะ และความ
หนาแน!นท่ีแตกต!างกันของภาพก�อนเนื้อ แต!ในหลายปqท่ีผ!านมาการวิเคราะหIของนักรังสีวิทยาอาจมี
ความผิดพลาดได� การวิเคราะหIนั้นจึงต�องใช�ประสบการณI การฝsกฝน และความรู�เฉพาะทาง แต!ถึง
กระนั้นก็ยังมีการสํารวจพบว!าประมาณ 10% ของก�อนเนื้อร�ายท้ังหมดในภาพแมมโมแกรม ถูกอ!าน
และวิเคราะหIผิดโดยนักรังสีวิทยา ซ่ึงทําให�มีค!า false positive ค!อนข�างสูง และก�อนเนื้อส!วนใหญ!ท่ีมี
การวิเคราะหIผิดพลาดนั้นจะอยู!ในทรวงอกท่ีมีความหนาแน!นสูง (Jackson et al., 1993) ยกตัวอย!าง
เช!นมีการวิเคราะหIว!าก�อนเนื้อท่ีสงสัยนั้นเป6นก�อนเนื้อซ่ึงมีความเสี่ยงในการเป6นมะเร็งเต�านม แต!เม่ือ
ผ!าตัดเพ่ือนําก�อนเนื้อไปพิสูจนIแล�ว กลับได�ผลว!าไม!ใช!ก�อนเนื้อร�าย ซ่ึงความผิดพลาดจากการวิเคราะหI
ภาพแมมโมแกรมของนักรังสีวิทยานั้นเกิดจากสาเหตุสําคัญ 3 ประการ คือ (1) ลักษณะเด!นของก�อน
เนื้อจากภาพแมมโมแกรมท่ีจะแปรผลนั้นมีความไม!ชัดเจน (2) สัญญาณรบกวนภายในภาพแมมโมแก
รมซ่ึงอาจเกิดจากคุณภาพของเครื่องเอ็กซเรยIและ(3) ลักษณะสําคัญบางประการของภาพยังคลุมเครือ
และไม!สามารถวิเคราะหIได�ด�วยตาเปล!า (Sivaramakrishna et al., 2002) 

ในไม!ก่ีปqwผ!านมานี้มีการนําเสนอวิธีการหลากหลายวิธีในการจําแนกภาพแมมโมแกรม 
โดยนําคอมพิวเตอรIมาใช�ในการวิเคราะหIภาพแมมโมแกรม (mammographic computer-aided 
diagnosis: CAD) ทีมวิจัยหลายทีมได�ทําการเสนอระบบ CAD ในการช!วยวิเคราะหIภาพซ่ึงได�ผลใน
การวิเคราะหIท่ีดีและมีประสิทธิภาพ (Cheng et al., 2006; Rangayyan et al., 2007; Elter et al., 
2009) ทีมวิจัยของ Oliver (2010) ได�เสนอการจําแนกความหนาแน!นของก�อนเนื้อในทรวงอกด�วย
วิธีการทางสถิติ (statistical for breast density segmentation) โดยพิจารณาความหนาแน!นของ
จุดพิกเซลภายในภาพ วิธีการนี้ทําการพิจารณาลักษณะเฉพาะของเนื้อเยื่อในภาพแมมโมแกรม และ
ทําการจําแนกภาพออกเป6นบริเวณท่ีเป6นไขมันและบริเวณท่ีเป6นเนื้อเยื่อท่ีมีความหนาแน!นสูง โดยใช�
เทคนิค PCA และ LDA ในการจําแนกภาพ และนําผลมาเปรียบเทียบกัน  

การพิจารณาขอบเขตท่ีสนใจ (Region of interest : ROI) เป6นอีกวิธีหนึ่งท่ีนํามาใช�ใน
การแบ!งขอบเขตของภาพแมมโมแกรมโดยตัดเอามาเฉพาะขอบเขตของก�อนเนื้อท่ีมีความหนาแน!นสูง 
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โดยทําการพิจารณาความเข�มสีของพิกเซลข�างเคียง โดยวิธีการนี้จะทําการลดเวลาในการประมวลผล
และเพ่ิมความแม!นตรงในกระบวนการจําแนกเนื่องจาก การพิจารณาเพราะบริเวณ ROI นั้น เป6นการ
นําบางส!วนของภาพเฉพาะบริเวณก�อนเนื้อมาพิจารณาเท!านั้นโดยไม!จําเป6นต�องใช�ภาพแมมโมแกรม
ขนาดใหญ! วิธีการ region growing เป6นเทคนิคท่ีใช�กันอย!างกว�างขวางในการแบ!งส!วนของภาพแมม
โมแกรม โดยทําการแบ!งส!วนของก�อนเนื้อออกมาจากพ้ืนหลัง Huoและคณะ (1995) ได�ทําการพัฒนา
เทคนิค semi-automatic region growing ข้ึนมา โดยข้ันตอนแรกจะต�องมีการเลือกจุด seed 
point โดยนักรังสีวิทยาก!อน แล�วจึงทํา region growing ตามข้ันตอนปกติ ซ่ึงวิธีการนี้ยังเป6นการทํา 
region growing ก่ึงอัตโนมัติเพราะต�องมีการคัดเลือก seed point โดยนักรังสีวิทยา  

วิธีการ feature extraction เป6นเทคนิคท่ีนําเอาลักษณะท่ีสําคัญของ ROI จากภาพ
แมมโมแกรมออกมาก!อนท่ีจะส!งไปให� classifier จําแนก Jiang และคณะ (1998) ได�นํา feature ท่ี
เก่ียวกับลักษณะทางสัณฐานวิทยา (morphological feature) มาใช� โดย feature ประเภทนี้จะบ!ง
บอกถึงลักษณะของรูปร!าง ความโค�ง ความบิดเบี้ยว เส�นรอบวง เส�นผ!าศูนยIกลาง และพ้ืนท่ีของ ROI 
นอกจากนี้ feature อีกประเภทหนึ่งท่ีนิยมใช�มากสําหรับภาพแมมโมแกรมคือ texture feature โดย
ได�ถูกนําเสนอในงานวิจัยของ Kegelmeyer และคณะ (1994) ซ่ึงพบว!า texture feature ก็เป6น 
feature อีกประเภทหนึ่งท่ีเม่ือนําไปสู!ข้ันตอนการจําแนก (classification) แล�ว ทําให�ได�ประสิทธิภาพ
ในการจําแนกท่ีดีข้ึน  

ในข้ันตอนการจําแนก Campaniniและคณะ (2004) ใช�ซัพพอรIตเวกเตอรIแมชชีนใน
การจําแนกภาพแมมโมแกรม โดยใช�ค!า grey level ของ ROI จากตัวอย!างท่ีเป6นเนื้อเยื่อท่ีมีความ
หนาแน!น และเนื้อเยื่อปกติ นอกจากการใช�ซัพพอรIตเวกเตอรIแมชชีนในการจําแนกแล�ว neural 
network ก็เป6น classifier อีกตัวหนึ่งท่ีมีประสิทธิภาพ ยกตัวอย!างเช!น Stathaki และคณะ (1994) 
ได�ใช� neural network ในการจําแนกภาพแมมโมแกรมโดยใช� feature ท่ีได�จาก autoregressive 
model แบบสองมิติ Christoyianni และคณะ (2000) ได�ใช� radial-based function neural 
network ทําการจําแนก feature ท่ีได�จาก histogram ของภาพ ROI แต!ละภาพ 

จากการทบทวนวรรณกรรมท่ีเก่ียวข�อง พบว!างานวิจัยท่ีเก่ียวข�องกับการจําแนกมะเร็ง
เต�านมด�วยการวิเคราะหIภาพแมมโมแกรม กลุ!มนักวิจัยส!วนใหญ!จะเสนอแนวคิดไปในทางเดียวกันคือ
มีการทําการปรับปรุงภาพก!อนด�วยวิธีการประมวลผลภาพท่ีหลากหลาย เช!น การกําจัดสัญญาณ
รบกวนภายในภาพและการปรับความเข�มสี หลังจากนั้นจึงนําภาพท่ีปรับปรุงแล�วมาทําการแบ!งแยก
ขอบเขตเพ่ือจะพิจารณาเฉพาะบริเวณก�อนเนื้อซ่ึงโดยปกติจะมีความเข�มสีมากกว!าพ้ืนหลัง เช!นการหา 
ROI โดยวิธี region growing ต!อจากนั้นจึงนํา ROI ท่ีได� ไปเข�ากระบวนการ feature extraction ซ่ึง
เป6นการนําเอาลักษณะเฉพาะของ ROI ออกจากพ้ืนหลังอ่ืน ๆ เช!น morphological feature, 
texture feature เป6นต�น ส!วนข้ันตอนสุดท�ายคือกระบวนการ classification ซ่ึงจากการทบทวน
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วรรณกรรมท่ีเก่ียวข�องการจําแนกมะเร็งเต�านมพบว!า นักวิจัยส!วนใหญ!จะใช�ซัพพอรIตเวกเตอรIแมชชีน
และนิวรอลเน็ตเวิรIกในการจําแนก  

ในงานวิจัยนี้มีวัตถุประสงคIเช!นเดียวกับงานวิจัยอ่ืน ๆ ท่ีกล!าวถึงข�างต�น แต!แนวทางการ
ปรับปรุงภาพและการจําแนกภาพ จะมีความแตกต!างจากงานอ่ืนตรงท่ีการคัดเลือกลักษณะสําคัญใน
ภาพจะมีการพิจารณาส!วนประกอบเส�นโค�งของภาพท่ีเป6นลักษณะเฉพาะของภาพมะเร็งเต�านม 
ลักษณะเฉพาะนี้จะเป6นป@จจัยสําคัญให�การจําแนกภาพด�วยซัพพอรIตเวกเตอรIแมชชีนมีความแม!นยํา
สูงข้ึน   

 



บทท่ี  3  
การออกแบบและพัฒนาวิธีการวิเคราะห�ภาพแมมโมแกรมเพ่ือวินิจฉัยมะเร็งเต#านม 

 
3.1  ลักษณะของภาพแมมโมแกรม 

ภาพแมมโมแกรมเป�นภาพถ�ายทางรังสีท่ีแพทย�ใช�ช�วยในการวินิจฉัยอาการผิดปกติ เช�น 
มะเร็งเต�านมและพยาธิสภาพอ่ืน ๆ ในงานวิจัยนี้เน�นท่ีภาพแมมโมแกรมท่ีเก่ียวข�องกับมะเร็งเต�านม 
โดยใช�ภาพจาก University of South Florida Digital Mammography ชื่อชุดข�อมูล Digital 
Database for Screening Mammography (http://marathon.csee.usf.edu/Mammography/ 
Database.html) ข�อมูลนี้ได�มาจากกลุ�มตัวอย�างคนไข� 2,500 คน โดยมีการเก็บภาพแมมโมแกรมของ
เต�านมด�านซ�ายและด�านขวาในมุมมอง 2 แบบ คือ มุมมองแบบ MLO (mediolateral view) ซ่ึงเป�น
การถ�ายภาพรังสี ในแนวขวางลําตัว เช�น จากด�านขวาไปด�านซ�าย และ มุมมองแบบ CC 
(caudocranial view) ท่ีเป�นการถ�ายภาพรังสีในแนวด่ิงจากส�วนบนลําตัวพุ�งลงด�านล�าง โดยมีท้ังภาพ
แมมโมแกรมของผู�ปYวยท่ีมีก�อนเนื้อท่ีไม�เป�นอันตรายและก�อนเนื้อร�าย ดังแสดงตัวอย�างในรูปท่ี 3.1 

 

  

(ก) ก�อนเนื้อไม�อันตรายในมุมมอง MLO (ข) ก�อนเนื้อไม�อันตรายในมุมมอง CC 

  

(ค) ก�อนเนื้อมะเร็งในมุมมอง MLO (ง) ก�อนเนื้อมะเร็งในมุมมอง CC 

รูปท่ี 3.1 ภาพแมมโมแกรมในมุมมอง MLO และ CC 
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3.2  กรอบแนวคิดของงานวิจัย 

กรอบแนวคิดหลักของงานวิจัยนี้ คือ การพัฒนาเทคนิคการวิเคราะห�ภาพแมมโมแกรม
เพ่ือจําแนกมะเร็งเต�านมได�โดยอัตโนมัติ จุดมุ�งหมายหลักต�องการช�วยสนับสนุนการวิเคราะห�และ
วินิจฉัยโรคของรังสีแพทย� โครงสร�างพ้ืนฐานของระบบท่ีจะพัฒนาข้ึนนี้ประกอบด�วย 3 ส�วนประกอบ
หลัก คือ 

(1) ส�วนการปรับปรุงภาพ และการดึงฟaเจอร�ท่ีสําคัญของภาพแมมโมแกรม 
(2) ส�วนของโมเดลท่ีใช�ในการจําแนก 
(3) ส�วนการประเมินผลการจําแนกเพ่ือวัดประสิทธิภาพและความแม�นตรงในการจําแนก 

งานวิจัยนี้ได�พัฒนาเพ่ิมเติมความสามารถด�านการนําฟaเจอร�หรือลักษณะท่ีสําคัญของ
ภาพแมมโมแกรมและการใช�โมเดลการจําแนกท่ีมีประสิทธิภาพ โครงสร�างระบบแสดงได�ดังรูปท่ี 3.2 

 

รูปท่ี 3.2 กรอบการวิจัยการพัฒนาเทคนิคการวิเคราะห�ภาพแมมโมแกรมเพ่ือจําแนกมะเร็งเต�านม 
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แต�ละส�วนประกอบของระบบอธิบายได�ดังนี้ 

� โมดูล Image Pre-processing ทําหน�าท่ีปรับปรุงภาพโดยใช�วิธีการกําจัด
สัญญาณรบกวนภายในภาพด�วยเทคนิค median filter และทําการปรับปรุง
ความชัดเจนโดยเพ่ิมความเข�มสีในบริเวณท่ีคาดว�าเป�นก�อนเนื้อเพ่ือทําให�เห็น
ภาพบริเวณก�อนเนื้อได�ชัดเจนยิ่งข้ึน ในขณะเดียวกันก็ทําการปรับลดความเข�มสี
ในบริเวณท่ีเป�นพ้ืนหลังลงด�วย โดยใช�เทคนิค gamma correction 

� โมดูล Segmentation เป�นส�วนท่ีทําหน�าในการดึงเฉพาะส�วนหรือบริเวณท่ีคาด
ว�าจะเป�นก�อนเนื้อออกมา (region of interest: ROI) โดยทําการตัด 
(cropped) เฉพาะบริเวณก�อนเนื้อ โดยข้ันตอนนี้ใช�วิธีการดูค�าความเข�มสีและ
เปรียบเทียบกับพิกเซลข�างเคียง โดยใช�เทคนิค region growing 

� โมดูล Feature extraction ทําหน�าท่ีในการดึงเอา feature ต�าง ๆ ท่ีสนใจ
ออกมาจาก ROI ท่ีได�ตัดออกมาจากภาพแมมโมแกรมแล�ว โดยในโมดูลนี้จะทํา
การดึง feature มาท้ังหมด 3 ประเภท คือ texture feature, shape feature 
และ intensity histogram feature 

� โมดูล Classification เป�นส�วนท่ีทําหน�าท่ีในการจําแนกภาพแมมโมแกรมว�า
เป�น benign หรือ malignant โดยใช� feature ท้ัง 3 ประเภทจากโมดูล 
Feature extraction นํามาสร�างโมเดลสําหรับการจําแนก สําหรับโมดูลนี้จะใช�
เทคนิค support vector machine ในการจําแนก 

� โมดูล Evaluation ทําหน�าท่ี ประเมินความแม�นตรงของโมเดล ในการจําแนก
ภาพแมมโมแกรม โดยทําการแสดงผลท้ังในแบบตาราง และ กราฟ โดยทําการ
เปรียบเทียบกับข�อมูลทดสอ 

 
3.3  ข้ันตอนการดําเนินงานวิจัย 

จากกรอบแนวคิดหลัก สามารถจําแนกการดําเนินงานออกเป�นข้ันตอนต�าง ๆ ได�ดังนี้  

3.3.1 การปรับปรุงภาพแมมโมแกรม 

โดยปกติแล�วภาพแมมโมแกรมมักจะมีสัญญาณรบกวนซ่ึงเกิดจากคุณภาพของอุปกรณ�ใน
การรับภาพทําให�ภาพไม�ชัดเจน สัญญาณรบกวนในภาพแมมโมแกรมนั้นมี 2 แบบ คือ สัญญาณ
รบกวนแบบเกาเซียน (Gaussian noise) และสัญญาณรบกวนท่ีเป�นจุดดําหรือจุดขาวเล็ก ๆ หรือ
เรียกว�าสัญญาณรบกวนแบบเกลือและพริกไทย (salt and pepper noise) ในข้ันตอนนี้จะเป�นการ
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ปรับปรุงภาพโดยใช�วิธีการกําจัดสัญญาณรบกวนภายในภาพด�วยวิธีมีเดียนฟmลเตอร� (median filter)  
หลักการของมีเดียนฟmลเตอร�คือการใช�หน�าต�างขนาดเล็กเช�น 3×3 พิกเซลหรือ 5×5 พิกเซล เลื่อนไป
บนภาพท่ีต�องการกําจัดสัญญาณรบกวน โดยในขณะท่ีเลื่อนนั้นหน�าต�างขนาดเล็กทําหน�าท่ีคํานวณ
และเปลี่ยนแปลงค�าพิกเซล ณ จุดใด ๆ โดยเรียงค�าความเข�มสีของบริเวณหน�าต�างท่ีครอบภาพจากค�า
น�อยไปมาก จากนั้นจึงคัดเลือกค�ามัธยฐาน แล�วนําค�ามัธยฐานแทนท่ีลงในพิกเซลปoจจุบัน ดังนั้นเม่ือ
ภาพผ�านกระบวนการของมีเดียนฟmลเตอร�แล�ว ภาพจะมีความชัดเจนข้ึนโดยยังรักษาความคมชัดและ
ขอบของภาพไว�ได� ดังแสดงตัวอย�างในรูปท่ี 3.3 

 

 

 

(ก) ภาพก�อนผ�านมีเดียนฟmลเตอร� (ข) ภาพหลังผ�านการปรับปรุงด�วยมีเดียนฟmลเตอร� 

รูปท่ี 3.3 ภาพก�อนและหลังการปรับปรุงด�วยมีเดียนฟmลเตอร� 
 
 
ข้ันตอนต�อไปจะเป�นการปรับปรุงความชัดเจนของภาพ โดยเพ่ิมความเข�มสีในบริเวณท่ี

คาดว�าเป�นก�อนเนื้อเพ่ือทําให�เห็นภาพบริเวณก�อนเนื้อได�ชัดเจนยิ่งข้ึน ในขณะเดียวกันก็ทําการปรับลด
ความเข�มสีในบริเวณท่ีเป�นพ้ืนหลังลงด�วย ในข้ันตอนนี้จะใช�วิธีแก�ไขแกมมา (gamma correction) 
จากรูปท่ี 3.4 แสดงภาพก�อนเนื้อในเต�านมท้ังในกรณีท่ีเป�นก�อนเนื้อร�ายและก�อนเนื้อไม�อันตราย โดย
เม่ือเปรียบเทียบระหว�างรูป 3.4(ก) - 3.4(ข) และ 3.4(ค) - 3.4(ง) แล�วจะเห็นว�าการแก�ไขแกมมาช�วย
ให�ความเข�มสีในบริเวณท่ีสว�างยิ่งมีความเข�มสีท่ีมากข้ึน และในทางตรงกันข�ามบริเวณท่ีเป�นพ้ืนหลังท่ี
มีความเข�มสีท่ีค�อนข�างมืดก็จะถูกปรับลดความเข�มสีลง ส�งผลให�บริเวณท่ีเป�นก�อนเนื้อมีความชัดเจน
มากข้ึน ลักษณะนี้สอดคล�องกับความคิดเห็นของนักรังสีวิทยาท่ีได�กล�าวไว�ว�า บริเวณท่ีเป�นก�อนเนื้อท่ีมี
ความผิดปกติ ความเข�มสีบริเวณนั้นจะมีมากกว�าบริเวณอ่ืน ๆ ซ่ึงวิธีการนี้จะเป�นประโยชน�ในการนํา
ภาพเข�าสู�กระบวนการแบ�งขอบเขตภาพหรือ ROI ในลําดับต�อไป 
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(ก) (ข) (ค) (ง) 

รูปท่ี 3.4 ภาพก�อนเนื้อในเต�านม (ก) ภาพก�อนเนื้อร�าย (ข) ภาพก�อนเนื้อร�ายหลังจากปรับปรุงด�วย
แกมมาคอเร็คชัน (ค) ภาพก�อนเนื้อไม�อันตราย (ง) ภาพก�อนเนื้อไม�อันตรายหลังจากปรับปรุงด�วยการ

แก�ไขแกมมา 
 
 
ก�อนนําภาพไปเข�าสู�กระบวนการจําแนกแบบอัตโนมัติ ภาพนั้นจะต�องผ�านอีกข้ันตอนท่ี

สําคัญคือข้ันตอนการแบ�งขอบเขตภาพ ข้ันตอนนี้มีความจําเป�นเนื่องจากภาพแมมโมแกรมมีขนาด
ใหญ�ประมาณ 3000×4000 พิกเซล แต�จุดท่ีแพทย�สนใจจะเป�นเพียงบริเวณก�อนเนื้อท่ีมีความผิดปกติ
เท�านั้น ดังนั้นพ้ืนหลังในภาพแมมโมแกรมและบริเวณท่ีเป�นส�วนไขมัน จึงไม�จําเป�นต�องนําเข�าสู�
กระบวนการจําแนก กระบวนการแบ�งขอบเขตภาพนี้จะช�วยลดขนาดข�อมูล ทําให�การจําแนกทําได�
รวดเร็วข้ึนและไม�เกิดปoญหาหน�วยความจําเต็ม ในข้ันตอนนี้เราจะใช�วิธีการการขยายพ้ืนท่ีของส�วน
ภาพ (region growing) ซ่ึงวิธีนี้เป�นวิธีท่ีนิยมใช�ในการแบ�งส�วนภาพ โดยในข้ันตอนแรกนั้นจะทําการ
คัดเลือกจุดก่ึงกลางของก�อนเนื้อ (seed point) โดยใช�วิธีการหาจุดเซนทรอยด� (centroid) จากก�อน
เนื้อในภาพ เม่ือพบจุดภาพท่ีเป�นบริเวณขอบของจุดก่ึงกลางหรือ seed region ก็จะพิจารณาจุดภาพ
ข�างเคียง (neighbor) ด�วยการวางหน�าต�างขนาด 3×3 ครอบจุดภาพนั้น หากจุดภาพข�างเคียงใดมีค�า
ระดับสีเทาอยู�ในขอบเขตของการขยายพ้ืนท่ี ก็จะทําการรวมหรือขยายพ้ืนท่ีส�วนภาพไปยังจุดข�างเคียง
นั้น แต�ถ�าค�าไม�ใกล�เคียง ก็จะพิจารณาจุดข�างเคียงถัดไป กระบวนการขยายส�วนพ้ืนท่ีของภาพนี้ จะ
กระทํากับทุก ๆ seed region แบบวนซํ้าจนกระท่ังไม�สามารถขยายพ้ืนท่ีได� ผลจากการใช�
กระบวนการขยายส�วนพ้ืนท่ีในภาพแมมโมแกรมท่ีผ�านการแก�ไขแกมมาแล�ว แสดงได�ดังรูปท่ี 3.5 
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(ก) (ข) (ค) 
รูปท่ี 3.5 ผลลัพธ�ของการขยายส�วนพ้ืนท่ีของภาพแมมโมแกรม (ก) ภาพท่ีได�จากกระบวนการแก�ไข

แกมมา (ข) ภาพหลังจากขยายส�วนพ้ืนท่ี (ค) ภาพท่ีตัดเฉพาะบริเวณก�อนเนื้อ 
 
หลังจากได� ROI จากการทําการขยายส�วนพ้ืนท่ีของภาพมาแล�ว หากนําเพียงค�าความเข�ม

สีไปเข�ากระบวนการจําแนกอาจทําให�การจําแนกได�ผลไม�ดีนัก ดังนั้นการดึงลักษณะสําคัญในภาพโดย
นําคุณสมบัติของ ROI ท่ีตัดออกมาจากภาพแมมโมแกรมมาหาลักษณะสําคัญ จะเป�นวิธีการท่ีช�วยให�
ประสิทธิภาพในการจําแนกดีข้ึน สําหรับในงานวิจัยนี้ได�ใช�ลักษณะสําคัญท้ังหมด 3ลักษณะคือ 
ลักษณะสําคัญของลวดลายภายในก�อนเนื้อ (texture feature) ลักษณะสําคัญของรูปร�างก�อนเนื้อ 
(shape feature) และลักษณะสําคัญของความเข�มสีของก�อนเนื้อ (intensity histogram feature) 

ลักษณะสําคัญของลวดลายหรือ texture feature เป�นการหารูปแบบของลวดลายจาก 
ROI โดยเทคนิคท่ีนิยมใช�คือ Gray-Level Co-occurrence Matrix (GLCM) ฟoงก�ชันใน GLCM จะทํา
การคํานวณและเปรียบเทียบการเกิดข้ึนของลวดลายหรือแพทเทิร�นระหว�างพิกเซลในภาพ โดยใช�
ความน�าจะเป�นในการแสดงผลของความชัดเจนของลวดลาย (contrast) การเกิดข้ึนร�วมกันของ
ลวดลาย (correlation) รวมท้ังวัดค�าความเป�นเนื้อเดียวกัน (homogeneity) ของลวดลายในภาพ 
แสดงตัวอย�างค�าท่ีได�จากการคํานวณในตารางท่ี 3.1 

 
ตารางท่ี 3.1 ตัวอย�างลักษณะสําคัญของลวดลายในภาพแมมโมแกรม 

Direction Homogeneity Contrast Correlation 
0o 0.0125 3.0382 0.8074 
45o 0.0082 4.0121 0.6369 
90o 0.0075 4.0153 0.5988 
135o 0.0069 4.7084 0.4613 

Average 0.0087 3.9435 0.6261 
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ลักษณะสําคัญของรูปร�าง หรือ shape feature เป�นการวัดความโค�งหรือความหยักของ 
ROI เนื่องจากรังสีแพทย�ได�ให�ข�อสังเกตว�า รูปร�างของก�อนเนื้อไม�เป�นอันตรายนั้นจะมีรูปร�างท่ีค�อนข�าง
เป�นวงกลมหรือวงรีท่ีมีขอบค�อนข�างเรียบหรือมีรอยหยักน�อย และในทางกลับกันรูปร�างของเนื้อร�ายท่ี
จะก�อตัวเป�นมะเร็งหรือเนื้อร�ายท่ีเป�นมะเร็งแล�วนั้น จะมีรูปร�างท่ีค�อนข�างบิดเบี้ยวและขอบของก�อน
เนื้อจะมีรอยหยักค�อนข�างมาก ดังนั้นการนําเอาลักษณะสําคัญของรูปร�างขอบของ ROI มาเป�น
ลักษณะสําคัญหรือ feature ในการจําแนกจึงคาดว�าจะส�งผลดีต�อโมเดลในการจําแนกภาพ 

รูปท่ี 3.6 แสดงการวัดความโค�งของ ROI ท่ีเป�นก�อนเนื้อไม�อันตรายและก�อนเนื้อร�าย 
โดยทําการโยงเส�นจากจุดเซนทรอยด�ของ ROI และแสดงออกมาเป�นกราฟแสดงความโค�งงอของเส�น
ขอบ ROI โดยจะสังเกตเห็นว�าก�อนเนื้อร�ายนั้นจะมีความหยักหรือการเปลี่ยนแปลงความโค�งของ
ขอบภาพมากกว�าก�อนเนื้อไม�อันตราย และรูปท่ี 3.7 แสดงความแตกต�างของกราฟแสดงความหยัก
ของเส�นขอบแสดงรูปร�างของก�อนเนื้อร�ายและก�อนเนื้อไม�อันตราย แกน X แทนองศา ต้ังแต� 0 องศา 
ถึง 360 องศา และแกน Y แทนระยะทางท่ีวัดจากจุดก่ึงกลางไปเส�นขอบ โดยพิจารณาเฉพาะจํานวน
จุดยอดของกราฟท่ีมีการเปลี่ยนแปลงให�มีค�าเป�น 1 ตามองศาการวัดระยะทางจากจุดเซนทรอยด�ไป
ยังเส�นขอบต้ังแต� 0 ถึง 360 องศา ลักษณะของกราฟในรูปท่ี 3.7 จะเป�น background knowledge 
ท่ีสําคัญในการจําแนกภาพมะเร็งเต�านม 

 

  

(ก) (ข) 
รูปท่ี 3.6 การวัดความหยักของเส�นขอบโดยวัดจากจุดเซนทรอยด� (ก) เส�นขอบแสดงรูปร�างของ

ก�อนเนื้อร�าย (ข) เส�นขอบแสดงรูปร�างของก�อนเนื้อไม�อันตราย 
 

 
...1001001100101010010001101110001… 

 
…1000000000001000000000001000000... 

(ก) (ข) 
รูปท่ี 3.7 กราฟแสดงความหยักของ (ก) ก�อนเนื้อร�าย (ข) ก�อนเนื้อไม�อันตราย 
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ลักษณะสําคัญของภาพอีกอย�างหนึ่งคือลักษณะสําคัญของฮิสโตแกรม โดยเป�นค�าท่ีใช�วัด
ลักษณะของเส�นโค�งแจกแจงความถ่ีของความเข�มสีว�ามีลักษณะของเส�นโค�งเป�นลักษณะใด รูปท่ี 3.8 
แสดงตัวอย�างกราฟฮิสโตแกรมท่ีพิจารณาลักษณะสําคัญ 4 ค�า เพ่ือใช�ในการอธิบายข�อมูลสถิติของ
ความเข�มสีท่ีเกิดข้ึนในภาพ ได�แก� ค�าเฉลี่ย ค�าความแปรปรวน ความเบ� และ ความโด�ง 

 

 

 
 
ค�าเฉลี่ย 
ความแปรปรวน 
ความเบ� 
ความโด�ง 

 
 
= 0.002196 
= 0.020183 
= -0.21837 
= -0.00766 

 
รูปท่ี 3.8 ตัวอย�างกราฟฮิสโตแกรมท่ีพิจารณาลักษณะสําคัญ 4 ค�า 

 

3.3.2 การจําแนกภาพด�วยซัพพอร�ตเวกเตอร�แมชชีน 

ภาพแมมโมแกรมท่ีผ�านการปรับปรุงภาพด�วยเทคนิคการประมวลผลภาพเพ่ือดึงลักษณะ
สําคัญ 3 แบบมาจากภาพ (ลักษณะสําคัญของลวดลาย ลักษณะสําคัญของรูปร�าง และลักษณะสําคัญ
ของความเข�มสีจากฮิสโตแกรม) จะถูกนํามาจําแนกเพ่ือวินิจฉัยว�าเป�นภาพท่ีมีเนื้อร�ายหรือเป�นภาพ
ปกติ การจําแนกจะใช�อัลกอริทึมซัพพอร�ตเวกเตอร�แมชชีนท่ีใช�เคอร�เนลฟoงก�ชันแบบเรเดียลเบสิส 
และในการเปรียบเทียบประสิทธิภาพจะใช�อัลกอริทึมนาอีฟเบย�และโครงข�ายประสาทเทียมมา
เปรียบเทียบกับอัลกอริทึมซัพพอร�ตเวกเตอร�แมชชีน โดยผลการทดลองจะนําเสนอในบทท่ี 4 

 



บทท่ี  4  
การทดสอบประสิทธิภาพของการวิเคราะห�ภาพแมมโมแกรม 

 
การทดสอบประสิทธิภาพของงานวิจัยนี้ ใช�การทดสอบด�วยค�าความแม�น (accuracy) ค�า 

sensitivity ค�า specificity ค�า F-measure และพ้ืนท่ีใต�กราฟ ROC ในการจําแนกภาพแมมโมแกรม
ท่ีมีก�อนเนื้อร�ายและภาพท่ีมีก�อนเนื้อไม�อันตราย โดยผลการจําแนกด�วยอัลกอริทึมซัพพอรAตเวกเตอรA
แมชชีนจะถูกเปรียบเทียบกับผลท่ีได�จากอัลกอริทึมโครงข�ายประสาทเทียมและนาอีฟเบยA 

 
4.1  ข�อมูลท่ีใช�ในการทดสอบ 

การทดสอบการจําแนกภาพแมมโมแกรมด�วยเทคนิคการประมวลผลภาพร�วมกับซัพ
พอรAตเวกเตอรAแมชชีน ใช�ข�อมูลมาตรฐานภาพแมมโมแกรม (Digital Database for Screening 
Mammography: DDSM) จากเว็บไซตAของมหาวิทยาลัยเซาทAฟลอริดา (University of South 
Florida) ซ่ึงเปRนภาพระดับสีเทา (grey scale image) มีข�อมูลจากคนไข�ท้ังหมด 2,500 ราย โดยมีท้ัง
ข�อมูลของคนไข�ท่ีมีก�อนเนื้ออันตรายและก�อนเนื้อไม�อันตราย ซ่ึงประกอบด�วยข�อมูลภาพแมมโมแกรม
ใน 2 มุมมอง คือภาพแมมโมแกรมในมุมมองแบบ MLO และ ภาพแมมโมแกรมในมุมมองแบบ CC 
โดยในการทดสอบนั้นจะคัดเลือกเฉพาะภาพแมมโมแกรมในมุมมองแบบ CC มาท้ังหมด 190 ภาพ 
เนื่องจากภาพในมุมมองแบบ CC ไม�มีส�วนพ้ืนท่ีสีขาวในมุมบนด�านซ�ายและขวาทําให�สะดวกต�อการ
ประมวลผลภาพ ภาพในมุมมองแบบ CC ท่ีเลือกมานั้นมีคลาสเป\าหมายสองกลุ�ม คือ Malignant 
(ก�อนเนื้อร�าย) และ Benign (ก�อนเนื้อไม�อันตราย) โดยแต�ละภาพจะมีความกว�างอยู�ในช�วง 2,000-
3,600 พิกเซล และความสูงอยู�ในช�วง 4,000-6,000 พิกเซล ดาวนAโหลดภาพแมมโมแกรมได�ท่ีเว็บไซตA
http://marathon.csee.usf.edu/Mammography/Database.html โดยตัวอย�างข�อมูลแสดงดัง
ตารางท่ี 4 

เนื่องจากภาพแมมโมแกรมท่ีใช�มีค�อนข�างขนาดใหญ�ดังนั้นจึงต�องผ�านกระบวนการการ
ประมวลผลภาพก�อนด�วยโปรแกรม MATLAB R2013b โดยใช�วิธีการมีเดียนฟfลเตอรA แกมมาคอเรค
ชัน และการขยายพ้ืนท่ีของภาพเพ่ือคัดเลือกเฉพาะบริเวณภาพก�อนเนื้อท่ีสนใจ หลังจากนั้นจึงทําการ
ดึงลักษณะสําคัญของภาพ 3 ประเภท ออกมาเปRนข�อมูลตัวเลขซ่ึงประกอบด�วยข�อมูลจํานวน 21 
คอลัมนA โดยคอลัมนAท่ี 1 –15 เปRนลักษณะสําคัญของลวดลาย คอลัมนAท่ี 16 – 19 เปRนลักษณะสําคัญ
ของกราฟฮิสโตแกรม และ คอลัมนAท่ี 20 เปRนลักษณะสําคัญของรูปร�าง และคอลัมนAท่ี 21 เปRน
หมายเลขคลาส รายละเอียดคอลัมนAสรุปได�ดังตารางท่ี 4.2 และแสดงตัวอย�างข�อมูลลักษณะสําคัญ
ของภาพแมมโมแกรมจํานวน 16 ตัวอย�างได�ดังตารางท่ี 4.3 
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ตารางท่ี 4.1 ตัวอย�างข�อมูลภาพแมมโมแกรมจาก DDSM ในมุมมองแบบ CC 

Class: Malignant 

Size: 3520 × 5970 

Class: Malignant 

Size: 2360 × 4730 

Class: Malignant 

Size: 2210 × 4430 

  

 

 
 

Class: Benign 

Size: 2920 × 5370 

Class: Benign 

Size: 3080 × 4600 

Class: Benign 

Size:  2700 × 4800 
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ตารางท่ี 4.2 ชื่อคอลัมนAและความหมายของลักษณะสําคัญของภาพแมมโมแกรม 

ลําดับท่ี ชื่อคอลัมนA คําอธิบาย 
1 Cont0 ความชัดเจนของลวดลายในทิศทาง 0 องศา 
2 Cont45 ความชัดเจนของลวดลายในทิศทาง 45 องศา 
3 Cont90 ความชัดเจนของลวดลายในทิศทาง 90 องศา 
4 Cont135 ความชัดเจนของลวดลายในทิศทาง 135 องศา 
5 Homo0 ความเปRนเนื้อเดียวกันของลวดลายในทิศทาง 0 องศา 
6 Homo45 ความเปRนเนื้อเดียวกันของลวดลายในทิศทาง 45 องศา 
7 Homo90 ความเปRนเนื้อเดียวกันของลวดลายในทิศทาง 90 องศา 
8 Homo135 ความเปRนเนื้อเดียวกันของลวดลายในทิศทาง 135 องศา 
9 Corr0 การเกิดข้ึนร�วมกันของลวดลายในทิศทาง 0 องศา 
10 Corr45 การเกิดข้ึนร�วมกันของลวดลายในทิศทาง 45 องศา 
11 Corr90 การเกิดข้ึนร�วมกันของลวดลายในทิศทาง 90 องศา 
12 Corr135 การเกิดข้ึนร�วมกันของลวดลายในทิศทาง 135 องศา 
13 Avg_Cont ค�าเฉลี่ยความชัดเจนของลวดลาย 
14 Avg_Corr ค�าเฉลี่ยความเปRนเนื้อเดียวกันของลวดลาย 
15 Avg_Homo ค�าเฉลี่ยการเกิดข้ึนร�วมกันของลวดลาย 
16 Hist_Avg ค�าเฉลี่ยของกราฟฮิสโตแกรม 
17 Hist_Var ค�าความแปรปรวนของกราฟฮิสโตแกรม 
18 Hist_Skew ค�าความเบ�ของกราฟฮิสโตแกรม 
19 Hist_Kur ค�าความโด�งของกราฟฮิสโตแกรม 
20 Peak_No จํานวนจุดยอดของกราฟท่ีมีการเปลี่ยนโค�ง 
21 Class_No หมายเลขคลาส 0 หมายถึง Benign และ 1 หมายถึง Malignant 
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ตารางท่ี 4.3 ข�อมูลท่ีเปRนลักษณะสําคัญของภาพแมมโมแกรมจํานวน 16 ตัวอย�าง 

 
 

 
 

4.2  การเพ่ิมชุดข�อมูลจากลักษณะสําคัญของรูปร/าง (Additional Data from Shape 
Feature: ADSF) 

จากตารางท่ี 4.3 จะเห็นว�าลักษณะสําคัญของรูปร�างจะมีเพียงแค�คอลัมนAเดียวคือคอลัมนA
ชื่อ Peak_No โดยค�าตัวเลขเหล�านี้ได�มาจากวิธีการหาลักษณะสําคัญของรูปร�าง ซ่ึงเปRนการวัด
ระยะห�างจากจุดเซนทรอยดAไปยังเส�นขอบของรูปภาพ หลังจากนั้นจึงทําการนับจุดเปลี่ยนโค�งของเส�น
ขอบแสดงรูปร�างออกมาเปRนตัวเลขดังแสดงในตารางท่ี 4.3 เนื่องจากลักษณะสําคัญของรูปร�างใน
คอลัมนA Peak_No เม่ือนําไปเข�ากระบวนการจําแนกร�วมกับลักษณะสําคัญอ่ืน ๆ แล�วประสิทธิภาพ
การจําแนกยังไม�ดีเท�าท่ีควร ดังนั้นจึงทําการเพ่ิมเติมลักษณะสําคัญของรูปร�างโดยหาค�า threshold ท่ี
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เหมาะสมของข�อมูลในคอลัมนA Peak_No ระหว�างก�อนเนื้อไม�อันตรายกับก�อนเนื้ออันตราย วิธีการหา
ค�า Threshold ท่ีเหมาะสมทําได�ดังนี้ 

1) นําข�อมูลจากคอลัมนA Peak_No จากคลาส Benign มาพล็อตกราฟฮิสโตแกรม 
2) นําข�อมูลจากคอลัมนA Peak_No จากคลาส Malignant มาพล็อตกราฟฮิสโตแกรม 
3) หาค�า threshold ท่ีเหมาะสมโดยดูจากบริเวณท่ีกราฟฮิสโตแกรมท้ังสองฝxyงมีการ

ซ�อนทับกัน (Overlapping) ดังแสดงในรูปท่ี 4.1 
4) เม่ือได�ค�า threshold แล�วนําค�านี้ไปเปRนค�าในการเพ่ิมชุดข�อมูลลักษณะสําคัญของ

รูปร�าง โดยพิจารณาจากคอลัมนA Peak_no เทียบกับค�า threshold หากค�า Peak_no มีค�าน�อยกว�า
ค�า threshold ให�ทําการเพ่ิมตัวเลข 1 แทนท่ีคอลัมนA Peak_no ต�อท�ายไปอีกเปRนจํานวน 20 
คอลัมนA และหากค�า Peak_no มีค�ามากกว�าหรือเท�ากับค�า threshold ให�ทําการเพ่ิมตัวเลข 100 
แทนท่ีคอลัมนA Peak_no ต�อท�ายไปอีกเปRนจํานวน 20 คอลัมนAดังแสดงในรูปท่ี 4.2 

 

 

รูปท่ี 4.1 กราฟฮิสโตแกรมแสดงความถ่ีของจุดพีคระหว�างก�อนเนื้ออันตรายและก�อนเนื้อไม�อันตราย 

 

48 1 1 1 1 1 1 1 1……..

39 1 1 1 1 1 1 1 1……..

42 1 1 1 1 1 1 1 1……..

50 100 100 100 100 100 100 100 100……..

63 100 100 100 100 100 100 100 100……..

114 100 100 100 100 100 100 100 100……..

Peak_no 1 2 3 4 17 18 19 20……..

Threshold = 50

 

รูปท่ี 4.2 แสดงการเพ่ิมชุดข�อมูลจากการพิจารณาฮิสโตแกรมลักษณะสําคัญของรูปร�าง 
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4.3  ผลการทดสอบประสิทธิภาพการจําแนกภาพแมมโมแกรม 

การทดสอบประสิทธิภาพการจําแนกนี้จะเปรียบเทียบด�วยค�าความแม�น (accuracy) ค�า 
sensitivity ค�า specificity ค�า F-measure และพ้ืนท่ีใต�กราฟ ROC ในการจําแนกข�อมูลภาพแมมโม
แกรมของอัลกอริทึม 3 แบบ ได�แก� ซัพพอรAตเวกเตอรAแมชชีน (ใช�เคอรAเนลฟxงกAชันชนิดเรเดียลเบสิส) 
โครงข�ายประสาทเทียม และ นาอีฟเบยA ข�อมูลท่ีใช�ทดสอบแบ�งเปRน ข�อมูลท่ีใช�ในการฝzกสอน (train 
data) จํานวน 133 ข�อมูล (70% จาก 190 ภาพ) โดยแบ�งเปRนภาพก�อนเนื้ออันตรายจํานวน 77 ภาพ
(คลาส Malignant) และก�อนเนื้อไม�อันตรายจํานวน 56 ภาพ (คลาส Benign) และข�อมูลท่ีใช�ทดสอบ 
(test data) จํานวน 57ข�อมูล (30% จาก 190 ภาพ) โดยแบ�งเปRนภาพก�อนเนื้ออันตรายจํานวน 33 
ภาพ และก�อนเนื้อไม�อันตรายจํานวน 24 ภาพ  

ในการทดสอบประสิทธิภาพจะใช�ข�อมูลลักษณะสําคัญท้ัง 3 แบบคือลักษณะสําคัญของ
รูปร�างแบบเพ่ิมชุดข�อมูล ลักษณะสําคัญของลวดลาย และลักษณะสําคัญของกราฟฮิสโตแกรม 
(ADSF, Texture, Histogram หรือ ADSF-TH) เปRนข�อมูลนําเข�า ข�อมูลนี้ประกอบด�วย 39 คอลัมนA 
(ลักษณะสําคัญของลวดลายจํานวน 15 คอลัมนA ลักษณะสําคัญของกราฟฮิสโตแกรมจํานวน 4 
คอลัมนA และลักษณะสําคัญของรูปร�างแบบเพ่ิมชุดข�อมูล 20 คอลัมนA) โดยสุ�มข�อมูลทดสอบจํานวน 
57 ข�อมูลจากท้ัง 2 คลาส ผลการทดสอบประสิทธิภาพแสดงในลักษณะของตาราง confusion 
matrix ได�ดังตารางท่ี 4.4-4.6 ซ่ึงแสดงผลการทดสอบจําแนกตามอัลกอริทึมการจําแนกท่ีแตกต�างกัน 
3 อัลกอริทึม 

 
ตารางท่ี 4.4 ผลการจําแนกภาพแมมโมแกรมด�วยซัพพอรAตเวกเตอรAแมชชีน 

 ค/าจริง (Actual)  
Positive Negative 

ค/าทํานาย
(Predict) 

Positive True Positive (TP)  
= 31 

False Positive (FP) 
= 2 

Accuracy 
=((31+22) /  
   (31+22+2+2))*100 
= 92.98% 

Negative False Negative (FN) 
= 2 

True Negative (TN) 
= 22 

Precision  
= 31 / (31+2) 
= 0.9394 

Sensitivity  
=(31/(31+2))*100 
= 93.94% 

Specificity  
=(22/(2+22))*100 
= 91.67% 

F-measure 

= (2×0.9394×0.9394) /   
        (0.9394+0.9394) 
= 0.9394 
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ตารางท่ี 4.5 ผลการจําแนกภาพแมมโมแกรมด�วยโครงข�ายประสาทเทียม 
 ค/าจริง (Actual)  

Positive Negative 
ค/าทํานาย
(Predict) 

Positive True Positive (TP)  
= 30 

False Positive (FP) 
= 3 

Accuracy 
=((30+21) /  
   (30+21+3+3))*100 
= 89.47% 

Negative False Negative (FN) 
= 3 

True Negative (TN) 
= 21 

Precision  
= 30 / (30+3) 
= 0.9091 

Sensitivity  
=(30/(30+3))*100 
= 90.91% 

Specificity  
=(21/(3+21))*100 
= 87.50% 

F-measure 

= (2×0.9091×0.9091) /   
        (0.9091+0.9091) 
= 0.9091 

 

ตารางท่ี 4.6 ผลการจําแนกภาพแมมโมแกรมด�วยนาอีฟเบยA 
 ค/าจริง (Actual)  

Positive Negative 
ค/าทํานาย
(Predict) 

Positive True Positive (TP)  
= 27 

False Positive (FP) 
= 6 

Accuracy 
=((27+20) /  
   (27+20+6+4))*100 
= 82.45% 

Negative False Negative (FN) 
= 4 

True Negative (TN) 
= 20 

Precision  
= 27 / (27+6) 
= 0.8182 

Sensitivity  
=(27/(27+4))*100 
= 87.10% 

Specificity  
=(20/(6+20))*100 
= 79.92% 

F-measure 

= (2×0.8182×0.8710) /   
        (0.8182+0.8710) 
= 0.8438 

 

ผลการทดลองท่ีแสดงดังตารางท่ี 4.4-4.6 เปRนการทดสอบกับชุดข�อมูลท่ีเรียกชื่อว�า 
ADSF-TH ซ่ึงเปRนข�อมูลท่ีรวมลักษณะสําคัญของรูปร�างแบบเพ่ิมชุดข�อมูล (Additional Data from 
Shape Feature: ADSF) ลักษณะสําคัญของลวดลาย (texture) และลักษณะสําคัญของกราฟฮิสโต
แกรม (histogram) เพ่ือเปRนการยืนยันประสิทธิภาพของแนวคิดการปรับปรุงข�อมูลด�วยเทคนิคการ
ประมวลผลภาพ งานวิจัยนี้ได�ทดลองเปรียบเทียบกับชุดข�อมูลนําเข�าเดียวกันแต�ใช�ฟ�เจอรAข�อมูลท่ี
ประกอบด�วย ลักษณะสําคัญของรูปร�างแบบไม�เพ่ิมชุดข�อมูล (shape) ลักษณะสําคัญของลวดลาย 
(texture) และลักษณะสําคัญของกราฟฮิสโตแกรม (histogram) และเรียกชื่อชุดข�อมูลนี้ว�า STH ผล
การทดสอบประสิทธิภาพการจําแนกภาพแมมโมแกรมด�วยค�าพ้ืนท่ีใต�กราฟ ROC ระหว�างชุดข�อมูล 
ADSF-TH และชุดข�อมูล STH แสดงได�ดังรูปท่ี 4.3 และ 4.4 ตามลําดับ 
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รูปท่ี 4.3 พ้ืนท่ีใต�กราฟ ROC โดยใช�ลักษณะสําคัญแบบ ADSF-TH 

 
รูปท่ี 4.4 พ้ืนท่ีใต�กราฟ ROC โดยใช�ลักษณะสําคัญแบบ STH 

 

ในกรณีใช�ฟ�เจอรAแบบ ADSF-TH (รูปท่ี 4.3) อัลกอริทึมซัพพอรAตเวกเตอรAแมชชีนให�ค�า
พ้ืนท่ีใต�กราฟROC มากท่ีสุด คือ 0.94 รองลงมาเปRนอัลกอริทึมโครงข�ายประสาทเทียมให�ค�าพ้ืนท่ีใต�
กราฟ 0.89 และลําดับสุดท�ายคืออัลกอริทึมนาอีฟเบยA ให�ค�าพ้ืนท่ีใต�กราฟ 0.83 สําหรับกรณีใช�ข�อมูล
ลักษณะสําคัญแบบ STH (รูปท่ี 4.4) อัลกอริทึมซัพพอรAตเวกเตอรAแมชชีน ให�ค�าพ้ืนท่ีใต�กราฟ ROC 
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มากท่ีสุดเช�นเดียวกันคือ 0.86 รองลงมาเปRนอัลกอริทึมโครงข�ายประสาทเทียมให�ค�าพ้ืนท่ีใต�กราฟ 
0.81 และลําดับสุดท�ายคืออัลกอริทึมนาอีฟเบยA ให�ค�าพ้ืนท่ีใต�กราฟ 0.74 ดังนั้นจึงสรุปได�ว�า
อัลกอริทึมซัพพอรAตเวกเตอรAแมชชีนมีประสิทธิภาพในการจําแนกดีท่ีสุดคือได�พ้ืนท่ีใต�กราฟ ROC มาก
ท่ีสุด และให�ค�า False Positive Rate ตํ่าสุดซ่ึงสังเกตได�จากการท่ีกราฟ ROC ชิดมุมซ�ายบนมากท่ีสุด 
และกรณีใช�ข�อมูลลักษณะสําคัญแบบ ADSF-TH ให�ผลลัพธAท่ีดีกว�าแบบ STH 

ตารางท่ี 4.7  แสดงการเปรียบเทียบค�าความแม�น ค�า Sensitivity  ค�าSpecificity ค�า F-
measure และ พ้ืนท่ีใต�กราฟ ROC ระหว�าง 3 อัลกอริทึมจําแนกตามลักษณะฟ�เจอรAแบบ ADSF-TH 
และแบบ STH จากค�าท่ีแสดงในตารางจะให�เห็นว�าการจําแนกด�วยซัพพอรAตเวกเตอรAแมชชีน โดยใช�
ข�อมูลจากลักษณะสําคัญแบบ ADSF-TH ให�ค�าสูงท่ีสุดในทุกด�าน  

 
ตารางท่ี 4.7 เปรียบเทียบค�า Accuracy Sensitivity Specificity F-measure และ AUC 

Algorithm Features Accuracy Sensitivity Specificity F-measure AUC 

SVM 
ADSF-TH 92.98% 93.94% 91.67% 93.94% 0.94 

STH 87.72% 90.63% 84.00% 89.23% 0.86 

ANN 
ADSF-TH 89.47% 90.91% 87.50% 90.91% 0.89 

STH 84.21% 87.50% 80.00% 86.15% 0.81 

Naïve 
Bayes 

ADSF-TH 82.45% 87.10% 79.92% 84.38% 0.83 
STH 78.95% 83.87% 73.08% 81.25% 0.74 

 

 
4.4  อภิปรายผล 

จากผลการทดสอบประสิทธิภาพการจําแนกภาพแมมโมแกรมโดยใช�การประมวลผลภาพ
ร�วมกับซัพพอรAตเวกเตอรAแมชชีน ได�ทําการทดสอบกับข�อมูลภาพแมมโมแกรมจํานวน 190 ภาพโดย
ประกอบด�วยข�อมูลภาพ 2 คลาส คือ ก�อนเนื้อร�ายแรง (malignant) และก�อนเนื้อไม�อันตราย 
(benign) กระบวนการประมวลผลภาพได�ถูกนํามาใช� เพ่ือทําการดึงเฉพาะลักษณะสําคัญของภาพ 
ก�อนนําข�อมูลไปเข�ากระบวนการจําแนกและประเมินประสิทธิภาพ สามารถสรุปผลการทดสอบ
เปรียบเทียบได�ดังนี้ 

1) การประมวลภาพ โดยใช�วิธีการกําจัดสัญญาณรบกวนในภาพด�วยตัวกรองมัธยฐาน 
การแก�ไขค�าแกมมา และการขยายส�วนของพ้ืนท่ี มีผลทําให�ข�อมูลภาพมีขนาดเล็กลง และทําให�
สามารถดึงลักษณะสําคัญของภาพออกมาได�ง�ายข้ึน ท้ังนี้เพ่ือลดมิติข�อมูลก�อนเข�ากระบวนการจําแนก
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เนื่องจากข�อมูลความเข�มสีของภาพเปRนข�อมูลท่ีมีขนาดมิติใหญ�มาก ซ่ึงส�งผลต�อประสิทธิภาพในการ
จําแนกโดยตรง 

2) ลักษณะสําคัญ 3 ประเภทท่ีนํามาใช�ในการจําแนก ได�แก� ลักษณะสําคัญของรูปร�าง 
แบบเพ่ิมชุดข�อมูล ลักษณะสําคัญของลวดลาย และลักษณะสําคัญของกราฟฮิสโตแกรม เปRนข�อมูลท่ี
สําคัญท่ีทําให�การจําแนกมีประสิทธิภาพ โดยเฉพาะอย�างยิ่ง ลักษณะสําคัญของรูปร�างแบบเพ่ิมชุด
ข�อมูล ซ่ึงเปRนตัวบ�งบอกความหยักของก�อนเนื้อ และเปRนลักษณะสําคัญท่ีทําให�การจําแนกมี
ประสิทธิภาพเพ่ิมมากข้ึนอย�างมีนัยสําคัญ 

3) การจําแนกภาพแมมโมแกรมด�วยอัลกอริทึมซัพพอรAตเวกเตอรAแมชชีนโดยใช�เคอรA
เนลฟxงกAชันแบบเรเดียลเบสิส โดยใช�ลักษณะสําคัญท้ัง 3 แบบ คือ ลักษณะสําคัญของรูปร�างแบบเพ่ิม
ชุดข�อมูล ลักษณะสําคัญของลวดลาย และลักษณะสําคัญของฮิสโตแกรม ให�ประสิทธิภาพในการ
จําแนกดีท่ีสุด เม่ือเปรียบเทียบกับอีก 2 อัลกอริทึม คือ โครงข�ายประสาทเทียม และ นาอีฟเบยA โดย
การจําแนกด�วยซัพพอรAตเวกเตอรAแมชชีนได�ค�าความแม�น=92.98% ค�า Sensitivity=93.94% ค�า 
Specificity=91.67% ค�า F-measure=93.94% และ พ้ืนท่ีใต�กราฟ ROC=0.94   

 



บทท่ี  5  
บทสรุป 

 
5.1  สรุปผลการวิจัย 

การตรวจวินิจฉัยมะเร็งเต�านมจากภาพแมมโมแกรม มีวัตถุประสงค�เพ่ือจําแนกก�อนเนื้อ
ภายในภาพแมมโมแกรมว$าเป%นก�อนเนื้อไม$อันตรายหรือก�อนเนื้ออันตราย ในป(จจุบันมีนักวิจัยจํานวน
มากประยุกต�เทคนิคต$าง ๆ โดยเฉพาะเทคนิคเก่ียวกับการประมวลผลภาพ เพ่ือเพ่ิมประสิทธิภาพของ
การจําแนกภาพแมมโมแกรมให�มีความแม$นยํามากข้ึน การปรับปรุงคุณภาพของภาพก$อนการนําไป
จําแนกด�วยเทคนิคการเรียนรู�ของเครื่อง เป%นข้ันตอนท่ีสําคัญเนื่องจากภาพแมมโมแกรมอาจมีความไม$
ชัดเจนหรือมีสัญญาณรบกวนในภาพทําให�การจําแนกได�ผลท่ีไม$ดีนัก  

ดังนั้นงานวิจัยนี้จึงได�เสนอวิธีการปรับปรุงคุณภาพของภาพแมมโมแกรมด�วยแนวคิดหลัก
คือ การกําจัดหรือลดสัญญาณรบกวนภายในภาพออกไป แล�วจึงทําการปรับปรุงภาพโดยทําให�ความ
เข�มสีบริเวณก�อนเนื้อในภาพชัดเจนข้ึน จากนั้นจึงใช�เทคนิคการประมวลผลภาพด�วยวิธีการหาขอบเขต
ท่ีน$าสนใจ โดยใช�ข้ันตอนวิธีในการตัดเฉพาะบริเวณก�อนเนื้อในภาพแมมโมแกรมเพ่ือนํามาประมวลผล 
หลังจากได�บริเวณขอบเขตท่ีสนใจแล�ว ข้ันตอนการปรับปรุงภาพท่ีสําคัญในข้ันสุดท�ายคือการหา
ลักษณะสําคัญภายในบริเวณขอบเขตท่ีสนใจ โดยงานวิจัยนี้จะพิจารณาลักษณะสําคัญ 3 ลักษณะ คือ 
ลักษณะสําคัญของรูปร$างแบบเพ่ิมชุดข�อมูลเพ่ือเป%นการเพ่ิมน้ําหนักให�กับบริเวณสําคัญในภาพแมมโม
แกรม ลักษณะสําคัญของลวดลาย และลักษณะสําคัญของฮิสโตแกรม ในข้ันตอนของการจําแนกภาพ
ระหว$างก�อนเนื่ออันตราย (malignant) และก�อนเนื้อไม$อันตราย (benign) ลักษณะสําคัญท้ัง 3 แบบ
จะถูกนําไปใช�เป%นข�อมูลประกอบการจําแนก  

งานวิจัยนี้ใช�การจําแนกข�อมูลแบบมีผู�สอน โดยเลือกใช�เทคนิคซัพพอร�ตเวกเตอร�แมชชีน 
เนื่องจากวิธีซัพพอร�ตเวกเตอร�แมชชีนนิยมใช�ในการจําแนกข�อมูลภาพ และจากการสํารวจวรรณกรรม
พบว$าเทคนิคซัพพอร�ตเวกเตอร�แมชชีนให�ค$าความแม$นยําสูงกว$าเทคนิคอ่ืน ๆ ความแม$นยําของซัพ
พอร�ตเวกเตอร�แมชชีน เกิดจากการเลือกใช�เคอร�เนลฟ(งก�ชันได�หลายแบบเพ่ือแปลงข�อมูลไปสู$ระนาบ
ท่ีเหมาะสมกับการจําแนกข�อมูลแต$ละประเภท งานวิจัยนี้ใช�เคอร�เนลฟ(งก�ชันแบบเรเดียลเบสิสซ่ึงจาก
ผลการทดลองเบื้องต�นพบว$าให�ความแม$นยําในการจําแนกภาพแมมโมแกรมได�ดีท่ีสุด และได�ทําการ
เปรียบเทียบประสิทธิภาพการจําแนกระหว$างเทคนิคซัพพอร�ตเวกเตอร�แมชชีนกับเทคนิคการจําแนก
แบบอ่ืน ๆ เช$น โครงข$ายประสาทเทียมและนาอีฟเบย� โดยพบว$าการนําลักษณะสําคัญของรูปร$างแบบ
เพ่ิมชุดข�อมูลเข�าไปใช�ในการจําแนก ทําให�ประสิทธิภาพในการจําแนกดีข้ึนในท้ัง 3 อัลกอริทึม ท้ังนี้
อัลกอริทึมท่ีให�ผลลัพธ�ดีท่ีสุดคือซัพพอร�ตเวกเตอร�แมชชีน การทดสอบประสิทธิภาพของการจําแนก
ภาพแมมโมแกรมด�วยชุดข�อมูลมาตรฐาน DDSM สามารถสรุปข้ันตอนท้ังหมดได�ดังรูปท่ี 5.1 
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1) ภาพแมมโมแกรม 

 
ภาพก�อนเนื้ออันตราย 

 

ภาพก�อนเนื้อไม$อันตราย 

 
 

 
2) การปรับปรุงภาพ 

แมมโมแกรม 
 
 
 
 
 

ภาพหลังผ$านการทํามีเดียนฟNลเตอร� 

 
 

ภาพภาพก�อนเนื้ออันตราย
หลังทําการแก�ไขแกมมา 

 
 

ภาพก�อนเนื้อไม$อันตรายหลัง
ทําการแก�ไขแกมมา 

 
 

 
รูปท่ี 5.1 สรุปข้ันตอนการดําเนินงานวิจัย 

ข�อมูลภาพ 
แมมโมแกรม 

แก�ไข 
แกมมา 

มีเดียน
ฟNลเตอร� 

continue on 
next page 
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3) การแบ$งขอบเขตภาพ 
 

 
 
 
 
 

 

ภาพหลังทําการขยายพ้ืนท่ีขอบเขตภาพ 

 

4) การดึงลักษณะสําคัญในภาพ 
 
 
 
 
 
 
 
 
 
 
 
 

 

 
 

Average Variance Skewness Kurtosis 

0.002196 0.020183 -0.21837 -0.00766 
 

 

 

5) จําแนกโดย SVM(RBF) 
 

ข�อมูลท่ีใช�ในการฝ`กสอน (Train) จํานวน 133 ภาพ 
ข�อมูลท่ีใช�ในการทดสอบ (Test) จํานวน 157 ภาพ 

6) ประเมินประสิทธิภาพ Accuracy, Sensitivity, Specificity, F-measure และ ROC 

รูปท่ี 5.1 สรุปข้ันตอนการดําเนินงานวิจัย (ต$อ) 
 

การขยายพ้ืนท่ี 
ขอบเขตภาพ 

 ลักษณะสําคัญของ
รูปร$างแบบเพ่ิมชุด

ข�อมูล 

ลักษณะสําคัญของ
ฮิสโตแกรม 

ลักษณะสําคัญของ
ลวดลาย 
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5.2  ข+อจํากัดและข+อเสนอแนะ 

ภาพแมมโมแกรมเป%นภาพท่ีมีขนาดใหญ$มาก ทําให�การประมวลผลในส$วนของการ
ปรับปรุงคุณภาพของภาพใช�เวลาในการประมวลผลนาน เนื่องจากในงานวิจัยนี้ได�ใช�การประมวลผล
ภาพหลากหลายวิธี เพ่ือทําการปรับปรุงภาพให�มีคุณภาพท่ีดีข้ึนก$อนนําไปเข�ากระบวนการจําแนก ซ่ึง
ข�อเสนอแนะสําหรับการพัฒนางานวิจัยในอนาคต อาจพิจารณานําเทคนิคการปรับปรุงภาพแบบอ่ืน ๆ 
ท่ีมีข้ันตอนการประมวลผลรวดเร็วกว$านี้มาใช� เพ่ือทําให�กระบวนการปรับปรุงภาพมีความรวดเร็วมาก
ยิ่งข้ึน 

งานวิจัยนี้ในข้ันตอนการคัดเลือกลักษณะสําคัญนั้น เป%นการทดสอบการผสมผสาน
ลักษณะสําคัญ 3 แบบ และนํามาเปรียบเทียบประสิทธิภาพเพ่ือสรุปว$าลักษณะสําคัญใด มีผลทําให�
ประสิทธิภาพในการจําแนกดีข้ึน ซ่ึงการนําลักษณะสําคัญมาผสมผสานกันนั้นยังไม$เป%นกระบวนการ
อัตโนมัติ ทําให�หากมีลักษณะสําคัญหลาย ๆ แบบจะทําให�สิ้นเปลืองเวลาในการทดสอบและ
เปรียบเทียบ ดังนั้นการพัฒนางานวิจัยนี้ให�ใช�เวลาประมวลผลสั้นลง ทางผู�วิจัยจึงมีข�อเสนอแนะว$าควร
นําเทคนิคในการคัดเลือกลักษณะสําคัญแบบอัตโนมัติมาใช� เพ่ือเพ่ิมประสิทธิภาพในการคัดเลือก
ลักษณะสําคัญของภาพแมมโมแกรม 

 



บรรณานุกรม 
 

R. Campanini, D. Donggiovanni, E. Iampieri, N. Lanconelli, M. Masotti, G. Palermo, A. 

Riccardi, and M. Roffilli (2004), A novel featureless approach to mass 

detection in digital mammograms based on support vector machines, Physics 

in Medicine and Biology, Vol.49, No.6, pp.961-975. 

H.D. Cheng, X.J. Shi, R Min L.M. Hu, X.P. Cai, and H.N. Du (2006), Approaches for 

automated detection and classification of masses in mammograms, Pattern 

Recognition, Vol.39, No.4, pp.646-668. 

I. Christoyianni, E. Dermatal, and G. Kokkinakis (2000), Fast detection of masses in 

computer-aided mammography, IEEE Signal Processing Magazine, Vol.17, No.1, 

pp.54-64. 

M. Elter and A. Horsch (2009), CADx of mammographic masses and clustered 

microcalcifications: a review, Medical Physics, Vol.36, No.6, pp.2052-2068. 

Z. Huo, M.L. Giger, C.J. Vyborny, U. Bick, P. Lu, D.E. Wolverton, and R.A. Schmidt 

(1995), Analysis of speculation in the computerized classification of 

mammographic masses, Medical Physics, Vol.22, No.10, pp.1569-1579. 

V. Jackson, R. Hendrick, S. Feig, and D. Kopans (1993), Imaging of the radiographically 

dense breast, Radiology, Vol.188, pp.297-301. 

H. Jiang, W. Tiu, S. Yamamoto, and S. lisaku (1998), A method for automatic detection 

of spicules in mammograms, Journal of Computation Aided Diagnosis of 

Medical Information, Vol.2, No.4, pp.1-8. 

W.P. Kegelmeyer, J.M. Pruneda, P.D. Bourland, A. Hillis, M.W. Riggs, and M.L. Nipper 

(1994), Computer-aided mammographic screening for speculated lesions, 

Radiology, Vol.191, No.2, pp.331-337. 

R.M. Rangayyan, F.J. Ayres, and J.E.L. Desautels (2007), A review of computer-aided 

diagnosis of breast cancer: toward the detection of subtle signs, Journal of 

the Franklin Institute, Vol.334, No.3-4, pp.312-348. 



 36 

H.D. Cheng, X.J. Shi, R Min L.M. Hu, X.P. Cai, and H.N. Du (2006), Approaches for 

automated detection and classification of masses in mammograms, Pattern 

Recognition, Vol.39, No.4, pp.646-668. 

R. Sivaramakrishna, K.A. Powell, M.L. Lieber, W.A. Chilcote, and R. Shekhar (2002), 

Texture analysis of lesions in breast ultrasound images, Computerize Medical 

Imaging and Graphics, Vol.26, No.5, pp.303-307. 

R. Stathaki and A.G. Constantinides (1994), Neural networks and higher order spectra 

for breast cancer detection, IEEE Workshop on Neural Networks and Signal 

Processing, pp.473-481. 

 



 

 

 

 

 

ภาคผนวก  

ผลผลิตของงานวจิยั 



 

 

 

 

ภาคผนวก  ก 

 
บทความวิจัยตีพิมพ�ในวารสารและเอกสารสืบเน่ืองจากการประชุมวิชาการ 

 

1. K. Chaiyakhan, N. Kerdprasop, K. Kerdprasop (2016). Mammography image 
classification and clustering using support vector machine and k-means. ICIC Express 
Letters, Part B: Applications, vol.7, no.5, May, pp. 961-967. 

2. K. Suksut, R. Chanklan, N. Kaoungku, K. Chaiyakhan, N. Kerdprasop, K. Kerdprasop 
(2017). Parameter optimization for mammogram image classification with support 
vector machine. Proceedings of the 25th International MultiConference of Engineers 
and Computer Scientists (IMECS2017), Hong Kong, 15-17 March, pp. 337-341. 

3. K. Chaiyakhan, N. Kerdprasop, K. Kerdprasop (2016). Feature selection techniques for 
breast cancer image classification with support vector machine. Proceedings of the 
24th International MultiConference of Engineers and Computer Scientists 
(IMECS2016), Hong Kong, 16-18 March, pp.237-232. 

4. K. Chaiyakhan, N. Kerdprasop, K. Kerdprasop (2015). Mammography images 
categorization with k-means clustering. Proceedings of the 9th South East Asia 
Technical University Consortium (SEATUC) Symposium, Suranaree University of 
Technology, Thailand, 27-30 July, pp.111-114. 

 

 



ICIC Express Letters
Part B: Applications ICIC International c⃝2016 ISSN 2185-2766
Volume 7, Number 5, May 2016 pp. 961–967

MAMMOGRAPHY IMAGE CLASSIFICATION AND CLUSTERING
USING SUPPORT VECTOR MACHINE AND K-MEANS

Kedkarn Chaiyakhan, Nittaya Kerdprasop and Kittisak Kerdprasop

School of Computer Engineering
Suranaree University of Technology

111 University Avenue, Nakhon Ratchasima 30000, Thailand
kedkarnc@hotmail.com; {nittaya; kerdpras }@sut.ac.th

Received October 2015; accepted January 2016

Abstract. Mammography is an extraordinary type of low-powered x-ray process that
provides detailed images of the internal structure of the breast. An early detection of
breast cancer by means of mammography results in a successful treatment. Many re-
searches show that the dense masses in the breast density are one of the strongest indica-
tors of breast cancer developing. In this paper, we propose an approach to automatically
appraise the density and contrast of breast images using gamma correction to increase
the intensity of dense pixels with light intensity and vice versa to decrease the sparse in-
tensity pixels showing dark intensity. In the segmentation process, we use region growing
technique to get region of interest. We also extract three important features including
texture, shape, and intensity histogram. In the classification process, we use SVM to
classify tumor into two classes: malignant and benign. Moreover, we also compare the
SVM classification result to the Näıve Bays and artificial neural network techniques. In
clustering process, we use the k-means algorithm to cluster image into 2 categories: ma-
lignant and benign. The results of classification and clustering show that our proposed
work can classify and cluster two types of mammography images after the appropriate
application of gamma correction feature extraction process.
Keywords: Image segmentation, Image classification, Image clustering, k-means, Sup-
port vector machine

1. Introduction. Breast cancer is a dangerous type of tumor originated from breast tis-
sue. The most effective way to detect breast cancer is through the breast mammogram
screening. However, the major limitation for mammography diagnosis is its sensitivity
because interpreting mammography is a labor-intensive task for radiologists who can-
not always offer stable results during interpreting. Many methodologies have thus been
proposed to solve this uncertain interpretation problem by providing assistance to the
advanced cancer detection and diagnosis tools.

The statistical approach has been proposed [1]. The authors provide connected density
clusters taking the spatial information of the breast tissue into account. Quantitative and
qualitative results show that their approach is able to correctly detect dense breasts apart
from other tissue types. A methodology that is based on modeling a set of patched of
either fatty or dense parenchyma using statistical analysis has been presented [2]. The
two strategies, PCA and linear-discriminant analysis, are applied in the modeling process.
In the work of [3], they use mixtures of Gaussian for modeling and segmenting the breast
into four and five regions, respectively. However, these approaches do not take spatial
information into account resulting in too many disconnected regions. Thus, the work
of [4] has included a fuzzy affinity function in their proposed method, while [5] employs
textural features to take the spatial distribution of the pixel and its neighborhood. Some
researchers [6,7] use region growing, which is the region-based segmentation method. In
the work of [8], they use region growing method based on the gradients and variances along
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and inside of the boundary curve. Some researchers use edge and smoothness factors as
criteria to determine initial seed points and then seeded region growing method is used
to segment images based on seed regions [9].

In our proposed method, we use gamma correction to enhance the image contrast. In
segmentation process, we use a well-known region growing method to find the ROI and
then crop the image to consider only the tumor region. The unnecessary background
has been removed in this process. After that we extract three types of feature and input
digital data to the classification and clustering process. The performance of the proposed
image classification approach has been evaluated by comparing the accuracy with some
state of the art classification algorithms.

2. Proposed Work. In the proposed work, we have divided our process into five main
parts: image preprocessing, segmentation, feature extraction, classification, and cluster-
ing. Figure 1 shows the framework of this research.

Figure 1. The framework of the proposed tumor recognition system

2.1. Image preprocessing. Mammogram images usually contain noises because of dis-
turbances like Gaussian noise or some little darkness and brightness noise called salt and
pepper noise. We use median filter to remove these noises. The output of this de-noising
step is the clear images that are appropriate for further processing.

The next step of image preprocessing is image enhancement. We adjust the brightness
and darkness of images using gamma correction algorithm. Figure 2 shows the original
images of malignant and benign cases comparing to the improved results after applying
the gamma correction technique. The gamma correction helps contrasting the tumor area
from the fatty area.

2.2. Segmentation. This process separates the tumor areas from the background tissue
in mammogram images. In this step, we apply the region growing segmentation method.
Region growing is a region-based method starting with selecting seed points in the image,
then propagating seeds until the specified stopping criteria are satisfied. Appropriate seed
point selection is important. Therefore, in our proposed work, we select seed point using
the centroid of object computed from area and position of object (centroid), as shown in
Equation (1).

Centroid x̄ =

∑
i

∑
j jW [i, j]

Area
ȳ =

∑
i

∑
j iW [i, j]

Area
(1)

where W is the white pixel in the image, Area is summation of white pixels, and i, j are the
position of white pixel. After the region growing process, we will get the region of interest
(ROI, white pixels) and then we crop only the ROI (Figure 3) removing background that
may affect the classification and clustering process.
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(a) (b) (c) (d)

Figure 2. Breast tumor images: (a) original malignant case, (b) malignant
image after gamma correction, (c) original benign case, (d) benign image
after gamma correction

(a) (b) (c)

Figure 3. The result of region growing and the cropped image: (a) gamma
corrected image, (b) the image after applying region growing technique, (c)
cropped image

2.3. Feature extraction. In this work, we extract three types of features: texture,
shape, and intensity histogram features.

1). Texture Features
Texture is one of the important features used in identifying objects in an image. Texture

features are based on the gray-level co-occurrence matrix (GLCM). The GLCM function
characterizes the texture of an image by calculating how often pairs of pixels with specific
values and in a specified spatial relationship occur in an image. We create a GLCM, and
then extract from the matrix statistical measures such as contrast, correlation, energy,
and homogeneity.

2). Shape Features
We extract shape feature using the percentage of curvature. First we drag lines from

centroid to every edge pixel and then measure distance and angle from centroid to every
edge pixel. After that, we plot the graph with angle along the x-axis and distance on the
y-axis. From the graph, we can notice difference of curvature because of the distinct shape
of malignant and benign tumors. We also do the normalization to find the percentage of
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curvature. As a result, we get the different percentage of curvature between malignant
and benign cases. We observe that malignant tumor shows many curves along its contour
and we can get the percentage of peak in this graph. On the contrary, benign tumor
has less curves than the malignant contour. Figure 4 illustrates example of curvature
measurement. Figure 5 shows the different graph of curvature between malignant and
benign contours.

(a) (b)

Figure 4. Measuring the curvature: (a) malignant shape, (b) benign shape

(a)

(b)

Figure 5. Graph of curvature: (a) malignant contour, (b) benign contour
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3). Intensity Histogram Features
The shape of the intensity histogram features provides much information to describe

the properties of the image. Six statistic features obtained from the histogram are mean,
variance, skewness, kurtosis, energy, and entropy. The mean is the average intensity level,
whereas the variance is the variation of intensities around the mean. The skewness shows
whether the histogram is symmetric. The histogram is symmetrical if the skewness is
zero.

2.4. Classification. We use support vector machine (SVM) with radial basis function
(RBF) kernel to classify the mammogram images using three features including texture,
shape (percentage of curvature), and intensity histogram. In the SVM training process,
we train SVM with 56 images (70% of 80 images selected from the DDSM database).
In the evaluation process, the rest 24 images are used for testing. Training and testing
images have been preprocessed through the same steps. We also use Näıve Bays and
artificial neural network (ANN) in the classification process to compare the performance
with SVM.

2.5. Clustering. In the clustering process, we use k-means algorithm (k = 2) to cluster
the mammogram images. We also use the same three features (texture, shape, intensity
histogram) as in the classification process. By means of this feature section process, we
have noticed that k-means can accurately cluster images into the correct class.

3. Experimental Results. In this proposed work, we use data set from DDSM (digital
database for screening mammography). We have selected from DDSM 80 images that
include both cases of tumor, that is, malignant and benign (each case containing 40
images). This work has been implemented using MATLAB and R language. We run
our experiments on a core i5/2.4 GHZ computer with 4 GB RAM. In the classification
process, we compare our proposed method using SVM with Näıve Bays and ANN.

It can be noticed from the classification results summarized in Table 1 that the accuracy
on recognizing the benign and malignant images of the SVM (with RBF kernel) shows
the highest rate at 88.75%. In other two classification algorithms using Näıve Bays and
ANN, the accuracy are 82.50% and 86.25%, respectively. We can conclude from this result
that our proposed work using three types of feature and SVM classification has a higher
accuracy than Näıve Bays and ANN. We also show in Figure 6 the area under curve
(AUC) of the three classifiers: SVM, Näıve Bays, and ANN. As a result, SVM, Näıve
Bays, and ANN show AUC value as 0.87, 0.83, and 0.85, respectively. The AUC closer to
1 is the better.

Table 1. Classification results for three learning algorithms

Accuracy (%) AUC
SVM (with RBF kernel) 88.75 0.87

Näıve Bays 82.50 0.83
ANN (artificial neural network) 86.25 0.85

From the result of clustering process using k-means with k = 2 (according to the two
classes of images: benign and malignant) which is illustrated in Table 2, we obtain the
image recognition accuracy as high as 90.00%. This means that k-means clustering can
cluster the data to their actual class accurately. This good clustering result may be due
to the effect of image preprocessing steps and the proper setting of cluster number.

Figure 7(a) demonstrates the plot of two cluster components: malignant and benign
cases. The two-dimensional clustering plot of the two clusters and lines show the distance
between clusters. Clustering shows a good result because it can clearly separate two
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Figure 6. Area under curve of three classifiers

Table 2. Clustering result using k-means

Benign Malignant
Cluster 1 (Benign) 35 3

Cluster 2 (Malignant) 5 37

(a) (b)

Figure 7. k-means clustering results: (a) two components of clustering
plot, (b) silhouette plot when k = 2

clusters, corresponding to the correct two classes. From the silhouette plot in Figure
7(b), the width of clusters, Si, are 0.30 and 0.76. The average silhouette width is 0.55.

4. Conclusions. Mammography classification using support vector machine with image
enhancement and three types of extracted features that we proposed in our framework
is the main contribution of this paper. Mammography images are obtained from the
well-known DDSM database. Image enhancement using gamma correction can improve
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contrast of mammogram images to be seen clearly. We extract the region of interest (ROI)
using region growing that can help the cropping of only the tumor object and at the same
time eliminate the unnecessary background. After the ROI extraction, the three types of
image features including texture, shape, and intensity histogram can be constructed. The
processed images are then sent as input to the classification process using SVM with RBF
kernel. The classification accuracy of SVM (88.75%) is higher than the ANN (86.25%)
and Näıve Bays (82.50%) classifiers.

We also apply exactly the same image preprocessing steps but change from the classifi-
cation algorithms to be the k-means clustering. We have found that k-means can cluster
the mammography images correctly. It clusters images into a group of malignant and
benign cases with the accuracy as high as 90.00%.
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 
Abstract— Breast cancer is the malignant tumor occurred 

mostly in women. Even though breast cancer can be fatal, the 
patient’s survival rate could be as high as 90% if it is detected 
at the early stage of development. Mammography, ultrasound, 
and magnetic resonance imaging are examples of screening test 
for breast cancer. However, to precisely and correctly interpret 
these images, the medical expertise of radiologists is essential. 
At present with the matured machine learning techniques, 
computerized methods can be applied to assist tumor 
diagnosis, such as the classification between benign and 
malignant types of tumor. We present in this paper the image-
preprocessing and the optimized parametric techniques to help 
improving accuracy of benign-malignant classification from 
mammogram images. For the image-preprocessing, we used 
median filter for noise reduction and gamma correction for 
image brightness adjustment. We also used region growing 
technique to find the region of interest, then we extracted three 
groups of potentially discriminative features: texture feature, 
shape feature, and intensity histogram feature. After the 
image-preprocessing, we performed parameter optimization 
using genetic algorithm prior to the classification done by 
support vector machine. The results showed that with the 
appropriate feature selection and the optimal parameter 
adjustment, the support vector machine can improve its 
accuracy from 89.47% into 92.98% for mammogram image 
classification. 
 

Index Terms— Parameter Optimization, Genetic Algorithm, 
Mammogram Images Classification, Support Vector Machine. 
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I. INTRODUCTION 
Among diagnosed cancers in women, breast cancer is the 

most prominent type and it can be deadly. Usually, early 
tumor diagnosis can improve survival rate and help the 
preparation for appropriate treatment. Breast cancer 
detection can be done through the ultrasound screening [1], 
magnetic resonance imaging [2], and mammography [3]. 
The background knowledge for screening cancerous cases is 
that for the benign (or non-harmful) cases, tumor shapes are 
regularly round and smooth. On the contrary, for the 
malignant (or harmful) breast cancer cases, tumors tend to 
demonstrate irregular and undulated shapes [4]. 

During the last years, many researchers used 
mammogram images for breast cancer diagnosis. However, 
the mammogram images always have noise. The effect of 
noise is that it can blur some important parts in the images 
(some points or pixels in images that are normal tissue 
might look like tumor). 

Currently, there are many techniques for de-noise 
(remove noise) such as image enhancement [5], image 
segmentation [6], and image feature extraction [7]. It can 
improve the accuracy for classifying between benign and 
malignant tumors. 

At present, there are many efficient automatic techniques 
for classification such as decision tree learning, artificial 
neural network, support vector machine, and many more. 
Among the existing techniques, support vector machine is 
generally the most accurate one. If we apply techniques for 
de-noising and then adopt support vector machine algorithm 
with the optimized parameters for classification, it can 
intuitively improve performance of mammogram image 
classification. 

In this paper, we thus propose parameter optimization for 
support vector machine to classify mammogram image. The 
goal of this research is to improve the breast cancer 
classification performance. We apply genetic algorithm for 
parameter optimization (parameters C, epsilon, and gamma 
to be used in the support vector machine). We pre-process 
the images by de-noising with the median filter technique, 
adjusting image intensity with the gamma correction 
technique, then finding the region of interest to choose only 
the potential area for cancerous cell detection with region 
growing technique, and finally performing feature extraction 
to contain texture feature, shape feature, and intensity 
histogram. 
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II. MATERIALS AND METHODS 

A. Median Filter 
The intuitive idea of median filter is that some pixels in 

the image may contain noise and this noise can be detected 
through its extreme value that does not get along with the 
surrounding pixels. The median filter method [8] to handle 
noisy pixel is thus to create a small window frame for 
normalizing a specific pixel value within that frame (in this 
work, we set the size of a window to be 3x3 pixels). During 
the filtration process, a small window is moved along the 
pixel grid within the image. At each position of a window 
frame, all the pixel values (i.e., nine values for our 3x3 
frame) within the frame are sorted. The median pixel value 
is then used to replace the existing pixel value. Example of a 
median filter process is illustrated in fig 1.  

 

B. Gamma Correction 
Gamma correction [9] can enhance the contrast of the 

image. It has value between 0 to 1, where 0 means darkness 
(black color) and 1 means the brightness (white color). 
Given the parameter γ as the encoding or decoding value, 
we can compute the value of gamma correction with the 
formula given in equation (1). 

 

𝐶𝑜𝑟𝑟𝑒𝑐𝑡𝑒𝑑 = 255 ∗ (
𝐼𝑚𝑎𝑔𝑒

255
)

(
1

𝛾
)
   (1) 

 
Note that if γ > 1, it is called a decoding gamma in which 

the shadow in that image will be set darker. For γ < 1, it is 
called an encoding gamma and will be used to make the 
dark region to be lighter. 

 

C. Region Growing 
Region growing [10] is applied to choose only specific 

are of interest by merging surrounding areas with similar 
intensity. The process starts by setting the seed point, which 
is normally the middle point (or middle pixel) in the image 
and then compare the intensity value of that point with the 
intensity values of the neighbor pixels. If the values are in 
the same class, we then increase the size of the region. 
 

 
Fig 1. Demonstration of the median filter process 

 

When the growth of one region stops, we then select another 
seed pixel outside the area previously processed.  

 

D. Texture Feature 
Texture feature [11] can help to identify the object in the 

image. Texture in the image can describe the physical 
properties (such as shape, curve) and can help to split 
different objects in an image. We can find texture feature 
with Grey Level Co-occurrence Matrix (GLCM). 

 

E. Intensity Histogram Feature 
Intensity histogram feature is used for describing the 

properties of the image. In this work, we consider four 
statistical features that can be obtained from the histogram. 
These statistics are mean, variance, skewness and kurtosis. 

Mean is an average intensity level. Variance is the 
variation of intensities around the mean. Skewness is the 
indicator whether the histogram is symmetric, and kurtosis 
is a measure of whether the data are peak. 

Given that G be the image gray scale level and P be the 
probability level of gray scale, the mean (µ), variance (𝜎2), 
skewness (𝑠), and kurtosis (𝑘) can be computed with 
formulas given in equations (2) to (5), respectively.  

 

µ = ∑ 𝑖𝑃(𝑖)𝐺−1
𝑖=1         (2) 

 
 

𝜎2 = ∑ (𝑖 − µ)2𝑃(𝑖)𝐺−1
𝑖=1      (3) 

 
 

𝑠 = 𝜎−3 ∑ (𝑖 − µ)3𝑃(𝑖)𝐺−1
𝑖=1      (4) 

 
 

𝑘 = 𝜎4 ∑ (𝑖 − µ)4𝑃(𝑖)𝐺−1
𝑖=1     (5) 

 

F. Shape Feature 
Shape feature [12] can help to identify the object in the 

image by using shape of object within the image. Shape can 
differentiate between benign and malignant cases because 
benign tumors have smooth shapes and regularly round but 
malignant breast tumors tend to demonstrate irregular and 
undulated shapes. So, we can classify the object in image by 
compute the distance between center point in tumor and its 
edge. For a number of computed distances, if the values do 
not change or there is only a few change, we can predict that 
that image is a benign tumor. But if the distance values 
show much fluctuation, we can predict that the image is 
malignant tumor.  

 

G. Genetic Algorithm 
Genetic algorithm [13-14] is an algorithm to find the 

solution with adaptive heuristic search based on the 
evolutionary characteristic of nature. Genetic algorithm 
combines the concept of random search space and compares 
the randomly selected solutions based on some fitness 
function, and then selects the better solution. The simple 
genetic algorithm is shown in fig 2. 
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38 43 65 47 
93 89 87 56 
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93 89 87 56 
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15 68 79 11 
12 43 45 46 
38 43 65 47 
93 89 87 56 
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Fig 2. Flowchart for simple genetic algorithm. 

 
From fig 2, we can describe genetic algorithm with 5 

main steps. Step 1 is setting the initial population; it is 
normally a random selection. Step 2 is defining the fitness 
function; it is used for evaluating the fitness of each 
population or chromosome. Step 3 is applying the genetic 
operation; the operation can be either selecting the 
chromosome or population with random selection, crossing 
over two parent chromosomes to create better offspring, or 
mutating a chromosome with randomly selected point. Step 
4 is replacing individual in the population; it is the 
replacement of the old chromosome (parent chromosome or 
parent population) with the new generation. Step 5 is 
checking for stop criterion; it is a check point for whether to 
end the process such as stop the process when it has created 
the new generation over 3 generations.     

 

H. Support Vector Machine 
Support Vector Machine (SVM) [15] is a machine 

learning algorithm for classifying different classes of 
objects. SVM has been widely applied to many fields. SVM 
is a supervised learning machine in that it requires a class 
attribute for guiding the learning process to build a model 
that can classify objects with mixing classes correctly. The 
main concept of SVM is the generation of the optimal 
hyperplane that can separate the objects such that objects 
with the same class form themselves as a group, whereas 
objects in different classes should be in a different group. 
The hyperplane is called an optimal one if such plane can 
separate classes with the most distance between each class. 
Fig 3 shows an optimal hyperplane with a dashed line and 
the two classes in the figure are positive (represented as 1) 
and negative (-1). To use the hyperplane as a model to 
classify objects, the formula given in equation (6) can be 
applied. 

 
𝑤𝑇𝑥 + 𝑏 ≥ 1, 𝑤ℎ𝑒𝑛 𝑦𝑖 = +1  (6) 

𝑤𝑇𝑥 + 𝑏 ≤ 1, 𝑤ℎ𝑒𝑛 𝑦𝑖 = −1    
where  

x is data vector, 
 w is weight vector, 

 
Fig 3. Optimal hyperplane 

 
b is bias, and 

 y is a class. 
 
To apply support vector machine for the classification 

task, users have to set three important parameters (C, 
epsilon, and gamma). Parameter C is to control the cost for 
miss-classification. This parameter is used to control the 
influence of each individual support vector (i.e., the data 
points on the borderlines which are up and below the 
optimal hyperplane in fig 3). Setting the C parameter 
involves trading error penalty for stability. Parameter 
epsilon is used to fit the training data. It controls the width 
of the epsilon-insensitive zone. The value of epsilon can 
affect the number of support vectors that are used to find the 
optimal hyperplane. Parameter gamma is the kernel 
parameter of the Gaussian radial basis function.  

The small gamma implies that the learned model will 
have the large margin; the hyperplane has large distance 
between two class borderlines and more flexibility in data 
classification. The large gamma means that learned model 
will have small margin; the hyperplane has small distance 
between two class borderlines and thus no flexible in new 
data classification (may cause overfitting).  

III. PROPOSED WORK 
In the proposed work, we have designed the process of 

parameter optimization with genetic algorithm for 
mammogram image classification with the support vector 
machine as shown in fig 4. 

From fig 4. We can describe our proposed framework as 
follows. For pre-processing images, we used median filter 

method for de-nosing, the output from this process is clearer 
image without noise. After that, we use gamma correction to 

enhance contrast of the image, the output from this step is 
sharp image such that the tumor area has lighter intensity 

and density than the original image. For segmentation 
process, we use region of interest technique for choosing 
only region of interest. The output of this process is the 

smaller image than the original one. A small size means the 
reduction in dimension to contain only discriminative 

regions. For feature extraction process, we extract feature 
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 Fig 4. Flowchart of proposed framework for mammogram 

image classification. 
 

with three techniques (texture feature, shape feature, and 
intensity histogram feature). The output of this process is the 
data that extract properties of images (shape, texture, mean, 
variance, etc.). Then we split the data from previous process 
into 2 parts. The first part (70% of all data) has been used to 
find parameter C, epsilon, and gamma with genetic 
algorithm. This first part of data is also used to create a 
classification model with support vector machine. The 
second part (30% of all data) has been used for performance 
evaluation of the learned model.  

In genetic algorithm process, we define parameter control 
for genetic algorithm as follows: 

 
Population size = 100 
Iteration (number of generation) = 100 
Probability of crossover = 0.8 
Probability of mutation = 0.01 
C in the range: 10-4 ≤ C ≤ 10 
Epsilon in the range: 10-2 ≤ epsilon ≤ 2 
Gamma in the range: 10-3 ≤ gamma ≤ 3 
 

Fitness function = Accuracy =  
𝑇𝑃+𝑇𝑁

𝑁
 

 where 
  TP is number of true predicted benign cases, 
  TN is number of true predicted malignant cases, and 
  N is number of all data that are used to test model. 
 
The output of genetic algorithm is the three parameters 

that are optimal ones for SVM. After that, we use the 

optimal parameter to create model with SVM. Finally, we 
evaluate performance model to assess its accuracy by using 
the test data. We finally compare the SVM performance 
with different set of input features.  

  

IV. EXPERIMENTAL RESULTS 
For experimentation, we use data set from the Digital 

Database for Screening Mammography (DDSM) with 190 
images (benign 80 images, malignant 110 images) and split 
data into two parts with 133 images (70% of all data) used 
for creating a model and finding optimized parameters; we 
call this data set as “training set”. We use 57 images (30% 
of all data) for evaluating the performance of classification 
model; we call this data set as “testing set”. This work has 
been implemented with MATLAB and RStudio. We run our 
experiments on a core i3/3.50 GHZ computer with 12 GB of 
RAM. The details of data after extracting features by using 
texture feature, shape feature, and intensity histogram are 
shown in Table 1. 

In the classification process, we also compare between 
different sets of input features that used as input to the 
support vector machine. We test different combinations of 
texture feature, shape feature, intensity histogram feature, 
and the optimized parameter with genetic algorithm for 
support vector machine. The accuracies of SVM after 
applying different combinations of input features are shown 
in Table 2. 

From table 2, it can be seen that the adjusted optimal 
parameters for support vector machine combined with 
techniques to extract only important features including 
texture feature, shape feature, and intensity histogram 
altogether can improve the performance for mammogram 
  

Table 1. Detail of data set  

Feature Extraction 
Techniques 

# Training 
set 

# Testing 
set 

# 
Features 

Texture + Shape + 
Intensity Histogram 

133 57 21 

Shape + Intensity 
Histogram 

133 57 6 

Texture + Shape 133 57 17 

Texture + Intensity 
Histogram 

133 57 20 

 
Table 2. Classification results 

Feature Extraction Techniques Accuracy 

Texture + Intensity Histogram 81.58% 

Texture + Shape 85.26% 

Shape + Intensity Histogram 87.37% 

Texture + Shape + Intensity Histogram 89.47% 

Texture +  Shape +  Intensity Histogram + 
Optimized Parameter for SVM with Genetic 
Algorithm  

92.98% 

 

 Mammogram Images 

Pre-Processing with Image Enhancement 

Segmentation with Region of Interest 

Feature Extraction with Texture Feature, Shape 
Feature, and Intensity Histogram Feature 
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Fitness Evaluation 
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Evaluate Performance 
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No 
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image classification from the 81.58% accuracy level at 
81.58% up to the 92.98%. The classification by SVM using 
only the extracted features (i.e., the texture feature, shape 
feature, and intensity histogram) can obtain the highest 
accuracy at 89.47%. The experimental results show that 
with an extra steps of optimal parameter adjustment through 
genetic algorithm, the support vector machine shows an 
improve performance (from 89.47% to 92.98%) for 
classification mammogram images.  

V. CONCLUSION 
Breast cancer is the major type of dangerous tumors 

mostly occurred in women and causes numerous deaths in 
the developing countries. Early detection of malignant 
breast cancer cases is, more or less, expected to help the 
appropriate preparation for successful treatment. Breast 
cancer can be screened with ultrasound imaging, magnetic 
resonance, or mammogram imaging. 

In this work, we propose a framework for automatic 
classification of malignant breast cancer, the harmful one, 
from the benign cases, the non-harmful. According to our 
framework of breast cancer classification with mammogram 
image, the first step is the noise removal from the 
mammogram image and the image intensity enhancement. 
Median filter and gamma correction are the two techniques 
to de-noise and to enhance contrast of the image, 
respectively. Region growing technique is then applied to 
select only area or region of interest. In our work, it is the 
image regions that are anticipated to contain tumor cells. 

We then apply image feature extraction to obtain only 
important features suitable for the subsequent classification 
model learning step. The prominent features are texture 
feature, shape feature, and intensity histogram containing 
statistical information including mean, variance, skewness, 
and kurtosis. Another important step in our framework is the 
application of the genetic algorithm to find the optimal 
parameters (cost, epsilon, and gamma) for training the 
support vector machine. The experimental results show that 
the parameter optimization through genetic algorithm 
technique can obviously improve the SVM performance for 
mammogram image classification; it is better than using the 
default parameters.  
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 
   Abstract— Mammography is a special type of low-powered  
x-ray method that has been used to improve diagnostic and 
decrease the number of unneeded biopsies. Detection breast 
cancer in early stage can help treatment successful. Many 
researches show that malignant breast tumors tend to 
demonstrate irregular and undulated shapes, whereas benign 
breast tumors are regularly round and smooth shapes. 
Consequently, many researches about tumor shape may help in 
maintaining diagnosis.  Thus, the contour feature of tumor 
contour is very significant feature to distinguish between 
malignant and benign tumor. In this paper, we propose an 
approach to automatically appraise the density and contrast of 
breast images using gamma correction to increase the intensity 
of dense pixels with light intensity and vice versa to decrease 
the sparse intensity pixels showing dark intensity. In the 
segmentation process, we use region growing technique to get 
region of interest. We also extract three important features 
including texture, shape, and intensity histogram. In the 
classification process, we use SVM to classify tumor into two 
classes: malignant and benign. Moreover, we also compare 
between three features by combines and separate these features 
for SVM classification. The results of classification shows that 
when we combine the shape feature in the classification 
process, it can be able to correctly classify two types of 
mammography images and we obtained the high accuracy 
more than using only texture features and intensity features. 
 

Index Terms—feature selection, image classification, 
mammography, support vector machine. 
 

I. INTRODUCTION 
   Breast cancer is a dangerous type of tumor originated from 
breast tissue, and it accounts for 23% of all cancers in 
women. The most effective way to detect breast cancer is 
through the breast mammogram screening, ultrasound 
images [1]-[7], and also magnetic resonance [5]-[7]. 
Mammography is the most common imaging technique to 
detect breast cancer. However, the major limitation for 
mammography diagnosis is sensitivity due to interpreting 
mammography is a labor-intensive task for radiologists who 
cannot always offer stable results during interpreting [8].  
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The interpreting depends on experience, training, and 
subjective criteria. Actually, about ten percent of all 
malignant tumors in mammography are missed by 
radiologists, and ninety percent of the missed tumors are 
dense area of breast tissue. It is also admitted that expert 
radiologists can miss a significant proportion of abnormal 
tumors. On the contrary, a large number of diagnosed 
abnormal tumors turn out to be benign after biopsy. Many 
methodologies have thus been proposed to solve this 
uncertain interpretation problem by providing assistance to 
the advanced cancer detection and diagnosis tools 
   During the last year, several algorithms have been 
proposed for breast density segmentation. The statistical 
approach has been proposed by [9]. They provide connected 
density clusters taking the spatial information of the breast 
tissue into account. Quantitative and qualitative results show 
that their approach is able to correctly detect dense breasts 
apart from other tissue types. A methodology that based on 
modeling a set of patched of either fatty or dense 
parenchyma using statistical analysis has been presented by 
[10]. They analyze two different strategies to perform this 
modeling process such as principal component analysis and 
linear-discriminant based model. Once the tissue models 
have been learned, each pixel of a new mammogram is 
classified based on neighborhood information as being fatty 
or dense tissue. 
   Malignant breast tumors are characterized by cluster of 
cells indicating uncontrolled outgrowth that leads to 
penetrate surrounding tissue [11]. The penetration of 
malignant tumors tends to spread an irregular tumor contour, 
which will be displayed in mammography as irregular, 
undulated and ill-defined contour, whereas benign tumors 
have a uniform outgrowth, round and smooth contour. 
Hence, it is significant that the contour feature will affect 
better result of classification. 
   In our proposed method, we use gamma correction to 
enhance the image contrast. In segmentation process we use 
a well-known region growing method to find the ROI and 
then crop the image to consider only the tumor region. This 
process will speed up the subsequent classification process 
because unnecessary background has been removed. After 
that we extract three types of feature such as texture [12], 
intensity histogram and shape feature [13]. After that we 
input digital data to the classification process. The 
performance of the proposed image classification approach 
has been evaluated by comparing the accuracy between 
three features that we extracted after preprocessing image.  

Feature Selection Techniques for  
Breast Cancer Image Classification with  
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II. MATERIALS AND METHODS 

A. Gamma Correction 
Gamma correction is the name of nonlinear operation 

used to code and decode luminance (or brightness level) on 
an image. It can also enhance contrast of the image. The 
luminance value is between 0 and 1, where 0 means absolute 
darkness (black), and 1 is the brightest (white). Different 
camera devices do not correctly capture luminance and do 
not display luminance precisely. Therefore, we need to 
correct them using gamma correction function. Images 
which are not corrected can look either light region darker 
or dark region lighter. Suppose a computer monitor has 2.2 
power function as intensity to voltage response. This just 
means that if we send a message to the monitor that a certain 
pixel should have intensity equal to x, it will actually display 
a pixel with intensity equal to      . Because the range of 
voltages sent to monitor is between 0 and 1, it means that 
the intensity value displayed will be less than what we want 
it to be. Fig. 1 illustrates the gamma correction model which 
has been computed from a formula given in (1).  
 

               
     

   
 
 
 

  
           (1) 

    
   where  is the encoding or decoding value. If value of  < 
1, it is called and encoding gamma or gamma compression, 
conversely if  > 1, it is called a decoding gamma or gamma 
expansion. The effect of gamma correction on an image  
if  >1 is that shadow in that image will be darker because 
the mapping weighs toward lower (darker) output values. 
If  < 1, dark region will be lighter because the mapping 
biases toward higher (brighter) output values. Fig. 2 
illustrates this relationship. The two transformation curves 
show how values are mapped when gamma that is less than 
and greater than 1. In each graph, the x-axis demonstrates 
the intensity values of the input image, and the y-axis is the 
intensity values in the output image. 

Gamma 
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Fig. 1.  Gamma correction model. 
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Fig. 2.  Two different gamma correction settings. 
 

B. Region Growing 
Region growing is a simple region-based image 

segmentation method using pixel information to adjust the 
seed point initialization. Small areas in an initial set are 
iteratively merged according to similarity constraints. The 
seed point selection starts by choosing an arbitrary pixel and 
compare it with neighboring pixels that have similar value. 
After that, increase the size of the region. When the growth 
of one region stops, then simply choose another seed pixel 
that does not yet belong to any region and start the process 
again. The process stops when all pixels belong to some 
region. Fig. 3 shows the example of region growing. 

 

Direction of growth

Seed pixel

 
(a) 

 

  

Pixels begin 
considered

Grown pixels

 
(b) 

 
Fig. 3.  The example of region growing. 

 
Region growing determines the region of object directly. 

The basic formulation is shown in (2). This equation states 
that the segmentation completes when every pixel is in a 
region and the points in the regions must be disjoint. 
Equation (3) states the property that the pixels must be in a 
segmented region. Equation (4) constrains that regions    
and    are different in the sense of predicate  . 

 
   ⋃   

 
                                                 (2) 

 
                                                    (3) 

 
                                                 (4) 
 

C. Support Vector Machine 
   Support vector machine (SVM) is a supervised machine 
learning algorithm used for classification and regression 
problems. SVM classifies objects by generating the optimal 
separation in a multi-dimensional space called a hyperplane. 
In Fig. 4, two parallel separation lines are constructed on 
each side of the datasets. The optimal hyperplane is the one 
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that maximizes the distance between the two parallel 
hyperplanes. An assumption is made that the larger of this 
margin, the better of data classification. 
   We consider 2 datasets of the form in (5). 
 
  {                   }          {    }          (5) 

(w.x) +b = 1

(w.x)+b=-1

(w.x)+b=0 (Optim
al hyperplane)

w

 
Fig. 4.  Optimal hyperplane with maximum margin. 

 

   where l denotes the total data instances, i denotes the 
sequence of data, m is number of dimensions, and y is a 
class label (+1 or -1) to denote each group of data after 
separation process. If the training data are linearly separable, 
we classify each data instance as either positive, or negative 
based on the computation given in (6). In this equation, w 
denotes weight of data vector on the separation line, x1 is 
positive data vector, and x2 is negative data vector. 

            where, yi = +1       (6) 
            where, yi = -1         

 

III. PROPOSED WORK 
In the proposed work, we have divided our process into 

five main parts: image preprocessing, segmentation, feature 
extraction and classification. Fig. 5 shows the framework of 
this research. 

A. Image Preprocessing 
Mammogram images usually have noises due to 

disturbances like Gaussian noise or some little darkness and 
brightness noise called salt and pepper noise. In this paper, 
we use median filter to remove these noises. Median filter is 
a nonlinear method effectively used for removing noise 
while retaining edges. It works by moving the little window 
called filter that moves pixel by pixel through the image and 
changes the pixel value to be the median of neighboring 
pixels. The median is calculated by first sorting all the pixel 
values from the filter into numerical order, and then picking 
the middle pixel value. The output of this de-noising step is 
the clearer image without noise. 

The next step of image preprocessing is image 
enhancement. We adjust the brightness and darkness of 

images using gamma correction algorithm. Fig. 6 shows the 
original images of malignant and benign cases comparing 
to the improved results after applying the gamma correction 
technique. The gamma correction helps contrasting the 
tumor area from the fatty area. In Fig. 6(b), we can see that 
the tumor area has lighter intensity and density than the 
original image. In Fig. 6(d), after gamma correction 
process, the area of benign tumor is lighter than original 
image. If we compare between Fig. 6(b) and Fig. 6(d), they 
are rather different because Fig. 6(b) is the malignant case 
and it has more light and dense intensity pixels than those 
in Fig. 6(d) which is a benign case. 
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Fig. 5.  The framework of the proposed system. 
 

 
(a) 

 
(b) 

 
(c) 

 
(d) 

 
Fig. 6.  Breast tumor images: (a) original malignant tumor, (b) malignant 
tumor after gamma correction, (c) original benign tumor,  (d) benign tumor 
after gamma correction. 
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B. Segmentation 
The segmentation process separates the tumor areas 

from the background tissue in mammogram images. In 
this step, we apply the region growing segmentation 
method. Region growing is a region-based method starting 
with seed points in the image, and then propagating seeds 
until the specified stopping criteria are satisfied. 
Appropriate seed point selection is important. Therefore, 
in our proposed work, we select seed point using the 
centroid of object computed from area and position of 
object (centroid), as shown in (7) and (8). 

 

     ∑∑      

 

   

 

   

 
 

(7) 

                 ̅  
∑ ∑            

    
 ̅  

∑ ∑          

    
 

(8) 

 
where W is the white pixel in the image and i, j are the 

position of white pixel. After the region growing process, 
we will get the region of interest (ROI, white pixels) and 
then we crop only the ROI (Fig. 7) to removing 
background that may affect the classification and 
clustering process. 

 

 
(a) 

 
(b) 

 
(c) 

 
Fig. 7.  The result of region growing and the cropped image: (a) gamma 
corrected image, (b) the image after applying region growing technique, 
 (c) cropped image. 
 

C. Feature Extraction 
The objective of feature extraction step is to represents 

the image in its reduced and compact form in order to 
facilitate and speed up the decision making process such as 
classification and clustering. In this paper, we extract three 
types of features: texture, shape, and intensity histogram 
features. 

1) Texture Features 
       Texture is one of the important features used in 

identifying objects in an image. Texture features are based 
on gray-level co-occurrence matrix (GLCM), also known as 
the gray-level spatial dependence matrix. The GLCM 
function characterizes the texture of an image by calculating 
how often pairs of pixels with specific values and in a 
specified spatial relationship occur in an image. We create a 
GLCM, and then extract statistical measures from this 
matrix such as contrast, correlation, and homogeneity in 
four directions (0o, 45o, 90o, 135o). We use these properties 
of texture to input into the classification process. 

2) Intensity Histogram Features 
           The shape of the intensity histogram features 
provides several information to describe the properties of 
the image. Six statistic features obtained from the histogram 
are mean, variance, skewness, kurtosis, energy, and entropy. 
The mean is the average intensity level, whereas the 
variance is the variation of intensities around the mean. The 
skewness shows whether the histogram is symmetric. The 
histogram is symmetrical if the skewness is zero. For 
asymmetric cases, it is skewed above the mean if the 
skewness is positive, and skewed below the mean if the 
skewness is negative. The kurotosis is a measure of whether 
the data are peaked or flat relative to a normal distribution. 
Data with high kurtosis tend to have a distinct near the 
mean, and having heavy tails. Data with low kurtosis tend to 
have a flat top near the mean. Entropy is a metric to measure 
magnitude of disorder in a system.     
     

3) Shape Features 
           In this process, we extract shape feature using the 
percentage of curvature. First we drag lines from centroid to 
every edge pixel and measure distance and angle from 
centroid to every edge pixel. After that, we plot the graph 
with angle along the x-axis and distance on the y-axis. From 
the graph, we can notice difference of curvature due to the 
distinct shape of malignant and benign tumor. We also do 
the normalization to find the percentage of curvature. As a 
result, we get the different percentage of curvature between 
malignant and benign tumor. We observe that malignant 
tumor shows many serrate along its contour and we can get 
the higher percentage of peak in this graph. In contrast, in 
the case of benign tumor, it has fewer serrate than the 
malignant contour. Fig. 8 illustrates example of curvature 
measurement. Fig. 9 shows the different graph of curvature 
between malignant and benign contour. 
 
 

q

 

q

 

(a) (b) 
 
Fig. 8.  Measuring the curvature: (a) malignant contour (b) benign contour. 
 

D. Classification 
   In this research work, we use Support Vector Machine 
with RBF kernel function to classify the mammogram 
images using three features including texture, shape 
(percentage of curvature), and intensity histogram. In the 
SVM training process, we train SVM with the 133 images 
(70% of 190 images selected from the DDSM database). In 
the classification evaluation process, 57 images are used for 
testing. Training and testing images have been preprocessed 
through the same steps.  
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Fig. 9.  Graph of curvature: (a) malignant contour (b) benign contour. 
 

IV. EXPERIMENTAL RESULTS 
   In this proposed work, we use data set from DDSM 
(Digital Database for Screening Mammography). We have 
selected from DDSM 190 images that include both cases of 
tumor, that is, malignant and benign (malignant case 
consists of 110 images and benign case consists of 90 
images). This work has been implemented using 
MATLAB. We run our experiments on a core i5/2.4 GHZ 
computer with 4 GB RAM. 
 

TABLE I 
Classification results between features. 

Features Accuracy (%) AUC 
Texture, Shape, Histogram (TSH) 89.47 0.89 
Histogram, Shape (HS) 87.37 0.87 
Texture, Shape (TS) 85.26 0.84 
Histogram, Texture (HT) 81.58 0.79 

 
      In the classification process, we compare between 
features using SVM classifier. The results are illustrated in 
Table I. 
   It can be noticed from the classification results 
summarized in Table I that the classification accuracy 
recognizing the benign and malignant images of the SVM 
(with RBF – radial basis kernel function) using 
combination between three features (texture, shape and 
intensity histrogram) represents the highest rate at 89.47%. 
In other three combining features as shown in Table I, the 

accuracy are 87.37%, 85.26% and 81.58%, respectively. 
We can conclude from this result that our proposed work 
using three types of feature and SVM classification has a 
higher accuracy than using only texture feature and 
intensity histogram feature.  
   We also show in Fig. 10, the area under curve (AUC) of 
the four features combination: TSH, HS, TS and HT have 
the AUC value, 089, 0.87, 0.84 and 0.79, respectively. The 
higher the AUC value indicates the more precise detection 
of true positive cases with less inclusion of unwanted false 
positive.  

 
Fig. 10.  Area under curve of four combination features. 

V. CONCLUSIONS 
   Mammography classification using support vector 
machine with image enhancement and three types of 
extracted features that we proposed in our framework is the 
main contribution of this paper. Image enhancement using 
gamma correction can improve contrast of mammogram 
images to be seen clearly. After the image enhancement 
process, we extract the region of interest (ROI) using a well-
known algorithm called region growing that can help the 
cropping of only the tumor object and at the same time 
eliminating the unnecessary background. After the ROI 
extraction, the three types of image features including 
texture, shape, and intensity histogram can be constructed. 
The processed images are then sent as input to the 
classification process using SVM with RBF kernel. The 
classification accuracy of SVM using all three features, 
especially when add the shape feature (89.47%) is higher 
than the other (87.37%, 85.26% and 81.58%).  
     Therefore, it is expected that undulated and ill-defined 
tumors tend to produce higher percentage of curvature than 
round and regular shapes, as illustrated in Table I. Among 
combination of features, percentage of curvature showed 
the most significant feature to distinguishing malignant and 
benign tumors. 
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MAMMOGRAPHY IMAGES CATEGORIZATION 
WITH K-MEANS CLUTERING 

Kedkarn Chaiyakhan*, Nittaya Kerdprasop, and Kittisak Kerdprasop 
School of Computer Engineering, Suranaree University of Technology, Thailand 

ABSTRACT 

Mammography is an extraordinary type of low-powered 
x-ray process that provides detailed images of the internal 
structure of the breast. Many researches show that the 
dense masses in the breast density are one of the strongest 
indicators of developing breast cancer. In this paper, we 
proposed an approach to automatically appraise the density 
of breast using gamma correction to increase the intensity 
dense pixels which has light intensity vice versa decrease 
the intensity sparse pixels which has dark intensity. In 
clustering process we use k-means clustering to cluster 
image into 3 categories: benign, malignant and normal. 
The result shows that our approach be able to cluster three 
type of mammography after gamma correction process in 
the correct class which has rather high accuracy. 

1. INTRODUCTION

      Breast cancer is a type of cancer origination from 
breast tissue, and it accounts for 23% of all cancers in 
women. The most effective way to detect breast cancer is 
through the breast mammogram screening. However, the 
major limitation for mammography diagnosis is sensitivity.  
Mammography is the most common imaging technique to 
detect breast cancer. Many methodologies have been 
proposed to solve the problem providing assistance on the 
advanced cancer detection and diagnosis tools. 
      During the last year, different algorithms have been 
proposed for breast density segmentation. For instance, 
Oliver. et al.(2010), proposed a statistical approach for 
breast density segmentation  They provide connected 
density clusters taking the spatial information of the breast 
into account. Quantitative and qualitative results show that 
their approach is able to correctly detect dense breasts, 
segmentation the tissue type accordingly. Brzakovic. et al. 
(2009), was presented a methodology that based on 
modeling a set of patched of either fatty or dense 
parenchyma using statistical analysis. They analyzed two 
different strategies to perform this modeling process such 
as principal component analysis and linear-discriminant-
based model. Once the tissue models have been learned, 
each pixel of a new mammogram is classified as being 
fatty or dense tissue, taking its corresponding 
neighborhood into account.  Ferrari,   et al.  (2004)  and    

Aylward, et al. (1998), used mixtures of Gaussian for 
modeling and segmentation the breast into four and five 
regions, respectively. However, these related approaches 
do not take spatial information into account providing 
segmentations with too many disconnected regions. 
Moreover, an initial pre-processing step is needed to 
remove noisy pixels. Aiming to include this spatial 
information into account, Saha, et al. (2001), included a 
fuzzy affinity function in their proposed work, while 
Zwiggelarar (2004), employed textural features to take the 
spatial distribution of the pixel and its neighborhood into 
account. Shi, et al. (2010), presented fuzzy support vector 
machine to automatically detect and classify mass using 
ultrasound images. They also provided the feature 
extraction and feature selection using image preprocessing 
and membership value, respectively. 
      In this paper, we proposed the clustering method using 
k-means clustering, we also used image preprocessing 
technique algorithm namely gamma correction. After 
preprocessing process, we input the data into k-means 
clustering which set k=3, since we know that each image 
belong to one of three classes from the well-known DDSM 
database which annotated from the experts. In the 
experimental result shows that our purposed work has 
capability to categorized the images correctly, with pretty 
high accuracy that illustrated by the confusion matrix, the 
cluster plot and the silhouette plot. 

2. METERIALS AND METHODS

2.1 Gamma Correction 
     Gamma correction is the name of nonlinear operation 

used  to  code   and decode  luminance  on image systems. 
Each pixel in an image has brightness level, called 
luminance. This value is between 0 to 1, where 0 means 
absolute darkness (black), and 1 is brightest (white). 
Different camera devices do not correctly capture 
luminance and do not display luminance precisely. So, we 
need to correct them using gamma correction function. 
Gamma correction function is used to correct image’s 
luminance. It controls the whole brightness of an image. 
Images which are not corrected can look either light 
region darker or dark region lighter. Suppose a computer 
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monitor has 2.2 powers function as intensity to voltage 
response curve. This just means that if we send a message 
to the monitor that a certain pixel should have intensity 
equal to x, it will actually display a pixel which has 
intensity equal to     . Because the range of voltages sent 
to monitor are between 0 and 1, it means that the intensity 
value displayed will be less than what we wanted it to be. 
Hence, the gamma corrected formula is written as 
 

                             
     

   
 
 
 

  
  

                              (1) 
 
where  is the encoding or decoding value. If value  < 
1  is called and encoding gamma or gamma 
compression, conversely if  > 1  is called a decoding 
gamma or gamma expansion. The effect of gamma 
correction on an image if  > 1 shadow in image will 
be darker, whereas, if    < 1 dark region will be 
lighter. 
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Fig. 1 Gamma correction model. 
 
 
2.2 K-means Clustering 
      K-means clustering is one of the easiest unsupervised 
learning algorithms that solve the clustering problem. The 
procedure follows a simple and uncomplicated way to 
cluster a given data set through a certain number of 
clusters (suppose k clusters). The main concept is to 
determine k centers, one of each cluster. These centers 
should be locating them in the brilliant way because of 
different location causes different result. Therefore, the 
optimal choice is to locate them as much as possible far 
away from each other. The next step is to take each point 
belonging to a given data set and associate it to the nearest 
center.  Clustering data are represented as   {       }  
Since  the  data  is  p-dimensional,    then   represent  it  as 
   {           }  The distance function is          
between two data points. The k groups has distinguish the 
data into {       } where    {     }   
 
3. PROPOSED WORK 
 

      In our proposed medical image clustering system, we 
get benefit from the gamma correction and k-means 
clustering   algorithm. As shown in Fig. 2,  the proposed 
 
 
 
 

 
medical image clustering system consists of 6 stages: 
image acquisition, image resize, gamma correction, image 
to vector, vector to CSV and clustering images. In the first 
process we acquired images from DDSM database. 
Because of each image has very larch size about 
3000x5000 pixels which effect long computation time. 
Thus, in the second process, we resized image to 300x500 
pixels.  
      The main idea of doing the 3 classes (malignant, 
benign and normal) of image to the different properties is 
image preprocessing using gamma correction. Because the 
images from DDSM are gray scale image which 3 classes 
look rather similar intensity and low contrast. Therefore, 
we used gamma correction to increase bright pixel and 
decrease dark pixel. So we will get the different properties 
of 3 classes image because malignant case has the lighter 
intensity and dense pixel more than benign case. Likewise, 
benign image has the lighter intensity and dense pixel 
more than normal case. In the fourth and fifth process we 
converted every pre-pressing images to vector and save 
data in to CSV file, this process make less computation 
time because no need to read every images in the 
clustering process. In the last process, we input the CSV 
file into the clustering process using k-means that  
set k = 3. 
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Fig. 2 The framework of the proposed work. 
 
 

3.1 Image Preprocessing using Gamma  
      Correction 
      In the image pre-processing process, we adjusted the 
brightness and darkness of image using gamma correction 
algorithm. In Fig. 3 shows the result of gamma  correction 
with malignant case, benign case and normal case. In Fig. 
3a illustrates the malignant tumor before gamma 
correction,  it seem not clear between the  tumor  area and  
fatty area. 
      In Fig. 3(a), this image is malignant case, after we 
used gamma correction and get the result in Fig. 3(d), we 
will see that the tumor area has lighter intensity and 
density more than original image, that we can input the 
image after pre-processing in to clustering process using 
k-means. In Fig. 3(b), and Fig. 3(c) we use the gamma 
correction process same as Fig 3(a). In Fig 3(b) and Fig. 
3(c) are benign tumor and normal tumor respectively. 
Consequently, we will see the result in Fig 3(e) that it is 
the benign tumor and after gamma correction process, the 
area of benign tumor is lighter more than original. If we 
compare between Fig. 3(d) and Fig. 3(e), they are rather 
different because Fig. 3(d) is the malignant tumor and it 
has  light  intensity pixel and dense  intensity pixel more 
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than Fig. 3(e) that it is benign tumor. Accordingly, in Fig. 
3(c), we also apply gamma correction in the image, it is 
normal case and it has no tumor in this image. Thus the 
result in Fig. 3(f) has poor light intensity pixel and low 
dense pixel. 

3.2 K-means Clustering on Mammogram Images 
     After image preprocessing using gamma correction 

process. We obtained images that corrected brightness and 
darkness which illustrate in Fig. 3. Subsequently, we input 
images in clustering process using k-means which set k=3, 
because after image preprocessing step, the intensity and 
density of pixels in each image (malignant, benign and 
normal) rather different. Therefore, k-means can cluster 
images in the correct class accurately. 

(a) (b) (c) 

(d) (e) (f) 

Fig. 3 (a) Original malignant, (b) original benign, 
  (c) original normal, (d) corrected malignant, 
 (e) corrected benign, (f) corrected normal. 

4. EXPERIMENTAL RESULTS

     In this research we used data set from DDSM (Digital 
Database for Screening Mammography). We selected 60 
images from DDSM that include 3 cases such as 
malignant,  benign and  normal  (each  20  images). This 

work was implemented using R language. We run our 
experiments on a core i5/2.4 GHZ computer with 4 GB 
RAM. Table 1 shows the result of clustering that pretty 
good clustering. The clustering process using k-means can 
clustered the images in a correct class such as benign case 
can clustered in class 1 which has 18 out of 20, malignant 
case can clustered in class 2 which has 19 out of 20 and 
normal case can clustered in class 3 which has 18 out of 
20. Consequently, the accuracy rate of our proposed work
is 91.67%. 
     In Fig. 4 demonstrates the two components of 3 

clusters plot which are malignant case, benign case and 
normal case. The two-dimensional clustering plot of the 
three clusters and lines show the distance between 
clusters. 
     The result of clustering seems rather good, because it 

identifies three clusters, corresponding to three classes. 
Moreover, in Fig. 5 show their silhouettes plot. From the 
silhouette plot, the averages Si are 0.22, 0.85 and 0.74, 
respectively. According to the silhouette, the first cluster 
is not well clustered, but the second and third clusters are 
well clustered. As a result, the average silhouette width is 
0.62. 

Table  1    Confusion matrix of 3 clusters. 

Benign Malignant Normal 
1 18 0 1 
2 2 19 1 
3 0 1 18 

Fig. 4 Two components of clustering plot. 
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 Fig. 5 The silhouette plot when k=3. 

5. CONCLUSION

     The k-means clustering with gamma correction 
method that we proposed in this paper can cluster the 
mammography images from the well-known DDSM 
database correctly. It clustered images into malignant 
case, benign case and normal case which has the 
accuracy 91.67%. Since gamma correction be able to 
improve the clearness of brightness intensity and it can 
decrease the poor dark intensity which mean that the area 
of malignant and benign tumor will appear explicitly and 
in the normal case which has no tumor area, it appear 
only fatty which dark intensity pixels. When we input the 
image after gamma correction process into k-means 
clustering with k=3, then the k-means be able to cluster 
the   images into correct class, because  of   an intensity 
brightness level in images was different. 
     In our future work we will extract the region of 

interest (ROI) of tumor using other image preprocessing 
techniques and we will also use other classification 
techniques such as support vector machine or artificial 
neural network to improve the performance of classify 
and increase the accuracy rate. 
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ลิขสิทธ์ิโปรแกรม 

โปรแกรมจําแนกภาพรังสีเพื่อการวินิจฉัยมะเร็งเต"านม 
(Mammography image classification for breast cancer diagnosis program) 
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ช่ือภาษาไทย โปรแกรมจําแนกภาพรังสีเพื่อการวินิจฉัยมะเร็งเต"านม 

ช่ือภาษาอังกฤษ Mammography image classification for breast cancer diagnosis 
program 

ทะเบียนข"อมูลเลขที่ ว1. 6552  
ให"ไว" ณ วันท่ี 12 มิถุนายน พ.ศ. 2560 

คําอธิบายโปรแกรมโดยยLอ ภาพแมมโมแกรมคือภาพถLายทางรังสีวิทยาเพื่อใช"ตรวจหามะเร็งเต"า
นม โปรแกรมจําแนกภาพแมมโมแกรมเพื่อตรวจจับมะเร็ง พัฒนาด"วยโปรแกรม 
MATLAB (ในสLวนการปรับปรุงภาพ) รLวมกับโปรแกรมภาษา R (ในสLวนการ
จําแนกประเภทของภาพ) เพื่อใช"ชLวยในการวินิจฉัยภาพก"อนเน้ือ (Tumor) วLาเปUน
ก"อนเน้ืองอกชนิดไมLร"ายแรง (Benign) หรือเปUนก"อนเน้ืองอกชนิดร"ายแรง 
(Malignant) ท่ีพัฒนาเปUนมะเร็ง (Cancer) ท่ีเปUนอันตรายถึงชีวิตได" 

เทคนิคการจําแนกภาพให"ได"ความแมLนยําสูงสุดของโปรแกรมที่
พัฒนาขึ้นน้ีใช"วิธีการปรับปรุงภาพกLอนนําไปจําแนก  (Pre-processing) รLวมกับ
การปรับเทคนิคซัพพอร[ตเวกเตอร[แมชชีน (Support Vector Machine) ให"ได"คLา
ความแมLนยําของการจําแนกสูงท่ีสุด 

การปรับปรุงภาพใช"วิธีการกําจัดสัญญาณรบกวนภายในภาพออกไป 
แล"วจึงทําการปรับปรุงภาพโดยทําให"ความเข"มสีบริเวณก"อนเน้ือในภาพชัดเจนข้ึน 
จากน้ันจึงใช"เทคนิคการประมวลผลภาพด"วยวิธีการหาขอบเขตท่ีนLาสนใจ โดยใช"
ขั้นตอนวิธีในการตัดเฉพาะบริเวณก"อนเน้ือในภาพแมมโมแกรมเพื่อนํามา
ประมวลผล หลังจากได"บริเวณขอบเขตท่ีสนใจแล"ว ขั้นตอนกLอนการจําแนกอีก
ขั้นตอนหน่ึงคือการหาลักษณะสําคัญภายในบริเวณขอบเขตท่ีสนใจ โดยงานวิจัยน้ี
จะพิจารณาลักษณะสําคัญ 3 ลักษณะ คือ ลักษณะสําคัญของลวดลาย ลักษณะ
สําคัญของฮิสโตแกรม และ ลักษณะสําคัญของรูปรLาง โดยเฉพาะลักษณะสําคัญ
ของรูปรLางได"มีการเพิ่มชุดข"อมูลตLอท"ายชุดข"อมูลเดิมโดยพิจารณาจากความถี่ของ
กราฟฮิสโตแกรมของรอยหยักบริเวณเส"นขอบของก"อนเน้ือ และในข้ันตอนสุดท"าย 
ลักษณะสําคัญท้ัง 3 แบบจะถูกนําไปใช"ในการจําแนก ด"วยเทคนิควิธีในการจําแนก
ข"อมูลแบบมีผู"สอนที่ช่ือวLาซัพพอร[ตเวกเตอร[แมชชีน โดยซัพพอร[ตเวกเตอร[แมชชีน
สามารถใช"รLวมกับเคอร[เนลฟcงก[ชันหลายแบบ จากผลการทดสอบพบวLาเคอร[เนล 
Radial basis function ให"คLาความแมLนยําสูงท่ีสุดที่ 93% 
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ประวัติผู
วิจัย 
 

รองศาสตราจารย� ดร.นิตยา เกิดประสพ  สําเร็จการศึกษาในระดับปริญญาเอกสาขา 
Computer Science จาก Nova Southeastern University เมือง Fort Lauderdale รัฐฟลอริดา 
สหรัฐอเมริกา  เม่ือป<พุทธศักราช 2542 (ค.ศ. 1999)  ดIวยทุนการศึกษาของกระทรวงวิทยาศาสตร�
และเทคโนโลยี (หรือชื่อใหมNในปOจจุบันคือ กระทรวงการอุดมศึกษา วิทยาศาสตร� วิจัยและนวัตกรรม) 
หลังสําเร็จการศึกษาไดIปฏิบัติราชการในตําแหนNงอาจารย� ประจําสาขาคอมพิวเตอร� ภาควิชา
คณิตศาสตร� คณะวิทยาศาสตร� จุฬาลงกรณ�มหาวิทยาลัย  ตNอมาในป<พุทธศักราช 2543 ไดIมา
ปฏิบัติงานในตําแหนNงอาจารย�ประจําสาขาวิชาวิศวกรรมคอมพิวเตอร� มหาวิทยาลัยเทคโนโลยีสุรนารี 
จนถึงปOจจุบัน  งานวิจัยท่ีทําในขณะนี้คือการประยุกต�เทคโนโลยีเหมืองขIอมูลกับงานดIานการแพทย� 
การสาธารณสุขและสิ่งแวดลIอม รวมถึงการพัฒนาเทคนิคเพ่ือเพ่ิมความสามารถในการจัดการความรูI
ของระบบเหมืองขIอมูล 

รองศาสตราจารย� ดร.กิตติศักด์ิ เกิดประสพ  สําเร็จการศึกษาในระดับปริญญาเอกสาขา 
Computer Science จาก Nova Southeastern University เมือง Fort Lauderdale รัฐฟลอริดา 
สหรัฐอเมริกา  เม่ือป<พุทธศักราช 2542 (ค.ศ. 1999)  ดIวยทุนการศึกษาของทบวงมหาวิทยาลัย (หรือ
ชื่อในปOจจุบันคือ กระทรวงการอุดมศึกษา วิทยาศาสตร� วิจัยและนวัตกรรม)  หลังสําเร็จการศึกษาไดI
ปฏิบัติงานในตําแหนNงอาจารย� ประจําสาขาวิชาวิศวกรรมคอมพิวเตอร� สํานักวิชาวิศวกรรมศาสตร� 
มหาวิทยาลัยเทคโนโลยีสุรนารี ปOจจุบันดํารงตําแหนNงหัวหนIาหนNวยวิจัยวิศวกรรมความรูI เนIนการวิจัย
เก่ียวกับการพัฒนาระบบเหมืองขIอมูลประสิทธิภาพสูง การประยุกต�เหมืองขIอมูลกับงานวิศวกรรม 
และการวิเคราะห�ขIอมูลเชิงสถิติ รวมถึงการวิจัยพ้ืนฐานเก่ียวกับเทคนิคการวิเคราะห�ขIอมูลโดยวิธี
อัตโนมัติ โดยมีผลงานวิจัยในดIานฐานขIอมูล การวิเคราะห�ขIอมูล การทําเหมืองขIอมูล และการคIนหา
ความรูI ตีพิมพ�ในวารสารวิชาการและเอกสารการประชุมวิชาการท้ังระดับชาติและนานาชาติจํานวน
มากกวNา 300 เรื่อง  

อาจารย� ดร.เกตุกาญจน� ไชยขันธุ�  สําเร็จการศึกษาในระดับปริญญาเอกสาขาวิชา
วิศวกรรมคอมพิวเตอร� จากมหาวิทยาลัยเทคโนโลยีสุรนารี เม่ือป<พุทธศักราช 2559 (ค.ศ. 2017)  
ดIวยทุนการศึกษาของมหาวิทยาลัยเทคโนโลยีราชมงคลอีสาน หลังสําเร็จการศึกษาไดIปฏิบัติงานใน
ตําแหนNงอาจารย� ประจําสาขาวิชาวิศวกรรมคอมพิวเตอร� คณะวิศวกรรมศาสตร�และสถาปOตยกรรม
ศาสตร� มหาวิทยาลัยเทคโนโลยีราชมงคลอีสาน ปOจจุบันดํารงตําแหนNงอาจารย�และรองผูIอํานวยการ
ฝ_ายทะเบียนและประเมินผล สํานักสNงเสริมวิชาการและงานทะเบียน งานวิจัยท่ีสนใจเก่ียวขIองกับ
เทคนิคเหมืองขIอมูล และการประมวลผลภาพ โดยมีผลงานวิจัยตีพิมพ�ในวารสารวิชาการและเอกสาร
การประชุมวิชาการท้ังระดับชาติและนานาชาติ 
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