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บทคัดย่อภาษาไทย  
 

การค้นพบรูปแบบที่ปรากฏบ่อยเป็นกระบวนการค้นหาแพทเทิร์นที่ปรากฏซ้ า ๆ ในข้อมูล 
แพทเทิร์นเหล่านี้มีประโยชน์ในการระบุความสัมพันธ์ที่ซ่อนอยู่ในกลุ่มข้อมูล อัลกอริทึมค้นหารูปแบบที่
ปรากฏบ่อยมักจะได้รับการพัฒนาเป็นโปรแกรมในลักษณะของการโปรแกรมเชิงกระบวนค าสั่ง ซึ่งถ้า
รูปแบบข้อมูลหรือแพทเทิร์นมีความซับซ้อนหรือมีขนาดที่ยาวมาก วิธีการโปรแกรมเชิงกระบวนค าสั่งจะ
มีประสิทธิภาพด้อยลง ผู้วิจัยจึงได้เสนอแนวทางของการโปรแกรมเชิงประกาศแบบมีเงื่อนไขบังคับซ่ึงจะ
มีประสิทธิภาพสูงกว่า โดยได้ใช้ภาษาโปรล็อกเป็นพื้นฐานในการพัฒนาโปรแกรมและประมวลผลด้วย
ซอฟต์แวร์ ECLiPSe ซึ่งมีระบบประมวลผลเงื่อนไขบังคับ ท าให้การค้นหารูปแบบที่ปรากฏบ่อยสามารถ
ท าได้ง่ายขึ้นกว่าวิธีการโปรแกรมแบบอ่ืน นอกจากนี้การตั้งข้อค าถามเพ่ือสอบถามรูปแบบที่ปรากฏบ่อย
ในฐานข้อมูล ยังได้รับการพัฒนาให้ผู้ใช้สอบถามด้วยเงื่อนไขหลายลักษณะ ทั้งการสอบถามรูปแบบที่มี
ค่าความเชื่อมั่นและค่าสนับสนุนสูงสุด เค อันดับแรก และการระบุผลลัพธ์ที่ต้องการให้ปรากฏหรือไม่
ปรากฏบางไอเท็มได้ ความสะดวกในการตั้งข้อค าถามที่ตรงกับความสนใจของผู้ใช้จะช่วยให้การค้นหา
ความสัมพันธ์ที่ปรากฏบ่อยเป็นประโยชน์ต่อผู้ใช้มากขึ้น 
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บทคัดย่อภาษาอังกฤษ  
 

The problem of frequent pattern discovery is defined as the process of 
searching for patterns such as sets of features or items that appear in data frequently. 
Finding such frequent patterns has become an important data mining task because it 
reveals associations, correlations, and many other interesting relationships hidden in a 
database. Most of the proposed frequent pattern mining algorithms have been 
implemented with imperative programming languages. Such paradigm is inefficient 
when set of patterns is large and the frequent pattern is long. We suggest a high-level 
declarative style of programming apply to the problem of frequent pattern discovery. 
We consider the constraint logic programming language: ECLiPSe. Our intuitive idea is 
that the problem of finding frequent patterns should be efficiently and concisely 
implemented via a declarative paradigm with constraint processing facility since pattern 
matching is a fundamental feature supported by most logic programming languages. 
Our frequent pattern mining implementation using the Prolog language with ECLiPSe 
system confirms our hypothesis about conciseness of the program. Moreover, in this 
research querying to extract frequent patterns has been designed to facilitate ease of 
use. Users can pose query with several styles of constraints including finding the top-k 
relationships, when association rules are ranked in descending order in terms of their 
confidence and support scores, and specifying the items that users wish to 
include/exclude. These facilities of constraint based querying are expected to help 
users extracting the patterns most related to their interest.    
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บทท่ี  1  
บทน ำ  

            

1.1  ควำมส ำคัญและที่มำของปัญหำกำรวิจัย  

การค้นหารูปแบบที่ปรากฏบ่อย (frequent pattern mining) เป็นการค้นหารูปแบบที่
เกิดข้ึนซ้้า ๆ ในข้อมูลขนาดใหญ่ เช่น ฐานข้อมูลทรานแซคชันของห้างสรรพสินค้า ล็อกไฟล์บันทึกการ
เข้าใช้เว็บของผู้ใช้อินเทอร์เน็ต หรือฐานข้อมูลโครงสร้างโมเลกุลในสารประกอบโปรตีน  การตรวจพบ
รูปแบบที่ปรากฏบ่อยจะเป็นความรู้พ้ืนฐานที่ส้าคัญ น้าไปสู่ความเข้าใจในการเชื่อมโยงด้านต่าง ๆ ของ
ข้อมูล เช่น พฤติกรรมผู้บริโภค รูปแบบการใช้งานเว็บเพจ แนวโน้มการเปลี่ยนแปลงทางโครงสร้าง
สายรหัสพันธุกรรม เป็นต้น การค้นหารูปแบบที่ปรากฏบ่อยนี้เป็นขั้นตอนพ้ืนฐานที่ส้าคัญของการท้า
เหมืองข้อมูลประเภท การค้นหาความสัมพันธ์ (association mining) 

การท้าเหมืองข้อมูลจากฐานข้อมูลขนาดใหญ่เพ่ือค้นหาความสัมพันธ์หรือความเกี่ยวข้อง
ของสินค้าที่ถูกซ้ือร่วมกันบ่อย ได้รับการเสนอแนวคิดครั้งแรกโดยทีมนักวิจัยของศูนย์วิจัยบริษัท
ไอบีเอ็มที่อัลมาเด็น (IBM Almaden Research Center) ที่ประกอบด้วย Rakesh Agrawal, 
Tomasz Imielinski และ Arun Swami (1993) โดยนักวิจัยกลุ่มนี้ได้เสนออัลกอริทึมที่ต่อมา
ภายหลังนิยมเรียกว่า อัลกอริทึม AIS (Agrawal-Imielinski-Swami) เพ่ือค้นหาความสัมพันธ์และ
ความเชื่อมโยงของสินค้าที่มักจะถูกซื้อในคราวเดียวกัน แล้วแสดงความสัมพันธ์นั้นในลักษณะของกฎ 
ซึ่งก็คือข้อความเชิงตรรกะที่แสดงการเกิดเหตุการณ์ในรูปแบบ "ถ้า...แล้ว" หรือ IF...THEN เรียก
ข้อความหรือกฎประเภทนี้ว่า กฎความสัมพันธ์ (association rule)  

กฎความสัมพันธ์มักจะถูกเขียนอยู่ในรูปแบบที่ใช้ตัวแปร X และ Y แทนเซตหรือกลุ่มของ
สินค้า (เรียกว่าไอเท็มเซต โดยแต่ละไอเท็มจะหมายถึงสินค้าแต่ละชิ้น) และใช้สัญลักษณ์ลูกศรแทน

ความเชื่อมโยงระหว่างเซตของสินค้า เช่น   X  Y (s, c)  แทนความหมายว่าเมื่อลูกค้าซื้อสินค้า X 
แล้วลูกค้าจะซื้อสินค้า Y ร่วมด้วย  โดย X และ Y คือเซตของสินค้าที่ไม่ใช่เซตว่างและเป็นเซตที่
สมาชิกไม่ซ้้ากัน สัญลักษณ์ s แทนค่า support หรือค่าสนับสนุน ใช้เป็นมาตรวัดความถี่ของการซื้อ
สินค้า X และ Y ซึ่งค้านวณได้จากสัดส่วนของจ้านวนเรคคอร์ดที่ปรากฏทั้งสินค้าในเซต X และ Y ต่อ
จ้านวนเรคคอร์ดทั้งหมดในฐานข้อมูลทรานแซคชัน ส่วนสัญลักษณ์ c แทนค่า confidence หรือค่า
ความเชื่อมั่นของกฎ ค่านี้จะใช้แทนความถูกต้องหรือความน่าเชื่อถือของกฎโดยค้านวณได้จากสัดส่วน
ของจ้านวนเรคคอร์ดที่ปรากฏทั้ง X และ Y ต่อจ้านวนเรคคอร์ดที่ปรากฏ X (เป็นการให้ความสนใจ
เฉพาะเซต X โดยไม่สนใจว่า Y จะปรากฏร่วมด้วยหรือไม่)  

เมื่อมีการก้าหนด support และ confidence เป็นเกณฑ์หรือมาตรวัดความถี่และความ
น่าเชื่อถือของกฎ วิธีการค้นหากฎความสัมพันธ์จึงประกอบด้วยสองขั้นตอนหลัก คือ 
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1. ค้นหาไอเท็มเซตท่ีปรากฏบ่อยท้ังหมด  โดยไอเท็มเซตที่จัดเป็นเซตที่ปรากฏบ่อยจะต้อง
มีค่าสนับสนุนไม่ต่้ากว่าค่าสนับสนุนที่ก้าหนดไว้เป็นเกณฑ์ข้ันต่้า (เรียกเกณฑ์ขั้นต่้านี้ว่า 
minimum support หรือ min_sup) 

2. สร้างกฎความสัมพันธ์จากไอเท็มเซตที่ปรากฏบ่อย โดยกฎนี้จะต้องมีค่าความเชื่อมั่นไม่
ต่้ากว่าค่าความเชื่อม่ันที่ก้าหนดไว้เป็นเกณฑ์ข้ันต่้า (เรียกว่า minimum confidence 
หรือ min_conf) 

 
ตัวอย่างเช่น ถ้าฐานข้อมูลทรานแซคชันประกอบด้วย ข้อมูลการซื้อสินค้าของลูกค้า 5 

ราย (รายละเอียดดังรูปที่ 1.1) การซื้อสินค้าของลูกค้าแต่ละรายจะบันทึกเป็นแต่ละทรานแซคชันหรือ
เรคคอร์ด ที่ระบุด้วยหมายเลขทรานแซคชัน หรือ TID (transaction identifier) 

 
TID Items 
1 {Cereal, Milk} 
2 {Beer, Cereal, Diaper, Egg} 
3 {Beer, Diaper, Milk} 
4 {Beer, Cereal, Diaper, Milk} 
5 {Diaper, Milk} 

รูปที่ 1.1  ข้อมูลตัวอย่างรายการสินค้าที่ลูกค้าซื้อจากร้านค้า 

ในฐานข้อมูลตัวอย่างมีสินค้า 5 ชนิดได้แก่ Beer, Cereal, Diaper, Egg, Milk สินค้า
เหล่านี้เรียกว่าไอเท็ม ก้าหนดให้ในการค้นหาสินค้าท่ีถูกซื้อร่วมกันบ่อย มีค่า min_sup เป็น 3/5 หรือ 
60% และค่า min_conf เป็น 90%   

ขั้นตอนแรกของกระบวนการค้นหากฎความสัมพันธ์ จะเริ่มต้นด้วยการค้นหาไอเท็มเซต
ที่ปรากฏบ่อยทั้งหมด โดยจะต้องค้นหาจากไอเท็มเซตที่ไม่ใช่เซตว่างทั้งหมด 31 เซต (ค้านวณได้จาก 
25-1) แสดงไอเท็มเซตท้ังหมดได้ดังรูปที่ 1.2 (แต่ละไอเท็มในรูปใช้อักษรย่อ B, C, D, E, M แทน 
Beer, Cereal, Diaper, Egg, Milk ตามล้าดับและละเว้นการใช้สัญลักษณ์เซตหรือเครื่องหมายวงเล็บ
ปีกกาเพ่ือให้อ่านง่าย) 

เมื่อนับค่า support ของแต่ละไอเท็มเซตทั้ง 31 เซตเพ่ือคัดเลือกเฉพาะไอเท็มเซตที่
ผ่านเกณฑ์ min_sup 60% จะประกอบด้วยไอเท็มเซต 6 เซต ต่อไปนี้ 

1-itemset: {Beer}, {Cereal}, {Diaper}, {Milk} 
2-itemset: {Beer and Diaper}, {Diaper and Milk} 
3-itemset: {} 
4-itemset: {} 
5-itemset: {} 
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รูปที่ 1.2  โครงข่ายของไอเท็มเซตท้ังหมดที่ต้องพิจารณาเพ่ือค้นหาไอเท็มเซตท่ีปรากฏบ่อย 

    

ขั้นตอนที่สองของการสร้างกฎความสัมพันธ์ จะเป็นการน้าข้อมูลในไอเท็มเซตที่ปรากฏ
บ่อยมาสร้างเป็นกฎ โดยเริ่มจาก 2-itemset, 3-itemset, ... ไปตามล้าดับ แต่เนื่องจากในตัวอย่างนี้
ไอเท็มเซตที่ปรากฏบ่อยตั้งแต่ 3-itemset เป็นต้นไปเป็นเซตว่าง จึงพิจารณาเฉพาะข้อมูลใน 2-
itemset ที่ประกอบด้วยสองเซตคือ {Beer and Diaper} และ {Diaper and Milk} น้าไอเท็มใน 2-
itemset มาสร้างกฎความสัมพันธ์ในเบื้องต้นได้ 4 กฎ ดังนี้ 

Beer  Diaper  (confidence = 3/3 = 100%) 

Diaper  Beer  (confidence = 3/4 =  75%) 

Diaper  Milk  (confidence = 3/4 =  75%) 

Milk  Diaper  (confidence = 3/4 =  75%) 
 
แต่จากเกณฑ์ min_conf ที่ก้าหนดไว้ 90% ท้าให้กฎที่ 2-4 ไม่ผ่านเกณฑ์ ในผลลัพธ์

สุดท้ายได้กฎความสัมพันธ์เพียงข้อเดียวคือ  Beer  Diaper  (confidence = 3/3 = 100%)  
จากค่าสนับสนุนหรือ support ของ Beer and Diaper = 3/5 ท้าให้แปลความหมายของกฎ
ความสัมพันธ์นี้ได้ว่า ลูกค้าของร้านค้านี้จ านวนมากถึง 60%  ที่ตั้งใจมาซื้อ Beer แล้วจะซื้อ Diaper 
ด้วย ความสัมพันธ์นี้ระบุด้วยความเชื่อมั่น 100%  

จากจุดเริ่มต้นของการเสนออัลกอริทึม AIS (Agrawal et al., 1993) ในปีค.ศ. 1993 ท้า
ให้แนวคิดของการค้นหาความรู้จากฐานข้อมูล ในลักษณะของการท้าเหมืองข้อมูลประเภทการค้นหา
ความสัมพันธ์ได้รับความสนใจอย่างมากจากนักวิจัยในสาขาการท้าเหมืองข้อมูลและการวิเคราะห์
ข้อมูล 
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ในปีต่อมา Rakesh Agrawal และ Ramakrishnan Srikant (1994) ได้ปรับปรุง
อัลกอริทึม AIS ให้ท้างานได้เร็วขึ้นโดยอาศัยคุณสมบัติที่เรียกว่า Apriori property ที่ระบุว่า “เซต
ย่อยของไอเท็มเซตท่ีปรากฏบ่อย จะต้องเป็นเซตที่ปรากฏบ่อยด้วยเช่นกัน” และเรียกอัลกอริทึมท่ี
พัฒนาขึ้นใหม่นี้ว่า อัลกอริทึม APRIORI  

จุดเด่นของอัลกอริทึมนี้อยู่ที่ความสามารถในการพัฒนาความเร็วในการค้นหาไอเท็มเซต
ที่ปรากฏบ่อย ด้วยการละเว้นการพิจารณาไอเท็มเซตท่ีปรากฏซ้้าด้วยความถี่ต่้ากว่าเกณฑ์ min_sup 
ดังตัวอย่างข้อมูลทรานแซคชันในรูปที่ 1.1 ถ้าก้าหนด min_sup = 2/5 หรือ 40% จะพบว่าไอเท็ม 
Egg (หรือ E) ปรากฏในทรานแซคชันที่ 2 เพียงทรานแซคชันเดียว จึงไม่จัดเป็นไอเท็มเซตที่ปรากฏ
บ่อย ด้วยคุณสมบัติ Apriori ท้าให้เราสามารถตัดการพิจารณาไอเท็มเซตทุกเซตที่มี E เป็นสมาชิก จึง
ลดจ้านวนไอเท็มเซตท่ีต้องพิจารณาจาก 31 เซต (ดังรูปที่ 1.2) ลงเหลือเพียง 15 เซต ดังแสดงในรูปที่ 
1.3 (ส่วนที่ล้อมรอบด้วยเส้นประแสดงขอบเขตของไอเท็มเซตที่ถูกตัดท้ิง เนื่องจากปรากฏบ่อยไม่ถึง
เกณฑ์ min_sup จึงไม่ต้องพิจารณา) 

 
รูปที่ 1.3 โครงข่ายของไอเท็มเซตที่ขนาดเล็กลงจากการไม่ต้องพิจารณาไอเท็ม E 

 
จากตัวอย่างข้างต้นจะเห็นได้ว่าในขั้นตอนการค้นหารูปแบบที่ปรากฏบ่อย ต้องใช้เกณฑ์ 

minimum support ที่ระบุโดยผู้ใช้เพื่อจ้ากัดขอบเขตของการค้นหา (search space) ซึ่งในทาง
ปฏิบัติกับข้อมูลจริงที่มีจ้านวนทรานแซคชันมาก การะบุค่า minimum support ที่ต่้าเกินไปจะท้าให้
ได้ค้าตอบเป็นไอเท็มเซตปริมาณมหาศาล ซึ่งยากต่อการอ่านและแปลผล นอกจากนี้ในกรณีท่ีเครื่อง
คอมพิวเตอร์ที่ใช้ประมวลผลมีความจุของหน่วยความจ้าน้อย ปริมาณไอเท็มเซตที่มากเกินไปสามารถ
ท้าให้เกิดเหตุการณ์หน่วยความจ้าไม่เพียงพอต่อการใช้งานได้ แต่ในทางตรงกันข้ามถ้าผู้ใช้ระบุค่า 
minimum support สูงเกินไป อาจได้ค้าตอบเป็นเซตว่าง นั่นคือไม่มีไอเท็มเซตใดเลยที่ไอเท็มปรากฏ
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ซ้้าด้วยความถี่ถึงเกณฑ์ขั้นต่้าที่ก้าหนด ท้าให้ผู้ใช้ต้องปรับลดค่า minimum support และทดลองซ้้า
ในลักษณะลองผิดลองถูก 

การปรับเปลี่ยนค่า minimum support และทดลองค้นหาไอเท็มเซตที่ปรากฏบ่อยซ้้า
หลายครั้งเช่นนี้เป็นภาระหนักส้าหรับผู้ใช้ จึงมีการเสนอแนวคิดของการยกเลิกเกณฑ์ minimum 
support แล้วเปลี่ยนไปใช้เกณฑ์ top-k frequent itemsets (Wang et al., 2005; Chuang et al., 
2008) ซึ่งใช้งานได้ง่ายกว่า โดยให้ผู้ใช้ระบุจ้านวนรูปแบบที่ปรากฏบ่อยที่สุด k อันดับแรก เช่น จาก
ข้อมูลทรานแซคชันในรูปที่ 1 ถ้าผู้ใช้ระบุว่าต้องการทราบไอเท็มเซตที่ปรากฏซ้้าบ่อยที่สุด 5 อันดับ
แรก (top-5 frequent itemsets) จะได้ค้าตอบเป็นดังนี้ (ค้าตอบที่ได้ปรากฏไอเท็มเซตหกอันดับ 
เนื่องจากในอันดับที่สามถึงหกมีค่า support เท่ากัน) 

 {Diaper}  support = 4 
 {Milk}    support = 4 
 {Beer}    support = 3 
 {Cereal}   support = 3 
 {Beer and Diaper}  support = 3 
 {Diaper and Milk} support = 3 
 
นอกจากการค้นหารูปแบบที่ปรากฏบ่อยด้วยวิธีการระบุค่า top-k แทนค่า minimum 

support แล้ว การท้าให้การท้าเหมืองข้อมูลชนิดการค้นหาความสัมพันธ์สามารถใช้งานได้จริงกับ
ข้อมูลขนาดใหญ่ หรือข้อมูลที่มีปริมาณไม่จ้ากัด เช่นข้อมูลสตรีม ควรจะมีส่วนอ้านวยความสะดวกให้
ผู้ใช้ระบุเงื่อนไขในความสัมพันธ์ที่ผู้ใช้สนใจ เช่นไอเท็มเซตที่ปรากฏบ่อย 5 อันดับแรกจะต้องมีไอเท็ม 
Milk อยู่ในเซตนั้นด้วย หรืออาจจะระบุเงื่อนไขว่าไอเท็มเซตที่ปรากฏบ่อย 10 อันดับแรกจะต้องมี
ราคาขายรวมมากกว่าห้าร้อยบาท  การก้าหนดเงื่อนไขโดยผู้ใช้เช่นนี้จะท้าให้ได้ผลลัพธ์เป็นรูปแบบที่
ปรากฏบ่อยที่ตรงกับความสนใจของผู้ใช้ และยังช่วยให้กระบวนการค้นหารูปแบบท้าได้รวดเร็วขึ้น 
เนื่องจากสามารถลดขนาดของ search space ลงได้มาก 

โครงการวิจัยนี้จึงมีแนวคิดที่จะออกแบบอัลกอริทึมและพัฒนาโปรแกรมต้นแบบเพ่ือการ
ค้นหารูปแบบที่ปรากฏบ่อย k อันดับแรก โดยผู้ใช้สามารถระบุเงื่อนไขของการค้นหาได้ ทั้งนี้เพ่ือให้ได้
รูปแบบที่ปรากฏบ่อยที่มีลักษณะใกล้เคียงกับความต้องการของผู้ใช้มากท่ีสุด  

 

 

 

 

 

 

 

 

 



 6 

1.2  วัตถุประสงค์ของโครงกำรวิจัย 

 ออกแบบกรอบงาน (framework) และอัลกอริทึมส้าหรับการค้นหารูปแบบที่
ปรากฏบ่อย k อันดับแรกในฐานข้อมูล ด้วยวิธีการก้าหนดเงื่อนไข (constraints) ใน
ข้อค้าถามของผู้ใช้  

 พัฒนาโปรแกรมต้นแบบด้วยวิธีการโปรแกรมเชิงตรรกะแบบมีเงื่อนไขบังคับ  
 

1.3  ขอบเขตของกำรวิจัย 

โครงการวิจัยนี้เป็นการออกแบบและพัฒนาโปรแกรมการท้าเหมืองข้อมูล ประเภทการ
ค้นหาความสัมพันธ์ โดยเน้นที่การประมวลผลข้อค้าถามเพ่ือค้นหารูปแบบที่ปรากฏบ่อย K อันดับแรก 
ผลลัพธ์ของการประมวลผลข้อค้าถาม จะเป็นรูปแบบความสัมพันธ์ที่ตรงกับความต้องการของผู้ใช้มาก
ที่สุด โดยยังไม่ได้ค้านึงถึงการปรับปรุงประสิทธิภาพการ access ข้อมูล และการท้างานกับฐานข้อมลู
จะยังไม่ค้านึงถึงสถานการณ์ของการ update ข้อมูล 

การพัฒนาโปรแกรมจะใช้ซอฟต์แวร์ ECLiPSe (http://eclipseclp.org/) และใช้ภาษา
เชิงตรรกะในการเขียนรหัสค้าสั่ง 

 

1.4  ประโยชน์ที่ได้รับ 

งานวิจัยนี้เป็นการพัฒนาองค์ความรู้ใหม่ในด้านการท้าเหมืองข้อมูลประเภทการค้นหา
รูปแบบที่ปรากฏบ่อยและการสร้างกฎความสัมพันธ์ ประโยชน์ที่ได้รับจากงานวิจัยนี้คือ 

 สามารถตีพิมพ์ผลงานวิจัยเกี่ยวกับเทคนิคและอัลกอริทึมใหม่ที่ออกแบบขึ้นในส่วน
ของการค้นหารูปแบบที่ปรากฏบ่อย ในวารสารวิชาการทั้งระดับชาติและระดับ
นานาชาติได้ 4 บทความ (ปรากฏในภาคผนวก) 

 ผู้ช่วยวิจัยที่เป็นนักศึกษาในระดับบัณฑิตศึกษา ได้พัฒนาความสามารถในการท้างาน
วิจัย และสามารถปรับใช้แนวคิดจากโครงการวิจัยนี้เป็นวิทยานิพนธ์ได ้3 เรื่อง  

 การออกแบบและพัฒนาระบบขึ้นในลักษณะ prototype ท้าให้ได้โปรแกรมต้นแบบ
ทีส่ามารถจดลิขสิทธิ์ได้ 1 โปรแกรม   

 

 

 

 

 

 

 

 



บทท่ี  2  
งานวิจัยและสารสนเทศที่เกี่ยวข้อง 

            

2.1  งานวิจัยท่ีเกี่ยวข้อง  

นับจากความส าเร็จของการคิดค้นอัลกอริทึม APRIORI (Agrawal and Srikant, 1994) 
ได้มีนักวิจัยจ านวนมากใช้แนวคิดของอัลกอริทึมนี้เป็นพ้ืนฐาน และปรับปรุงประสิทธิภาพให้ดีขึ้นด้วย
วิธีต่าง ๆ กัน งานวิจัยเด่นในกลุ่มนี้ประกอบด้วยงานวิจัยของ J.S. Park, M.S. Chen และ P.S. Yu 
(1995) ที่เสนอแนวทางของการใช้เทคนิคแฮชชิงเพ่ือเพ่ิมความเร็วของการค้นหาไอเท็มเซตที่ปรากฏ
บ่อย  J. Han และ Y. Fu (1995) ได้เสนอให้สร้างกฎความสัมพันธ์ที่มีโครงสร้างของไอเท็มเซตเป็น

หลายระดับชั้นเพ่ือให้มีความละเอียดมากขึ้น เช่น จากการค้นพบกฎความสัมพันธ์ Beer  Diaper 
สามารถสืบค้นให้ละเอียดขึ้นได้ว่าเบียร์ที่ลูกค้านิยมซื้อร่วมกับผ้าอ้อมเด็กนั้นเป็นเบียร์ประเภทใด   

ในกรณีของการค้นหาความสัมพันธ์จากฐานข้อมูลทรานแซคชันที่มทีั้งจ านวนข้อมูลและ
ขนาดของเรคคอร์ดใหญ่มากจนกระทั่งไม่สามารถบรรจุข้อมูลทั้งหมดในหน่วยความจ าหลักได้ A. 
Savasere, E. Omiecinski และ S. Navathe (1995) เสนอให้ใช้เทคนิคการแบ่งข้อมูลเป็นส่วนย่อย 
แล้วทยอยค้นหาความสัมพันธ์ที่ปรากฏในแต่ละส่วนย่อยนั้น  H. Toivonen (1996) ได้ใช้แนวทางท่ี
ต่างออกไปโดยเสนอการใช้เทคนิคการสุ่มเพ่ือค้นหาความสัมพันธ์จากข้อมูลตัวแทน D.W. Cheung 
และคณะ (Cheung et al., 1996) ได้เสนอให้ใช้เทคนิค incremental หรือการท างานกับข้อมูลครั้ง
ละไม่มาก และเมื่ออ่านข้อมูลใหม่เพ่ิมเติมจะต้องสามารถปรับกฎความสัมพันธ์ให้ถูกต้องสอดคล้องกับ
ข้อมูลใหม่ได้ นอกจากนี้ยังมีนักวิจัยจ านวนมาก (Park et al.,1995; Agrawal & Shafer, 1996; 
Cheung et al., 1996; Zaki et al., 1997) ได้เสนอแนวทางการพัฒนาความเร็วในการค้นหาไอเท็ม
เซตที่ปรากฏบ่อยด้วยการประมวลผลแบบขนาน 

งานวิจัยที่กล่าวถึงข้างต้นล้วนแต่ใช้แนวทาง APRIORI เป็นพื้นฐานแต่เสริมประสิทธิภาพ
ความเร็วด้วยเทคนิคต่าง ๆ กัน แต่งานวิจัยของ Jiawei Han, Jian Pei และ Yiwen Yin (2000) ได้
เสนอแนวทางท่ีแตกต่างออกไป ด้วยการอ่านข้อมูลทรานแซคชันแล้วสร้างโครงสร้างต้นไม้เรียกว่า 
frequent pattern tree หรือ FP-tree เพ่ือบันทึกไอเท็มเซตท่ีปรากฏในทรานแซคชัน จากนั้นใช้
อัลกอริทึม FP-growth เพ่ือค้นหาไอเท็มเซตท่ีปรากฏบ่อยโดยไม่ต้องสร้างไอเท็มเซตชั่วคราวแล้ว
ตัดทิ้งภายหลังเมื่อค่าสนับสนุนของเซตต่ ากว่าเกณฑ์ค่าสนับสนุนขั้นต่ า วิธีนี้เมื่อเปรียบเทียบกับวิธี 
ARIORI แล้วสามารถเพ่ิมความเร็วในการค้นหาไอเท็มเซตที่ปรากฏบ่อยและใช้หน่วยความจ าน้อยกว่า 
แนวทางการค้นหาไอท็มเซตที่ปรากฏบ่อยด้วยโครงสร้าง FP-tree จึงได้รับความสนใจจากนักวิจัยและ

 

 

 

 

 

 

 

 



 8 

พัฒนาต่อเนื่องมาโดยล าดับตั้งแตช่่วงปีค.ศ. 2000 ถึงปัจจุบัน (Agrawal et al., 2001; Pei et al., 
2001; Liu et al., 2002; Grahne & Zhu, 2003) 

การใช้ค่าสนับสนุนขั้นต่ าเพ่ือลดขนาดของ search space และเพ่ิมความเร็วในการค้นหา
ไอเท็มเซตที่ปรากฏบ่อย จัดเป็นเงื่อนไข หรือ constraint อย่างง่ายชนิดหนึ่ง เริ่มใช้โดย R. Agrawal 
และ R. Srikant (1994) ต่อมาได้มีการขยายการศึกษาเกี่ยวกับการใช้เงื่อนไขให้สามารถระบุไอเท็มท่ี
สนใจได้ (Srikant et al., 1997) J. Pei และคณะ (Pei and Han, 2000; Pei et al., 2004) ได้ศึกษา
การก าหนดเงื่อนไขในรูปแบบเดียวกับท่ีใช้ในภาษา SQL เช่นก าหนดช่วงของค่าในไอเท็มเซต I เป็น
ค่าท่ีต่ ากว่า 15 (range(I) < 15) หรือก าหนดค่าเฉลี่ยในไอเท็มเซตให้มีค่ามากกว่า 50 (avg(I) > 50) 
เป็นต้น S. Bistarelli และ F. Bonchi (2007) ได้น าเสนอแนวคิดของการใช้เงื่อนไขท่ียืดหยุ่นด้วยการ
ค านวณความน่าจะเป็น แล้วใช้ค่าความน่าจะเป็นเทียบเคียงว่าไอเท็มเซตที่ค านวณได้สามารถใช้เป็น
ค าตอบที่ตรงกับเงื่อนไขที่ผู้ใช้ระบุหรือไม่ 

ในช่วงระยะเวลาทศวรรษแรกตั้งแต่ปคี.ศ. 1993 ถึง 2000 ของการวิจัยด้านการค้นหาไอ
เท็มเซตปรากฏบ่อยและกฎความสัมพันธ์ เทคนิคการค้นพบกฎความสัมพันธ์และการค้นหารูปแบบที่
ปรากฏบ่อยได้รับการพัฒนาอย่างต่อเนื่องให้มีประสิทธิภาพสูง และสามารถรองรับข้อมูลขนาดใหญ่ได้ 
แต่เมื่อเทคโนโลยีอินเทอร์เน็ตได้รับความนิยมสูงขึ้น ลักษณะของข้อมูลเปลี่ยนจาก offline เป็น 
online และปริมาณของข้อมูลเพิ่มข้ึนอย่างไม่มีขีดจ ากัดเกิดเป็นลักษณะข้อมูลสตรีม (data stream) 
ข้อมูลสตรีมเริ่มได้รับการนิยามเมื่อปีค.ศ. 2001 (Guha et al., 2001; Babcock et al., 2002; 
Gaber et al., 2005; Jiang & Gruenwald, 2006) ว่าหมายถึง  

 ข้อมูลที่เกิดขึ้นอย่างต่อเนื่อง  

 ไม่มีขีดจ ากัดในเรื่องของปริมาณและจุดสิ้นสุด  

 ข้อมูลถูกส่งออกจากแหล่งผลิตด้วยความเร็วสูงและอาจจะมีการกระจายของ
ข้อมูลที่ไม่คงท่ี   

นักวิจัยได้พยายามปรับปรุงเทคนิคการค้นพบกฎความสัมพันธ์ให้ท างานได้กับข้อมูลสตรีม 
เช่น M. Halatchev และ L. Gruenwald (2005) ได้ปรับปรุงเทคนิคการค้นพบกฎความสัมพันธ์ให้
สามารถประเมินข้อมูลที่หายไปในข้อมูลสตรีมที่รับมาจากเซนเซอร์ที่ส่งผ่านเครือข่าย H. Kargupta 
และคณะ (2004) ได้พัฒนาระบบ VEDAS ให้สามารถตรวจจับยานพาหนะในเวลาจริง นอกจากนี้ยังมี
งานวิจัยจ านวนมากในช่วงระยะเวลาปี 2004 ถึงปัจจุบัน (Cai et al., 2004; Chang & Lee, 2004; 
Charikar et al., 2004; Chi ey al., 2004; Gaber et al., 2004; Ghoting & Parthasarathy, 
2004; Li et al., 2004; Teng et al., 2004; Yu et al., 2004; Mao et al., 2005; Kerdprasop et 
al., 2006) ที่มุ่งพัฒนาเทคนิคในการค้นหารูปแบบความสัมพันธ์และไอเท็มเซตที่ปรากฏบ่อยในข้อมูล
สตรีม  อัลกอริทึมต่าง ๆ ที่ถูกเสนอเหล่านี้ บางอัลกอริทึมพัฒนาขึ้นเพ่ือรองรับเฉพาะบางแอพพลิเค
ชัน บางอัลกอริทึมใช้ค้นหาความสัมพันธ์เฉพาะข้อมูลในบางช่วง เช่น เฉพาะข้อมูลที่เกิดข้ึนล่าสุดใน
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สตรีม และบางอัลกอริทึมท างานกับข้อมูลสตรีมในลักษณะ offline โครงการวิจัยนี้ต้องการพัฒนา
เทคนิคการสอบถามและการค้นหารูปแบบที่ปรากฏบ่อย k อันดับแรกเพ่ือให้ได้รูปแบบความสัมพันธ์ที่
ปรากฏบ่อยในเวลาที่รวดเร็วและทันต่อความต้องการใช้งาน การค้นหาความสัมพันธ์และรูปแบบที่
ปรากฏบ่อยจะมีลักษณะของ constraint-based mining โดยการค้นหารูปแบบจะใช้เงื่อนไขท่ีระบุ
โดยผู้ใช้เป็นเกณฑ์ในการค้นหา  

การใช้เงื่อนไขที่ระบุโดยผู้ใช้เป็นแนวทางวิจัยที่ R. Srikant และคณะ (1997) ไดเ้สนอ
แนวคิดโดยยังไม่มีการพัฒนาโปรแกรมข้ึนใช้จริง ต่อมา R. Bayardo และทีมงาน (2000) ไดพั้ฒนา
เงื่อนไขพิเศษนอกจากการก าหนดค่าสนับสนุนต่ าสุดและค่าเชื่อมั่นต่ าสุด เรียกว่าเงื่อนไข minimp 
(minimum improvement) เป็นเงื่อนไขที่มีแนวคิดคล้ายการก าหนดค่าเชื่อมั่นต่ าสุดเพ่ือลดความ
ซับซ้อนของกฎความสัมพันธ์ที่ได้จากฐานข้อมูลขนาดใหญ่และให้ผลลัพธ์เป็นกฎความสัมพันธ์ที่เข้าใจ
ง่ายแก่ผู้ใช้ B. Jeudy และ J. Boulicaut (2002) ได้เสนอการใช้เงื่อนไขบังคับในฐานข้อมูลอุปนัยเพื่อ
เพ่ิมประสิทธิภาพในการค้นหากฎความสัมพันธ์และได้ใช้เครื่องมือ Mine Rule Operator เพ่ือง่ายต่อ
การค้นหากฎความสัมพันธ์ ทีมของ A. Gallo และคณะ (2005) เสนอเกี่ยวกับการเพ่ิมประสิทธิภาพ
การค้นหากฎความสัมพันธ์โดยใช้เงื่อนไขบังคับเช่นเดียวกัน ทีมวิจัยนี้ได้เสนออัลกอริทึมซึ่งช่วยในการ
สอบถามข้อมูล (query) ในฐานข้อมูลเพ่ือให้ได้กฎความสัมพันธ์ตามท่ีผู้ใช้ต้องการและช่วยลดเวลาใน
การค้นหา T. Trifonov และ T. Georgieva (2009) ได้น าเสนอการประยุกต์ใช้การท าเหมืองข้อมูล
เพ่ือค้นหากฎความสัมพันธ์ด้วยเงื่อนไขบังคับเพื่อหาความสัมพันธ์ของเสียงระฆัง โดยเขาได้พัฒนา
โปรแกรมด้วยภาษาจาวาและใช้ภาษาสอบถามข้อมูล SQL เพ่ือให้ใช้งานง่ายและสะดวกต่อผู้ใช้ทีไ่ม่
จ าเป็นต้องมีความรู้ภาษาสอบถามข้อมูล  

โครงการวิจัยนี้ใช้แนวทางการเพ่ิมประสิทธิภาพการค้นหากฎความสัมพันธ์ด้วยการใช้
เงื่อนไขเช่นเดียวกับงานวิจัยอ่ืน แต่จะมีข้อแตกต่างจากงานอื่นตรงที่มีการใช้เงื่อนไขบังคับในลักษณะ
ของรูปแบบที่เกิดด้วยความถี่ค่อนข้างสูงซึ่งเรียกว่า top-k patterns การพัฒนาโปรแกรมต้นแบบที่
เรียกชื่อว่า Top-k frequent pattern mining จะใช้แนวทางการโปรแกรมเชิงตรรกะด้วยภาษา 
Prolog และพัฒนาบนสภาพแวดล้อมของซอฟต์แวร์ ECLiPSe ที่เป็น constraint logic 
programming system ท าให้สามารถใช้คุณสมบัติของ meta-programming ในการก าหนด rule 
ที่ตรงกับความสนใจของผู้ใช้และสามารถผนวกเง่ือนไขไว้ใน rule ดังนั้นกรอบแนวคิดของการ
ออกแบบระบบและการพัฒนาระบบประมวลผลข้อค าถามจะอ้างอิงกับระบบฐานข้อมูลนิรนัยและการ
โปรแกรมเชิงตรรกะ  

 
2.2  วิธีการโปรแกรมแบบมีเงื่อนไข 

การโปรแกรมแบบมีเงื่อนไข (constraint programming) เป็นแนวทางการท าโปรแกรม
ที่มีวัตถุประสงค์หลักเพ่ือเพ่ิมความเร็วในการประมวลผลโปรแกรม ด้วยการลดขอบเขตค่าท่ีเป็นไปได้
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ของตัวแปรต่าง ๆ ที่จะเป็นผลลัพธ์สุดท้ายของโปรแกรม การลดขอบเขตค่านี้จะกระท าผ่านการระบุ
เงื่อนไข (constraint) วิธีการโปรแกรมแบบนี้นิยมใช้ในงานด้านปัญญาประดิษฐ์และงานวางแผนที่มี
ลักษณะการค้นหาผลเฉลยที่ตรงตามเงื่อนไข รวมถึงงานในลักษณะการท าให้พอใจตามเงื่อนไขบังคับ
และการหาค่าเหมาะที่สุด (constraint satisfaction and optimization) 

2.2.1 แนวคิดและหลักการโปรแกรมแบบมีเงื่อนไข 

การโปรแกรมแบบมีเงื่อนไขเป็นแนวทางการพัฒนาโปรแกรมที่มีวัตถุประสงค์ให้การ
ประมวลผลรวดเร็วขึ้นและโปรแกรมเมอร์ใช้เวลาในการพัฒนาโปรแกรมสั้นลง แนวคิดนี้จึงใช้วิธีการ
สร้างระบบประมวลผลเงื่อนไข (constraint system) ที่มีการเพ่ิมไลบรารีที่จ าเป็นในระบบ
ประมวลผลเพื่อท าหน้าที่ค านวณขอบเขตค่าของตัวแปรต่าง ๆ ในผู้ใช้ระบุในโปรแกรม ฟังก์ชันการ
ท างานในส่วนนี้จะเรียกว่าส่วนแก้ปัญหาเงื่อนไข (constraint solver) การพัฒนาส่วนแก้ปัญหา
เงื่อนไขสามารถใช้ภาษาระดับสูงได้หลากหลายภาษา แต่ระบบประมวลผลเงื่อนไขส่วนใหญ่จะใช้
ภาษาโปรล็อกเป็นพ้ืนฐานในการพัฒนา (แสดงแผนภาพระบบประมวลผลเงื่อนไขดังรูปที่ 2.1) ใน
งานวิจัยนี้จึงเน้นไปที่การโปรแกรมแบบมีเงื่อนไขเชิงตรรกะ (constraint logic programming) ที่ใช้
ซอฟต์แวร์ ECLiPSe เป็นสภาพแวดล้อมหลักในการพัฒนาเนื่องจากมีรูปแบบค าสั่งที่เข้าใจได้ง่ายและ
การเขียนค าสั่งสั้นกะทัดรัด  

 
 

 
 

รูปที่ 2.1 ซอฟต์แวร์ส าหรับการพัฒนาโปรแกรมแบบมีเงื่อนไข (Simonis, 2008) 
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?- X :: 0..10, Y :: 4..8, X #> Y. 

X = X{5 .. 10} 

Y = Y{4 .. 8} 

?- X :: 0..5, Y :: 4..8, X #> Y. 

X = 5 

Y = 4 

(a) X[0..10] & Y[4..8] & X>Y (b) X[0..5] & Y[4..8] & X>Y 

รูปที่ 2.2 ตัวอย่างการใช้เงื่อนไขบังคับในรูปแบบของ ECLiPSe 
 
วิธีการโปรแกรมแบบมีเงื่อนไขจะใช้วิธีการก าหนดขอบเขตค่าของตัวแปร เช่น ในรูป

ที่ 2.2(a) เป็นการก าหนดว่าตัวแปร X เป็นเลขจ านวนเต็มมีค่าอยู่ระหว่าง 0-10 และตัวแปร Y เป็น
เลขจ านวนเต็มมีค่าอยู่ระหว่าง 4-8 เงื่อนไขบังคับคือค่าของตัวแปร X จะต้องมีค่ามากกว่าค่าของตัว
แปร Y ดังนั้นระบบประมวลผลเงื่อนไขของ ECLiPSe จึงระบุว่า X จะต้องมีค่าอยู่ระหว่าง 5-10 และ 
Y จะต้องมีค่าอยู่ระหว่าง 4-8 จึงจะท าให้เงื่อนไขดังกล่าวเป็นจริง โดยระบบประมวลผลเงื่อนไขจะ
แสดงขอบเขตค่าดังกล่าวในลักษณะของข้อความ X{5..10} และ Y{4..8} 

ถ้ามีการเปลี่ยนขอบเขตค่าเริ่มต้นของตัวแปร X เป็น 0-5 โดยที่เงื่อนไขอ่ืนยังคงเดิม 
(ดังรูปที่ 2.2(b)) ระบบประมวลผลเงื่อนไขสามารถก าหนดค่าท่ีแน่นอนได้ทันทีว่า X จะต้องมีค่าเป็น 5 
และ Y จะต้องมีค่าเป็น 4      

จากตัวอย่างที่แสดงแนวคิดในการโปรแกรมแบบมีเงื่อนไขข้างต้น สามารถสรุปเป็น
หลักการท าโปรแกรมแบบมีเงื่อนไขบังคับได้ว่า (Apt & Wallace, 2007; Niederlinski, 2014) การ
ท าโปรแกรมจะประกอบด้วยขั้นตอน 3 ขั้นตอน (แสดงโครงสร้างโปรแกรมดังรูปที่ 2.3) คือ 

1) ระบุไลบรารีของระบบประมวลผลเงื่อนไขที่ต้องใช้ในโปรแกรม 

2) ก าหนดชื่อตัวแปรและขอบเขตค่าในเบื้องต้นของตัวแปรเหล่านั้น 

3) เรียกใช้ค าสั่งค้นหาเพ่ือค านวณค่าสุดท้ายที่เป็นไปได้ของตัวแปร 

 

:- lib(..) 

solve(Variables) :-  

     setup_constrains(Variables),  

     search(Variables). 

 

รูปที่ 2.3 โครงสร้างของโปรแกรมแบบมีเงื่อนไขในลักษณะของการโปรแกรมเชิงตรรกะ 
 

include a library 

define variables and then 
set constraints on variables 

search for a valid value on each variable 
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ซอฟต์แวร์ ECLiPSe มีไลบรารีต่าง ๆ ให้ผู้ใช้เลือกตามแต่ละประเภทของตัวแปร 
เช่น ตัวแปรที่เป็นเลขจ านวนเต็ม สามารถใช้ไลบรารี fd และ ic เป็นต้น รายละเอียดไลบรารีที่ใช้บ่อย
สรุปได้ดังตารางที่ 2.1 

ตารางที่ 2.1 ไลบรารีของระบบประมวลผลเงื่อนไขในซอฟต์แวร์ ECLiPSe 

Solver library Variable domains Constraints class Behaviour 

suspend numeric 
Arbitrary arithmetic 
in/dis/equalities  

Passive test 

fd integer, symbol 
Linear in/dis/equalities and 
some others 

Domain propagation 

ic real, integer 
Arbitrary arithmetic 
in/dis/equalities 

Bounds/domain 
propagation 

ic_global integer 
N-ary constraints over lists of 
integers 

Bounds/domain 
propagation 

ic_sets set of integer 
Set operations (subset, 
cardinality, union, …) 

Set-bounds 
propagation 

ic_symbolic ordered symbols 
Dis/equality, ordering, 
element, … 

Bounds/domain 
propagation 

propia inherited any various 

eplex real, integer Linear in/equalities Global, optimising 

 

2.2.2 ตัวอย่างการโปรแกรมแบบมีเงื่อนไข 

การโปรแกรมแบบมีเงื่อนไขใช้โครงสร้างเช่นเดียวกับการโปรแกรมเชิงตรรกะ นั่นคือ
โปรแกรมจะประกอบด้วยข้อความเชิงตรรกะที่เรียกว่าข้อความแบบฮอร์น (Horn clause) รูปแบบ
ของขอ้ความแบบฮอร์นจะประกอบด้วยเพรดิเคตที่ส่วนหัวของข้อความและเงื่อนไขที่ส่วนบอดี้ เขียน
อยู่ในลักษณะของประโยค “ถ้า-แล้ว” ดังต่อไปนี้ 

head(Arg)  body1(Arg1), body2(Arg2), …, bodyN(ArgN). 

ข้อความแบบฮอร์นเป็นการประกาศข้อความที่เป็นจริงแบบมีเงื่อนไข โดยระบุว่า
เพรดิเคตที่ส่วนหัวเป็นจริงถ้าเงื่อนไขทุกเง่ือนไขในส่วนบอดี้เป็นจริง เพรดิเคตในภาษาเชิงตรรกะจึง
เทียบเคียงได้กับฟังก์ชันในภาษาคอมพิวเตอร์ทั่วไป 

วิธีการโปรแกรมแบบมีเงื่อนไขมีลักษณะที่เพิ่มเติมจากการโปรแกรมเชิงตรรกะตรงที่
มีการระบุขอบเขตของค่าตัวแปรในส่วนบอดี้ และหลังจากระบุเงื่อนไขบนค่าตัวแปรแล้วมักจะใช้การ
เรียกเพรดิเคต labeling ให้ท าการค้นหาค่าท่ีเป็นไปได้ของตัวแปร ค่าท่ีเป็นไปได้นี้จะเป็นค าตอบของ
โปรแกรม ตัวอย่างโปรแกรมในรูปที่ 2.4(a) เป็นการค้นหาค่าของชุดตัวแปรสี่ตัวคือ X1, X2, X3 และ 
X4 ขอบเขตค่าของตัวแปรเหล่านี้คือค่า 1 ถึง 5 โดยมีเงื่อนไขสามเงื่อนไขคือ 
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(๑) ค่าของตัวแปร X1 จะต้องมีค่ามากกว่าตัวแปร X2 
(๒) ค่าของตัวแปร X2, X3, X4 จะต้องไม่ซ้ ากัน 
(๓) ค่าของตัวแปร X1 จะต้องไม่เท่ากับค่าของตัวแปร X4  
การประมวลผลของโปรแกรมตัวอย่างนี้ใช้ไลบรารี ic หรือ interval constraint 

เพ่ือค้นหาค่าของตัวแปรที่สามารถท าให้เงื่อนไขทั้งหมดข้างต้นเป็นจริง การรันโปรแกรมใช้การเรียกใช้
เพรดิเคต solve(V) ผลการรันโปรแกรมด้วย ECLiPSe แสดงได้ดังรูปที่ 2.4(b) จะสังเกตได้ว่าค าตอบ
ที่เป็นไปได้มีหลายค าตอบ ค าตอบแรกคือ X1= 2, X2 = 1, X3 = 2, X4 = 3 

 
 

% CLP: example 1 

:- lib(ic).  
solve(V) :- 

     V = [X1, X2, X3, X4],   

     V :: 1..5,                       

     X1 #> X2,                   

     alldifferent([X2, X3, X4]), 

     X1 #\= X4, 

     labeling(V).       

 

 
(a) ก าหนดค่าให้กับตัวแปรอย่างมีเงื่อนไข (b) ผลการรันโปรแกรมด้วย ECLiPSe 

รูปที่ 2.4 ตัวอย่างการโปรแกรมแบบมีเงื่อนไข 
 

ในกรณีของการแก้โจทย์สมการหลายตัวแปร สามารถใช้วิธีการโปรแกรมแบบมี
เงื่อนไขได้เช่นกัน ดังตัวอย่างในรูปที่ 2.5 ที่แสดงการหาค่าของตัวแปร X และ Y โดยที่ทั้งสองตัวแปร
มีค่าอยู่ในช่วง 0-9 และก าหนดสมการให้สองสมการคือ X+Y = 9 และ 2X + 4Y = 24 ผลลัพธ์ที่ได้
คือ X=6 และ Y=3 

 

% CLP: example 2 

%      X, Y  {0, ..., 9} 

%      X + Y = 9          (eq1) 

%      2X + 4Y = 24       (eq2) 

 
:- lib(ic). 

 
solve([X,Y]) :- 
        [X,Y] :: 0..9, 

        X+Y #= 9, 

        2*X + 4*Y #= 24, 

        labeling([X,Y]).              

 

รูปที่ 2.5 การโปรแกรมแบบมีเงื่อนไขเพ่ือแก้โจทย์สมการหลายตัวแปร 
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นอกจากการใช้งานในการแก้โจทย์ปัญหาทางคณิตศาสตร์แล้ว การโปรแกรมแบบมี
เงื่อนไขยังสามารถใช้ในงานปัญญาประดิษฐ์ ในลักษณะของปัญหาการถอดรหัสตัวเลขที่แสดงด้วย
ข้อความ (cryptarithmetic problem) ตัวอย่างในรูปที่ 2.6 แสดงการเขียนโปรแกรมแบบมีเงื่อนไข
เพ่ือค้นหาค่าของแต่ละตัวอักษรที่สามารถท าให้ผลบวก SEND + MORE = MONEY เป็นจริง  

 
:- lib(ic).     

solve(L) :-    

    L= [S, E, N, D, M, O, R, Y],           

    L :: 0..9,                                         

    S #\= 0, M #\= 0, 

    [R1, R2, R3] :: 0..1,     

    alldifferent(L), 

    D + E #= Y + 10*R1, 

    R1 + N + R #= E + 10*R2, 

    R2 + E + O #= N + 10*R3, 

    R3 + S + M #= O + 10*M, 
    labeling(L),% Enumerate search 

    C = ['S','E', 'N', 'D',  

         'M','O', 'R', 'Y'], 

   (foreach(Character, C),  

      foreach(Value, L)  
        do  write(Character),  

            write(' = '),  

            write(Value), nl ) . 

 

 

รูปที่ 2.6 การโปรแกรมแบบมีเงื่อนไขเพ่ือแก้โจทย์ SEND + MORE = MONEY 

 
ประโยชน์ที่ส าคัญอีกประการหนึ่งของวิธีการโปรแกรมแบบมีเงื่อนไขคือใช้ในการ

แก้ปัญหาการจัดตาราง (scheduling problem) รูปที่ 2.7 แสดงตัวอย่างการเขียนโปรแกรมแบบมี
เงื่อนไขเพ่ือจัดสรรคนเข้าท างานในโครงการต่าง ๆ จ านวนคนที่จะรับการจัดสรรในตัวอย่างนี้มีสี่คน 
จ านวนโครงการมีสี่โครงการเช่นเดียวกัน แต่ผลประโยชน์ที่หน่วยงานจะได้รับจากการจัดสรรคนให้
รับผิดชอบงานในแต่ละโครงการไม่เท่ากัน ตารางที่ 2.2 สรุปมูลค่าผลประโยชน์ที่หน่วยงานจะได้รับ
จากการจัดสรรคนสี่คน (W1, W2, W3, W4) เข้ารับผิดชอบในโครงการสี่โครงการ (T1, T2, T3, T4) 
เงื่อนไขของการจัดคนเข้าท างานคือ คนท างานหนึ่งคนจะรับผิดชอบเพียงหนึ่งโครงการเท่านั้น และ
ผลประโยชน์โดยรวมที่หน่วยงานได้รับจะต้องไม่ต่ ากว่า 19 ผลลัพธ์ของการรันโปรแกรม (ด้านขวาของ
รูปที่ 2.7) แสดงว่าโจทย์ปัญหานี้มีได้มากกว่าหนึ่งค าตอบ โดยค าตอบแรกท่ีแสดงคือ ก าหนดให้ W1 
รับผิดชอบโครงการ T1, W2 รับผิดชอบโครงการ T2, W3 รับผิดชอบโครงการ T3, W4 รับผิดชอบ
โครงการ T4 จะท าให้ได้รับผลประโยชน์ = 7+2+7+3 = 19 
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ตารางที่ 2.2 ผลประโยชน์ที่จะได้รับจากการจัดสรรคนรับผิดชอบแต่ละโครงการ 

 T1 T2 T3 T4 

W1 7 1 3 4 
W2 8 2 5 1 
W3 4 3 7 2 
W4 3 1 6 3 

 
 
     

assign(Workers) :- 

     Workers = [W1, W2, W3, W4],  

     Workers::1..4, 

     alldifferent(Workers), 

 

        % extract profit of each          

        % worker on each project  

     element(W1, [7, 1, 3, 4], WP1),      

     element(W2, [8, 2, 5, 1], WP2), 
     element(W3, [4, 3, 7, 2], WP3), 
     element(W4, [3, 1, 6, 3], WP4), 
 

     P #= WP1 + WP2 + WP3 + WP4,  

     P #>= 19,  
 

     labeling(Workers),  
     write('Assigning scheme = '),    

     writeln(Workers), 
     write('   Profit = '),  

     writeln(P). 
 

 

รูปที่ 2.7 การโปรแกรมแบบมีเงื่อนไขเพ่ือแกป้ัญหาการจัดตารางท างาน 

 

Assigning scheme = [1, 2, 3, 4] 

          Profit = 19 

 

 

 

 

 

 

 

 



บทท่ี  3  
การออกแบบและพัฒนาโปรแกรม Top-K-patterns 

            

 
 3.1  กรอบของงานวิจัย 

โครงสร้างของโปรแกรมค้นหารูปแบบที่ปรากฏบ่อย เค อันดับแรก (หรือเรียกชื่อย่อว่า
โปรแกรม Top-K-patterns) ประกอบด้วยส่วนประกอบหลัก 3 ส่วน (ดังแสดงในรูปที่ 3.1) คือ 

 ส่วนประมวลผลเงื่อนไขบังคับที่ระบุโดยผู้ใช้ (constraint processing)  

 ส่วนค้นหารูปแบบที่ปรากฏบ่อยจากข้อมูลในฐานข้อมูล (frequent pattern 
mining)  โดยรูปแบบนั้นจะต้องตรงตามเงื่อนไขท่ีผู้ใช้ระบุ  

 ส่วนที่ท าหน้าที่สร้างกฎความสัมพันธ์จากรูปแบบทีป่รากฏบ่อยด้วยความถ่ี
สูงสุด เค อันดับแรก (top-k rule generation)  

ในส่วนติดต่อกับผู้ใช้ (user interface) โปรแกรม Top-K-patterns จะใช้กรอบหน้าต่าง 
query entry ซึ่งเป็นกรอบหน้าต่างพ้ืนฐานของซอฟต์แวร์ ECLiPSe ร่วมกับการสร้างกรอบหน้าต่าง
โต้ตอบเพื่อให้ผู้ใช้ระบุเงื่อนไขต่าง ๆ ที่ต้องการให้ปรากฏในผลลัพธ์ 

เงื่อนไขท่ีผู้ใช้ระบุจะมีความยืดหยุ่น โดยผู้ใช้อาจระบุเพียงค่าพารามิเตอร์ K ที่หมายถึง
จ านวนรูปแบบความสัมพันธ์ในลักษณะกฎถ้า-แล้ว ที่มีค่าความเชื่อม่ันและค่าสนับสนุนเรียงล าดับจาก
ค่ามากมาค่าน้อย จ านวนสูงสุด เค อันดับแรก หรือผู้ใช้อาจระบุพารามิเตอร์อ่ืน ๆ เพ่ิมเติม ได้แก่ชื่อ
ไอเท็มท่ีสนใจและต้องการให้ปรากฏในผลลัพธ์ ค่าสนับสนุนขั้นต่ าและค่าความเชื่อมั่นขั้นต่ าของกฎ 

 
รูปที่ 3.1 โครงสร้างของส่วนประกอบในโปรแกรม Top-K-patterns 

 

 
 

User  

Interface 

Constraints 

Answer set Top-k rule generation 

Frequent pattern mining 

Constraint processing 

DB 
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3.2  การออกแบบและพัฒนาโปรแกรม 

การออกแบบโปรแกรม Top-K-patterns ใช้แนวทางการค้นหารูปแบบที่ปรากฏบ่อย
ของอัลกอริทึม Apriori (Agrawal and Srikant, 1994) เป็นพื้นฐานในการพัฒนา ขั้นตอนวิธีของ
โปรแกรม Top-K-patterns แสดงได้ดังรูปที่ 3.2 

  

Algorithm Top-K-patterns 

      Input: Database D 
      Output: Association rules set S 
Step: 

(1)  Read the user-specified main constraint: K 
        and other possible constraints: RuleLength, Minsup, Minconf, Inclusive_item, 
                                                    Exclusive_item, Target_item 

(2)  Scan D to generate frequent itemset L 

(3)  Pruning L according to the Inclusive_item, Exclusive_item, Target_item, and 
Minsup constraints 

(4)  Generate association rule set S from the pruned frequent itemset L 

(5)  Rank rules in S in descending order according to the confidence_support score 

(6)  Output the first k rules of S 

รูปที่ 3.2 ขั้นตอนวิธีของโปรแกรม Top-K-patterns 
 
ขั้นตอนแรกของโปรแกรม Top-K-patterns จะเป็นการอ่านเงื่อนไขบังคับที่ผู้ใช้ระบุ 

เงื่อนไขนี้จ าแนกเป็นเงื่อนไขท่ีจ าเป็นต้องระบุ ได้แก่ ค่า K ที่หมายถึงจ านวนกฎที่มีค่าความเชื่อมั่น
และค่าสนับสนุนสูงสุด เค อันดับแรก และเงื่อนไขท่ีผู้ใช้อาจจะระบุเพ่ิมเติม ได้แก่ ขนาดของกฎ (หรือ 
RuleLength ซึ่งวัดจากจ านวนไอเท็มที่ปรากฏในกฎ) ค่าสนับสนุนขั้นต่ า (Minsup) ค่าความเชื่อมั่น
ขั้นต่ า (Minconf) ไอเท็มที่ต้องการให้ปรากฏในกฎ (Inclusive_item) โดยอาจจะปรากฏในส่วนใด
ของกฎก็ได้ ไอเท็มที่ไม่ต้องการให้ปรากฏในกฎ (Exclusive_item) และไอเท็มที่ต้องการให้ปรากฏใน
ส่วนผลสรุปของกฎ (Target_item) เงื่อนไขเพ่ิมเติมเหล่านี้ถ้าผู้ใช้ไม่ระบุโปรแกรมจะใช้ค่าที่เตรียมไว้
ก่อนล่วงหน้า 
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ในขั้นตอนที่สองของโปรแกรม เป็นการอ่านฐานข้อมูลเพื่อสร้างเซตของไอเท็มที่ปรากฏ
บ่อย ขั้นตอนนี้จะใช้การท างานเช่นเดียวกับอัลกอริทึม Apriori (Agrawal and Srikant, 1994) 
หลังจากได้เซตของไอเท็มที่ปรากฏบ่อย ในขั้นตอนที่สามจะเป็นการตัดทิ้งไอเท็มเซตตามเงื่อนไข
เพ่ิมเติมที่ผู้ใช้ระบุ 

ขั้นตอนที่สี่เป็นการน าไอเท็มเซตแต่ละเซตมาสร้างกฎในลักษณะของข้อความเชิงตรรกะ 
“ถ้า X แล้ว Y” เพ่ือแสดงความสัมพันธ์ของการเกิดข้ึนบ่อยร่วมกันของไอเท็ม X และ Y จากนั้นใน
ขั้นตอนที่ห้าจะเป็นการเรียงล าดับกฎถ้า-แล้ว ตามค่าความเชื่อมั่นและค่าสนับสนุน โดยเรียงล าดับ
จากค่ามากไปน้อย ในขั้นตอนสุดท้ายจะเป็นการคัดเลือกกฎที่อยู่ในล าดับสูงสุด เค ล าดับแรก แสดง
เป็นผลลัพธ์ให้ผู้ใช้ทราบ  

 
3.3  ตัวอย่างการใช้งานโปรแกรม 

การน าโปรแกรม Top-K-patterns ไปใช้งาน ผู้ใช้จะต้องเตรียมข้อมูลเข้าให้อยู่ใน
รูปแบบของข้อความเชิงตรรกะ โดยข้อมูลทั้งฐานข้อมูลจะเป็นอาร์กิวเมนต์หนึ่งของเพรดิเคต data 
และระบุชื่อไอเท็มทั้งหมดที่เป็นไปได้ไว้ภายในอาร์กิวเมนต์แรกของเพรดิเคต รูปที่ 3.3 แสดงตัวอย่าง
ข้อมูลในรูปแบบของข้อความเชิงตรรกะ ข้อมูลนี้แปลงมาจากฐานข้อมูลทรานแซคชันที่แสดงประกอบ
ไว้ด้านซ้ายมือของภาพ 

โครงสร้างที่ใช้บันทึกฐานข้อมูล จะอยู่ในรูปแบบของ  

data( [list of items]  [list of each transaction] ). 

โดยแต่ละไอเท็มจะอยู่ภายในลิสต์และแต่ละทรานแซคชันจะอยู่ภายในลิสต์เช่นเดียวกัน ท าให้ลักษณะ
ข้อมูลที่ปรากฏเป็นลิสต์ซ้อนอยู่ภายในลิสต์ เช่น [[beer]] ลิสต์ของไอเท็มและลิสต์ของทรานแซคชัน

จะแยกออกจากกันด้วยเครื่องหมาย “” ทั้งนี้เพ่ือความสะดวกในการประมวลผลแบบ pattern 
matching ซึ่งเป็นจุดเด่นของภาษาเชิงตรรกะ 
 

TID Items data( 
[ [beer], [cereal], [diaper], [milk], [egg] ] 
 
[ [cereal, milk], 
  [beer, cereal, diaper, egg], 
  [beer, diaper, milk], 
  [beer, cereal, diaper, milk], 
  [diaper, milk] ] ). 
 

1 {Cereal, Milk} 
2 {Beer, Cereal, Diaper, Egg} 
3 {Beer, Diaper, Milk} 
4 {Beer, Cereal, Diaper, Milk} 
5 {Diaper, Milk} 
  

รูปที่ 3.3 รูปแบบข้อมูลเข้าของโปรแกรม Top-K-patterns 
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เมื่อแปลงฐานข้อมูลทรานแซคชันเป็นข้อความเชิงตรรกะแล้ว บันทึกเป็นไฟล์ข้อความ 
(เช่น data.text) จากนั้นเปิดไฟล์และคอมไพล์โปรแกรม Top_K_patterns ด้วยซอฟต์แวร์ ECLiPSe 
(ดังรูปที่ 3.4) การสอบถามข้อมูลจะใช้การป้อนข้อค าถามที่กรอบข้อความ Query Entry ดังแสดงใน
รูปที่ 3.5 ซึ่งเป็นการสอบถามกฎความสัมพันธ์ 3 อันดับแรก ผลลัพธ์ที่ได้คือกฎความสัมพันธ์ต่อไปนี้  
(๑) ถ้าลูกค้าซื้อเบียร์ แล้วจะซื้อผ้าอ้อมเด็ก (ค่าสนับสนุน 60% ความเชื่อมั่น 100% เฉลี่ย 80%) 
(๒) ถ้าลูกค้าซื้อซีเรียลและผ้าอ้อมเด็ก แล้วจะซื้อเบียร์ (ค่าสนับสนุน 40% ความเชื่อมั่น 100% เฉลี่ย 70%) 
(๓) ถ้าลูกค้าซื้อเบียร์และซีเรียล แล้วจะซื้อผ้าอ้อมเด็ก (ค่าสนับสนุน 40% ความเชื่อมั่น 100% เฉลี่ย 70%) 
 

 
รูปที่ 3.4 จอภาพแสดงการคอมไพล์เพ่ือเริ่มต้นใช้งานโปรแกรม Top-K-patterns 

 

 
 

รูปที่ 3.5 การสอบถามข้อมูลเพ่ือแสดงผลลัพธ์เป็นกฎความสัมพันธ์ 3 อันดับแรก 
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ในกรณีที่ผู้ใช้ต้องการระบุเงื่อนไขบังคับเพ่ิมเติมนอกเหนือจากการระบุค่า เค สามารถท า
ได้ด้วยการเรียกใช้เพรดิเคต association(OutputRuleSet, RuleLength, Minsup, Minconf, K) 
จากนั้นคลิกที่ปุ่มค าสั่ง run โดยในรูปที่ 3.6 แสดงตัวอย่างการค้นหากฎความสัมพันธ์ห้าอันดับแรกที่มี
เบียร์เป็นเป้าหมายของกฎ และก าหนดเงื่อนไขขนาดของกฎต้องมากกว่า 0 ค่าสนับสนุนขั้นต่ าและค่า
ความเชื่อมั่นขั้นต่ าเป็น 10 การก าหนดไอเท็มที่ต้องการให้ปรากฏในกฎใช้วิธีระบุผ่านกล่องโต้ตอบ
จากนั้นกด ok ในรูปที่ 3.7 แสดงผลลัพธ์เพ่ือเป็นการเปรียบเทียบว่าถ้าผู้ใช้ไม่ระบุเป้าหมายของกฎ 
(ด้วยการใช้สัญลักษณ์ลิสต์ว่างซึ่งแทนด้วย [[]] ในกล่องข้อความและกด ok) แต่เงื่อนไขอ่ืน ๆ เป็น
เช่นเดียวกันจะได้ผลลัพธ์ที่แตกต่างออกไป 

 
รูปที่ 3.6 การสอบถามข้อมูลเพ่ือแสดงกฎความสัมพันธ์ 5 อันดับแรกที่มีเบียร์เป็นเป้าหมายของกฎ 

 

 
รูปที่ 3.7 การสอบถามเพ่ือแสดงกฎความสัมพันธ์ 5 อันดับแรกโดยไม่ระบุเป้าหมายของกฎ 
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การระบุเงื่อนไขเก่ียวกับไอเท็มที่ต้องการหรือไม่ต้องการให้ปรากฏในผลลัพธ์ โปรแกรม 
Top-K-patterns ใช้วิธีสร้างกล่องข้อความโต้ตอบ 3 ครัง้ เพ่ือให้ผู้ใช้สามารถระบุเงื่อนไขได้ 3 กรณี
คือ 

(๑) การระบุว่าต้องมีไอเท็มที่ผู้ใช้สนใจ จะเป็นกล่องข้อความแรกที่ปรากฏขึ้นที่หน้าจอ 
ถ้าผู้ใช้ไม่มีความสนใจในไอเท็มใดเป็นพิเศษ ให้พิมพ์สัญลักษณ์ [[]] แล้วกด ok แต่ถ้าต้องการระบุว่า
ในกฎความสัมพันธ์ต้องมีไอเท็มเบียร์และซีเรียล ให้พิมพ์  [ [beer], [cereal] ]  ในกรณีที่ต้องการระบุ
ว่าในกฎความสัมพันธ์ต้องปรากฏเบียร์หรือซีเรียล ให้พิมพ์  [ [beer, cereal] ] 

(๒) การระบุไอเท็มท่ีไม่ต้องการให้ปรากฏในกฎ จะระบุในกล่องข้อความท่ีสองที่จะ
ปรากฏขึ้นที่หน้าจอ รูปแบบการระบุจะเหมอืนกับในกรณีแรก 

(๓) การระบุเฉพาะส่วนเป้าหมายของกฎ (ส่วนที่ปรากฏหลัง then ในกฎความสัมพันธ์) 
จะระบุในกล่องข้อความที่สาม 

 

 

 

 

 

 

 

 



บทท่ี  4  
ผลการทดสอบโปรแกรม Top-K-patterns 

            

 
การทดสอบความถูกต้องและประสิทธิภาพของโปรแกรม Top-K-patterns ที่พัฒนาขึ้น

ใหม่ในงานวิจัยนี้ จะใช้วิธีเปรียบเทียบกับผลลัพธ์ที่ได้จากโปรแกรม Apriori (Agrawal and Srikant, 
1994) ซึ่งเป็นโปรแกรมมาตรฐานที่มักจะใช้ในการค้นหารูปแบบที่ปรากฏบ่อยและแสดงผลรูปแบบ
นั้นในลักษณะของกฎความสัมพันธ์ ลักษณะการเปรียบเทียบจะใช้การเทียบเคียงจ านวนกฎและไอเท็ม
ที่ปรากฏในกฎที่ได้จากโปรแกรม Top-K-patterns และโปรแกรม Apriori โดยในงานวิจัยนี้จะเขียน
โปรแกรม Apriori ในลักษณะของการโปรแกรมเชิงตรรกะที่ใช้เงื่อนไขบังคับและประมวลผลบน
ซอฟต์แวร์ ECLiPSe ทั้งนี้เพ่ือให้โปรแกรม Top-K-patterns และ Apriori มีสภาพแวดล้อมที่
ใกล้เคียงกันมากท่ีสุดและลดความล าเอียงในการเปรียบเทียบ  

 
 4.1  ข้อมูลที่ใช้ในการทดสอบ 

ในการทดสอบความถูกต้องและประสิทธิภาพของโปรแกรม Top-K-patterns งานวิจัยนี้
ใช้ข้อมูล Churn (ดาวน์โหลดได้จาก https://www.sgi.com/tech/mlc/db/ และเลือกข้อมูล 
churn.data) ข้อมูลนี้บันทึกรายละเอียดลูกค้าของบริษัทโทรศัพท์แห่งหนึ่งในประเทศสหรัฐอเมริกา 
เพ่ือใช้วิเคราะห์ลักษณะของลูกค้าที่มีแนวโน้มจะยกเลิกการใช้บริการของบริษัท (churn = true)  

ข้อมูล Churn ประกอบด้วย 3333 เรคคอร์ด ข้อมูลในแต่ละเรคคอร์ดบันทึกรายละเอียด
พฤติกรรมการใช้โทรศัพท์ของลูกค้าแต่ละราย (ค าอธิบายข้อมูลสรุปในตารางที่ 4.1) พฤติกรรมการใช้
โทรศัพท์บันทึกในแนวคอลัมน์ (feature, variable, or attribute) ประกอบด้วย 21 คอลัมน์ แต่ใน
งานวิจัยนี้เลือกใช้เพียง 12 คอลัมน์ เนื่องจากการวิเคราะห์ข้อมูลเบื้องต้นพบว่ารายละเอียดใน 9 
คอลัมน์มีความส าคัญน้อย และคอลัมน์เหล่านี้ไม่ส่งผลต่อการวิเคราะห์ว่าลูกค้าจะยกเลิกการใช้บริการ
ของบริษัทหรือไม่ (นั่นคือ churn = true หมายถงึยกเลิกบริการ หรือ churn = false หมายถึงไม่
ยกเลิกบริการ)  

การเตรียมข้อมูลเพ่ือใช้ในงานวิจัยนี้จะต้องมีการแปลงรูปแบบข้อมูล และจะต้องเปลี่ยน
ข้อมูลที่เป็นค่าตัวเลขให้เป็นค่าเชิงกลุ่ม (categorical or nominal) ทั้งนี้เนื่องจากการวิเคราะห์เพื่อ
หากฎความสัมพันธ์ใช้วิธีการนับเป็นพื้นฐานในการวิเคราะห์ จึงไม่สามารถท างานกับข้อมูลที่เป็นค่า
ตัวเลขต่อเนื่องได้ ลักษณะของข้อมูลที่แปลงรูปแบบแล้วแสดงตัวอย่างบางส่วนได้ดังรูปที่ 4.1 ที่แสดง
ส่วนของการบรรยายไอเท็ม (หรือค่าท่ีเป็นไปได้ในแต่ละคอลัมน์ โดยแสดงรายละเอียดเฉพาะคอลัมน์ 
vMailPlan และ vMailMessage) และรูปที่ 4.2 ที่แสดงส่วนข้อมูลโดยแสดงเพียงสามเรคคอร์ด 
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ตารางที ่4.1 รายละเอียดข้อมูลลูกค้าบริษัทผู้ให้บริการโทรศัพท์ 

ชื่อตัวแปร ชนิดข้อมูล ค าอธิบาย 

state discrete Name of 50 states and District of Columbia 

accountLength continuous How long account has been active 

areaCode continuous  

intlPlan discrete Dichotomous categorical, yes or no 

vMailPlan discrete Dichotomous categorical, yes or no 

vMailMessage continuous Number of voice mail messages 

dayCalls continuous Number of times customer used service during day time 

eveCalls continuous Number of times customer used service during evening  

nightCalls continuous Number of times customer used service during the night 

intlCalls continuous Number of times customer used service for international 

calls 

custServCalls continuous Number of times customer called the customer service 

churn discrete Dichotomous categorical, true or false 

 
 

data([ 
[vMailPlan_no], [vMailPlan_yes], 
[vMailMessage_25],[vMailMessage_26],[vMailMessage_0],[vMailMessage_24], 
[vMailMessage_37],[vMailMessage_27],[vMailMessage_33],[vMailMessage_39], 
[vMailMessage_30],[vMailMessage_41],[vMailMessage_28],[vMailMessage_34], 
[vMailMessage_46],[vMailMessage_29],[vMailMessage_35],[vMailMessage_21], 
[vMailMessage_32],[vMailMessage_42],[vMailMessage_36],[vMailMessage_22], 
[vMailMessage_23],[vMailMessage_43],[vMailMessage_31],[vMailMessage_38], 
[vMailMessage_40],[vMailMessage_48],[vMailMessage_18],[vMailMessage_17], 
[vMailMessage_45],[vMailMessage_16],[vMailMessage_20],[vMailMessage_14], 
[vMailMessage_19],[vMailMessage_51],[vMailMessage_15],[vMailMessage_11], 
[vMailMessage_12],[vMailMessage_47],[vMailMessage_8],[vMailMessage_44], 
[vMailMessage_49],[vMailMessage_4],[vMailMessage_10],[vMailMessage_13], 
[vMailMessage_50],[vMailMessage_9], … ] – [ // data part //] ). 

 
 รูปที่ 4.1 โครงสร้างข้อมูลส่วนระบุรายละเอียดของไอเท็ม 
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data([ // item part // ] 
– [ 
[state_KS,accountLength_128,areaCode_415,intlPlan_no,vMailPlan_yes,vMailMessage_25, 
          dayCalls_110,eveCalls_99,nightCalls_91,intlCalls_3,custServCalls_1,churn_False], 
[state_OH,accountLength_107,areaCode_415,intlPlan_no,vMailPlan_yes,vMailMessage_26, 
         dayCalls_123,eveCalls_103,nightCalls_103,intlCalls_3,custServCalls_1,churn_False], 
[state_IN,accountLength_65,areaCode_415,intlPlan_no,vMailPlan_no,vMailMessage_0, 
         dayCalls_137,eveCalls_83,nightCalls_111,intlCalls_6,custServCalls_4,churn_True], 
… ] ). 
 

รูปที่ 4.2 ตัวอย่างข้อมูลสามเรคคอร์ด 
 
4.2  ผลการทดสอบ 

การทดสอบโปรแกรมแบ่งเป็นการทดสอบความถูกต้องและการทดสอบประสิทธิภาพ ใน
ส่วนของการทดสอบความถูกต้องใช้วิธีการเปรียบเทียบจ านวนกฎและชื่อไอเท็มที่ปรากฏในกฎที่ได้รับ
จากโปรแกรม Top-K-patterns เปรียบเทียบว่าตรงกันกับกฎที่ได้รับจากโปรแกรม Apriori หรือไม่ 
โดยก าหนดค่าสนับสนุนและค่าความเชื่อมั่นขั้นต่ าของทั้งสองโปรแกรมให้ตรงกัน ผลลัพธ์ที่ได้แสดงดัง
รูปที่ 4.3 ซ่ึงได้จากการก าหนด Minsup = 50% และ Minconf = 100% (ในโปรแกรม Apriori ค่า
สนับสนุน 50% จะหมายถึงจ านวนข้อมูลขั้นต่ า 1666 เรคคอร์ด) ผลที่ได้มีจ านวนกฎและรายละเอียด
ไอเท็มตรงกัน จึงยืนยันได้ว่าโปรแกรม Top-K-patterns ท างานได้ถูกต้อง จ านวนกฎที่ได้มี 4 กฎ คือ 

IF (vMailPlan=no)    THEN  (vMailMessage=0) 
IF (vMailMessage=0)    THEN  (vMailPlan=no) 
IF (churn=False & vMailPlan=no)  THEN  (vMailMessage=0) 
IF (churn=False & vMailMessage=0)  THEN  (vMailPlan=no) 

 
การท างานของโปรแกรม Top-K-patterns จะใช้เวลาในการประมวลผล 1.78 วินาที

ในขณะที่โปรแกรม Apriori ใช้เวลา 1.73 วินาที เวลาที่โปรแกรม Top-K-patterns ต้องใช้มากกว่า
เนื่องจากเมื่อค้นหาไอเท็มเซตที่ปรากฏบ่อยแล้วสร้างเป็นกฎความสัมพันธ์ จะต้องเรียงล าดับกฎตาม
คะแนนเฉลี่ยของค่าความเชื่อมั่นและค่าสนับสนุน จากนั้นคัดเลือกกฎที่มีคะแนนสูงสุด เค อันดับแรก 
ซึ่งโปรแกรม Apriori จะไม่มีข้ันตอนการคัดเลือกกฎ เค อันดับแรก จึงท าให้โปรแกรม Apriori 
ประมวลผลได้เร็วกว่าเล็กน้อย  
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รูปที่ 4.3 ผลการทดสอบความถูกต้องของโปรแกรม Top-K-patterns (ภาพบน) เปรียบเทียบกับ

โปรแกรม Apriori (ภาพล่าง) 
 
ในขั้นตอนการทดสอบประสิทธิภาพของกฎความสัมพันธ์ที่ได้ เมื่อผู้ใช้ระบุเงื่อนไขบังคับ

ต่าง ๆ  ได้ทดสอบกับการใช้ข้อค าถามจ านวน 8 ข้อค าถาม (ข้อค าถามที่ 2-8 ใช้ค่า Minsup และ 
Minconf เช่นเดียวกับข้อค าถามแรก) ดังนี้ 
Query 1: Rules are to be induced with the thresholds:  

 minimum support (Minsup) = 1.5% (or 50 records from the total of 3333)  

 minimum confidence (Minconf) = 80%.  
Query 2: Rules must contain the feature churn_False (or non-churner).  
Query 3: Rules must have at least three items. 
Query 4: Rules must NOT contain the feature ‘churn_False’. 
Query 5: Rules must contain the feature ‘churn_False’ as the target of the rule. 
Query 6: Rules must contain either the feature ‘churn_False’, OR ‘churn_True’. 
Query 7: Rules must contain both the features ‘churn_True’ AND ‘vMailPlan_no’. 
Query 8: Rules must satisfy these constraints:  
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 has at least three items,   

 must contain both ‘churn_False’ AND ‘vMailPlan_no’,  

 must NOT contain either the feature ‘vMailMessage_0’, OR ‘intlCalls_2’,  

 the target clause of the rules must be ‘churn_False’. 
 
ผลการทดสอบข้อค าถามที่ 1 ด้วยโปรแกรม Apriori และโปรแกรม Top-K-patterns 

แสดงภาพเปรียบเทียบได้ดังรูปที่ 4.4  

 

 
รูปที่ 4.4 การทดสอบข้อค าถามท่ี 1 ด้วยโปรแกรม Apriori และโปรแกรม Top-K-patterns 

(Query 1: Minsup=1.5% or 50 records, Minconf=80%) 
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ในกรณีของข้อค าถามที่ 2-8 โปรแกรม Apriori ไม่สามารถประมวลผลได้เนื่องจาก
โปรแกรม Apriori ไม่ได้ถูกออกแบบให้ระบุเงื่อนไขบังคับอ่ืน ๆ นอกเหนือจากค่าสนับสนุนและค่า
ความเชื่อมั่นขั้นต่ า ดังนั้นการทดสอบข้อค าถามที่ 2-8 จึงท าได้เฉพาะกับโปรแกรม Top-K-patterns 
แสดงผลที่ได้ดังรูปที่ 4.5-4.11 โดยในแต่ละภาพจะแสดงกล่องข้อความที่ระบุไอเท็มท่ีต้องการ ไอเท็ม
ที่ไม่ต้องการ และไอเท็มเป้าหมาย ไว้เหนือจอภาพที่เป็นผลลัพธ์ของการค้นหากฎความสัมพันธ์ 

ส่วนสุดท้ายของบทนี้ได้สรุปเวลาที่ใช้ในการประมวลผลแต่ละข้อค าถาม จ านวนกฎที่ได้
เมื่อจ านวนเงื่อนไขบังคับเพ่ิมมากขึ้น แสดงในรูปที่ 4.12 

 

  (ระบุไอเท็มที่ต้องการให้ปรากฏในกฎ) 

    (ระบุไอเท็มที่ไม่ต้องการให้ปรากฏในกฎ)  

 (ระบุไอเท็มในเป้าหมายของกฎ) 

 
รูปที่ 4.5 การทดสอบข้อค าถามท่ี 2 ด้วยโปรแกรม Top-K-patterns 
(Query 2: Minsup=1.5%, Minconf=80%, must contain ‘churn_False’) 
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รูปที่ 4.6 การทดสอบข้อค าถามท่ี 3 ด้วยโปรแกรม Top-K-patterns 

(Query 3: Minsup=1.5%, Minconf=80%, must contain at least 3 items) 

 
 

       

 
รูปที่ 4.7 การทดสอบข้อค าถามท่ี 4 ด้วยโปรแกรม Top-K-patterns 

(Query 4: Minsup=1.5%, Minconf=80%, must NOT contain ‘churn_False’) 
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รูปที่ 4.8 การทดสอบข้อค าถามท่ี 5 ด้วยโปรแกรม Top-K-patterns 

(Query 5: Minsup=1.5%, Minconf=80%, at target of rule must contain ‘churn_False’) 

 
 

   

 
รูปที่ 4.9 การทดสอบข้อค าถามท่ี 6 ด้วยโปรแกรม Top-K-patterns 

(Query 6: Minsup=1.5%, Minconf=80%, must contain ‘churn_False’ OR ‘churn_True’) 
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รูปที่ 4.10 การทดสอบข้อค าถามที่ 7 ด้วยโปรแกรม Top-K-patterns 

(Query 7: Minsup=1.5%, Minconf=80%, must contain ‘churn_True’ AND ‘vMailPlan_no’) 

     

 
รูปที่ 4.11 การทดสอบข้อค าถามที่ 8 ด้วยโปรแกรม Top-K-patterns 

(Query 8: Minsup=1.5%, Minconf=80%, has at least 3 items, must contain both ‘churn_Flase’ and 
‘vMailPlan_no’, must NOT contain ‘vMailMessage_0’ or ‘intlCalls_2’, target must be ‘churn_False’) 
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รูปที่ 4.12 การเปรียบเทียบเวลาที่ใช้ในการประมวลผลและจ านวนกฎที่ได้เม่ือเพ่ิมเงื่อนไขบังคับ 
 
การแสดงกราฟในรูปที่ 4.12 ใช้สเกลในแนวแกนตั้งเป็นลอการิทึมเนื่องจากข้อมูลเวลา 

จ านวนกฎ และจ านวนเงื่อนไขบังคับ มีขนาดที่แตกต่างกันมาก จากการเปรียบเทียบจ านวนเงื่อนไข
บังคับกับจ านวนกฎความสัมพันธ์ที่ได้รับ (เส้นกราฟล่างสุดและบนสุด ในรูปที่ 4.12) จะเห็นได้ว่าเมื่อ
เพ่ิมจ านวนเงื่อนไขจาก 2 เป็น 3 ในข้อค าถามที่ 2 และ 3 และจาก 4 เป็น 8 ในข้อค าถามท่ี 7 และ 8 
จะเห็นการลดลงของจ านวนกฎได้อย่างชัดเจน ส่วนในกรณีข้อค าถามที่ 3-6 จ านวนกฎที่ได้รับมีทั้ง
ลดลงและเพ่ิมข้ึนทั้งนี้ขึ้นอยู่กับรายละเอียดในเงื่อนไข ถ้าผู้ใช้ระบุชื่อและค่าของไอเท็มในเงื่อนไขต่าง
ออกไปจากตัวอย่างนี้ ผลลัพธ์ที่ได้ย่อมต่างไปเช่นเดียวกัน 

ข้อสังเกตท่ีเห็นได้ชัดเจนอีกประการหนึ่งคือในข้อค าถามท่ี 6 ใช้เงื่อนไข OR ในขณะที่ข้อ
ค าถามที่ 7 ใช้เงื่อนไข AND ในการระบุไอเท็มที่ต้องการให้ปรากฏในผลลัพธ์ ข้อค าถามที่ 6 ได้กฎ
ความสัมพันธ์จ านวน 356 กฎ ส่วนข้อค าถามที่ 7 ได้กฎความสัมพันธ์เพียง 34 กฎ 

ในการเปรียบเทียบเวลาที่ใช้ในการประมวลผล ข้อค าถามแรกใช้เวลาในการประมวลผล
มากที่สุด เนื่องจากการใช้เงื่อนไขบังคับจ ากัดเพียงเงื่อนไขค่าสนับสนุนและค่าความเชื่อมั่น (เหมือน
โปรแกรมค้นหากฎความสัมพันธ์โดยทั่วไป) เมื่อเพ่ิมเงื่อนไขบังคับลักษณะต่าง ๆ เพ่ิมมากข้ึน เวลาที่
ใช้ในการประมวลผลจะลดลง แต่สัดส่วนการลดลงของเวลาไม่มีนัยส าคัญมากนักในข้อมูลตัวอย่างชุดนี้ 
(ขนาดของข้อมูล 526 KB) แต่คาดว่าถ้าข้อมูลมีขนาดใหญ่และการระบุเงื่อนไขมีมากขึ้น เวลาที่ใช้จะ
แตกต่างกันอย่างมีนัยส าคัญ  

 

 

 

 

 

 

 

 

 



บทท่ี  5  
บทสรุป 

            

 
 5.1  สรุปผลการวิจัย 

การค้นหารูปแบบที่ปรากฏบ่อย (frequent pattern discovery) และแสดงผลลัพธ์ของ
รูปแบบที่ค้นพบในลักษณะของข้อความเชิงตรรกะ “ถ้า เกิดเหตุการณ ์ (หรือข้อมูล) X แล้ว จะเกิด
เหตุการณ ์ (หรือข้อมูล) Y ร่วมด้วย” หรือ IF X THEN Y (อาจจะเขียนรูปแบบย่อเป็น X => Y) 
เรียกว่าการท าเหมืองข้อมูลชนิดการค้นหาความสัมพันธ์ (association mining) การวิเคราะห์ข้อมูล
ในลักษณะการค้นหาความสัมพันธ์นี้ เป็นกระบวนการอัตโนมัติที่ต้องใช้การอ่านข้อมูลจากฐานข้อมลู
หลายรอบ ในแต่ละรอบโปรแกรมจะนับไอเท็ม (item, attribute, feature, or variable) ที่ปรากฏ
ร่วมกันในแต่ละทรานแซคชัน (หรือเรคคอร์ด) เพ่ือนับความถ่ีของการปรากฏร่วมกันของแต่ละกลุ่มไอ
เท็ม กลุ่มเหล่านี้เรียกว่าเซตของไอเท็ม หรือ ไอเท็มเซต (itemset)  

การท าเหมืองข้อมูลประเภทค้นหาความสัมพันธ์มุ่งเน้นที่การค้นหาเซตทีมี่ไอเท็มปรากฏ
บ่อย (frequent itemset) ขนาดตั้งแต่หนึ่งไอเท็ม ไปจนถึงหลายสิบหรือหลายร้อยไอเท็ม การอ่าน
ฐานข้อมูลหลายรอบเพ่ือนับจ านวนครั้งของการเกิดร่วมกันของกลุ่มไอเท็ม จึงเป็นงานที่ใช้เวลาและ
หน่วยความจ ามาก ในกรณีที่ข้อมูลมีจ านวนไอเท็มและจ านวนทรานแซคชันสูงมาก เช่นข้อมูลภาพ 
ข้อมูลบันทึกการเข้าใช้เว็บ เครื่องคอมพิวเตอร์ส่วนบุคคลที่ใช้งานกันทั่วไปอาจจะมีประสิทธิภาพไม่
เพียงพอที่จะประมวลผลได้ส าเร็จ 

การใช้เงื่อนไขบังคับ (constraint) เพ่ือจ ากัดขอบเขตการค้นหาไอเท็มปรากฏบ่อย เป็น
แนวทางหลักที่นิยมใช้เพ่ือเพ่ิมความเร็วในการประมวลผล และลดเนื้อท่ีหน่วยความจ าที่จ าเป็นต้องใช้
ส าหรับบันทึกความถี่ของการเกิดร่วมกันของไอเท็มในเซตที่สนใจ แนวทางแก้ปัญหาแบบอ่ืนที่เป็นไป
ได้ เช่น ใช้การประมวลผลแบบขนานเพ่ือเพ่ิมความเร็วในการประมวลผล ใช้โครงสร้างข้อมูลต้นไม้เพ่ือ
ช่วยลดพื้นที่หน่วยความจ าในการบันทกึผลลัพธ์ชั่วคราว แตก่ารใช้เงื่อนไขบังคับเป็นการลดขอบเขต
ของปริภูมิค้นหา (search space) จึงเป็นปัจจัยโดยตรงที่ช่วยลดการใช้เนื้อท่ีหน่วยความจ าและลด
เวลาการประมวลผล การใช้เงื่อนไขบังคับประกอบกับการค้นหาความสัมพันธ์ที่ปรากฏบ่อยจึงเป็น
แนวทางหลักของงานวิจัยนี้ 

เงื่อนไขบังคับที่ใช้อยู่ในโปรแกรมค้นหาความสัมพันธ์ส่วนใหญ่จะเป็นเงื่อนไขค่าสนับสนุน
ขั้นต่ า (minimum support) และค่าความเชื่อมั่นขั้นต่ า (minimum confidence) ค่าสนับสนุนขั้น
ต่ าจะหมายถึงค่าความถี่ขั้นต่ าของไอเท็มเซตปรากฏบ่อยที่ผู้ใช้คาดว่าจะให้ผลลัพธ์ที่น่าสนใจ โดยค่า
สนับสนุนของไอเท็มเซต X และ Y จะค านวณได้จากจ านวนทรานแซคชันที่ปรากฏทั้งไอเท็ม X และ Y 
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หารด้วยจ านวนทรานแซคชันทั้งหมดในฐานข้อมูล (support(XY) = number of transactions 

that contain (XY) / number of all transactions) ไอเท็มเซตที่ปรากฏบ่อยไม่ถึงเกณฑ์ข้ันต่ า
จะถูกละทิ้ง เนื่องจากผู้ใช้คาดว่าจะไม่ให้ผลลัพธ์ที่เป็นประโยชน์ต่อการน าไปใช้งาน และในข้ันตอน
ช่วงที่สองที่เป็นการสร้างกฎ “ถ้า X แล้ว Y” จากกลุ่มของไอเท็มท่ีปรากฏบ่อยถึงเกณฑ์ข้ันต่ า จะใช้
เงื่อนไขบังคับที่เรียกว่า ค่าความเชื่อม่ันขั้นต่ าของกฎความสัมพันธ์ ซึ่งเป็นสัดส่วนของค่าสนับสนุนของ
ไอเท็มทั้งเซตต่อค่าสนับสนุนของเฉพาะไอเท็มที่ปรากฏในข้อความส่วน “ถ้า” ของกฎความสัมพันธ ์

นั่นคือ confidence(X=>Y) = support(XY) / support(X) กฎความสัมพันธ์ใดที่มีค่าความเชื่อมั่น
ไม่ถึงเกณฑ์ข้ันต่ าที่ผู้ใช้ระบุ จะไม่ถูกแสดงเป็นผลลัพธ์ 

โปรแกรม Apriori (Agrawal and Srikant, 1994) เป็นโปรแกรมแรกที่ใช้ค่าสนับสนุน
และค่าความเชื่อมั่นขั้นต่ าเป็นเงื่อนไขบังคับ เพ่ือเพ่ิมความเร็วของการค้นหารูปแบบของไอเท็มเซตที่
ปรากฏบ่อยและแสดงผลลัพธ์ในลักษณะกฎความสัมพันธ์ โปรแกรมนี้ได้รับความส าเร็จสูงมากในการ
ประยุกต์ใช้กับข้อมูลในงานด้านต่าง ๆ แต่เนื่องจากข้อจ ากัดของโปรแกรม Apriori ที่ผู้ใช้จะต้อง
ทดลองประมวลผลข้อมูลหลายครั้ง แล้วสังเกตจากผลลัพธ์ที่ได้เพ่ือปรับค่าสนับสนุนและค่าความ
เชื่อมั่นขัน้ต่ าให้เหมาะสมกับข้อมูลของตน นอกจากนี้กฎที่ได้จะปรากฏไอเท็มที่อาจจะมีความน่าสนใจ
กระจายไปในแต่ละกฎตามความถ่ีที่ไอเท็มนั้น ๆ เกิดร่วมกับไอเท็มอ่ืน ๆ ในฐานข้อมูลทรานแซคชัน 
ท าให้เป็นปัญหาต่อผู้ใช้ในการค้นหากฎที่มีการเกิดขึ้นของไอเท็มที่น่าสนใจเพ่ือน าไปใช้ประโยชน์ต่อไป 

ปัญหาของข้อจ ากัดดังกล่าวข้างต้นจึงเป็นที่มาของงานวิจัยนี้ ทีผู่้วิจัยมีวัตถุประสงคห์ลัก
ต้องการจะออกแบบโปรแกรมท าเหมืองข้อมูลประเภทการค้นหากฎความสัมพันธ์ ให้ผู้ใช้สามารถใช้
งานโปรแกรมได้สะดวกขึ้น ผู้ใช้ทีไ่มท่ราบรายละเอียดขั้นตอนการค้นหากฎความสัมพันธ์สามารถใช้
ค าสั่งที่ไม่ต้องระบุเงื่อนไขบังคับมาก โดยเรียกใช้ค าสั่ง top_K_patterns(K) และระบุเพียงจ านวนกฎ
ที่ต้องการให้แสดงในผลลัพธ์ โปรแกรมจะก าหนดค่าสนับสนุนและค่าความเชื่อมั่นขั้นต่ าให้กับผู้ใช้ 
จากนั้นจะแสดงกฎความสัมพันธ์ที่มีค่าความเชื่อมั่นและค่าสนับสนุนสูงสุด เค อันดับแรกให้ผู้ใช้ทราบ 

ส าหรับผู้ใช้ที่มีความเชี่ยวชาญในการใช้งานโปรแกรมท าเหมืองข้อมูล ประเภทการค้นหา
กฎความสัมพันธ์มาก่อนแล้ว และเข้าใจวิธีการรวมถึงเทคนิคก าหนดค่าสนับสนุนและค่าความเชื่อมั่น
ขั้นต่ า โปรแกรม Top-K-patterns ที่พัฒนาขึ้นนี้จะช่วยอ านวยความสะดวกให้กับผู้ใช้มากขึ้น โดย
ผู้ใช้สามารถระบุเงื่อนไขบังคับอื่น ๆ เพิ่มขึ้น ได้แก่ 

 ระบจุ านวนกฎที่ต้องการให้แสดงในผลลัพธ์ 

 ระบุจ านวนไอเท็มขั้นต่ าที่จะปรากฏในกฎความสัมพันธ์ 

 ระบุชื่อไอเท็มที่ต้องการให้ปรากฏในกฎความสัมพันธ์ (หมายถึง ไอเท็มที่ระบุ
ปรากฏในส่วนใดของกฎก็ได้) 
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 ระบุชื่อไอเท็มที่ไม่ต้องการให้ปรากฏในกฎ (ใช้ในกรณีที่ผู้ใช้ไม่สนใจไอเท็มนั้น 
ถึงแม้จะเป็นไอเท็มที่ปรากฏบ่อยก็ตาม) 

 ระบุรายการไอเท็มที่ต้องการให้ปรากฏ (หรือไม่ปรากฏ) ในกฎความสัมพันธ์ได้
หลายรายการในลักษณะของการด าเนินการเชิงตรรกะ AND และ OR 

 ระบุชื่อไอเท็มที่ต้องการให้ปรากฏในส่วนผลของกฎ (นั่นคือ ปรากฏในส่วนหลัง
ข้อความ THEN ในกฎ IF-THEN) 

 
การใช้เงื่อนไขบังคับระบุชื่อไอเท็มในส่วน THEN จะช่วยให้ผู้ใช้สามารถใช้งานโปรแกรม

ท าเหมืองข้อมูลแบบค้นหากฎความสัมพันธ์ (association mining) ในลักษณะเดียวกับการจ าแนก
ประเภทข้อมูล (classification) ได้ 

 
5.2  ข้อจ ากัดของโปรแกรมและข้อเสนอแนะ 

โปรแกรม Top-K-patterns ที่พัฒนาขึ้นนี้ใช้วิธีการโปรแกรมเชิงตรรกะด้วยเงื่อนไข
บังคับ (constraint logic programming) ประสบผลส าเร็จตามวัตถุประสงค์ นั่นคือสามารถท างาน
ได้ถูกต้องเทียบเท่ากับโปรแกรม Apriori ที่นิยมใช้กันแพร่หลายในปัจจุบัน และโปรแกรม Top-K-
patterns สามารถระบุเงื่อนไขบังคับได้หลากหลายมากกว่าโปรแกรม Apriori แตก่ารโต้ตอบกับผู้ใช้
ยังต้องได้รบัการปรบัปรงุใหมี้จอภาพโต้ตอบทีส่วยงามและน่าใช้มากขึน้กว่าในเวอรช์ันปัจจุบัน  

การพัฒนาโปรแกรมด้วยซอฟต์แวร์ ECLiPSe ช่วยให้ซอร์สโค้ดของโปรแกรมสั้นและ
พัฒนาโปรแกรมได้เร็ว แต่นักพัฒนาโปรแกรมท่ีไม่คุ้นเคยกับวิธีการโปรแกรมเชิงตรรกะด้วยเงื่อนไข
บังคับอาจจะท าความเข้าใจโปรแกรมได้ยาก ผู้วิจัยจึงมีแนวคิดท่ีจะปรับเปลี่ยนซอฟต์แวร์เป็น SWI 
Prolog ที่ใช้พื้นฐานการโปรแกรมเชิงตรรกะเป็นแนวทางหลัก และใช้ constraint handler เป็นส่วน
เสริมในการประมวลผลเงื่อนไขบังคับ  

แนวทางการพัฒนาในอนาคตที่ส าคัญคือการปรับปรุงวิธีการประมวลผลของโปรแกรม 
Top-K-patterns ให้สามารถรองรับข้อมูลขนาดใหญ่มากได้ วิธีการหนึ่งที่เป็นไปได้คือใช้วิธีการแบ่ง
ข้อมูลเป็นส่วนย่อยและประมวลผลในแบบเพิ่มพูน (incremental)  
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Abstract—Constraint logic programming is a declarative 

programming style combining the features of logic programming and 

constraint propagation to solve combinatorial and optimization 

problems such as resource allocation, scheduling, and routing. We 

consider the problem of mining frequent patterns within a setting of 

constraint logic programming approach. Frequent patterns are 

patterns such as sets of features or items in transactions that appear 

frequently. Such patterns can reveal associations, correlations, and 

many other interesting relationships hidden in a dataset. Constraints 

can play an important role in improving the performance of mining 

algorithms. The problem of constraint-based pattern mining can be 

formulated as the discovery of all patterns in a given dataset that 

satisfy the specified constraints. We present implementation of 

problem modeling and solving with respect to pattern mining in 

knowledge discovery in databases. 

 

Keywords— Frequent pattern discovery, Itemset mining, Logic-

based programming, Constraint programming, ECLiPSe constraint 

system.  

I. INTRODUCTION 

HE main goal of data mining is to extract hidden 

knowledge from data [8]. Knowledge is a valuable asset 

to most organizations as a substantial source to enhance 

understanding of data relationships and support better 

decisions to increase organizational competency. Automatic 

knowledge acquisition can be achieved through the 

availability of the knowledge induction component. The 

induced knowledge can facilitate various knowledge-related 

activities ranging from expert decision support, data 

exploration and explanation, estimation of future trends, and 

prediction of future outcomes based on present data. The 

methodology of knowledge induction is known as knowledge 

discovery in databases, or data mining.  

Data mining methods are broadly defined depending on the 

specific research objective and involve different classes of 
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mining tasks including regression, classification, clustering, 

identifying meaningful associations between data attributes. 

The later mining task refers to association mining, or market 

basket analysis [9] in the retail business domain, which is the 

main focus of our research.  

Association mining is a popular method for discovering 

relations between features or variables in large databases [11], 

[12], [14], [19] and then presenting the discovered results as a 

set of if-then rules, such as {milk, bread} => {butter} to 

indicate that if a customer buys milk and bread, he or she is 

more like to buy butter as well. Association rule generation 

process is composed of two major phases: frequent itemset 

mining and rule generation. Frequent itemset mining is to find 

all items or features that are frequently occurred together [13], 

[21]. It is an import phase of association mining because it is a 

difficult task to search all possible itemsets. We thus pay 

attention to the design and implementation of frequent itemset 

discovery by applying the methodology of constraint logic 

programming. Our implementation is based on the ECLiPSe 

constraint system.  

The organization of this paper is as follows. The problem of 

frequent pattern discovery is defined in Section 2. Then the 

logic-based and constraint programming implementation of 

frequent pattern discovery is explained and demonstrated in 

Section 3. Experimentation and results are presented in 

Section 4. Finally, Section 5 concludes the paper with 

discussion of our future research direction. 

 

II. CONCEPTS AND TECHNIQUES OF FREQUENT PATTERN 

DISCOVERY 

Frequent patterns are patterns such as sets of features or 

items that appear in data frequently. Frequent pattern mining 

focuses on the discovery of relationships or correlations 

between items in a dataset. A set of market basket transactions 

[1], [2] is a common dataset used in frequent pattern analysis. 

A dataset is typically in a table format. Each row is a 

transaction, identified by a transaction identifier or a TID. A 

transaction contains a set of items bought by a customer. A set 

of transactions might be organized in either an enumerated 

(dense), or a sparse binary vector format [6]. In either format a 

dataset can be processed horizontally or vertically. Figure 1 

illustrates the data organization formats of a simple market 

basket dataset.  
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TID Items 

1 {Cereal, Milk} 

2 {Beer, Cereal, Diaper, Egg} 

3 {Beer, Diaper, Milk} 

4 {Beer, Cereal, Diaper, Milk} 

5 {Diaper, Milk} 

(a) Horizontally enumerated format 

 

T
ID

 

Item IDs 

B C D E M 

2 1 2 2 1 

3 2 3  3 

4 4 4  4 

  5  5 

(b) Vertically enumerated format 

 

TID Item  IDs 

 B C D E M 

1 0 1 0 0 1 

2 1 1 1 1 0 

3 1 0 1 0 1 

4 1 1 1 0 1 

5 0 0 1 0 1 

(c) Horizontal binary vector 

 
TID Item  IDs 

 B C D E M 

1 0 1 0 0 1 

2 1 1 1 1 0 

3 1 0 1 0 1 

4 1 1 1 0 1 

5 0 0 1 0 1 

(d) Vertical binary vector 

 
Fig. 1 horizontal and vertical organization schemes of transaction 

database 

 

In a horizontally enumerated data organization (Figure 

1(a)), each transaction contains only items positively 

associated with a customer purchase. It is a simplistic 

representation of market basket data because it ignores other 

information such as the quantity of purchased items or the 

profit of item sold. A horizontally enumerated format is 

sometimes referred to as a TidLists dataset organization. 

In a vertical organization of items bought enumeration 

(Figure 1(b)), each column stores an ordered list of TIDs of 

the transactions that contain an item. This format of a dataset 

occupies that same space as the horizontally enumerated 

format. 

Figures 1(c) and 1(d) represent a binary vector format. A 

value in each vector cell is 1 if the item is present in a 

transaction and 0 otherwise. A binary vector format is referred 

to as a TidSets dataset organization. 

Recent attention has been given to the influence of data 

organization on the performance of the process of frequent 

pattern discovery. A vertical vector organization has been 

proven an efficient layout for the problem of frequent pattern 

discovery, but it suffers from the memory usage. In this paper, 

we study the performance of frequent pattern discovery based 

on the horizontal item organization. 

In frequent pattern mining, we are interested in analyzing 

connections among items. A collection of zero or more items 

is called an itemset. For example, the first transaction in 

Figure 1 contains the itemset {Cereal, Milk}. Since this set 

contains two items, it is called a 2-itemset. An itemset can be 

an empty set, a 1-itemset, a 2-itemset, and so on. Figure 2 

shows all combinations of distinct itemsets from the set of 

items {B, C, D, E, M}, where B = Beer, C = Cereal, D = 

Diaper, E = Egg, and M = Milk. 

 

 

Fig. 2 a lattice of possible frequent patterns from the five distinct 

items  

 

The discovery of interesting relationships hidden in large 

datasets is the objective of frequent pattern mining. The 

uncovered relationships can be represented in the form of 

association rules. An association rule is an inference of the 

form X  Y, where X and Y are non-empty disjoint itemsets. 

To form association rules, we consider only valid itemsets. An 

itemset is valid if it really occurs in a transaction. For instance, 

from a dataset shown in Figure 1 an itemset {Egg, Milk} is 

invalid because none of the customers buy both eggs and 

milk. 

The identification of all valid itemsets is computational 

expensive. It can be seen from Figure 2 that a dataset of I 

items has 2I distinct itemsets. To reduce the search space, the 

measurements of support and confidence are used to constrain 

the mining process.  

The constraint support forces the mining process to 

discover only relationships that occur frequently, while 

confidence constrains the reliability of the inference made by a 

rule.  
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The support count for an itemset Z, denoted as (Z), is the 

number of transactions that contain a particular itemset Z. As 

an example, consider a dataset in Figure 1, there are three 

transactions (TID 2, 3, 4) that contain the item Beer, thus 

(Beer) = 3. Given the definition of support count, the metrics 

support and confidence of the association rule X  Y can be 

defined as follows [9]. 

Support, s(X  Y) =   
( X Y )

N

 
 ,   

where N is the number of all transactions. 

Confidence, c(X  Y) = 
( X Y )

( X )






. 

 

Given a dataset as shown in Figure 1, an example of 

association rule is the statement that "customers who buy beer 

also buy diaper, with 60% supporting transactions and 100% 

confidence." An itemset is called a frequent itemset if its 

support is greater than or equal user-specified support 

threshold (called minSup).  

An association rule generated from frequent itemset with 

the confidence greater than or equal a confidence threshold 

(called minConf) is considered a valid association rule. With 

the pre-specified minSup and minConf metrics, the problem of 

association rule discovery can be stated as follows: Given a 

set of transactions, find all the rules having support  minSup 

and confidence  minConf. This problem can be decomposed 

into two subtasks: 

(1) Frequent itemset generation: find all itemsets that 

satisfy the minSup threshold. 

(2) Rule generation: generate from frequent itemsets all 

high confidence rules. 

 

It is the minSup constraint that helps reducing the 

computational complexity of frequent itemset generation. 

Suppose we specify minSup = 2/5 = 40% on a set of 

transactions shown in Figure 1; the item {Egg} is infrequent. 

As a result, all supersets of {Egg} are also infrequent. All 

infrequent itemsets can then be pruned to reduce the search 

space (see Figure 3). 

This pruning strategy is called an anti-monotone property 

and has been applied as a basis for searching frequent patterns 

in the well known algorithm Apriori [1], [2]. The detail of this 

algorithm is given in Figure 4. 

The Apriori-like algorithms find all frequent itemsets by 

generating supersets of previously found frequent itemsets. 

This generate-and-test method is computational expensive. 

Han et al [10] proposed a different divide-and-conquer 

approach based on the prefix-tree structure that consumes less 

memory space. Toivonen [20] employed sampling techniques 

to deal with frequent pattern mining from large databases. 

Zaki et al [22] tackled the problem by means of parallel 

computation.  

 

Fig. 3 a reduced search space after pruning an infrequent item E 

 

 

Algorithm Frequent pattern discovery 

Input: Transaction database, DB, of itemset I 

           Minimum support threshold, minSup 

Output: Sets of frequent patterns of length 1 to k,  

                         P1, .., Pk 

1.  P1 = {x |x is an item in I and s(P)  minSup }  

                                                      // 1-item pattern  

2.  For (k=1; Pk  ; k++) do 

2.1     Ck+1 = Generate_candidate(Pk ) 

2.2     For each Ti  DB do 

2.2.1        Increment the count c of all candidates in Ck+1  

                       that are contained in Ti 

2.3      Pk = {c |c  Ck  and c.count  minS } 

3.  Return k Pk   // return all sets of frequent patterns 

 

Algorithm Generate_candidate  

Input:  Pattern at current level, Pi-1 

Output: Pattern in larger level, Ci 

1.    Ci =     // initialize candidate frequent pattern set  

                // as an empty set 

2.   For each pattern J in Pi-1 do 

2.1     For each pattern K in Pi-1 and K  J do 

2.1.1         If i-2 of the elements in J and K are equal then 

2.1.2                  If all subsets of {K  J } are in Pi-1 then 

 2.1.3                      Ci = Ci  {K  J } 

3.   Return Ci 

Fig. 4 a pseudo code of Apriori algorithm [1], [2] 
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Some researchers [4], [7], [16], [17], [18] consider the issue 

of search space reduction through the concept of constraints. 

Our research is in the same direction as De Raedt et al [7]. We 

consider the problem of mining frequent patterns within a 

setting of constraint logic programming using the ECLiPSe 

constraint system [3].  

Constraints can play an important role in improving the 

performance of mining algorithm. The problem of constraint-

based pattern mining can therefore be formulated as the 

discovery of all patterns in a given dataset that satisfy the 

specified constraints. In the next section, we present work in 

progress of problem modeling and solving with respect to the 

frequent pattern discovery in a transaction database. 

III. LOGIC-BASED AND CONSTRAINT-BASED PROGRAMMING 

PARADIGMS 

The problem of frequent pattern discovery is to determine 

how often a candidate pattern occurs. A pattern is a set of 

items co-occurrence across a database. Given a candidate 

pattern, the task of pattern matching is then applied to search 

for its frequency looking for the patterns that are frequent 

enough. The outcome of this search is frequent patterns that 

suggest strong co-occurrence relations between items in the 

dataset. We suggest that such pattern oriented task can be 

efficiently implemented with logic-based languages. 

 

A. Logic Program 

In logic programming, a statement is called a clause, which 

is a disjunction of literals (atomic symbols or their negations) 

such as p q and  p r. A statement is in clausal form if it is 

a conjunction of clauses such as (p q)  ( p r). Logic 

programming is a subset of first order logic in which clauses 

are restricted to Horn clauses. 

A Horn clause, named after the logician Alfred Horn [15], 

is a clause that contains at most one positive literal such as  

p q r. Horn clauses are widely used in logic programming 

because their satisfiability property can be solved by 

resolution algorithm (an inference method for checking 

whether the formula can be evaluated to true). 

A Horn clause with no positive literal, such as  p q, 

which is equivalent to  ( p  q ), is called query in Prolog and 

can be interpreted as „:- p, q’ in which its value (true/false) to 

be proven by resolution method. A clause that contains 

exactly one positive literal such as r is called a fact 

representing a true statement, written in clausal form as „r :-’ 

in which the condition part is empty and that means r is 

unconditionally true. Therefore, facts are used to represent 

data.  

A Horn clause that contains one positive literal and one or 

more negative literals such as  p q r is called a definite 

clause and such clause can equivalently written as (p q) r 

which in turn can be represented as a Prolog rule as r :- p, q. 

The symbol „:-’ is intended to mean „‟, which is implication 

in first-order logic (it stands for „if‟), and the symbol „,‟ 

represents the operator  (or „AND‟). 

In Prolog, rules are used to define procedures and a Prolog 

program is normally composed of facts and rules. Running a 

Prolog program is nothing more than posing queries to obtain 

true/false answers. The advantages of using logic 

programming are the flexible form of query posing and the 

additional information regarding variable instantiation 

obtained from the Prolog system once the query is evaluated 

to be true. 

The symbols p, q, r are called predicates in first-order logic 

programming and they can be quantified over variables such 

as r(X) :- p(X,Y), q(Y). This clause has the same meaning as 

X ( p(X,Y)  q(Y)  r(X) ).The scope of variables is within a 

clause (delimit the end of clause with a period). Horn clauses 

are thus the fundamental concept of logic programming. 

The search for patterns of interest can be efficiently 

programmed using the logic-based language such as Prolog. 

In Prolog, the feature of pattern matching can be defined 

through the use of arguments. For example, the following 

program [5] demonstrates the length function (in Prolog it is 

called predicate instead of function) to count the number of 

elements in a list. Last argument is normally a place holder for 

an output.  

Variables in Prolog start with an uppercase letter such as 

Xs, L, X. The first statement of the length predicate declares 

the fact that the length of an empty list is zero. The last 

statement of length predicate can be read as “length of the 

list (X|Xs) is L is length of the list (Xs) is M and L is M+1.” 

length([ ], 0).  -- pattern 1: length of an empty list is 0 

length( (X|Xs), L) :-  length( Xs, M), L is M+1.    

-- pattern 2: length of a list whose first  

-- element is X and remainder is Xs is 1+  length of Xs 

 
In declarative language such as Prolog, programs are sets of 

definitions and recursion is the main control structure of the 

program computation. In imperative or procedural languages, 

such as C and Java, programs are sequences of instructions 

and loops are the main control structure. A logic programming 

language like Prolog is a declarative language in which 

programs are sets of predicate definitions.  

Predicates are true or false when applied to an object or set 

of objects. A predicate definition has a dual meaning: (1) it 

describes what is the case, and (2) it describes the way to 

compute something. 

Declarative languages are mathematically sound. It is easy 

to prove that a declarative program meets its specification, 

which is an important requirement in software industry. 

Declarative style makes a program better engineered, that is, 

easier to debug, easier to maintain and modify, and easier for 

other programmers to understand.  

The following is the coding of frequent pattern mining 

program in Prolog language with a simple transaction 

database of five items as appeared in Figure 1(a). 
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%%  FrequentPattern.pl 
%          call ?-  r1. 
%                ?-  r2(X). 
%                ?-  clear. 

tid(5).                   % all transactions=5 

s(3).                     % support=3 or 0.6 

n([b,c,d,e,m]).       % all items 
 
item([c, m]).               
item([b, c, d, e]). 
item([b, d, m]).           
item([b, c, d, m]). 
item([d, m]). 
 
r1 :-  n(X),  cL1(X). 
r2(X) :-  cC2(X). 
r3(X) :-  cC3(X). 
 
clear :- retractall(l1(_)),   
            retractall(c1(_)), 
            retractall(c2(_)) ,  
            retractall(l2(_)), 
            retractall(c3(_)),  
            retractall(l3(_)). 

cL1([]).      % Create L1 
cL1([H|T]) :-   
      findall(X, f([H], X), L),  
      length(L, Len), 
      Len >= 2 , ! , 
      write( ok-head-H-len=Len),  
      nl, 
      cL1(T),  
      assert(l1(([H], Len))) 
      ; 
      cL1(T). 
 

      % Create C2, L2 
cC2(X) :-   
      l1((X,_)),  
      l1((X2,_)), 
      X \==X2,  
      write(X-X2), 
      union(X, X2, Res), 
      assert(c2((Res))) ,   
      retract(l1((X,_))) ,  
      nl. 
 
crC2(L) :- findall(X, c2(X), L). 
 
cL2([]). 
cL2([H|T]) :-  
      findall(X, f(H, X), L),  
      length(L, Len), 
      Len >= 2 ,!, 
      write( ok-head-H-len=Len),  
      nl, 
      cL2(T),  
      assert(l2((H,Len))) 
      ; 
      cL2(T). 
 
cC3(X) :-  
       l2((X,_)),  
       l2((X2,_)), 
       X \==X2,  

       write(X-X2), 
       union(X, X2, Res), 
       assert(c3((Res))) ,   
       retract(l2((X,_))) ,   
       nl. 
 
crC3(L) :- findall(X, c3(X), L). 
 
cL3([]). 
cL3([H|T]) :-  
       findall(X, f(H, X), L),  
       length(L, Len), 
       Len >= 2 , !, 
       write( ok-head-H-len=Len),  
       nl , 
       cL3(T), 
       assert(l3((H, Len))) 
       ; 
       cL3(T). 
f(H, X) :- item(X),  

              subset(H, X). 

 

The Prolog implementation of frequent itemset mining uses 

the findall, assert, and retract predicates, which are higher 

order. Higher-order predicate is a predicate in a clause that 

can quantify over other predicate symbols [5]. As an example, 

besides the rule r(X):- p(X,Y), q(Y), if we are also given the 

following five Horn clauses (or facts): p(1, 2). p(1, 3). p(5, 4). 

q(2). q(4).  

By asking the query: ?- r(X), we will get the response as 

„true‟ and also the first instantiation information as X=1. If we 

want to know all instantiations that make r(X) to be true, we 

may ask the query: ?- findall(X, r(X), Answer).We will get the 

response: Answer = [1,5], which is a set of all answers 

obtained from the predicate r(X) according to the given facts. 

The predicate symbol findall quantifies over the variables X, 

Answer, and the predicate r. The predicate findall is thus 

called a higher-order predicate. 

 

B. Constraint Logic Program 

Constraint logic programming is a declarative programming 

style that combines the features of logic programming and 

constraint propagation to solve combinatorial and 

optimization problems. A constraint logic program is an 

extension of logic program by including constraints in the 

body of the clauses. Common structure of a constraint 

program is consisted of the part to define variables and 

constraints on variables and the part to search for a valid value 

on each variable. This is the style of constraint-and-search. 

The structure of constraint logic program is as follows: 

solve(Variables) :- 

          setup_constraints(Variables), 

          search(Variables). 

 Figure 5 demonstrates the different between logic program 

and constraint program on the same problem of map coloring 

[3]. The problem is given four colors and four regions, the 

program has to provide coloring scheme such that two 

consecutive regions have different colors. 
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% Map coloring problem 
%    Prolog style: Generate-and-test 
color(red). 
color(green). 
color(blue). 
color(yellow). 
color_LP([A,B,C,D]) :-  

color(A), 
color(B), 
color(C), 
color(D), 
A \= B,    A \= C,   A \= D,     
B \= C,    B \= D,     
C \= D. 

% Map coloring problem 
%   CLP style: Constrain-and-search 
:- lib(fd). 

color_CLP([A,B,C,D]) :-  

 [A,B,C,D]::[red, green, blue, yellow], 

 alldifferent([A,B,C,D]), 

      labeling([A,B,C,D]). 

Fig. 5 Logic programming versus constraint logic programming 

 

The following implementation is the coding of frequent 

pattern mining in constraint logic programming using the 

ECLiPSe system (http://www.eclipseclp.org). The data set is 

transactional database containing itemset I as appeared in 

Figure 1(a). The constraint problem can be formulated as: 

given a transactional database D and a minimum support 

threshold , find all frequent itemsets FS such that FS = { X  

 | support(X)   }. Screenshots of ECLiPSe system when a 

minimum support has been set to be 0.3 and 0.6 are shown in 

Figure 6. 

% Frequent pattern discovery with constraint 
:-lib(listut). 
:-dynamic(c/2). 
item([[b], [c], [d], [e], [m]]). 
t([c, m]).             
t([b, c, d, e]).     
t([b, d, m]).  
t([b, c, d, m]).     
t([d, m]). 

solve(Sigma) :-      %   Sigma=MinSupport 
    retract_all(c(_,_)), 
    findall(X,t(X),AllTrans), 
    length(AllTrans,NoTrans), 
    MinSup is Sigma*NoTrans, 
    item(IT), 

                            % scan in all transactions 
    (foreach(Y,IT), param(MinSup)           
       do findall(Y,(t(T), subset(Y,T)), Res), 
            length(Res, Len), 
            (Len >= MinSup -> writeln(Y-Len), 
                                             assert(c(1,Y)) ;  true) ), 
    (for(K,1,5), param(MinSup)  
       do (findall(Y, c(K,Y), RR),  
              KK is K+1, 

              findall(R1, (subset(S, RR),  
                                myunion(S, R1),   
                                length(R1,Len), 
                                Len = KK),  Res11), 
              maplist(flatten, Res11, Res12),   
              remove_dups(Res12, Res1), 

             (Res1=[] -> fail ; true), % break when [ ] 
             (foreach(Y1, Res1), param(KK),  
                                     param(MinSup)  
                do findall(Y1, (t(T), subset(Y1, T)), Res2), 
                     length(Res2,Len1) , 
                     (Len1 >= MinSup ->  
                                      writeln(Y1-Len1), 
                                      assert(c(KK,Y1)) ; true) )  

                 )   ).     % end solve 
myunion([X,Y], Z) :- union(X,Y,Z). 

 

 

 
Fig. 6 Screenshots of ECLiPSe constraint system with 0.6 (top 

screen) and 0.3 (bottom) minimum support values, respectively 
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IV. EXPERIMENTATION 

We comparatively study the performance of our 

implementations of frequent pattern discovery using logic 

programming (SWI Prolog) and constraint logic programming 

(ECLiPSe constraint system). All experimentations have been 

performed on a 796 MHz AMD Athlon notebook with 512 

MB RAM and 40 GB HD. We select four datasets from the 

standard UCI Machine Learning Repository (http:// 

www.ics.uci.edu/~mlearn/MLRepository.html) to test the 

speed and memory usage of the programs. The details of 

selected datasets are summarized in Table 1. 

 

TABLE I 

DATASET  CHARACTERISTICS 

Dataset File size # Transactions 
# Items 

Vote 13.2 KB 300 17 

Chess 237 KB 2,130 37 

DNA 252 KB 2,000 61 

Mushroom 916 KB 5,416 23 

 
 

The frequent pattern discovery programs have been tested 

on each dataset with various minSup values, ranging from 

0.005 to 0.5. Performance comparisons of logic programming 

(LP) and constraint logic programming (CLP) in terms of 

speed and memory usage on four datasets are shown in 

Figures 7 and 8, respectively. It can be noticed from the 

experimental results that on both speed and memory usage 

comparison CLP performs better than LP. However, the 

degree of difference is insignificant. 

 

V. CONCLUSION 

Frequent pattern discovery is one major problem in the 

areas of data mining and business intelligence. The problem 

concerns finding frequent patterns hidden in a large database. 

Finding such frequent patterns has become an important task 

because it reveals associations, correlations, and many other 

interesting relations among items in the databases. We suggest 

that the problem of frequent pattern discovery can be 

efficiently and concisely implemented with high-level 

declarative language such as Prolog. Coding in declarative 

style takes less effort because pattern matching is a 

fundamental feature supported by most logic-based languages. 

The implementation of Apriori algorithm using Prolog 

confirms our hypothesis about conciseness of the program.  

We also extend our study by implementing the algorithm 

with constraint logic programming paradigm using the 

ECLiPSe constraint system. The performance studies also 

support our intuition on the issue of efficiency because our 

constraint-based implementation is slightly more efficient than 

the conventional logic programming implementation in terms 

of speed and memory usage.  

 

 
(a) Vote data 

 
(b) Chess data 

 
(c) DNA data 

 
(d) Mushroom data 

 
Fig. 7 speed comparison of logic program versus constraint logic 

program 
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(a) Vote data 

 
(b) Chess data 

 
(c) DNA data 

 
(d) Mushroom data 

 

Fig. 8 Memory usage comparison of logic program versus constraint 

logic program 

 

This preliminary study supports our belief regarding 

constraint-based declarative programming paradigm towards 

frequent pattern discovery. We focus our future research on 

the design of constraint formulating and processing to 

optimize the speed and storage requirement. We also consider 

the extension of the algorithm in the course of concurrency to 

improve its performance. 
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Abstract 

In the era of digital technologies, most enterprises have collected huge amount of data in 

an electronic form. Business intelligence technology has emerged as a tool to support 

information summarization, pattern extracting, knowledge discovery, and other knowledge-

related tasks. The main part of most business intelligence software is the data mining engine 

to analyze and report relationships that exist in the stored data. Visualization tools are 

created to help data analysts easily explore the induced information. For extremely large 

amount of data stored in the data warehouse and data marts, simply explore information and 

knowledge through the visualize tool is not possible. We thus propose to put more constraints 

in the data mining engine of the BI software. We design the framework of the proposed BI 

system to predict customer churn in the telecommunication industry. The logic-based 

implementation and performance testing results of the constraint-based pattern mining are 

also illustrated in this paper. 

 

Keywords: Constraint data mining, Pattern induction, Business intelligence, Customer 

churn prediction, Constraint logic programming 

 

1. Introduction 

Business intelligence (BI) is a broad term normally used to refer to any aspect of 

computer-based business applications including decision support, information 

management, marketing automation, and intelligent data analysis  [5, 10, 14]. The task 

of automatically extracting patterns from data related to decision making is normally 

done by applying statistical techniques [5]. Such methods cannot keep pace with the 

exponential growth of electronic data. Business analysts are gradually exploiting a 

faster tool of data mining techniques. Therefore, current BI software in the market 

contains more or less some modules of intelligent analysis based on data mining to 

extract useful information hidden in the enterprise databases. The extracted information 

from this automatic process is however tremendous in its quantity. Analysts have to 

post-process the analysis results by thoroughly exploring and selecting only the most 

informative knowledge reported to executives. Constraint data mining is thus lately 

proposed by several researchers [6, 13, 22, 23, 24] as a technique to alleviate the 

problem of superfluous knowledge. 

In this paper, we propose a framework of incorporating a constraint -based pattern 

mining as a knowledge discovery module in the BI software. Such module can help 

analysts filter from large amount of knowledge the most relevant ones to their interest. 

The design and implementation of our pattern mining feature are based on the 

 

 

 

 

 

 

 

 



International Journal of Multimedia and Ubiquitous Engineering 

Vol. 8, No. 3, May, 2013 

 

 

12 

 

association rule induction [1]. Querying the induced rules can also be performed 

through the logic-based language based on the Prolog syntax. The mining steps of our 

system are constrained by preferences, which are to be identified by analyzer. The 

experimentation to evaluate to performance of the proposed system has been done 

through the analysis of customer churn. 

Customer churn, also known as customer attrition or customer turnover, is the loss of 

existing customers to another company or service provider. Business sectors take 

customer churn as a serious subject because the cost of retaining current customers is 

much lower than acquiring the new ones [25]. Conventional statistical methods such as 

logistic regression analysis [17] are normally adopted to analyze and predict churning 

customers. In the context of business intelligence, emerging techniques from the data 

mining research field can also be applied to help analyzing churn customer  in more 

various aspects than the conventional methods. Automatic data analysis by means of 

data mining and machine learning technologies has long been applied to the  problem of 

churn analysis (as summarized in Table 1). 

Table 1. Summary of data mining techniques applied to churn analysis and 
prediction 

Literature Year Business Sector Data Mining Techniques 

[15] 1997 Finance Rough set theory 

[11] 1998 Finance Genetic algorithm, Rough set theory, 

Decision tree induction, Logistic regression 

[18] 2003 Telecommunication Naïve Bayes 

[28] 2005 Telecommunication Support vector machine, Neural network, 

Decision tree induction, Naïve Bayes 

[27] 2006 Telecommunication Decision tree induction, Logistic regression 

[17] 2006 Finance Logistic regression 

[2] 2007 Telecommunication Decision tree induction 

[20] 2009 Telecommunication Hybrid of decision tree induction and 

logistic regression 

[4] 2009 Finance, 

Telecommunication, 

Mass media, Retail 

Decision tree induction, Logistic regression 

[21] 2010 Telecommunication Principal component analysis and clustering 

[7] 2010 Finance, Supermarket Probabilistic tree, AdaBoost 

[9] 2010 Finance Support vector machine with rule 

representation 

[8] 2011 Finance, Retail, 

Telecommunication 

Boosting, Bagging 

[26] 2011 Telecommunication Ant colony optimization, Support vector 

machine with rule representation 

[19] 2011 Shipping Rule induction 

[12] 2011 Finance Similarity-based approach 
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Most work on customer churn analysis aims at inducing an accurate churner/non-

churner classification model. Besides high predictive accuracy of the model, 

comprehensibility is also an important issue as pointed out in recent work on churn 

prediction [12, 19, 26]. We also agree to the comprehensibility and applicability issues 

in customer churn analysis. The model representation should be in a form that is easy to 

understand by most users, not just the experts. We thus consider deliver model 

induction results as a set of association rules. In this paper, we also propose a 

framework to incorporate induced model to the decision support system. The design and 

implementation of constraint-based rule induction module are main contribution of this 

paper. 

 

2. Pattern Analysis Framework and Mining Method 

We design the inductive customer churn analysis framework (Figure 1) with the main 

purpose of providing early suggestion to strategic planners before customers actually 

leaving the company. The content management module is the part to access customer 

details from the stored data. Not every single detail is to be used by the inductive 

module, therefore the three modules (that is, content segmentation, content conversion, 

and DM format manager) are necessary for screening and extracting potentially useful 

features from the database. Selected data in an appropriate format are then sent to the 

knowledge management module to analyze and induce model that can characterize 

customers’ patterns and predict future events from current situation. These induced 

models are considered valuable knowledge that will be finally sent back to generate 

actionable suggestion to the strategic planners. 

 

 

Figure 1. The pattern analysis framework to induce knowledge for 
supporting strategic decision 
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The focus of our design is the knowledge mining engine, which is the main part of 

the proposed business intelligence framework. The inductive algorithm in our 

framework is the extension of Apriori [1], which is the most well-known algorithm for 

association mining. We extend (in Figure 2) conventional association mining steps by 

considering constraints that can possibly post by analyzers or strategic planners to 

search for association rules that are really related to their objectives. Any irrelevant 

rules will automatically be removed. 

Algorithm  Constraint-Association-Mining 

//Input : Database D, Length, Subset, NotSubset, Minimum_support. 
//Output :  L, frequent itemsets in D. 

 
(1)  = find_ frequent_1itemset(D) 

(2)  k++){ 

(3)    = apriori_gen( , Minimum_support); 

(4) for each transaction t ∈ D { // scan D for counts 

(5)    = subset( , t)  

(6)  for each candidate c ∈  { 

(7)   c.count++ 
(8)  } 

(9)  = checkcondition(Length, Subset, NotSubset, ) 

(10)  

(11) }   } 

(12) return    

Figure 2. A constraint-based association mining method 

3. Implementation and Running Results 

We implement knowledge mining engine with the constraint -based logic 

programming paradigm using Eclipse 6.0 constraint system. The implementation of the 

constraint-based association mining is illustrated in Figure 3. On running the 

implemented program, we use the churn data in telecommunication industry [3, 16]. 

The data set contains information of 3333 customers. In the original data set, each 

customer record has 21 features (or variables) in which the last one is the label 

churn/non-churn. Details of these features are explained in Table 2. The first step of our 

experimentation is feature selection; the selected 12 features are state, account length, 

area code, international plan, voice mail plan, number vmail messages, total day calls, 

total eve calls, total night calls, total intl calls, number customer service calls, and 

churn. The other nine features are removed because of their insignificance in inducing 

model. 
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:-lib(ordset). 

:- compile("filename.txt").   % load file. 

association(R,LengthI,Subset,NotSubset,MinSup,Conf) :- data(Data), Data =_-_, 

            ( count(I,2,6), fromto(Data,S0,S1,R), param(MinSup,LengthI,Subset,Conf,NotSubset) do 

            ( S0=A-B,  findCL(A-B-MinSup,R-_-_, LengthI,Subset,NotSubset,Conf), 

              allUnion(I,R,NewItemSet),   S1=NewItemSet-B ), !    ). 

findCL(ItemSet-Items-MinSup,R-Items-MinSup,LengthI,Subset,NotSubset,Conf) :- 

   ItemSet = [H|_],length(H,LenItem), 

   LenItem =1 -> findSubOk(ItemSet,Items,MinSup,R,_) ; 

                ( findLength(LengthI,ItemSet,ItemSet1), 

   findSubset(ItemSet1,R1,Subset),  findNotSubset(R1,R2,NotSubset), 

   findSubOk(R2,Items,MinSup,R,LenItem1) ), findRule(R-Items-Conf,LenItem1). 

findLength(Cons,Re,R) :-   (foreach(I,Re), fromto(R,S1,S0,[]), param(Cons) do 

                                             length(I,LenItem),LenItem > Cons -> S1 = [ I | S0], ! ; S1=S0      ).    

findSubOk(R2,Items,MinSup,R,R1) :-   

     (foreach(X,R2), fromto(R,S1,S0,[]),fromto(R1,S3,S2,[]), param(Items,MinSup) do  

      supOK(X,Items,MinSup,Len) -> S1=[X|S0],S3 = [Len|S2], !  ; S1=S0, S3=S2     ).    

findSubset(X,X,[]). 

findSubset(ItemSet,R1,[Subset|Tr]) :-  Subset = [] -> R1 = ItemSet ; 

  (foreach(X,ItemSet), fromto(R,S1,S0,[]), param(Subset) do 

    intersection(Subset,X,ReSub),ReSub\=[] -> S1=[X|S0],  ! ; S1=S0 ), findSubset(R,R1,Tr).  

findNotSubset(X,X,[]). 

findNotSubset(ItemSet,R1,[NotSubset|Tr]) :-  NotSubset = [] -> R1 = ItemSet ; 

       (foreach(X,ItemSet), fromto(R,S1,S0,[]), param(NotSubset) do  

        intersection(NotSubset,X,ReSub),ReSub=[] -> S1=[X|S0],  ! ; S1=S0 ), 

                     findNotSubset(R,R1,Tr).  

supOK(X,Items,MinSup,LenItem) :-  (foreach(I,Items), fromto(R,S1,S0,[]), param(X) do 

                        (my_subset(X,I) -> S1 = [ I | S0], ! ; S1=S0)   ),   

                        length(R,LenItem),   LenItem >= MinSup. 

findRule([]-_-_,[]). 

findRule([X|ItemSet]-Items-MinConf,[LenItem|LenItem1]) :- ItemSet = 0 -> ! ; 

         findall(Re,powerset(X,Re),PwSet), 

        (foreach(ItemX,PwSet), param(X,Items,LenItem,MinConf) do 

             ( ItemX = X ; ItemX = [] -> ! ;   supOK(ItemX,Items,0,LenItemX), 

               conOk(LenItem-LenItemX-MinConf) -> createRule(ItemX,X,Re),  

                            write('If '),write(ItemX), write(' '), write(LenItemX), write(' then '), write(Re), 

                            write(' '), writeln(LenItem), ! ; ! ) ), findRule(ItemSet-Items-MinConf,LenItem1). 

createRule([],X,X).     

createRule([H|Tr],X,Result) :- delete(H,X,Re),createRule(Tr,Re,Result).   

conOk(LenItem-LenItemX-MinConf) :- Re is (LenItem/LenItemX)*100,Re >= MinConf . 

Figure 3. Implementation of the proposed constraint-association-mining 
algorithm 
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Table 2. Variable details of the customer churn data 

Variable name Data type  Description 

state discrete Name of 50 states and District of Columbia 

account length continuous How long account has been active 

area code continuous  

phone number discrete A surrogate for customer ID 

international plan discrete Dichotomous categorical, yes or no 

voice mail plan discrete Dichotomous categorical, yes or no 

number vmail messages continuous Number of voice mail messages 

total day minutes continuous Minutes customer used service during the day 

total day calls continuous  

total day charge continuous  

total eve minutes continuous Minutes customer used service during evening 

total eve calls continuous  

total eve charge continuous  

total night minutes continuous Minutes customer used service during the night 

total night calls continuous  

total night charge continuous  

total intl minutes continuous Minutes customer used service to make international 

calls 

total intl calls continuous  

total intl charge continuous  

number customer service calls continuous  

churn discrete Dichotomous categorical, true or false 

 

We then performed a series of eight experiments on the selected churn data set to 

induce association rules with various constraints: 

Exp. 1: Rules are to be induced with thresholds: minimum support = 50 (that means there 

must be at least 50 records from the total of 3333 satisfying the rule’s content) and 

minimum confidence = 80%. (The other experiments also specify the same minimum 

support and confidence.) 

Exp. 2: Rules must contain the feature churn_False (that is, customer is non-churner).  

Exp. 3: Rules must have at least three features. 

Exp. 4: Rules must NOT contain the feature ‘churn_False’. 

Exp. 5: Rules must contain the feature ‘churn_False’ at the then-part of the rule. 
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Exp. 6: Rules must contain either the feature ‘churn_False’, or ‘churn_True’. 

Exp. 7: Rules must contain both the feature ‘churn_True’ and ‘vMailPlan_no’. 

Exp. 8: Rules must have at least three features, must contain both ‘churn_False’ and 

‘vMailPlan_no’, must NOT contain either the feature ‘vMailMessage_0’, or 

‘intlCalls_2’, and the target clause of the rules must be ‘churn_False’.  

 

Running result of experiment 8 is shown in Figure 4. We comparatively illustrate the 

eight experimental results in Figure 5. 

 

Figure 4. Running results of experiment 8: minimum support = 50 and 
minimum confidence = 80%. The results must contain rules that has at 

least three features, must contain both ‘churn_False’ and ‘vMailPlan_no’, 
the results must NOT contain either the feature ‘vMailMessage_0’, or 

‘intlCalls_2’, and the target 
clause of the rules must be ‘churn_False’ 
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Figure 5. A comparison of computational time usage and number of rules 
received from varying constraints in each of the eight experiments 

 

In Figure 5, we plot graph on a logarithmic scale for ease of comparison. Experiment 

1 represents the conventional Apriori association mining in which the inherent 

constraints are minimum support and confidence. From experiments 2 to 8, we extend 

the constraints to the specification of the desired association rules such as features that 

must appear/not-appear in the final result, number of features in the rules, or specific 

feature in the consequent part of the rules. It can be noticed that when we increase the 

number of constraints, the number of association rules in the final result decreases 

considerably. We observe that running time also decreases as we add more constraints, 

but not at a significant rate. 
 

4. Conclusion 

A major task of customer relationship management department in many companies is 

customer churn analysis. The objective of this kind of analysis is to gain insight into 

consumers’ behavior who are about to leave for another service company. Timely 

detection is believed to prevent these customers from attrition. Retaining current 

customers are known to take less effort and budget than acquiring new customers. The 

cost effectiveness is even higher if customers are valuable ones. Most business is 

therefore taking the customer retention issue seriously. Customer churn prediction 

models are a kind of tool that help marketing planners to sense the churning before it 

actually happens. Prediction models are conventionally built by the systematic process 

using statistical methods such as regression analysis. Since the emergence of new 

technology such as data mining, more and more business analysts have paid attention to 

this new technology. Many data mining methods including decision tree induction, 

support vector machines, rule induction, and so on, have been applied to the churn 

analysis task. 

We propose in this paper that data mining methods suitable for business applications 

should not only yield high accuracy models, but they should provide comprehensible 

models for non-experts to understand. Black box models are obviously not easy to 

understand. We consider the rule induction method based on the association mining 

algorithm. Our proposed method of rule induction also incorporates module for users to 

specify constraints on the induced rules. The implementation based on the concept of 

constraint logic programming is illustrated in the paper. We present the design 
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framework of our rule induction module as a part of an inductive decision support 

system. The completion of other supporting modules in our design is our future research 

direction. 
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Abstract 
Decision tree induction has gained its popularity as an effective automated method for 

data classification mainly because of its simple, easy-to-understand, and noise-tolerant 
characteristics. The induced tree reveals the most informative attributes that can best 
characterize training data and accurately predict classes of unseen data. Despite its 
predictive power, the tree structure can be overly expanded or deeply grown when the 
training data do not show explicit patterns. Such bushy and deep trees are difficult to 
comprehend and interpret by humans. We thus propose a logic-based method to query over a 
complicate tree structure to extract only parts of the tree model that are really relevant to 
users’ interest. The implementation using ECLiPSe constraint language to perform 
constrained search over a decision tree model is given in this paper. The illustrative examples 
on medical domains support our hypothesis regarding simplicity of constrained tree-based 
patterns. 
 

Keywords: Constraint data mining, Pattern induction, Querying, Classification tree, 
Decision tree induction, Constraint logic programming 
 
1. Introduction 

A decision tree is a hierarchical structure comprising of nodes and edges. Each 
internal node, including the root of a tree, represents a decision choice. All possible 
decision choices are represented as branches from a node. The terminal decision 
outcome appears at the leaf node [13, 20, 24]. Machine learning and data mining 
communities consider the automatic process of building a decision tree from the 
training data  with labeled decision outcomes as a classification problem (if the decision 
outcomes are continuous values rather than the nominal ones, it is referred to as a 
regression problem). 

Given a training data set with decision attributes and the labeled outcome, the 
classification process aims at constructing an optimal classifier (or a tree) with 
minimum classification error. The tree-based classification process is thus composing 
of the tree-building phase and the pruning phase [12]. 

Building a decision tree from a set of training data is to partition data with mixing 
decision classes down the tree until each leaf node contains data instances with pure 
class. For a large data set with many attributes, constructed tree may contain branches 
that reflect chance occurrences, instead of the true relationship underlying the data 
subset. Many tree induction algorithms [5, 16, 18, 19] apply pruning strategies as 
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subsequent steps following the tree-building phase. A tree pruning operation, either pre-
pruning or post-pruning, involves modifying a tree structure to be more simplified. 

The built tree is considered corresponding to a collection of decision rules when 
traversing from the root node down to its leaves. A tree, or a set of decision rules, is 
normally applied as a classifier to help identifying appropriate decision on the future 
event or predicting class of unseen object. A classifier also serves as a generalized 
model of the training data set. Due to its simplicity and efficiency, decision tree 
induction has been applied in many research and application areas ranging from grid 
computing [4], finance [15], engineering [22], health care industry [1, 14], medicine 
[11], to bioinformatics [23]. 

Even with a tree pruning operation, a final tree structure can become a complex 
model when applying to the real world data with so many instances and attributes. 
General users and decision-makers normally prefer less complex decision trees. Many 
researchers solve this problem by simplifying tree structure with the trade off in 
classification accuracy [3], or applying some constraints during the tree-building phase 
[8, 9]. Our proposed method is different from most existing mechanism in that we deal 
with complexity problem after the tree induction phase. 

We propose to construct a complete decision tree with the top-down induction 
approach [17]. Then we suggest that the users can manipulate the structure to be less 
complicate and truly reflect their interest by posing querying on this tree structure. 
Querying the tree model also appears in the literature [2, 6] but with quite a different 
purpose. Previous work on querying tree aims at extracting meta-data and statistical 
information from the model. Our work, on the other hand, focuses on serving users to 
extract only parts of the tree model that are of their interest. 

We present the method and the detail of our implementation in Section 2. The 
prototype of our implementation based on the logic programming paradigm is also 
illustrated. Tree induction is normally implemented with SQL language [10, 21]; we 
demonstrate in this paper that it can be more effective to implement with constraint 
logic programming using ECLiPSe. Section 3 shows querying techniques. Efficiency of 
our implementation on medical data [7] is demonstrated in Section 4. Conclusion 
appears as the last section of this paper. 
 
2. Building a Decision Tree Model with Logic Programming 

We implement the decision tree induction method based on the ID3 algorithm [17] 
using logic programming paradigm and run with the ECLiPSe constraint programming 
system (http://www.eclipseclp.org). Program and data set are in the same format: that 
is, Horn clauses. Example of breast cancer data set [7] is shown in Figure 1. Format of a 
data set is data([[data instances]+[attribute set]]). 

Program coding is given in Appendix. To run the program, users may simply call the 
predicate “run” as shown in Figure 2. The output of the program is a tree model that has 
been displayed as a textual format. Each branch of the tree has also been transformed as 
a decision rule. 
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data([ [age-"30-39", menopause-premeno, tumor_size-"30-34", inv_nodes-"0-2",node_caps-no, 

deg_malig-3,breast-left,breast_quad-left_low,irradiat-no,class-no_recurrence_events], 
… 

          [age-"40-49", menopause-premeno, tumor_size-"20-24", inv_nodes-"0-2",node_caps-no, 
deg_malig-2,breast-right,breast_quad-right_up,irradiat-no,class-no_recurrence_events], 

 + 
 [ [class-no_recurrence_events, class-recurrence_events], 
   [age-"10-19", age-"20-29", age-"30-39", age-"40-49",age-"50-59", age-"60-69", age-

"70-79",age-"80-89",age-"90-99"], 
  [menopause-lt40, menopause-ge40, menopause-premeno], 
  [tumor_size-"0-4",tumor_size-"5-9",tumor_size-"10-14",tumor_size-"15-

19",tumor_size-"20-24",tumor_size-"25-29",tumor_size-"30-34",tumor_size-"35-
39",tumor_size-"40-44", tumor_size-"45-49",tumor_size-"50-54",tumor_size-"55-
59"], 

  [inv_nodes-"0-2",inv_nodes-"3-5",inv_nodes-"6-8",inv_nodes-"9-11",inv_nodes-"12-
14", inv_nodes-"15-17",inv_nodes-"18-20",inv_nodes-"21-23",inv_nodes-"24-
26",inv_nodes-"27-29",inv_nodes-"30-32",inv_nodes-"33-35",inv_nodes-"36-39"], 

  [node_caps-yes, node_caps-no], 
  [deg_malig-1, deg_malig-2, deg_malig-3], 
  [breast-left, breast-right], 
  [breast_quad-left_up, breast_quad-left_low, breast_quad-right_up, breast_quad-

right_low, breast_quad-central], 
  [irradiat-yes, irradiat-no] 

 ] ). 

Figure 1. Breast Cancer Data Set in a Horn Clause Format 

 
Figure 2. A Screenshot of Program Running on the Breast Cancer Data Set 
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3. Querying a Tree Model 
Once a decision tree model has been created as shown in Figure 2, user can then 

query the model with 7 different styles of constraints: 

findRule([]) : to display all rules extracted from a decision tree model. 

findRule([X]) : to display only rules that are relevant to the attribute X (such as irradiat for 
rules that contain the attribute “irradiat” or irradiat – yes as a query to show 
all rules with “irradiat with value yes”); number of attributes is not limited. 

findRule([\+X]) : to display all rules except the ones with attribute X (\+ means “not”). 

findRule([X1,X2]) : to display all rules that satisfy the condition X1 AND X2 (negation \+ can 
also be applied to the attributes X1, X2). 

findRuleOr([[X1],[X2]]) : to display all rules satisfied either the attribute X1, or X2 (negation 
\+ can also be applied to the attributes X1, X2). 

findRuleOr([[\+X1],[\+X2]]) : to display all rules extracted from a decision tree model 

findRuleOr([[X1,\+X2],[\+X3,X4]]) : to display all rules that satisfy the compound 
operations “(X1 AND (NOT X2)) OR ((NOT X3) AND X4)”. 

 
We show the result of findRule([]) querying over a tree model induced from the 

breast cancer data set in Figure 3. Then constraining the result with the query findRule 
([class - recurrence_events]). The query result is shown in Figure 4. 
 

 
Figure 3. A Set of Rules Obtained from the Query findRule([]) 
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Figure 4. Result of Constrained Search with the Query findRule ([class - 
recurrence_events]) 

4. Experimentation and Results 
To test the performance of the proposed method to query over a discrete tree model, 

we use the standard UCI data repository [7] including the hepatitis data set (155 
instances and 15 attributes), breast cancer data set (286 instances, 10 attributes), and 
thyroid disease data set (2800 instances and 16 attributes). Query result over a hepatitis 
data set with the query is shown in Figure 5. For each data set we test the system with 
seven different kinds of queries as summarized in the followings. 

Hepatitis data set 
findRule([]) 
findRule([bilirubin - "0.1-1.0"]) 
findRule([\+bilirubin - "0.1-1.0"]) 
findRule([bilirubin - "0.1-1.0" , class - live]) 
findRule([\+bilirubin - "0.1-1.0" , class - live]) 
findRuleOr([[ascites - yes],[bilirubin - "0.1-1.0,age - "31-40"]])  % Version 1 
findRuleOr([ [ascites - yes],[bilirubin - "0.1-1.0" ,age - "31-40"]]) % Version 2 

Breast cancer data set 
findRule([]) 
findRule([breast_quad - right_up]) 
findRule([\+breast_quad - right_up]) 
findRule([breast_quad - right_up , class - no_recurrence_events]) 
findRule([\+breast_quad - right_up , \+class - no_recurrence_events]) 
findRuleOr([[breast_quad - left_low , inv_nodes - "6-8" ] , [breast_quad - left_low, 

inv_nodes - "6-8", tumor_size - "15-19"]]) % Version 1 
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findRuleOr([[breast_quad - left_low , inv_nodes - "6-8" ] , [breast_quad - left_low, 
inv_nodes - "6-8", tumor_size - "15-19"]]) % Version 2 

Thyroid disease data set 
findRule([]) 
findRule([pregnant - false]) 
findRule([\+pregnant - false]) 
findRule([query_hyperthyroid - true , query_hypothyroid - true , sex - male , 

on_antithyroid_medication - false]) 
findRule([\+query_on_thyroxine - false , \+on_antithyroid_medication , \+class - 

sick]) 
findRuleOr([[query_hyperthyroid - true , query_hypothyroid - false] , [\+ 

query_hypothyroid - true] , [\+class - negative]]) % Version 1 
findRuleOr([[query_hyperthyroid - true , query_hypothyroid - false] , [\+ 

query_hypothyroid - true] , [\+class - negative]]) % Version 2 

 

 
Figure 5. Running Result of Querying Hepatitis Data Model with the Query 

findRule([]) 
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As a demonstration of querying the model, we show only one example. For the query 
“findRuleOr([ [\+referral_source-svhc, \+ query_hypothyroid - false, class - sick], [ \+ 
query_ hypothyroid - false] ])”, its result is as follows: 

Rule 1:  if referral_source - other  sick - false  tumor - false  query_hypothyroid - true  sex - 
female  on_thyroxine - false  query_hyperthyroid - false  psych - false  
query_on_thyroxine - false  on_antithyroid_medication - false  pregnant - false  
thyroid_surgery - false  lithium - false  goitre - false  hypopituitary - false  
then class - negative 

Rule 2: if referral_source - other  sick - false  tumor - false  query_hypothyroid - true  sex - 
female  on_thyroxine - false  query_hyperthyroid - false  psych - true  
then class - negative 

Rule 3: if referral_source - other  sick - false  tumor - false  query_hypothyroid - true  sex - 
female  on_thyroxine - false  query_hyperthyroid - true  
then class - negative 

Rule 4: if referral_source - other  sick - false  tumor - false  query_hypothyroid - true  sex - 
female  on_thyroxine - true  
then class - negative 

Rule 5: if referral_source - other  sick - false  tumor - false  query_hypothyroid - true  sex - 
male  query_hyperthyroid - false  on_thyroxine - false  query_on_thyroxine - false  
on_antithyroid_medication - false  pregnant - false  thyroid_surgery - false  lithium 
- false  goitre - false  hypopituitary - false  psych - false  
then class - negative 

Rule 6: if referral_source - other  sick - false  tumor - false  query_hypothyroid - true  sex - 
male  query_hyperthyroid - false  on_thyroxine - true  
then class - negative 

Rule 7: if referral_source - other  sick - false  tumor - false  query_hypothyroid - true  sex - 
male  query_hyperthyroid - true  on_antithyroid_medication - false  
then class - sick 

Rule 8: if referral_source - other  sick - false  tumor - false  query_hypothyroid - true  sex - 
male  query_hyperthyroid - true  on_antithyroid_medication - true  
then class - negative 

Rule 9: if referral_source - other  sick - false  tumor - true  
then class - negative 

Rule 10: if referral_source - other  sick - true  sex - female  query_hyperthyroid - false  
query_hypothyroid - true  
then class - negative 

Rule 11: if referral_source - other  sick - true  sex - female  query_hyperthyroid - true  
then class - negative 

Rule 12: if referral_source - other  sick - true  sex - male  
then class - negative 

Rule 13: if referral_source - stmw  
then class - negative 
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Rule 14: if referral_source - svhc  query_hypothyroid - true  on_thyroxine - false  sick - false  
sex - female  psych - false  
then class - negative 

Rule 15: if referral_source - svhc  query_hypothyroid - true  on_thyroxine - false  sick - false  
sex - female  psych - true  query_on_thyroxine - false  on_antithyroid_medication - 
false  pregnant - false  thyroid_surgery - false  query_hyperthyroid - false  lithium - 
false  goitre - false  tumor - false  hypopituitary - false  
then class - sick 

Rule 16: if referral_source - svhc  query_hypothyroid - true  on_thyroxine - false  sick - false  
sex - male  
then class - negative 

Rule 17: if referral_source - svhc  query_hypothyroid - true  on_thyroxine - false  sick - true  
then class - sick 

Rule 18: if referral_source - svhc  query_hypothyroid - true  on_thyroxine - true  
then class - sick 

Rule 19: if referral_source - svhd  query_hypothyroid - true  sex - female  
then class - negative 

Rule 20: if referral_source - svhd  query_hypothyroid - true  sex - male  
then class - sick 

Rule 21: if referral_source - svi  query_hypothyroid - true  sex - female  sick - false  
on_thyroxine - false  query_on_thyroxine - false  on_antithyroid_medication - false  
pregnant - false  thyroid_surgery - false  query_hyperthyroid - false  lithium - false  
goitre - false  tumor - false  hypopituitary - false  psych - false  
then class - negative 

Rule 22: if referral_source - svi  query_hypothyroid - true  sex - female  sick - false  
on_thyroxine - true  query_on_thyroxine - false  on_antithyroid_medication - false  
pregnant - false  thyroid_surgery - false  query_hyperthyroid - false  lithium - false  
goitre - false  tumor - false  hypopituitary - false  psych - false  
then class - sick 

Rule 23: if referral_source - svi  query_hypothyroid - true  sex - female  sick - true  
then class - negative 

Rule 24: if referral_source - svi  query_hypothyroid - true  sex - male  sick - false  
on_thyroxine - false  query_on_thyroxine - false  on_antithyroid_medication - false  
pregnant - false  thyroid_surgery - false  query_hyperthyroid - false  lithium - false  
goitre - false  tumor - false  hypopituitary - false  psych - false  
then class - negative 

Rule 25: if referral_source - svi  query_hypothyroid - true  sex - male  sick - true  
then class - sick 

 
Performance of running results in terms of rule reduction, that is the simplification of 

a tree model, can be graphically shown in Figures 6-8. 
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Figure 6. Performance in Terms of Model Reduction of Hepatitis Data Set 

 
Figure 7. Performance in Terms of Model Reduction of Breast Cancer Data 

Set 

 
Figure 8. Performance in Terms of Model Reduction of Thyroid Disease 

Data Set 
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5. Conclusion 
Classification is a data mining task that aims to induce general concept from training 

data. The induced concept not only explains major characteristics of the underlying 
data, but also acts as a classification model to predict classes of unseen data. Several 
learning algorithms have been proposed to induce classification concept, but the most 
applicable algorithm is decision tree induction. The main reason for its popularity is a 
simple and understandable form of a tree that has been used to represent the induced 
concept. 

Despite its simplicity and efficiency, it could be a problem when communicating 
sophisticate concept as a large tree model to general users who are not an expert in 
decision science or computer technology. Large tree model is difficult to comprehend at 
a glance. Therefore, simplifying tree structure is necessary for conveying concept 
model to novice users. Many researchers propose a constraint-based approach during 
the tree-building phase to make a tree structure more simplified. We, however, consider 
tree simplification as a post-process of decision tree induction. We propose to grow a 
full decision tree. Then, apply users’ preferences as a constrained search over a tree 
model. Only branches of a tree model that correspond to the user-specified constraints 
are displayed in a simple form of decision rules to the users. 

The implemented prototype is expected to ease users in searching for useful 
knowledge from the tree model. The usability test with users who are practitioners in 
the field is nevertheless essential to confirm our assumption. In our future work, we 
also intend to consider other aspects of pushing constraints in the tree induction 
process. 
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Appendix 

A source code of decision tree with findRule predicates to query a tree model, 
implemented with constraint logic programming language ECLiPSe, is given as follows. 

%% Program Discrete-Tree Induction with findRule queries 
:- lib(listut). 
:- lib(sd).  
:-dynamic rule_me/1. 
:-dynamic allrule/1. 
 
append_me([H|T],L,[H|RT]) :- append_me(T,L,RT). 
append_me([],L,L). 
 
findRuleOr([H|T]) :- ( findRule(H) -> true ; ! ), 
         findRuleOr(T). 
findRuleOr([]). 
 
findRule(X) :- allrule(L), 
  findRule(X,L). 
findRule(_,[]). 
findRule(X,[H|T]) :-  (findQuery(X,H)-> split_rule(H) ; true), 
             findRule(X,T). 
 
findQuery([\+X|TX],H) :-   (findAtt(X,H) -> false ;  (findAttLabel(X,H) -> false ;  true) ), 
                                 findQuery(TX,H). 
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findQuery([X|TX],H) :-  (findAtt(X,H) -> true ;  (findAttLabel(X,H) -> true ;  false ) ), 
                           findQuery(TX,H). 
findQuery([],_). 
 
findAtt(X,[X-_|_]). 
findAtt(X,[_|T]) :- findAtt(X,T). 
findAtt(_,[]) :- false. 
 
findAttLabel(X,[X|_]). 
findAttLabel(X,[_|T]) :- findAttLabel(X,T). 
findAttLabel(_,[]) :- false. 
 
run :- retractall(rule_me(_)), 

  retractall(allrule(_)), 
  compile("//C/Users/ASUS/Desktop/id3_ok/data-sickthyroid_OK.txt"), 
  data(Data+Attrs),  
  main(Data,Attrs,[]), 
  retractall(rule_me([_])), 
  findall(X,rule_me(X),R), 
  assert(allrule(R)). 

 
main([],_,_). 
main(_,[],_). 
main(Data, Attrs,OldAttr) :- all_info(Data+Attrs, R1), 
                       (\+hasOneClass(R1) -> (maplist(avg_info,R1,Out), 
                                                           chooseMin(Out, nil/11,OO),  
                                                               OO=O/_, 

                                                                          writeln('Choose ':OO), 
                                                           [listut]:delete(Attrs,O,NewAttrs), 
                                                           (foreach(X,O),param(Data,NewAttrs,OldAttr) do  
                                                           (filterData([X],Data,NewData),  
                                                          write(' At':X), 
                                                  append_me(OldAttr,[X],OAL),  
                                                  main(NewData,NewAttrs,OAL)) 
                        ) ) ;  writeln(''),  
                        getlast_goal(Data,Att-Ans), 
     write(" Ans: "), writeln(Att-Ans), 
     append_me(OldAttr,[Att-Ans],NOAL), 
     write('rule :'), 
     split_rule(NOAL)), 

                assert(rule_me(NOAL)). 
 
split_rule(NOAL) :- mem_last(NOAL,L,RL),write('if'), 
       (foreach(RLL,RL) do write(' '),write(RLL),write(' ')), 
       write('then'),write(' '),writeln(L). 
 
%last member in list 
%mem_last([1,2,3,5,6],L,RL). 
mem_last([H],H,[]). 
mem_last([H|T],L,[H|RL]) :- mem_last(T,L,RL). 
 
%mem(Data+Attrs),all_info(Data+Attrs,R). 
all_info(Data+[P|Attr],R):-maplist(info(Data,P), Attr, R). 
 
%mem(Data+_), info(Data,[p-y,p-n],[o-s,o-c,o-r], R).  
%R=[[2,3], [4,0], [3,2]] 
info(Data, P, O, O-R) :- maplist(info1(Data,P),O,R). 
info1(Data, P, O, R) :- maplist(mcount(Data,O),P,R). 
 
mcount(Data,O,P,Sum) :- foreach(L,Data),fromto(0,I,R,Sum),param(O,P) do  
                  ((member(O,L), member(P,L))->R is I+1; R is I). 
 
%avg_info(o-[[2,3],[4,0],[3,2]],R). 
avg_info(O-LL,O/Info ):- flatten(LL,L), sumlist(L, Sum), 
                             (foreach(X,LL), fromto(0,I,N,Info),param(Sum) do 
    (sumlist(X,SumX),  
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    (Sum>0 -> Ratio is SumX/Sum, ! ; Ratio is 0), 
     logInfo(X,InfoSub), 
                              N is I+(Ratio*InfoSub) 
                              )). 
sumlist(L,[],L):-!. 
sumlist([],[],[]):-!. 
sumlist([H1|T1],[H2|T2],[HR|TR]) :- HR is H1+H2,sumlist(T1,T2,TR). 
 
sumlists([],R,R):-!. 
sumlists([H|T],PR,NR) :- sumlist(H,PR,R), sumlists(T,R,NR). 
 
hasOneClass([]):-!. 
hasOneClass([_-VL|T]) :- sumlists(VL,[],NR), hasOneClass(T,NR). 
 
hasOneClass([],[]):-!. 
hasOneClass([_-VL|T],PR) :- sumlists(VL,PR,NR), hasOneClass(T,NR). 
hasOneClass([],[H|T]) :- (H=0 -> hasOneClass([],T) ; find(T)). 
 
find([]):-!. 
find([H|T]) :- (H=0 -> find(T) ; false). 
 
% get the Last data in Fist of list in list 
getlast_goal([H|_],R) :- getlast(H,R). 
getlast([H],H). 
getlast([_|T],R) :- getlast(T,R). 
 
%filterData 
filterData(_,[],[]). 
filterData(L,[H|Data],[H|R]) :- msubset(L,H), !, filterData(L,Data,R). 
filterData(L,[H|Data],R) :- \+msubset(L,H), !, filterData(L,Data,R). 
 
%------------ 
msubset(S1,S2) :- foreach(X,S1), param(S2) do member(X,S2), !. 
allmem([H],L) :- member(H,L), !. 
allmem([H|T],L) :- member(H,L), allmem(T,L). 
logInfo(XL, R) :- sumlist(XL,Sum), Sum==0, R=99, !. 
logInfo(XL, R) :- sumlist(XL,Sum), 
  (foreach(X,XL), fromto(0,S,N,R), param(Sum) do 
   ( Ratio is X/Sum, 
   (Ratio>0->[iso]:log(Ratio,Log) ; Log is 1),  %log(0) is undefined 
      [iso]:log(2,Base2), 
      N is S-(Ratio*(Log/Base2) ) ) ). 
chooseMin([],O/Tmp,O/Tmp). 
chooseMin([A/H|T],O/Tmp,Min) :- (H<Tmp -> NextMin = A/H ; NextMin = O/Tmp), 

     chooseMin(T,NextMin,Min). 
 

% ===== End of Program ============= 
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val 6Avv
u.,nu[?1lJ'llunr:vtrtultalrioruouuun-'uurngorrru#lrnluf arilr:nriruooln:rair.:unofit
(Lattice structure) n'',rdlor.rafrloon.ordolruro.''nrmnfinnr:ul1.r (prunning) ua;rda
To:tafr'oaouo 

^odr.uurfi6ovrinurnr 
(Memoryy filflunr:ilrsri?flr.rflrny:susrrar'lunr:

rirtrutalnr:rirtnfiolriorunuuuriunrngnrrraruil-uf,'fioyaea,:rriuriu ueirrui6'rdftrilu
a t a s !l,l,l,aIv{u.JIntt1,[']no toUu.,'[rinnr:airtuunr:05.: siorur Gallo, A., Esposito, R., Meo, R. ga3

Botta, M. 1+1'loirirrrur6ora,r srikant, R., Vu, e. rro: Agrawat, R. t3]'hJ:J:yund'[drostgi
a-j

tauatfru'ln-unr:tffl:J:vfrminruta.:ngomruarurniufloutfrdou'[zu-,oriu lu{rui6'udrrrlri
nurlqralhnr:riunrngorrru#rurnluforngrurioruaoyririr.irnrrlorfirudrJ:rngrjo udfi#nr*rxr
oa'rs#il0$rurn 6lrirlrilfrrnrlunr::J:cilrnruouo;f i'yrinulnril1n firu.rrudld'raua|U

ii'ana3firudrri':ulunr:aounrrurTaun (euery) t5,6ltugrudoruordatri'loingnrrru#r.rvl-uf
) g uu r n -, v

Errilfirildsiotnr:unsriruaqtrorlunr:riunroioornriu Trifonov, T. uflr Georgieva, T. f]}i
*r uut6onr:rfiu:J:vRvr?nrlrt o'r n g o'nru#rur{u:fiTo ulfrt oultritn-ul:J:J:sund'ldoirri!
e d v f vl e" a e A - v v €y1 0 il n t fl u { ? 0'J r3 qJ{ !o u tl'l t$i lil tm o un nr :tir tn il o r fa 4 a rff o rYunr n 4 n tr l #u niuf, afr u
.J u u r, ., 

t
rJau'[t:t'.:olurursfr.rirj:rrn:ruoirunrurol?lLLaiRl]9'taounrruriorun seL rrfiairu dyo?nuflg

9t

-^--q-,Jrvvvd:ro tSreionuffsio.r nr:rYunrngo'lr ufrur,rlu:f'rrosarl#lri'ir rilust"o.]fin.:rrufnr:*raounrtrio run

u si n r :n r n r r ru n g nr r iufz a.:.r r ui a-u dt oir a n r ;ria ru a r a r r d u t : s.n-.r

d a- AA e t n 'ornnr:frn:grlruioufrrfiurrio.:rnrl'ir'[u'rruio-rJfir.irutr rijurfiEJ.0nr:drLrur6onrrrfiru

:J:sRvrBnrnra'Jn0n't'tttffurniufTouldrsoultrirriu aJrfiouureYruRlre.rflounlerrioua set
"qdusvir'[tt['i'rr nr uo:miyl urn:rurn n'ir nr:rniouurl:J:rrn:ru eir uiinr:rfi u urE.: o::n srir u ri a uln

r ..e--_._4-,_.. vl,l , _ <AyL J n :J [8] uo n or n u.:r ul o u fr r.ir urur fi'lil ar rur :n dr u uor ur or a { n 0 n x1 ru #ru niuffi rYun uloi

:n'

 

 

 

 

 

 

 

 



- ?, AV NA
o.:uu.:ruToufr6.,'[citt'flurIil:un:rurrn0nrT il#ilfiufloalfnr:grI:J:fionunyfipJuuu{
a :1 * A U e o' q .ta e on1:ttuuttuu['i'ngtTou'ltriau.:nu tfro-tfrltfarrur:ndruuolll{1ollo.rn0 alrfnro,lnguo;

u Ve
r:l1filJ',ru1r0{n0 to

3. i6cirrfiunrfifrs
^- !a- 1 soi a e j q q u q

.l'l1l'louutJ'lo0rJlrfl{n?1orilflu1n1T?11r14il4,J{0ilaty'l0no:Jtxytl n1:lftldlLunr:i{

:J:yrurnrunu'l1.uflsn0n?rru#ruyiuffi'leYirornnr::J:yrurnarofi6ruruurnloi IosJIil:un:ilfi

rrioluroqqrorld'qi'lfarru']Toiiu6ilu:J:snourrasn?"uru11ra,:nglei rroyrnimurl:J:tunrilGi?uIU U i

n1:*1lilrfronun:'[ri'[fi:.Juuuunr:16uuI:J:un:rurfi.:or::n;Ei'lr.rrioutzu-rn-u uanolnd'[oi'li'rql

ii'anoifiru Apriori rurri'lu'[unr:ur::Jttuura.:nnnrrru#rur^r-uf d.:tura-rriodo;rirraua6,l nr:
e 4 u A e v v a u aa f , a e j uYl1t14ila.l10ilntv{aoufi1o?1ilflilfluI'0nnoTvlLl Apriori lrj:ttn:ur5.:n::ns6itUtJo%'hlu.]nu

a -^,- A - v €, An1:aonttuuohna5frru AclF ttflr ACAF rnsnlrflounrurffonrn4n?1ilfilfiu:ioirurSou'[t

U{OU

3.1 d-'ana3firuro'[n:ooi (Apriori Atgorithm)

lufl n.a.tgg4 Rakesh Agrawal ras Ramakrishnan Srikant t2]'loi'iliuil?.ro"ono3firu ntS

(Agrawal Imielinski swami)tfirirtru'loirirduuns'[oiriunii'nnasfirufinlouurdutrarid'jr

il"'nnoifiru Apriorilouldrmofin Support-based Pruning rdad'trJo-oniano,iruril Candidate
)z-,)

Itemsets tt7l Uyl O 3 tto n ttQ.l Yl.l 14 il O O.J::J 71 1

:rjfi r
U

Trr :o airo rr a o fi s{d f;i nr ;t#un er fi er n1 :r,r rr,l
q

 

 

 

 

 

 

 

 



'1 1: _,i i i r;r i:ji i i l i' i ;;i i i i r ;ri.J r"l i-i. i iii i:i i_J i'i i iil ili'ji:'il,l i_iirt;"'ri_tr t ;;::i:i;I

or n:ilo g tfi u'lqir fi nr:?ir r#u:J:voi'.: usi'lo rfi ru uryqr 1n, e1 d fi *u r1o rfi , o u*r fi .:lo rfi ru

r{o {A, B, c, D, 11fifrrirlarfirudrfiorrilililrErjr '[rjaulolarfirudfi {A, B} riludurror
a',

tfrotornrir support ?a{ A $flv B '[rjfiirnnr.?4'Minimum support ryrnfind6rloier-orsofifr n
ttos B ril uolrfi n a o n tfi a rir u n o lr nrlunr:eir.: candidate ltemsets un ;nr:rirt1 tlrJ o,,
u aA d
ann 05fr ru Apriori fi nr:fi rmurilurruun:J

g.z fiJ:rrn:ilrEoo::ncoiesrSou'[zr7o6'u (constraint togic programming: clp]
rijunr:rfi uuT:J:un:l ua fi ouTil:un:ru rf.:or::nciln arirhl uoilArriu rnofinlounr:1ai

rtou'l?u-.ro"'urrir'[:J T:J:un:rur8.:o::ns:.tn6yir't:.tosl,fiiuuu.lu#..,uiu Recursion 1e1 udlu
cLP ovfi special Predicate d'crilu Buitt-in arinrulud,royrirh{nr:rfruulil:rn:ilruo.rna.rdu
triu tt'l:6tnn foreach rijurvr:6tnnfirirHrirdrua:Jrdadrrirdariluiari'aonrurfinyoi: unro;
--_._-e- A ^ SL <r a dtuuomrlrutfroffaririutilu6ari'irr tw:6tno count rijurn:6rnqrdrirrarirdruo:Jrdau-urir uuns

ttnt:6tnn fromto tiluryl:6tootdrirnrirdrun:Jrda6.rriraonorniaoi'uiouiiurirrrirl:Jlufiari'

I o sr t fl :6 tn o drirlfir ru riu forea ch o vri ta rird r fl unr : r fi r ri r rrirl:Jlui ari' ril uri'u
td

uonorn finr:rfi uuIil:un:il tf.:q::nsoir u rf oultri.: riu rit na rur: ri'u nr:uriflrurar flrJ nr:
mr.:ntfiorsraor{ 1s1 alru6'jreio.:nr:nrrirra\r A rror B n1nfliln..r: 2AB = zo Iou'irro.r A
rrnsafirirtfirsorn#urirnr::J:;rroruod.ra;'[eiruoo"'nf,rijuaorrirsrou6on=2rnyB=

5un;rirnoudaolo;lsiA=5uniB=2Iounr:nrrirooulu.-n**rdki'lfrvrnfionr:riunr

rir qr o ild 6u n'jr rr ofi o nr:#a un fu (Backtrack)

3.3 nlroonuuudanaSfiru ACIF uac AcAF

tru'l 6 o ra #n t a l'l r ui fu dd a n r ::J iu rJ r{ n :s u ? un r :ri'uu r n g o r r r #ru r,liuf'lr{ar r r :n
zuurn rdou'[lriauuin-ufirildtsurfrrilueiruradrza{nrEU.]un1:,rfiu*rrur,ronr:riunruns
j I - - <Atrra-[rir'rnd'rarf,fiot:'ln-unrrloi'ornr:ro.:fi'ld n'',rr..rurn,$aultrirri'rdryao-uleia onuuul{ z

ttl'r?Yl1\:60 tdf'5'oultu-.:riu:rnrvfin'.rroiiolu,firurror:J:rnnriou uaylfLdou'lrrirriunruuff.r
u u ^^-t- -. 1-a o -tnr:flT1n torrrurryn:J:rngila u fr{fr:ruos16uoorfr

,il i-i i"ii:i'i

luu u

I}ufri

tnl:
;

i:ltlYr
tb

Tff? [.J

I r,,
lf, 1{r

l nlT
lrV

,.,1Ft u

lulr

I AIS
y

td I

ril? 1

idate

 

 

 

 

 

 

 

 



s.g.r t#fjou"[su-oduflorrfinrrairolorfiilrsorJ:rngriou ACIF (Association Rule

Discovery With Constraints ln Frequent ltemset Mining)

uilu:rJuuunl:u1n0o?1l#rufiuf,qrufi illfo.uttr'[a rfiufioiolnr:rato'[riqio{n1:rnY

lJU,.lola.tn4loiIquo:fin.rrrr.ouuriou'[trilril:rrusfinr:air{torfirursoil:rn6riou ua;fi

n: o u uur 6 on1:il.'t n 0 n?r ru ffil nluf d'l g:Jd z dro srJ:vn a utrJ si': u s 6ir u 6 o

1 ) {t'fr (User) dr {1.fifi ra rir d :c u rir afiu *tlu"rtuull o ri r I rriud'r {'[doio I n r:n r n 6

n fl ru #ru vluffi fi o m il d ryi r riu a o l u il r u fi l n g fi u utum rr u us n fua a { il:r u rs n fuol n m fl u

-v, q-v<-e , v..-.....-i J 'v rrfogsio,r:yueirnrrrurdofu
ruryofuvlrraruo {ldfiord'or::urireuufluull.lo1tm1nufla{ 

ttfl:Nt- -- . - r

riuoir uo:firr.',n 6ltofornr:rfi ur uriurrngn'nuffuvlufd:Jt,n au'[rloir ula rfildaulo41d'fr

oroio.::rulX ouhriru

"i ffi i;fi ;#;;;ii;;i;;;i:.#

?/

?/
:rjfi Z
(u

n 1 rt#f$, uls rio 6'u ?t rrre fi n'l r a {r o"[ a ufr a-r tfi ct rJ :r n il il o u (Ac I F )

:r1id s nrtt#fi o*"tzrio6unrum#onr:airolo rfi rurrsrrJ:rngri o u (ACAF)

 

 

 

 

 

 

 

 



1

s.s.z tdf$ar+"ltriodunrE nfionr:airo"lorfiilrsorJrrnpr.ias AcAF (Association Rule

Discovery with Constraints after ltemset Mining)

prluuudtri'lfuur6oto.ro-nna3firu Apriori rilunffnun;'lrYrfirurtrula.rrioulrl:r-.:n-urrir.u

l:lluo-nna3fiu Ioufin:auuu:6onr:urn6nrrru#rur,1-uf o"',r;:Jfi 3 olnnrarJuu:6onr:nrng
nrrl#uriufos:J:sn or'l:Jqiru + airu 6 a

1 ) {1"f (User) d r ilt#fi ra rir d :; u ei r mriu *riuriuA "' (Minimum Support) ei r n m n
jjv:

rfi o furiuri r (Minimum Confidence) u n : fir n r n r.ildoia,l nr : rfi u t uri ur r n g n r r ru #ru yiuffi

:J:sn autrjoir u'[a rfildnuloo]'lffioso-ar:su ri outloir s
llt

2) rarlorfitrrorrJ:rnprirrr'r*u, (Find Au Frequent ttemset) ,ioru,'loiurilorfiru
. )a, r a Y :

t6trom iln1 il1 fl n?1fi T0 tyt't n u o1 fluu fl1{uIuo1

s1 ldriaultu-.toiuorrufi,if i'luitrrtJ'r (check constraints) rriiolra*[d'[orfiilrsErgt
Jta.a, t .Aue Vt 6 Ja a ao'uJytr.lLttorsu rr1* r{tTql0{n1T[0rmill{ovrilarur8noo {A} o1nfl:ruurnru {A, B}, {B,D},

{E, c}, {A, B, D} ri,qroudlEiornnr:'[drioulr:-irn"'uosrirld'lrfi'larfiurryo6o {A, B}, {A, B, D}

d.:arrirlri'[oirunfi'l'rfrilu.iru'lu'[a rfiru rrodnr.o,rrrr:.:riunrr ruoio.:nr:r ar r,i[f
& ) uil d , 

s

4) 01 n{ uCI a ufi s o sloi'lo rfi il rqo il :r n g rj o r or n nr:ldfi o u'[t u-.: n-r uo :turiur r u

d + dotuiJunr:mfrlngo'rru#rur{uforntotfiiltqo:J:rngriou (Generate Rutes) d,:nr:air.:
^^___-.-y-.-:,_.tL y 4, A L t a , i L y 

"'nrn?1il6lily\uft{u n0osoa,iiln'lo?1iltr0rJuil1nnrru:otyrrnurirorrutfr0ilunudr

3. 4 n1 : 6[ a u n1 il,d r r. n p u.r ar firu r,.r-u ddr s r$' o uls fo o-u
/ - u € , a e qe ro , f I in"lrfloun''ltttfr aurng nmru#lrnruf,osoior roiururia lolfia rjlu::J uuu:lolnrurLJ:fion

- t) q i .oi::Jfi 4 rra;'[unr:6ro:Jn1ilrl,,ronrn1n0urooI:J:rrn:rorodlu::Jrruun1rfloun1ilrfi.:or:n;sad
Io uo sfi nr:aa u n1 illil::J rr:-r:: qirr 1 oi'r d

- nrrflaun'ltrru:L'lrjfiriaultfirfl:s 6o finr:rirrrurufiauo-nnoifiru Apriori fifinr:
d r u uo rayrr s rir afiu auuoir ao ua : eir rd r rtuA'.l *o

i.]

.#

4,

ilion Rule

lar n 1: rLfi r
rduail LLasll

In1:Uln R
d)

ltt'l nr:1u
AL

?"lu LTa ilu

au'l,o h]1ffi
1J

;tF)

z; rarlorfirurtorJ:rngiluur"or*, (Find Att Frequent ttemset) ,ioru, 'ld'rrritorfiu

,trdfiti'''u.nn'jl,rtarvirriucirariuarlu"fuui'.l uo;tdriouhu-,ro-uorrufifi'['ilei:;uen (check

c on stra i nts ) rd olr,{'[oi'[ o rfi ru rrqr qr r ru fi r.]l#[si:y uut

a; til unr : air t n g n rr ru #ru riuf,or nl o rfi ru rry o :J :r n g rl o u o r n nr :ldri o ull rir n"u
A y v u lY e a I A L t a(Generate Rules) r.: nr:45r.: n g n rr ru aru ur uf'uu n g o ; ri'o I ii rir o rr ru rfr o furur n n'jru:a

,ALYJ
tfl 1n u fl "tfi?''r t ttro ilul, lta']

cAF)

 

 

 

 

 

 

 

 



i

- nlrflouo''ruuruutfriou'hdruuotlr''rollo,rnCI 6o nr:aounrrurdotr.ilohruro

atrfr nt al n 0 o?1 ri fl ilv! u:iqr il rl Ltra 0 { n'l: ttil n1 r.l t5o 0.: n15n 0Y

n gdtuiirfi ozfi rurorurn n'jr z'[a rfi ru

- n.rrda u nl ru rru u drn uo arurtn d eia.: nr: ril unrr*u r o,, u,d alri'leYarr6n r. u d

ri'ldrilauolo unr:'[drtouttr:Juuudorlflurir.:dI:J:rrn:uduncialrionrrruu'',*'',uoiou.ro,
{ rtl

a ui !t vl lrl V
trtn0u t1J to Luo:n[[Tn

t_l

:rJfi + :iluuu?,oozlaa,rnfiosdrN1m1nfl n?ra.r#alfr'uf
cl--- q--- - qr - 6t

- n1rfl o u n1 ru uuu drnuo alrfi nfihi Eior nr: tilunr:aa u nr ru rd olfi'lAn g iil* fr

^ r u ! q' ---i lornr:1dr{autt:rJuuudoslflurir.:dT:]:un:rudunciatriooarturfltJ.lxnilt5'l ttJoO.ln'll n
Z quA vt vlin t e L;

arroi,: unsos [dtt ou tT [o lun a a.]10o?'liln:.tYlflo.l

- n.lrfl a :r nl ru uu ulfri o uh rat o (oR) 6 o nr:ao u nr ru rd olfi'loin g om ru #l lt'ufd

:J:snoud'ruaurfinurlst-er"'ufiflduirlnr: Iounr:lfttoult;:Jrruud'ovtfluri'ltfrI:J:rrn:ru
gql

tteV
1,l Un fl A.l? 0n'11 1l tj'l fl'l il nl.J

- n.r:fl oil n1 u uuuldrd a u'hr rar (AND) 6 a nr:aa u nr u rd otriloin g orr ru fi'u lt'ufd

rl:ynoud'rualrfinmnoirr"'ud,i'[fuiulnr: Iounr:td'tioult::Jrruudo;nfirun-:lnt:aountl
1${

ruu rtfrd o utt rai o 1o n; td[url': r dlrt: rrn :t dun ei o r rio n'n ru ru'', *"' u o f.:

- R.r:6ro u n1ru uruldri oult rirrauo tiJrn rr u 6 a nr:aa u nr ulo I fr nr:druuo
" r 1rrnv v Y s-- rteo 1:ntfrioult#loi'[utrutfiarrfr nn a'l then tvl o [t{'tc[n I n':r ru fl il 1{ ul, sl1 N r.l tTo a.] n'l: Llfl 361'l tl

s. 2 t e YA
lil:Ltn:ilI un n o.:1J an?1 rJ n:.t Ylfl''l tJ

data ( [

lbeerl, Icannedmeat], Icannedveg], IconfecLioner]l r Idairy], 1 fish1,
lfreshmeatl, If rozenmeal], Ifruitveg], Isoftdrin]<1 , Iwrne]l

tt\
Ibeerr cannedmeatr confectioneryrurine ] , 1
lsof tdrirrk, f ruitvegr wine, conf e ctioner1r I r ii

tdairyr cannedmeat, fishl , lli;:itt

IdairY, f reshmeat] ,

Iwine, softdrink, fruitveg, confectioner1rJ r

If rozenmeal, confectionery, f ish] , ..ii"o,.,r,,r i;,zi,itr;iy.i

I conf g ctione ryr wj-ne ] f 
'r i: i i'i i:: :rr:i:'a"'i:i 'i r: i:

I f ruitveg I frozenmeal, dairy, f re shmeat ],
I softdrink r cannedmeat, dairy, cannedves J r

I cannedv€g , bee r ] ,
I softdrinkr cannedmeat, beer, cannedvegl ,

I softdrink, dairy, bee r ]

 

 

 

 

 

 

 

 



-'ii:itrt,li;:;i ii't'l;:ili'il-ri"ji-;i',i.ltilr..'i i tii ,{ , ii_ii :l'i i

ar ,-^^ .J ar ar 5.Aao? a Ul{ n1Tfl AU nl il Ll'l 0fi 'ln, n?'l u flru UlUt'fr frt 15't O u1 n n,if
flu'lfnng 6o softdrink [!nv wine run;'lilfi fruitveg raia cannedmeat

ufl'rfi sJ1ul,0{n0 6o confectionery Touoyfinr:flountilel-{Tilfi s
$

il:iiti:i:i:i:iiii!ii::;xi:i:iiilii:i:iri:ui:ii:li:,iiiil.;:i:t::!!:ijjiirii

t la,

lff11*10

2'tarfiru

ri
Innr]J?1
)U
:"1ufii83

.JU r a{
n!?r Lru ru

!fr? 1 il il',]

tb tl dA

ilu y{uD?l

[rt: un:il

tu ./ dA
illJ 1r UT?l

IilA L Nlil

:ri r H uet
ltj
]Lulj tu3?1

210rfrru rJ:rnaud'ru
craT=l

rljl,[flrJlTn1A.tn0 touil

orn::Jd 5 tlnl:6tno association 6o tn:6uoqrao:-,nrru,dourngo:u#ruriuf ililrs.rrar z
o-t u:n u m u 6.l drn uo? ul or o{ n g n'lr ru #ru rniuffi rur o ur n n.ir z 10 rfi ru il il.r u rfl lJ z oir n-o

rurriJunr:riruuorirarluauudrao rraruillurnr too 6orirnrurdofurirryo ua.:ornnr:
aounrlTil:unru.rdunaia.:rionrruu', e oio n:iu:nriruuoarurfindsiaon..,rtut [[softdrink],

[wine]l ni'ldaolrirnuoerurEnfililqio'rnr:ld [ffruitveg, cannedmear]1 u^rofofiorldruuo
rihrlr ilr Er16i [[confectioneryll 1oi;:Jd oy

tYt
a/d

FlT,l?l 2

:rjfi O(u d'e o ei r o n 1 rt 6i f$, ulzrl u n ai a o z7o a ? 1 sr 6r-r N a 
g.r

 

 

 

 

 

 

 

 



. ... .....:: .:-..,1 .......:. :: :: :: .ij..i' :.....1 i i:

- a,A u I ^ , v qee q 'i uY
mfi'torn'leiriaut1n:uyt-.] 3 ncia,rrioorlilunvlfiiolalunt:aountrJo']n:ilvl 4 a, ton0
vv€Aa

n?1ild1J?\Ur'ilil{n0 n0

lf [softdrink, wine] 2 then [confectionery] 2

u u d 
:odtu::Jrruu lf ... then ... l4rnurnl 2 uffi wine 1.1rJ'lun?']il'ir nuloufiiln0oTlilflilv{14!0: a o

softdrink rrfls wine 2 ytT']ulrso.iruolnmfluttsnfuvi'rvruo uoil4t''lulfl'u 2 mo'.t confectionery

- -{
ilmUn.t1il'j1 urutarfit softdrink, wine ua: confectionery 2 m:ruutryntuolnmT'lultT€lTu?1.114tIo

.d < au a I4. rilsuutfr sJUfl an.tt?oti[[aeonullgfl a

.d A Au
4.1 riliElu lmtjufl An1:?OEJ

nt:floflau:;uulfroto.rnorufirtqro{firar.iru:J:sru?ar.lonfl1.: lntel core i7 ud'luorrudr
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% Program Top-K-patterns 

% Created by Phaichayon Kongchai and Nittaya Kerdprasop 

%            Data Engineering Research Unit, Suranaree University of Technology, Thailand. 

% 

% Start the program by calling the top_K_patterns predicate with user-specified K, such as    

%                       top_K_patterns(3) 

% 

%     To specify more constraints, user may use the following predicate 

%                       association(R, LengthI,MinSup,Conf,K) 

%     where R is the output top-k rule set 

%           LengthI is the length of itemset 

%           MinSup is minimum support threshold 

%           Conf  is the minimu confidence threshold 

%           K is the number of top rules, in which top is ranked by confidence-support value. 

 

:- compile("sample_data.txt"). % load file, the file name can be changed. 

:- lib(sd).   

:- lib(ic).   

:- lib(ordset). 

:- assert(rules(_)). 

:- assert(k(_)).  

:- writeln('This is the Mining Association Rule.'), 

   writeln('Put the query as   ?- top_K_patterns(K).'), 

   writeln('You can also query by ?- association(R,Length,MinSup,Conf,K).'). 

    

top_K_patterns(K) :- association(R,0,30,30,K).  % these default constraints can be changed 

  

association(R,LengthI,MinSup,Conf,K) :-  

   writeln('Please specify member in [[_]] :'),read(Subset), 

   writeln('Please specify member do not need in [[_]] :'),read(NotSubset), 

   writeln('Please specify member in [[_]] :'),read(Goal), 

   data(Data),Data=_-_, 

   retractall(rules(X)),retractall(k(X)), assert(k(0)), writeln('------All-Rules----'), % fix to 6 loops 

        ( count(I,2,6), fromto(Data, S0,S1,R),param(LengthI,Subset,NotSubset,Conf,MinSup,Goal) do 

               ( S0=A-B,  

                      findCL(A-B-MinSup,R-_-_,LengthI,Subset,NotSubset,Conf,Goal), 

                      allUnion(I,R,NewItemSet), 

                      S1=NewItemSet-B ),! 

        ), findall(Point,rules([_ - _ - _ - _- Point]),Bag), sort(0,>,Bag,SPoint), 

  findall(All,rules(All),AllR), writeln('-------Result-------'), 

  topk(SPoint,AllR,K).  

   

topk([],_,_). 

topk([Chk|T],Bag,K) :-  

  sortRule(Bag,Chk,K),  

     topk(T,Bag,K).  

   

sortRule([],_,_).    

sortRule([Rule|T],Chk,K) :-  

 k(Count),  

 Count = K -> ! ; 

 [L - R - S - C- P] = Rule,  

 (P =:= Chk -> k(Count), CC is Count+1, write(CC),write('. If '), 

 write(L),write(' then '), 

 write(R), write(' | Sup :'),write(S), write(' | Conf :'),write(C), 

 write(' | Score :'),writeln(P),  % Score is average of Supp and Conf 

 retractall(k(_)), asserta(k(CC))  ;  !),  

 sortRule(T,Chk,K).  
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% findCL([[a],[b],[c],[d],[e]]-[[a, c, d],[b, c, e],[a, b, c, e],[b, e]]- 2, 

% R-[[a, c, d],[b, c, e],[a, b, c, e],[b, e]]- 2,0,[[]],[[]],100,[[]]). 

findCL(ItemSet-Items-MinSup,R-Items-MinSup,LengthI,Subset,NotSubset,Conf,Goal) :- 

 (foreach(X,ItemSet), fromto(R,S1,S0,[]), param(Items,MinSup) do  

            (supOK(X,Items,MinSup,LenItem) -> S1=[X-LenItem|S0], ! ; S1=S0) 

       ), not1Item(R,Re1), 

   findLength(LengthI,Re1,Re), 

   findSubset(Subset,Re,R1), 

   findNotSubset(NotSubset,R1,R2), 

   findRule(R2-Items-Conf,Goal). 

 

% Check Item set length > 1    

not1Item(R,Re):- R=[H-_|_],length(H,LenItem),LenItem =1 -> Re = [] ; Re = R . 

 

% findLength(0,[[a,b]-2,[a,c]-2],R). 

findLength(Cons,Re,R):-  

                 (foreach(I,Re), fromto(R,S1,S0,[]), param(Cons) do 

                        I = X-_, length(X,LenItem),LenItem > Cons -> S1 = [ I | S0], ! ; S1=S0 

                   ). 

        

% findSubset([[b],[c]],[[a,b]-2,[b,c]-2,[b,c,d]-2],R1). 

findSubset([],X, X).  

findSubset([Subset|Tr],Re,R1):-  

     Subset = [] -> R1 = Re ; 

                 (foreach(I,Re), fromto(R,S1,S0,[]), param(Subset) do 

      I = X-_, 

                        Subset1&::Subset, Y&::X, Subset1&=Y -> S1 = [ I | S0], ! ; S1=S0 

                   ),   

                   findSubset(Tr,R,R1).     

 

% findNotSubset([[b],[c]],[[a,b]-2,[b,c]-2,[b,c,d]-2],R1). 

findNotSubset([],X, X).  

findNotSubset([NotSubset|Tr],Re,R1):-  

     NotSubset = [] -> R1 = Re ; 

                 (foreach(I,Re), fromto(R,S1,S0,[]), param(NotSubset) do 

      I = X-_, 

                        NotSubset1&::NotSubset, Y&::X, \+NotSubset1&=Y -> S1 = [ I | S0], ! ; S1=S0 

                   ),   

                  findNotSubset(Tr,R,R1). 

 

% findGoal([[a]],[a,b],R).      

findGoal([],X, X).  

findGoal([Subset|Tr],Re,R1):-  

      Subset = [] -> R1 = Re ; 

                        Subset1&::Subset, Y&::Re,  

                        Subset1&=Y -> R1 = Re, findGoal(Tr,Re,R1).  

 

% supOK([a],[[a,c,d],[b,c,e],[a,b,c,e],[b,e]],2,L) . 

supOK(X,Items,MinSup,Support) :-  

                 (foreach(I,Items), fromto(R,S1,S0,[]), param(X) do 

                        (my_subset(X,I) -> S1 = [ I | S0], ! ; S1=S0) 

                   ), 

                  length(R,LenItem), 

      length(Items,Transctions),  

      Support is (LenItem/Transctions)*100, %/ 

                  Support >= MinSup.   
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% findRule([[b,c,e] - 2]-[[a,c,d],[b,c,e],[a,b,c,e],[b,e]]-100,[[b]]).       

findRule(ItemSet-Items-MinConf,Goal) :- 

     (foreach(Set,ItemSet), param(Items,MinConf,Goal) do 

    Set = X-LenItem, 

   findall(Re,powerset(X,Re),PwSet), 

  (foreach(ItemX,PwSet), param(X,Items,LenItem,MinConf,Goal) do 

    ( ItemX = X ; ItemX = [] -> ! ; createRule(ItemX,X,Re),findGoal(Goal,Re,R1) -> 

     supOK(ItemX,Items,0,LenItemX), 

     confOk(LenItem-LenItemX-MinConf,ItemX,R1),! ; ! %,write('rrrrr'),write(R1) 

    ) 

   ) 

       ). 

     

% createRule([a],[a,b,c],Result).     

createRule([],X,X).     

createRule([H|Tr],X,Result) :- delete(H,X,Re),createRule(Tr,Re,Result).    

 

% Check Confident  

confOk(LenItem-LenItemX-MinConf,ItemX,Re) :- Re11 is (LenItem/LenItemX)*100,Re11 >= MinConf ->  

%/ 

       write('If '),  

       write(ItemX),write(' then '),AvgSupConf is (LenItem+Re11)/2, 

       write(Re),write(' | Score : '),writeln(AvgSupConf),  

       Rule = [ItemX-Re-LenItem-Re11-AvgSupConf], assert(rules(Rule)) ; ! . 

       

% my_subset compare([1],[1,2]) return T or F      

my_subset(Sub,S) :- toSet(Sub,OrdSub), toSet(S,OrdS), 

                                     ord_subset(OrdSub,OrdS). 

 

%allUnion(2,[[1],[2],[3]],[[1,2],[1,3],[2,3]]). 

allUnion(I,ItemSet,NewItemSet) :-  combi(ItemSet,R_), flatten(R_,R), 

            (foreach(X,R), fromto(NewItemSet_,S1,S0,[]), param(I) do  

                   First-Sec=X, 

                   (unionN(I,First-Sec,Out) -> S1=[Out|S0], !;S1=S0) 

              ), 

             toSet(NewItemSet_,NewItemSet). 

unionN(N,First-Sec,Out) :- toSet(First,F), toSet(Sec,S),   

                                           ord_union(F,S,Out), 

                                           length(Out,Len), Len=N. 

              

% combi([[a]-2,[b]-2,[c]-2,[e]-2],R).  P = [a-b,a-c,a-e,...]  

combi([],[]). 

combi([H|T],[HR|TR]) :- (foreach(X,T), foreach(Y,HR), param(H) do 

        X = Set2-_,H = Set1-_ ,  Y=Set1-Set2 ),                                           

                                       combi(T,TR). 

 

toSet(X,S) :- list_to_ord_set(X,S). 

 

% powerset([a,b],X). 

powerset([],[]).   

powerset([_|Rest],L) :- powerset(Rest,L). 

powerset([X|Rest],[X|L]) :- powerset(Rest,L). 

 

% ===================== END OF PROGRAM =========================== % 
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