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บทท่ี 1 
บทนำ 

 

1.1 ที่มาและความสำคัญของปัญหา 
 อากาศยานไร้คนขับ (Unmanned Aerial Vehicle : UAVs) หรือโดรน (Drone) มีการนิยม
นำมาประยุกต ์ใช้ได้หลากหลายในหลายด้าน ไม่ว่าจะเป็นการเกษตร การทหาร การแพทย์ และด้าน
อื่น ๆ ซึ่งก่อให้เกิดประโยชน์และเพิ่มประสิทธิภาพอย่างมากในการทำงาน ในการใช้งานทั่วไป เมื่อ
ต้องการสั่งให้โดรนเคลื่อนที่ไปทำภารกิจในสถานที่ต่าง ๆ โดรนจะต้องอาศัยเส้นทางที่กำหนดไว้ก่อน 
(planned path) แล้วบินไปตามเส้นทางนั้น แต่ การบินตามเส้นทางที่ถูกกำหนดไว้เพียงอย่างเดียวไม่
สามารถทำให้โดรนสามารถหลบหลีกสิ่งกีดขวางที่ไม่ทราบมาก่อนได้  ทำให้ต้องมีการติดตั้งเซนเซอร์
ขึ้นไปบนโดรนด้วยเพื่อตรวจจับสิ่งกีดขวางและทำการหลบหลีก ความซับซ้อนของการหลบหลีกขึ้นอยู่
กับอัลกอริทึมที่ใช้ในการหลบหลีก หากโดรนอยู ่ในสภาวะแวดล้อมที่มีความซับซ้อน เช่น แนว
สายไฟฟ้า ในพื้นที่โรงเรือนเกษตรกรรม เขตงานก่อสร้าง และในอาคารที่ซึ่งมีความซับซ้อนสูงมาก 
การตรวจจับสิ่งกีดขวางและการหลบหลีกโดยใช้อัลกอริทึมธรรมดาอาจมีประสิทธิภาพที่ไม่เพียง
พอที่จะทำให้โดรนสามารถหลบหลีกแล้วกลับมายังเส้นทางเดิมได้  ต้องมีการใช้วิธีการที่มีความ
อัจฉริยะมากขึ้น เช่น การระบุตำแหน่งและสร้างแผนที่ไปพร้อม ๆ กัน (Simultaneous Localization 
and Mapping : SLAM)  การเรียนรู้เชิงลึก (Deep Learning) และ การเรียนรู้แบบเสริมกำลังเชิงลึก 
(Deep Reinforcement Learning) เป็นต้น การนำทางโดยใช้ SLAM นั้นจะต้องอาศัยการสร้างแผน
ที่เอาไว้ก่อน จึงจะนำมาใช้ในการนำทางได้ จึงมีข้อจำกัดสำหรับพื ้นที ่ขนาดใหญ่ ( large-scale 
environment) ส่วนการเรียนรู้เชิงลึกนั้นจะต้องอาศัยการฝึกโมเดลด้วยชุดข้อมูล (dataset) จำนวน
มากและเหมาะกับงานประเภทการตรวจจับและจำแนกมากกว่า ส่วนการเรียนรู้แบบเสริมกำลังเชิงลึก 
เป็นการเรียนรู้ด้วยตนเองของตัวแทนระบบ (Agent) โดยไม่ต้องการทำการสอน ทำให้ไม่ต้องมีการทำ
ชุดข้อมูลที่ติดฉลาก (label) มาให้ และสามารถประยุกต์ใช้กับการนำทางได้ เหมาะกับงานขนาดใหญ่
และไม่ต้องมีแผนที่มาก่อน (unknown environment) แต่จะใช้เวลาในการฝึกฝนโมเดลที่มากกว่า
การใช้ SLAM
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 ด้วยเหตุนี้ งานวิจัยนี้จึงต้องการศึกษาการพัฒนาอากาศยานปีกหมุนสี่ใบพัดที่สามารถนำทาง
ตนเองได้โดยการใช้การเรียนรู้แบบเสริมกำลังเชิงลึก (Deep reinforcement learning) เพื่อที่จะ
สามารถนำความรู้ไปประยุกต์ใช้กับการนำทางของโดรนในสภาพแวดล้อมอื่น ๆ ที่มีการนำโดรนไปใช้
ปะโยชน์ได้ เช่น การใช้โดรนสำหรับการตรวจการณ์และเก็บข้อมูลในมุมมองใต้ร่วมไม้  การใช้โดรนใน
พื้นที่โรงเรือนในร่มเพื่อเฝ้าวัดการเจริญเติบโตของพืชผลเกษตร หรือเฝ้าระวังโรคพืช การใช้โดรนใน
การสำรวจอาคาร สำรวจเส้นทางสายไฟฟ้า ตรวจตราความปลอดภัยในอาคาร ใช้ในการรักษาความ
ปลอดภัยในชุมชน ใช้ในการทหารและในเขตก่อสร้าง เป็นต้น นอกจากนี้ยังสามารถนำความรู้เรื่อง
ของการใช้งานการเรียนรู้แบบเสริมกำลังเชิงลึก ไปใช้แก้ปัญหากับหุ่นยนต์ในรูปแบบอื่นได้ด้วย เช่น 
การสอนให้หุ่นยนต์แบบมีขา (ped robot) ทรงตัวได้ การสอนให้แขนกลหยิบชิ้นงานที่ซับซ้อน การ
นำทางของหุ่นยนต์เคลื่อนที่ในกลุ่มคนในสังคมอย่างระมัดระวัง (social awareness) การนำทางของ
รถยนต์ไร้คนขับโดยใช้การมองเห็นจากกล้อง (vision self- navigation) เป็นต้น โดยวัตถุประสงค์ 
ขอบเขตและรายละเอียดของงานวิจัยนี้จะถูกกล่าวถึงต่อไปในส่วนถัดไป 
 

1.2 วัตถุประสงค์ 
1.2.1 เพ่ือพัฒนาอากาศยานไร้คนขับขนาดเล็กที่สามารถนำทางตนเองได้โดยใช้การเรียนรู้แบบเสริมกำลัง

เชิงลึกแบบไม่ต้องใช้แผนที่ในสภาพแวดล้อมที่ไม่รู้จักมาก่อน 
 

1.3. ขอบเขตของการวิจัย 
1.3.1 อากาศยานเป็นแบบอากาศยานปีกหมุนมีจำนวนใบพัด 4 ใบพัด 
1.3.2 สภาพแวดล้อมเป็นสภาพแวดล้อมในอาคาร มีความกว้าง 5.75 เมตร ยาว 5.75 

เมตร สูง 2.5 เมตร 
1.3.3 การนำทางเป็นการนำทางในรูปแบบการเคลื่อนที่ 2 มิติในแนวแกน x และ y โดย

รักษาระดับความสูงเทียบกับจุดอ้างอิงไว้ 
1.3.4 ใช้โมเดลการเรียนรู้แบบเสริมกำลังเชิงลึก (Deep reinforcement learning) ใน

การสอนโมเดลการนำทางในโปรแกรมจำลองเพื ่อทำการเรียนรู้ก่อน จากนั้นจึงนำไปทดสอบใน
สภาพแวดล้อมจริง 

1.3.5 เซนเซอร์สำหรับการตรวจจับสิ่งกีดขวางและสภาพแวดล้อมเป็นไลดาร์ (LiDAR) 
แบบ 2 มิต ิ

1.3.5 ทำการบินโดยไม่ใช้สัญญาณจากระบบจีพีเอส (GPS) 
1.3.7 ขนาดเส้นผ่านศูนย์กลางใบพัดไม่เกิน 12 นิ้ว 
1.3.8 น้ำหนักของอากาศยานไร้คนขับไม่เกิน 2.5 กิโลกรัม 
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1.4  ประโยชน์ที่คาดว่าจะได้รับ 
1.4.1 ไดศ้กึษาการใชก้ารเรยีนรูแ้บบเสรมิกำลงัเชงิลกึสำหรบัสำหรบัการประยกุตใ์ชใ้นการนำทาง 
1.4.2 ได้แนวทางในการพัฒนาอากาศยานไร้คนขับอัตโนมัติสำหรับประยุกต์ในงาน

ตรวจสอบและตรวจการณ์ในสถานที่กลางแจ้งและในร่ม 
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บทท่ี 2 

ปริทรรศน์วรรณกรรมและงานวิจัยที่เกี่ยวข้อง 
 

2.1  การออกแบบอากาศยานสี่ใบพัด 
 ประเภทของโครงอากาศยานปีกหมุน 

         ประเภทโครงของอากาศยานปีกหมุน ถูกแบ่งตามจำนวนของใบพัดที่มีการติดตั้งลง
ไปและรูปแบบการติดตั้ง ส่วนที่ติดตั้งใบพัดที่ยื่นออกจากศูนย์กลางของลำตัวจะถูกเรียกว่า “แขน 
(Arm)” สำหรับอากาศยานสี ่ใบพัดนั ้น รูปแบบโครงสร้างหลักจะถูกแบ่งเป็น 3 ประเภท คือ            
ร ูปต ัวเอ ็กซ์  (X-configuration), ร ูปเคร ื ่องหมายบวก  (Plus-configuration) และร ูปวงแหวน          
(Ring-configuration) ดังในรูปที่ 2.1 
 

 
 

รูปที่ 2.1 ประเภทของโครงอากาศยานปีกหมุนสี่ใบพัด 
 
  โครงอากาศยานแบบตัวเอ็กซ์จะให้ความคล่องตัวมากกว่าแบบเครื่องหมายบวก และ
มีพ้ืนที่การมองเห็นด้านหน้าเมื่อติดกล้องที่กว้างกว่าแบบเครื่องหมายบวก ส่วนประเภทวงแหวนนั้นจะ
ช่วยลดแรงสั่นสะเทือนจากมอเตอร์และใบพัดที่จะส่งผลต่อเซนเซอร์ของอุปกรณ์ควบคุมการบินได้ แต่
จะมีความคล่องตัวที่น้อย
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 การกำหนดขนาดของโครงสร้างลำตัว 
         การกำหนดโครงสร้างลำตัวของอากาศยานปีกหมุนหลายใบพัด (Multicopper) นั้น
มีความสัมพันธ์กับขนาดของใบพัดที่จะใช้ และจำนวนของใบพัด โดยมุมของการติดตั้งใบพัดมักจะถูก
แบ่งให้เท่า ๆ กันดังในรูปที่ 2.2 

 

 
 

รูปที่ 2.2 การแบ่งมุมองศาการติดตั้งใบพัด (Quan, Xunhua, และ Shuai, 2020) 
 
  เมื่อ 𝑟𝑚𝑎𝑥 คือ ขอบเขตรัศมีที ่มากที่สุดของใบพัด ส่วน 𝑅 คือ รัศมีของแขนของ
โครงสร้างอากาศยานที่เหมาะสม ซึ่งหากใบพัดมีจำนวนทั้งหมด 𝑛𝑟 ใบพัด จะได้ความสัมพันธ์ของ
ขนาดใบพัด ขนาดแขนอากาศยาน และจำนวนใบพัดดังสมการต่อไปนี้   
 

𝑅 =
𝑟𝑚𝑎𝑥

sin(
180°

𝑛𝑟
)
      (2.1) 

 
  จากความสัมพันธ์ในสมการข้างต้น จะทำให้สามารถคำนวณขนาดของอากาศยานที่
เหมาะสมออกมาได้ ด้วยขนาดที่ได้มาจากสมการข้างต้น จะได้ระยะที่ไม่ชิดกันเกินไปจนกระแส
อากาศ (vortex) จากใบพัดแต่ละใบจะไม่ส่งผลถึงกันจนทำให้แรงขับ (thrust) ลดลงไป ซึ่งทำให้
ประสิทธิภาพทางด้านอากาศพลศาสตร์สูงขึ้น โดยการกำหนดขอบเขตรัศมีของใบพัดสูงสุด ควรอยู่
ในช่วงต่อไปนี้ โดย 𝑟𝑝  คือรัศมีของใบพัดที่เลือกใช้ 
 

𝑟𝑚𝑎𝑥 = 1.05𝑟𝑝~1.2𝑟𝑝    (2.2) 
 

 การประมาณน้ำหนักของอากาศยานปีกหมุน 
         ในการออกแบบอากาศยานแต่ละประเภท หนึ่งในขั้นตอนแรกที่ต้องทำหลังจากการ
กำหนดความต้องการในการออกแบบคือการประมาณน้ำหนักของอากาศยานที่ทำการออกแบบ  
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  เพราะเกี ่ยวข้องกับการกำหนดขนาด ระบบขับดัน (propulsion system) ของ
อากาศยาน โดยสำหรับอากาศยานปีกหมุนนั้นน้ำหนักเบื้องต้นของอากาศยานสามารถหาได้จากการ
หาผลรวมของน้ำหนักโดยประมาณของส่วนประกอบหลัก คือ ใบพัด, มอเตอร์ โครงอากาศยาน, 
แบตเตอรี่, ESC และอุปกรณ์ท่ีจะติดตั้งบนอากาศยาน (payload) หรือเขียนเป็นความสัมพันธ์ คือ 
 
𝑊𝑎𝑖𝑟𝑐𝑟𝑎𝑓𝑡 = 𝑊𝑝𝑟𝑜𝑝 +𝑊𝑚𝑜𝑡𝑜𝑟 +𝑊𝑏𝑎𝑡𝑡 +𝑊𝐸𝑆𝐶 +𝑊𝑎𝑓 +𝑊𝑝𝑎𝑦𝑙𝑜𝑎𝑑 +𝑊𝑜𝑡ℎ𝑒𝑟  (2.3) 

 
เมื่อ  𝑊𝑎𝑖𝑟𝑐𝑟𝑎𝑓𝑡  คือ  น้ำหนักรวมของอากาศยาน 

𝑊𝑝𝑟𝑜𝑝   คือ  น้ำหนักของใบพัด 
𝑊𝑚𝑜𝑡𝑜𝑟   คือ  น้ำหนักของมอเตอร์ 
𝑊𝑏𝑎𝑡𝑡   คือ  น้ำหนักของแบตเตอรี่ 
𝑊𝐸𝑆𝐶   คือ  น้ำหนักของ ESC (Electronic Speed Controller) 
𝑊𝑎𝑓   คือ  น้ำหนักของโครงอากาศยาน 
𝑊𝑝𝑎𝑦𝑙𝑜𝑎𝑑  คือ  น้ำหนักของวัตถุที่จะบรรทุก 
𝑊𝑜𝑡ℎ𝑒𝑟   คือ  น้ำหนักอุปกรณ์อ่ืน ๆ 

 
         (Justin Winslow, 2017) นำเสนอสมการสำหรับการประมาณน้ำหนักของอุปกรณ์
และส่วนประกอบต่าง ๆ ของอากาศยานสี่ใบพัดขนาดเล็ก (Micro Aerial Vehicle: MAV) โดยใช้การ
รวบรวมข้อมูลทางสถิติจากอากาศยานที่มีการสร้างขึ้น แล้วนำมาหาความสัมพันธ์ระหว่างน้ำหนักของ
ส่วนประกอบแต่ละส่วนร่วมกับคุณสมบัติของชิ้นส่วนนั้น โดยสมเหล่านั้นจะถูกนำเสนอในส่วนถัดไปนี้ 
         การประมาณน้ำหนักของใบพัดสามารถหาได้จากความสัมพันธ์ระหว่างน้ำหนักของ
ใบพัดร่วมกับ รัศมีของใบพัด (𝑟𝑝) ในหน่วยเซนติเมตร, จำนวนแฉกของใบพัด (number of blade : 
𝑁𝑏) และ solidity ของใบพัด (𝜃) โดยใช้สมการต่อไปนี้ 
 

𝑊𝑝𝑟𝑜𝑝𝑒𝑙𝑙𝑒𝑟 = 0.0195𝑅2.0589𝜃−0.2038𝑁𝑏
0.5344   (2.4) 

 
  การประมาณน้ำหนักของแบตเตอรี่ สามารถประมาณได้จากความสัมพันธ์ร่วมกับ
ความจุของแบตเตอรี่ (𝐶) ในหน่วย mAh และจำนวนเซลล์ที่ต่ออนุกรมกันของแบตเตอรี่ (𝑁𝑐𝑒𝑙𝑙) 
 

𝑊𝑏𝑎𝑡𝑡𝑒𝑟𝑦 = 0.0418𝐶0.9327𝑁𝑐𝑒𝑙𝑙
1.0725    (2.5) 
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  การประมาณน้ำหนักของมอเตอร์ไร้แปรงถ่าน (Brushless motor) สามารถทำได้
โดยใช้ความสัมพันธ์ของน้ำหนักร่วมกับ ความเร็วคงท่ีของมอเตอร์ (𝐾𝑣) ในหน่วยรอบต่อนาทีต่อโวลต์, 
กระแสสูงสุดที่มอเตอร์ใช้ (𝐼), ความยาวของมอเตอร์ (𝑙𝐵𝐿) ในหน่วยมิลลิเมตร, เส้นผ่านศูนย์กลาง
ภายนอกของมอเตอร์ (𝑑𝐵𝐿) ในหน่วยมิลลิเมตรและกำลังสูงสุดของมอเตอร์ (maximum rated 
output power : 𝑃) โดยมีความสัมพันธ์ตามสมการต่อไปนี้ 
 

𝑊𝑚𝑜𝑡𝑜𝑟 = 0.0109𝐾𝑣0.5122𝑃−0.1902(log10 𝑙𝐵𝐿)
2.5582(log10 𝑑𝐵𝐿)

12.8502  (2.6) 
 

เมื่อความยาวของมอเตอร์หาได้จากสมการ 
 

 𝑙𝐵𝐿 = 4.8910𝐼0.1751𝑃0.2476                          (2.7) 
 

และเส้นผ่านศูนย์กลางภายนอกของมอเตอร์หาได้จากสมการ 
 

𝑑𝐵𝐿 = 41.45𝐾𝑣−0.1919𝑃0.1935         (2.8) 
 

  ข้อมูลของมอเตอร์สามารถหาได้จากข้อมูลที่เตรียมโดยผู้ผลิต โดยการเลือกมอเตอร์
จะสอดคล้องกับอัตราส่วนน้ำหนักของอากาศยานและอัตราส่วนแรงขับต่อน้ำหนักที่เลือก (Thrust to 
weight ratio : T/W) ใช้ โดย (Marcin Biczyski, 2020) เสนอตารางข้อมูลการเลือกใช้ T/W กับ
ประเภทการใช้งานของอากาศยานปีกหมุนไว้ดังรูปที่ 2.3 
 

 
 

รูปที่ 2.3 การเลือกอัตราส่วนแรงขับต่อน้ำหนักกับการใช้งานของอากาศยาน (Biczyski, 2020) 
 

  เมื่อทราบอัตราส่วนแรงขับต่อน้ำหนักแล้วสามารถหาแรงขับที่ต้องการอย่างตอน 
hover (𝑇𝑟,ℎ𝑜𝑣𝑒𝑟) และแรงขับที ่ต ้องการตอนบินด้วยสภาวะ Wide Open Throttle (WOT) หรือ
𝑇𝑟,𝑊𝑂𝑇 ต่อมอเตอร์ 1 ตัว ได้ด้วยสมการต่อไปนี้ 
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𝑇𝑟,ℎ𝑜𝑣𝑒𝑟 =
𝑊𝑡𝑜𝑡𝑎𝑙

𝑛𝑟
          (2.9) 

 

𝑇𝑟,𝑊𝑂𝑇 = (
𝑇

𝑊
) × 𝑇𝑟,ℎ𝑜𝑣𝑒𝑟         (2.10) 

 
  การประมาณน้ำหนักของ ESC สามารถประมาณได้จากความสัมพันธ์ร่วมกับกระแส
สูงสุดที่ไหลผ่าน ESC (𝐼𝐸𝑆𝐶,𝑚𝑎𝑥 ) โดยหาได้จากสมการดังนี้ 
 

𝑊𝐸𝑆𝐶 = 0.8013𝐼𝐸𝑆𝐶,𝑚𝑎𝑥
0.9727           (2.11) 

 
  การประมาณน้ำหนักของโครงอากาศยาน สามารถประมาณได้จากความสัมพันธ์
ร่วมกับรัศมีของใบพัด (𝑟𝑝 ) ในหน่วยเซนติเมตรและมวลของแบตเตอรี่ (𝑊𝑏𝑎𝑡𝑡𝑒𝑟𝑦 ) ในหน่วยกรัม โดยหา
ได้จากสมการดังนี้ 
 

𝑊𝑎𝑖𝑟𝑓𝑟𝑎𝑚𝑒 = 1.3119𝑅1.2767𝑊𝑏𝑎𝑡𝑡𝑒𝑟𝑦
0.4587          (2.12) 

 
  ส่วนน้ำหนักของวัตถุที่บรรทุกข้ึนไปสามารถหาได้จากข้อมูลน้ำหนักของอุปกรณ์ที่ได้
จากผู้ผลิต หรือจากการชั่ง เมื่อได้น้ำหนักทั้งหมดแล้ว จะสามารถนำไปประมาณน้ำหนักรวมของ
อากาศยานได้เพ่ือทำการออกแบบต่อไป 

 โมเมนต์ความเฉื่อยของอากาศยานปีกหมุน 
         โมเมนต์ความเฉื่อย (Moment of inertia) ของอากาศยานปีกหมุน (𝐽𝑐𝑜𝑝𝑡𝑒𝑟) จะ
บอกถึงความคล่องตัวในการหมุนตัว (rotation) รอบแกน pitch และ roll ของตัวอากาศยานเอง โดย
โมเมนต์ความเฉื่อยของอากาศยานปีกหมุนสามารถหาได้จากความสัมพันธ์ของ จำนวนใบพัด (𝑛𝑟 ) , 
มวลของระบบขับดัน (𝑚𝑝𝑠), ระยะทางระหว่างจุดศูนย์ถ่วง (Center of gravity) ของระบบขับดันถึง
จุดศูนย์ถ่วงของโดรนในแนวดิ่ง (𝑦𝑝𝑠) และแนวระดับ (𝑥𝑝𝑠) และระยะทางระหว่างจุดศูนย์ถ่วงของ
แบตเตอรี่ถึงจุดศูนย์ถ่วงของโดรน (𝑦𝑏𝑎𝑡𝑡 ) โดยความสัมพันธ์แสดงได้ด้วยสมการดังนี้ 
 

𝐽𝑐𝑜𝑝𝑡𝑒𝑟 = 𝑛𝑟𝑚𝑝𝑠(𝑦𝑝𝑠
2 +𝑥𝑝𝑠

2 ) + 𝑚𝑏𝑎𝑡𝑡𝑦𝑏𝑎𝑡𝑡
2         (2.13) 
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ซึ่งมีแผนภาพแสดงระยะทางต่าง ๆ ดังรูปต่อไปนี้ 

 

 
 

รูปที่ 2.4 แผนผังระยะทางสำหรับคำนวณโมเมนต์ความเฉื่อย 
 

  ยิ่งโมเมนต์ความเฉื่อยมีค่าน้อย จะส่งผลให้การหมุนตัวของอากาศยานทำได้ง่ายกว่า
โมเมนต์ความเฉื่อยที่มีค่ามาก 

 การประมาณเวลาการบินของอากาศยาน 
         การประมาณเวลาการบินสำหรับอากาศยานปีกหมุนที่ใช้ไฟฟ้าเป็นพลังงานจะมี
ความสัมพันธ์เกี ่ยวกับขนาดความจุของแบตเตอรี่และพลังงานที่โดรนมีการใช้ระหว่างบิน การ
ประมาณเวลาการบินจะช่วยให้สามารถกำหนดขอบเขตการทำงานของอากาศยานได้  ในระบบ
ขับเคลื่อนของอากาศยาน (propulsion system) การสูญเสียพลังงานของแบตเตอรี่สามารถหาได้
จากผลรวมของการสูญเสียพลังงานในรูปแบบต่าง ๆ โดยแผนผังการส่งผ่านพลังงานของแบตเตอรี่แก่
โดรนแสดงดังในรูปที่ 2.5 

 
 

รูปที่ 2.5 กระบวนการส่งผ่านกำลังงานของระบบขับเคลื่อน 
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เมื่อพิจารณากระบวนการส่งผ่านกำลังของระบบขับเคลื่อนจะได้ว่า กำลังที่ถูกจ่ายเข้าไปจะนำไปถูก
แจกจ่ายดังสมการต่อไปนี้ 
 

𝑃𝑖𝑛 = 𝑃𝑀 + 𝑃𝑚𝑜𝑡𝑜𝑟 + 𝑃𝐼 + 𝑃𝑐           (2.14) 
 

เมื่อ 𝑃𝑀 คือ กำลังทางกลของใบพัด ซึ่งสามารถหาได้จากความสำคัญของทอร์คการหมุน 𝜏 และ

ความเร็วการหมุนของใบพัด 𝜔 ดังสมการต่อไปนี้ 
 

𝑃𝑀 = 𝑀 ×𝜔           (2.15) 
 

ส่วน 𝑃𝑚 คือ กำลังที่สูญเสียไปของ brushless DC motor ซึ่งหาได้จากความสัมพันธ์ของแรงดัน 

emf ป้อนกลับของมอเตอร์ Vm และกระแส back emf  𝐼𝑚 ดังสมการต่อไปนี้  
 

𝑃𝑚 = 𝑉𝑚 × 𝐼𝑚            (2.16) 
 

จากนั้น 𝑃𝐼 คือ กำลังที ่สูญเสียไปกับวัสดุโลหะ หรือ iron loss ซึ ่งหาได้จากความสัมพันธ์ของ

สัมประสิทธิ ์ของ Steinmetz 𝑘 , ความหนาแน่นสูงส ุดของฟลักซ์ของสนามแม่เหล็ก (peak 

magnetic flux density) และความที่ 𝑓ดังสมการต่อไปนี้ 
 

 𝑃𝐼 = 𝑘 × 𝑓 × 𝐵2          (2.17) 
 

ต่อมา 𝑃𝑐  คือ การสูญเสียกำลังในทองแดงซึ่งหาได้จากความสัมพันธ์ของความต้านทานวงจรของ

ระบบขับดัน 𝑅𝑚 และกระแสในวงจร ดังสมการต่อไปนี้ 
 

𝑃𝐼 = 𝐼2 × 𝑅𝑚           (2.18) 
 

เมื ่อคำนวณกำลังที ่ เก ิดการสูญเสียได้แล้ว ต่อไปเมื ่อพิจา รณาการบริโภคพลังงาน (energy 

consumption) ของอากาศยานไร้คนขับ 𝐸𝑝𝑟𝑜𝑝 ซึ่งหาได้จากความสัมพันธ์ของกำลังที่เข้าไปและ
เวลา โดยค่ามีหน่วยเป็นจูล และเวลามีหน่วยเป็นวินาที ดังสมการต่อไปนี้ 
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𝐸𝑝𝑟𝑜𝑝 = 𝑃𝑖𝑛 × 𝑡          (2.19) 
 

ส่วนพลังงานที่มีการเก็บไว้ในแบตเตอรี ่สามารถหาได้จากสมการความสัมพันธ์ของแรงดันของ

แบตเตอรี่ 𝑉𝑏𝑎𝑡  และความจุของแบตเตอรี่ 𝐶𝑏𝑎𝑡𝑡หน่วยเป็น Ah   
 

𝐸𝑏𝑎𝑡𝑡 = 𝑉𝑏𝑎𝑡𝑡 × 𝐶𝑏𝑎𝑡𝑡 × 3600         (2.20) 
 

และสามารถคำนวณอัตราการใช้พลังงานเป็นร้อยละได้ดังสมการต่อ่ไปนี้ 
 

𝐶 = 100 − (
𝐸𝑏𝑎𝑡𝑡−𝐸𝑝𝑟𝑜𝑝

𝐸𝑏𝑎𝑡𝑡
) × 100         (2.21) 

 
เมื่อทราบอัตราการบริโภคพลังงานแล้ว จะสามารถตรวจสอบได้ว่าพลังงานที่มีเพียงพอหรือไม่ และ
หากอยากทราบเวลาในการใช้งานของแบตเตอรี่สามารถหาได้โดยใช้หลักการสมดุลของพลังงานดังนี้ 
 

𝐹𝑙𝑖𝑔ℎ𝑡𝑡𝑖𝑚𝑒 = 
𝑉𝑏𝑎𝑡𝑡×𝐶𝑏𝑎𝑡𝑡×3600

𝑃𝑖𝑛
         (2.22) 

 
โดยเวลาในการบิน (flight time) ที่ได้ออกมาจะมีหน่วยเป็นวินาที 
 

2.2 อุปกรณ์ควบคุมและสื่อสารของอากาศยานไร้คนขับ 
2.2.1 บอร์ดควบคุมการบิน 

         บอร์ดควบคุมการบิน (flight controller board) เป็นบอร์ดอิเล็กทรอนิกส์ที่บรรจุ
เซนเซอร์และอุปกรณ์สำหรับใส่ซอฟท์แวร์ที่ใช้ในการควบคุมอากาศยานไร้คนขับเอาไว้ ซึ่งสำหรับ
อากาศยานไร้คนขับขนาดเล็ก (Micro Aerial Vehicle : MAV) ในปัจจุบันมี อุปกรณ์สำหรับควบคุม
การบินมีอยู่หลากหลาย เช่น บอร์ด Pixhawk, CUAV, Flight one และ Hobby wing เป็นต้น แต่
บอร์ดควบคุมการบินที่มีความน่าสนใจและมักถูกใช้ในงานวิจัยคือ บอร์ด Pixhawk ซึ่งมีถึงเวอร์ชัน 4 
ในปัจจุบันโดยบริษัท Holybro จุดเด่นของบอร์ด Pixhawk ที่สำคัญคือการที่โค้ดเป็นแบบเปิดเผย 
หรือ open-source จึงเป็นที่นิยมกันอย่างแพร่หลายในการพัฒนาอากาศยานไร้คนขับ คุณลักษณะ
ของบอร์ด Pixhawk4 แสดงดังตารางต่อไปนี้ 
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ตารางที่ 2.1 คุณลักษณะของบอร์ดควบคุมการบิน Pixhawk4 
หัวข้อคุณลักษณะ คุณลักษณะ 
Main FMU 
Processor 

 STM32F765: 32 Bit Arm® Cortex®-M7, 216MHz, 2MB memory, 
512KB RAM 

IO Processor STM32F100: 32 Bit Arm® Cortex®-M3, 24MHz, 8KB SRAM 
On-board 
sensors 

- Accel/Gyro: ICM-20689 
- Accel/Gyro: BMI055 
- Magnetometer: IST8310 
- Barometer: MS5611 

GPS u-blox Neo-M8N GPS/GLONASS receiver; integrated 
magnetometer IST8310 

Interfaces - 8-16 PWM outputs (8 from IO, 8 from FMU) 
- 3 dedicated PWM/Capture inputs on FMU 
- Dedicated R/C input for CPPM 
- Dedicated R/C input for Spektrum / DSM and S.Bus with analog 
/ PWM RSSI input 
- 3 I2C ports 
- 4 SPI buses 
- Up to 2 CANBuses for dual CAN with serial ESC 
Analog inputs for voltage / current of 2 batteries 

Power System - Power module output: 4.9~5.5V 
- USB Power Input: 4.75~5.25V 
- Servo Rail Input: 0~36V 

Weight  
and Dimensions 

- Weight: 15.8g 
- Dimensions: 44x84x12mm 

Operating 
temperature 

 -40 ~ 85°c 

 
รูปร่างของบอร์ด pixhawk4 และพอร์ตในการเชื่อมต่อของบอร์ด pixhawk4 ถูกแสดงดังรูปที่ 2.6 
และ 2.7 
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รูปที่ 2.6 บอร์ด Pixhawk4 (PX4Docs, 2021) 

 

 

รูปที่ 2.7 พอร์ตการเชื่อมต่ออุปกรณ์ของบอร์ด Pixhawk4 (PX4Docs, 2021) 
 

 ซอฟท์แวร์สำหรับบอร์ดควบคุมการบินที่มีการเปิดเผยโค้ดมีอยู่ 2 แห่งหลักคือโค้ดของ 
Ardupilot และ PX4 โดยจะมีความแตกต่างกันในเรื่องของความสะดวกในการใช้งานและอื่น ๆ และ
เฟิร์มแวร์ทั้งสองจะใช้โปรแกรมควบคุมภาคพื้นอตกต่างกัน โดย PX4 นั้นจะใช้โปรแกรม QGround 
Control เป็นซอฟท์แวร์สำหรับสถานีภาคพ้ืน ซึ่งมีลักษณะดังในรูปที่ 2.8 
 

 
 

รูปที่ 2.8 ตัวอย่างหน้าจอของโปรแกรม Q Ground Control 
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2.2.2 Telemetry module 
         Telemetry module หรือ Telemetry radio เป็นอุปกรณ์ในการส่งข้อมูลระหว่าง
อากาศยานไร้คนขับและสถานควบคุมภาคพื้น (ground control station) เพื่อที่จะสื่อสารข้อมูล
ระหว่างอากาศยานร้คนขับและสถานีควบคุมภาคพื ้นระหว่างบินได้ ตัวอย่างของ telemetry 
module ที ่สามารถใช้ได้ก ับบอร์ด Pixhawk4 คือ RFD900, HKPilo และ Holybro Telemetry 
radio ดังในรูปที่ 2.9 เป็นต้น  
 

 
 

รูปที่ 2.9 Holybro SIK telemetry radio (PX4, 2021) 
 

2.2.3  รีโมทวิทยุบังคับและอุปกรณ์รับสัญญาณ 
       รีโมทวิทยุบังคับ (RC remote) และอุปกรณ์รับสัญญาณ (radio receiver) เป็น     
อุปกรณส์ำคัญที่ให้ผู้ใช้สามารถบินควบคุมอากาศยานไร้คนขับแบบ manual ได้ โดยมีการส่งสัญญาณ
ผ่านคลื่นวิทยุ ซึ่งอุปกรณ์รับสัญญาณจะถูกติดตั้งอยู่กับอากาศยานไร้คนขับ และอุปกรณ์รับสัญญาณ
จะสามารถจ่ายสัญญาณ Pulse Width Modulation หรือ PWM ออกไปให้กับอุปกรณ์ต่าง ๆ บน
อากาศยานไร้คนขับได้ และสัญญาณนั้นจะถูกนำไปเข้าอุปกรณ์ควบคุมของอากาศยานไร้คนขับต่อไป 
ตัวอย่างของอุปกรณ์รับสัญญาณและส่งสัญญาณวิทยุบังคับ แสดงดังในรูปที่ 2.10 
 

 
 

     รูปที่ 2.10 อุปกรณ์ส่งและรับสัญญาณวิทยุบังคับ 
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2.3 อุปกรณ์รับรู้ข้อมูลของอากาศยานไร้คนขับ 
2.3.1 Inertial Measurement Unit 

        Inertial Measurement Unit หรือ IMU เป็นเซนเซอร์ที ่ใช้สำหรับตรวจจับการ
เคลื่อนไหว ไม่ว่าจะเป็นในหุ่นยนต์ ในเรือ หรือแม้แต่ในอากาศยานไร้คนขับ โดย IMU ที่ใช้ในอากาศ
ยานไร้คนขับอย่างน้อยจะต้องสามารถตรวจจับการเคลื่อนไหวใน 6 องศาอิสระได้ เพื่อที่จะใช้ในการ
คำนวณท่าทางของอากาศยานไร้คนขับแล้วทำการควบคุม โดยใน IMU ที่มี 6 องศาอิสระ จะ
ประกอบด้วยเซนเซอร์ 2 ชนิด คือ เซนเซอร์วัดความเร็ว เชิงมุม (gyroscope) และเซนเซอร์วัด
ความเร่งเชิงเส้น (accelerometer) ตัวอย่างของ IMU ที่ใช้ในบอร์ดควบคุมการบิน Pixhawk 4 คือ 
BOSCH BMI50 และ Invensense ICM-20689 หลักการทำงานของอุปกรณ์แต่ละตัวเป็นดังต่อไปนี้ 
         เซนเซอร์วัดความเร่ง สามารถวัดความเร่งตามแนวแกนต่าง ๆ ออกมาได้โดยใช้
อุปกรณ์ที่เรียกว่า Micro Electronics Mechanical System (MEMS) ที่อยู่ด้านในดังในรูปที่ 2.11 
โดย MEMS จะประกอบด้วย กลไกอิเล็กโทรดที่ขยับได้และเคลื่อนที่ได้อยู่ ซึ ่งมวลมีค่าคงที่ เมื่อ
เซนเซอร์เกิดการเคลื่อนไหว อิเล็กโทรดด้านใน MEMS จะเคลื่อนไหวเข้าหากันและออกจากกันและ
เกิดการเปลี่ยนแปลงของค่าประจุไฟฟ้าและสามารถคำนวณความเร่งจากสัญญาณที่รับเข้ามาได้ และ
เมื่อทราบความเร่งจะสามารถนำไปอินทิเกรตเพ่ือหาตำแหน่งการเคลื่อนที่ของเซนเซอร์ได้ 
 

 
 

รูปที่ 2.11 MEMS (Bennett, et. al., 2021) 
 

        ไจโรสโคป เป็นเซนเซอร์ที่ใช้วัดความเร็วเชิงมุมของวัตถุเมื่อมีการหมุนเกิดขึ้น โดยใช้
หลักการของแรงโคริโอลิส (Coriolis’s force)  ซึ่งแรงนี้จะทำให้กลไกด้านในมีการบิดและถ่างตาม
ทิศทางของแรงโคริโอลิสตามรูปที่ 2.12 ซึ่งเมื่อความจุของอิเล็กโทรดเปลี่ยนไปจะได้สัญญาณไฟฟ้า
ออกมาแล้วสามารถนำไปแปลงเป็นค่าความเร็วเชิงมุมในการหมุนได้ โดยสมการที่ใช้คำนวณแรงโคริโอ
ลิส 𝐹0 ร่วมกับมวล ความเร็ว 𝑣 และความเร็วเชิงมุม Ω0 เป็นดังต่อไปนี้ 
 

𝐹0 = 2𝑚𝑣Ω0           (2.22) 

 

https://blog.dronetrest.com/pixhawk-4-announced/
https://www.researchgate.net/publication/337154714_A_Review_of_Accelerometer_Sensor_and_Gyroscope_Sensor_in_IMU_Sensors_on_Motion_Capture
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รูปที่ 2.12 MEMS กับแรงโคริโอลิส (Bennett, et. al., 2021) 
 

เมื่อวัดความเร็วเชิงมุมและความเร่งได้ก็จะสามารถนำข้อมูลดังกล่าวไปประมาณสภาวะของอากาศ
ยานเพื่อทำการควบคุมได้ 

2.3.2 บารอมิเตอร์ 
         บารอมิเตอร์ (barometer) เป็นเซนเซอร์ที ่ใช้สำหรับวัดความกดอากาศ ซึ ่งใน
อากาศยานไร้คนขับ การทราบความกดอากาศจะสามารถนำไปหาความสูงของอากาศยานได้ โดย    
บารอมอเตอร์จะมีวัสดุ piezoelectric ซึ ่งทำมาจากสารกึ ่งตัวนำ (semi-conductor) โดยความ
ต้านทานจะเปลี่ยนไปเมื่อมีแรงดันมากระทำ ทำให้เราสามารถวัดความกดอากาศที่มากระทำกับ
เซนเซอร์ได้ ตัวอย่างของเซนเซอร์วัดความกดอากาศ เช่น BMP180 ดังในรูปที่ 2.13  
 

 
 

รูปที่ 2.13 เซ็นเซอร์ BMP180 
 

2.3.3 เซ็นเซอร์วัดสนามแม่เหล็ก 
         เซนเซอร์วัดสนามแม่เหล็ก (magnetometer) เป็นอุปกรณ์สำหรับวัดค่าความเข้ม
ของสนามแม่เหล็กเพ่ือนำไปหาทิศทางหรือใช้ประโยชน์อ่ืน ๆ โดยหลักการของ magnetometer ที่ใช้
หลักการ hall effect จะสามารถแสดงได้ดังในรูปที่ 2.14 
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รูปที่ 2.14 หลักการ hall effect  

 
  ในวงจรที่มีการไหลของกระแสไฟฟ้า จะมีการไหลของประจุอิเล็กตรอนเกิดขึ้น เมื่อมี
สนามแม่เหล็กที่มีความเข้ม 𝐵มาตัดผ่าน จะทำให้เกิดแรงขึ้นที่ประจุไฟฟ้าและเกิดการเหนี่ยวนำ
ประจุไฟฟ้าให้เกิดการเลี ้ยวเบนออกจากกันเกิดขึ ้น ถูกเรียกว่า hall effect ซึ ่งจะทำให้แรงดัน
เปลี่ยนแปลงไป และทำให้ทราบถึงขนาดความเข้มของสนามแม่เหล็ก (magnetic field) ได ้

2.3.4 เซนเซอร์ Optical flow 
         Optical flow sensor เป็นเซนเซอร์สำหรับวัดระยะทางการเคลื่อนที่ของอากาศ
ยานไร้คนขับขนาดเล็ก และนิยมใช้ในพื้นที่ในร่ม ( indoor) เซนเซอร์ optical flow อาศัยหลักการ
ของปรากฏการณ์ optical flow ซึ่งเป็นเหตุการณ์ที่เกิดขึ้นเป็นประจำในการมองเห็นของมนุษย์ เช่น 
เมื่อนั่งรถแล้วมองท้องฟ้าหรือวัตถุอื ่นผ่านกระจกจะพบว่า  เมื่อรถเกิดการเคลื่อนที่ วัตถุจะมีการ
เคลื่อนที่แตกต่างกันไป โดยวัตถุท่ีอยู่ใกล้จะเคลื่อนที่ไว ส่วนวัตถุท่ีอยู่ไกลจะเลื่อนไปอย่างช้า ๆ  

 

 
 

รูปที่ 2.15 ตัวอย่างปรากฏการณ์ optical flow (Centeye, 2023) 
 

  สำหรับอากาศยานไร้คนขับ เมื่อติดตั้งกล้องในมุมมองไปที่พื้นแล้วนั้น การไหลของ
ภาพจะเป็นดังลูกศรสีน้ำเงินดังรูปที่ 2.15 ซึ่งการไหลของภาพจะแตกต่างกันไปตามการเคลื ่อนที่ 
ดังเช่นลูกศรแสดงทิศทางการไหลของภาพดังในรูปที่ 2.16 ซึ่งภาพด้านบนคือตอนเลี้ยวขวา ส่วนภาพ
ด้านล่างคือตอนเคลื่อนที่ไปด้านหน้า 

 

https://www.centeye.com/technology/optical-flow/
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รูปที่ 2.16 ตัวอย่างปรากฏการณ์ optical flow ในการเลี้ยวและเคลื่อนที่ไปด้านหน้า (Centeye, 2023) 
 

  เมื่อใช้หลักการนี้ร่วมกับการประมวลผลภาพจะทำให้สามารถวัดการเคลื่อนที่ของ
วัตถุได้ ซึ่งสำหรับอากาศยานไร้คนขับจะสามารถใช้ในการหาตำแหน่งของอากาศยานไร้คนขับได้  
ตัวอย่างของเซนเซอร์ optical flow แสดงดังในรูปที่ 2.17  
 

 
 

รูปที่ 2.17 PX4Flow optical flow sensor (Centeye, 2023) 
 

2.3.5 เซนเซอร์ตรวจจับวัตถุด้วยแสงและวัดระยะทาง 
         เซนเซอร์ตรวจจับวัตถุด้วยแสงและวัดระยะทาง (Light Detection And Ranging) 
หรือ LiDAR เป็นเซนเซอร์ที่สามารถตรวจจับวัตถุวัดระยะห่างจากวัตถุได้โดยใช้แสงเลเซอร์ การ
คำนวณระยะทางของวัตถุจะใช้การคำนวณความเร็วของแสงในการคำนวณ โดยเมื่อทราบความเร็ว
การเดินทางของแสงและเวลาที ่แสงมีการยิงออกไปแล้วสะท้อนกลับมาก็จะสามารถคำนวณหา
ระยะทางที่แสงมีการเดินทางไปได้ ในปัจจุบันนั้น LiDAR มีการพัฒนาไปมากตั้งแต่ LiDAR แบบยิง
ทางตรง ดังในรูปที่ 2.18 LiDAR แบบหมุนที่สามารถตรวจจับวัตถุได้ 360 องศาดังในรูปที่ 2.19 ไป
จนถึง LiDAR แบบ3 มิติ 
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รูปที่  2.18 LiDAR ทางเดียว 
 

 
 

รูปที่ 2.19 LiDAR 360 องศา 
 

2.3.6 กล้องวัดความลึกแบบสเตอริโอ 
        กล้องวัดความลึกแบบสเตอริโอ (stereo depth camera) เป็นกล้องท่ีสามารถสร้าง
แผนที่ความลึก (depth map) ของภาพที่เห็นออกมาได้ หรือสามารถเรียกได้ว่าวัดความลึกของภาพ
ได้ โดยเมื่อรวมกับค่าสีของภาพที่เป็นระบบ RGB แล้ว กล้องวัดความลึกจะมีพารามิเตอร์เพิ่มเข้ามา
กลายเป็น RGBD ตัวอย่างของภาพ RGBD แสดงดังในรูปด้านล่าง โดยด้านซ้ายคือภาพ RGB ส่วน
ด้านขวาแสดงแผนที่ความลึกของภาพโดยที่สีแดงเป็นการบ่งบอกว่าภาพมีความไกลส่วนสีเหลืองหรือสี
อ่ืนที่ไล่เรียงเข้ามาจะมีระยะทางที่ใกล้เข้ามาตามลำดับ 
 

 
รูปที่ 2.20 ตัวอย่างภาพ RGBD (IntelRealsense, 2019) 
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หลักการทำงานของกล้องสเตอริโอจะเลียนแบบการรับรู้ความลึกของสายตามนุษย์  โดยสายตาของ
มนุษย์จะมีระยะห่างเล็กน้อย ในกล้องแบบเสตอริโอก็เช่นกัน กล้องจะมีเลนส์สองเลนส์ที่ติดตั้งห่างกัน

เล็กน้อยเป็นระยะที่เรียกว่า base line (𝑑) ดังรูปด้านล่างต่อไปนี้ 
 

 
 

รูปที่ 2.21 เทคนิคสเตอริโอ (IntelRealsense, 2019) 
 

 
 

รูปที่ 2.22 การใช้หลักการตรีโกณมิติกับการหาความลึกของรูปภาพ 
 

จากหลักการของตรีโกณมิติและสามเหลี ่ยมคล้าย เมื ่อทราบพารามิเตอร์ของกล้องดังต่อไปนี้ 

𝑥𝑙 , 𝑥𝑟 , 𝑦𝑙 , 𝑦𝑟และ focal length (𝑓) ซึ่งจะได้มาจากการคาลิเบรทตัวกล้องก็จะหาระยะความลึก
ของภาพได้ดังความสัมพันธ์ดังต่อไปนี้ 
 

𝑧 = 𝑓 ×
𝑏

(𝑥𝑙−𝑥𝑟)
          (2.23) 

 
𝑥 = 𝑥𝑙 ×

𝑧

𝑓
           (2.24) 
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𝑦 = 𝑦𝑙 ×
𝑧

𝑓
           (2.25) 

 

  ในวงการหุ่นยนต์ กล้องวัดความลึกมีการนำไปประยุกต์ใช้กันแพร่หลายในการนำ
ทางและหลบหลีกสิ่งกีดขวางอัตโนมัติ และในอากาศยานไร้คนขับก็สามารถนำไปประยุกต์ใช้ในการนำ
ทางอัตโนมัติได้เช่นกัน ดังเช่น A.G Chabunichev (2020) นำกล้องวัดความลึกแบบสเตอริโอที่มี
ราคาถูกสำหรับเป็นอุปกรณ์อ้างอิงของการเคลื่อนที่ของหุ่นยนต์อัตโนมัติ ที่มีอากาศยานไร้คัยขับจอด
อยู่ด้านบน และ Z. Sumin (2021) ที่นำกล้องวัดความลึกแบบสเตอริโอมาใช้กับหุ่นยนต์เคลื่อนที่และ 
VSLAM โดยใช้กล้องสเตอริโอสำหรับการประมาณโอโดเมทรีจากภาพ (visual odometry) ซึ่งผลการ
ทดสอบให้ความคลาดเคลื่อนเพียงเล็กน้อย 
 

2.4 การเรียนรู้แบบเสริมกำลังเชิงลึก (Deep reinforcement learning) 
        การเรียนรู้แบบเสริมกำลังเชิงลึก (deep reinforcement learning) เป็นหนึ่งในแขนงของ
การเรียนรู้ของเครื่อง (machine learning) ในส่วนของการเรียนรู้แบบเสริมกำลัง (reinforcement 
learning) โดยเป็นการเรียนรู้แบบเสริมกำลังที่นำองค์ความรู้จากการเรียนรู้แบบมีผู้สอน (supervised 
learning) ซึ่งคือโครงข่ายประสาทเทียมเชิงลึก (deep neural network) มาใช้ในการประเมินค่าที่
ออกมาจากฟังก์ชัน (function approximation) ในการทำงานของการเร ียนรู ้แบบเสริมกำลัง
นอกจากนี้ยังมีการนำเทคนิค stochastic gradient descent และ backpropagation มาใช้ด้วยใน
กระบวนการเรียนรู้ของข้อมูล 

2.4.1 แนวคิดการเรียนรู้แบบเสริมกำลังเบื้องต้น  
  การเรียนรู้แบบเสริมกำลังเป็นการเรียนรู้ที่เลียนแบบการเรียนรู้แบบลองผิดลองถูก  

(Trial and error) ของมนุษย์หรือสัตว์ต่าง ๆ โดยจะแตกต่างจาก supervised learning ตรงที่ไม่
จำเป็นต้องทำฉลาก (label) ให้กับข้อมูล ตัวอย่างแนวคิดของการเรียนรู้แบบเสริมกำลังเช่น การฝึก
สุนัข โดยเมื่อผู้ฝึกสุนัขจะฝึกให้สุนัขเก็บลูกบอล เมื่อสุนัขเจ้าลูกบอลได้ ผู้ฝึกจะมอบอาหารให้ สุนัขก็
จะเรียนรู้ว่าหากต้องการอาหารจะต้องไปจับลูกบอล แต่หากสุนัขไม่ทำตาม ผู้ฝึกอาจจะลงโทษสุนัข
ด้วยการไม่ให้ขนม สุนัขก็จะเรียนรู้ว่าหากไม่ไปจับลูกบอลจะไม่ได้ขนม ทำให้สุนัขเกิดการเรียนรู้ไปใน
ตัว หรือในปัญหาการนำทางของหุ่นยนต์ หากต้องการให้หุ่นยนต์นำทางไปถึงเป้าหมายได้โดยไม่ชน 
สามารถทำได้โดยให้หุ่นยนต์ลองเดินไปในทิศทางต่าง ๆ ด้วยตัวเอง เมื่อเดินได้รับัทางที่ไกลขึ้นโดยไม่
ชน อาจจะให้คะแนนเป็นรางวัล แต่หากชนจะหักคะแนนก็จะทำให้หุ่นยนต์สามารถเรียนรู้วิธีการไปถึง
เป้าหมายโดยไม่ชนได้ ซึ่งปัญหาต่าง ๆ เหล่านี้ในการเรียนรู้แบบเสริมกำลังจะถูกโมเดลให้เข้าไปอยู่ใน
รูปแบบกระบวนการตัดสินใจแบบมาร์คอฟ (Markov decision process) 

 

https://d.docs.live.net/8509822b35c79496/Documents/Stereo%20Visual%20Odometry%20Pose%20Correction%20through%20Unsupervised
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  กระบวนการตัดสินใจแบบมาร์คอฟ (Markov Decision Processes : MDPs) เป็น
กรอบงานทางคณิตศาสตร์ สำหรับการแก้ปัญหาโดยใช้การเรียนรู้แบบเสริมกำลังปัญหาส่วนใหญ่ใน
การเรียนรู้แบบเสริมกำลังล้วนสามารถนำมาสร้างแบบจำลองใน MDPs ได ้นอกจากนี้ MDPs ยังถูกใช้
แก้ปัญหาการหาค่าที่เหมาะสมที่สุด (Optimization) อีกด้วย แผนผังอธิบายการทำงานของ MDPs 
แสดงดังในรูปที่ 2.23 

 

รูปที่ 2.23 แบบจำลองกระบวนการตัดสินใจแบบมาร์คอฟ 
 

  คุณสมบัติสำคัญของกระบวนการตัดสินใจแบบมาร์คอฟ (Markov property) คือ 
เหตุการณ์หรือสิ่งที่เกิดขึ้นในอนาคตจะขึ้นอยู่กับสิ่งที่ทำในปัจจุบัน เท่านั้น เหตุการณ์ในอดีตจะไม่
ส่งผลถึงอนาคตด้วย โดยกระบวนการตัดสินใจแบบมาร์คอฟจะประกอบด้วย ตัวแทน (agent), 
สภาพแวดล้อม (environment), สภาวะ (state), รางวัล (reward) และ การกระทำ (action) โดย
ความหมายของ state, reward และ action มีดังต่อไปนี้ 

1)  State หรือ สภาวะ เป็นเซ็ต (set) ของสภาวะที่อยู่ในสิ่งแวดล้อม 
2)  Action หรือ การกระทำ เป็นเซ็ต (set) ของการกระทำที่ agent สามารถแสดง

ออกมาได้ในแต่ละ state 
3)  Reward หรือ รางวัล เป็นฟังก์ชันที่กำหนดผลของการกระทำของ agent ในแต่ละ

สภาวะในสภาพแวดล้อม 

  กระบวนการตัดสินใจแบบมาร์คอฟจะเริ่มต้นโดย ตัวแทนจะต้องรับทราบสภาวะที่
ตนอยู่ในสภาพแวดล้อม เช่น ในสภาพแวดล้อมแบบ grid world ดังรูปที ่ 2.24 หากตัวแทนมี
เป้าหมายที่ต้องเดินจากจุด START ไปถึง GOAL โดยที่ไม่เข้าเดินไปใน block  ตัวแทนจะต้องทราบ
สภาวะตัวเองก่อน จากนั้นตัวแทนจะแสดงการกระทำออกมาเพ่ือเดินไปที่ GOAL โดยใน grid world 
นี้ action ที่ทำได้ของตัวแทนคือ การเดินขึ้น ลง ซ้าย ขวา  ซึ่งใน state ที่จุด START นั้น action ที่
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ทำได้จะมีเพียงเดินลงเท่านั้น จึงจะสามารถไปต่อได้ หากตัวแทนเดินลงมาจากจุด START เพื่อไปต่อ 
ตัวแทนจะมีการเปลี่ยนสภาวะกลายเป็นสภาวะ B1 โดยความน่าจะเป็นในการเปลี่ยนจากสภาวะเดิม 
(𝑠) ไปยังสภาวะใหม่ (𝑠′) ด้วยผลจากการกระทำ (𝑎) นั้นเรียกว่า ความน่าจะเป็นการเปลี่ยนผ่านสภาวะ 
(transitional probability) แทนด้วย 𝑃(𝑠′|𝑠, 𝑎) และความน่าจะเป็นในการเปลี่ยนผ่านจากสภาวะ
เดิมไปสภาวะใหม่โดยไม่คิดจากการกระทำจะแทนด้วย 𝑃(𝑠′|𝑠)  
 

 
 

รูปที่ 2.24 ตัวอย่างสภาพแวดล้อมแบบ grid world 
 

  เมื่อสภาวะของตัวแทนเปลี่ยนไป ตัวแทนจะได้รับรางวัลหรือบทลงโทษจาก reward 
function เช่น หากตัวแทนเดินเข้าไปในพื้นที่ Block จะถูกหักคะแนน -1 คะแนน แต่หากตัวแทน
สามารถเดินต่อไปได้จะได้คะแนน +1 คะแนน แต่หากเข้าพื้นที่ GOAL ได้จะได้คะแนน +2 คะแนน 
เป็นต้น โดย reward function สามารถแทนได้ด้วย 𝑅(𝑠, 𝑎, 𝑠′) ตัวแทนจะหาทางเดินจาก START 
ไป GOAL ให้ได้จนเจอเส้นทางที่ดีที่สุดหรือเส้นทางที่ทำให้ได้รางวัลมากที่สุดนั่นเอง และจะได้แผน 
(policy) ออกมา 
         ในการเรียนรู ้แบบเสริมกำลัง สิ่งที่ต้องการได้ออกมาคือ policy ของตัวแทนใน
สภาพแวดล้อมต่าง ๆ โดย policy นั้นจะเป็นสิ่งกำหนดพฤติกรรมของตัวแทนในสภาพแวดล้อม 
policy จะเป็นสิ่งที่บอกตัวแทนว่าในสภาวะต่าง ๆ ควรทำการกระทำแบบใดจึงจะให้ผลลัพธ์ออกมา  
ดีที่สุด ในตอนเริ่มต้นการเรียนรู้ policy จะถูกสุ่มขึ้นมาก่อน ดังนั้น การกระทำของตัวแทนในตอน
เริ่มต้นจะถูกสุ่มมา โดยประเภทของ policy ถูกแบ่งออกเป็น 2 ประเภท คือ deterministic policy 
และ stochastic policy ซึ่งมีความหมายดังต่อไปนี้ 

1)  Deterministic policy คือ policy ที่จะโยง (map) สภาวะให้เข้ากับการกระทำ
ที่เจาะจง (particular action) มักถูกแทนด้วย 𝜇   

 

 



24 

2) Stochastic policy แตกต ่ างจาก deterministic policy โดย stochastic 
policy จะไม่โยงสภาวะของตัวแทนเข้ากับการกระทำที่เฉพาะเจาะจงโดยตรง แต่จะโยงสภาวะกับ
การกระจายความน่าจะเป็น (probability distribution) ของการกระทำแต่ละแบบ ดังนั้น แม้ว่า
ตัวแทนจะอยู ่ในสภาวะเดิม แต่การกระทำอาจจะแตกต่างกันออกไปก็ได้ตามความน่าจะเป็น 
stochastic policy มักจะถูกแทนด้วย 𝜋  โดย policy สำหรับสภาวะที่เวลาหนึ่ง 𝑠𝑡 กับการกระทำที่
เวลานั้น 𝑎𝑡 สามารถเขียนแทนได้ด้วย 𝜋(𝑎𝑡|𝑠𝑡)  
  การเลือกใช้ policy ขึ้นอยู่กับสิ่งแวดล้อมและตัวแทน ซึ่งในการเรียนรู้แต่ละ
รอบ (Episode) ตัว policy จะถูกปรับปรุงขึ้นเรื่อย ๆ จนเหมาะสมที่สุด (optimal policy) ซึ่งจะให้
ผลรวมของรางวัลที่ดีที่สุด โดยจุดสิ้นสุดของแต่ละ episode สามารถทำได้โดยการกำหนดจำนวนการ
เปลี่ยนสภาวะ (step) หรือกำหนดเงื่อนไขอื่นในการสิ้นสุด episode โดยสภาวะ, การกระทำของ
ตัวแทนและรางวัลที่ตัวแทนได้รับในแต่ละ episode สามารถถูกเรียกได้ว่า วิถี (trajectory) หรือแทน
ด้วย 𝜏 โดย trajectory ตั้งแต่เริ่มต้น (t = 0) ไปจนถึงเวลาสุดท้าย (t = T) สามารถเขียนได้อยู่ในรูป
เซ็ต (𝑠0, 𝑎0, 𝑟0, 𝑠1, 𝑎1, 𝑟1, … , 𝑠𝑡)  

2.4.2 Return และ Discount factor 
         Return คือ ผลรวมของรางวัลทั้งหมดที่ตัวแทนได้รับในหนึ่งรอบการคำนวณ หรือ 
episode โดยเขียนแทนด้วยสัญลักษณ์ 𝐺 ซ่ึงเขียนเป็นสมการได้ดังต่อไปนี้ 
 

𝐺(𝜏) = ∑ 𝑟𝑡
𝑇
𝑡=0           (2.26) 

 
  และสำหรับงานที่มีลักษณะเป็น continuous task นั้น จะสามารถเขียน return ได้
ในรูปสมการต่อไปนี้ 
 

𝐺(𝜏) = ∑ 𝑟𝑡
∞
𝑡=0           (2.27) 

 
  แต่หากเป็น continuous time นั้นจะเป็นเรื่องยากที่จะใช้ความสัมพันธ์ดังสมการที่ 
2.27 เพื่อหา return ที่มีค่าที่สุดใน trajectory แต่ละชุด จึงต้องมีการเพิ่ม discount factor (𝛾) เข้า
ไปในสมการด้วย เพ่ือบอกความสำคัญระหว่างรางวัลในอนาคต (future reward) และรางวัลฉับพลับ
ในปัจจุบัน (immediate reward) ค่า discount factor จะมีค่าอยู่ระหว่าง 0 ถึง 1 โดยสมการของ 
return ที่มี discount factor จะเป็นดังสมการต่อไปนี้ 
 

𝐺(𝜏) = ∑ 𝛾𝑡𝑟𝑡
∞
𝑡=0               (2.28) 

 



25 

  เมื่อเวลายิ่งผ่านไป return ก็จะยิ่งลดลง โดยหาก discount factor มีค่าเข้าใกล้ 0 
มาก ค่า return ที่ได้จากรางวัลในอนาคตก็จะยิ่งลดลงอย่างรวดเร็วแตกต่างจาก discount factor ที่
มีค่าเข้าใกล้ 1 

2.4.3 Value function และ Q-function 
         Value function หรืออีกชื ่อเร ียกว่า state value function เป็นค่า return ที่
ตัวแทนจะได้รับเมื่อเริ่มต้นจากสภาวะนั้นโดยทำตาม policy 𝜋 สามารถเขียนแทนได้ด้วย 𝑉(𝑠) โดย
สามารถแสดง value function ได้ดังรูปสมการต่อไปนี้ 
 

𝑉𝜋(𝑠) = [𝑅(𝜏)|𝑠0 = 𝑠]          (2.29) 

 
  ซ่ึง return ที่จะนำมาใช้คำนวณ value function นั้น ใน policy ที่เป็น stochastic 
policy ไม่สามารถคำนวณ return ได้โดยตรงเพราะการกระทำของตัวแทนขึ้นอยู่กับการกระจายตัว
ของความน่าจะเป็น ดังนั้น การหา value function จาก stochastic policy จะเป็นการคาดเดา 
(expected return) ซึ่งสามารถคำนวณ value function ได้จากสมการต่อไปนี้ 
 

𝑉𝜋(𝑠) = Ε𝜏~𝜋[𝑅(𝜏)|𝑠0 = 𝑠] = ∑ 𝑅(𝜏𝑖)𝜋(𝑎𝑖|𝐴)𝑖      (2.30) 
 

  Value function จะแตกต่างกันไปตาม policy ที่เลือกใช้ Value function ที่มาก
ที่สุดจะถูกเรียกว่า optimal value function ซึ่งถูกแสดงด้วยสมการต่อไปนี้ 
 

𝑉∗(𝑠) = max𝑉𝜋(𝑠)      (2.31) 
 

         นอกจาก value function แล ้ว อ ีกหน ึ ่ งฟ ังก ์ช ันท ี ่สำค ัญท ี ่สามารถแสดง
ความสัมพันธ์ของตัวแทนกับการเรียนรู ้ได้อีกฟังก์ชันก็คือ state-action value function หรือ
เรียกว่า Q function โดย Q function นั้นจะเป็นค่า return ที่จะได้รับเมื่อตัวแทนเริ่มต้นในสภาวะ 
𝑠 และแสดงการกระทำ 𝑎 โดยสามารถเขียนแทนด้วย 𝑄(𝑠, 𝑎) และสามารแสดงได้ในรูปสมการ
ดังต่อไปนี้ 
 

𝑄𝜋(𝑠, 𝑎) = [𝑅(𝜏)|𝑠0 = 𝑠, 𝑎0 = 𝑎]     (2.32) 
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  คล้ายกับ value function ใน stochastic policy นั้นการกระจายตัวของความ
น่าจะเป็นในการกระทำของตัวแทนมีผลต่อ Q value นี้ด้วย ดังนั้น return ที่ได้มาโดย Q function 
นั้นจะสามารถเขียนใหม่ให้อยู่ในรูปสมการต่อไปนี้ได้  
 

𝑄𝜋(𝑠, 𝑎) = Ε𝜏~𝜋[𝑅(𝜏)|𝑠0 = 𝑠, 𝑎0 = 𝑎]    (2.33) 
 

Q-value ที่ให้ return มากที่สุดสามารถเขียนแสดงสมการได้ดังนี้ 
 

𝑄∗(𝑠, 𝑎) = max 𝑄𝜋(𝑠, 𝑎)     (2.34) 
 

  ทั้ง value function และ Q function จะถูกนำไปเป็นตัวแปรสำคัญในการเรียนรู้
ของโมเดลด้วยซึ่งจะได้กล่าวถึงถัดไป 

2.4.4 สมการของเบลล์แมน 
         สมการของเบลล์แมน (Bellman equation) เป็นสมการที ่ใช้แพร่หลายในการ
เรียนรู ้แบบเสริมกำลังสำหรับการแก้ปัญหาแบบมาร์คอฟ เพื ่อที ่จะหา policy ที่เหมาะสมที่สุด 
(optimal policy) สมการของเบลล์แมนสามารถแสดงได้ดังสมการต่อไปนี้ 
 

𝑉(𝑠) = 𝑅(𝑠, 𝑎, 𝑠′) + 𝛾𝑉(𝑠′)     (2.35) 

 
  ซ ึ ่ งสมการข ้างต ้นสามารถใช ้ ได ้ก ับสภาพแวดล ้อมท ี ่ เป ็น  deterministic 
environment เท่านั้น แต่หากเป็น stochastic environment การกระทำ 𝑎 อาจไม่ส่งผลให้ตัวแทน
เปลี่ยนสภาวะจาก 𝑠 ไปสภาวะ 𝑠′ก็ได้ ดังนั้นจะมีการเพิ่มเทอมของความน่าจะเป็นในการเปลี่ยน
สภาวะ(transition probability) และความน่าจะเป็นในการแสดงการกระทำ (action probability) 
เข้าไปในสมการด้วยดังสมการต่อไปนี้ 
 

𝑉𝜋(𝑠) = ∑ 𝜋(𝑎|𝑠)𝑎 ∑ 𝑃(𝑠′|𝑠, 𝑎)𝑠′ [𝑅(𝑠, 𝑎, 𝑠′) + 𝛾𝑉𝜋(𝑠′)]   (2.36) 
 

  สมการข้างต้นสามารถเรียกอีกชื่อได้เป็น สมการเบลล์แมนเชิงคาดการณ์ (Bellman 
expectation equation) ของ value function  
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         ในส่วนของสมการเบลล์แมนของ state-action function นั้น จะมีความแตกต่าง
กับสมการเบลล์แมนของ value function เพียงเล็กน้อยเท่านั้น โดยสมการเบลล์แมนของ state-
action value สามารถแสดงได้ดังต่อไปนี้ 
 

𝑄𝜋(𝑠, 𝑎) = ∑ 𝑃(𝑠′|𝑠, 𝑎)𝑠′ [𝑅(𝑠, 𝑎, 𝑠′) + 𝛾 ∑ 𝜋(𝑎′|𝑠′)𝑄𝜋(𝑠′, 𝑎′)𝑎′ ]   (2.37) 
 

  ในการหา optimal policy นั้น จะต้องหา optimal value function และ optimal 
state-action value function โดยหาจากค่าที่ให้ return มากที่สุดของแต่ละตัวแปร ซึ่งจะทำให้
สามารถเขียนสมการเบลล์แมนสำหรับตัวแปรที่เหมาะสมทั้งสองได้ดังต่อไปนี้ 
 

       𝑉𝜋(𝑠) = ∑ 𝜋(𝑎|𝑠)𝑎 ∑ 𝑃(𝑠′|𝑠, 𝑎)𝑠′ [𝑅(𝑠, 𝑎, 𝑠′) + 𝛾𝑉𝜋(𝑠′)]   (2.38) 
 

ส่วนสมการของเบลล์แมนของ state-action value สามารถเขียนได้ดังสมการต่อไปนี้ 
 

𝑄𝜋(𝑠, 𝑎) = ∑ 𝑃(𝑠′|𝑠, 𝑎)𝑠′ [𝑅(𝑠, 𝑎, 𝑠′) + 𝛾 ∑ 𝜋(𝑎′|𝑠′)𝑄𝜋(𝑠′, 𝑎′)𝑎′ ]   (2.39) 
 

         P.Huy, L. Hung และ N. Luan (2018) นำเสนอการใช้การเรียนรู้แบบเสริมกำลัง
เชิงลึก โดยใช้การหา state-action value ของอากาศยานไร้คนขับในสภาวะที่เป็น discrete ซึ่งมี
ขนาด 5x5 หน่วย มาทำการเรียนรู้การนำทางและหลบหลีกสิ่งกีดขวางรอบตัวโดยใช้ LiDAR โดยได้
นำเสนอการใช้ function approximation ของ 𝑄 value มาแทนการหาด้วยวิธีการโดยตรง เพ่ือที่จะ
ลดเวลาในการคำนวณและสามารถนำไปประยุกต์ใช้กับสภาวะที่มีขนาดใหญ่ขึ้นได้ด้วย 

2.4.5 วิธีการของมอนทิคาร์โล 
         วิธ ีการของมอนทิคาร์โล (Monte Carlo (MC) method) เป็นวิธ ีการในการหา 
policy ที่เหมาะสมที่สุด (optimal policy) วิธีการหนึ่ง สำหรับสภาพแสดล้อมที่ไม่ทราบแบบจำลอง
ของระบบ (model-free) วิธีการนี้เป็นเทคนิคที่มักใช้ในทางสถิติในการประมาณการคาดการณ์ของ
ตัวแปรสุ่ม (random variable) จากกลุ่มตัวอย่าง โดยปกติแล้วหากมีตัวแปรสุ่ม 𝑋 แล้ว ค่าคาดการณ์ 
(expected value) ของตัวแปรสุ่ม (𝐸(𝑥)) สามารถหาได้จากสมการดังต่อไปนี้ 
 

𝐸(𝑥) = ∑ 𝑥𝑖𝑝(𝑥𝑖)
𝑛
𝑖=1       (2.40) 
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  แต่หากใช้วิธีการมอนทิคาร์โลจะสามารถประมาณค่าคาดการณ์ ได้จากการสุ่ม

ตัวอย่างขึ้นมา 𝑁 ตัว จากนั้นหาค่าเฉลี่ยออกมาดังสมการต่อไปนี้ 
 

𝐸𝑥~𝑝(𝑥)[𝑋] ≈
1

𝑁
∑ 𝑥𝑖𝑖       (2.41) 

 
  สำหรับปัญหาการเรียนรู ้แบบเสริมกำลังนั ้น ในการประมาณ  value function 
เพ่ือที่จะหา optimal policy สามารถประมาณได้จากการหาค่าเฉลี่ยของ return ในหลาย episode 
จากสมการดังต่อไปนี้  
 

𝑉(𝑠) ≈
1

𝑁
∑ 𝑅𝑖(𝑠)
𝑁
𝑖=1       (2.42) 

 
  สำหรับการประมาณ state-action value จะคล้ายคลึงกับการหา value action 
โดยสามารถประมาณได้จากสมการดังต่อไปนี้ 
 

𝑄(𝑠, 𝑎) ≈
𝑡𝑜𝑡𝑎𝑙𝑟𝑒𝑡𝑢𝑟𝑛(𝑠,𝑎)

𝑁(𝑠,𝑎)
     (2.43) 

 
  จากหลักการของวิธีมอนทิคาร์โลที่ต้องคำนวณ state value หรือ state-action 
value โดยการเฉลี่ยค่าของทั้ง episode ดังนั้น จำเป็นต้องรอให้การเรียนรู้จบ episode ก่อนจึงจะ
สามารถหา optimal policy ได้ จึงไม่เหมาะสมกับงานที่ไม่มีจุดสิ้นสุด (non-episodic task) 

2.4.6 วิธีการความต่างชั่วคราว 
         วิธีการความต่างชั่วคราว (Temporal Difference : TD method) เป็นอีกหนึ่งวิธทีี่
เป็นวิธีการในการหา policy ที่เหมาะสมที่สุด (optimal policy) สำหรับสภาพแสดล้อมที่ไม่ทราบ
แบบจำลองของระบบ (model-free) แต่มีการพัฒนาจากวิธีมอนทิคาร์โล คือ ไม่ต้องรอให้การคำนวณ
จบ 1 episode ก่อน ดังนั้นจะสามารถนำไปใช้ในงานที่มีความต่อเนื่อง (continuous task) ได้ โดย
สมการสำหรับการประมาณค่า state value นั้นสามารถแสดงได้ดังในสมการต่อไปนี้ เมื ่อ 𝛼 คือ 
อัตราการเรียนรู้ (learning rate) 
 

𝑉(𝑠) = 𝑉(𝑠) + 𝛼(𝑟 + 𝛾𝑉(𝑠′) − 𝑉(𝑠))    (2.44) 
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  จากสมการข ้างต ้น พจน ์ของ 𝑟 + 𝛾𝑉(𝑠′) − 𝑉(𝑠) จะม ีช ื ่อเร ียกเฉพาะคือ 
Temporal Difference Error (TD Error) หากพ ิจารณา state-action value เพ ื ่อหา optimal 
policy จะได้สมการการประมาณค่า state-action value ได้ดังสมการต่อไปนี้ 
 

𝑄(𝑠, 𝑎) = 𝑄(𝑠, 𝑎) + 𝛼(𝑟 + 𝛾𝑄(𝑠′, 𝑎′) − 𝑄(𝑠, 𝑎))   (2.45) 
 

  ในการหา Optimal policy โดยใช้ TD method นั้น จะเริ่มจากการสุ่มค่า 𝑄 ของ
ทุก state ก่อนจากนั ้นจะทำการอัพเดทและปรับปรุง policy อย่างต่อเนื ่องจนเจอ policy ที่
เหมาะสมที่สุด  ทั้งวิธีการของมอนทิคาร์โลและวิธีการความต่างชั่วคราวนับเป็นอัลกอริทึมคลาสสิคใน
การแก้ปัญหาของการเรียนรู้แบบเสริมกำลัง ซึ่งในการเรียนรู้แบบเสริมกำลังเชิงลึกจะถูกนำไปใช้งาน
ร่วมกับการเรียนรู้เชิงลึก (Deep learning) ซึ่งจะถูกกล่าวถึงต่อไป 

2.4.7 แนวคิดการเรียนรู้เชิงลึก 
         การเรียนรู้เชิงลึก (Deep Learning) เป็นแขนงหนึ่งของการเรียนรู้ของเครื่องจักร 
(Machine Learning) ซึ่งเกี ่ยวข้องกับการใช้งานโครงข่ายประสาทเทียม (Neural Network) การ
เรียนรู้เชิงลึกเลียนแบบแนวคิดของระบบประสาทของมนุษย์แล้วถูกเรียกว่า โครงข่ายประสาทเทียม 
(Artificial Neural Network : ANN) โดยในทางชีววิทยาแล้ว ระบบประสาทของมนุษย์ประกอบด้วย
เซลล์ประสาทจำนวนมาก โดยหนึ่งเซล์ประสาท (neuron) นั้นมีองค์ประกอบดังในรูปที่ 2.25 
 

 
 

รูปที่ 2.25 โครงสร้างเซลล์ประสาทของมนุษย์ (Phongchit, 2018) 
 

  เซลล์ประสาทในสมองของมนุษย์มีอยู ่ประมาณ 1 แสนล้านเซลล์ ซึ ่งจะทำงาน
เชื่อมต่อกัน โดยส่วนที่มีการเชื่อมต่อกันจะเรียกว่า “ไซแนปส์ (synapse)” จากรูปที่ 2.25 เดนไดร์ท 
(dendrite) จะเป็นส่วนที่รับสัญญาณเข้ามาในนิวรอน โซมา (soma) คือส่วนกลางของเซลล์ประสาท 
และ แอกซอน (axon) คือส่วนที่จะส่งข้อมูลออกไปจากนิวรอนไปนิวรอนตัวอ่ืนผ่านไซแนปส์  
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        ในโครงข่ายประสาทเทียมนั้น แบบจำลองของนิวรอนหนึ่งหน่วยนั้นสามารถแสดงได้
ดังในรูปที ่2.26 

 
 

รูปที่ 2.26 แบบจำลองนิวรอนหนึ่งหน่วย 
 

  โดย 𝑥𝑖 คือ ข้อมูลที่ถูกนำเข้ามา ส่วน 𝑦 คือ ข้อมูลที่ถูกส่งออกไป 𝑤𝑖 คือน้ำหนัก 
(weight) และ 𝑏 คือ ไบแอส (bias) ค่าข้อมูลที่เข้ามาจะถูกนำมาคูณกับน้ำหนักเพื่อบอกความสำคัญ
ของข้อมูลแต่ละตัวในการหาผลลัพธ์ และมีการบวกเพ่ิมไบแอสเข้าไป โดยหากพิจารณาจากรูปที่ 2.26 
จะได้ความสัมพันธ์ดังสมการต่อไปนี้ 
 

𝑧 = (𝑥1𝑤1 + 𝑥2𝑤2 + 𝑥3𝑤3) + 𝑏     (2.46) 
 

  ในโครงข่ายประสาทเทียมนั้น จะประกอบด้วยนิวรอนหลายตัวที่โยงกันเป็นโครงข่าย 
(network) ดังในรูปที่ 2.27 ซึ่งเป็นโครงข่ายประสาทเทียมแบบพื้นฐาน โดย input layer เป็นชั้นที่รับ
ข้อมูลเข้ามา จะไม่มีการคำนวณในขั้นนี้ hidden layer เป็นชั้นที่อยู่ระหว่างชั้น input และ output โดย 
hidden layer จะทำการประมวลผลและเรียนรู้ความสัมพันธ์ที่ซับซ้อนของ input และ output 
 

 
 

รูปที่ 2.27 แบบจำลองโครงข่ายประสาทเทียมเบื้องต้น 
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  hidden layer สามารถมีก่ีชั้นก็ได้ขึ้นอยู่กับความซับซ้อนของปัญหา โดยหากจำนวน
ของ hidden layer มีมากกว่า 1 ชั้น โครงข่ายประสาทเทียมนั้นจะถูกเรียกว่า โครงข่ายประสาทเชิง
ลึก (Deep Neural Network) ส่วน output layer นั้นจะรับค่าออกมาจาก hidden layer โดยหาก
เป็นปัญหาการจำแนกประเภท (classification) จำนวนนิวรอนในชั้นนี้จะเท่ากับประเภทที่ต้องการ
จำแนก แต่หากเป็นปัญหาการทำ regression นั้น จำนวนนิวรอนจะมีเพียงตัวเดียว หลังจาก hidden 
layer ส่งค่าออกมานั้น เพื่อให้เกิดการเรียนรู้รูปแบบของข้อมูลที่ซับซ้อนและมีความคล้ายคลึงกัน จึง
จำเป็นต้องเพ่ิมความไม่เป็นเชิงเส้น (non-linearity) เข้าไปด้วย โดยใช้ activation function มาเป็น
เครื่องมือ 
        activation function จะมีหลายรูปแบบ แต่รูปแบบที่นิยมใช้กันจะแบ่งเป็น ฟังก์ชัน
ซิกมอยด์ (sigmoid function), ฟังก์ชันแทนเจนต์ไฮเปอร์โบลิค (tanh function), Rectified Linear 
Unit Function และฟังก์ชันซอฟท์แม็กซ์ (softmax function) โดยรูปแบบสมการของฟังก์ชันแต่ละ
รูปแบบจะแสดงดังต่อไปนี้ 
Sigmoid function  

𝑓(𝑥) =
1

1−𝑒−𝑥
      (2.47) 

 

จากสมการข้างต้น สามารถพลอตเป็นกราฟได้ดังรูปต่อไปนี้ 

 

 
 

รูปที่ 2.28 Sigmoid function 

Tanh function  
 

𝑓(𝑥) =
1−𝑒−2𝑥

1+𝑒−2𝑥
      (2.48) 
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จากสมการข้างต้น สามารถพลอตเป็นกราฟได้ดังรูปต่อไปนี้ 
 

 
 

รูปที่ 2.29 Tanh function 
 

Rectified Linear Unit Function (ReLU) function  
 

𝑓(𝑥) = {
0𝑓𝑜𝑟𝑥 < 0
𝑥𝑓𝑜𝑟𝑥 ≥ 0

     (2.49) 

 

จากสมการข้างต้น สามารถพลอตเป็นกราฟได้ดังรูปต่อไปนี้ 
 

 
 

รูปที่ 2.30 ReLU function 

Softmax function  

𝑓(𝑥𝑖) =
𝑒𝑥𝑖

∑ 𝑒
𝑥𝑗

𝑗
      (2.50) 
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โดยฟังก์ชันของซอฟท์แม็กซ์จะให้เป็นความน่าจะเป็นของเอาท์พุทออกมา 

         การเรียนรู้เชิงลึกด้วยโครงข่ายประสาทเทียมจะใช้วิธีการ forward propagation 
ส่งผ่านข้อมูลในแต่ละ layer จนนำไปสู่การทำนาย output จาก input ที่เข้ามา แต่การทำ forward 
propagation นั้น ไม่สามารถบอกได้ว่าผลที่ได้ออกมาจากการทำนายนั้นถูกต้องหรือไม่  โดยกำหนด 
cost function (𝐽) ขึ้นมาดังสมการต่อไปนี้ 
 

𝐽 =
1

𝑛
∑ (𝑦𝑖 −𝑦�̂�)

2𝑛
𝑖=1       (2.51) 

 
  ซึ่ง cost function ที่กำหนดขึ้นนี้ เป็นการหาความคลาดเคลื่อนระหว่างข้อมูลจริง 
(𝑦𝑖) และข้อมูลที่ได้จากการทำนาย (�̂�𝑖) โดยใช้การหาความคลาดเคลื่อนแบบค่าเฉลี่ยกำลังสอง 
(mean squared error) ซึ่งหากค่าคลาดเคลื่อน (loss) จากการฝึกโมเดลมีน้อย แสดงว่าโมเดลมี
ความแม่นยำในการทำนาย โดยในการเรียนรู้เชิงลึกนั้นจะมีการทำ backpropagation เพื่อทำการ
ปรับน้ำหนักของโมเดลในแต่ละ layer ให้เหมาะสม เพื่อที่จะทำให้ค่าจาก loss function มีค่าน้อย
ที่สุด โดยใช้หลักการของ gradient descent ในการปรับค่าน้ำหนัก ซึ่งสมการสำหรับการอัพเดท

น้ำหนักของโมเดลนั้นสามารถแสดงได้ดังสมการต่อไปนี้ เมื่อ 𝛼 คืออัตราการเรียนรู้ (learning rate) 
 

𝑊 = 𝑊 − 𝛼
𝜕𝐽

𝜕𝑊
      (2.52) 

 
  การเลือกอัตราการเรียนรู้ที ่เหมาะสมจะช่วยให้ โมเดลนั้นเรียนรู้ที ่จะทำให้ loss 
function มีค่าน้อยลงได้ไวมากขึ้นและลู่เข้าในที่สุด จนได้โมเดลความสัมพันธ์ระหว่าง input และ 
output ออกมา 

2.4.8 โครงข่ายประสาทแบบคอนโวลูทชัน 
         โครงข่ายประสาทแบบคอนโวลูชัน (Convolution Neural Network: CNN) เป็น
อัลกอริทึมหนึ ่งที ่ใช้กันกว้างขวางสำหรับงานด้านการมองเห็นของคอมพิวเตอร์ โดย CNN จะ
ประกอบด้วยชั้นการประมวลผลสามส่วนที่สำคัญ คือ ชั้นคอนโวลูชัน (convolutional layer), ชั้น     
พูลลิ่ง (pooling layer) และชั้นเชื่อมต่อสมบูรณ์ (fully connected layer) ดังในรูปที่ 2.31 
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รูปที่ 2.31 ตัวอย่าง Convolutional Neural Network (Phongchit, 2018) 
 

ชั้นคอนโวลูทชัน นั้น เป็นชั้นที่ทำหน้าที่เป็นอย่างแรกของ CNN โดยจะทำหน้าที่แยกฟีเจอร์ (feature) 
ที่สำคัญออกมาจากรูปภาพ โดยการทำคอนโวลูชั่นกับรูปภาพด้วยตัวกรอง (filter / kernel) จะทำให้
ภาพที่ผ่านการคอนโวลูทชันจะเหลือรายละเอียดที่สำคัญเท่านั้นก่อนที่จะนำไปประมวลผลในขั้นต่อไป 
การเลือกใช้ตัวกรองนั้นสามารถใช้ตัวกรองหลายตัวได้ โดยสิ่งที่ได้ออกมาจะถูกเรียกว่า feature 
maps ซึ่งจำนวนของ feature maps จะเท่ากับจำนวนของตัวกรองที่ใช้ในการทำคอนโวลูทชัน ใน
ตอนเริ่มต้นนั้นตัวกรองจะถูกสุ่มขึ้นมาก่อน แล้วทำการปรับให้เหมาะสมมากขึ้นผ่านการเรียนรู้และ 
backpropagation 
ชั้นพูลลิ่ง คือ ชั้นที่ใช้สำหรับลดขนาดมิติของภาพหลังจากที่ผ่านการทำคอนโวลูทชันมาแล้ว โดย
วิธ ีการทำพูลลิ ่งนั ้น มีหลายแบบ เช่น max pooling, mean pooling และ sum pooling โดย
ตัวอย่างของ max pooling แสดงดังในรูปด้านล่าง โดยเป็นการใช้ตัวกรองขนาด 2x2 กับ feature 
maps ด้วยลำดับขั้นการเลื่อนตัวกรอง (stride) เป็น 2 แล้วหาค่าสูงสุดในตัวกรองที่เกิดขึ้น จนได้ 
feature maps ที่มีขนาดลดลงดังในรูปด้านขวามือ 
 

 
 

รูปที่ 2.32 Max pooling (Phongchit, 2018) 
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ชั้นเชื่อมต่อสมบูรณ์ คือ ชั้นที่ทำหน้าที่ในการจำแนกประเภท(classification) ของภาพที่ถูกนำเขา้มา 
เพื่อบอกว่าภาพนั้นคืออะไร feature maps ที่ได้มาจาก ชั้นคอนโวลูทชันและชั้นพูลลิ่งจะถูกแปลง
เป็นเวกเตอร์ (vector) และนำเข้าไปในโครงข่ายประสาทเทียมใน fully connected layer แล้วทำ
การจำแนกภาพต่อไป 

2.4.9 Deep Q Network 
         Deep Q Network เป็นวิธีการหนึ่งของการเรียนรู้แบบเสริมกำลังเชิงลึก (deep 
reinforcement learning) จากหลักการใช้ state-action value (𝑄) เพื ่อแยก optimal policy 
ออกมาของการเรียนรู้แบบเสริมกำลัง จะเห็นว่าการคำนวณ 𝑄𝑣𝑎𝑙𝑢𝑒 โดยตรงนั้นจะต้องคำนวณจาก
จำนวน state ทั้งหมด แต่หาก state มีจำนวนที่เยอะมาก วิธีการคำนวณ state-action value แบบ
นี้นั ้นจะต้องใช้ทรัพยากรการคำนวณมหาศาล ดังนั ้น จึงมีการคิดค้น ฟังก์ชันการประมาณค่า 
(function approximator) ขึ ้นมาสำหรับการประมาณค่า state-action value โดยใช้โครงข่าย
ประสาทเทียมโดยมีพารามิเตอร์ของโครงข่ายประสาทเทียมคือ 𝜃 และ state-action value ที่ถูก
ประมาณด้วยโครงข่ายประสาทเทียมจะถูกแทนด้วยตัวแปร 𝑄𝜃(𝑠, 𝑎) 
         ในการฝึกโมเดลสำหรับ DQN นั ้น ข้อมูลที ่จำเป็นในการป้อนเข้าไปคือ replay 
buffer ซึ่งเป็น buffer ที่จะเก็บประสบการณ์ของตัวแทนเมื่อมีการกระทำเกิดขึ้นและมีการเปลี่ยน
ผ่านจากสภาวะตั้งต้นไปสภาวะถัดไป ซึ่งข้อมูลนั้นสามารถถูกเก็บไว้ได้ในรูปแบบของ (𝑠, 𝑎, 𝑟, 𝑠′) 
โดย replay buffer จะถูกแทนด้วยตัวแปร 𝐷 ในการคำนวณความคลาดเคลื่อนของการเรียนรู้จะใช้ 
loss function สำหรับ DQN จะแทนด้วย 𝐿(𝜃) ซึ่งหาได้จากสมการต่อไปนี้ 
 

𝐿(𝜃) = 𝑄∗(𝑠, 𝑎) − 𝑄𝜃(𝑠, 𝑎)      (2.53) 
 

โดย 𝑄∗(𝑠, 𝑎) คือ optimal policy ของตัวแทน โดยสามารถหาได้จากสมการของเบลล์แมนต่อไปนี้ 
 

𝑄∗(𝑠, 𝑎) = 𝑟 + 𝛾max
𝑎′

𝑄∗(𝑠′, 𝑎′)     (2.54) 
 

เมื่อแทนค่าสมการลงไปใน loss function จะได้สมการของ loss function ขึ้นมาใหม่ดังนี้ 
 

𝐿(𝜃) = 𝑟 + 𝛾max
𝑎′

𝑄(𝑠′, 𝑎′) − 𝑄𝜃(𝑠, 𝑎)    (2.55) 
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ค่าของ 𝑄(𝑠′, 𝑎′) สามารถประมาณได้โดยใช้โครงข่ายประสาทเทียมเช่นเดียวกันจึงได้สมการต่อไปนี้ 
 

𝐿(𝜃) = 𝑟 + 𝛾max
𝑎′

𝑄𝜃(𝑠′, 𝑎′) − 𝑄𝜃(𝑠, 𝑎)    (2.56) 
 

  หากเปลี่ยน loss function เป็น mean squared error จะได้ loss function ดัง
สมการต่อไปนี้ โดย 𝐾 คือจำนวนข้อมูลที่นำมาใช้ในการฝึกโมเดล 
 

𝐿(𝜃) =
1

𝐾
∑ (𝑟 + 𝛾max

𝑎′
𝑄𝜃(𝑠

′, 𝑎′) − 𝑄𝜃(𝑠, 𝑎))
𝐾
𝑖=1

2
    (2.57) 

 
  แต่จากการประมาณทั้ง 𝑄𝜃(𝑠′, 𝑎′) และ 𝑄𝜃(𝑠, 𝑎)ด้วยพารามิเตอร์ 𝜃 เดียวกันทำ
ให้การลู ่เข้านั ้นเป็นเรื ่องยาก จึงต้องมีการแยกคำนวณ stat-action value ทั้งสอง ทีละตัวโดย 
𝑄𝜃(𝑠′, 𝑎′) จะถูกประมาณด้วยโครงข่ายประสาทเทียมที่ถูกเรียกว่า target network ส่วนโครงข่าย
ประสาทเทียมที ่ใช้ในการประมาณ 𝑄𝜃(𝑠, 𝑎) จะถูกเรียกว่า main network และเมื ่อนำ loss 
function ไปคำนวณด้วย backpropagation และ gradient descent  จะได้ความสัมพันธ์ในการ
อัพเดท 𝜃 ดังสมการต่อไปนี้ 
 

𝜃 = 𝜃 − 𝛼∇𝜃𝐿(𝜃)      (2.58) 
 

         ในการประยุกต์ใช้งาน DQN กับอากาศยานไร้คนขับ สามารถทำได้โดยสร้างสภาวะ
จำลองในโปรแกรม simulator เพื่อทำการฝึกโมเดลก่อนแล้วทำการส่งผ่าน (transfer) การเรียนรู้ไป
ยังอุปกรณ์จริง ซึ่ง  C. Efe และคณะ (2020) ใช้ DQN ร่วมกับการนำทางของอากาศยานไร้คนขับและ
ทำการโมเดลสภาวะด้วยภาพจากกล้องวัดความลึก (dept camera) และตำแหน่งสัมพัทธ์ (relative 
position) ของอากาศยานไร้คนขับ แล้วนำไปเทียบกับวิธีการนำทางด้วย potential field สภาวะ
จำลองถูกสร้างขึ้นในโปรแกรม AirSim simulator โดยมีสภาวะ 10 แบบ แล้วนำไปใส่ในอากาศยาน
จริง ผลการทดสอบพบว่าอากาศยานสามารถนำทางตัวเองได้โดยใช้ DQN และใช้เวลาใกล้เคียงกับ
วิธ ีการ potential field นอกจากนี ้เมื ่อ C. Yun และคณะ (2020) ทดลองใช้การตรวจจับวัตถุ 
(object detection) จากกล้องโมโนคูลาร์ (monocular) มาช่วย DQN ในการควบคุมอากาศยานไร้
คนขับ พบว่าวิธีนี้ช่วยในการป้องกันการชนได้ดีกว่าการใช้เพียงการเรียนรู้แบบเสริมกำลังและ DQN   
         Y. Pengyu (2019) ใช้การเรียนรู้เชิงลึกแบบ DQN ร่วมกับหุ่นยนต์เคลื่อนที่ในการ
ทำการนำทางแบบอัตโนมัติ โดยรับภาพ RGB จากกล้องมาเป็นข้อมูลเข้าให้กับ DQN ซึ่งการนำทาง
สามารถทำได้ แต่ยังมีความคลาดเคลื่อนของตำแหน่งที่เยอะ ส่วน T. Minh (2020) นำเสนออีกวิธีการ
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หนึ่งในการรับค่าสภาวะของตัวแทนเพื่อทำงานกับอัลกอริทึมการเรียนรู้เสริมกำลังเชิงลึก โดยใช้กล้อง 
monocular แล้วแปลงภาพที่เข้ามาให้เป็น dept image ด้วยการเรียนรู้เชิงลึก ซึ่งโมเดลที่ใช้ทำนาย
คือโมเดล UNet โดยมี Resnet-18 เป็นเอนโคเดอร์ และใช้ pretrained model จาก KITTI dataset 
ซึ่งผลการทดสอบให้ผลที่ใกล้เคียงกันกับการใช้ LiDAR ในการนำทาง แต่มีข้อเสียคือต้องใช้ทรัพยากรใน
การคำนวณมากขึ้น เพราะต้องใช้การเรียนรู้เชิงลึกในการทำนายภาพที่เข้ามาเป็น dept image ด้วย 

2.4.10 Double Deep Q Network 
         Double Deep Q Network (DDQN) เป็นอัลกอริทึมที ่พัฒนามาจาก DQN โดย
ต้องการแก้ปัญหาการประมาณค่าที ่มากเกินไป (overestimation) ของค่า 𝑄 อันเนื ่องมาจาก
สิ่งรบกวน (noise) ในการประมวลผล ซึ่งอาจจะทำให้การเลือกการกระทำของตัวแทนผิดพลาดไป 
หลักการของ DDQN คือการปรับปรุง target value (𝑦) ให้กลายเป็นสมการดังต่อไปนี้ 
 

𝑦 = 𝑟 + 𝛾𝑄𝜃′(𝑠
′, argmax

𝑎′
𝑄𝜃(𝑠

′, 𝑎′))     (2.59) 

 
โดย 𝑄 function ในสมการนี ้จะถูกประมาณด้วย main network 𝜃 ก่อนจากนั้นจะมีการเลือก 
action ออกมา  เพ ื ่ อคำนวณค ่ า  𝑄𝑣𝑎𝑙𝑢𝑒 จาก target network 𝜃′ อ ีกคร ั ้ ง  จ ึ งจะทำ ให้  
overestimation เกิดได้น้อยลง 
         C. Ender และคณะ (2019) นำเสนอการประยุกต์ใช้ DDQN กับอากาศยานไร้
คนขับ 4 ใบพัด เพื่อนำทางและหลบหลีกสิ่งกีดขวางที่มีการเคลื่อนที่ นั่นคืออากาศยานสี่ใบพัดอีก 2 
ลำซึ่งจะเคลื่อนที่แบบสุ่ม ในการโมเดลสภาวะของตัวแทนจะใช้ภาพจากกล้องวัดความลึก และสภาวะ
เชิงสเกลาร์ของอากาศยาน เช่น ความเร็ว การชน ระยะห่างถึงจุดหมาย โดยใช้ Joint Neural 
Network (JNN) ในการเชื่อมต่อข้อมูลขาเข้าท้ังสอง ก่อนที่จะนำไปเข้า DDQN จากการทดสอบพบว่า
ในช่วงแรกของการเรียนรู้ อากาศยานผู้เรียนรู้จะมีการชนกับอากาศยานที่เป็นอุปสรรค แต่เมื่อจำนวน
รอบของการเรียนรู้มากข้ึนก็สามารถหลบหลีกอากาศยานที่ทำหน้าที่ขัดขวางได้ 

2.4.11 Dueling Deep Q Network 
         Dueling deep Q network (D-DQN) เป็นอัลกอริทึมหนึ ่งที ่มีการพัฒนามาจาก 
DQN โดยมีพารามิเตอร์ที่สำคัญเพิ่มเข้ามาเรียกว่า advantage value (𝐴(𝑠, 𝑎)) โดยเกิดจากผลต่า
ขอ state-action value และ state value function โดยแสดงความสัมพันธ์ได้ดังสมการต่อไปนี้ 
 

𝐴(𝑠, 𝑎) = 𝑄(𝑠, 𝑎) − 𝑉(𝑠)     (2.60) 
 

ซึ่งเมื่อจัดรูปสมการใหม่เพ่ือหา state-action value จะได้ว่า 
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𝑄(𝑠, 𝑎) = 𝐴(𝑠, 𝑎) + 𝑉(𝑠)     (2.61) 
 

  สำหรับ advantage value นั้น จะเป็นค่าท่ีบ่งชี้ว่าการกระทำใดในสภาวะที่ตัวแทน
อยู่นั้นไม่มีผลต่อการเปลี่ยนสภาวะของตัวแทน โดยการกระทำที่ ไม่มีผลต่อการเปลี่ยนสภาวะของ
ตัวแทนนั้นจะสามารถถูกแยกออกจากการคำนวณได้ เพ่ือลดขนาดการคำนวณที่ต้องใช้ได ้
 

 
 

รูปที่ 2.33 Architecture ของ Dueling DQN 
 

  จากรูปที่ 2.33 เป็นสถาปัตยกรรมของ dueling DQN โดยจะมีการแบ่งแยกข้อมูลที่
เข้ามาเป็น 2 ฟังก์ชัน โดยมี value stream function และ advantage stream function ทำหน้าที่
ในการประมาณ state value และ advantage value ตามลำดับ โดยใช้การประมาณด้วยโครงข่าย
ประสาทเทียม เมื่อหน่วยคำนวณทั้งสองทำงานเสร็จสิ้น ค่าที่ได้จะถูกนำมารวมกันด้วย aggregate 
layer เพื่อทำการประมาณ state-action value ต่อไป แต่เพื่อลดปัญหาการระบุตัวตน (problem 
of identifiability) จ ึงต ้องทำให ้ advantage value ของ action ที ่ เล ือกให ้ เป ็นศ ูนย ์โดยนำ 
advantage value ที่ได้ไปลบกับค่าเฉลี่ยของ advantage value ทั้งหมดดังสมการต่อไปนี้  
 

𝑄(𝑠, 𝑎) = 𝑉(𝑠) + (𝐴(𝑠, 𝑎) −
1

𝒜
∑ 𝐴(𝑠, 𝑎′)𝑎′ )    (2.62) 

 
โดย 𝒜 คือ ขนาดของ action space ที่สามารถกระทำได้  เมื่อคำนวณ state-action value ได้แล้ว
ก็สามารถนำไปเลือก action ที่ได้ที่สุดออกมาได้ 

         S. Sang (2019) ได้ลองประยุกต์ใช ้ dueling deep Q network และ double 
deep Q network ทำงานร่วมกัน กลายเป็น double dueling deep Q network เพื่อประยุกต์ใช้

 



39 

กับการนำทางของอากาศยานไร้คนขับ โดยมีการเคลื่อนที่แบบสามมิติ ในสภาพแวดล้อมที่เป็นป่าไม้
และเป็นกล่องวัตถุต่าง ๆ และมีการเทียบผลการบินกับการใช้นักบินที่มีความเชี่ยวชาญในระดับต่าง ๆ
ด้วยระบบ Hardware In The Loop (HITL) กับอัลกอริทึมทั้งสามแบบ ผลการทดสอบพบว่า DDQN 
ไม่สามารถทำให้การนำทางสำเร็จได้ แต่ D-DQN และ D-DDQN สามารถทำได้ แต่ D-DDQN ให้ผลดี
ที่สุด แต่ยังได้ reward น้อยกว่าการใช้นักบินระดับมีความเชี่ยวชาญสูงบิน แต่ชนะนักบินที่มีความ
เชี่ยวชาญระดับปานกลาง 

2.4.12 Policy Gradient Method 
         จากวิธีการก่อนหน้านี้ เราสามารถหา optimal policy ได้จากการหา state-action 
value หรือ 𝑄 ของตัวแทน ซึ่งวิธีการดังกล่าวเรียกว่า value based method แต่ข้อจำกัดของวิธีดัง
กล่าวคือสามารถใช้ได้กับ discrete action space เพียงเท่านั้น แต่ในโลกความเป็นจริงนั้น ปัญหา
ส่วนใหญ่เป็นปัญหาแบบต่อเนื่อง (continuous task) เช่น การควบคุมความเร็วของรถเป็นต้น ดังนั้น 
วิธ ีการแบบ policy gradient จึงถูกพัฒนาขึ ้นโดยสามารถหา optimal policy ได้โดยตรงและ
สามารถใช้ได้กับทั้งปัญหาแบบไม่ต่อเนื่องและปัญหาแบบต่อเนื่อง สิ่งที่ได้ออกมาจากวิธี policy 
gradient จะออกมาเป็นความน่าจะเป็นของ action แต่ละตัวที่ตัวแทนสามารถกระทำได้ในสภาวะ
นั้น จะแตกต่างจากวิธีการ value-based ที่สิ่งที่ได้ออกมาจะเป็น stat-action value ของการกระทำ
ในแต่ละสภาวะ โดยในตอนเริ่มแรกความน่าจะเป็นของการกระทำแต่ละตัวจะยังไม่แม่นยำ แต่เมื่อมี
การเรียนรู้อย่างต่อเนื่อง ความน่าจะเป็นจะถูกปรับเพ่ิมขึ้นเมื่อการกระทำนั้นให้ return ที่มีค่ามากขึ้น 
สมการในการอัพเดทค่าของโครงข่ายประสาทเทียม 𝜃 โดยวิธี gradient descent สามารถเขียนได้ดัง
สมการต่อไปนี้ 
 

𝜃 = 𝜃 +
1

𝑁
∑ [∑ ∇𝜃

𝑇−1
𝑡=0 𝑙𝑜𝑔𝜋𝜃(𝑎𝑡|𝑠𝑡)𝑅(𝜏)]

𝑁
𝑖=1      (2.63) 

 
  เมื่อ log 𝜋𝜃(𝑎𝑡|𝑠𝑡) คือ ลอการิทึมของความน่าจะเป็นของการกระทำ 𝑎 ในสภาวะ 
𝑠 ณ เวลา 𝑡 และ 𝑅(𝜏) คือ return ที่ได้มาจาก trajectory ของการเรียนรู้ในแต่ละ episode ซึ่ง
วิธีการ policy gradient นี้มีชื่อเรียกว่า REINFORCE แต่การใช้วิธีนี ้นั้นค่าเกรเดียน ∇𝜃𝐽(𝜃) จะมี
ความแปรปรวน (variances) สูงในการอัพเดตแต่ละครั้ง ซึ่งจะทำให้เวลาที่ต้องใช้ในการเรียนรู้จนลู่
เข้านั้นใช้เวลาที่นานมาก  

2.4.13 Actor Critic 
         Actor Critic เป็นวิธ ีการหา optimal policy โดยรวมเอาข้อดีของวิธ ีการแบบ 
value based และวิธ ีการแบบ policy based เข้าด้วยกัน วิธ ีการ Actor Critic ประกอบด้วย
โครงข่ายประสาทเทียม 2 ตัว คือ actor network และ critic network โดยหน้าที ่ของ actor 
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network คือการหา optimal policy และ critic network จะทำหน้าที่ประเมิน policy ที่ได้มาจาก 
actor และเป็นแนวทางให้ actor ทำการปรับปรุง actor ให้ได้ optimal policy ออกมา 

 
รูปที่ 2.34 Actor – Critic 

 
  Actor network จะทำการหา optimal policy ด้วยวิธีการ policy gradient ส่วน 
critic network ใช้วิธีการหา state value (𝑉(𝑠)) ในการประเมิน policy ที่ได้ออกมา โดยวิธีการ
ของ critic network จะช่วยลดความแปรปรวนที่เกิดข้ึนจากการอัพเดทค่าได้ การอัพเดทพารามิเตอร์
ของโครงข่ายประสาทเทียมจะทำในทุก ๆ ขั้นของ episode ซึ่งจะมีความคล้ายคลึงกับวิธีการผลต่าง
ชั ่วคราว (temporal difference) ซึ ่งจะใช้ว ิธี เดียวกันในการเปลี ่ยนแปลงฟังก์ชันการคำนวณ
ค่าใช้จ่าย (cost function) ของวิธีการ REINFORCE จนได้ดังสมการต่อไปนี้ 
 

∇𝜃𝐽(𝜃) = ∇𝜃 log 𝜋𝜃(𝑎𝑡|𝑠𝑡)(𝑟 + 𝛾𝑉𝜙(𝑠
′
𝑡) − 𝑉𝜙(𝑠𝑡))   (2.64) 

 
  เม ื ่อ 𝑉𝜙(𝑠𝑡) คือ state value ที ่มาจากการทำนายในสภาวะที ่ เวลา t  และ
เช่นเดียวกันกับการเรียนรู้โดยใช้ D-DQN นั้น actor critic สามารถใช้งานร่วมกับ advantage value 
ได้ ซึ่งอัลกอริทึมดังกล่าวจะถูกเรียกว่า Advanced Actor Critic (A2C) ซึ่งจะได้ว่า policy gradient 
ของ A2C จะสามารถแสดงได้ดังสมการต่อไปนี้ 
 

∇𝜃𝐽(𝜃) = ∇𝜃 log 𝜋𝜃(𝑎𝑡|𝑠𝑡)𝐴(𝑠, 𝑎)     (2.65) 

 
  นอกจากวิธีการ A2C แล้ว อีกวิธีการที่มีการพัฒนามาจาก actor critic และเป็นที่
นิยมเป็นอย่างมากคือวิธีการ Asynchronous Advantage Actor-Critic หรือ A3C โดยแนวคิดของ 
A3C คือ การสร้างตัวแทนหลายตัว (multiple agent) ที่สามารถเรียนรู้ไปพร้อม ๆกับแบบคู่ขนานได้ 
โดยจะทำการแยกตัวแทนออกเป็นหลายตัวเรียกว่า ตัวแทนทำงาน (worker agent) และมีตัวแทนที่
ทำหน้าที่รวบรวมความรู้เรียกว่าตัวแทนกลาง (global agent) ดังสถาปัตยกรรมในรูปด้านล่างนี้ 
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รูปที่ 2.35 สถาปัตยกรรมของ A3C 

 
Loss function ของ A3C สามารถเขียนได้ดังนี้ โดยจะมีการเพิ่มพารามิเตอร์ของเอนโทรปี (entropy) 
เข้าไปด้วย 
 

𝐽(𝜃) = log 𝜋𝜃(𝑎𝑡, 𝑠𝑡) (𝑟 + 𝛾𝑉𝜙(𝑠𝑡
′) − 𝑉𝜙(𝑠𝑡)) + 𝛽𝐻(𝜋(𝑠))  (2.66) 

 
  เมื่อ 𝛽 คือ พารามิเตอรสำหรับควบคุมนัยสำคัญของเอนโทรปี ส่วน 𝐻(𝜋) คือพจน์
ของเอนโทรปีใน policy ที่เกิดขึ้น ซึ่งจะบ่งบอกถึงการสุ่ม (randomness)  ของการเรียนรู้ หากเอน
โทรปีมาก แสดงว่าตัวแทนมีการสุ่มการกระทำหลายแบบและมีการเรียนรู้ที่หลากหลายมากกว่ากรณี
ที่เอนโทรปีน้อย จากรูปที่ 2.35 เมื่อ worker agent ทำการคำนวณ gradient ที่เกิดขึ้นเรียบร้อยแล้ว 
ค ่ าน ั ้ นจะถ ู กส ่ ง ไปท ี ่  global agent โดย  gradient ของ  worker agent แต ่ ละต ั วจะ เป็ น 
asynchronous กัน จากนั้น global agent จะทำการอัพเดทพารมิเตอร์แล้วส่งไปให้ worker agent 
เพื่อทำการเรียนรู้วนไปจนได้ optimal policy ออกมา เมื่อ N. Ezebuugo (2020) ได้นำเสนอการ
ทดสอบการประยุกต์โมเดล A3C ร่วมกับหุ่นยนต์เคลื่อนเทียบกับ DQN ปรากฏว่า return สะสมจะได้
มากกว่าและใช้เวลาในการฝึกโมเดลที่น้อยกว่าด้วยเมื่อเทียบในสภาวะเดียวกัน 
         X. Jiaqi และคณะ (2019) นำอัลกอริทึม soft actor critic ไปประยุกต์กับ mobile 
robot สำหร ับการทำการนำทางอ ัตโนม ัต ิด ้วย LiDAR โดยเปร ียบเท ียบก ับว ิธ ีด ั ้ ง เด ิม  คือ 
simultaneous localization and mapping (SLAM) ซึ่งผลการสร้างเส้นทางสำหรับการเดินทางได้
ใกล้เคียงกัน แต่การใช้การเรียนรู้แบบเสริมกำลังไม่จำเป็นต้องสร้างแผนที่ไว้ก่อน  
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2.4.14 Deep Deterministic Policy Gradient 
         Deep Deterministic Policy Gradient (DDPG) เป็นอัลกอริทึมที่พัฒนามาจาก
วิธีการ actor-critic ซึ่งมี actor สำหรับหา optimal policy และ critic สำหรับให้ผลป้อนกลับเพ่ือ
ประเมินและปรับปรุง policy ให้กับตัว actor แต่ใน DDPG จะแตกต่างจาก A2C และ A3C โดยที่ตัว 
critic network ที่ใช้นั้น DDPG จะใช้ Deep Q Network ในการประเมิน policy นอกจากนี้ จากวิธี
ที่ policy gradient ใช้ในการหา optimal policy มักจะใช้ policy แบบ stochastic คือ การเลือก
การกระทำของตัวแทนจะถูกแบ่งตามความน่าจะเป็น แต่ DDPG นั้นจะใช้ deterministic policy 
แทน  ในการคำนวณ loss function นั้น สมการการคำนวณจะมีความคล้ายคลึงกันในส่วนของ critic 
network  ดังสมการที ่ 2.67 แต่ในงานที่การกระทำเป็น continuous action space นั้น เราไม่
สามารถหา state-action value ของการกระทำที่เป็นไปได้ทั้งหมดไม่ได้ จึงต้องตัดเทอมของ 𝑎′ 
ออกโดยการใช้ target network ใน actor network ซึ่งมีพารามิเตอร์ 𝜙′ ซึ่ง network ของ 𝑎′ คือ 
𝜇𝜙′(𝑠′) ซึ่งจะทำให้เราได้ loss function ใหม่แสดงได้ดังสมการต่อไปนี้ 
 

𝐽(𝜃) =
1

𝐾
∑ (𝑟𝑖 + 𝛾𝑄𝜃′ (𝑠

′
𝑖, 𝜇𝜙(𝑠

′
𝑖)) − 𝑄𝜃(𝑠𝑖, 𝑎𝑖))

2

𝑖    (2.67) 
 

ซึ่งในการจะอัพเดทตัวของ target critic network นั้นจะมีการคัดลอกพารามิเตอร์ 𝜃 ของ main 
critic network มา ซึ่งจะได้สมการการอัพเดทดังต่อไปนี้ 
 

𝜃′ = 𝜃𝜏 + (1 − 𝜏)𝜃′      (2.68) 
 

โดย 𝜏 คือ ค่า soft replacement และมักถูกกำหนดให้เป็น 0.001 
 
         หลังจากกล่าวถึง critic network ไปแล้ว ต่อไปจะเป็นการกล่าวถึง actor network 
ซึ ่งมีการใช้ deterministic policy มาในการหา optimal policy และจากการใช้วิธ ีการนี ้ทำให้
ตัวแทนจะเลือกการกระทำที่ดีที่สุดในสภาวะนั้นเพียงอย่างเดียวไม่เสาะหาการกระทำใหม่ ซึ่งเรียก
เหตุการณ์นี้ว่า exploration – exploitation dilemma  สำหรับวิธีการ DDPG แล้ว การจัดการกับ
การกระทำที่เป็น continuous action space ด้วย deterministic policy จำเป็นที่จะต้องเพิ่มการ
รบกวน หรือ noise 𝒩 เขาไปใน action space ด้วยซึ ่งกระบวนการนี้ถูกเรียกว่า กระบวนการ 
Ornstein- Uhlenbeck ซึ่งจะทำให้ได้สมการความสัมพันธ์ของ action ออกมาเป็นดังต่อไปนี้ 
   

𝑎 = 𝜇𝜙(𝑠) +𝒩      (2.69) 
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เมื ่อรวมเข้ากับหลักการของ DQN และ actor critic ก่อนหน้าจะได้สมการ loss function ของ 
DDPG ออกมาดังสมการที่ 2.70  
 

𝐽(𝜃) =
1

𝐾
∑ (𝑦𝑖 − 𝑄𝜃(𝑠𝑖, 𝑎𝑖))

2
𝑖     (2.70) 

เมื่อ 
          𝑦𝑖 = 𝑟𝑖 + 𝛾𝑄𝜃′(𝑠

′
𝑖, 𝜇𝜙′(𝑠′𝑖))                    (2.71) 

 
และสมการในการอัพเดท actor network จะได้ออกมาเป็นสมการดังต่อไปนี้ 
 

𝜙′ = 𝜏𝜙 + (1 − 𝜏)𝜙′     (2.72) 
 

         R. Bartomeu และคณะ (2020) ประยุกต์ใช้ DDPG สำหรับการบินตามเส้นทาง 
(path following) ร่วมกับตัวควบคุมแบบพีไอดีโดยนำเสนอสมการของ noise ที่เพิ่มเข้าไปในการฝึก
โมเดลดังสมการที่ (2.73) 
 

𝑛𝑘 = 𝑛𝑘−1 + 𝜃𝑛(𝜇𝑛 − 𝑛𝑘−1)Δ𝑡 + 𝜎𝑛𝑑𝑊𝑡    (2.73) 

 
  เมื่อ 𝑛𝑘 คือค่าของ noise ที่รอบการคำนวณ 𝑘 ส่วน 𝜃𝑛 คือพารามิเตอร์ที่เกี่ยวข้อง
อัตราเร็วของ mean conversion 𝜇𝑛 คือ drift term ที่ส่งผลต่อ asymptotic mean ค่า Δ𝑡 คือค่า
ของ timestep และ 𝑑𝑊𝑡 คือค่ามาตรฐานกระบวนการเวียเนอร์ หลังจากทำการเรียนรู้และทดสอบ
การบินตามเส้นทางในโปรแกรมจำลองการบิน ปรากฏว่า DDPG ให้ผลใกล้เคียงกับเส้นทางที่กำหนด
ไว้ในตอนแรก 

         G. Ricardo และคณะ (2020) นำ DDPG ไปเปรียบเทียบกับวิธีการซอฟท์ actor 
critic ในการนำทางของอากาศยานสี่ใบพัดโดยใช้ข้อมูลจาก LiDAR ในการตรวจจับวัตถุ และทำการ
เปรียบเทียบกับ traditional control method ซึ่งพบว่า DDPG ให้ความคลาดเคลื่อนของเส้นทาง
มากกว่า soft actor critic แต่ไม่สามารถทำได้ดีกว่า traditional control ได้ในสภาวะที่โล่ง แต่เมื่อ
มีสิ่งกีดขวางตัว traditional control ไม่สามารถทำงานได้ เพราะชนสิ่งกีดขวางแต่ DDPG และ soft 
actor critic สามารถทำงานได้ โดยมีประสิทธิภาพตามลำดับ 
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2.5 ระบบปฏิบัติการหุ่นยนต์ (Robot Operating System : ROS) 
        ระบบปฏิบัติการหุ ่นยนต์ (Robot Operating System: ROS) ระบบปฏิบัติการหุ ่นยนต์ 
(Robot Operating System : ROS) เป็น framework สำหรับการพัฒนาหุ่นยนต์ที่จะช่วยให้การ
พัฒนาหุ่นยนต์ที่มีความซับซ้อนมีความสะดวกมากยิ่งขึ้น มีเครื่องมือที่ช่วยในการวิเคราะห์ข้อมูลที่ได้
จากหุ่นยนต์ให้ใช้มากมาย นอกจากนี้ ROS ยังสามารถนำไปใช้เพื ่อพัฒนาหุ่นยนต์ที่มีคามฉลาด
มากมาย เช่น หุ่นยนต์ที่สามารถนำทางตัวเองได้ (Self-Navigation robot) โดยใช้เทคนิค SLAM 
(Simultaneous Localization and Mapping) ในการสร้างแผนที่และระบุตำแหน่งเพื่อการนำทาง  
หรืออาจจะนำไปควบคุมแขนกล ทำหุ่นยนต์ที่มีการใช้งานร่วมกับปัญญาประดิษฐ์ต่าง ๆ ก็ได ้ 
        ในปัจจุบัน ROS มีการพัฒนามา 2 เวอรชั่น คือ ROS1 และ ROS2 โดย ROS2 เป็นเวอร์ชัน
ใหม่ล่าสุดที่มีการพัฒนาขึ้นมา โดยเปลี่ยนสถาปัตยกรรมจาก ROS1 ให้สามารุนำไปใช้ในเชิงพาณิชย์
ได้มากขึ ้น ROS2 มีการใช้ Data Distributed Service (DDS) เป็นตัวกลางในการสื ่อสารข้อมูล 
(middleware) ซึ่งสนับสนุนระบบปฏิบัติการเวลาจริง (Real Time Operating System : RTOS) 
การส่งข้อมูลของ ROS2 มีโมเดลการสื ่อสารในรูปแบบของระบบ publish – subscribe ในการ
สื่อสารข้อมูลกัน โดยโครงสร้างชั้นการทำงานของ ROS2 แสดงดังในรูปที่ 2.36 
 

 
 

รูปที่ 2.36 ชั้นของสถาปัตยกรรมของ ROS2 โดย DDS 
 

 หลักการทำงานเบื้องต้นของ ROS1 สามารแสดงได้ดังในรูปที่ 2.37 โดย ROS จะแบ่งหน่วย
การทำงานของโปรแกรมออกเป็น Node ซึ่ง 1 โหนดจะรับหน้าที่แตกต่างกัน แต่สามารถส่งข้อมูลหา
กันได้ผ่าน message และ topic นอกจากนี้ยังมี service กับ action  เพื่อช่วยอำนวยความสะดวก
ด้วย โดยใน ROS1 นั้น จะมี ROS Master คอยเป็นจุดลงทะเบียนของโหนดต่าง ๆ เพื่อจับคู่กัน แต่ใน 
ROS 2 นั้น การใช้ DDS ทำให้โหนดแต่ละโหนดสามารถค้นหากันได้เลยทันทีโดยไม่ต้องมี ROS 
Master อีกต่อไป 
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รูปที่ 2.37 การแบ่งหน่วยการทำงานเบื้องต้นของ ROS1 
 

 ROS2 ทำให้การพัฒนาหุ ่นยนต์ที ่ต ้องอาศัยการทำงานแบบเวลาจริงทำได้ง ่ายและมี
ประสิทธิภาพมากขึ้น โดย M. Yuya (2019) ได้ทำการทดสอบสมรรถนะของ ROS2 และพบว่าการใช้ 
ROS2 นั้นสามารถการันตีเวลาในการส่งข้อมูลถึงจุดหมายได้อย่างดีและมรการสูญหายข้องข้อมูลที่
น้อยมาก ๆ เมื่อเปรียบเทียบกับการส่งข้อมูลด้วย ROS1 แต่ในการส่งข้อมูลที่มีขนาดใหญ่เกิด 256 
กิโลไบต์ในการส่งข้อมูลหนึ ่งครั้งนั ้น จะใช้เวลามากกว่า ROS1 เพียงเล็กน้อยในหลักมิลลิวินาที  
นอกจากนี้ ROS2 ยังเพิ่มความน่าเชื่อถือให้กับการทำหุ่นยนต์ด้วยเนื่องจากมีระบบความปลอดภัย
ทางด้านเครือข่ายและการส่งข้อมูลดังเช่น C. Hang (2020) นำ ROS2 ไปประยุกต์ใช้ในการทำ 
autonomous driving car ที่มสีเถียรภาพของข้อมูลที่สูงและใช้ในการควบคุมแบบเวลาจริงได้อย่างดี 
มี latency ที่ต่ำ ซึ่งในวิทยานิพนธ์ฉบับนี้ก็จะมีการนำ ROS2 มาประยุกตด์้วยเช่นกัน 
 

2.6 ระบบจำลองการบิน (Flight simulator) ด้วย Gazebo 
        Gazebo เป็นโปรแกรม 3D Dynamic simulator ซึ่งมีความสามารถในการจำลองฟิสิกส์ 
ความเป็นไปได้ต่าง ๆ ของ หุ่นยนต์ ที่มีความซับซ้อน ทั้งสภาพแวดล้อมในและนอกอาคาร นอกจากนี้
ยังสามารถเพิ่มปลั๊กอินของเซนเซอร์ต่าง ๆ เข้าไปได้ด้วย เพื่อทำการจำลองการทำงานของหุ่นยนตไ์ด้
อย่างมีประสิทธิภาพ ทำให้สามารถทดสอบการทำงานของอัลกอริทึม , ออกแบบหุ่นยนต์เป็นไปได้
อย่างง่ายดาย โดยโปรแกรม Gazebo นั้นสามารถเชื่อมต่อกับซอฟท์แวร์ได้หลากหลาย และยัง
สามารถใช้งานร่วมกับระบบปฏิบัติการหุ่นยนต์ (Robot Operating System: ROS) ได้อีกด้วย โดย
ตัวอย่างหน้าตาของโปรแกรม Gazebo เป็นดังในรูปต่อไปนี้ 
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รูปที่ 2.38 ตัวอย่างโปรแกรม Gazebo 
 

2.7 การหาตำแหน่งด้วยอัลกอริทึม RF2O 
 อัลกอร ิท ึม RF2O หรือ (Range Flow To Odometry) เป ็นอัลกอร ิท ึมสำหรับการหา         

โอโดเมทรี (odometry) ในระราบ 2 มิติตามแนวแกน x และแกน y ที่มีความแม่นยำโดยใช้ข้อมูล    
จากตัวสแกนเลเซอร์ที่มีการยิงรัศมีไปรอบ ๆ อัลกอริทึมนี้ถูกเสนอโดย J. Mariano ในปี 2016 [29]     
อัลกอริทีม RF2O จะทำการนำข้อมูลของเลเซอร์รอบทิศทางมาหาการเคลื่อนที่สัมพัทธ์ของจุดแต่ละ
จุดเพื่อประมาณความเร็วที่เปลี่ยนแปลงไปแล้วเอาความเร็วดังกล่าวทั้งความเร็วเชิงเส้นและความเร็ว
เชิงมุม มาคำนวณเป็นตำแหน่งที่มีการเปลี่ยนแปลงไปของตัวเซนเซอร์ โดยในงานวิจัยนี้ การหา
ตำแหน่งของอากาศยานทำได้ยาก เพราะไม่สามารถติดเซนเซอร์บางตัวเหมือนหุ่นยนต์บนพื้น เช่น 
เอ็นโคเดอร์ได้และยังต้องทำงานโดยที ่ไม ่ม ีแผนที่  ด ังนั ้น จ ึงไม่สามารถใช้ว ิธ ีการทำ SLAM 
(Simultaneous Localization and Mapping) ได้ อัลกอริทึมนี้จึงมีความเหมาะสมที่สุด โดยคุณ     
J. Mariano ได้มีการเปรียบเทียบความแม่นยำของอัลกอริทึมนี ้เอาไว้กับค่าโอโดเมทรีที ่ได้จาก        
เอนโคเดอร์ในหุ่นยนต์เคลื่อนที่ พบว่าอัลกอริทึม RF2O สามารถให้ตำแหน่งที่แม่นยำกว่าได้ดังในรูป
ต่อไปนี้ 
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รูปที่ 2.39 การเปรียบเทียบแผนที่ที่สร้างจากตำแหน่งของ RF2O และอัลกอริทึมอ่ืน  
(J. Mariano, 2016) 

 

2.8 การรวมข้อมูลของเซนเซอร์สำหรับการประมาณสภาวะ 
 การรวมข ้อม ูลของเซนเซอร ์ (Sensor Fusion) สำหร ับการประมาณสภาวะ (State 

Estimation) ของหุ่นยนต์เป็นกระบวนการที่จำเป็นสำหรับการพัฒนาหุ่นยนต์ทุกประเภทไม่เว้นแม้แต่
อากาศยานไร้คนขับ สำหรับงานวิจัยนี้ กระบวนการประมาณสภาวะจะใช้สำหรับคาดเดาตำแหน่งและ
ท่าทางของอากาศยาน โดยใช้ข้อมูลตำแหน่งจาก RF2O และข้อมูลจาก IMU โดยใช้ตัวกรองคาลมาน
แบบขยาย (Extended Kalman Filter : EKF) [30] ซึ่งเป็นตัวกรองสำหรับระบบที่ไม่เป็นเชิงเส้น 
(non-linear) โดยมีขั ้นตอนของการทำนาย (prediction step) และขั ้นตอนของการอัพเดทค่า 
(update step)  ทำงานประสานกัน โดยในขั้นตอนของการทำนายนั้น ตัวกรองคาลมานแบบขยายจะ
ใช้ข้อมูลที่มีอยู่ของหุ่นยนต์เทียบกับเวลามาทำนายสภาวะปัจจุบันของหุ่นยนต์ก่อน จากนั้นจะทำการ
อัพเดทสภาวะที่ถูกทำนายโดยการดึงข้อมูลจากเซนเซอร์เข้ามาแล้วทำการปรับค่าเกนของตัวกรอง
คาลมาน โดยในระหว่างกระบวนการจะมีการคำนวณสิ่งรบกวน (noise) และเมทริกซ์ความเกี่ยวข้อง
ของความแปรปรวน (covariance matrix) และทำการอัพเดทตลอดเวลา เพื่อชดเชยสิ่งรบกวนจาก
การวัดของเซนเซอร์และสิ่งรบกวนในกระบวนการ ให้การประมาณสภาวะมีค่าความแม่นยำมากท่ีสุด 
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บทท่ี 3 

วิธีการดำเนินการ 
 

3.1  กล่าวนำ 
 ในหัวข้อวิธีการดำเนินการวิจัยของวิทยานิพนธ์นี้ได้นำเสนอหัวข้อวิธีดำเนินงาน โดยมี

รายละเอียด ได้แก่ รายละเอียดการออกแบบของอากาศยานไร้คนขับ การตั้งค่าโปรแกรมควบคุม   
การบิน  การสร้างสภาพแวดล้อมจำลองสำหรับการเขียนโปรแกรมควบคุมอากาศยานไร้คนขับ การใช้
ระบบปฏิบัติการหุ่นยนต์ในการเขียนโปรแกรมควบคุมอากาศยานทั้งในโปรแกรมจำลองและใน
ฮาร์ดแวร์จริง แนวทางการทดสอบการบินและในการระบุตำแหน่งในอาคาร การฝึกฝนโมเดลการ
เรียนรู้แบบเสริมกำลังเชิงลึกและการนำโมเดลที่ได้จากการฝึกไปใช้จริง โดยขั้นตอนของการดำเนินงาน
แสดงดังในรูปต่อไปนี้ 

 

 
 

รูปที่ 3.1 ขั้นตอนการดำเนินงานวิจัย 
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3.2  การออกแบบขนาดของอากาศยานไร้คนขับ 
 การออกแบบอากาศยานไร้คนขับที่ใช้ในการทดสอบในวิทยานิพนธ์ฉบับนี้  เป็นอากาศยาน 4 
ใบพัดขนาดเล็ก โดยมีการตั้งความต้องการในการออกแบบตามขอบเขตของงานวิจัย โดยตารางสรุป
ข้อมูลความต้องการในการออกแบบเป็นดังต่อไปนี้ 

 
ตารางที่ 3.1 ความต้องการพ้ืนฐานของอากาศยานไร้คนขับสำหรับการออกแบบชุดควบคุม 

หัวข้อ ค่า หน่วย 
จำนวนใบพัด 4 ใบพัด 

รัศมีใบพัด < 12 นิ้ว 
น้ำหนักรวมของอากาศยาน < 2.5 กิโลกรัม 

ระยะเวลาทำการบิน 10 นาท ี
เพดานบิน 10 เมตร 

น้ำหนักบรรทุก < 1 กิโลกรัม 

อุปกรณ์ที่ต้องทำการติดตั้ง 
1. ชุดบอร์ดควบคุมการบิน 
2. บอร์ด Nvidia Jetson Nano 
3. YDLiDAR TG30  

- 

 
 เมื่อทำการกำหนดความต้องการในการออกแบบดังตารางที่ 3.1 แล้ว  จะทำการประเมิน
น้ำหนักของอากาศยานทั้งหมดโดยใช้สมการที่ 2.3 ถึง 2.12 โดยใช้โปรแกรมภาษา Python ในการ
คำนวณ ซึ่งจะได้น้ำหนักออกมาที่ ประมาณ 1948.85 กรัม จากนั้นนำน้ำหนักที่คำนวณได้ไปเลือก
มอเตอร์และใบพัดตามสมการที่ 2.1 และ 2.2 จะได้ขนาดรัศมีของอากาศยานออกมาเป็น 0.225 
เมตร แล้วจึงนำข้อมูลทั้งหมดไปเลือกมอเตอร์ที่จะใช้ ซึ่งต้องมีแรงขับต่อมอเตอร์ในช่วง hover ของ
อากาศยานได้เป็น 487.22 กรัม ที่เปอร์เซ็นต์คันเร่ง 50 เปอร์เซนต ์โดยมอเตอร์ที่พิจารณาเลือกมาใช้
ในโครงการนี้คือ Motor Emax MT2213 935KV จากนั้นได้นำข้อมูลของมอเตอร์ไปเลือกอุปกรณ์
ควบคุมความเร็ว (Electronic Speed Controller : ESC) และแบตเตอรี่จากนั้น ใช้เครื่องมือคำนวณ 
ecalC ในการคำนวณเปรียบเทียบสมรรถนะย้อนกลับ โดยได้ผลลัพธ์ดังในรูปต่อไปนี้ 
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รูปที่ 3.2 ผลลัพธ์ที่ได้จากการคำนวณในโปรแกรม eCalc 
 

จากการคำนวณ สามารถสรุปรายละเอียดของการออกแบบในขั้นต้น (conceptual design) ได้
ดังต่อไปนี้ 
 
ตารางที่ 3.2 รายละเอียดของอากาศยานจากการออกแบบขั้นต้น 

ตัวแปร ค่า หน่วย 
จำนวนใบพัด 4 ใบพัด 
รัศมีใบพัด 10 นิ้ว 
น้ำหนักรวมสูงสุดของอากาศ
ยาน 

1.95 กิโลกรัม 

ระยะเวลาทำการบินสูงสุด 10.8 นาท ี

เพดานบิน 10 เมตร 
น้ำหนักบรรทุก  0.4 กิโลกรัม 
ขนาดเฟรม 450 มิลลิเมตร 
ขนาด ESC 40 แอมแปร์ 
มอเตอร์ Emax MT2212 - 
แบตเตอรี่ LiPo 14.8V 4S - 
ความเร็วสูงสุด 17.78 เมตรต่อวินาที 

 

 



51 

3.3  การประกอบอากาศยานไร้คนขับ 
 แบบที่ได้จากการออกแบบด้วยโปรแกรม 3 มิติ จะถูกนำไปผลิตและขึ้นรูปชิ้นส่วนด้วยวัสดุที่

เหมาะสม แผ่นคาร์บอนคอมโพสิท พลาสติก PLA และพลาสติกไนลอน อื่น ๆ หลังจากประกอบ
ชิ้นส่วนพื้นฐานของอากาศยานไร้คนขับเรียบร้อยแล้ว จะได้รูปทรงของอากาศยานไร้คนขับที่ใช้ใน
งานวิจัย ดังรูปต่อไปนี้ โดยเมื่อประกอบจริงอากาศยานไร้คนขับมีน้ำหนักรวมอยู่ที่ 1883 กรัม  

 

  
 

รูปที่ 3.3 อากาศยานไร้คนขับที่ใช้ในงานวิจัย 
 

โดยแผนผังการเชื่อมโยงส่วนประกอบต่าง ๆ ของอากาศยานไร้คนขับจะแสดงดังในรูปต่อไปนี้ 
 

 
 

รูปที่ 3.4 แผนผังแสดงการเชื่อมต่ออุปกรณ์ของอากาศยานไร้คนขับ 
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3.4  การตั้งค่าโปรแกรมควบคุมการบิน 
 โปรแกรมควบคุมการบินเป ็นโปรแกรมที ่ถ ูกต ิดต ั ้งในบอร์ดควบคุมการบิน (Flight 

Controller Unit : FCU) สำหรับทำการควบคุมการบิน โดยโปรแกรมควบคุมการบินที่เลือกใช้เป็น
โปรแกรมควบคุมการบินแบบเปิด (Open Source) ที่มีชื่อว่า พีเอ็กซ์โฟว์ (PX4) ซึ่งรองรับการใช้งาน
กับบอร์ด pixhawk4 ที่มีการเลือกใช้ในงานวิจัยครั้งนี้ เมื่อติดตั้งฮาร์ดแวร์และโปรแกรมเรียบร้อยแล้ว 
ก่อนที่จะทำการบินได้ ต้องมีการตั้งค่าโปรแกรมควบคุมการบินก่อน เช่น การปรับเทียบขอบเขตค่ า
ข้อมูลของรีโมทควบคุม (radio control calibration), การปรับเทียบเซนเซอร์, แบตเตอรี่, โหมดการ
บิน และ อื่น ๆ โดยมีโปรแกรม Q Ground Control เป็นส่วนควบคุมภาคพื้น (Ground Control 
Station : GCS) ใช้สำหรับรับ-ส่งสัญญาณกับอากาศยานและปรับแต่งค่าต่าง ๆ  

 

 
 

รูปที่ 3.5 ตัวอย่างหน้าสรุปข้อมูลการปรับแต่งโปรแกรมการบิน 
 

3.5 การเชื่อมต่อระบบปฏิบัติการหุ่นยนต์เข้ากับระบบควบคุมการบิน 
 การเชื่อมต่อระบบปฏิบัติการหุ่นยนต์เข้ากับระบบควบคุมการบิน จะช่วยอำนวยความสะดวก

ในการเขียนโปรแกรมควบคุมอุปกรณ์การบินโดยใช้คอมพิวเตอร์ขนาดเล็ก (companion computer) 
ให้สะดวกมากขึ ้น และจะเพิ ่มขีดความสามารถของอากาศยานด้วยโดยเฉพาะการเพิ ่มระบบ
ประมวลผลภาพ และปัญญาประดิษฐ์เข้าไปให้อากาศยานไร้คนขับ  แผนผังการเชื ่อมต่อบอร์ด
คอมพิวเตอร์เข้าไปทำงานร่วมกับบอร์ดควบคุมการบินเป็นดังในรูปต่อไปนี้ 

 



53 

 
 

รูปที่ 3.6 แผนผังการเชื่อมต่อบอร์ดคอมพิวเตอร์เข้ากับบอร์ดควบคุมการบิน 
 

 บอร์ดควบคุมการบินอัตโนมัติ (Autopilot) จะถูกเชื่อมต่อกับบอร์ดคอมพิวเตอร์ Nvidia 
Jetson Nano ด้วย FTDI Adapter ด้วยการเชื่อมต่อแบบ UART ดังในรูปที่ 3.16 โดยการสื่อสาร
ข้อมูลระหว่างบอร์ดทั้งสองจะส่งผ่านด้วยโปรโตคอลการส่งข้อมูลสำหรับอากาศยานไร้คนขับขนาด
เล็ก (Micro Aerial Vehicle Link : MAVLINK)  บนบอร์ด Nvidia Jetson Nano จะมีการติดตั้ง
ระบบปฏิบัติการหุ ่นยนต์ (Robot Operating System : ROS) ไว้ด้วย และมีการติดตั้งแพ็คเกจ 
MAVROS ซึ ่งเป็นแพ็คเกจสำหรับการส่งผ่านข้อมูลผ่าน MAVLINK มาเป็นการสื ่อสารโดยใช้ 
message ของ ROS ได ้
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รูปที่ 3.7 การเชื่อมต่อบอร์ดคอมพิวเตอร์กับบอร์ดควบคุมการบิน 
 

 เมื่อทำการเชื่อมต่อบอร์ดทั้งสองเข้ากันได้แล้ว จะสามารถส่งข้อมูลระหว่างกันผ่าน ROS 
message ได้ ดังในตัวอย่างรูปที่ 3.16 ซึ่งเป็นตัวอย่างการดึงข้อมูล IMU จากบอร์ดควบคุมการบิน 
นอกจากนี้หากเครื่องคอมพิวเตอร์ควบคุมภาคพื้นมีระบบปฏิบัติการหุ่นยนต์ติดตั้งอยู ่ด้วย ก็จะ
สามารถส่งข้อมูลผ่านผ่าน ROS message ระหว่างคอมพิวเตอร์บนอากาศยานและสถานควบคุม
ภาคพ้ืนผ่าน WiFi ได้ด้วย 
 

 
 

รูปที่ 3.8 ตัวอย่างการดึงข้อมูล IMU จากบอร์ดควบคุมการบินผ่าน ROS message 
 

 ในส่วนของการส่งโปรแกรมควบคุมหรือคำสั่งไปให้อากาศยานไร้คนขับปฏิบัติตามสามารถทำ
ได้แต่ต้องให้อากาศยานเข้าโหมดการบินแบบ OFFBOARD ก่อนถึงจะอนุญาตให้ companion 
computer สามารถส่งคำส่งเข้าไปควบคุมได้ โดยในงานวิจัยนี้ คำสั่งความเร็วจากการคำนวณของ
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โมเดลการเรียนรู้แบบเสริมกำลังเชิงลึกจะถูกส่งไปให้กับบอร์ดควบคุมการบินด้วยโหมด OFFBOARD 
และโปรโตคอล MAVLINK และระบบปฏิบัติการหุ่นยนต์ 
 

3.6  การสร้างโมเดลจำลองของอากาศยานไร้คนขับในโปรแกรม Gazebo 
 การสร้างโมเดลจำลองของอากาศยานไร้คนขับในโปรแกรมจำลองเป็นสิ ่งที ่สำคัญยิ่งใน

งานวิจัยชิ้นนี้ เพราะต้องใช้การทำ software in the loop (SITL) ในการเขียนโปรแกรมเพ่ือฝึกโมเดล
ให้เกิดการเรียนรู้เสริมกำลังเชิงลึก ทดสอบการเขียนโปรแกรมที่ใช้ในการควบคุมและโปรแกรมอื่น ๆ 
ก ่อนนำไปทดสอบจริง โดยโปรแกรมจำลองที ่ เล ือกใช ้น ั ้น  ค ือ โปรแกรม Gazebo ที ่อาศัย
ระบบปฏิบัติการหุ่นยนต์ในการเชื่อมต่อโค้ดโปรแกรมควบคุมการบินของ PX4 เข้ากับระบบจำลอง
การบินได ้โมเดลที่ถูกนำเข้าไปในแบบจำลองจะถูกสร้างขึ้นมาในรูปของไฟล์ URDF (Unified Robot 
Description Format) และถูกติดตั้งปลั๊กอินของเซนเซอร์และอากาศพลศาสตร์เข้าไป   นอกจากนี้
จะมีการจำลองสภาพแวดล้อมสำหรับการฝึกฝนโมเดลและทดสอบการทำงานของโปรแกรมก่อนนำไป
ใส่อุปกรณ์จริงอีกด้วย 

 

3.7  การทดสอบการบินพื้นฐานในอุปกรณ์จริง 
 การทดสอบการบินพื้นฐานในอุปกรณ์จริงเป็นขั้นตอนการทดสอบและปรับแต่งสเถียรภาพ

การบินของอากาศยานไร้คนขับ ในโหมดพ้ืนฐานได้แก่ โหมดเสถียรภาพ (stabilized flight mode), 
โหมดควบคุมความสูง (altitude flight mode) และโหมดควบคุมตำแหน่ง (position flight mode) 
และทำการปรับแต่งพารามิเตอร์ต่าง ๆ เช่น ค่าเกนตัวควบคุมพีไอดี (PID gain) การปรับทริมต่าง ๆ 
เป็นต้น จนกระท่ังการทำงานของอากาศยานไร้คนขับเป็นไปตามที่ต้องการ 

 

3.8  การทดสอบโปรแกรมในโหมดออฟบอร์ด 
 การทดสอบโปรแกรมในโหมดออฟบอร์ดเป็นการทดสอบความถูกต้องของการทำงานของ

อากาศยานไม่ว่า ว่ามีความปลอดภัยและทำงานถูกต้องตามที่ต้องการหรือไม่ โดยการทดสอบจะถูก
แบ่งออกเป็นแบบนอกอาคาร (outdoor) และแบบในอาคาร (indoor) โดยการทดสอบนอกอาคารจะ
ใช้ระบบระบุตำแหน่งแบบจีพีเอสในการคำนวณตำแหน่งพื้นถิ่น (local position) ส่วนการทดสอบ
ภายในอาคารจำใช้ข้อมูลของเลเซอร์ในการระบุตำแหน่งหลัก โดยการทดสอบโปรแกรมในโหมด    
ออฟบอร์ดจะมีข้ันตอนการตรวจสอบดังตารางต่อไปนี้ 
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ตารางที่ 3.3 รายละเอียดการตรวจสอบการทำงานในโหมดอออฟบอร์ด 
ลำดับ รายละเอียดการตรวจสอบ ผลที่คาดหมาย / ตัวชี้วัด 

1 นำอากาศยานขึ้นบิน แล้วปรับโหมดการ
บินเป็นโหมดการรักษาตำแหน่ง 

อากาศยานต้องสามารถรักษาตำแหน่งของ
ตนเองได้ 

2 รันโปรแกรมสำหรับการส่งตำแหน่งใน
โหมดออฟบอร์ดให้กับอากาศยาน 

อากาศยานต้องเปลี่ยนโหมดการบินเป็น
โหมดออฟบอร์ด 

3 ส่งค่าตำแหน่งที่ต้องการให้อากาศยาน
เคลื่อนที่ไปผ่านโหมดออฟบอร์ด 

อากาศยานต้องสามารถเคลื่อนที่ไปตำแหน่ง
ที่ต้องการได้ ตามความเร็วการเคลื่อนที่ท่ีถูก
กำหนดเอาไว้ (0.2 เมตรต่อวินาที) โดยที่ไม่
เสียอาการ 

4 ทดสอบหยุดการรันโปรแกรมสำหรับส่ง
คำสั่งในโหมดอออฟบอร์ด 

โหมด failsafe ต้องทำงานโดยการเปลี่ยน
จากโหมดออฟบอร์ดเป็นโหมดรักษา
ตำแหน่ง โดยที่ไม่สูญเสียความสูงและสเถียร
ภาพการบิน 

5 นำอากาศยานลงจอด แล้วนำไฟล์บันทึก
การบินมาตรวจสอบความถูกต้องของ
การเปลี่ยนโหมดและความถูกต้องของ
การควบคุมตำแหน่งการเคลื่อนที่ 

ข้อมูลที่ถูกบันทึกในไฟล์บันทึกการบินต้องมี
ความถูกต้อง 

 
 ภาพตัวอย่างการทดสอบการทำงานในโหมดออฟบอร์ดของอากาศยานแสดงดังในรูปต่อไปนี้ 
 

 
 

รูปที่ 3.9 ลักษณะการทดสอบการทำงานของโหมดออฟบอร์ดนอกอาคาร 

 



57 

 
 

รูปที่ 3.10 ลักษณะการทดสอบการทำงานของโหมดออฟบอร์ดในอาคาร 
 

3.9 การออกแบบการรับรู้สภาวะของโมเดลการเรียนรู้เชิงลึก 
 สำหรับการฝึกโมเดลการเรียนรู้เชิงลึกของงานวิจัยนี้ตามกระบวนการตัดสินใจของมาร์คอฟ 

จะต้องมีการสร้างการรับรู้สภาวะ (𝑆) ให้กับโมเดล เพื่อให้โมเดลสามารถรับรู้สภาวะปัจจุบันและ
สภาวะที่เปลี่ยนไปของตัวแทนได้ โดยในงานวิจัยนี้ เครื่องมือที่ใช้ในการรับรู้สภาวะ (state) ของ
ตัวแทนที่เลือกใช้คือ LiDAR (Light Detection and Ranging) ซึ่งจะทำการหยิบตำแหน่งของการ
ตรวจจับออกมา 24 ตำแหน่ง โดยแบ่งมุมในการตรวจจับเป็น 15 องศาเท่า ๆ กัน ดังรูปต่อไปนี้  

 

 
 

รูปที่ 3.11 การรับรู้สภาวะด้วย LiDAR 
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 นอกจากการรับรู้สภาวะด้วย LiDAR แล้ว (𝑆𝑙𝑎𝑠𝑒𝑟) ยังต้อมีการรับรู้สภาวะด้วยข้อมูลของ
ตำแหน่งของอากาศยานเทียบกับเป้าหมายด้วย โดยจะคิดเป็นระยะทางระหว่างอากาศยานและ

เป้าหมาย (𝑆𝑑) รวมถึงมุมของด้านหน้าของโดรนกับจุดเป้าหมาย(𝑆ℎ) จะทำให้ได้ข้อมูลสภาวะ
อีก 2 สภาวะ รวมทั้งหมดกับสภาวะที่รับรู้ได้จาก LiDAR เป็นทั้งหมด 26สภาวะ 
 

 
 

รูปที่ 3.12 การรับรู้สภาวะด้วย LiDAR 
 

3.10 การออกแบบปริภูมิกระทำของตัวแทน 
 สำหรับการออกแบบการกระทำของตัวแทน (action space) หรือ 𝑎𝑡 เป็นการออกแบบสิ่งที่

ตัวแทนสามารถกระทำได้หลังจากที่มีการรับรู้สภาวะแวดล้อมมาแล้ว เพื่อทำการเปลี่ยนเป็นสภาวะ
แวดล้อมถัดไป โดยการกำหนดปริภูมิการกระทำนั้น จะต้องคำนึงถึงผลลัพธ์ที่ต้องการของอากาศยาน 
ตัวแทนสามารถกระทำได้หลังจากที่มีการรับรู้สภาวะแวดล้อมมาแล้ว เพ่ือทำการเปลี่ยนเป็นสภาวะ
แวดล้อมถัดไป โดยการกำหนดปริภูมิการกระทำนั้น จะต้องคำนึงถึงผลลัพธ์ที่ต้องการของอากาศยาน 
ในงานวิจัยนี้ผู้วิจัยได้มีการทดลองใช้ปริภูมิการกระทำ 2 แบบเพื่อหาปริภูมิการกระทำท่ีเหมาะสมที่สุด
โดยมีปริภูมิที่สอดคล้องกับอัลกอริทึม DDPG 2 แบบดังต่อไปนี้ 

1) การกำหนดปริภูมิการกระทำเป็นความเร็วเชิงเส้นและความเร็วเชิงมุมของอากาศยาน 
2) การกำหนดปริภูมิการกระทำเป็นตำแหน่งเป้าหมายที่เปลี่ยนไปในระนาบ 2 มิติของ

อากาศยาน 
 ซึ่งในผลการทดสอบเบื้องต้นที่พบนั้น การกำหนดแบบที่ 1) จะทำให้การกระทำที่ออกมามี
ความแข็งกร้าวเกินไปและต้องอาศัยความถี่ในการประมวลผลรวมทั้งทรัพยากรในการประมวลผลที่สูง
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จนเกินไปจึงไม่เหมาะสมกับการนำไปใช้งานในอากาศยานไร้คนขับ ในงานวิจัยนี้จึงเลือกการกำหนด
ปริภูมิการกระทำเป็นแบบที่ 2) ซึ่งมีรายละเอียดดังต่อไปนี้ 

การกระทำของตัวแทนถูกกำหนดไว้เป็น 2 การกระทำได้แก่ การเปลี่ยนตำแหน่งการเคลื่อนที่
ในแกน X และการเปลี่ยนตำแหน่งการเคลื่อนที่ในแกน Y เทียบกับเฟรมอ้างอิงของอากาศยานเอง 
โดยการเปลี่ยนแปลงการเคลื่อนที่จะสามารถหาได้จากเอาท์พุทการคำนวณของตัวโมเดลที่มีค่าเป็น
แบบต่อเนื่อง โดยจะถูกจำกัดค่าเอาไว้ให้ไม่เกิน 1 เมตรต่อการเปลี่ยนแปลงการเคลื่อนที่ 1 ครั้ง  และ
ในการฝึกฝนโมเดลก็จะมีการใส่สิ ่งรบกวน (noise) เข้าไปในการกระทำอีกด้วย โดยสามารถเขียน
ปริภูมิการกระทำดังสมการต่อไปนี้ 

 
𝑎𝑡 = [Δ𝑋, Δ𝑌]      (3.1) 

 
 |Δ𝑋| ≤ 1.0, |Δ𝑌| ≤ 1.0               (3.2) 

 
 นอกจากพฤติกรรมที่เหมาะสมของอากาศยานและการลดความถี่ในการคำนวณของโมเดล
แล้ว การเลือกใช้ปริภูมิแบบดังกล่าวจะทำให้โมเดลการเรียนรู้ไม่ขึ้นอยู่กับลักษณะการเคลื่อนที่ของ
ตัวแทน ดังนั้น การฝึกโมเดล 1 รอบจะสามารถนำโมเดลที่ฝึกไปใช้กับหุ่นยนต์ประเภทใดก็ได้ ต่างจาก
การระบุปริภูมิเป็นแบบอื่น และยังช่วยให้การควบคุมมีความปลอดภัยมากขึ้นเพราะการตัดสินใจและ
การควบคุมการเคลื่อนที่ถูกแยกออกจากกัน 
 

3.11  การกำหนดฟังก์ชันรางวัล 
 ในการกำหนดฟังก์ชันรางวัล (Reward function) สำหรับการฝึกโมเดลจะอ้างอิงกับข้อจำกัด

และการแก้ปัญหาของการนำทาง โดยฟังก์ชันรางวัลที่กำหนดขึ้นจะทำให้ตัวแทนได้รางวัลมากขึ้นเมื่อ
เข้าใกล้เป้าหมายมากขึ้น ในทางกลับกัน หากตัวแทนออกห่างจากเป้าหมาย รางวัลที่ตัวแทนจะไดร้ับ
จะลดลง เมื่อเกิดการชนกับสิ่งกีดขวาง ตัวแทนจะเสียคะแนนอย่างมากและสภาพแวดล้อมจะถูกรีเซ็ท
ใหม่ทันที นอกจากนี้ เพ่ือความปลอดภัยจะมีการกำหนดฟังกชันรางวัลของการเว้นระยะห่างออกจาก
กำพงของตัวแทนอีกด้วย โดยฟังก์ชันรางวัลการเข้าสู่ เป้าหมาย (𝑟𝑡𝑎𝑟𝑔𝑒𝑡), ฟังก์ชันรางวัลของการชน 
(𝑟𝑐𝑜𝑙𝑙𝑖𝑠𝑖𝑜𝑛) และฟังก์ชันรางวัลของการเว้นระยะห่างออกจากกำแพง  (𝑟𝑤𝑎𝑙𝑙) ที่ถูกใช้ในงานวิจัยนี้
สามารถเขียนได้ดังสมการด้านล่าง 

𝑟𝑡𝑎𝑟𝑔𝑒𝑡 ={
1(𝑑𝑝 − 𝑑𝑐) > 0

−1(𝑑𝑝 − 𝑑𝑐) < 0
     (3.3) 
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𝑟𝑐𝑜𝑙𝑙𝑖𝑠𝑖𝑜𝑛 = {
−200𝑐𝑜𝑙𝑙𝑖𝑠𝑖𝑜𝑛
200𝑔𝑜𝑎𝑙

      (3.4) 

 
𝑟𝑤𝑎𝑙𝑙 = 𝑐 ∙ (min(𝑟𝑎𝑛𝑔𝑒𝑠) − 𝑑𝑠𝑚)     (3.5) 

เมื่อ 
 𝑑𝑝    คือ ระยะทางก่อนหน้าระหว่างตัวแทนกับเป้าหมาย [m] 
 𝑑𝑐    คือ ระยะทางปัจจุบันระหว่างตัวแทนกับเป้าหมาย [m] 
 𝑑𝑠𝑚  คือ ขอบเขตระยะความปลอดภัยอย่างน้อยระหว่างสิ่งกีดขวางกับตัวแทน [m] 

 จากฟังก์ชันรางวัลทั้งหมด จะได้ว่า รางวัลของตัวแทนหลังจากผ่านการกระทำ 𝑎𝑡 ในสภาวะ 
𝑠𝑡 จะสามารถหาได้จากสมการดังต่อไปนี้ 
 

𝑟𝑡(𝑠𝑡, 𝑎𝑡) = 𝑟𝑡𝑎𝑟𝑔𝑒𝑡 + 𝑟𝑐𝑜𝑙𝑙𝑖𝑠𝑖𝑜𝑛 + 𝑟𝑤𝑎𝑙𝑙     (3.6) 
 

 ฟังกันรางวัลทั้งหมดที่กล่าวมาจะถูกนำไปคำนวณรางวัลส่งให้กับโมเดลสำหรับทำการเรียนรู้
และประเมินผลเพื่อให้โมเดลสามารถคำนวณหานโยบาย (policy) ที่ดีที่สุดของตัวแทนตามหลักการ
ของการเรียนรู้แบบเสริมกำลังเชิงลึก 
 

3.12  การสร้างโมเดลการเรียนรู้เสริมกำลังเชิงลึก 
 ในการสร้างโมเดลการเรียนรู้เสริมกำลังเชิงลึก เฟรมเวิร์คการเขียนโปรแกรมท่ีใช้ คือ ไลบราลี

ไพธอร์ช (Pytorch) โดยโมเดลที่ถูกสร้างขึ้นแบ่งเป็น 2 ส่วน ได้แก่ โมเดลสำหรับเครือข่ายคริติก 
(Critic network) และโมเดลสำหรับเครือข่ายแสดง (Actor network) โดยเครือข่ายแสดงจะมีการรับ
ข้อมูลขาเข้า (input) เป็นสภาวะเพียงอย่างเดียว และเครือข่ายคริติกจะมีการรับสภาวะและการ
กระทำเข้าไปในระบบเครือข่าย โครงสร้างของเครือข่ายทั้งสองประเภทแสดงดังในรูปต่อไปนี้ 

 

 
 

รูปที่ 3.13 โครงสร้างโครงข่ายคริติกที่ถูกใช้ 
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รูปที่ 3.14 โครงสร้างโครงข่ายตัวแสดงที่ถูกใช้ 
 

 โครงข่ายตัวแสดง (actor network) จะรับข้อมูลขาเข้าเป็นสภาวะของตัวแทนแล้วนำไป
ประมวลผลหาการกระทำของตัวแทนออกมา โดยในตอนเริ่มแรก ข้อมูลที่รับเข้ามาจำนวน 24 ฟีเจอร์
จะถูกนำไปผ่านชั้นเชื่อมต่อแบบเต็ม (fully connected layer) ที่มีจำนวนฟีเจอร์ขาออกเป็น 400 
ฟีเจอร์ก่อนแล้วถูกทำแบทชนอร์มัลไลเซชั่น (batch normalization) เพื่อเพิ่มปรับค่าทางสถิติให้
ใกล้เคียงก่อนก่อนที่จะผ่านฟังก์ชันกระตุ้นแบบ ReLU (Rectified Linear Unit) แล้วจึงถูกส่งไปยังชั้น
เชื่อมต่อแบบเต็มที่ 2 ซึ่งมีจำนวนฟีเจอร์ขาออกเป็น 300 ฟีเจอร์ร่วมกับการทำแบทช์ นอร์มัลไลเซชัน
และฟังก์ชันกระตุ้นแบบ ReLU จนสุดท้ายถูกแปลงข้อมูลให้เป็นข้อมูลขาออกของการกระทำของ
ตัวแทนออกมาจำนวน 2 ตัวที่ผ่านฟังก์ชันกระตุ้นแบบ Tanh โดยการกระทำที่ออกมาจะถูกส่งไป
ให้กับตัวแทน 

ในส่วนของโครงข่ายคริติก ค่าข้อมูลขาเข้าจะเป็นทั้งสภาวะและการกระทำที่ผ่านมาของตัวแทน 
โดยแยกออกเป็น 2 ส่วนก่อนแล้วผ่านโครงข่ายประสาทเทียมจนมาบรรจบกันก่อนการคำนวณค่า Q 
โดยที่จำนวนของฟีเจอร์และฟังก์ชันกระตุ้นสามารถดูได้จากรูปที่ 3.14 โดยข้อมูลขาออกที่ออกมาจาก
เครือข่ายคริติกจะเป็นค่า Q ของการกระทำที่สภาวะนั้นของตัวแทน ซึ่งจะถูกนำไปประเมินเพื่อปรับ
นโยบายเรื่อย ๆ จนได้นโยบายที่ดี่ที่สุดของตัวแทน 

 

3.13  การฝึกโมเดลการเรียนรู้เสริมกำลังเชิงลึกในโปรแกรมจำลอง 
 การฝึกโมเดลการเรียนรู้แบบเสริมกำลังเชิงลึกจะมีการทำในโปรแกรมจำลอง Gazebo โดย

การสร้างสภาพแวดล้อมจำลองสามมิติขึ้นมาด้วยโปรแกรม Fusion360 แล้วทำการส่งออกโมเดลที่ได้
แปลงเป็นไฟล์ URDF โดยแบบของสนามจำลองแสดงดังในรูปต่อไปนี้ 
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รูปที่ 3.15 แบบของสนามจำลองท่ีถูกใช้ในการฝึกโมเดลพร้อมขนาดเบื้องต้นในหน่วยมิลลิเมตร 
 

 
 

รูปที่ 3.16 สนามท่ีถูกนำเข้าโปรแกรม Gazebo ร่วมกับโมเดลของตัวแทน 
 

 ในการฝึกโมเดล โปรแกรมจะทำการสุ่มจุดหมายที่ตัวแทนจะต้องไปถึงให้ได้ขึ้นมา จากนั้นจะ
ส่งสัญญาณให้โมเดลเริ่มการฝึกโดยให้ตัวแทนเรียนรู้จากการย้ายตำแหน่งของตัวเองไปเรื่อย ๆ  โดยมี
รัศมีการเคลื่อนย้ายตำแหน่งไม่เกิน 1 เมตร ซึ่งในแต่ละรอบ (episode) จะมีการกำหนดจำนวนขั้น 
(step) สูงสุดของการเรียนรู้อยู่ที่ 2000 ขั้นต่อ 1 รอบ ซึ่งหากในรอบเดียวกันตัวแทนสามารถไปถึง
เป้าหมายได้ก่อนหมดจำนวนขั้นสูงสุด โปรแกรมจะทำการสุ่มจุดหมายใหม่ขึ้นมาให้ตัวแทน แต่หาก
ระหว่างรอบมีการชนเกิดข้ึนเพียงหนึ่งครั้ง สภาพแวดล้อมทั้งหมดจะถูกเริ่มต้นใหม่ทั้งหมดและขึ้นรอบ
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ใหม่โดยทันที ในระหว่างการฝึกฝนจะมีการบันทึกค่าของรางวัลสะสมเอาไว้ หากค่าเฉลี่ยของรางวัล
สะสมใน 100 รอบล่าสุดมีค่ามากกว่าค่าเฉลี่ยเดิมก่อนหน้า ตัวโมเดลจะถูกบันทึกและทำการอัพเดท
ไปเรื่อย ๆ จนกว่าการฝึกจะเสร็จสิ้น เพ่ือให้ได้โมเดลหรือนโยบายที่ดีที่สุด 
 

3.14  การทดสอบโมเดลในสภาพแวดล้อมจำลอง 
 หลังจากการฝึกฝนเสร็จเรียบร้อย โมเดลจะถูกนำไปทดสอบกับสภาพแวดล้อมจำลองก่อน 

โดยเป็นสนามที่ตัวแทนไม่เคยเห็นมาก่อน ซึ่งประกอบด้วยสนาม 4 สนามดังต่อไปนี้ 
 

                  
(ก)                  (ข) 

                    
(ค)                     (ง) 
 

รูปที่ 3.17 แผนผังสนามจำลองที่ใช้ในการทดสอบ (ก) สนาม1 (ข) สนาม2 (ค) สนาม3 (ง) สนาม4 
 

 สำหรับการทดสอบในสนามจำลองทั้ง 4 สนาม ตัวแทนจะถูกนำไปปล่อยที่จุดเริ่มต้นของแต่
ละสนามแล้วให้เดินทางไปที่จุดหมายที่กำหนดไว้ 1 จุดบนสนาม โดยจะทำการทดสอบทั้งหมด 5 ครั้ง
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ต่อ 1 สนามแล้วทำการบันทึกเส้นทางที่ตัวแทนมีการตัดสินใจตั้งแต่ต้นทางจนถึงปลายทางเพื่อดูว่า
ตัวแทนสามารถตัดสินใจเส้นทางในการเดินทางไปถึงจุดหมายได้อย่างถูกต้องและปลอดภัยหรือไม่ 
 

3.15  การทดสอบโมเดลในอากาศยานไร้คนขับจริง 
ในการทดสอบโมเดลการเรียนรู้ที่ฝึกได้ในอากาศยานไร้คนขับจริงจะต้องอาศัยการทำงานของ

ส่วนประกอบทางโปรแกรมหลายส่วน ได้แก่ ส่วนของการระบุตำแหน่ง (localization node) ส่วน
ของการควบคุมโหมดการบิน (flight mode controller node) ส ่วนของการควบคุมตำแหน่ง 
(position control node) ส ่วนของการตัดส ินใจ  (decision making node) และส่วนของการ
เชื่อมต่อการตัดสินใจ (decision interfacing node) โดยแผนผังแสดงส่วนประกอบโปรแกรมและ
การส่งข้อมูลหากันระหว่างส่วนโปรแกรมแสดงดังในรูปต่อไปนี้  

 
 

รูปที่ 3.18 แผนผังส่วนประกอบของโปรแกรมและการส่งข้อมูลที่สำคัญ 
 

 การทำงานของโปรแกรมจะแบ่งเป็นส่วนโปรแกรมระดับล่าง (low level) และโปรแกรม
ระดับสูง (high level) โดยส่วนของโปรแกรมระดับล่างจะเป็นส่วนของบอร์ดควบคุมการบิน (flight 
controller) ส่วนโปรแกรมระดับสูงจะอยู ่ในคอมพิวเตอร์ควบคุมการบิน ( flight computer) ซึ่ง
โปรแกรมสองส่วนจะมีการส่งข้อมูลไปมาหากันเพ่ือทำงานร่วมกันโดยเชื่อมต่อกันผ่านระบบปฏิบัติการ
หุ่นยนต์และ MAVROS ในขั้นตอนการทดสอบของสภาวะจริงนั้น จะเริ่มต้นด้วยการนำอากาศยานขึ้น
บินบนอากาศแล้วบังคับอากาศยานให้อยู่ในจุดที่ต้องการ จากนั้นทำการเปลี่ยนโหมดการบินเข้าสู่
โหมดรักษาตำแหน่ง ซึ่งตัวควบคุมการบินจะดึงตำแหน่งจาก Localization node ที่เกิดจากการรวม 
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(fusion) กันระหว่างข้อมูลจากอัลกอริทึม RF2O และข้อมูลของ IMU ด้วยตัวกรองคาลมานแบบขยาย 
(Extended Kalman Filter : EKF) เพื่อนำไปใช้เป็นข้อมูลในการระบุตำแหน่งร่วมกับตัวประมาณ
สภาวะ (state estimation) ด้านในบอร์ดควบคุมการบินอีกชั้น แล้วทำการสร้างสัญญาณควบคุม
มอเตอร์ของอากาศยานให้หมุนเพ่ือรักษาตำแหน่งและระดับความสูงของอากาศยาน โดยความสูงที่ถูก
กำหนดไว้อยู่ที่ 0.3 เมตรหรือ 30 เซนติเมตรจากพื้นดินถึงตัวไลดาร์เซนเซอร์ที่ยิงลงพื้น เมื่อทำการ
ควบคุมตำแหน่งเริ่มต้นได้แล้วผู้วิจัยจะส่งจุดหมายที่อากาศยานต้องไปให้กับตัวคอมพิวเตอร์ควบคุม
การบินโดยใช้การส่งสัญญาณผ่านสัญญาณไร้สายไวไฟ (WiFi) จากนั้นคอมพิวเตอร์ควบคุมการบินจะ
ส่งจุดหมายผ่านตัวเชื่อมต่อการตัดสินใจ (decision interfacing node) เพื่อขอการตัดสินใจไปยัง
หน่วยการตัดสินใจ (decision making node) หน่วยการตัดสินใจที่มีโมเดลการเรียนรู้เสริมกำลังเชิง
ลึกอยู่จะทำการดึงสภาวะของอากาศยานทั้งหมดที่ต้องใช้ไปเข้าสู่การพิจารณาตามกระบวนการแล้ว
ทำการตัดสินใจการกระทำเป็นตำแหน่งที่ต้องเคลื่อนที่ย้ายไปในแกน X และแกน Y ออกมา จากนั้น
ตำแหน่งดังกล่าวจะถูกส่งไปให้หน่วยควบคุมตำแหน่งเพ่ือเปรียบเทียบกับตำแหน่งปัจจุบัน แปลงพิกัด
เฟรมอ้างอิง แล้วทำการส่งคำร้องไปที่หน่วยควบคุมการบินเพื่อเปลี่ยนโหมดการบินเป็นโหมดออฟ
บอร์ดให้บอร์ดควบคุมการบินสามารถรับคำสั่งการควบคุมจากภายนอกได้ จากนั้นบอร์ดควบคุมการ
บินจะทำการควบคุมให้อากาศยานเคลื่อนที่ไปตำแหน่งที่ต้องการ จากนั้นหน่วยควบคุมตำแหน่งจะ
คอยตรวจสอบว่าอากาศยานถึงขอบเขตของตำแหน่งที่ส่งไปหรือไม่ หากอากาศยานไปถึงขอบเขต
จุดหมายที่ยอมรับได้แล้ว หน่วยควบคุมตำแหน่งจะส่งสัญญาณไปให้หน่วยเชื่อมต่อการตัดสินใจเพ่ือ
ขอการตัดสินใจตำแหน่งถัดไปจากหน่วยการตัดสินใจ แล้วเกิดการวนการทำงานไปจนกระทั่งอากาศ
ยานไร้คนขับสามารถเดินทางไปถึงเป้าหมายได้สำเร็จ โดยมีระยะความเผื่ออยู่ที่ 0.15 เมตรหรือ 15 
เซนติเมตร 
 ในการทดสอบอากาศยานในพื้นที่จริง จะทำการทดสอบในพื้นที่ที ่มีขนาดกว้าง x ยาว x 
สูงสุดที่ 7.96 x 12.07 x 2.5 เมตรตามลำดับ โดยลักษณะของพื้นที่แสดงดังในรูปที่ 3.19 และจะมี
การทดสอบโดยการสร้างสิ่งกีดขวางข้ึนมา 2 รูปแบบดังในรูปที่ 3.20 และรูปที่ 3.21 
 

    
 

รูปที่ 3.19 ลักษณะพ้ืนที่สำหรับการทดสอบ (ยังไม่ถูกเพ่ิมสิ่งกีดขวาง) 
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รูปที่ 3.20 สิ่งกีดขวางสำหรับการทดสอบรูปแบบที่ 1 
 

 
 

รูปที่ 3.21 สิ่งกีดขวางสำหรับการทดสอบรูปแบบที่ 2 
 

 เมื่อทำการทดสอบข้อมูลการตัดสินใจเลือกในเส้นทางและข้อมูลตำแหน่งของอากาศยานจะ
ถูกนำมาเปรียบเทียบกับเส้นทางการเคลื่อนที่ที่หาได้จากการวางแผนเส้นทางในกรณีที่รู้แผนที่มาก่อน 
โดยเทียบกับอัลกอริทึม A* (A – star algorithm) เพ่ือประเมินความสามารถของโมเดลการเรียนรู้เชิง
ลึก ลักษณะการทดสอบอากาศยานไร้คนขับแสดงดังในรูปที่ 3.22 
 

   
 

รูปที่ 3.22 ลักษณะการทดสอบโมเดลในอากาศยานไร้คนขับจริง (ซ้าย) แบบ1 (ขวา) แบบ2 
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บทท่ี 4 

ผลการวิจัยและอภิปรายผล 
 

4.1  กล่าวนำ 
 เนื้อหาในส่วนของการทดสอบจะอ้างอิงตามวิธีการทดสอบที่มีการกล่าวถึงไว้ในบทที่ 3 โดย

จะแสดงผลการทดสอบในแต่ละส่วนออกมาในรูปของตาราง ร ูปภาพ กราฟหรือแผนผังการ
เปรียบเทียบอ่ืน ๆ เพ่ือนำเสนอข้อมูลของการทดสอบให้ดูง่ายและชัดเจน นอกจากนี้ เนื้อหาในส่วนนี้
จะเก่ียวข้องไปถึงการวิเคราะห์สิ่งที่เกิดขึ้นจากการทดสอบอีกด้วย 

 

4.2 ผลการทดสอบการบินขั้นพ้ืนฐานในอุปกรณ์จริง 
 ผลการทดสอบการบินสิ่งแรกที่สำคัญคือผลการทดที่สามารถบ่งบอกลักษณะการสั่นสะเทือน

ของอากาศยานได้  เพราะการสั่นสะเทือนเป็นปัญหาที่สำคัญที่สุดของการควบคุมอากาศยานไร้คนขับ
เพราะการสั ่นสะเทือนที่สูงเกินไปจะทำให้เซนเซอร์อ่านค่าผิดพลาดและทำให้การควบคุมเสีย
เสถียรภาพไปได้โดยสิ่งแรกที่สามารถพิจารณาได้คือค่าความหนาแน่นสเปคตรัมความเร่งที่แสดง
ดังต่อไปนี้ โดยเป็นการสแดงภาพรวมการตอบสนองเชิงความถี่ของข้อมูลความเร่งดิบตลอดช่วงเวลาที่
ทำการบิน หากค่าความหนาแน่นมีค่ามากหรือเป็นสีเหลืองกระจายไปทั่วแผนภาพแสดงว่ามีการ
สั่นสะเทือนสูง และหากมีการสั่นสะเทือนอยู่ในช่วงความถี่มากกว่า 80 Hz ตัวควบคุมการบินจะ
สามารถกรองสัญญาณออกไปได้ซึ่งจากในรูปด้านล่างพบว่า การสั่นสะเทือนของอากาศยานอยู่ในช่วง
ที่สามารถกรองออกได้และไม่ทำให้เกิดความสูญเสียในการควบคุม
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รูปที่ 4.1 ความหนาแน่นสเปคตรัมความเร่งของอากาศยาน 
 

 นอกจากการสั่นสะเทือนแล้ว สามารถดูการตอบสนองของการควบคุมท่าทาง (attitude) 
ของอากาศยานได้โดยให้ความสนใจการควบคุมโหมดรักษาระดับเพราะจะเป็นอย่างมากในการบิน
อาคารร่วมกับโหมดรักษาตำแหน่ง แต่ผลการทดสอบในโหมดรักษาตำแหน่งจะถูกกล่าวถึงในส่วนของ
การทดสอบโปรแกรมในโหมดออฟบอร์ด 
 

 
 

รูปที่ 4.2 ผลตอบสนองของอากาศยานแนวแกน roll ในโหมดควบคุมความสูง 
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รูปที่ 4.3 ผลตอบสนองของอากาศยานแนวแกน pitch ในโหมดควบคุมความสูง 

 

 
 

รูปที่ 4.4 ผลตอบสนองของอากาศยานแนวแกน yaw ในโหมดควบคุมความสูง 
 

จากผลการทดสอบผบว่าในโหมดรักษาระดับความสูง (altitude hold mode) การตอบสนองของ
การควบคุมท่าทองของอากาศยานมีความใกล้เคียงกับค่าที่ต้องการ (setpoint) และมีความเร็วในการ

ตอบสนองที่เพียงพอเมื่อทำการบินโดยค่าเกนการควบคุมของ 𝑘𝑝 ในแนวแกน roll , pitch และ 
yaw เป็น 6.5, 6.5 และ 2.8 ตามลำดับ 
 

4.3 ผลการทดสอบโปรแกรมในโหมดออฟบอร์ด 
 การทดสอบการทำงานของโปรแกรมในโหมดออฟบอร์ดจะใช้การตรวจสอบตามหัวข้อ

ตรวจสอบที่ถูกกล่าวถึงในหัวข้อ 3.9 โดยผลการทดสอบและผลการตัดสินเป็นดังตารางที่ 4.1 
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ตารางที่ 4.1 ผลการตรวจสอบการทำงานในโหมดอออฟบอร์ด 

ลำดับ 
รายละเอียดการ

ตรวจสอบ 
ผลที่คาดหมาย / 

ตัวช้ีวัด 
ผลการทดสอบ 

การ
ตัดสิน 

1 นำอากาศยานขึ้นบิน 
แล้วปรับโหมดการบิน
เป็นโหมดการรักษา
ตำแหน่ง 

อากาศยานต้อง
สามารถรักษาตำแหน่ง
ของตนเองได้ 

อากาศยานสามารถรักษา
ตำแหน่งของตนเองได้ 

ผ่าน 

2 รันโปรแกรมสำหรับการ
ส่งตำแหน่งในโหมดออฟ
บอร์ดให้กับอากาศยาน 

อากาศยานต้องเปลี่ยน
โหมดการบินเป็นโหมด
ออฟบอร์ด 
 
 

อากาศยานเปลี่ยนโหมด
การบินเป็นโหมดออฟ
บอร์ดได้โดยไม่สูญเสีย
ความสูงและตำแหน่ง 
 
 

ผ่าน 

3 ส่งค่าตำแหน่งที่ต้องการ
ให้อากาศยานเคลื่อนที่
ไปผ่านโหมดออฟบอร์ด 

อากาศยานต้อง
สามารถเคลื่อนที่ไป
ตำแหน่งที่ต้องการได้ 
ตามความเร็วการ
เคลื่อนที่สูงสุดที่ถูก
กำหนดเอาไว้ (0.2 
เมตรต่อวินาที) โดยที่
ไม่เสียอาการ 

อากาศยานสามารถรับค่า
ตำแหน่งในโหมดออฟ
บอร์ดและเคลื่อนที่ไปยัง
ตำแหน่งที่ต้องการได้ โดย
ทีแ่กนบวกลบของระบบ
พิกัดอ้างอิงมีความถูกต้อง 

ผ่าน 

4 ทดสอบหยุดการรัน
โปรแกรมสำหรับส่งคำสั่ง
ในโหมดอออฟบอร์ด 

โหมด failsafe ต้อง
ทำงานโดยการเปลี่ยน
จากโหมดออฟบอร์ด
เป็นโหมดรักษา
ตำแหน่ง โดยที่ไม่
สูญเสียความสูงและส
เถียรภาพการบิน 
 

โหมด failsafe ทำงาน
ถูกต้องโดยเมื่อหยุด
โปรแกรมแล้ว อากาศยาน
มีการเปลี่ยนโหมดเป็น
โหมดรักษาตำแหน่งทันที
โดยที่ไม่เสียอาการการบิน 

ผ่าน 
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ตารางที่ 4.2 ผลการตรวจสอบการทำงานในโหมดอออฟบอร์ด (ต่อ) 

ลำดับ 
รายละเอียดการ

ตรวจสอบ 
ผลที่คาดหมาย / 

ตัวช้ีวัด 
ผลการทดสอบ 

การ
ตัดสิน 

ลำดับ รายละเอียดการ
ตรวจสอบ 

ผลที่คาดหมาย / 
ตัวชี้วัด 

ผลการทดสอบ การ
ตัดสิน 

5 นำอากาศยานลงจอด 
แล้วนำไฟล์บันทึกการ
บินมาตรวจสอบความ
ถูกต้องของการเปลี่ยน
โหมดและความถูกต้อง
ของการควบคุมตำแหน่ง
การเคลื่อนที่ 

ข้อมูลที่ถูกบันทึกใน
ไฟล์บันทึกการบินต้อง
มีความถูกต้อง 

ข้อมูลของอากาศยานมี
การบันทึกสมบูรณ์ 

ผ่าน 

 
4.4 ผลการฝึกโมเดลการเรียนรู้แบบเสริมกำลังเชิงลึกในโปรแกรมจำลอง 

 การฝึกฝนโมเดลการเรียนรู้แบบเสริมกำลังเชิงลึกในโปรแกรมจำลองจะทำให้นโยบายการ
ตัดสินใจของตัวแทนมีการพัฒนาอย่างต่อเนื่อง โดยในงานวิจัยครั้งนี้ ใช้เวลาในการฝึกฝนโมเดลไป
ทั้งหมด 172 ชั ่วโมง (7 วัน 4 ชั ่วโมง) โดยใช้รอบในการคำนวณ (episodes) ไปทั ้งหมด 5324       
เอพิโสด และใช้จำนวนขั้นไปทั้งหมด 1,764,206 ขั้น โดยกราฟแสดงรางวัลสะสมในแต่ละเอพิโสดของ
ตัวแทนแสดงดังในรูปต่อไปนี้โดยมีค่าสูงสุดอยู่ที่ 69,960 โดยคอมพิวเตอร์ที่ใช้ฝึกโมเดลมี CPU core 
i5-11300H (11th gen) RAM8GB การ์ดจอ Nvidia MX250 
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รูปที่ 4.5 รางวัลสะสมของตัวแทนในแต่ละรอบการคำนวณ 
 

 
 

รูปที่ 4.6 ค่า Q Value ระหว่างการฝึกโมเดลแต่ละข้ัน 
 

 ในระหว่างการฝึกโมเดล ตัวแทนจะค่อย ๆ ทำการปรับพารามิเตอร์ของเครือข่ายต่าง ๆ 
สำหรับการเรียนรู้ และเมื่อนโยบายมีการพัฒนามากขึ้นค่า Q value ก็จะมีแนวโน้มที่สูงมากขึ้น โดย
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จากการฝึกโมเดลในงานวิจัยนี้แนวโน้มของค่า Q Value มีการเพิ่มสูงขึ้นอย่างต่อเนื่องในแต่ละขั้น 
โดย Q value สูงสุดอยู่ที่ 5,627  
 จากรูปที่ 4.5 และรูปที่ 4.6 บ่งชี้ว่าโมเดลมีการเรียนรู้ที่พัฒนาขึ้นอย่างก้าวกระโดดในช่วง
รอบการคำนวณที่ประมาณ 4500 ซึ่งการที่คะแนนสะสมมีการเพิ่มขึ้นสูง แสดงให้เห็นว่าหุ่นยนต์
สามารถตัดสินใจเส้นทางแล้วไปหาจุดหมายได้หลายจุดหมายต่อ 1 รอบ ซึ่งในบางรอบจะไม่มีการชน
เกิดขึ้นเลย ตัวแทนสามารถทำงานได้โดยที่ไม่ต้องเริ่มต้นรอบการคำนวณใหม่ สามารถเรียนรู้ได้จนถึง
จำนวนขั้นสูงสุด 
 

4.5 ผลการทดสอบโมเดลในสภาพแวดล้อมจำลอง 
 ผลการทดสอบโมเดลในสภาพแวดล้อมจำลองประกอบด้วยผลการตัดสินใจเลือกตำแหน่งการ

เคลื่อนที่ของตัวแทนใน 4 สภาพแวดล้อมที่ไม่รู้จักมาก่อนโดยสภาพแวดล้อมจะอ้างอิงตามหัวข้อ 3.15 
ซึ่งตารางของตำแหน่งการเคลื่อนที่ที่ตัวแทนเลือกและรูปที่นำค่าพิกัดของแกน x และ y มาวาดเป็น
กราฟในแต่ละสภาพแวดล้อมแสดงดังต่อไปนี้ 
 

 
 

รูปที่ 4.7 พิกัดการเคลื่อนที่ของตัวแทนในสภาพแวดล้อมจำลองท่ี 1 
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ตารางที่ 4.3 ตารางบันทึกการเลือกเส้นทางของตัวแทนในสภาพแวดล้อมจำลองที่ 1 

 

 
 

รูปที่ 4.8 พิกัดการเคลื่อนที่ของตัวแทนในสภาพแวดล้อมจำลองท่ี 2 
 
 

 สภาพแวดล้อมจำลองที่ 1 
ครั้ง 1 2 3 4 5 

ลำดับ x y x y x y x y x y 
1 -1.50 1.50 -1.50 1.50 -1.50 1.50 -1.50 1.50 -1.50 1.50 
2 -1.30 1.01 -1.47 1.33 -1.49 1.34 -1.34 0.83 -1.52 1.35 
3 -1.25 0.52 -1.34 0.79 -1.34 0.82 -1.20 0.44 -1.35 0.83 
4 -1.60 -0.04 -1.18 0.43 -1.20 0.44 -1.73 -0.26 -1.19 0.45 
5 -1.04 -0.89 -1.72 -0.28 -1.74 -0.27 -0.78 -1.21 -1.73 -0.25 
6 -0.17 -1.72 -0.77 -1.23 -0.79 -1.22 0.00 -2.06 -0.78 -1.20 
7 0.83 -1.95 -0.01 -2.07 -0.01 -2.06 0.82 -1.66 -0.01 -2.04 
8 0.94 -1.46 0.78 -1.66 0.79 -1.65 0.99 -1.38 0.84 -1.66 
9 1.29 -1.18 0.96 -1.38 0.97 -1.38 1.16 -1.36 1.00 -1.36 
10 1.49 -1.47 1.15 -1.36 1.15 -1.37 1.26 -1.35 1.19 -1.35 
11 1.49 -1.47 1.25 -1.35 1.26 -1.36 1.20 -1.26 1.39 -1.28 
12   1.43 -1.39 1.32 -1.28 1.41 -1.35 1.47 -1.51 
13   1.51 -1.50 1.48 -1.45 1.51 -1.50   
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ตารางที่ 4.4 ตารางบันทึกการเลือกเส้นทางของตัวแทนในสภาพแวดล้อมจำลองที่ 2 

 

 
 

รูปที่ 4.9 พิกัดการเคลื่อนที่ของตัวแทนในสภาพแวดล้อมจำลองท่ี 3 
 
 
 

สภาพแวดล้อมจำลองที่ 2 
ครั้ง 1 2 3 4 5 

ลำดับ x y x y x y x y x y 
1 -1.50 1.50 -1.50 1.50 -1.50 1.50 -1.50 1.50 -1.50 1.50 
2 -1.29 0.75 -1.40 1.30 -1.41 1.30 -1.34 1.25 -1.21 0.85 
3 -0.84 -0.01 -1.11 0.63 -1.10 0.63 -1.06 0.58 -0.93 0.11 
4 -0.19 0.09 -1.36 0.52 -1.37 0.58 -1.45 0.68 -0.34 -0.11 
5 0.37 0.71 -1.16 0.22 -1.16 0.24 -1.15 0.30 0.26 0.68 
6 0.90 1.20 -0.78 -0.04 -0.76 -0.03 -0.65 0.15 0.88 0.95 
7 1.02 1.51 -0.08 0.27 -0.06 0.29 0.05 0.50 1.07 1.75 
8 1.38 1.43 0.28 0.39 0.36 0.29 0.46 0.53 0.97 0.97 
9 1.49 1.51 0.76 1.18 0.49 1.10 0.87 1.43 1.53 1.39 
10   0.96 1.42 0.89 1.02 0.96 1.39 1.52 1.49 
11   0.98 1.38 1.06 1.77 1.05 1.59   
12   1.52 1.49 1.51 1.50 1.51 1.53   
13       1.49 1.51   
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ตารางที่ 4.5 ตารางบันทึกการเลือกเส้นทางของตัวแทนในสภาพแวดล้อมจำลองที่ 3 

 

  
 

รูปที่ 4.10 พิกัดการเคลื่อนที่ของตัวแทนในสภาพแวดล้อมจำลองที่ 4 
 
 

สภาพแวดล้อมจำลองที่ 3 
ครั้ง 1 2 3 4 5 

ลำดับ x y x y x y x y x y 
1 -1.50 1.50 -1.50 1.50 -1.50 1.50 -1.50 1.50 -1.50 1.50 
2 -1.83 0.94 -1.68 1.46 -1.84 0.94 -1.94 1.02 -1.84 0.94 
3 -1.67 -0.06 -1.47 0.49 -1.64 -0.06 -1.43 0.02 -1.69 -0.06 
4 -1.23 -0.98 -1.53 -0.10 -1.21 -0.97 -1.30 -0.64 -1.25 -0.97 
5 -0.39 -1.76 -1.20 -1.05 -0.38 -1.76 -0.50 -1.49 -0.41 -1.74 
6 0.61 -1.76 -0.37 -1.83 0.62 -1.75 0.07 -2.08 0.58 -1.74 
7 0.89 -1.66 0.62 -1.77 0.90 -1.67 0.46 -1.60 0.87 -1.67 
8 1.01 -1.40 0.90 -1.66 1.01 -1.40 0.82 -1.45 0.99 -1.42 
9 1.38 -0.85 1.02 -1.38 1.39 -0.86 1.26 -1.31 1.37 -0.90 
10 1.61 -1.09 1.39 -0.82 1.62 -1.11 1.35 -1.27 1.65 -1.12 
11 1.23 -1.34 1.57 -1.11 1.20 -1.36 1.59 -1.53 1.11 -1.35 
12 1.61 -1.48 1.60 -1.51 1.39 -1.12   1.44 -0.77 
13     1.61 -1.52   1.61 -1.49 
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ตารางที่ 4.6 ตารางบันทึกการเลือกเส้นทางของตัวแทนในสภาพแวดล้อมจำลองที่ 4 

 

จากผลการทดสอบ พบว่า ในแต่ละสภาพแวดล้อมจำลอง ตัวแทนสามารถหาเส้นทางไปสู่
จุดหมายได้โดยที่เส้นทางที่สร้างขึ้นในแต่ละครั้งจะมีความใกล้เคียงกัน โดยบริเวณเส้นโค้งเป็นบริเวณ
ที่ตัวแทนมีการเลือกเส้นทางอ้อมเพื่อหลบหลีกสิ่งกีดขวาง จำนวนขั้นที่ใช้ขั้นต่ำสำหรับเดินทางจาก
จุดเริ่มต้นถึงจุดหมายเป็นจำนวนอย่างน้อย 9 ขั้นและสูงสุดที่ 13 ขั้น ระยะทางในช่วงเริ่มต้นจะมี
ระยะทางที่ยาว แต่ในช่วงท้ายจะมีระยะทางที่สั้นเพื่อต้องการปรัยตำแหน่งของตัวแทนให้ใกล้กบ
จุดหมายมากท่ีสุด 

 

4.6 ผลการทดสอบโมเดลในอากาศยานไร้คนขับจริง 
 ในการทดสอบโมเดลในอากาศยานไร้คนขับจริง อากาศยานถูกทดสอบในสภาวะแวดล้อม     

2 แบบ โดยได้ร ับการทดสอบด้วยจุดเร ิ ่มต้นและจุดหมายเด ียวกันจำนวน 5 ครั ้ง  ต่อหนึ่ง
สภาพแวดล้อม การคำนวณจะเกิดขึ้นบน GPU ของบอร์ด Nvidia Jetson Nano RAM4GB โดยใน
สภาพแวดล้อมแบบที่ 1 ตารางข้อมูลการตัดสินใจของตัวแทนในอากาศยานมีการตัดสินใจเคลื่อนที่ไป

สภาพแวดล้อมจำลองที่ 4 
ครั้ง 1 2 3 4 5 

ลำดับ x y x y x y x y x y 
1 -1.00 2.00 -1.00 2.00 -1.00 2.00 -1.00 2.00 -1.00 2.00 
2 -0.12 1.01 0.00 1.02 -0.12 1.01 0.00 1.03 -0.04 1.01 
3 -0.20 0.59 -0.09 0.65 -0.20 0.59 -0.09 0.65 -0.12 0.61 
4 0.13 -0.32 0.15 0.27 -0.07 0.27 0.14 0.28 -0.28 0.36 
5 0.14 -0.69 0.29 -0.09 0.14 -0.32 0.30 -0.08 -0.15 -0.32 
6 0.13 -1.49 0.00 -0.39 0.13 -0.69 -0.01 -0.38 0.38 -0.97 
7 0.36 -1.62 0.43 -0.90 0.14 -1.48 0.43 -0.89 0.51 -1.74 
8 0.72 -1.68 0.09 -1.47 0.37 -1.62 0.09 -1.47 1.53 -1.98 
9 1.15 -2.03 0.30 -1.59 0.34 -1.49 0.31 -1.60 1.52 -1.95 
10 1.51 -2.07 0.34 -1.45 0.98 -1.65 0.18 -1.48   
11   1.52 -1.92 1.49 -2.01 0.40 -1.65   
12   1.51 -2.10   1.53 -1.97   
13       1.50 -2.12   
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ตามพิกัดดังตารางที ่ 4.6 และกราฟแสดงเส้นทางการตัดสินใจจะแสดงในรูปที ่4.11 โดยใน
สภาพแวดล้อมที่1จุดเริ่มต้นอยู่ที่พิกัด (4.0 , 0.0) และจุดหมายปลายทางคือ (-3.0, 2.0) 

 
ตารางที่ 4.7 ตารางบันทึกการเลือกเส้นทางของอากาศยานในสภาพแวดล้อมจริงที่ 1 

 
 
 
 
 
 
 
 

สภาพแวดล้อมจริงท่ี 1 
ครั้ง 1 2 3 4 5 

ลำดับ x y x y x y x y x y 
1 3.99 -0.08 4.11 0.00 4.00 0.00 3.98 0.00 4.01 0.00 
2 3.59 0.45 3.22 0.29 3.75 0.33 3.00 -0.20 3.02 1.00 
3 2.59 -0.31 2.22 -0.40 2.75 -0.44 2.00 -0.72 2.03 -0.42 
4 1.59 -1.12 1.22 -1.19 1.75 -1.12 1.00 -0.47 1.03 -0.19 
5 0.59 -1.09 0.22 -0.20 0.75 -1.14 0.00 -0.50 0.02 0.07 
6 -0.41 -0.12 -0.78 -0.28 -0.25 -0.15 -0.28 -0.37 -0.98 0.21 
7 -1.41 -0.17 -1.78 -0.24 -1.25 -0.15 -0.49 -0.29 -1.98 0.20 
8 -2.27 0.43 -2.50 0.44 -2.17 0.42 -1.07 0.01 -2.78 0.93 
9 -3.07 1.15 -3.25 1.21 -3.00 1.04 -1.48 0.42 -3.07 1.37 
10 -3.18 1.49 -3.24 1.58 -3.15 1.40 -1.71 0.34 -3.22 1.84 
11 -3.14 1.01 -3.25 2.17 -3.16 1.83 -2.56 0.92 -2.82 2.02 
12 -3.00 2.21 -2.61 1.82 -2.93 2.18 -3.12 1.28 -3.01 2.19 
13 -2.98 2.12 -3.11 1.99 -2.73 1.42 -3.18 1.64   
14     -3.01 1.90 -3.23 2.26   
15       -2.72 1.71   
16       -3.12 1.95   
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โดยหากนำข้อมูลการตัดสินใจของอากาศยานทั้ง 5 ครั้งมาพลอตร่วมกันจะได้กราฟดังในรูปต่อไปนี้ 
 

 
 

รูปที่ 4.11 พิกัดการเคลื่อนที่ของตัวแทนในสภาพแวดล้อมจริงที่ 1 ที่ถูกตัดสินใจ 
 
 โดยเส้นทางการเคลื ่อนที ่จริงของอากาศยานเมื ่อทำตามการตัดสินใจในแต่ละขั ้นจาก
จุดเริ่มต้นไปถึงจุดหมายสามารถแสดงเปรียบเทียบกันได้ดังรูปต่อไปนี้ ซึ่งจะมีความคล้ายคลึงกับ
เส้นทางที่ตัดสินใจออกมาแต่ว่าเส้นทางจะมีความต่อเนื่องเพราะเป็นตำแหน่งการเคลื่อนที่จริงที่มีจุด
ข้อมูลมากกว่า โดยเส้นทางที่ 5 จะมีความใกล้ชิดกับสิ่งกีดขวางมากกว่าเส้นทางอื่น ช่วงระยะห่าง
ระหว่างสิ่งกีดขวางกับเส้นทางที่น้อยที่สุดคือ 0.39 เมตรโดยระยะห่างระหว่างสิ่งกีดขวางในเส้นทางที่ 
5 จะอยู่ที่ 0.13 เมตร แต่จะเป็นเพียงช่วงสั้นก่อนที่จะมีการเพ่ิมระยะห่างทำมุมออกมาอีกในภายหลัง
จากที่เคลื่อนทีผ่่านจุดดังกล่าวไปได้ 1 วินาทีแล้ว 
 

 
 

รูปที่ 4.12 พิกัดการเคลื่อนที่ของอากาศยานในสภาพแวดล้อมจริงที่ 1 ที่เกิดข้ึนจริง 
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 ผลที่ได้จากการทดสอบโมเดลการเรียนรู้เชิงลึกจะถูกนำไปเทียบกับเส้นทางที่สร้างขึ้นโดยตัว
วางแผนแบบ A* (A star path planner) ที่ใช้ในกรณีที่ทราบข้อมูลแผนที่มาก่อน โดยแผนที่ถูกสร้าง
ขึ้นโดยเทคนิค SLAM ซึ่งสำหรับสภาพแวดล้อมจริงที่ 1 รูปภาพของแผนที่ที่บันทึกมาได้แสดงดังในรูป
ต่อไปนี้ 
 

 
 

รูปที่ 4.13 แผนที่ที่ถูกสร้างข้ึนของสภาพแวดล้อมจริงที่ 1 
 

 เมื่อได้แผนที่แล้ว ตัววางแผนจะได้รับจุดเริ่มต้นและจุดหมายแบบเดียวกับอากาศยาน และจะ
สามารถสร้างเส้นทางที่เหมาะสมที่สุดออกมาได้ เมื่อพลอตเทียบกับเส้นทางที่อากาศยานใช้เดินทาง
จริงจะได้ดังในรูป 
 

 
 

รูปที่ 4.14 เส้นทางจริงของอากาศยานเทียบกับเส้นทางของตัววางแผน A* ในสภาพแวดล้อมจริงที่ 1 
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 จากผลการเปรียบเทียบพบว่า เส้นทางที ่สร้างจากตัววางแผนแบบ A* ให้แนวโน้มของ
เส้นทางใกล้เคียงกับเส้นทางที่ได้จากการตัดสินใจของอากาศยานแต่เส้นทางที่สร้างจากอากาศยานจะ
ใช้ระยะทางที่มากกว่าและมีความรายเรียบ (smooth) น้อยกว่าเส้นทางที่สร้างจากตัววางแผนที่มี
ข้อมูลของแผนที่อยู่ก่อน ถัดจากสภาพแวดล้อมที่ ไปแล้ว ในสภาพแวดล้อมแบบที่ 2 ตารางข้อมูลการ
ตัดสินใจของตัวแทนในอากาศยานมีการตัดสินใจเคลื่อนที่ไปตามพิกัดดังตารางที่ 4.7 และสามารถ
นำไปวาดกราฟได้ดังรูปที่ 4.15 โดยในสภาพแวดล้อมที่ 2 จุดเริ ่มต้นอยู่ที ่พิกัด (-3.0 , 2.0) และ
จุดหมายปลายทางคือ (4.0, 0.0) 
 
ตารางที่ 4.8 ตารางบันทึกการเลือกเส้นทางของอากาศยานในสภาพแวดล้อมจริงที่ 2 

 
 

สภาพแวดล้อมจริงท่ี 2 
ครั้ง 1 2 3 4 5 

ลำดับ x y x y x y x y x y 
1 -3.00 2.00 -3.00 2.00 -3.00 2.00 -3.00 2.00 -3.00 2.00 
2 -3.06 2.19 -3.08 2.22 -3.02 2.15 -3.07 2.22 -3.21 1.68 
3 -3.20 1.66 -3.18 1.65 -3.20 1.68 -3.18 1.65 -3.21 1.35 
4 -3.19 1.34 -3.11 1.34 -3.21 1.35 -3.10 1.36 -3.07 0.97 
5 -3.04 0.97 -2.85 0.91 -3.07 0.98 -2.85 0.92 -2.25 0.32 
6 -2.19 0.32 -1.95 0.31 -2.25 0.33 -1.95 0.32 -1.56 -0.11 
7 -1.36 0.11 -1.27 -0.06 -1.56 -0.10 -1.26 -0.05 -0.57 0.64 
8 -1.21 0.21 -0.27 0.41 -0.58 0.24 -0.26 0.51 0.43 0.51 
9 -0.99 0.02 0.73 0.52 0.42 0.41 0.74 0.25 1.43 -0.36 
10 -0.30 0.37 1.73 -0.44 1.43 -0.38 1.74 -0.44 2.43 -0.47 
11 0.51 0.48 2.72 -0.20 2.43 -0.47 2.73 -0.30 3.43 0.09 
12 1.41 -0.52 3.72 -0.37 3.43 0.07 3.73 -0.37 4.22 0.19 
13 3.00 -0.33   4.03 -0.06 4.00 0.10   
14 4.00 0.00         
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รูปที่ 4.15 พิกัดการเคลื่อนที่ของตัวแทนในสภาพแวดล้อมจริงที่ 2 ที่ถูกตัดสินใจ 
 
 เส้นทางการเคลื่อนที่จริงของอากาศยานในสภาพแวดล้อมที่ 2 ในแต่ละครั้งของการทดสอบ
แสดงดังในรูปต่อไปนี้ 
 

 
 

รูปที่ 4.16 พิกัดการเคลื่อนที่ของอากาศยานในสภาพแวดล้อมจริงที่ 2 ที่เกิดข้ึนจริง 
 

 เช่นเดียวกับผลการทดสอบในสภาพแวดล้อมที่ 1 เส้นทางของสภาพแวดล้อมที่2จะถูกนำไป
เทียบกับตัววางแผน A* โดยแผนที่ถูกสร้างข้ึนโดยเทคนิค SLAM ที่บันทึกมาได้ของสภาพแวดล้อมที่ 2 
แสดงดังในรูปต่อไปนี้ 
 

 



83 

 
 

รูปที่ 4.17 แผนที่ที่ถูกสร้างข้ึนของสภาพแวดล้อมจริงที่ 2 
 

 เมื่อนำแผนที่ที่ได้ ไปสร้างเส้นทางจากจุดเริ่มต้นถึงจุดปลายทางด้วยตัววางแผนแบบ A* แล้ว
นำมาพลอตเปรียบเทียบกับเส้นทางจริงของอากาศยานจะได้ดังในรูปต่อไปนี้ 

 

 
 

รูปที่ 4.18 เส้นทางจริงของอากาศยานเทียบกับเส้นทางของตัววางแผน A* ในสภาพแวดล้อมจริงที่ 2 
 

 เมื่อเปรียบเทียบผลของการสร้างเส้นทางพบว่าในช่วงเริ่มต้นระยะจาก x เป็น -3.5 ถึง 1.0 
เส้นทางท่ีได้ของโมเดลมีความใกล้เคียงกับเส้นทางของตัววางแผน A* มากสำหรับการทำการหลบหลีก
สิ่งกีดขวางส่วนแรก แต่ในส่วนของการหลบหลีกสิ่งกีดขวางส่วนที่สอง ตัววางแผน A* มีการใช้รัศมีวง
โค้งที่มากกว่าเพื่อหลบหลีกโดยมีระยะห่างจากสิ่งกีดขวางประมาณ 1 เมตรซึ่งถึงเป็นระยะที่ค่อนขา้ง
ปลอดภัยมาก ส่วนเส้นทางของโมเดลมีระยะห่างจากสิ่งกีดขวางโดยเฉลี่ย 0.45 เมตรซึ่งยังอยู่ในระยะ
ทีป่ลอดภัย ระยะห่างระหว่างใบพัดกับกำแพงใกล้สุดคือ 0.19 เมตร ในการเปรียบเทียบเส้นทางที่เกิด
จากการตัดสินใจของการเรียนรู้แบบเสริมกำลังเชิงลึกกับเส้นทางที่อ้างอิงจากตัววางแผน A* จะใช้การ

 



84 

เปรียบเทียบหาค่า RMSE (Root  Mean Square Error)  โดยตารางค่า RMSE  ของเส้นทางใน
สภาพแวดล้อมทดสอบจริงทั้งสองแสดงดังในตารางที่ 4.8 หากเส้นทางการทดสอบครั้งใดมีการเบี่ยง
ออกจากเส้นแนวโน้มของเส้นทางที่ได้จากตัววางแผน A* มาก จะมีค่าของ RMSE ที่สูงกว่าเส้นทางที่มี
การเบี่ยงเบนน้อยกว่า ในสภาพแวดล้อมที่สองค่า RMSE จะอยู่ในช่วงใกล้เคียงกันแสดงให้เห็นว่า
เส้นทางที่ได้จากการตัดสินใจมีความใกล้เคียงกัน ส่วนในสภาพแวดล้อมที่หนึ่งเส้นทางการตัดสินใจ
ของโมเดล DDPG จะมีความใกล้เคียงกันน้อยกว่าสภาพแวดล้อมที่สอง โดยค่า RMSE น้อยที่สุดอยู่ที่ 
0.315 ซึ่งเส้นทางที่ได้จะมีแนวโน้มใกล้เคียงกับเส้นทางที่ได้จากตัววางแผน A* มากแต่ในเส้นทาง
ลำดับที่ 5 มีค่า RMSE ที่ 0.635 ซึ่งให้เส้นทางที่ออกห่างจากแนวเส้นทางของ A* มากที่สุดและทำให้
การบินมีระยะห่างน้อยกว่าสิ่งกีดขวางน้อยที่สุด 
 
ตารางที่ 4.9 ตารางการเปรียบเทียบค่า RMSE ของเส้นทางการเคลื่อนที่ 

เส้นทางท่ี สภาพแวดล้อมที่ 1 [m] สภาพแวดล้อมที่ 2 [m] 

1 0.516 0.458 

2 0.505 0.586 

3 0.447 0.532 
4 0.315 0.564 

5 0.635 0.568 

ค่าเฉลี่ย 0.484 0.542 

ค่าสูงสุด 0.635 0.568 
ค่าต่ำสุด 0.315 0.458 

 

จากตารางที่ 4.8 ค่าเฉลี่ยของ RMSE ของเส้นทางในสถาพแวดล้อมที่ 1 มีค่าน้อยกว่าสถาพ
แวดล้อมที่ 2 โดยในสภาพแวดล้อมที่ 2 เส้นทางที่ได้จากตัววางแผน A* ในช่วงการหลบหลีกสิ่งกีด
ขวางที่สองมีการเว้นระยะห่างจากสิ่งกีดขวางในตอนหลบหลีกออกมาประมาณ 0.48 เมตร แต่
เส้นทางท่ีสร้างออกมาจาก DDPG มีระยะห่างเฉลี่ยที่ประมาณ 0.2 เมตรวัดจากขอบนอกของใบพัด มี
ค่าแตกต่างกันประมาณ 0.28 เมตรซึ่งคิดเป็น 2.4 เท่า สาเหตุเกิดจากตอนเปลี่ยนผ่านสิ่งกีดขวางที่
หนึ่งไปสิ่งกีดขวางที่สองไลดาร์ไม่สามารถฉายเลเซอร์ไปทั่วขอบเขตจริงทั้งหมดของสิ่งกีดขวางได้อย่าง
สมบูรณ์ โดยส่วนของขอบนอกด้านขวาบางส่วนสามารถเล็ดลอดจากการตรวจจับของไลดาร์ออกไปได้ 
ด้วยมาจากมุมการรับสภาวะของไลดาร์ถูกแบ่งไว้ที่ 15 องศาในแต่ละลำแสง โมเดลตัวแทนจึงไม่ได้
ตัดสินใจให้อากาศยานมีการเบี่ยงตัวออกมาอีก หากต้องการแก้ปัญหาส่วนนี้ สามารถทำได้โดยลดมุม
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การตรวจจับของสภาวะที่ได้จากไลดาร์ลงมาให้มีความละเอียดมากขึ้น แต่ในงานวิจัยนี้ ด้วยข้อจำกัด
ด้านกานคำนวณของฮาร์ดแวร์คอมพิวเตอร์จึงไม่สามารถทำได้ และหากมีการใช้คอมพิวเตอร์ที่มีกำลัง
การประมวลผลสูงขึ้นต้องคำนึงถึงเรื่องของน้ำหนักที่จะเพิ่มขึ้นด้วย หากเพิ่มความสามารถของ
อุปกรณ์คอมพิวเตอร์และอุปกรณ์ขับเคลื่อนได้จะสามารถทำให้สมรรถนะการทำงานของอากาศยาน
และโมเดลตัวแทนทำงานได้ดีมากขึ้น 
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บทท่ี 5 

สรุปผลและข้อเสนอแนะ 
 

5.1  สรุปผลการวิจัย 
 ว ิทยานิพนธ ์น ี ้นำเสนอการพัฒนาอากาศยานไร ้คนขับส ี ่ ใบพัดนำทางอ ัตโนม ัต ิ ใน

สภาพแวดล้อมที่ไม่รู้จักด้วยการเรียนรู้แบบเสริมกำลังเชิงลึกด้วยข้อมูลจากไลดาร์ 2 มิติให้อากาศยาน
เคลื่อนที่ไปยังจุดหมายที่ต้องการได้โดยคงระดับความสูงเอาไว้ อากาศยานต้องสามารถสร้างเส้นทางที่
ปลอดภัยไปถึงจุดหมายได้และสามารถทำการบินในอาคารได้ งานวิจัยมีรายละเอียดสรุป ดังนี้ 

 สร้างอากาศยานสี่ใบพัดที่มีเซนเซอร์ไลดาร์ 2 มิติ ติดตั้งอยู่ มีบอร์ดควบคุมการบินและ
คอมพิวเตอร์ควบคุมการบินทำงานร่วมกันโดยใช้ระบบปฏิบัติการหุ่นยนต์และแพ็คเกจ MAVROS เพ่ือ
สามารถทำให้คอมพิวเตอร์ควบคุมการบินสั่งการการเคลื่อนที่ของอากาศยานให้ไปตำแหน่งที่ระบุได้ใน
โหมดควบคุมการบินแบบออฟบอร์ดอย่างถูกต้องและปลอดภัย 

 นำค่าจากเซนเซอร์ไลดาร์และ IMU มาสร้างระบบระบุตำแหน่งและท่าทางของอากาศยานไร้
คนขับด้วยอัลกอริทึม RF2O และตัวกรองคาลมานแบบขยาย (Extended Kalman Filter) แล้วนำค่า
ตำแหน่งที่ได้ส่งให้บอร์ดควบคุมการบินเพื่อระบุตำแหน่งสำหรับการทำงานในโหมดการบินอัตโนมัติ  
ซึ่งระบบระบุตำแหน่งสามารถทำงานได้อย่างถูกต้องตามแกนพิกัดอ้างอิงและสามารถใช้นำทาง ใน
อาคารได ้

 ฝึกฝนโมเดลการเรียนรู ้แบบเสริมกำลังเชิงลึกด้วยโมเดล Deep Deterministic Policy 
Gradient โดยใช้การรับรู้สภาวะจากไลดาร์ ตำแหน่งของอากาศยานและจุดหมายในสภาพแวดล้อม
จำลอง ใช้เวลาในการฝึกโมเดลไปทั้งหมด 172 ชั่วโมง มีรอบการคำนวณทั้งหมดที่ 5324 รอบการ
คำนวณโดยใช้จำนวนขั้นในการเรียนรู้ไปทั้งหมด 1 ,764,206 ขั้น ด้วยคะแนนสะสมสูงสุดต่อ 1 รอบ
การคำนวณเป็น 69,960 คะแนน ตัวโมเดลสามารถตัดสินใจการกระทำเป็นการเคลื่อนที่สัมพัทธ์ของ
อากาศยานเพื่อไปถึงจุดหมายได้ 
 นำโมเดลที่ได้จากการฝึกฝนไปทดสอบกับสภาพแวดล้อมจำลองทั้งหมด 4 สภาพแวดล้อมที่
แตกต่างกันและตัวแทนไม่เคยเห็นมาก่อนจำนวน 5 รอบต่อสภาพแวดล้อม ตัวแทนสามารถหา
เส้นทางที่ปลอดภัยจากจุดเริ่มต้นไปยังจุดหมายได้โดยใช้จำนวนขั้นในการตั ดสินใจอย่างน้อย 9 ขั้น
และสูงสุดที่ 13 ขั้นในพ้ืนที่ขนาดไม่เกิน 5.0 x 5.0 เมตร โดยเส้นทางในแต่ละรอบมีความใกล้เคียงกัน 
 นำโมเดลที่ผ่านการทดสอบในสภาพแวดล้อมจำลองไปใช้กับอากาศยานจริงในพ้ืนที่จริงขนาด
กว้าง x ยาว x สูง สูงสุดเป็น 7.96 x 12.07 x 2.5 เมตร ในสภาพแวดล้อมที่ไม่เคยเห็นมาก่อนโดยมี
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สิ่งกีดขวาง 2 รูปแบบ อากาศยานสามารถตัดสินใจนำทางตนเองไปถึงจุดหมายได้ด้วยความเร็วสูงสุด
ไม่เกิน 0.2 เมตรต่อวินาที ความสูง 0.3 เมตรได้อย่างสำเร็จและปลอดภัย โดยระยะทางที่ใกล้ที่สุด
ระหว่างขอบใบพัดกับสิ่งกีดขวางในสภาพแวดล้อมที่ 1 และสภาพแวดล้อมที่ 2 จะมีค่าเท่ากับ 0.13 
เมตรและ 0.19 เมตรตามลำดับ นอกจากนี้เมื่อนำเส้นทางที่ตัดสินใจได้จากโมเดลไปเทียบกับเส้นทาง
ที่หาโดยตัววางแผนแบบ A* ในกรณีที่ทราบแผนที่มาก่อนจะได้เส้นทางที่ใกล้เคียงกันแต่อัลกอริทึม 
A* จะมีการเพ่ือระยะความปลอดภัยระหว่างสิ่งกีดขวางที่มากกว่า โดยค่า RMSE ของเส้นทางที่ได้จาก
การตัดสินใจของตัวแทนกับเส้นทางจากตัววางแผน A* ในสภาพแวดล้อมที่ 1 มีค่าเฉลี่ยอยู่ที่ 0.484 
เมตรและในสภาพแวดล้อมที่ 2 มีค่าเฉลี่ยนอยู่ที่ 0.542 เมตร 
  

5.2  ข้อเสนอแนะ 
5.2.1 ในการระบุตำแหน่งสามารถนำเซนเซอร์ระบุตำแหน่งภายนอกเช่นกล้องตรวจจับความ       

เคลื่อนไหว (motion capture) หรือระบบคลื่นความถี่ช่วงกว้างมาระบุตำแหน่งเพิ่มได้ 
5.2.2 การฝึกโมเดลการการเรียนรู ้เสริมกำลังเชิงลึกใช้เวลาในการฝึกเป็นเวลานาน 

สามารถย่นระยะเวลาได้โดยใช้การฝึกแบบคู่ขนานแล้วนำผลลัพธ์มารวมกัน 
5.2.3 โมเดลที่ถูกฝึกในงานวิจัยนี้เหมาะกับพื้นที่ที่ไม่มีความซับซ้อนมาก หากต้องการใช้ใน

พ้ืนที่ที่มีความซับซ้อนต้องเพ่ิมความละเอียดในการตรวจจับของสภาวะของเซนเซอร์ได้ เช่น เพ่ิมความ
ละเอียดของมุมตรวจจับหรือใช้เซนเซอร์ประเภทกล้องเข้ามาตรวจจับสภาวะแทนได้. 

5.2.4 สามารถปรับมุมการตรวจจับของไลดาร์ ให้แคบลงมามากกว่า 15 องศาได้เพ่ือ
ประสิทธิภาพของการตรวจจับที่ดีขึ้น ซึ่งจะทำให้จำนวนสภาวะที่รับสู่โมเดลมีความละเอียดขึ้น ทำให้
ประสิทธิภาพในการสร้างเส้นทางการหลบหลีกสิ่งกีดขวางมีความปลอดภัยมากขึ้น แต่ต้องเพ่ิมกำลัง
ประมวลผลของคอมพิวเตอร์ซึ่งอาจจะทำให้มีน้ำหนักมากข้ึนได้ 
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