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บทที่ 1 

บทนำ 

 

1.1 ความสำคัญและที่มาของป6ญหาการวิจัย 

ป#ญหามลพิษทางอากาศเป2นป#ญหาที่ทุกประเทศต:างให<ความสำคัญ เพราะเป2นป#ญหาที่ส:งผล

กระทบโดยตรงต:อคุณภาพชีวิตของประชาชนโดยกว<าง โดยเฉพาะมลพิษทางอากาศในเขตเมืองใหญ: 

และเขตเมืองอุตสาหกรรม จากข<อมูลปP ค.ศ. 2016 องคVการอนามัยโลก รายงานว:ามีประชาชนจำนวน 

4.2 ล <านคนท ั ่วโลกเส ียช ีว ิตก :อนว ัยอ ันควรจากป #ญหามลพิษทางอากาศ (World Health 

Organization [WHO], 2016) และในประเทศไทยคาดการณVว:าจะมีผู <เสียชีวิตจากผลกระทบของ

มลพิษทางอากาศประมาณ 50,000 คน (กรมควบคุมมลพิษ [คพ], 2020) สารมลพิษทางอากาศท่ีถูก

กำหนดให<เป2นอันตรายต:อประชาชนและต<องมีการเฝpาระวังได<แก: ฝุqนละอองขนาดเล็ก (Particulate 

Matter: PM) กxาซโอโซน (Ozone: O3), กxาซไนโตรเจนไดออกไซดV (Nitrogen Dioxide: NO2) กxาซ

ซัลเฟอรVไดออกไซดV (Sulfur Dioxide: SO2) และกxาซคารVบอนมอนอกไซดV (Carbon Monoxide: 

CO) โดยเฉพาะอย:างย่ิงสารมลพิษทางอากาศ PM เป2นสารมลพิษท่ีท่ัวโลกให<ความสำคัญและเร:งแก<ไข

เพราะมีอันตรายต:อร:างกายท้ังในระยะส้ัน และระยะยาวมากท่ีสุดประเภทหน่ึง 

PM คือฝุqนละอองขนาดเล็กที่ลอยอยู:ในอากาศและสามารถเข<าสู:ร:างกายผ:านระบบทางเดิน

หายใจ โดยฝุ qนละอองขนาดเล็กจะแบ:งเป2น 2 ชนิด คือ ฝุ qนละอองขนาดเล็กที ่มีขนาดเส<นผ:าน

ศูนยVกลางน<อยกว:าหรือเท:ากับ 10 ไมครอน เรียกว:าฝุqน PM10 และ ฝุqนละอองขนาดเล็กที่มีขนาดเส<น

ผ:านศูนยVกลางน<อยกว:าหรือเท:ากับ 2.5 ไมครอน เรียกว:าฝุqน PM2.5 ในงานวิจัยน้ีจะให<ความสำคัญกับ

ฝุqน PM2.5 ซึ่งเป2นฝุqนละอองขนาดเล็กที่มีความอันตรายมากเมื่อผ:านเข<าสู:ระบบทางเดินหายใจใน

ปริมาณมากเกินมาตราฐานกำหนดที่ค:าเฉลี่ย 25 mg/m3 ต:อ 24 ชม. แบบต:อเนื่อง จะส:งผลกระทบ

ต:อสุขภาพและก:อให<เกิดโรค เช:น โรคหอบหืด ระบบทางเดินหายใจอักเสบ ส:งผลต:อการทำงานของ

ปอด และโรคมะเร็งปอด เป2นต<น (Bălă, Râjnoveanu, Tudorache, Motișan, & Oancea, 2021) 

โดยที่ประเทศไทยมีรายงานค:าฝุ qน PM2.5 เฉลี ่ยตลอดปP พ.ศ. 2564 ที ่ 20.2 mg/m3 ถูกจัดเป2น

ประเทศท่ีมีคุณภาพอากาศย่ำแย:ลำดับท่ี 45 ของโลก (IQAir, 2021, p. 9) 

ดังนั้น การจัดการกับป#ญหาของฝุqน PM2.5 จึงเป2นสิ่งที่จำเป2นเร:งด:วน ซึ่งวิธีการจัดการกับ

ป#ญหาฝุqน PM2.5 มีอยู: 2 ระดับคือ ระดับที่ 1 กำจัดต<นกำเนิดของฝุqน PM2.5 และระดับที่ 2 คือการ

หลีกเล่ียงฝุqน PM2.5  จากวิธีการจัดการกับป#ญหาฝุqน PM2.5 ในระดับท่ี 2  น้ัน การแจ<งเตือนปริมาณ

ฝุqน PM2.5 รวมถึงการพยากรณVฝุqน PM2.5 ล:วงหน<าในบริเวณต:าง ๆ ของเมืองเป2นส่ิงสำคัญเพราะจะ



 

 

2 

ทำให<ประชาชนได<รับรู<ถึงสถานการณVของฝุqน PM2.5 อย:างทันท:วงที และสามารถวางแผนการดำเนิน

กิจกรรมประจำวันเพ่ือให<สอดคล<อง ปpองกันและหลีกเล่ียงฝุqน PM2.5 ได< 

ประเทศไทยมีหน:วยงานที่รับผิดชอบในการดูแลและแก<ไขป#ญหาทางด<านมลพิษ คือ กรม

ควบคุมมลพิษ สังกัดกระทรวงทรัพยากรธรรมชาติและสิ่งแวดล<อม กรมควบคุมมลพิษมีสถานีวัด

ภาคพื้นสำหรับวัดค:าคุณภาพอากาศกระจายอยู:ทั่วประเทศ โดยเฉพาะในเขตเมืองใหญ:และเขตเมือง

อุตสาหกรรม เช:น จังหวัดกรุงเทพมหานคร จังหวัดเชียงใหม: และจังหวัดระยอง เป2นต<น นอกจากน้ี

กรมควบคุมมลพิษยังสร<างระบบสำหรับรายงานผลรวมถึงการพยากรณVผลของค:าปริมาณสารมลพิษ

ต:าง ๆ ของแต:ละพื ้นท่ีทั ่วประเทศไทย โดยใช<โปรแกรมจำลองที ่ชื ่อ Weather Research and 

Forecasting model coupled with Chemistry หรือเรียกส้ัน ๆ ว:า WRF-CHEM (สำนักงานพัฒนา

วิทยาศาสตรVและเทคโนโลยีแห:งชาติ [สวทช], 2021) เพื่อนำผลลัพธVจากการจำลองมาใช<เป2นข<อมูล

สำหรับวิเคราะหV บริหารจัดการ และแจ<งเตือนค:ามลพิษทางอากาศล:วงหน<า ซึ่งการจำลองค:ามลพิษ

ทางอากาศผ:านโปรแกรม WRF-CHEM จะต<องใช<ทรัพยากรคำนวณและระยะเวลาประมวลผลสูงมาก

เพ่ือให<ผลลัพธV 

งานวิจัยนี้ ได<นำเสนอการพัฒนาแบบจำลองอนุกรมเวลาสำหรับพยากรณVฝุqน PM2.5 ด<วย

กระบวนการเรียนรู <ของเครื ่อง โดยเลือกใช<ข<อมูลบันทึกของค:าฝุ qน PM2.5 ของพื ้นท่ีเขตเมือง

อุตสาหกรรมมาใช<เป2นชุดข<อมูลสำหรับการทดลองวิจัย การวิจัยศึกษาและพัฒนาแบบจำลองอนุกรม

เวลาสำหรับพยากรณVค:ามลพิษทางอากาศหรือคุณภาพอากาศด<วยกระบวนการเรียนรู<ของเครื่องมี

อย:างแพร:หลายในช:วงตลอด 10 ปPที่ผ:านมา ยกตัวอย:างเช:น งานวิจัยของ Du, Li, Yang, and Horng 

(2021) นำเสนอแบบจำลอง Deep Air Quality Forecasting Framework: DAQFF ท ี ่ เป 2นการ

ทำงานร:วมกันระหว:าง One Dimensional Convolution Neural Network: 1D-CNN และ Bi-

directional Long Short-term Memory Network: Bi-LSTM พยากรณVค:าฝุ qน PM2.5 ของเมือง

ป#กกิ่ง ประเทศจีน ผลของงานวิจัยแบบจำลอง DAQFF ให<ผลพยากรณVมีความแม:นยำสูงท่ีค:าความ

คลาดเคล่ือน RMSE เท:ากับ 8.20 สำหรับการพยากรณVแบบหน่ึงช:วงเวลาล:วงหน<า งานวิจัยของ Chen 

and Chiu (2021) พัฒนาแบบจำลองเชิงสถิติและแบบจำลองการเรียนรู<สำหรับพยากรณVค:าคุณภาพ

อากาศรายวันของประเทศไต<หวัน โดยใช<ข <อมูลจาก 16 แห:ง ผลการวิจ ัยพบว:าแบบจำลอง 

Autoregressive model with Exogenous variables and Generalized Autoregressive 

Conditional Heteroskedasticity errors: ARX-GARCH ให<ผลพยากรณVด ีท ี ่ส ุดท ี ่ความแม:นยำ 

86.38% งานวิจัยของ Espinosa, Palma, Jiménez, Kamińska, Sciavicco, and Lucena-Sánchez 

(2021) เปรียบเทียบและประเมินประสิทธิภาพแบบจำลอง 1D-CNN, Recurrent Neural Network: 

RNN, Random Forest: RF, Lasso Regression: Lasso และ  Support Vector Machines: SVM 

โดยการสร<างแบบจำลองและพยากรณVค:า NO2 หนึ่งวันล:วงหน<า โดยใช<ข<อมูลจากสถานีวัดคุณภาพ
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อากาศภาคพื ้นของเมือง Wrocław ประเทศโปแลน จากผลการวิจัยแบบจำลอง LSTM ในกลุ:ม

อัลกอริทึม RNN ให<ประสิทธิภาพต:อผลการพยากรณVโดยรวมดีที่สุด ส:วนงานวิจัยของ Zhang, Li, 

Lam, and Han (2020) นำเสนอแบบจำลองเรียนรู<เชิงลึกที่ทำงานร:วมกันระหว:างอัลกอริทึม CNN 

กับ LSTM เรียกว:า Deep-AIR สำหรับพยากรณVคุณภาพอากาศโดยพยากรณVสารมลพิษทั้ง 5 ชนิด 

ผลการวิจัยแสดงให<เห็นว:าแบบจำลอง Deep-AIR ให<ประสิทธิภาพดีกว:าแบบจำลองที่เป2น Baseline 

โดยให<ค:าความคลาดเคลื่อน Mean Average Percentage Error (MAPE) เท:ากับ 15.7 และ 27.1 

สำหรับชุดข<อมูลเรียนรู<และชุดข<อมูลทดสอบตามลำดับ 

สำหรับงานวิจัยท่ีพัฒนาแบบจำลองสำหรับพยากรณVฝุqน PM หรือพยากรณVคุณภาพอากาศใน

ประเทศไทยในช:วงหลายปPที่ผ:านมามีงานวิจัยที่น:าสนใจ เช:น งานวิจัยของ Kanabkaew (2013) 

พัฒนาแบบจำลอง Simple Linear Regress: LR และ Multiple Linear Regress: MLRโดยใช<ข<อมูล

จากดาวเทียม Aerosol Optical Depth: AOD ซึ่งพิจารณาเฉพาะข<อมูลของจังหวัดเชียงใหม:เป2นชุด

ข<อมูลสำหรับงานวิจัย โดยแบบจำลอง MLR ให<ประสิทธิภาพดีที่สุดผ:านมาตรวัด R2 ที่ 0.77 และ 

0 .71 ของช ุดข <อม ูลฝ ุ q น  PM2.5 และ PM10 ตามลำด ับ งานว ิจ ั ยของ Tongprasert and 

Ongsomwang (2022) พัฒนาแบบจำลอง Geographically Weighted Regression: GWR และ 

Mixed-effect Model: MEM สำหรับพยากรณVฝุqน PM ในเขตพื้นที่กรุงเทพมหานคร และเขตพื้นท่ี

นอกเมืองใหญ:แถวภาคกลางตอนบน โดยใช<ชุดข<อมูลจากดาวเทียม AOD ผลการวิจัยพบว:า

แบบจำลอง GWR มีความเหมาะสมท่ีสุดต:อการนำไปใช<พยากรณVฝุqน PM ท้ังในเขตเมืองและนอกเมือง 

สำหรับงานวิจัยของ Srikamdee and Onpans (2019) พัฒนาและศึกษาเปรียบเทียบประสิทธิภาพ

แบบจำลอง Artificial Neural Network: ANN, LR และ Genetic Programming สำหรับพยากรณV

คุณภาพอากาศในบริเวณภาคเหนือของประเทศไทยในช:วงหน<าแล<ง จากงานวิจัยรายงานว:า

แบบจำลอง LR และ Genetic Programming ให<การพยากรณVแบบสองสถานะ คือ คุณภาพอากาศดี

และคุณภาพอากาศไม:ดี มีความแม:นยำที่ 97.65% และ 78.70% ตามลำดับ ตัวอย:างสุดท<ายเป2น

งานวิจัยของ Wongsathan (2018) เป2นการพัฒนาแบบจำลองโครงข:ายเชิง Fuzzy ที ่เร ียกว:า 

Adaptive Neuro-Fuzzy Inference System: ANFIS สำห รับพยากรณ Vฝ ุ q น  PM10 ในจ ั งห วัด

เชียงใหม:และพื้นที่ใกล<เคียง โดยใช<ข<อมูลทางอุตุนิยมวิทยาและ Hotspots สำหรับพัฒนาแบบจำลอง 

ผลการวิจัยพบว:าแบบจำลอง ANFIS ให<ประสิทธิภาพการพยากรณVฝุqน PM10 ดีว:าแบบจำลองอื่น ๆ 

ท่ีได<พัฒนาก:อนหน<า 

งานวิจัยนี้นำเสนอเทคนิคแบบใหม:โดยใช<แบบจำลองอนุกรมเวลาผสมระหว:างแบบจำลอง

อนุกรมเวลาเชิงเส<นและไม:เชิงเส<นสำหรับพยากรณVฝุqน PM2.5 ล:วงหน<า ในพื้นที่อุตสาหกรรมจังหวัด

ระยอง โดยพัฒนาผ:านกระบวนการเรียนรู<ของเครื่อง ในกระบวนการเตรียมข<อมูล งานวิจัยนี้เลือกใช<

เทคนิคการเติมข<อมูลของชุดข<อมูลอนุกรมเวลาด<วยวิธี Temporal and Spatial Average Value 
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เพื่อให<เกิดความสมบูรณVสูงสุดของชุดข<อมูลอนุกรมเวลาสำหรับนำมาใช<ในการวิจัย การประเมินและ

เปรียบเทียบประสิทธิภาพแบบจำลองอนุกรมเวลาที่นำเสนอ งานวิจัยนี้ได<พัฒนาแบบจำลองอนุกรม

เวลาเดียวที่นิยมและมีประสิทธิภาพที่ดีกับชุดข<อมูลอนุกรมเวลา ได<แก: แบบจำลองอนุกรมเวลาเชิง

เส<น Autoregressive Integrated Moving Average: ARIMA และแบบจำลองอนุกรมเวลาไม:เชิงเส<น

ในกลุ:มของแบบจำลองโครงข:าย ได<แก: ANN, LSTM และ ANFIS 

 

1.2 วัตถุประสงคAของการวิจัย 

1.2.1 เพื ่อศึกษาและพัฒนาอัลกอริทึมสำหรับสร<างแบบจำลองอนุกรมเวลาสำหรับ

พยากรณVฝุqน PM2.5 ล:วงหน<า ที่มีความแม:นยำสูงโดยพัฒนาแบบจำลองอนุกรม

เวลาผ:านกระบวนการเรียนรู<ของเคร่ือง 

1.2.2 พัฒนาแบบจำลองอนุกรมเวลาที่สามารถหาความสัมพันธVแบบเชิงเส<นและไม:เชิงเส<น

ภายในสายข<อมูลอนุกรมเวลา โดยใช<อัลกอริทึมผสมสำหรับพัฒนาแบบจำลอง

อนุกรมเวลาระหว:างแบบจำลองอนุกรมเวลาเชิงเส<นและไม:เชิงเส<น 

1.2.3 ปรับปรุงประสิทธิภาพแบบจำลองอนุกรมเวลาผสมที่นำเสนอ ผ:านกระบวนการ 

Hyperparameter Tuning ด < วย เทคน ิ คการทำ  Optimizations เพ ื ่ อ ให < ได<

แบบจำลองอนุกรมเวลาท่ีมีประสิทธิภาพสูงสำหรับพยากรณVฝุqน PM2.5 ล:วงหน<า 

 

1.3 ขอบเขตของการวิจัย 

1.3.1 งานวิจัยนี้ใช<ข<อมูลบันทึกเฉลี่ยรายวัน (24 ชม.) ของค:าฝุqน PM2.5 ที่บันทึกตั้งแต:ปP 

ค.ศ. 2011 ถึง 2022 ของแต:ละสถานีวัดคุณภาพอากาศภาคพ้ืนท่ัวประเทศไทย จาก

เว็บไซตVของกรมควบคุมมลพิษ กระทรวงทรัพยากรธรรมชาติและสิ ่งแวดล<อม 

สามารถดาวนVโหลดข<อมูลท่ี URL http://air4thai.pcd.go.th/webV3/#/History 

1.3.2 งานวิจัยนี้ได<เลือกใช<ชุดข<อมูลฝุqน PM2.5 จากสถานีวัดคุณภาพอากาศภาคพื้น ของ

พื้นท่ีจังหวัดระยอง โดยพิจารณาเฉพาะสถานีวัดฯ รหัส 30T ในช:วงปP ค.ศ. 2017 

ถึง 2021 มาทำการวิจัยเท:าน้ัน 

1.3.3 งานวิจัยนี้พัฒนาอัลกอริทึมผสมระหว:าง อัลกอริทึมเชิงเส<นกับอัลกอริทึมไม:เชิงเส<น 

สำหรับหาความสัมพันธVภายในของสายข<อมูลอนุกรมเวลา 

1.3.4 เครื่องมือที่ใช<ทำการวิจัยเพื่อพัฒนาอัลกอริทึม และการสร<างแบบจำลองอนุกรม

เวลาท่ีนำเสนอ ผ:านกระบวนการเรียนรู<ของเคร่ือง ได<แก: 

(1) โปรแกรมทางภาษาท่ีใช<พัฒนา: Python version 3.10.5 และ Matlab version 

R2022a 
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(2) เครื่องมือร:วมพัฒนา: Kernel-based Virtual Machine, Jupyter Notebook, 

และ Visual Studio Code 

(3) เครื่องคอมพิวเตอรVแม:ข:าย: CentOS7 x86_64, 32 CPU-Cores, 64 GByte of 

RAM without GPU support 

 

1.4 ประโยชนAที่คาดวJาจะไดLรับ 

งานวิจัยน้ีได<นำเสนอการพัฒนาแบบจำลองอนุกรมเวลาสำหรับพยากรณVฝุqน PM2.5 ล:วงหน<า 

ผ:านกระบวนการเรียนรู<ของเครื่อง โดยใช<ทรัพยากรคำนวณและระยะเวลาในการสร<างแบบจำลอง

น<อยกว:าวิธีการพัฒนาแบบจำลองผ:านทางโปรแกรมจำลองสภาพอากาศ WRF-CHEM อย:างมาก และ

ประสิทธิภาพของแบบจำลองอนุกรมเวลาผสมที่ได<นำเสนอมีประสิทธิภาพที่ดีต:อการพยากรณVฝุqน 

PM2.5 ล:วงหน<า ผู<วิจัยคาดหวังว:าวิธีการพยากรณVฝุqน PM2.5 ล:วงหน<าที่นำเสนอจะเป2นอีกหนึ่งวิธีท่ี

ช:วงเสริมวิธีการพยากรณVค:าฝุqน PM2.5 เดิมของหน:วยงานที่รับผิดชอบให<มีประสิทธิภาพยิ่งขึ้น และ

คาดหวังว:าจะสามารถนำไปประยุกตVใช<สำหรับการพยากรณVฝุqน PM2.5 หรือสารมลพิษอื่น ๆ ในพื้นท่ี

สนใจ ด<วยอุปกรณVทางโครงข:าย Internet of Things: IoT 

นอกจากน้ีแบบจำลองอนุกรมเวลาผสมที่ได<นำเสนอ สามารถหาความสัมพันธVเชิงเส<นและไม:

เชิงเส<นของสายข<อมูลอนุกรมเวลาได<เป2นอย:างดี จึงทำให<สามารถนำไปประยุกตVใช<กับชุดข<อมูลอนุกรม

เวลาในด<านอ่ืน ๆ ได<ด<วยเช:นกัน 



 

 

บทที่ 2 

ปริทัศน-วรรณกรรมและงานวิจัยที่เกี่ยวข;อง 
 

มลพิษทางอากาศเป/นป1ญหาทางด5านสิ่งแวดล5อมป1ญหาหนึ่งที่ทั่วโลกให5ความสำคัญ เพราะ

มลพิษทางอากาศมีผลกระทบโดยตรงตGอสุขภาพของประชาชน และยังสGงผลตGอการพัฒนาและขยาย

เขตเมืองที่มีผลตGอเศรษฐกิจของประเทศ จากการรายงานข5อมูลในปQ ค.ศ. 2016 ขององคWกรอนามัย

โลกพบวGามีประชาชนเสียชีวิตกGอนวัยอันควรจากผลกระทบของมลพิษทางอากาศจำนวน 4.2 ล5านคน

ทั่วโลก (World Health Organization [WHO], 2016) และในประเทศไทยมีการคาดการณWวGาจะมี

ผู5เสียชีวิตกGอนวัยอันควรจากมลพิษทางอากาศตGอปQประมาณ 50,000 คน ซึ่งเป/นรายงานของกรม

ควบคุมมลพิษ กระทวงทรัพยากรธรรมชาติและส่ิงแวดล5อมประเทศไทย ในปQ ค.ศ. 2020 (กรมควบคุม

มลพิษ [คพ], 2020) สาเหตุการเสียชีวิตกGอนวัยอันควรที่เป/นผลกระทบจากมลพิษทางอากาศ ซ่ึง

องคWกรอนามัยโลกได5แจกแจงดังน้ี จำนวน 43% เกิดจากโรคปอดอุดก้ันเร้ือรัง (Chronic Obstructive 

Pulmonary Disease) 29% เกิดจากโรคมะเร็งปอด (Lung Cancer) 25% เกิดจากโรคหัวใจล5มเหลว 

(Heart Disease) 24% เกิดจากโรคหลอดเลือดสมอง (Stroke) และ 17% เกิดจากการติดเช้ือทางเดิน

หายใจสGวนลGางเฉียบพลัน (Disease From Acute Lower Respiratory Infection) สารมลพิษทาง

อากาศ (Air Pollutants) ที่องคWกรอนามัยโลกได5ให5ความสำคัญมีจำนวน 5 ชนิด ได5แกG 1) ฝุ�นละออง

ขนาดเล็ก (Particulate Matter: PM) 2) ก�าซโอโซน (O3) 3) ก�าซคารWบอนมอนอกไซดW (CO) 4) ก�าซ

ไนโตรเจนไดออกไซดW (NO2) และ 5) ก�าซซัลเฟอรWไดออกไซดW (SO2) โดยงานวิจัยนี้มุ Gงสนใจที่สาร

มลพิษทางอากาศฝุ�นละอองขนาดเล็ก ซึ่งแบGงเป/น 2 ประเภท คือ ประเภทที่หนึ่งฝุ�นละอองขนาดไมG

เกิน 2.5 ไมครอน (PM2.5) เป/นฝุ�นที่มีเส5นผGานศูนยWกลางไมGเกิน 2.5 ไมครอน เกิดจากควันไอเสียท้ัง

ของยานพาหนะบนท5องถนน การเผาไรGนาทางการเกษตร ไฟป�า และเกิดจากการดำเนินงานของ

โรงงานอุตสาหกรรม ซึ่งฝุ �น PM2.5 สามารถเข5าไปถึงถุงลมในปอดได5 เป/นผลให5เกิดโรคในระบบ

ทางเดินหายใจ และโรคปอดตGาง ๆ สGงผลให5ปอดเสื่อมประสิทธิภาพลง และประเภทที่สองฝุ�นละออง

ขนาดไมGเกิน 10 ไมครอน (PM10) เป/นฝุ�นที่มีขนาดเส5นผGานศูนยWกลางไมGเกิน 10 ไมครอน เกิดจาก

การเผาไหม5ตGาง ๆ ในที่โลGง กระบวนการอุตสาหกรรม ฝุ�นจากการกGอสร5าง ซึ่งสGงผลกระทบตGอสุขภาพ

ไมGตGางจากฝุ�น PM2.5 เนื่องจากเมื่อหายใจเข5าไปสามารถสะสมในระบบทางเดินหายใจกGอให5เกิดโรค

ร5ายตGาง ๆ ได5เชGนกัน 

สารมลพิษทางอากาศทั้ง 5 ชนิดที่กลGาวมา มีความสัมพันธWตGอคุณภาพอากาศ และดัชนี

คุณภาพอากาศของประเทศไทย  ซ่ึงระบุโดยกรมควบคุมมลพิษ  แบGงเป/น  5  ระดับ  คือ คGาคุณภาพ- 
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ตารางท่ี 2.1 เกณฑWดัชนีคุณภาพอากาศของประเทศไทย(1) 

AQI ความหมาย สี คำอธิบาย 

0-25 อากาศดีมาก ฟ�า คุณภาพอากาศดีมาก เหมาะสำหรับกิจกรรมกลางแจ5ง

และการทGองเท่ียว 

26-50 อากาศดี เขียว คุณภาพอากาศดี สามารถทำกิจกรรมกลางแจ5งและการ

ทGองเท่ียวได5ตามปกติ 

51-100 อากาศปาน

กลาง 

เหลือง ประชาชนทั ่วไป: สามารถทำกิจกรรมกลางแจ5งได5

ตามปกติ, ผู5ที่ต5องดูแลสุขภาพเป/นพิเศษ: หากมีอาการ

เบื้องต5น เชGน ไอ หายใจลำบาก ระคายเคืองตา ควรลด

ระยะเวลาการทำกิจกรรมกลางแจ5ง 

101-200 เร่ิมมีผลกระทบ

ตGอสุขภาพ 

ส5ม ประชาชนทั ่วไป: ควรเฝ�าระวังสุขภาพ ถ5ามีอาการ

เบื้องต5น เชGน ไอ หายใจลำบาก ระคายเคืองตา ควรลด

ระยะเวลาการทำกิจกรรมกลางแจ5ง หรือใช5อุปกรณW

ป�องกันตนเองหากมีความจำเป/น, ผู5ที ่ต5องดูแลสุขภาพ

เป/นพิเศษ: ควรลดระยะเวลาการทำกิจกรรมกลางแจ5ง 

หรือใช5อุปกรณWป�องกันตนเองหากมีความจำเป/น ถ5ามี

อาการทางสุขภาพ เชGน ไอ หายใจลำบาก ตาอักเสบ 

แนGนหน5าอก ปวดศีรษะ หัวใจเต5นไมGเป/นปกติ คลื่นไส5 

อGอนเพลีย ควรปรึกษาแพทยW 

>201 มีผลกระทบ 

ตGอสุขภาพ 

แดง ทุกคนควรหลีกเลี่ยงกิจกรรมกลางแจ5งหลีกเลี่ยงพื้นที่ที่มี

มลพิษทางอากาศสูง หรือใช5อุปกรณWป�องกันตนเองหากมี

ความจำเป/น หากมีอาการทางสุขภาพควรปรึกษาแพทยW 
(1)หมายเหตุ ข5อมูลจากกรมควบคุมมลพิษ (http://air4thai.pcd.go.th/webV3/#/AQIInfo) 

 

อากาศอยูGที ่ชGวง 0 - 25 เป/นอาการดีมาก ชGวง 26 - 50 เป/นคุณภาพอากาศดี ชGวง 51 - 100 เป/น

คุณภาพอากาศปานกลาง ชGวง 101 - 200 เป/นคุณภาพอากาศแยGเริ่มมีผลกระทบตGอสุขภาพ และคGา

ดัชนีคุณภาพอากาศเกิน 201 ขึ้นไป จะแสดงถึงคุณภาพอากาศเลวร5ายไมGควรอยูGในพื้นที่ดังกลGาว

เพราะมีผลตGอสุขภาพโดยตรง (ดังตารางที่ 2.1) และสมการที่ (2-1) แสดงสูตรคำนวณดัชนีคุณภาพ

อากาศจากสารมลพิษทางอากาศท่ีต5องการพิจารณา 

 

𝐴𝑄𝐼 = !!"#"!!$%
#!"#"#!$%

(𝑥 − 𝑥$!%) + 𝑖$!%   (2-1) 
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โดยท่ี 𝐴𝑄𝐼 คือ คGาดัชนีคุณภาพอากาศของสารมลพิษที่พิจารณา, 𝑥 เป/นความเข5มข5นของ

สารมลพิษที่พิจารณาจากการตรวจวัด สGวนคGา 𝑥$!% และ 𝑥$&# เป/นคGาต่ำสุดและคGาสูงสุดของชGวง

ความเข5มข5นสารมลพิษที่พิจารณา ตามลำดับ สุดท5าย 𝑖$!% และ 𝑖$&# แทนคGาต่ำสุดและสูงสุดของ

ชGวงดัชนีคุณภาพอากาศท่ีตรงกับชGวงความเข5มข5นของสารมลพิษท่ีพิจารณา 

จากคGาดัชนีของสารมลพิษทางอากาศที่คำนวณได5 สารมลพิษทางอากาศประเภทใดมีคGาดัชนี

สูงสุด จะใช5เป/นดัชนีคุณภาพอากาศ ณ ชGวงเวลานั้น ความเข5มข5นของสารมลพิษทางอากาศเทียบเทGา

กับคGาดัชนีคุณภาพอากาศของสารมลพิษทางอากาศท้ัง 5 ชนิด แสดงในตารางท่ี 2.2 

 

ตารางท่ี 2.2 คGาความเข5มข5นของสารมลพิษทางอากาศท่ีเทียบเทGากับคGาดัชนีคุณภาพอากาศ(1) 

AQI สี 
PM2.5 PM10 O3 CO NO2 SO2 

เฉล่ีย 24 ชม. ตAอเน่ือง เฉล่ีย 8 ชม. ตAอเน่ือง เฉล่ีย 1 ชม. ตAอเน่ือง 

0-25 ฟ�า 0-25 0-50 0-35 0-4.4 0-60 0-100 

26-50 เขียว 26-37 51-80 36-50 4.5-6.4 61-106 101-200 

51-100 เหลือง 38-50 81-120 51-70 6.5-9.0 107-170 201-300 

101-200 ส5ม 51-90 121-180 71-120 9.1-30.0 171-340 301-400 

200 

ข้ึนไป 

แดง 91 

ข้ึนไป 

181 

ข้ึนไป 

121 

ข้ึนไป 

30.1 

ข้ึนไป 

341 

ข้ึนไป 

401 

ข้ึนไป 
(1)หมายเหตุ ข5อมูลจากกรมควบคุมมลพิษ (http://air4thai.pcd.go.th/webV3/#/AQIInfo) 

 

วิธีการจัดการกับป1ญหามลพิษทางอากาศแบGงเป/น 2 สGวนที่จะต5องใช5รGวมกัน คือ สGวนแรก

เป/นการกำจัดมลพิษทางอากาศ และสGวนที่สองเป/นการหลีกเลี่ยงมลพิษทางอากาศ โดยที่วิธีกำจัด คือ 

การจัดการกับต5นกำเนิดของสารมลพิษทางอากาศ เชGน การแก5ไขป1ญหารถติดในเมืองใหญGเพื่อชGวยลด

ก�าซคารWบอนมอนน�อกไซดWและฝุ�น PM การควบคุมมาตราฐานการผลิตในโรงงานอุตสาหกรรมเพื่อลด

ก�าซโอโซนภาคพื้น หรือการลดการเผGาในที่แจ5งทางการเกษตรเพื่อลดแหลGงกำเนิดฝุ�น PM เป/นต5น 

สำหรับวิธีการหลีกเลี่ยง คือ การหลีกเล่ียงเข5าไปในพื้นที่ที ่มีมลพิษทางอากาศ หรือหากจำเป/นก็

สามารถใช5เครื่องมือหรืออุปกรณWป�องกันสารมลพิษทางอากาศได5อยGางทันทGวงที เชGน การใสGหน5ากาก

อนามัยเม่ืออยูGในพ้ืนท่ีท่ีมีฝุ�น PM เกินคGามาตราฐานกำหนด เป/นต5น 

งานวิจัยนี้ ได5ให5ความสำคัญกับสารมลพิษทางอากาศประเภทฝุ�น PM โดยเฉพาะฝุ�น PM2.5 

ซึ่งเป/นป1ญหาที่ป1จจุบันประเทศไทยเรGงดำเนินการแก5ไขอยGางเรGงดGวน ดังนั้น ความสามารถในการ

วิเคราะหWข5อมูลแบบทันตGอเวลาและความสามารถในการพยากรณWฝุ�น PM2.5 ด5วยความแมGนยำเป/นส่ิง

ที่จำเป/นอยGางยิ่งตGอการรับมือกับป1ญหาฝุ�น PM2.5 ซึ่งงานวิจัยนี้ได5เสนอเครื่องมือสำหรับพยากรณWฝุ�น 



 

 

9 

PM2.5 ด5วยแบบจำลองอนุกรมเวลาที่ถูกพัฒนาผGานกระบวนการเรียนรู5ของเครื่องด5วยอัลกอริทึมผสม

เชิงเส5นและไมGเชิงเส5น ท่ีมีประสิทธิภาพตGอการหาความสัมพันธWแบบเชิงเส5นและไมGเชิงเส5นใน

สายข5อมูลอนุกรมเวลา ซึ่งทำให5แบบจำลองอนุกรมเวลาผสมมีประสิทธิภาพที่ดีตGอการพยากรณWฝุ�น 

PM2.5 

 

2.1 ข&อมูลอนุกรมเวลา 

ข5อมูลอนุกรมเวลา เป/นข5อมูลที่มีลำดับและความสัมพันธWตามชGวงเวลา เชGน ชั่วโมง วัน เดือน 

หรือปQ เป/นต5น ซึ่งจะเห็นได5วGาข5อมูลอนุกรมเวลาเป/นข5อมูลที่มันจะพบเจอโดยทั่วไปในชีวิตประจำวัน 

เชGน ข5อมูลตลาดหลักทรัพยW ข5อมูลยอดขายในแตGละไตรมาส หรือ ข5อมูลสภาพอากาศรายวัน เป/นต5น 

องคWประกอบของข5อมูลอนุกรมเวลาสามารถแบGงออกได5 4 องคWประกอบ ดังน้ี 

1) แนวโน5ม (Trend Component) เป/นรูปแบบระยะยาวของอนุกรมเวลา แนวโน5มสามารถ

แสดงรูปแบบระยะยาวที่เพิ่มขึ้น (เป/นบวก) หรือรูปแบบระยะยาวที่ลดลง (เป/นลบ) และมีแนวโน5ม

ระยะยาวเป/นคGาคงทีเม่ืออนุกรมเวลาเป/นข5อมูลในรูปแบบคงท่ี (Stationary) 

2) วัฏจักรหรือวงรอบ (Cyclical Component) เป/นรูปแบบที่ข5อมูลแสดงการเคลื่อนไหวข้ึน

และลงเป/นรอบ ๆ ตลอดข5อมูลอนุกรมเวลา ระยะเวลาของวัฏจักรสGวนใหญGจะมีคGามากกวGา 1 ปQ และ

จะข้ึนอยูGกับประเภทของธุรกิจหรืออุตสาหกรรมท่ีกำลังวิเคราะหW 

3) ฤดูกาล (Seasonal Component) เป/นรูปแบบการเปลี่ยนแปลงของข5อมูลที่เกิดคงที่ตาม

ชGวงฤดูกาลและสามารถพยากรณWได5 ตัวอยGางเชGน ยอดขายไอศกรีมเพิ่มขึ้นในฤดูร5อนและลดลงในชGวง

ฤดูหนาว หรือฝุ�นละอองขนาดเล็ก PM จะมีความหน5าแนGนมากในชGวงหน5าแล5งและลดลงในชGวงหน5า

ฝน เป/นต5น 

4) ความไมGปกติ (Irregular Component) องคWประกอบนี้คาดเดาไมGได5 ทุกอนุกรมเวลามี

องคWประกอบที่คาดเดาไมGได5 ซึ่งคGาของข5อมูลท่ีมีความไมGปกติจะเป/นลักษณะแบบสุGม โดยสGวนมาก

ความไมGปกติจะเกิดจากเหตุการณWที่ไมGคาดคิด เชGน แผGนดินไหว สงคราม หรือเหตุการณWทางการเมือง 

เป/นต5น อาจจะเรียกความไมGปกติในข5อมูลอนุกรมเวลาวGาสัญญาณรบกวนขาว (White Noise) จากรูป

ที่ 2.1 แสดงลักษณะกราฟองคWประกอบทั้ง 4 ของข5อมูลอนุกรมเวลาที่สร5างขึ้นจากสมการ Sine 

Wave โดยแสดงรูปกราฟแนวโน5ม กราฟฤดูกาล และกราฟความไมGปกติ ตามลำดับ 

ข5อมูลอนุกรมเวลาอาจจะประกอบด5วยองคWประกอบใดองคWประกอบหนึ ่ง หรือทุก

องคWประกอบรวมกันก็ได5 โดยการรวมกันขององคWประกอบของอนุกรมเวลา สามารถรวมกันได5ด5วย

การบวกหรือการคูณ ดังสมการท่ี (2-2) และ (2-3) ตามลำดับ 

 

𝑦' = 𝑇 + 𝐶 + 𝑆 + 𝐼           (2-2) 
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𝑦' = 𝑇 × 𝐶 × 𝑆 × 𝐼           (2-3) 

 

โดยที่ 𝑦!คือ อนุกรมเวลา ณ เวลา 𝑡, 𝑇 เป/นคGาแนวโน5ม, 𝐶	เป/นคGาวัฏจักรหรือวงรอบ, 𝑆 

เป/นคGาฤดูกาล, และ 𝐼 คือ คGาความไมGปกติ 

 

 
รูปท่ี 2.1 แสดงองคWประกอบของข5อมูลอนุกรมเวลาสมการ Sine Wave 

 

โดยที่ 𝑦!คือ อนุกรมเวลา ณ เวลา 𝑡, 𝑇 เป/นคGาแนวโน5ม, 𝐶 เป/นคGาวัฏจักรหรือวงรอบ, 𝑆 

เป/นคGาฤดูกาล, และ 𝐼 คือ คGาความไมGปกติ 

 

2.2 แบบจำลองเชิงสถิติ 

แบบจำลองทางสถิติ เป/นเครื่องมือที่นิยมใช5เพื่อการทำนายหรือพยากรณWข5อมูลมานานหลาย

ทศวรรษ เพราะในอดีตคอมพิวเตอรWยังไมGมีประสิทธิภาพสูงเหมือนป1จจุบัน ทำให5การนำกระบวนการ

เรียนรู5ของเครื่องมาใช5งานทำได5อยGางไมGเต็มประสิทธิภาพ แบบจำลองทางสถิติที่ใช5สำหรับพยากรณW

ข5อมูลอนุกรมเวลามีด5วยกันหลายแบบจำลอง เชGน แบบจำลอง Auto Regressive: AR, แบบจำลอง 

Moving Average: MA, แบบจำลอง Auto Regressive Moving Average: ARMA, และแบบจำลอง 
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Auto Regressive Integrated Moving Average: ARIMA ซ่ึงในกลุGมของแบบจำลองเชิงสถิติ สำหรับ

แบบจำลองที่มีประสิทธิภาพดีที่สุดตGอการพยากรณWข5อมูลอนุกรมเวลาคือแบบจำลองอนุกรมเวลา 

ARIMA 

2.2.1 Autoregressive Integrated Moving Average: ARIMA 

แบบจำลอง ARIMA เป/นแบบจำลองที ่รวมกันระหวGาง 3 กระบวนการ ได5แกG 

กระบวนการท่ี 1) Auto Regressive, AR เป/นแบบจำลองที่ใช5สมการความสัมพันธWเชิงเส5นในการ

พยากรณW โดยใช5คุณสมบัติของข5อมูลย5อนหลังที ่เรียกวGา Lag Time ซึ ่งจะมีความคล5ายกันกับ

แบบจำลอง Multiple Regression แตGแบบจำลอง AR มีการใช5คGา Lag Time เป/นตัวแปรทำนาย 

(Predictor Variable) ดังสมการ (2-4) 

 

𝑦' = 𝛼(𝑦'"( + 𝛼)𝑦'") + 𝛼*𝑦'"* +⋯+ 𝛼+𝑦'"+ + 𝑐 + 𝜀'  (2-4) 

 

โดยท่ี 𝑦! คือ ข5อมูลอนุกรมเวลา ท่ีเวลา 𝑡, 𝑦!"# ข5อมูลอนุกรมเวลาย5อนหลัง (Lag 

Time) ท่ีเวลา 𝑡 − 𝑖 โดยที่ 𝑖 เทGากับ 1 ถึง 𝑝, 𝛼# เป/นคGาสัมประสิทธ์ิประจำตำแหนGง 𝑖 โดยที่ 𝑖 

เทGากับ 1 ถึง 𝑝, 𝑐 เป/นคGาคงท่ี และ 𝜀!คือ ตัวแปรสุGมคลาดเคล่ือน (White Noise) ท่ีเวลา 𝑡 

กระบวนการที ่ 2) Moving Average, MA เป/นแบบจำลองสมการเชิงเส5นและ

พยากรณWคGาในอนาคตโดยใช5ข5อมูลในอดีต (ข5อมูลย5อนหลัง) เหมือนกันกับแบบจำลอง AR แตG

แบบจำลอง MA พิจารณาความสัมพันธWเชิงเส5นผGานคGาความคาดเคลื่อนของแตGละชGวงเวลา ดังสมการ 

(2-5) แตกตGางกันกับ Moving Average Smoothing ซึ่งแบบจำลอง MA น้ีใช5สำหรับพยากรณWคGาใน

อนาคตแตG Moving Average Smoothing ใช5สำหรับการคาดคะเนแนวโน5มของข5อมูล (Trend และ 

Cycle) ดังนั ้นเมื ่อรวม AR กับ MA เข5าด5วยกันจะได5แบบจำลอง ARMA ซึ ่งมีความคล5ายกันกับ

แบบจำลอง ARIMA แตGแบบจำลอง ARIMA มีกระบวนการในการทำ Differencing สำหรับแปลง

ข5อมูลอนุกรมเวลาเพ่ิมเข5ามา 

 

𝑦' = 𝛽(𝜀'"( + 𝛽)𝜀'") + 𝛽*𝜀'"* +⋯+ 𝛽,𝜀'", + 𝑐 + 𝜀'       (2-5) 

 

โดยท่ี 𝑦! คือ ข5อมูลอนุกรมเวลา ที่เวลา 𝑡, 𝜀!"# คือ คGาความคาดเคลื่อนย5อนหลัง 

(Lag Time) ท่ีเวลา 𝑡 − 𝑖 โดยที่ 𝑖 เทGากับ 1 ถึง 𝑞, 𝛽# เป/นคGาสัมประสิทธ์ิประจำตำแหนGง 𝑖 โดยที่ 𝑖 

เทGากับ 1 ถึง 𝑞, 𝑐 เป/นคGาคงท่ี และ 𝜀!คือ ตัวแปรสุGมคลาดเคล่ือน (White Noise) ท่ีเวลา 𝑡 

กระบวนการที่ 3) เรียกวGา Integrated, I เป/นกระบวนการทำ Differencing หรือ

เรียกสั้น ๆ วGา Differ เพื่อชGวยจัดการในเรื่องของความเป/น Stationary ของข5อมูลอนุกรมเวลา ซ่ึง
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เป/นข5อกำหนดหลักที่สำคัญของการใช5แบบจำลองเชิงสถิติอยGาง AR และ MA ซึ่งขั้นตอน Differ ใน

สGวนของ Integrated ของแบบจำลอง ARIMA ทำให5 ARIMA มีประสิทธิภาพดีกวGาแบบจำลอง ARMA 

ข5อมูลอนุกรมเวลาท่ีมีความเป/น Stationary หมายความวGาข5อมูลอนุกรมเวลาน้ีจะต5องไมGมีคGาแนวโน5ม 

(Trend) ไมGมีคGาฤดูกาล (Seasonality) มีระดับของกราฟคGอนข5างคงที่ (Constant Level) และมีคGา

ความแปรปรวนคงที่ (Constant Variance) หรืออาจจะกลGาวได5วGาข5อมูลอนุกรมเวลาที่มีความเป/น 

Stationary ข5อมูลในอนาคตจะต5องมีความคล5ายกันกับข5อมูลในอดีตในเชิงของความนGาจะเป/น รูปท่ี 

2.2 แสดงกราฟข5อมูลอนุกรมเวลาที่เปรียบเทียบระหวGางข5อมูลอนุกรมเวลาที่มีกวGาเป/น Stationary 

และไมGเป/น Stationary โดยความเป/น Stationary ของข5อมูลอนุกรมเวลาสามารถตรวจสอบได5ท้ัง

การใช5เครื ่องมือทางสถิติ เชGน Box-Jenkins Method, Augmented Dickey–Fuller (ADF) Test, 

Regression Method, Smoothing Technique หร ื อจะใช 5 ว ิ ธ ี ว าดกราฟแล 5 วพ ิ จารณาก ็ ได5

เชGนเดียวกัน (Data Visualization) 

 

 
(a) (b) 

รูปท่ี 2.2 แสดงกราฟข5อมูลอนุกรมเวลาท่ีเป/น Stationary (a) กับท่ีไมGเป/น Stationary (b) 

 

จากที่ได5กลGาวข5างต5นความเป/น Stationary ของข5อมูลอนุกรมเวลานั้นมีความสำคัญตGอการ

พยากรณWทางสถิติ ดังน้ันจะต5องทำข5อมูลอนุกรมเวลาท่ีไมGเป/น Stationary ให5มีความเป/น Stationary 

โดยในขั้นตอน Integrated ของแบบจำลอง ARIMA จะใช5เทคนิค Differencing หรือ Differ เพ่ือ

แปลงข5อมูลอนุกรมเวลาให5มีความเป/น Stationary โดยการขจัดคGาแนวโน5ม หรือ คGาฤดูกาล เทคนิค 

Differ คือการหาคGาสGวนตGางระหวGางสองคGาของสายข5อมูล โดยท่ีจะใช5คGาตาม Lag Time มาเป/นตัวลบ 

ดังสมการ (2-6) เชGน ถ5าต5องการที่จะขจัดคGาแนวโน5มจะต5องทำ Lag-1 Differencing และถ5าต5องการ

ขจัดคGาฤดูกาล โดยมีทั ้งหมด S ฤดู จะต5องทำ Lag-S Differencing รูปที ่ 2.3 แสดงกราฟข5อมูล
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อนุกรมเวลาหลังการทำ Differ เพื ่อแปลงข5อมูลให5มีความเป/น Stationary โดยการทำ Lag-1 

Differencing เพ่ือขจัดคGาแนวโน5ม 

 

𝑦′' = 𝑦' − 𝑦'"-         (2-6) 

 

โดยท่ี 𝑦′! ข5อมูลอนุกรมเวลาหลังการทำ Differ ที่ตำแหนGงเวลา 𝑡, 𝑦! ข5อมูลอนุกรมเวลาท่ี

ตำแหนGงเวลา 𝑡, และ 𝑦!"$ ข5อมูลอนุกรมเวลาที่ตำแหนGงเวลา 𝑡 − 𝑠 โดยที่ 𝑠 คือ Order ของการทำ 

Differ ดังน้ันเม่ือรวมสามข้ันตอนของแบบจำลอง ARIMA จะได5สมการดัง (2-7)  

 

𝑦' = 𝛼(𝑦'"( + 𝛼)𝑦'") + 𝛼*𝑦'"* +⋯+ 𝛼+𝑦'"+ + 𝛽(𝜀'"( 

+𝛽)𝜀'") + 𝛽*𝜀'"* +⋯+ 𝛽,𝜀'", + 𝑐 + 𝜀'   (2-7) 

 

 
รูปท่ี 2.3 แสดงกราฟกGอนและหลังการทำ Lag-1 Differencing 

 

ตัวแปรหรือพารามิเตอรWที่จะต5องพิจารณาและต5องถูกกำหนดเมื่อใช5แบบจำลอง ARIMA คือ 

พารามิเตอรW p, d, และ q โดยที่ p จะเป/นคGาที ่แสดงถึงจำนวน Lag Time ที ่ใช5ในสGวนของ AR 

พิจารณาจาก Partial Auto Correlation Function (PACF) สGวนตัวแปร q จะเป/นคGาที ่แสดงถึง

จำนวน Lag Time ของคGาความคลาดเคลื ่อนที ่ใช 5ในสGวนของ MA ซ่ึงจะพิจารณาจาก Auto 

Correlation Function (ACF) และตัวแปรสุดท5ายที ่ต5องพิจารณาคือ d เป/นตัวแปรในสGวนของ

ขั้นตอน Integrated ซึ่งคGาของตัวแปร d จะบGงบอกถึงการทำ Differencing เพื่อแปลงข5อมูลอนุกรม

เวลาให5มีความเป/น Stationary 
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2.3 การเรียนรู&ของเครื่อง 

การเรียนรู5ของเครื่อง เป/นกระบวนการที่นำชุดข5อมูลที่สนใจ (Dataset) เป/นข5อมูลนำเข5า ให5

ระบบคอมพิวเตอรWใช5เป/นข5อมูลสำหรับเรียนรู5 เพื่อสร5างแบบจำลองทางคณิตศาสตรWผGานอัลกอริทึมท่ี

กำหนด และใช5แบบจำลองที่ได5แก5ป1ญหาในรูปแบบตGาง ๆ เชGน การจัดกลุGม, จำแนก, ทำนาย หรือ

พยากรณW ข5อดีของการสร5างแบบจำลองผGานกระบวนการเรียนรู5ของเครื่องคือ แบบจำลองจะถูกสร5าง

โดยอัตโนมัติบนพื้นฐานของข5อมูล และแบบจำลองสามารถแก5ป1ญหาได5หลากหลาย โดยไมGยึดติดกับ

ป1ญหาใดป1ญหาหนึ่ง รวมทั้งแบบจำลองมีความยืดหยุGนสูงเพราะสามารถปรับแบบจำลองได5ด5วย

ความสามารถของการเรียนรู5ผGานชุดข5อมูล 

 

 
รูปท่ี 2.4 แสดงประเภทของกระบวนการเรียนรู5ของเคร่ือง 

 

อัลกอริทึมสำหรับกระบวนการเรียนรู5ของเครื่อง แบGงออกเป/น 2 กลุGมใหญG ๆ ตามลักษณะ

ของการเรียนรู5 แสดงดังรูปที่ 2.4 คือ แบบมีการแนะนำการเรียนรู5 (Supervised Learning) ซึ่งจะถูก

กำหนดตัวแปรเป�าหมายไว5 (Target Variable) ขณะทำการเรียนรู 5 และแบบไมGมีการแนะนำการ

เรียนรู5 (Unsupervised Learning) ซึ่งจะเรียนรู5ผGานข5อมูลทั้งหมดโดยไมGมีการระบุตัวแปรเป�าหมาย 

โดยที่ กระบวนการเรียนรู5แบบมีการแนะนำการเรียนรู5 จะเป/นกลุGมของแบบจำลองที่สร5างมาเพื่อใช5ใน

การจำแนกข5อมูล (Classification) หรือเพื่อทำนายผลข5อมูล (Prediction) สGวนกระบวนการเรียนรู5

แบบไมGมีการแนะนำการเรียนรู5 จะนำไปประยุกตWใช5กับการจัดกลุGมข5อมูล (Clustering) เพื่อค5นหา

คุณสมบัติบGงชี้ในชุดข5อมูลนั้น ๆ โดยงานวิจัยนี้ ให5ความสนใจที่กระบวนการเรียนรู5แบบมีการแนะนำ

การเรียนรู5 

2.3.1 Artificial Neural Network: ANN 

โครงขGายประสาทเทียม เป/นอัลกอริทึมที่ทำงานเลียนแบบหลักการทำงานของสมอง

มนุษยW ซึ ่งสมองของมนุษยWมีความสามารถในการจดจำ (Recognize) เรียนรู5 (Learning) จำแนก 
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(Classify) หรือทำนาย (Predict) เพราะสมองของมนุษยWทุกคนจะมีเซลลWประสาทหลายล5านเซลลW 

และทุก ๆ เซลลWประสาทจะเชื่อมตGอกัน โดยที่ตัวเซลลWประสาทแตGละตัวจะมี Nucleus คGอยควบคุม

การทำงานของเซลลWประสาท และมี Dendrites เป/นตัวรับข5อมูลเข5ามายังเซลลWประสาท สGวน Axon 

จะเป/นตัวสGงผGานสัญญาณหรือข5อมูลไปยังเซลลWประสาทอื่น ๆ โดยเชื่อมตGอกับ Synapse ของเซลลW

ประสาทปลายทาง 

 

 
(a) (b) 

รูปท่ี 2.5 แสดงการเปรียบเทียบ (a) เซลลWประสาทของสมองมนุษยW กับ (b) เซลลWประสาทเทียม
(Agatonovic-Kustrin & Beresford, 2000) 

 

สำหรับอัลกอริทึม ANN จะเป/นโครงขGายของกลุGมเซลลWประสาท (Neural) ที่มา

เช่ือมตGอกัน โดย Neural แตGละตัวจะเปรียบเสมือนเซลลWประสาทของสมองมนุษยW รูปท่ี 2.5 แสดงการ

เปรียบเทียบเซลลWประสาทของสมองมนุษยWกับ ANN โดยที่รูป 2.5 (b) แสดงหลักการทำงานของ 

Neural Node ของ ANN โดยมีหลักการทำงานคือ รับข5อมูลนำเข5า (Input) 𝑥# มาคูณกับคGาน้ำหนัก

ประจำเส5นสัญญาณ 𝑤# สGงคGาผลลัพธWมายัง Neural Node เพื่อรวมคGาของข5อมูลที่รับเข5ามาท้ังหมด 

แล5วบวกกับคGา Bias ประจำ Neural Node จากน้ันปรับคGาท่ีได5ผGาน Activation Function หรือเรียก

อีกอยGางวGา Transfer Function เพื่อปรับข5อมูลเป/นข5อมูลสGงออก (Output) ดังสมการ (2-8) สำหรับ 

Activation Function ท ี ่ ได 5ร ับความนิยม ได 5แก G  Sigmoid Function, Linear Function, Tanh 

Function หรือ ReLU Function เป/นต5น 

 

𝑦 = 𝑓(∑ 𝑥!𝑤! + 𝑏! )           (2-8) 

 

โครงสร5างของโครงขGาย ANN โดยพื้นฐานจะต5องประกอบด5วย 3 ชั้น ดังนี้ 1) ชั้นรับ

ข5อมูล (Input Layer) ทำหน5าที ่ร ับข5อมูลนำเข5าของแตGละตัวแปร Input 2) ชั ้นคำนวณข5อมูล 

(Hidden Layer) โดยเป/นชั้นท่ีทำกระบวนการประมวลผล 3) ชั้นผลลัพธW (Output Layer) ทำหน5าท่ี
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รวมผลลัพธWของชั้นที่ 2 เพื่อคำนวณเป/นผลลัพธWสุดท5าย ซึ่งการกำหนดจำนวน Neural Node ในแตG

ละชั้นนั้นขึ้นอยูGกับการใช5งาน โดยต5องคำนึงถึงความสอดคล5องกับข5อมูลหรือป1ญหา เพื่อให5อัลกอริทึม 

ANN ทำงานได5มีประสิทธิภาพดีท่ีสุด แสดงดังรูปท่ี 2.6 

หลักการทำงานของอัลกอริทึม ANN จะเป/นการทำงานแบบสGงข5อมูลไปยัง Neural 

Node ในแตGละช้ันแบบแพรGกระจาย (Propagation) ซึ่งมีกระบวนการสGงข5อมูลผGานโครงขGาย 2 แบบ 

ค ื อ  แ บ บ  Feedforward Propagation แ ล ะ  Feedback Propagation โ ด ย ก ร ะ บ ว น ก า ร 

Feedforward Propagation จะเป/นการสGงและคำนวณคGาของข5อมูลไปในทิศทางข5างหน5าอยGางเดียว 

แตGกระบวนการ Feedback Propagation จะทำการคำนวณคGาของข5อมูลในสองทิศทางคือไป

ข5างหน5าและย5อนกลับ ซึ่งแตGละ Neural Node สามารถนำคGาของข5อมูลสGงออกกลับมารGวมคำนวณ

กับคGาน้ำหนักประจำเส5นสัญญาณและคGาของข5อมูลนำเข5าได5 ทำให5 Feedback Propagation มีความ

ไวของการเรียนรู5ดีกวGา Feedforward Propagation สGวนข5อดีของ Feedforward Propagation คือ 

จะมีการทำงานที่เร็วกวGา Feedback Propagation ซึ่งแสดงโครงสร5างของโครงขGาย ANN รวมถึง

กระบวนการทำงานแบบ Feedforward Propagation และแบบ Feedback Propagation ในรูปท่ี 

2.7 นอกจากโครงขGาย ANN จะสGงข5อมูลนำเข5าแบบแพรGกระจายไปข5างหน5าแล5วนั้น โครงขGาย ANN 

จะต5องมีการตรวจสอบความถูกต5องของการคำนวณผGานกระบวนการ Back Propagation นำเสนอ

โดย Rumelhart ในปQ 1985 (Rumelhart, Hinton, & Williams, 1985) ซึ่งเป/นกระบวนการที่ใช5ใน

การปรับคGาน้ำหนักประจำเส5นสัญญาณและคGา Bias ประจำ Neural Node โดยผGาน Gradient 

Descent: GD Algorithm 

 

 
รูปท่ี 2.6 แสดงโครงขGายพ้ืนฐานของ ANN 
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(a) (b) 

รูปท่ี 2.7 แสดงการทำงานแบบ (a) Feedforward Propagation และ (b) Feedback Propagation 

 

2.3.2 Adaptive Neuro-Fuzzy Inference System: ANFIS 

วัตถุประสงคWหลักของ ANFIS คือการรวมเอาข5อดีของ Fuzzy Inference System 

กับ Neural Network มารวมกัน คือ การนำเอาประโยชนWของ Fuzzy Inference System ที ่มี

ความสามารถในการสร5างเหตุผล (Rule) เพื่อใช5ในการตัดสินใจ มาผนวกกับความสามารถในการ

เรียนรู5ด5วยชุดข5อมูล โดยใช5อัลกอริทึม Neural Network เพื่อให5ได5ผลลัพธWสำหรับการตัดสินใจที่ดี

ที่สุด หลักการทำงานของ ANFIS จะประกอบด5วย 2 สGวนที่สำคัญ สGวนแรกคือ Fuzzy Inference 

System: FIS และสGวนท่ีสองคือ Artificial Neural Network: ANN 

 
(a) (b) 

รูปท่ี 2.8 แสดงเซตแบบ (a) Crisp Set และ (b) Fuzzy Set สำหรับระบุความสูงของคน 

 

Fuzzy Set เป/นเซตของข5อมูลที่ไมGมีความแนGนอน (Infinite-valued) ถูกนำเสนอใน

ปQ ค.ศ. 1965 โดยศาสตราจารยW L.A. Zadeh (Zadeh, 1965) ซึ ่งมีความสอดคล5องกับป1ญหาบน

พื้นฐานของความเป/นจริงมากกวGาหลักการของเซตแบบดั้งเดิมในทางคณิตศาสตรW ที่เป/น Classical 

Set หรือ Crisp Set ซึ่งเป/นเซตของข5อมูลที่มีความแนGนอน สGวนใหญGจะเป/นข5อมูลแบบ “จริงหรือ

เท็จ” (Bi-valued) ถ5ากลGาวถึงป1ญหาอยGางงGาย สามารถใช5 Crisp Set อธิบายได5 เชGน ม5าเป/นสัตวWบก

จริงหรือไมG? โดยที่คำตอบเป/น Bi-valued คือ จริงหรือเท็จ เป/นต5น สGวนป1ญหาที่ต5องใช5 Fuzzy Set 
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ในการอธิบาย จะเป/นป1ญหาที่มีความไมGแนGนอนของคำตอบ เชGน ความสูงของมนุษยW ถ5ากลGาววGา คนท่ี

มีความสูงตั้งแตG 180 ซม. ขึ้นไป เป/นคนสูง และคนที่มีความสูงต่ำกวGา 180 ซม. ทั้งหมดเป/นคนเต้ีย 

ถ5าใช5หลักการของ Crisp Set อธิบาย เซตของคนสูงคือคนที่มีความสูงตั้งแตG 180 ซม. ขึ้นไป และเซต

ของคนเต้ีย คือคนท่ีมีความสูงต่ำกวGา 180 ซม. ท้ังหมด แตGในความเป/นจริง อาจจะไมGสามารถกลGาวได5

วGาคนที่มีความสูง 179 ซม. เป/นคนเตี้ยเหมือนกันกับคนที่สูง 150 ซม. ในลักษณะเชGนนี้ อาจทำให5เกิด

การตัดสินใจที่ผิดพลาด Fuzzy System ได5เสนอวิธีการแก5ไขป1ญหาลักษณะนี้ โดยใช5ฟ1งกWชันสมาชิก 

(Membership Function) มาชGวยอธิบายความเป/นสมาชิกของข5อมูล โดยคGาของฟ1งกWชันสมาชิกจะ

เป/นคGาแบบตGอเนื่องตั้งแตG 0-1 จากรูปที่ 2.8 ถ5าใช5 Crisp Set ระบุคนที่สูง 179 ซม. กับคนที่สูง 150 

ซม. ถูกจัดเป/นคนเตี้ยเหมือนกัน แตGถ5าใช5 Fuzzy Set โดยผGานฟ1งกWชันสมาชิก จะได5วGาคนที่มีความสูง 

179 ซม. จัดเป/นคนสูงเพราะมีคGาความสูงที่ 0.9 และคGาความเตี้ยอยูGที่ 0.1 สGวนคนที่มีความสูง 150 

ซม. จะถูกจัดเป/นคนเต้ียเพราะมีคGาความสูงท่ี 0.0 และมีคGาความเต้ียท่ี 1.0 

Fuzzy Inference System: FIS อาจจะเรียกกันในชื ่ออื ่น ๆ ดังตGอไปนี ้ Fuzzy 

Rule-based System, Fuzzy Associative Memories หรือ Fuzzy Controller โดยที ่ FIS จะใช5 

If-then Rules หรือเร ียกอีกอยGางวGา Fuzzy Condition Statement ในการสร5างกระบวนการ

ตัดสินใจผGานการประมวลผลเชิงตรรกะ (Inference) โดยกฎ (Rule) จะประกอบด5วย 2 สGวน คือ 

เหตุการณWที ่เกิดกGอน (Antecedent หรือ Premise) และ เหตุการณWที ่จะเกิดตามมาภายหลัง 

(Consequent) เชGน IF x is A and y is B then z is C คือ ถ5ามีคGาตัวแปร x เป/น “A” และคGาตัว

แปร y เป/น “B” จะทำให5 คGาตัวแปร z เป/น “C” โดยที่คGา A, B และ C เป/นคGาทางความรู5สึกหรือคGา

ทางภาษา (Linguistic Values) 

 

 
รูปท่ี 2.9 แสดงโครงสร5างของ Fuzzy Inference System: FIS (Jang, 1993) 

 

โครงสร5างของ FIS แสดงดังรูปท่ี 2.9 ซ่ึงจะประกอบไปด5วย 5 หนGวยท่ีทำงานรGวมกัน 

ดังน้ี หนGวย Rule Base ทำหน5าท่ีเก็บกฎของ If-then Rules หนGวย Database เป/นฐานข5อมูลสำหรับ
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ใช5ระบุฟ1งกWชันสมาชิกของ Fuzzy Set ที่ใช5ใน Fuzzy Rule โดยในสGวนนี้จะใช5องคWความรู5ของมนุษยW

เป/นผู 5กำหนด หนGวย Decision-making Unit เป/นหนGวยในการตัดสินใจโดยผGานกระบวนการ

ประมวลผลเชิงตรรกะ ตามกฎของ Fuzzy Rules หนGวย Fuzzification Interface มีหน5าที่ทำการ

แปลง Crisp Inputs ไปเป/นคGาทางความรู 5สึกหรือคGาทางภาษา (Linguistic Values) และหนGวย 

Defuzzification Interface เป/นกระบวนการสุดท5ายในการแปลงคGาของ Fuzzy ไปเป/น Crisp 

Output ปกติแล5วในสGวนของ Rule Base กับ Database จะรวมกันเรียกวGา Knowledge Base 

กระบวนการให5เหตุผลทาง Fuzzy (Fuzzy Reasoning) ของ FIS เป/นกระบวนการ

ประมวลผลเชิงตรรกะบนพื ้นฐานของ Fuzzy If-then Rules โดยจะมี 4 กระบวนการสำคัญ 

ดังตGอไปน้ี 1) กระบวนการทำการเปรียบเทียบคGาของ Input Values กับฟ1งกWชันสมาชิก ในสGวนของ

เหตุการณWท่ีเกิดข้ึนกGอน เพ่ือให5ได5คGาความรู5สึกหรือคGาทางภาษา (Linguistic Values) 2) กระบวนการ

ทำการรวมคGาที่ได5จากฟ1งกWชันสมาชิก โดยปกติจะใช5 การคูณ (Multiplication) หรือใช5คGาน5อยสุด 

(Min) เพื่อกำหนดคGาน้ำหนักสำหรับแตGละกฎของ Fuzzy Rule 3) กระบวนการสร5างเหตุการณWที่เกิด

ตามมาภายหลังของแตGละกฎของ Fuzzy Rules ตามคGาน้ำหนัก และ 4) กระบวนการทำการรวมคGา

ของเหตุการณWท่ีเกิดตามมาภายหลังเพ่ือเป/น Crisp Output ข้ันตอนน้ีเรียกวGา Defuzzification 

 

 
รูปท่ี 2.10 แสดงกระบวนการให5เหตุผลเชิง Fuzzy (Jang, 1993) 

 

สำหรับประเภทของกระบวนการให5เหตุผลทาง Fuzzy มีอยูGด5วยกัน 3 ประเภท (รูป

ท่ี 2.10) ได5แกG Type 1 คือ คGาของการให5เหตุผล (Fuzzy Output) เป/นคGาเฉลี่ยของน้ำหนักในแตGละ

กฎของ Crisp Output โดยขึ้นอยูGกับคGาความเข5มของน้ำหนักและคGาผลลัพธWจากฟ1งกWชันสมาชิก และ
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ฟ1งกWชันสมาชิกจะเป/นแบบ Monotonically Non-decreasing เทGานั้น Type 2 คือ คGาของการให5

เหตุผล (Fuzzy Output) จะใช5คGากลางของพื้นที่ (Center of Area), Bisector of Area, Mean of 

Maxima หรือ Maximum ซึ่งพื ้นที ่เกิดจากผลรวมที่คำนวณจากคGาน5อยสุดของคGาความเข5มของ

น้ำหนักเทียบกับฟ1งกWชันสมาชิกของแตGละกฎของ Fuzzy Rule  และ Type 3 คือ เป/นการให5เหตุผล

ทาง Fuzzy ที่นำเสนอโดย Takagi และ Sugeno (Takagi and Sugeno, 1985) โดยคGาของการให5

เหต ุผล (Fuzzy Output) สามารถกำหนดได5สองแบบค ือ  Zero-order และ Single-order 

Polynomial โดยที่ถ5าเป/นแบบ Zero-order Polynomial คGาผลลัพธWจะเป/นคGาคงที ่ (Singleton 

Constant) และถ5าเป/นแบบ Single-order Polynomial ผลลัพธWจะเป/นคGาเฉลี่ยของผลลัพธWของแตG

ละกฎ ซึ่งใช5สมการเชิงเส5นในการคำนวณ สำหรับฟ1งกWชันสมาชิกพื้นฐานที่ใช5กับ FIS ที่นิยมได5แกG 

Bell-shaped Membership Function, Gaussian Membership Function, Triangular 

Membership Function และ Trapezoidal Membership Function เป/นต5น 

Adaptive Nero-Fuzzy Inference System: ANFIS เป/นแบบจำลองท่ีรวมเอาข5อดี

ของกระบวนการให5เหตุผลของ FIS มาทำงานรวมกันกับ Artificial Neural Network: ANN ซึ่งมีข5อดี

ในการเรียนรู5ข5อมูล และผู5ที่นำเสนอเทคนิคนี้ได5แกG Jyh-Shing Roger Jan ในปQ ค.ศ. 1933 (Jang, 

1993) 

โดยปกติการทำงานของ FIS จะต5องทำงานรGวมกันกับผู5เชี่ยวชาญที่จะต5องใช5องคW

ความรู5ในการสร5างกฎของ Fuzzy และกำหนดฟ1งกWชันสมาชิกที่เหมาะสม ซึ่งในสGวนตรงนี้ ANFIS นำ

ความสามารถของ ANN มาชGวยในการกำหนดคGาของกฎและปรับคGาน้ำหนักของแตGละกฎผGานการ

เรียนรู5จากชุดข5อมูลเพื่อให5มีความเหมาะสม และให5ได5ประสิทธิภาพในการทำนายผลข5อมูลหรือการ

จำแนกข5อมูลท่ีดีท่ีสุด 

ANFIS จะนิยมใช5 FIS ในรูปแบบที่ 3 (FIS Type 3) ซึ่งเป/นการใช5 Fuzzy If-then 

Rules และการให5เหตุผลทาง Fuzzy ของ Takagi และ Sugeno โดยแสดงตัวอยGางรูปแบบของ 

Fuzzy If-then Rules จำนวน 2 กฎ เมื่อมีสองตัวแปร Input คือ 𝑥 กับ 𝑦 และมีตัวแปร Output 

หน่ึงตัวคือ 𝑧 

 

𝑅𝑢𝑙𝑒	1: 𝐼𝑓	𝑥	𝑖𝑠	𝐴(	𝑎𝑛𝑑	𝑦	𝑖𝑠	𝐵(, 𝑇ℎ𝑒𝑛	𝑓( = 𝑝(𝑥 + 𝑞(𝑦 + 𝑟(, 
 

𝑅𝑢𝑙𝑒	2: 𝐼𝑓	𝑥	𝑖𝑠	𝐴)	𝑎𝑛𝑑	𝑦	𝑖𝑠	𝐵), 𝑇ℎ𝑒𝑛	𝑓) = 𝑝)𝑥 + 𝑞)𝑦 + 𝑟) 

 

 

โครงสร5างของ ANFIS จะมีท้ังหมด 5 ช้ันหลัก ๆ แสดงดังรูปท่ี 2.11 โดยแตGละช้ันจะ

ทำหน5าท่ี ดังตGอไปน้ี 
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รูปท่ี 2.11 แสดงโครงสร5างของ ANFIS 

 

ชั้นที่ 1 จะเป/นชั้นที่มีการทำงานรGวมกันกับฟ1งกWชันสมาชิก (แสดงเป/นรูปสี่เหลี่ยม) 

โดยจะเทียบคGาข5อมูลเข5า (Input) กับฟ1งกWชันสมาชิกเพื่อให5ได5คGาระดับทางความรู5สึกหรือคGาทางภาษา 

(Linguistic Values) เพ่ือนำไปรGวมเป/นคGาน้ำหนักประจำโหนดในช้ันถัดไป แทนด5วยสมการท่ี (2-9) 

 

𝑂!( = 𝜇.$(𝑥)                                          (2-9) 

 

โดยท่ี 𝑂#% เป/นคGาข5อมูลออก (Output) ของคGาตัวแปร 𝑥 ตำแหนGงที่ 𝑖 ซึ่งคำนวณ

ผGานฟ1งกWชันสมาชิกประจำโหนด สGวน 𝜇&!  แทนฟ1งกWชันสมาชิกประจำโหนดในช้ันท่ีหน่ึง 

ชั้นที่ 2 ทุกโหนดในชั้นนี้ (แสดงเป/นรูปวงกลม) จะทำหน5าที่รวมคGาน้ำหนักหรือคGา

ความเข5มข5นของข5อมูล ที่เข5ามายังโหนดโดยใช5การคูณ (Multiplication) เพื่อให5ได5คGาน้ำหนักรวม 𝑤# 

ดังสมการท่ี (2-10) 

 

𝑤! = 𝜇.$(𝑥) × 𝜇/$(𝑦), 𝑖 = 1, 2                         (2-10) 

 

โดยท่ี 𝑤# เป/นคGาน้ำหนักรวมประจำโหนดท่ี 𝑖 ของช้ันท่ีสอง 

ชั้นที่ 3 ทุกโหนดในชั้นนี้ (แสดงเป/นรูปวงกลม) จะทำหน5าที่ในการ Normalize คGา

น้ำหนักประจำโหนดจาก 𝑤# เป/น 𝑤'888 ดังสมการท่ี (2-11) 
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𝑤0NNN =
1$

1&21'
, 𝑖 = 1, 2                                   (2-11) 

 

ชั้นที่ 4 (แสดงเป/นรูปสี่เหลี่ยม) เป/นชั้นที่ทำงานเกี่ยวกับสGวนของเหตุการณWที่เกิดข้ึน

ภายหลัง (Consequent) โดยจะทำหน5าที่คำนวณข5อมูลออก (Output) ผGานคGาน้ำหนักประจำโหนด 

ดังสมการ (2-12) 

 

𝑂!3 = 𝑤0NNN	(𝑝!𝑥 + 𝑞!𝑦 + 𝑟!), 𝑖 = 1, 2                       (2-12) 

 

โดยท่ี 𝑂#( เป/นคGา Output ของแตGละกฎของ Fuzzy Rules ในช้ันท่ีส่ี, 𝑤'888 เป/นคGา

น้ำหนักประจำโหนดท่ีผGานการ Normalize, และ {𝑝# , 𝑞# , 𝑟#} เป/นเซตของพารามิเตอรWในสGวนของ

เหตุการณWท่ีเกิดข้ึนภายหลัง 

ชั้นที่ 5 ในชั้นนี้จะมีเพียงแคGหนึ่งโหนดเทGานั้น (แสดงเป/นรูปวงกลม) และทำหน5าท่ี

คำนวณผลรวมคGาน้ำหนักในแตGละกฎของ Fuzzy Rules ให5ออกมาเป/นคGาผลลัพธW ดังสมการท่ี (2-13) 

 

𝑂!4 = ∑ 𝑤O!𝑓!! , 𝑖 = 1, 2                                   (2-13) 

 

โดยท่ี 𝑂#) เป/นคGาผลลัพธWสุดท5าย (Output) ของโครงขGาย ANFIS 

 

 
 

รูปภาพท่ี 2.12 แสดงโครงสร5าง ANFIS Type-3 (2 ข5อมูลนำเข5า, 3 ฟ1งกWชันสมาชิก, 9 Fuzzy Rules) 

(Jang, 1993) 
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ANFIS นำกระบวนการเรียนรู5ของ ANN ผGานชุดข5อมูลในชั้นที่ 1 และ 4 (แสดงเป/น

รูปสี่เหลี่ยม) ซึ่งเป/นชั้นที่มีการกระทำกับฟ1งกWชันสมาชิก จะเห็นได5วGาเป/นลักษณะของกระบวนการหา

พารามิเตอรWที่เหมาะสม (Hyper-parameters) สGวนในชั้นอื่น ๆ ที่เหลือ (2, 3 และ 5) ซึ่งเป/นโหนดท่ี

แสดงด5วยรูปวงกลมจะเป/นคGาคงที่ (สมการ) ไมGมีการเปลี่ยนแปลง เพื่อให5เห็นภาพได5ชัดเจนยิ่งข้ึน 

รูปภาพที่ 2.12 เป/นการแสดงโครงสร5างการทำงานทั้ง 5 ชั้นของ ANFIS ประเภทที่ 3 (Type 3) กับ

ข5อมูลเข5า (Input) จำนวนสองตัวแปร x กับ y และมีหนึ่งตัวแปรข5อมูลผลลัพธW (Output) โดยตัวแปร 

Input แตGละตัวแปร จะมี 3 ฟ1งกWชันสมาชิก ดังนั้น จะทำให5มีจำนวนกฎของ Fuzzy Rules จำนวน

ท้ังหมด 9 กฎ (3 ยกกำลัง 2) 

2.3.3 Long Short-Term Memory: LSTM 

โครงข Gายประสาทเท ียม Long Short Term Memory (LSTM) นำเสนอโดย 

Hochreiter & Schmidhuber (1997) เป/นโครงขGายประสาทเทียมรูปแบบหนึ่งที่นำมาประมวลผล

กับข5อมูลลำดับ (Sequence Data) เชGน ข5อมูลภาษา หรือข5อมูลอนุกรมเวลา เป/นต5น LSTM เป/น

โครงขGายประสาทเทียมที่จัดอยูGในกลุGมของการเรียนรู5เชิงลึก (Deep Learning) โดยตัว LSTM ถูก

พัฒนาบนพื้นฐานของโครงขGายประสาทเทียมแบบ RNN ซึ่งเป/นโครงขGายที่มีการนำเอาข5อมูลขาออก 

(Output) วนกลับมาใช5รGวมเป/นข5อมูลนำเข5า (Input) ดังรูปที่ 2.13 (a) โดยที่รูปที่ 2.13 (b) เป/น

รูปแสดงโครงขGายประสาทเทียมของ RNN แบบกางออก เพื่อใช5คำนวณข5อมูลลำดับ ป1ญหาหลักของ

โครงขGายประสาทเทียม RNN คือ ไมGสามารถจับ Long-term Dependency ซึ ่งเป/นคุณสมบัติท่ี

สำคัญของข5อมูลลำดับ เนื่องจากป1ญหา Gradient Vanishing (Szandała, 2020) จากกระบวนการ 

Backpropagation ที่มีหลายลำดับชั้น ซึ่งคGา Gradient ที่จะนำไปใช5รGวมกับคGา Learning Rate เพ่ือ

ปรับปรุงคGาน้ำหนัก (Weights) มีคGาน5อยมาก ๆ 

 

 

 
(a) (b) 

 

รูปท่ี 2.13 แสดง (a) รูปแบบ RNN และ (b) โครงขGาย RNN ท่ีใช5กับข5อมูลลำดับ 
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ดังนั้น LSTM ถูกพัฒนามาเพื่อแก5ป1ญหาของ RNN โดยการเพิ่มหนGวยความจำเพ่ือ

เก็บ Long-term Dependency เรียกวGา Cell State หรือ Memory State อาจจะกลGาวได5วGา Cell 

State เป/นชGองทางการนำ Gradient ก็ได5 นอกจากนี้ LSTM ยังถูกพัฒนาบน 3 หลักการรGวมกัน คือ 

1) ข5อมูลบางข5อมูลควรจะมีการถูกลืมได5บ5าง 2) ข5อมูลบางข5อมูลอาจจะเป/นข5อมูลปนเป±²อน (Noise) ก็

ไมGควรนำมาพิจารณา และ 3) ข5อมูลบางข5อมูลควรมีการขยาย (Scale) หรือกรอง (Filter) ซึ่งแนวคิด

ตามหลักการทั้งสามดังกลGาวทำให5เกิดการออกแบบ Forget Gate (f), Input Gate (i) และ Output 

Gate (o) ตามลำดับ โดยที่ Gate ทั้งสามแบบจะมี Activation Function กำหนดอยูG โดย LSTM 

มาตราฐานจะกำหนด Sigmoid Function ดังสมการที่ (2-14) เป/นตัวควบคุมข5อมูลให5อยูGในชGวง [0, 

1] คือ ถ5าคGาเป/น 0 หมายความวGา ไมGต5องสGงคGานั้นออกไป และถ5าคGาเป/น 1 ก็จะเป/นการสGงคGาออกไป

ยังโหนดตGอไป และจะมีการขยายหรือกรองข5อมูลในสGวนของ input และสGวนของ output ด5วย 

Tanh function ดังสมการที ่ (2-15) รูปที ่ 2.14 แสดงเส5นกราฟเปรียบเทียบระหวGาง Sigmoid 

Function กับ Tanh Function 

 

𝑆𝑖𝑔𝑚𝑜𝑖𝑑(𝑥) = (
(2ℯ(#

            (2-14) 

 

𝑇𝑎𝑛ℎ(𝑥) = ℯ#"ℯ(#

ℯ#2ℯ(#
          (2-15) 

 

 
รูปท่ี 2.14 แสดงกราฟเปรียบเทียบระหวGาง Sigmoid Function กับ Tanh Function  

(Szandała, 2020) 
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จากรูปที่ 2.15 แสดงโครงสร5างภายในหนึ่งหนGวยยGอยของโครงขGายประสาทเทียม 

LSTM และเมื่อนำโครงขGายประสาทเทียม LSTM ตGอกับเป/นลำดับ (Sequence) เพื่อทำงานกับข5อมูล

ลำดับ จะได5ดังรูปท่ี 2.16 

 
 

รูปท่ี 2.15 แสดงโครงสร5างภายในหน่ึงหนGวยยGอยของ LSTM (Zhang, Li, Lam, & Han, 2020) 

 

 
 

รูปท่ี 2.16 แสดงโครงสร5างของ LSTM 

 

พิจารณาการสGงผGานข5อมูลภายในโครงขGายประสาทเทียม LSTM จะมีการทำงานอยูG 

3 สGวน ตามประเภทของ Call Gate ดังน้ี สGวนที่หนึ่ง Forget Gate เป/นขั้นตอนที่จะพิจารณาวGาจะ

เลือกเก็บหรือท้ิงข5อมูลท่ีอยูGในหนGวยความจำหรือ Cell State การตัดสินใจในข้ันตอนน้ีจะควบคุมผGาน 

Sigmoid Function โดยใช5ข5อมูลจาก ℎ!"% และ 𝑥! เม่ือผลลัพธWท่ีได5เป/น 0 หมายถึงการเลือกท้ิงหรือ

ลืมข5อมูล 𝐶!"% และถ5าผลลัพธWที่ได5เป/น 1 หมายถึงการเลือกเก็บหรือจำข5อมูล 𝐶!"% โดยแสดงใน

รูปแบบสมการ ดังสมการ (2-16) 
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𝑓' = 𝑆𝑖𝑔𝑚𝑜𝑖𝑑(𝑊6 × [ℎ'"(, 𝑥'] + 𝐵6)            (2-16) 

 

 

โดยที่ 𝑓! คือคGาผลลัพธWของ Forget Gate, 𝑊* คือคGาน้ำหนักของ Forget Gate, 

𝐵* คือคGา Bias ของ Forget Gate, และ {ℎ!"%, 𝑥!} คือคGาผลพยากรณWกGอนหน5า และคGาข5อมูลนำเข5า 

ณ เวลา 𝑡 ตามลำดับ 

ส Gวนท ี ่สอง Input Gate เป /นข ั ้นตอนที ่พ ิจารณาข 5อม ูลใหม Gท ี ่จะเก ็บไว 5 ใน

หนGวยความจำหรือ Cell State (Update) โดยขั้นตอนนี้จะมีอยูG 2 ขั้นตอนยGอย ขั้นตอนยGอยที่หน่ึง 

คือการกำหนดข5อมูลที ่จะ update ด5วย Sigmoid Function โดยใช5ข5อมูลนำเข5า ℎ!"% และ 𝑥! 

(สมการที่ 2-17) ตGอมานำข5อมูลนำเข5า ℎ!"% และ 𝑥! มาผGาน Tanh Function เพื่อปรับคGาข5อมูลให5

อยูGในชGวง [-1, 1] (สมการที่ 2-18) ในขั้นตอนยGอยที่สองจะเป/นการ update ข5อมูลในหนGวยความจำ 

ดังสมการท่ี (2-19) 

 

𝑖' = 𝑆𝑖𝑔𝑚𝑜𝑖𝑑(𝑊! × [ℎ'"(, 𝑥'] + 𝐵!)            (2-17) 

 

𝐶′' = 𝑇𝑎𝑛ℎ(𝑊7 × [ℎ'"(, 𝑥']) + 𝐵7             (2-18) 

 

𝐶' = (𝑓' × 𝐶'"() + (𝑖' × 𝐶′')       (2-19) 

 

โดยที ่ 𝑖! คือคGาสำหรับกำหนดการ Update Cell State, 𝐶′! คือคGาของข5อมูล

นำเข5าสำหรับ Update Cell State, 𝐶! คือคGาผลลัพธWของการ Update ข5อมูลของ Input Gate, และ 

{𝑊# ,𝑊+ , 𝐵# , 𝐵+} คือคGาน้ำหนักและคGา Bias ของ Input Gate ตามลำดับ 

สGวนที ่สาม Output Gate เป/นขั ้นตอนสุดท5ายเพื ่อพิจารณาวGาข5อมูลที ่อยู Gใน

หนGวยความจำ Cell State จะมีอธิพลตGอข5อมูลพยากรณW ℎ! หรือ 𝑦! หรือไมG โดยจะคำนวณจาก

ข5อมูลในหนGวยความจำที่ผGานการกรองด5วย Tanh Function เพื่อให5คGาอยูGในชGวง [-1, 1] คูณกับคGา

ของ ℎ!"% และ 𝑥! ท่ีผGานการ Activated ด5วย Sigmoid Function ดังสมการท่ี (2-20) และ (2-21) 

 

 

𝑜' = 𝑆𝑖𝑔𝑚𝑜𝑖𝑑(𝑊8[ℎ'"(, 𝑥'] + 𝐵8)   (2-20) 

 

ℎ' = 𝑜' × 𝑇𝑎𝑛ℎ(𝐶')            (2-21) 
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โดยที่ 𝑜! คือคGาพิจารณาอิทธิพลของข5อมูลในหนGวยความจำ มีผลตGอการพยากรณW

หร ือไมG , ℎ! ค ือผลพยากรณW , และ {𝑊, , 𝐵,} ค ือค Gาน ้ำหนักและคGา Bias ของ Output Gate 

ตามลำดับ 

นอกจากโครงขGายประสาทเทียม LSTM มาตราฐานตามที่ได5กลGาวไปแล5ว ก็ยังมีการ

นำโครงขGายประสาทเทียม Gated Recurrent Unit (GRU) ที ่นำโครงขGายประสาทเทียม LSTM 

มาตราฐานไปปรับปรุงโดยการรวม Forget Gate กับ Input Gate เพื่อให5การ Update ข5อมูลใน

หนGวยความจำ Cell State กระทำเพียงขั้นตอนเดียว ทำให5ลดความซับซ5อนของแบบจำลองและ

ระยะเวลาในการประมวลผล (Chung, Gulcehre, Cho & Bengio, 2014) 

 

2.4 Metaheuristic Algorithms 

ในชGวง 10 ปQ ที่ผGานมา ได5มีการพัฒนาและนำเสนอ Metaheuristic Algorithms จำนวนไมG

น5อยกวGา 500 อัลกอริทึม (Rajwar, Deep, & Das, 2023) สำหรับใช5แก5ป1ญหางานด5าน Optimization 

ซึ ่งสามารถจำแนก Metaheuristic Algorithm ออกเป/น 2 รูปแบบ คือ รูปแบบที ่หนึ ่ง Single-

solution based Metaheuristic และร ูปแบบท ี ่ สอง  Population based Metaheuristic โดย 

Single-solution based Metaheuristic จะเป/นการหาหรือปรับปรุง Solution สำหรับคำตอบของ

ป1ญหาแบบ Local Optimum ซ่ึงจะได5 Solution ท่ีแนGนอนและแมGนยำ แตGบางกรณีอาจจะติดป1ญหา

เรื ่อง Local Optimum Trap สGวน Population based Metaheuristic เป/นการหาหรือปรับปรุง 

Solution สำหรับคำตอบของป1ญหาในหลาย Solution พร5อมกัน (Parallel Process) เรียกวGา 

Global Optimum ซ่ึงวิธีน้ีจะชGวยแก5ป1ญหาของ Local Optimum Trap ของการหา Solution แบบ 

Single-solution based Metaheuristic แต G  Solution สำหร ับคำตอบของป 1ญหาท ี ่ ได 5 จาก 

Population based Metaheuristic อาจจะไมGใชG Solution ที่ดีที่สุด และใช5เวลานานในการค5นหา 

Solution รวมถึงใช5 Computing Power ที่สูงด5วยเชGนกัน รูปที่ 2.17 แสดงประเภท Metaheuristic 

Algorithms ที่ได5กลGาวไปข5างต5น จากข5อมูลเชิงสถิติพบวGางานวิจัยสGวนใหญGจะใช5 Metaheuristic 

Algorithms แบบ Population Based Metaheuristic Algorithms ในการแก5ป1ญหา โดยที่ได5รับ

ความนิยมสูงสุดคือ อัลกอริทึม Particle Swarm Optimization: PSO และ Genetic Algorithm: 

GA 

2.4.1 Genetic Algorithm: GA 

Genetic Algorithm หรือ ระเบียบวิธีเชิงพันธุกรรม เป/นอัลกอริทึมที่ถูกจัดอยูGใน

กลุGมของ Population Based Metaheuristic Algorithm แบบ Evolutionary Algorithm นำเสนอ

โดย John Holland ในปQ ค.ศ. 1975 (Holland, 1975) ซ่ึง GA มีกระบวนการหาคำตอบของป1ญหา

ตามหลักการดำรงเผGาพันธุWของสิ่งมีชีวิต กลGาวคือ สิ่งมีชีวิตที่แข็งแรงเทGานั้นจะสามารถอยูGรอดและ
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ดำรงเผGาพันธุWตGอไป โดยกระบวนการทำงานของของ GA สามารถแบGงออกเป/น 3 ขั้นตอนหลัก ดังน้ี 

ขั้นตอนแรก เป/นขั้นตอนของการกำหนดประชากรในที่นี้คือ Solution ที่ทำให5ได5คำตอบของป1ญหา 

ขั้นตอนที่สอง เป/นขั้นตอนคำนวณคGา Fitness ของแตGละ Solution เพื่อหา Solution ท่ีจะทำให5ได5

คำตอบของป1ญหาดีที่สุด หากในขั้นตอนนี้ ได5 Solution ที่ดีที่สุดตามความต5องการแล5ว ก็จะหยุด

กระบวนการทำงานของ GA ถ5าไมGได5ก็จะทำขั้นตอนที่สามคือ การทำกระบวนการทางพันธุกรรม ซ่ึง

เป/นกระบวนการสำคัญของ GA มีอยูG 3 กระบวนการยGอย ได5แกG กระบวนการคัดเลือก (Selection) 

กระบวนการผสมพันธุW (Crossover) และกระบวนการกลายพันธุW (Mutation) ซึ่งทั้งสามกระบวนการ

ยGอยน้ีจะชGวยปรับปรุง Solution ให5ได5 Solution ท่ีให5คำตอบของป1ญหาดีย่ิงข้ึน ตGอจากน้ันจะสGงกลับ

ไปยังขั้นตอนที่สอง และจะทำงานเป/นวงรอบจนกวGาจะเป/นไปตามเงื่อนไงของการสิ้นสุดการทำงานท่ี

กำหนด โดยแสดงกระบวนการทำงานของ GA ในรูปท่ี 2.18 

 

 
 

รูปท่ี 2.17 ประเภทของ Metaheuristic Algorithm (Katoch, Chauhan, & Kumar, 2021) 

 

กระบวนการคัดเลือกของระเบียนวิธีเชิงพันธุกรรม เป/นกระบวนการเปลี ่ยน

ประชากร หรือกลุGม Solution จากรุGนเกGาไปสูGรุ GนใหมG โดยหลักการจะเลือกประชากรที่มีคุณภาพ 

กลGาวอีกนัยหนึ ่งคือ เลือก Solution ที ่ให5คำตอบของป1ญหาดีที ่สุด โดยประเมินผGาน Fitness 

Function สำหรับระเบียบวิธีเชิงพันธุกรรมจะมีกระบวนการคัดเลือกหลายวิธี แตGวิธีที่ได5รับความนิยม

และมีประสิทธิภาพที่สุดวิธีหนึ่งคือ วิธีคัดเลือกแบบ Roulette Wheel Selection ซึ่งกระบวนการ

คัดเลือกแบบ Roulette Wheel Selection จะสอดคล5องตามหลักการคัดเลือกทางธรรมชาติ คือ จะ

อาศัยหลักของความนGาจะเป/นในการเลือกประชากร หรือ Solution โดยกำหนดความนGาจะเป/นที่จะ

ถูกเลือกให5กับประชากร หรือ Solution ตามความแข็งแรงของประชากร หรือประสิทธิภาพของ 
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Solution กลGาวคือ ถ5าประชากรที ่มีความแข็งแรงมากก็จะมีโอกาสถูกเลือกสูง ตรงกันข5ามถ5า

ประชากรมีความแข็งแรงน5อยก็จะมีโอกาสถูกเลือกต่ำ สมการ (2-22) แสดงความนGาจะเป/นของการ

เลือกประชากรผGานกระบวนการคัดเลือกแบบ Roulette Wheel Selection และรูปท่ี 2.19 แสดงรูป

เทียบเคียงกงล5อ Roulette ในวิธีการคัดเลือกแบบ Roulette Wheel Selection 

 

𝑝! =
6$
9:

          (2-22) 

 

โดยท่ี 𝑝# คือ คGาความนGาจะเป/นการถูกคัดเลือกของประชากรหรือ Solution 𝑖 โดย

ท่ี 𝑖 มีคGาตั้งแตG 1 ถึงจำนวนประชากรทั้งหมด สGวน 𝑓# คือ คGา Fitness ของประชากรหรือ Solution 𝑖 

โดยที่ 𝑖 มีคGาตั้งแตG 1 ถึงจำนวนประชากรทั้งหมด และ TF คือผลรวมของคGา Fitness ของประชากร

หรือ Solution ท้ังหมด 

 
 

รูปท่ี 2.18 แสดงกระบวนการทำงาน GA 
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กระบวนการผสมพันธุ W เป/นกระบวนการสำหรับสร5างประชากรรุ GนใหมG หรือ 

Solution ใหมG ๆ จากการคัดเลือกประชากรที ่มีความแข็งแรงในรุ Gนเดิมให5เป/น Parents ด5วย

กระบวนการคัดเลือก จากนั้นนำคูG Parents มาดำเนินกระบวนการผสมพันธุWให5เกิดเป/นประชากรรุGน

ใหมG เรียกวGา Offspring สำหรับกระบวนการผสมพันธุWของระเบียบวิธีเชิงพันธุกรรมที่นิยมใช5 ได5แกG 

Single Point Crossover, Double Point Crossover และ Uniform Crossover โดยท่ีกระบวนการ

ผสมพันธุWแบบ Single และ Double Point Crossover จะบGงบอกถึงจำนวนจุดตัดบนประชากรท่ีเป/น

คูG Parents สำหรับการผสมพันธุWให5เกิด Offspring โดยท่ี Single และ Double Point Crossover จะ

มีจำนวนจุดตัดที่ 1 และ 2 จุดตัดตามลำดับ แสดงรูปตัวอยGางจุดตัดและการสร5าง Offspring ของ 

Single และ Double Point Crossover ของป1ญหาที่เป/นแบบ Binary Digit ในรูปท่ี 2.20 และ 2.21 

ตามลำดับ สGวน Uniform Crossover จะเป/นการผสมพันธุWระหวGางคูG Parents เพื่อให5เกิด Offspring 

แบบซุGม กลGาวคือ เป/นการซุGมเลือกโครโมโซมของของคูG Parents มาสร5างเป/น Offspring สGวนมากจะ

ใช5เทคนิคการซุGมเลือกแบบโยนเหรียญ (Tossing of a Coin) 

 

 
 

รูปท่ี 2.19 แสดงการคัดเลือกของระเบียบวิธีเชิงพันธุกรรมแบบ Roulette Wheel Selection 
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รูปท่ี 2.20 กระบวนการผสมพันธุWแบบ Single-point Crossover ของ GA 

 

 
 

รูปท่ี 2.21 กระบวนการผสมพันธุWแบบ Double-point Crossover ของ GA 

 

 
 

รูปท่ี 2.22 กระบวนการกลายพันธุWของ GA 
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กระบวนการกลายพันธุW เป/นกระบวนการหนึ่งที่เกิดขึ้นในธรรมชาติในการดำรง

เผGาพันธุWของสิ่งมีชีวิต ซึ่งจะมีโอกาสเกิดน5อยมาก กระบวนการกลายพันธุWในระเบียบวิธีเชิงพันธุกรรม 

จะเป/นการเปลี่ยน Offspring ให5แตกตGางไปจาก Parents โดยการซุGม Flip โครโมโซมของ Offspring 

แสดงดังรูปท่ี 2.22 

2.4.2 Particle Swarm Optimization: PSO 

อัลกอริทึมในกลุGม Swarm Intelligent เป/นอัลกอริทึมที่ได5รับแรงบันดาลใจจาก

พฤติกรรมของสัตวWหรือแมลงในการหาแหลGงอาหาร ซึ่งอัลกอริทึมท่ีได5รับความนิยมในกลุGม Swarm 

Intelligent ได5แกG Particle Swarm Optimization: PSO, Ant Colony Optimization: ACO, Salp 

Swarm Algorithm: SSA, Grey Wolf Optimization: GWO เป/นต5น และในชGวงหนึ่งทศวรรษที่ผGาน

มา จากข5อมูลทางสถิติพบวGา PSO เป/นอัลกอริทึมที่ได5รับความนิยมสูงสุด (Rajwar, Deep, & Das, 

2023) 

PSO เป/น Search Algorithm ที่ใช5สำหรับหา Solution ที่ดีที่สุดเพื่อให5ได5คำตอบ

ของป1ญหา ทั้งแบบ Single Objective และ Multi Objective ซึ่งถูกนำเสนอใน ปQ ค.ศ. 1995 โดย 

Kennedy และ Eberhart (1995) หลักการทำงานของ PSO ได5แนวความคิดมาจากพฤติกรรมในการ

หาแหลGงอาหารของฝูงนกหรือฝูงปลาตามธรรมชาติ โดยที่สัตวWนั้นจะอยูGรวมกันเป/นฝูง และเมื่อเวลา

หาแหลGงอาหารก็จะออกหากันเป/นฝูงเชGนกัน โดยพฤติกรรมการหาแหลGงอาหารจะมีลักษณะ ดังน้ี คือ 

สัตวWแตGละตัวที่อยูGในฝูงก็จะหาและพบแหลGงอาหารที่ดีที่สุดสำหรับตัวเอง เรียกวGา Personal Best 

หรือ Particle Best และสัตวWเหลGานี้ก็จะมีการแลกเปลี่ยนข5อมูลระหวGางกันในฝูงเพื่อให5ได5ข5อมูลของ

แหลGงอาหารที่ดีที่สุดสำหรับทั้งฝูง ซึ่งจะเรียกวGา Global Best หรือ Social Best จากนั้นสัตวWทั้งฝูงก็

จะทยอยเคลื ่อนที ่ไปยังตำแหนGงของแหลGงอาหารที ่ดีที ่สุดผGานอิทธิพลของสองคGาดังกลGาวคือ 

Personal Best และ Global Best ตามลำดับ แสดงสมการการเคลื่อนที่ของฝูงสัตวWในการหาแหลGง

อาหาร ดัง (2-23) และ (2-24) ซึ่งเป/นสมการของการหาความเร็วเคลื่อนท่ีและการเปลี่ยนตำแหนGงไป

ยังแหลGงอาหารน้ันของฝูงสัตวW ตามลำดับ 

 

𝑣!,'2( = (𝑤 × 𝑣!,') + W𝑐( × 𝑟( × X𝑃𝑏𝑒𝑠𝑡!,' − 𝑥!,'[\	
+W𝑐) × 𝑟) × X𝐺𝑏𝑒𝑠𝑡' − 𝑥!,'[\               (2-23) 

 

𝑥!,'2( = 𝑥!,'2( + 𝑣!,'2(           (2-24) 

 

โดยที่ 𝑣# คือความเร็วเคลื ่อนที่ของ Particle 𝑖, 𝑥# คือตำแหนGงของ Particle 𝑖, 

𝑃𝑏𝑒𝑠𝑡# และ 𝐺𝑏𝑒𝑠𝑡 คือ ตำแหนGงที่ดีที่สุดของ Particle 𝑖 และตำแหนGงที่ดีที่สุดของทั้งฝูง ตามลำดับ
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, {𝑤, 𝑐%, 𝑐-} คGาคงที่สำหรับถGวงน้ำหนัก, และ {𝑟%, 𝑟-} คือคGาสุGมระหวGาง [0, 1] สำหรับปรับระยะ

การเคล่ือนท่ีของ Particle 

 

 
 

รูปท่ี 2.23 แสดงกระบวนการทำงาน PSO 

 

กระบวนการทำงานของ PSO แสดงดังรูปท่ี 2.24 โดยแบGงข้ันตอนการทำงานหลัก 3 

ขั้นตอน ดังนี้ ขั้นตอนแรกเป/นการสุGมสร5าง Particle และตำแหนGงเริ่มต5นของ Particle จากนั้นสGงไป

ยังขั้นตอนที่สองเพื่อคำนวณคGา Fitness ของแตGละ Particle หากในขั้นตอนน้ี ได5 Solution ที่ดีที่สุด

ตามความต5องการแล5ว ก็จะหยุดกระบวนการทำงานของ PSO ถ5าไมGได5ก็จะทำขั้นตอนที่สามคือ การ

ปรับตำแหนGงและความเร็วเคลื่อนที่ของ Particle Swarm ตามสมการที่ (2-23) และ (2-24) และ

แสดงการเปล่ียนตำแหนGงของ Particle ผGานอิทธิพลของ 𝑃𝑏𝑒𝑠𝑡# , 𝐺𝑏𝑒𝑠𝑡, และความเร็วเคล่ือนท่ีเดิม

ของ Particle ดังรูปท่ี 2.23 
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รูปท่ี 2.24 แสดงการเคล่ือนท่ีของ Particle ของ PSO (Wang, Tan, & Liu, 2017) 

 

2.5 มาตรวัดประสิทธิภาพ 

แบบจำลองการเรียนรู5ของเครื่องในกลุGมของการทำนายและพยากรณWข5อมูล การประเมิน

ประสิทธิภาพจึงเป/นการวัดความคลาดเคลื่อนของผลลัพธWจากคGาที่แท5จริง (Error) หรือคGาเบี่ยงเบน

ของผลลัพธWตGอคGาที่แท5จริง (Deviation) ดังสมการที่ (2-25) และแสดงการวัดความคลาดเคลื่อนของ

แบบจำลองที่อยูGในลักษณะสมการเส5นตรงได5ดังรูปที่ 2.25 โดยที่มาตรวัดประสิทธิภาพที่ใช5จะเป/น

มาตรวัดทางสถิติพื้นฐาน ที่นิยมได5แกG คGากลางของความคลาดเคลื่อนกำลังสอง (Mean Square 

Error: MSE) แสดงดังสมการที ่  (2-26) และ คGากลางของความคลาดเคลื ่อนสัมบูรณW (Mean 

Absolute Error: MAE) แสดงดังสมการท่ี (2-27) 

 

𝐸𝑟𝑟𝑜𝑟 = 	𝐴𝑐𝑡𝑢𝑎𝑙	𝑉𝑎𝑙𝑢𝑒 − 𝑃𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑	𝑉𝑎𝑙𝑢𝑒                (2-25) 

 

𝑀𝑆𝐸 = (
%
∑ (𝑥! − 𝑥′!))%
!<(                               (2-26) 

 

𝑀𝐴𝐸 = (
%
∑ |𝑥! − 𝑥=!|%
!<(                                 (2-27) 

 

โดยท่ี 𝑥# คือ คGาที่แท5จริงในลำดับที่ 𝑖 และ 𝑥′# คือ คGาของการทำนายในลำดับที่ 𝑖 คGา MSE 

และ MAE กำจัดเครื ่องหมายของคGาความคลาดเคลื ่อนโดย MSE ใสGกำลังสองให5กับคGาความ

คลาดเคลื่อน สGวน MAE ใสGสัมบูรณWให5กับคGาความคลาดเคลื่อน เพราะคGาความคลาดเคลื่อนเป/นข5อมูล

ตัวเลขแบบเวกเตอรW จึงไมGสามารถนำเครื่องหมายมาคำนวณได5 ตารางที่ 2.3 แสดงตัวอยGางคGาความ
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คลาดเคลื่อนของผลลัพธWจากการทำนายตGอคGาที่แท5จริงของ MSE เทียบกับ MAE ซึ่งข5อดีของการใช5

มาตรวัดประสิทธิภาพ MSE จะทำให5แสดงผลของความคลาดเคลื่อนอยGางชัดเจนและตัวสมการ

สามารถประยุกตWใช5งานได5สะดวกกวGา MAE เมื่อต5องทำงานกับคอมพิวเตอรW สGวนข5อดีของ MAE คือ

แสดงคGาความคลาดเคลื่อนที่แท5จริง สGวนมากจะนิยมใช5ในการอ5างอิงทางสถิติ สำหรับมาตรวัด

ประสิทธิภาพความคลาดเคลื่อนที่นิยมใช5วัดประสิทธิภาพแบบจำลองการเรียนรู5ของเครื่อง ได5แกG ราก

ที่สองของคGากลางความคลาดเคลื่อนกำลังสอง (Root Mean Square Error: RMSE) และ คGากลาง

ของเปอรWเซ็นตWความคลาดเคล่ือนสัมบูรณW (Mean Absolute Percentage Error: MAPE) 

 

 
 

รูปท่ี 2.25 แสดงความคลาดเคล่ือนของผลลัพธWพยากรณWผGานสมการเส5นตรง 

 

ตารางท่ี 2.3 แสดงตัวอยGางคGาความคลาดเคล่ือน MSE และ MAE 

No. Actual Predicted Error Error2 |Error| 

1 10 15 -5 25 5 

2 5 4 1 1 1 

3 25 22 3 9 3 

4 13 14 -1 1 1 

5 10 12 -2 4 2 

รวม 
44 12 

MSE = 8.8 MAE = 2.4 
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2.5.1 มาตรวัดความคลาดเคล่ือน RMSE 

มาตรวัดความคลาดเคลื่อน RMSE เป/นการนำเอา MSE มาลดทอนคGาคลาดเคลื่อน

สGวนเกินจากการใสGกำลังสอง โดยนำรากท่ีสองมาใสG MSE แสดงดังสมการ (2-28) 

 

𝑅𝑀𝑆𝐸 = b(
%
∑ (𝑥! − 𝑥′!))%
!<(                                    (2-28) 

 

โดยท่ี 𝑥# คือ คGาท่ีแท5จริงในลำดับท่ี 𝑖 และ 𝑥′# คือ คGาของการทำนายในลำดับท่ี 𝑖 

2.5.2 มาตรวัดความคลาดเคล่ือน MAPE 

มาตรวัดความคลาดเคลื ่อน MAPE เป/นการนำเอา MAE มาปรับคGาให5อยู Gในรูป

ผลลัพธWของเปอรWเซ็นตW เพ่ือทำให5สะดวกและเข5าใจงGายในการอGานผล โดยแสดงดังสมการ (2-29) 

 

𝑀𝐴𝑃𝐸 = c(
%
∑ d#$"#

)
$

#$
d%

!<( e × 100                          (2-29) 

 

โดยท่ี 𝑥# คือ คGาท่ีแท5จริงในลำดับท่ี 𝑖 และ 𝑥′# คือ คGาของการทำนายในลำดับท่ี 𝑖 

 

2.6 งานวิจัยที่เกี่ยวข&อง 

ในชGวง 10 ปQที ่ผ Gานมาป1ญหาด5านสิ ่งแวดล5อมเป/นสิ ่งที ่ผ ู 5คนทั ่วโลกตGางให5ความสนใจ 

โดยเฉพาะอยGางยิ่งป1ญหามลพิษทางอากาศ ซึ่งเป/นป1ญหาที่สำคัญมากเพราะกระทบทั้งด5านเศรษฐกิจ

และสังคมโดยกว5าง กลGาวอีกนัยหนึ่งก็คือ เป/นป1ญหาที่มีผลกระบทตGอการพัฒนาของเมืองและมีผล

โดยตรงตGอสุขภาพของประชาชน ดังนั้นจึงมีหลายงานวิจัยที่มุGงพัฒนาเครื่องมือสำหรับใช5พยากรณWคGา

มลพิษทางอากาศลGวงหน5า เพื่อใช5เป/นข5อมูลในการบริหารจัดการและแจ5งเตือนตGอประชาชนที่ได5รับ

ผลกระทบอยGางทันทGวงที 

Huang and Kuo (2018) ระบุวGาฝุ �น PM2.5 เป/นป1ญหาที ่มีผลกระทบตGอระบบทางเดิน

หายใจ และยังนำไปสูGโรคอื่น ๆ เชGน โรคหอบหืด โรคมะเร็งปอด และโรคหัวใจ เป/นต5น ดังนั้นจึงได5

นำเสนอแบบที่เรียกวGา APNet ซึ่งเป/นแบบจำลองที่พัฒนาด5วยกระบวนการ Deep Learning ใน

งานว ิจ ัยน ี ้ ได 5 ใช 5อ ัลกอร ิท ึม Convolutional Neural Network: CNN และ Long Short-Term 

Memory: LSTM ทำงานรGวมกันในการสร5างแบบจำลองสำหรับพยากรณWฝุ�น PM2.5 ลGวงหน5า 1 ชม. 

และศึกษาเชิงเปรียบเทียบประสิทธิภาพแบบจำลอง APNet กับแบบจำลอง Support Vector 

Machine: SVM, Random Forest: RF, Decision Tree: DT, Multi-Layer Perceptron: MLP, 

CNN, and LSTM งานวิจัยนี้ใช5ข5อมูลฝุ�น PM2.5 ของเมืองป1กกิ่ง ประเทศจีน โดยเลือกใช5ข5อมูลตั้งแตG
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ปQ 2010 ถึง 2014 ผลที่ได5จากการวิจัยแสดงให5เห็นวGาแบบจำลอง CNN-LSTM (APNet) สามารถ

พยากรณWฝุ�น PM2.5 ลGวงหน5า 1 ชม. ได5ดีที่สุดเมื่อเปรียบเทียบกับแบบจำลอง Baseline แบบจำลอง 

APNet ให5คGา MAE, RMSE, Pearson Correlation Coefficient: R, และ Index of Agreement: IA 

ท่ี 14.63, 24.22, 0.95 และ 0.97 ตามลำดับ 

งานวิจัยของ Qi, Wang, Song, Hu, Li, and Zhang (2018) ได5นำเสนอแบบจำลองท่ีเรียกวGา 

the Deep Air Learning: DAL ซึ่งเป/นแบบจำลองบนพื้นฐานของการเรียนรู5เชิงลึก โดยใช5อัลกอริทึม 

Autoencoder แบบจำลอง DAL เป/นแบบจำลองที ่ม ีความสามารถในการทำ Interpolation, 

Prediction และ Feature Analysis กับข5อมูลคุณภาพอากาศ งานวิจัยนี้ได5ใช5กระบวนการ Semi-

Supervised Learning ด5วย Neural Network อัลกอริท ึม เพื ่อทำการหา Feature ของข5อมูล

คุณภาพอากาศที่มีความเชื่อมโยงแบบ Spatiotemporal ชุดข5อมูลสำหรับงานวิจัยนี้ได5ใช5ข5อมูล

คุณภาพอากาศและข5อมูลอุตุนิยมวิทยารGวมกัน ซึ่งเป/นข5อมูลของเมืองป1กกิ่ง ประเทศจีน จากผลการ

ประเมินและทดสอบประสิทธิภาพแบบจำลอง DAL พบวGามีประสิทธิภาพตGอการพยากรณWคุณภาพ

อากาศลGวงหน5าแบบหนึ่งชGวงและหลายชGวงเวลาดีกวGาแบบจำลองเปรียบเทียบอื่น ๆ เชGน Logistic 

Regression: LR, Neural Network, Autoencoder, ARIMA และ RNN เป/นต5น 

Mao and Lee (2019) นำเสนอและพัฒนาแบบจำลองสำหรับพยากรณWฝุ�น PM2.5 ลGวงหน5า 

1 วัน ด5วยอัลกอริทึม Convolutional Neural Network: CNN เพราะผู5วิจัยให5ความเห็นวGา CNN 

สามารถสกัด Sequential Features ของข5อมูลอนุกรมเวลาได5ดี โดยเลือกให5 24 Lag Time เป/น

ข5อมูลนำเข5า ข5อมูลที่ใช5เป/นข5อมูลคุณภาพอากาศและข5อมูลอุตุนิยมวิทยารายวัน จำนวน 77 สถานีวัด

ของประเทศไต5หวัน จากผลการวิจัยแบบจำลอง CNN สามารถพยากรณWฝุ�น PM2.5 ลGวงหน5า 1 วัน 

โดยมีคGาความคลาดเคลื่อน (RMSE) ที่ 7.25 mg/m3 และผู5วิจัยยังให5ความเห็นวGา Convolution 

Layer ของ CNN มีประสิทธิภาพท่ีดีในการสกัด Sequential Features ของข5อมูลอนุกรมเวลา 

Joharestani, Cao, Ni, Bashir, and Talebiesfandarani (2019) ได5ทำการศึกษาตัวแปร

พยากรณWท ี ่สำค ัญซ ึ ่ งคำนวณผGาน Random Forest: RF และ Extreme Gradient Boosting: 

XGBoost จากนั้นนำตัวแปรพยากรณWที่ได5ไปสร5างแบบจำลองสำหรับพยากรณWฝุ�น PM2.5 ด5วย Deep 

Neural Network โดยใช5ข5อมูลคุณภาพอากาศข5อมูลดาวเทียมและข5อมูลแผนท่ีของเขตเมือง Tehran 

ประเทศอิหรGาน สำหรับการดำเนินงานวิจัย ซึ่งงานวิจัยนี้เป/นการพัฒนาและทดสอบประสิทธิภาพ

แบบจำลองที่ได5นำเสนอ ผลการวิจัยพบวGาแบบจำลองมีประสิทธิภาพตGอการพยากรณWฝุ�น PM2.5 

ลGวงหน5าดีที่สุดผGานมาตรวัด R2 เทGากับ 0.81, MAE เทGากับ 9.93 μg/m3, and RMSE เทGากับ 13.58 

μg/m3 โดยใช5อัลกอริทึม XGboost ในการทำ Feature Selection และผลการวิจัยยังพบอีกวGา 

ข5อมูลจากดาวเทียมไมGสGงผลตGอประสิทธิภาพของแบบจำลองสำหรับงานวิจัยน้ี  Li, Xie, Ren, Guo, 

Yang, and Xu (2020) ได5พัฒนาแบบจำลองสำหรับพยากรณWฝุ�น PM2.5 ลGวงหน5า ผGานการทำงาน
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รGวมกันระหวGางแบบจำลอง CNN และ Attention-based Network LSTM: AC-LSTM โดยในสGวน

ของแบบจำลอง CNN จะทำหน5าท ี ่  Feature Extraction เพ ื ่อสก ัด Feature ในร ูปแบบของ 

Spatiotemporal จากนั้นใช5สGวนของ AC-LSTM พยากรณWผลตGอไป โดยงานวิจัยนี้ได5ใช5ชุดข5อมูลฝุ�น 

PM2.5 จากสถานีวัดภาคพื้น 9 สถานีรGวมกับชุดข5อมูลอุตุนิยมวิทยา ซึ่งเป/นข5อมูลของเมือง Taiyuan 

ประเทศจีน ผลการวิจัยพบวGาแบบจำลองที่นำเสนอให5ประสิทธิภาพตGอการพยากรณWฝุ�น PM2.5 ดี

ที่สุดเมื่อเปรียบเทียบกับแบบจำลอง Baseline เชGน Support Vector Regression: SVR, Random 

Forest Regression: RFR, แ ล ะ  Multi-Layer Perceptron: MLP เ ป / น ต 5 น  โ ด ย ให 5 ค G า ค ว าม

คลาดเคล่ือน MAE และ RMSE ต่ำท่ีสุด ท่ี 8.98 และ 14.83 ตามลำดับ 

Srijiranon and Eiamkanitchat (2018) เป/นงานวิจัยที่ได5ใช5ข5อมูลของประเทศไทย ซ่ึงเป/น

ข5อมูลคุณภาพอากาศ และข5อมูลอุตุนิยมวิทยาทางภาคเหนือ โดยได5เลือกใช5ตัวแปรพยากรณWท่ีเป/นสาร

มลพิษทั้ง 5 ชนิด และข5อมูลอุตุนิยมวิทยา 6 ตัวแปร งานวิจัยนี้ได5นำเสนอแบบจำลองโครงขGาย 

Collective Neural Networks System สำหรับคำนวณผลพยากรณW และทำการจำแนกผลพยากรณW

เป/น อากาศดี ปลานกลาง และอากาศเสีย ผGานคGา Max Function โดยผลการพยากรณWฝุ�น PM10 ให5

ประสิทธิภาพของความถูกต5องในการพยากรณWเทGากับ 92.51% ซึ่งดีกวGาแบบจำลองที่เป/น Baseline 

0.18% 

Wongsathan (2018) ได5ทำการวิจัยเพื่อศึกษาเปรียบเทียบประสิทธิภาพแบบจำลองอนุกรม

เวลาผสมที่นำเสนอ Neural Network-ARIMA กับแบบจำลอง ANFIS และแบบจำลองเดี่ยวอื่น ๆ 

โดยได5ใช5ข5อมูลคุณภาพอากาศของจังหวัดเชียงใหมG ประเทศไทย เป/นชุดข5อมูลในการดำเนินงานวิจัย 

จากผลการวิจัยพบวGาแบบจำลองอนุกรมเวลาที่นำเสนอมีประสิทธิภาพดีกวGาแบบจำลองเปรียบเทียบ

อ่ืน ๆ 

งานว ิจ ัยของ Amnuaylojaroen (2022) ได 5นำเสอนแบบจำลอง Multivariate Linear 

Regression สำหรับพยากรณWฝุ �น PM2.5 ในพื้นที ่ภาคเหนือของประเทศไทย โดยเลือกใช5ข5อมูล

คุณภาพอากาศจากสถานีวัดภาคพ้ืนท่ีต้ังอยูGท่ี จังหวัดเชียงใหมG จังหวัดลำปาง และจังหวัดนGาน รวมถึง

ยังได5ใช5ข5อมูลดาวเทียมและข5อมูลอุตุนิยมวิทยารGวมด5วย ผลจากการวิจัยพบวGาแบบจำลองที่นำเสนอ

ให5ประสิทธิภาพเฉลี่ยของการประเมินจากทั้ง 3 สถานี ผGานมาตรวัดคGาสัมประสิทธิ์ความเชื่อมั่น R2 

และคGาความคลาดเคล่ือน RMSE เทGากับ 0.50 และ 56.21 ตามลำดับ 

สำหรับงานวิจัยนี้นำเสนอแบบจำลองอนุกรมเวลาผสมระหวGางแบบจำลองอนุกรมเวลาเชิง

เส5นและแบบจำลองอนุกรมเวลาไมGเชิงเส5น ซึ่งเป/นแบบจำลองอนุกรมเวลารูปแบบใหมGโดยเป/นการ

ทำงานรGวมกันของแบบจำลองอนุกรมเวลาเชิงเส5น ARIMA และแบบจำลองอนุกรมเวลาไมGเชิงเส5น 

ANFIS โดยใช5ชุดข5อมูลฝุ�น PM2.5 ของจังหวัดระยอง ประเทศไทย แสดงตารางเปรียบเทียบงานวิจัยท่ี

เก่ียวข5อง ดังตารางท่ี 2.4 
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ตารางท่ี 2.4 สรุปเปรียบเทียบงานวิจัยท่ีเก่ียวข5องกับการพยากรณWมลพิษทางอากาศ 

กระบวนการทำงาน 
งานวิจัยท่ีเก่ียวขqอง 

ก ข ค จ ง ฉ ช ซ *ฌ 

ชุดขqอมูลท่ีนำมาใชqในงานวิจัย 

ข5อมูลคุณภาพอากาศ X X X X X X X X X 

ข5อมูลอุตุนิยมวิทยา  X X  X X  X  

ข5อมูลดาวเทียม (AOD)    X    X  

ข5อมูลประเทศไทย      X X X X 

เทคนิคและอัลกอริทึมท่ีใชqในงานวิจัย 

Multivariate X X X X X X X X X 

Statistics Model       X X X 

Machine Learning    X  X   X 

Deep Learning X X X  X     

Hybrid Model   X    X  X 

ลักษณะการพยากรณ}และเป�าหมาย 

Single Step X X X X X X X X X 

Multiple Step   X       

PM X X  X X X X X X 

AQI   X       

วัตถุประสงค}ของงานวิจัย 

ประเมินประสิทธิภาพ X X X X X X X X X 

เสนอแนวคิดใหมG X  X  X  X  X 

ประยุกตWใช5กับข5อมูลจริง X X X X X X X X X 

 

หมายเหตุ งานวิจัยท่ีเก่ียวข5องประกอบด5วย 

ก แทนงานวิจัยของ C. Huang and P. Kuo (2018) 

ข แทนงานวิจัยของ Z. Qi, et al (2018) 

ค แทนงานวิจัยของ Y. Mao and S. Lee (2019) 

ง แทนงานวิจัยของ M. Z. Joharestani, et al (2019) 

จ แทนงานวิจัยของ S. Li, et al (2020) 

ฉ แทนงานวิจัยของ K. Srijiranon and N. Eiamkanitchat (2018) 
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ช แทนงานวิจัยของ R. Wongsathan (2018) 

ซ แทนงานวิจัยของ T. Amnuaylojaroen (2022) 

*ฌ แทนงานวิจัยของวิทยานิพนธWฉบับน้ี 



 

 

บทที่ 3 

วิธีดำเนินงานวิจัย 
 

งานวิจัยนี้มีวัตถุประสงค5ที่จะพัฒนาและปรับปรุงแบบจำลองสำหรับพยากรณ5ฝุCน PM2.5 

ลIวงหนJา โดยใชJกระบวนการเรียนรูJของเครื่อง โดยนำเสนอและพัฒนาแบบจำลองอนุกรมเวลาผสม

ระหวIางแบบจำลองอนุกรมเวลาเชิงเสJนและแบบจำลองอนุกรมเวลาไมIเชิงเสJนเพื่อใหJมีประสิทธิภาพ

ตIอการหาความสัมพันธ5แบบเชิงเสJนและไมIเชิงเสJนของสายขJอมูลอนุกรมเวลา นอกจากน้ีเสนอการ

ปรับปรุงแบบจำลองอนุกรมเวลาผสมผIานกระบวนการ Hyperparameters Tuning ดJวยการทำ 

Optimization Techniques ไดJแกI Genetic Algorithm: GA และ Particle Swarm Optimization: 

PSO สุดทJายดำเนินการประเมินและเปรียบเทียบประสิทธิภาพแบบจำลองอนุกรมเวลาที่นำเสนอกับ

แบบจำลองอนุกรมเวลาเดี ่ยวอื ่น ๆ ไดJแกI แบบจำลองอนุกรมเวลาเชิงเสJน Auto Regressive 

Integrated Moving Average: ARIMA, แบบจำลองอนุกรมเวลาไมIเชิงเสJนในกลุIมของแบบจำลอง

โครงขIาย Artificial Neural Network: ANN, Long Short Term Memory: LSTM และ Adaptive 

Neuro-Fuzzy Inference System: ANFIS 

กระบวนการดำเนินงานวิจัยแบIงเป}น 3 ขั้นตอนหลัก ดังรูปที่ 3.1 ซึ่งเป}นกรอบแนวคิดของ

การวิจัย คือ 1) ขั้นตอนการเตรียมขJอมูลวิจัย (Data Preparation) 2) ขั้นตอนการพัฒนาแบบจำลอง 

(Modeling หรือ Model Training) รวมถึงการปรับปรุงแบบจำลอง (Model Tuning) และสุดทJาย

เป}นข้ันตอนการประเมินและเปรียบเทียบประสิทธิภาพแบบจำลอง (Model Evaluating หรือ Model 

Testing) 

 

3.1 กระบวนการวิจัย 

3.1.1 ข้ันตอนการเตรียมข2อมูลวิจัย 

ในขั้นตอนนี้จะเป}นการนำขJอมูลดิบมาประมวลผลเพื่อใหJไดJชุดขJอมูลอนุกรมเวลา

เหมาะสมตIอการนำไปทำการวิจัยในขั้นตอนการพัฒนาแบบจำลอง ซึ่งในขั้นตอนการเตรียมขJอมูลวิจัย

น้ี จะมีกระบวนการสำคัญกระบวนการหน่ึง คือ การเติมขJอมูล (Data Imputation) เพ่ือจัดการป�ญหา

ของขJอมูลท่ีขาดหายไป (Missing Values) ทำใหJไดJชุดขJอมูลอนุกรมเวลาท่ีมีความสมบูรณ5มากท่ีสุด 

งานวิจัยนี้ไดJเลือกใชJเทคนิคการเติมขJอมูลแบบ  Temporal and Spatial Average 

Value: TSA หลักการคือ ถJาขJอมูลขาดชIวง 1 ชIวงเวลา (1 วัน) จะเติมขJอมูลโดยคIาเฉลี่ยของขJอมูล

กIอนหนJา 3 ชIวงเวลา (Temporal Average Value) ดังสมการ  (3-1)  และถJาขJอมูลขาดชIวงต้ังแตI  2 
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ชIวงเวลาข้ึนไป จะเติมขJอมูลโดยคIาเฉล่ียจากสถานีวัดคุณภาพอากาศอ่ืน ๆ (Spatial Average Value) 

ท่ีอยูIในพ้ืนท่ีสนใจเดียวกัน ดังสมการ (3-2) 

 

 
 

รูปท่ี 3.1 แสดงกรอบแนวคิดการดำเนินงานวิจัย 
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โดยท่ี 𝑦!"#$%&'( และ 𝑦)$'!*'( คือขJอมูลฝุCน PM2.5 ที่ถูกเติมดJวยวิธี Temporal 

Average Value และ Spatial Average Value ตามลำดับ สIวน 𝑦!+* คือขJอมูลฝุCน PM2.5 ยJอนหลัง

ตาม Lag Time ท่ี 𝑖 และ 𝑦, คือขJอมูลฝุCน PM2.5 ท่ีสถานีวัดคุณภาพอากาศลำดับท่ี 𝑗 

 

𝑦! = (𝑙𝑖𝑛𝑒𝑎𝑟! + 𝑛𝑜𝑛𝑙𝑖𝑛𝑒𝑎𝑟!) + 𝑁𝑜𝑖𝑠𝑒!       (3-3) 

 

โดยท่ี 𝑦! คือ ขJอมูลอนุกรมเวลา ท่ีเวลา 𝑡, 𝑙𝑖𝑛𝑒𝑎𝑟! ความสัมพันธ5เชิงเสJนของขJอมูล

อนุกรมเวลา ท่ีเวลา 𝑡, 𝑛𝑜𝑛𝑙𝑖𝑛𝑒𝑎𝑟! ความสัมพันธ5ไมIเชิงเสJนของขJอมูลอนุกรมเวลา ท่ีเวลา 𝑡, และ 

𝑁𝑜𝑖𝑠𝑒! เป}นคIาสุIมของขJอมูลอนุกรมเวลา ท่ีเวลา 𝑡 (White Noise) 

3.1.2 ข้ันตอนการพัฒนาแบบจำลอง 

ขั้นตอนการพัฒนาแบบจำลองนี้จะเป}นการพัฒนาแบบจำลองอนุกรมเวลาสำหรับ

พยากรณ5ฝุCน PM2.5 ลIวงหนJา ผIานกระบวนการเรียนรูJของเครื่อง โดยงานวิจัยนี้นำเสนอแบบจำลอง

อนุกรมเวลาผสมระหวIางแบบจำลองอนุกรมเวลาเชิงเสJน ARIMA ซึ่งเป}นแบบจำลองทางสถิติ ทำงาน

รIวมกับแบบจำลองอนุกรมเวลาไมIเชิงเสJน ANFIS ซึ ่งเป}นแบบจำลองโครงขIายเชิง Fuzzy ที่เป}น

อ ัลกอร ิท ึมผสมระหว Iาง Neural Network: NN ก ับ Fuzzy Inference System: FIS โดยเร ียก

แบบจำลองอนุกรมเวลาผสมวIา Auto Regressive Integrated Moving Average Adaptive Neuro-

Fuzzy Inference System: ARIMA-ANFIS ซ ึ ่ งแบบจำลองอน ุกรมเวลาผสม ARIMA-ANFIS ท่ี

นำเสนอจะมีความสามารถหาความสัมพันธ5เชิงเสJนและไมIเชิงเสJนของสายขJอมูลอนุกรมเวลาซ่ึง

สอดคลJองกับองค5ประกอบเชิงความสัมพันธ5ของสายอนุกรมเวลา (Zhang, 2003) แสดงดังสมการ (3-

3) จึงทำใหJแบบจำลองอนุกรมเวลาผสมที่นำเสนอมีประสิทธิภาพที่ดีตIอการพยากรณ5ฝุCน PM2.5 

ลIวงหนJา 

กระบวนการยIอสำหรับพัฒนาแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS หลังจาก

ไดJชุดขJอมูลอนุกรมเวลาฝุCน PM2.5 ที่ผIานกระบวนการจัดเตรียมชุดขJอมูลแลJว จะนำชุดขJอมูลเรียนรูJ

มาทำการวิเคราะห5เพื่อหาคIาพารามิเตอร5 p, d, และ q ซึ่งเป}นพารามิเตอร5หลักที่ตJองกำหนดกIอนการ

สรJางแบบจำลองของแบบจำลองอนุกรมเวลาเชิงเสJน ARIMA หลังจากนั้นสรJางแบบจำลองอนุกรม

เวลาเชิงเสJน ARIMA ตามคIาพารามิเตอร5 p, d, และ q ที ่กำหนดพรJอมกับพยากรณ5ฝุ Cน PM2.5 

ลIวงหนJา จากนั้นเป}นกระบวนการพัฒนาแบบจำลองอนุกรมเวลาไมIเชิงเสJน ANFIS โดยใชJชุดขJอมูล
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เรียนรูJรIวมกับผลการพยากรณ5ฝุCน PM2.5 ของแบบจำลองอนุกรมเวลาเชิงเสJน ARIMA โดยหลักการ

ทำงานรIวมกันระหวIางแบบจำลองอนุกรมเวลาเชิงเสJน ARIMA กับแบบจำลองอนุกรมเวลาไมIเชิงเสJน 

ANFIS แสดงดังรูปท่ี 3.2 

 

 
รูปท่ี 3.2 แสดงข้ันตอนการทำงานของแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS 

 

สำหรับการปรับปร ุงแบบจำลองอนุกรมเวลาผสม จะทำผIานกระบวนการ 

Hyperparameter Tuning โดยใชJ Optimization Techniques วัตถุประสงค5ของการทำในขั้นตอน

ยIอน้ี 1) ตJองการปรับปรุงประสิทธิภาพแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS ใหJมีประสิทธิภาพ

สูงสุดสำหรับพยากรณ5ฝุCน PM2.5 ลIวงหนJา 2) เพื่อป�องกันป�ญหา Local Optimum Trap ที่มักจะ

เกิดกับกลุ IมของแบบจำลองโครงขIายที่ใหJ Gradient Descent: GD สำหรับเรียนรู JชุดขJอมูลผIาน

กระบวนการ Backpropagation งานว ิจ ัยน ี ้ เล ือก Optimization Techniques ในกล ุ Iมของ 

Metaheuristic Population-based Algorithms ไดJแกI GA และ PSO รูปที่ 3.3 แสดงขั้นตอนการ

พัฒนาแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS และการปรับปรุงประสิทธิภาพแบบจำลองดJวย 

Optimization Techniques 

3.1.3 ทดสอบประสิทธิภาพแบบจำลอง 

ในขั ้นตอนนี ้เป}นขั ้นตอนสุดทJายของการวิจัย เพื ่อที ่จะทดสอบและประเมิน

ประสิทธิภาพแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS ตIอการพยากรณ5ฝุ Cน PM2.5 ลIวงหนJา 

ผูJวิจัยไดJเลือกทำการประเมิน  และเปรียบเทียบประสิทธิภาพแบบจำลองอนุกรมเวลาผสม ที่นำเสนอ

กับแบบจำลองอนุกรมเวลาเด่ียว ไดJแกI แบบจำลองอนุกรมเวลาเชิงเสJน ARIMA, แบบจำลองอนุกรม

เวลาไมIเชิงเสJน ANN, แบบจำลองอนุกรมเวลาไมIเชิงเสJน LSTM, และแบบจำลองอนุกรมเวลาไมIเชิง

เสJน ANFIS ผIานมาตรวัดประสิทธิภาพความคลาดเคลื ่อน Mean Absolute Error: MAE, Mean 

Absolute Percentage Error: MAPE, Root Mean Square Error: RMSE, Percentage Root 

1 

2 
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Mean Square Error: %RMSE และคIาสัมประสิทธิ์การตัดสินใจ Coefficient of Determination: 

R2 แสดงดังตารางท่ี 3.1 

 

 
รูปท่ี 3.3 แสดงข้ันตอนการพัฒนาแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS 
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ตารางท่ี 3.1 มาตรวัดประสิทธิภาพแบบจำลองอนุกรมเวลา 

Matric Equation Note 

MAE 1
𝑛
1 |𝑦, − 𝑦4,|

0

,-)
 

𝑦, คือคIาขJอมูลจริง ท่ีตำแหนIง 𝑖 
𝑦4, คือคIาพยากรณ5 ท่ีตำแหนIง 𝑖 
𝑦5 คือคIาเฉล่ียของขJอมูลจริง 

MAPE 100
𝑛
17

𝑦, − 𝑦4,
𝑦,

7
0

,-)

 

RMSE 
8
1
𝑛
1 (𝑦, − 𝑦4,)1

0

,-)
 

%RMSE 100
𝑦5

× 𝑅𝑀𝑆𝐸 

R2 
1 −

∑ (𝑦, − 𝑦4,)10
,-)
∑ (𝑦, − 𝑦5)10
,-)

 

 

 

 
 

รูปท่ี 3.4 แสดงการพยากรณ5แบบ Rolling Window (Chen & Chiu, 2021) 

 

การประเมินและทดสอบประสิทธิภาพของแบบจำลองอนุกรมเวลาที่พัฒนาท้ัง

อนุกรมเวลาผสมที่นำเสนอและอนุกรมเวลาเดี่ยวสำหรับเปรียบเทียบประสิทธิภาพ ผูJวิจัยไดJวาง

แผนการทดสอบโดยการพยากรณ5ฝุCน PM2.5 หนึ่งวันลIวงหนJา โดยทดสอบจำนวนทั้งหมดตามชุด

ขJอมูลทดสอบรวม 365 วัน ซึ ่งรูปแบบการพยากรณ5ของแบบจำลองอนุกรมเวลาจะทดสอบดJวย

เทคนิค Rolling Window แสดงดังรูปที่ 3.4 ตามรูปวงกลมสีน้ำเงินแทนขJอมูลนำเขJาแบบจำลอง

อนุกรมเวลาและวงกลมสีแดงแทนผลการพยากรณ5 
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3.2 ข2อมูลที่ใช2ในงานวิจัย 

งานวิจัยนี้ไดJเลือกใชJขJอมูลอนุกรมเวลาฝุCน PM2.5 จากสถานีวัดคุณภาพอากาศภาคพื้นของ

ประเทศไทย ซึ ่งขJอมูลมีการรวบรวมจัดเตรียมและเป�ดเผยโดยกรมควบคุมมลพิษ กระทรวง

ทรัพยากรธรรมชาติและสิ่งแวดลJอม ประเทศไทย งานวิจัยนี้สนใจท่ีชุดขJอมูลอนุกรมเวลาฝุCน PM2.5 

ในพื้นที่เขตเมืองอุตสาหกรรมเพราะเป}นเขตพื้นที่ที่ทางรัฐบาล ฯ ใหJความสำคัญและมีการเฝ�าระวัง

เกี่ยวกับป�ญหามลพิษเป}นพิเศษ ผูJวิจัยจึงไดJเลือกชุดขJอมูลอนุกรมเวลาฝุCน PM2.5 จากสถานีวัด

คุณภาพอากาศภาคพื้นของจังหวัดระยอง มีจำนวนทั้งหมด 4 สถานี โดยมีรหัสประจำสถานี ดังน้ี 

28T, 29T, 30T และ 31T ซึ่งตั้งอยูIที่ สำนักงานสาธารณสุขอำเภอปลวกแดง, โรงพยาบาลสIงเสริม

สุขภาพตำบลมาบตาพุด, สำนักงานเกษตรจังหวัดระยอง, และศูนย5วิจัยพืชไรIระยอง ตามลำดับแสดง

แผนท่ีของแตIละต้ังสถานี ดังรูปท่ี 3.5 

 

 
 

รูปท่ี 3.5 แสดงแผนท่ีต้ังสถานีวัดคุณภาพอากาศภาคพ้ืนในเขตจังหวัดระยอง 

 

จากชุดขJอมูลดิบของอนุกรมเวลาฝุCน PM2.5 ซึ่งเป}นขJอมูลบันทึกเฉลี่ยรายวันของฝุCน PM2.5 

ตั้งแตI ป� ค.ศ. 2011 - 2022 โดยผูJวิจัยเลือกขJอมูลอนุกรมเวลาฝุCน PM2.5 เฉพาะชIวงเวลาป� ค.ศ. 

2017 - 2021 รวมทั้งสิ้นเป}นเวลา 5 ป� เพราะเป}นชIวงเวลาที่ชุดขJอมูลดิบมีความสมบูรณ5มากที่สุด 

สำหรับงานวิจัยนี้ไดJแบIงชุดขJอมูลอนุกรมเวลาฝุCน PM2.5 ออกเป}น 2 สIวน คือ สIวนของชุดขJอมูล
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สำหรับเรียนรูJ โดยเลือกชIวงเวลาตั้งแตI ป� ค.ศ. 2017 - 2020 และสIวนที่สองเป}นชุดขJอมูลสำหรับ

ทดสอบ คือ ขJอมูลฝุCน PM2.5 ในป� ค.ศ. 2021 โดยคิดเป}นอัตราสIวนระหวIางขJอมูลเรียนรูJและขJอมูล

ทดสอบเทIากับ 4 ตIอ 1 รูปท่ี 3.6 แสดงขJอมูลดิบของชุดขJอมูลอนุกรมเวลาฝุCน PM2.5 สำหรับงานวิจัย

น้ี 

 

 
 

รูปท่ี 3.6 แสดงตัวอยIางของชุดขJอมูลดิบของอนุกรมเวลาฝุCน PM2.5 

 

3.3 เครื่องมือที่ใช2ในงานวิจัย 

เคร่ืองมือท่ีใชJในงานวิจัยน้ี ประกอบดJวยฮาร5ดแวร5และซอฟต5แวร5 ดังน้ี 

3.3.1 เคร่ืองคอมพิวเตอรVแมWขWาย โดยมีรายละเอียดดังน้ี 

(1) หนIวยประมวลผลกลาง: Intel(R) Xeon(R) Silver 4314 CPU @ 2.40GHz (x2) 

(2) หนIวยความจำหลัก: 64 GBytes 

(3) หนIวยจัดเก็บขJอมูล: 1 TBytes 

3.2.1 ระบบปฏิบัติการและโปรแกรมประยุกตV ประกอบดJวย 

(1) ระบบปฏิบัติการ: CentOS 7.9.2009 

(2) โปรแกรมภาษาท่ีใชJพัฒนา: Python 3.10.5 และ Matlab R2022a 

(3) เคร ื ่ องม ือร I วมในการพ ัฒนา: Kernel-based Virtual Machine, Jupyter 

Notebook, และ Visual Studio Code 



 

บทที่ 4 

การทดสอบและอภิปรายผล 
 

งานวิจัยน้ีเป.นการพัฒนาแบบจำลองอนุกรมเวลาผสมระหว>างแบบจำลองอนุกรมเวลาเชิงเส@น

กับแบบจำลองอนุกรมเวลาไม>เชิงเส@นเพื่อให@เกิดประสิทธิภาพสูงสุดสำหรับพยากรณKฝุ Mน PM2.5 

ล>วงหน@า โดยเลือกพัฒนาแบบจำลองอนุกรมเวลาเชิงเส@นด@วยแบบจำลองทางสถิติ Autoregressive 

Integrated Moving Average: ARIMA ส>วนแบบจำลองอนุกรมเวลาไม>เชิงเส@น งานวิจัยนี้นำเสนอ

แบบจำลองในกลุ>มของแบบจำลองโครงข>ายประสาทเทียม 3 รูปแบบ ได@แก> 1) แบบจำลองโครงข>าย

ประสาทเทียมมาตรฐาน Artificial Neural Network: ANN 2) แบบจำลองโครงข>ายประสาทเทียม

เรียนรู@เชิงลึก Long Short-Term Memory: LSTM และ 3) แบบจำลองโครงข>ายประสาทเทียมเชิง

ฟ{ซซี Adaptive Neuro-Fuzzy Inference System: ANFIS 

การทดลองวิจัยขั้นที่หนึ่ง เป.นการพัฒนาแบบจำลองอนุกรมเวลาเดี่ยว (Stand Alone) ท่ี

เป.นอนุกรมเวลาเชิงเส@นและไม>เชิงเส@น และทดสอบเปรียบเทียบเพื่อหาค>าพารามิเตอรKและโครงสร@าง

โครงข>ายที่เหมาะสมที่สุดของแบบจำลองอนุกรมเวลาเดี่ยวที่ศึกษาทั้งหมด โดยใช@กระบวนการ 

Approximate Search แบบ Trial and Error การทดลองในขั้นที่สองของงานวิจัย คือการพัฒนา

แบบจำลองอนุกรมเวลาผสมระหว>างแบบจำลองอนุกรมเวลาเชิงเส@นกับแบบจำลองอนุกรมเวลาไม>เชิง

เส@น โดยเลือกแบบจำลองอนุกรมเวลาท่ีให@ประสิทธิภาพโดยรวมสูงที่สุดของแบบจำลองอนุกรมเวลา

เชิงเส@นและไม>เชิงเส@นจากการทดลองในขั้นที่หนึ่ง หลังจากนั้นเป.นการทดลองปรับปรุงประสิทธิภาพ

แบบจำลองอนุกรมเวลาผสมโดยใช@เทคนิค Global Optimization ที่เลือกใช@อัลกอริทึมในกลุ>มของ 

Population based Metaheuristics ไ ด @ แ ก >  Genetic Algorithm: GA และ  Particle Swarm 

Optimization: PSO เพื ่อช>วยปรับค>าพารามิเตอรKของแบบจำลองอนุกรมเวลาผสมให@ได@ค>าท่ี

เหมาะสมที่สุด ซึ่งจะส>งผลให@แบบจำลองอนุกรมเวลาผสมมีความแม>นยำสูงสุดต>อการพยากรณKฝุMน 

PM2.5 ล>วงหน@า 

 

4.1 ข&อมูลสำหรับการวิจัย 

งานวิจัยนี้เลือกใช@ข@อมูลบันทึกค>าเฉลี่ยของฝุMน PM2.5 แบบรายวัน ของสถานีวัดคุณภาพ

อากาศภาคพื้น ตั้งอยู>ที่ ตำบลท>าประดู> อำเภอเมือง จังหวัดระยอง รหัสสถานี 30T ซึ่งเป.นชุดข@อมูล

เป.นของกรมควบคุมมลพิษ กระทรวงทรัพยากรธรรมชาติและสิ ่งแวดล@อม ประเทศไทย โดย

ดำเนินการรวบรวมข@อมูลต้ังแต>ป� ค.ศ. 2011  ถึง  ค.ศ. 2022  และเผยแพร>แบบสาธารณะบนเว็บไซตK 
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ของกรมควบคุมมลพิษ กระทรวงทรัพยากรธรรมชาติและสิ่งแวดล@อม ประเทศไทย สำหรับงานวิจัยน้ี

เลือกใช@ข@อมูลอนุกรมเวลาฝุMน PM2.5 ช>วงเวลาตั้งแต>ป� ค.ศ. 2017 ถึง ค.ศ. 2021 รวมทั้งหมด 5 ป� 

โดยแบ>งข@อมูลจำนวน 4 ป� ได@แก> ป� ค.ศ. 2017 ถึง ค.ศ. 2020 เป.นข@อมูลสำหรับชุดข@อมูลเรียนรู@ และ

ข@อมูลส>วนที่เหลือจำนวน 1 ป� คือ ป� ค.ศ. 2021 นำเป.นข@อมูลสำหรับชุดข@อมูลทดสอบ โดยคิดเป.น

อัตราส>วนร@อยละ 80 สำหรับชุดข@อมูลเรียนรู@และร@อยละ 20 สำหรับชุดข@อมูลทดสอบ 

4.1.1 การเตรียมชุดข1อมูลสำหรับการวิจัย 

เนื่องจากความสมบูรณKหรือความต>อเนื่องของข@อมูลอนุกรมเวลาเป.นสิ่งสำคัญอย>าง

ยิ่งเพราะมีผลต>อประสิทธิภาพของแบบจำลองอนุกรมเวลา โดยส>วนใหญ>ชุดข@อมูลอนุกรมเวลาที่เก็บ

จากข@อมูลจริง (Real-world Data) มักจะมีข@อมูลไม>สมบูรณKหรือขาดความต>อเนื่องเป.นผลจากป{ญหา

ของการเก็บบันทึกข@อมูล เช>น อุปกรณKตรวจวัดเสีย หรือมีการป�ดระบบสำหรับซ>อมบำรุงอุปกรณK เป.น

ต@น เรียกข@อมูลที่ขาดช>วงไปว>า Missing Value หากเพิกเฉยต>อค>า Missing Value ในข@อมูลอนุกรม

เวลาอาจจะทำให@ความสัมพันธKเชิงเวลาของข@อมูลผิดเพี้ยนไปได@ สำหรับข@อมูลอนุกรมเวลาฝุMน PM2.5 

ที่ใช@กับงานวิจัยนี้ก็เช>นเดียวกัน ชุดข@อมูลที่เลือกใช@มีจำนวนทั้งหมด 1,826 ข@อมูล และมีข@อมูลที่เป.น 

Missing Value จำนวน 117 ข@อมูล คิดเป.นร@อยละ 6.40 ของข@อมูลทั้งหมด รูปที่ 4.1 แสดงกราฟ

ข@อมูลดิบ PM2.5 ของสถานีวัดคุณภาพอากาศภาคพื้น รหัส 30T โดยเส@นสีแดงแสดงข@อมูลในช>วงท่ี

เป.น Missing Values 

 
 

รูปท่ี 4.1 แสดงกราฟข@อมูล PM2.5 ท่ีสถานีวัด 30T โดยเส@นสีแดงแสดงถึง Missing Values 

 

ดังที่กล>าวไปข@างต@น ป{ญหาของ Missing Value ที่อยู>ในข@อมูลอนุกรมเวลาเป.นส่ิง

สำคัญและจำเป.นอย>างยิ่งที่ต@องจัดการเพื่อให@ได@ข@อมูลอนุกรมเวลาท่ีมีความสมบูรณKที่สุด งานวิจัยน้ีได@
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ศึกษาเปรียบเทียบการเติมข@อมูลโดยวิธี Mean, Median, Most-frequency, Last Observed Carry 

Forward: LOCF, และ Temporal and Spatial Average Value: TSA เพื่อให@ได@ชุดข@อมูลอนุกรม

เวลาฝุMน PM2.5 ท่ีมีสายข@อมูลท่ีสมบูรณKสำหรับดำเนินการวิจัยข้ันต>อไป 

การทดสอบ ประเมิน และเปรียบเทียบประสิทธิภาพวิธีการเติมข@อมูล โดยเลือก

ข@อมูลอนุกรมเวลาฝุMน PM2.5 ในป� ค.ศ. 2021 เป.นชุดข@อมูลทดสอบ เพราะมีข@อมูลครบตลอดทั้งป� 

โดยนำชุดข@อมูลทดสอบทำการจำลองให@เกิด Missing Value ด@วยวิธีการสุ>มเลือกให@มีค>า Missing 

Value คิดเป.นร@อยละ 20 ของข@อมูลทั้งหมด ข@อมูลอนุกรมเวลาฝุMน PM2.5 ป� ค.ศ. 2021 มีจำนวน

ข@อมูลทั ้งหมด 365 ข@อมูล ดังนั ้นจะมีข@อมูลท่ีเป.น Missing Value จำนวน 73 ข@อมูล แสดงการ

เปรียบเทียบระหว>างข@อมูลอนุกรมเวลาฝุMน PM2.5 ของชุดข@อมูลทดสอบท่ีสมบูรณKกับข@อมูลอนุกรม

เวลาฝุMน PM2.5 ที่จำลองให@มี Missing Value ดังรูปท่ี 4.2 หลังการนั้นเลือกเติมข@อมูลด@วยวิธีการ 

Mean, Median, Most-frequency, LOCF, และ TSA ตามลำดับ สำหรับวิธีการเติมข@อมูลด@วย TSA 

กำหนดค>าตัวแปร d และค>าตัวแปร s เท>ากับ 3 ซึ่งเป.นการกำหนดจำนวนวันย@อนหลังและจำนวน

สถานีวัดคุณภาพอากาศภาคพื้นที ่ใช@ร>วมพิจารณาสำหรับเติมข@อมูลที ่ขาดหายไป และประเมิน

ประสิทธิภาพโดยการวัดความถูกต@องของข@อมูลที่เติมผ>านค>าความคลาดเคลื่อน Mean Square 

Error: MSE 

 

 
รูปท่ี 4.2 แสดงเปรียบเทียบข@อมูล PM2.5 ของป� ค.ศ. 2021 ระหว>างข@อมูลท่ีสมบูรณKกับข@อมูลท่ี

จำลองค>า Missing Value 

 

4.1.2 ผลการประเมินประสิทธิภาพของวิธีเติมข1อมูล 

ผลการประเมินประสิทธิภาพของวิธีเติมข@อมูล จากการทดลองพบว>าวิธีเติมข@อมูล

ด@วยเทคนิค TSA ให@ประสิทธิภาพดีที่สุด โดยมีค>าความคลาดเคลื่อน MSE ที่ 8.91 และการเติมข@อมูล
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ด@วยเทคนิค LOCF ให@ประสิทธิภาพท่ีดีรองลงมา โดยมีค>าความคลาดเคลื่อน MSE ที่ 16.09 ส>วนการ

เติมข@อมูลด@วยเทคนิค Mean กับ Median ให@ประสิทธิภาพใกล@เคียงกันท่ีค>า MSE เท>ากับ 29.07 และ 

30.96 ตามลำดับ ส>วนการเติมข@อมูลด@วยเทคนิค Most-frequent ให@ประสิทธิภาพต่ำที่สุด ซึ่งมีค>า

ความคลาดเคลื ่อน MSE เท>ากับ 49.46 แสดงดังตารางที ่ 4.1 ส>วนรูปที ่ 4.3 แสดงกราฟแท>ง

เปรียบเทียบค>าความคลาดเคล่ือนของวิธีการเติมข@อมูลด@วยเทคนิคต>าง ๆ 

 

ตารางท่ี 4.1 ค>าความคลาดเคล่ือน MSE ของแต>ละเทคนิคการเติมข@อมูล 

ลำดับท่ี เทคนิคการเติมข1อมูล MSE 

1 Mean 29.0737 

2 Median 30.9616 

3 Most-Frequency 49.4684 

4 Last Observed Carry Forward 16.0958 

5 Temporal and Spatial Average Value 8.9133 

 

 

 
รูปท่ี 4.3 กราฟแท>งแสดงค>าความคลาดเคล่ือน MSE ของการเติมข@อมูลด@วยเทคนิคต>าง ๆ 

 

ผู@วิจัยมีความเห็นว>า เนื่องจากลักษณะการเคลื่อนไหวหรือการเปลี่ยนแปลงของ

ข@อมูลอนุกรมเวลาฝุMน PM2.5 มีค>าค>อนข@างต่ำ โดยส>วนใหญ>มีการเปล่ียนแปลงค>าข@อมูลอย>างช@า ๆ ทำ

ให@ค>าความสัมพันธKระหว>างข@อมูลท่ีอยู>ติดกันมีค>าสูง จึงทำให@วิธีการเติมข@อมูลท่ีอิงกับข@อมูลในช>วงเวลา

ใกล@เคียงกันกับข@อมูลที่เป.น Missing Value อย>างเทคนิค LOCF และ TSA มีประสิทธิภาพสูงกว>าการ
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เติมข@อมูลด@วยเทคนิคเชิงสถิติอย>าง Mean, Median, และ Most-Frequency รูปที่ 4.4 แสดงกราฟ

ข@อมูลอนุกรมเวลา PM2.5 แก@ป{ญหา Missing Value ผ>านวิธีเติมข@อมูลด@วยเทคนิคต>าง ๆ ตามที่ได@

ทดสอบไปข@างต@น 

 

4.2 ผลประเมินประสิทธิภาพการทดลองขั้นที่หนึ่ง - พัฒนาแบบจำลองอนุกรมเวลา

เดี่ยว 

การทดลองข้ันแรกของงานวิจัยเป.นการพัฒนาแบบจำลองอนุกรมเวลาแบบเชิงเส@นและไม>เชิง

เส@นด@วยแบบจำลองเดี่ยวสำหรับพยากรณKฝุMน PM2.5 ล>วงหน@า โดยเลือกพัฒนาแบบจำลองอนุกรม

เวลาเชิงเส@นที่เป.นแบบจำลองเชิงสถิติ ARIMA และแบบจำลองอนุกรมเวลาไม>เชิงเส@นในกลุ>มของ

แบบจำลองโครงข>ายประสาทเทียม 3 ประเภท ได@แก> 1) แบบจำลองโครงข>ายมาตราฐาน ANN 2) 

แบบจำลองโครงข>ายการเรียนรู@เชิงลึก LSTM และ 3) แบบจำลองโครงข>ายเชิง Fuzzy ANFIS 

4.2.1 ผลประเมินประสิทธิภาพแบบจำลองอนุกรมเวลา ARIMA 

แบบจำลองอนุกรมเวลา ARIMA เป.นแบบจำลองในกลุ>มของ Parametric Model 

ดังนั้น จะต@องมีการกำหนดค>าพารามิเตอรKที่สำคัญของแบบจำลองก>อนการสร@างแบบจำลอง ซ่ึง

ค>าพารามิเตอรKท ี ่สำคัญของแบบจำลองอนุกรมเวลา ARIMA ได@แก> ค >า p, d, และ q โดยท่ี

ค>าพารามิเตอรK p จะเป.นตัวกำหนดเทอมของสมการ AR, ค>าพารามิเตอรK q จะเป.นตัวกำหนดเทอม

ของสมการ MA, และสุดท@ายค>าพารามิเตอรK d เป.นตัวกำหนด Order สำหรับการทำ Data 

Differencing เพื่อให@ชุดข@อมูลอนุกรมเวลาอยู>ในรูปแบบของ Stationary กล>าวคือ สายข@อมูลอนุกรม

เวลาจะไม>มีค>าของแนวโน@มชัดเจน และค>าความแปรปรวนจะค>อนข@างคงท่ีตลอดสายข@อมูล 

ปกติแล@วการหาค>าพารามิเตอรK p, d, และ q ของแบบจำลองอนุกรมเวลา ARIMA 

จะต@องนำชุดข@อมูลอนุกรมเวลามาทำการวิเคราะหKด@วยกราฟ Auto Correlation Function: ACF 

สำหรับพิจารณาหาค>าพารามิเตอรK p ที่เหมาะสม และหาค>าพารามิเตอรK q ที่เหมาะด@วยการวิเคราะหK

กราฟ Partial Auto Correlation Function: PACF สุดท@ายค>าพารามิเตอรK d จะต@องใช@เครื่องมือ

ทางสถิติ เช>น Augmented Dickey–Fuller test เพื ่อทดสอบความเป.น Stationary ของข@อมูล

อนุกรมเวลา จากนั้นพิจารณากำหนดค>าพารามิเตอรK d เพื่อเป.นการระบุ Order สำหรับการทำ Data 

Differencing 

สำหรับงานวิจัยนี้ ได@เลือกใช@เครื่องมือสำหรับการหาค>าพารามิเตอรKของแบบจำลอง

อนุกรมเวลา ARIMA ด@วยวิธีอัตโนมัติจากการใช@ฟ{งกKชัน “auto_arima” ของไลบรารี “pmdarima” 

ในภาษา Python โดยที่ฟ{งกKชัน “auto_arima” จะใช@วิธีการปรับค>าพารามิเตอรK p, d, และ q ด@วย 

Greedy Algorithm และมี Cost Function คือค>า Akaike Information Criterion (AIC) สำหรับ

เป.นเกณฑKในการเลือกชุดพารามิเตอรK p, d, และ q ท่ีเหมาะสมท่ีสุด 
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จากผลการทดลองพบว>าค>าพารามิเตอรKที่เหมาะสมที่สุดสำหรับแบบจำลองอนุกรม

เวลา ARIMA ที่ใช@ข@อมูลฝุMน PM2.5 ของสถานีวัดคุณภาพอากาศ รหัส 30T โดยมีค>าพารามิเตอรK p, 

d, และ q คือ 2, 0, และ 2 ตามลำดับ และมีค>า Coefficient, Intercept, และ Sigma ดังรูปที่ 4.5 

แสดงผลการค@นหาค>าพารามิเตอรKของฟ{งกKชัน “auto_arima” แสดงดังตารางท่ี 4.2 

ผู@วิจัยได@นำข@อมูลฝุMน PM2.5 ของสถานีวัดคุณภาพอากาศรหัส 30T วิเคราะหKพบ

เบื ้องต@นพบว>าค>าของฝุ Mน PM2.5 จะมีค>าสูงในช>วงหน@าแล@งโดยจะมีค>าที ่เริ ่มสูงขึ ้นตั ้งแต>เดือน

พฤศจิกายนและมีค>าสูงท่ีสุดในช>วงปลายเดือนมกราคมและเร่ิมลดลงเม่ือเข@าสู>ฤดูฝน แสดงดังรูปท่ี 4.6 

ส>วนรูปที่ 4.7 แสดงการ Decompose ข@อมูลอนุกรมเวลา ของข@อมูลฝุMน PM2.5 จากรูปพบว>าข@อมูล

ไม>มีแนวโน@ม แต>จะมีฤดูกาลท่ีในช>วงหน@าแล@งจะมีค>าฝุMน PM2.5 สูงในทุก ๆ ป� 

 

ตารางท่ี 4.2 แสดงผลการค@นหาค>าพารามิเตอรK p, d, และ q ของแบบจำลองอนุกรมเวลา 

ARIMA ผ>านฟ{งกKชัน “auto_arima” 

Performing Stepwise Search to Minimize AIC 

ARIMA(p, d, q) Intercept AIC Time (Sec) 

2, 0, 2 / 9302.419 0.91 

0, 0, 0 / 11222.283 0.02 

1, 0, 0 / 9378.323 0.11 

0 ,0 , 1 / 10118.006 0.16 

0, 0, 0  13110.343 0.01 

1, 0, 2 / 9342.923 0.28 

2, 0, 1 / 9361.376 0.44 

3, 0, 2 / 9303.619 1.16 

2, 0, 3 / 9303.512 1.28 

1, 0, 1 / 9369.685 0.17 

1, 0, 3 / 9333.011 0.46 

3, 0, 1 / 9307.775 1.11 

3, 0, 3 / 9306.374 1.07 

2, 0, 2  9310.245 0.26 

 

การทดสอบความเป.น Stationary ของชุดข@อมูลอนุกรมเวลาฝุMน PM2.5 ผู@วิจัยใช@

เครื ่องมือ “adfuller” จากไลบรารี “statsmodels.tsa.stattools” ของภาษา Python โดยได@
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ผลลัพธKจากการทดสอบ ดังนี ้ ค>า ADF เท>ากับ -3.5284, P-Value เท>ากับ 0.0072, และ Critical 

Values ที่ 1%, 5%, และ 10% มีค>าเท>ากับ -3.4339, -2.8631, และ -2.5676 ตามลำดับ โดยแสดง

ค>าดังตารางที ่ 4.3 จากผลสรุปของการทดสอบ Augmented Dickey Fuller Test พบว>าข@อมูล

อนุกรมเวลาฝุMน PM2.5 ของสถานีวัดคุณภาพอากาศรหัส 30T มีความเป.น Stationary ซึ่งสอดคล@อง

กับการกำหนดค>าพารามิเตอรKของแบบจำลองอนุกรมเวลา ARIMA (2, 0, 2) ที ่ได@จากการหา

พารามิเตอรKด@วยฟ{งกKชัน “auto_arima” คือ ได@ค>า d = 0 นั่นแสดงว>าข@อมูลมีความเป.น Stationary 

จึงไม>ต@องทำกระบวนการ Data Differencing 

 
รูปท่ี 4.5 แสดงรายละเอียดของแบบจำลองอนุกรมเวลา ARIMA(2, 0, 2) 

 

ตารางท่ี 4.3 แสดงผลลัพธKของ Augmented Dickey Fuller Test 

No. Name Values 

1 ADF 3.5284 

2 P-Value 0.0072 

3 Number of Lag 20 

4 Number of Observations Used for ADF  

Regression and Critical Values Calculation 
1805 

5 Critical Values: 1% 

5% 

10% 

-3.4339 

-2.8631 

-2.5676 

6 Stationary Yes 
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รูปท่ี 4.6 แสดงกราฟข@อมูลอนุกรมเวลาฝุMน PM2.5 ของสถานี 30T ช>วงป� ค.ศ. 2017 - 2021 

 

 

 
รูปท่ี 4.7 แสดงกราฟ Decompose ข@อมูลอนุกรมเวลาฝุMน PM2.5 ของสถานี 30T 

 

Auto Correlation Function: ACF และ  Partial Auto Correlation Function: 

PACF กราฟ เป.นเครื่องมือที่ใช@วิเคราะหKความสัมพันธKของข@อมูลอนุกรมเวลา และใช@สำหรับพิจารณา

เลือกพารามิเตอรK p และ q ของแบบจำลองอนุกรมเวลา ARIMA รูปภาพที่ 4.8 แสดงกราฟ ACF 

และ PACF ข@อมูลอนุกรมเวลาฝุMน PM2.5ของสถานีวัดคุณภาพอากาศรหัส 30T 
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รูปท่ี 4.8 แสดง ACF และ PACF กราฟ ของข@อมูลอนุกรมเวลาฝุMน PM2.5 ของสถานีวัดคุณภาพ

อากาศรหัส 30T 

 

ผลการวัดประสิทธิภาพการพยากรณKฝุMน PM2.5 ล>วงหน@า ของแบบจำลองอนุกรม

เวลา ARIMA(2, 0, 2) ด@วยมาตรวัดค>าสัมประสิทธิ์การตัดสินใจ R2 และกลุ>มของมาตรวัดค>าความ

คลาดเคลื่อน ได@แก> MAE, MAPE, RMSE, และ %RMSE กับชุดข@อมูลเรียนรู@ และชุดข@อมูลทดสอบ 

ของชุดข@อมูลอนุกรมเวลาฝุMน PM2.5 ได@ผลลัพธK ดังนี้ 1) ผลการวัดประสิทธิภาพของชุดข@อมูลเรียนรู@

ให @ ค > า  R2, MAE, MAPE, RMSE, และ %RMSE เท > าก ับ  0.73, 3.90, 23.54, 5.81, และ 31.76 

ตามลำดับ 2) ผลการวัดประสิทธิภาพของชุดข@อมูลทดสอบให@ค>า R2, MAE, MAPE, RMSE, และ 

%RMSE เท>ากับ 0.79, 3.66, 26.17, 5.42, และ 32.86 ตามลำดับ รูปที่ 4.9 และ 4.10 แสดงกราฟ

ผลการพยากรณKค>าฝุMน PM2.5 ล>วงหน@า ด@วยแบบจำลองอนุกรมเวลา ARIMA(2, 0, 2) ของชุดข@อมูล

เรียนรู@และชุดข@อมูลทดสอบ ตามลำดับ 

4.2.2 ผลประเมินประสิทธิภาพแบบจำลองอนุกรมเวลา ANN 

สำหรับการพัฒนาแบบจำลองอนุกรมเวลาไม>เชิงเส@น ด@วยแบบจำลองโครงข>าย

ประสาทเทียมมาตรฐาน ANN สำหรับพยากรณKฝุMน PM2.5 ล>วงหน@า ผู@วิจัยได@พัฒนาและประเมิน

ประสิทธิภาพแบบจำลองอนุกรมเวลา ANN ด@วยเทคนิค Approximate Search แบบ Trial and 

Error โดยกำหนดพารามิเตอรKของโครงข>ายประสาทเทียม ดังนี้ 1) พิจารณาจำนวน Neural Node 

ตั้งแต> 32 ถึง 256 Node โดยแบ>งเป.นชุดของจำนวน Neural Node ดังนี้ 32, 64, 128, และ 256 

Nodes 2) พิจารณาจำนวนชั้นของ Hidden Layer ตั้งแต> 1 ถึง 4 ชั้น โดยแบ>งทดสอบดังนี้ 1, 2, 

และ 4 ชั้น สำหรับการกำหนดโครงข>ายประสาทเทียมของแบบจำลองอนุกรมเวลา ANN จะพิจารณา

ท้ัง   2  ข@อกำหนดร>วมกัน  จึงทำให@ได@ชุดโครงข>ายประสาทเทียมของแบบจำลองอนุกรมเวลา   ANN 



 

 

59 

 
 

รูปท่ี 4.9 กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ด@วยแบบจำลองอนุกรมเวลาเชิงเส@น 

ARIMA ของชุดข@อมูลเรียนรู@ 

 

 

 
 

รูปท่ี 4.10 กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ด@วยแบบจำลองอนุกรมเวลาเชิงเส@น 

ARIMA ของชุดข@อมูลทดสอบ 
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จะพิจารณาทั้ง 2 ข@อกำหนดร>วมกัน จึงทำให@ได@ชุดโครงข>ายประสาทเทียมของแบบจำลองอนุกรม

เวลา ANN สำหรับทดสอบจำนวน 12 โครงข>าย ในรูปแบบ “ANN_x_y” โดยที่ x คือจำนวน Neural 

Node และ y คือจำนวน Hidden Layer แจกแจงได@ดังนี้ ANN_32_1, ANN_64_1, ANN_128_1, 

ANN_256_1, ANN_16_2, ANN_32_2, ANN_64_2, ANN_128_2, ANN_8_4, ANN_16_4, 

ANN_32_4, และ ANN_64_4 สำหรับจำนวนพารามิเตอรKที่ต@องปรับปรุงค>าของแต>ละแบบจำลอง

อนุกรมเวลา ANN แสดงดังตารางที ่ 4.4 ในส>วนของ Activation Function ของ Neural Node 

ผู@วิจัยเลือกใช@ Rectified Linear Unit function: ReLU ซึ่งเป.น Activation Function ที่กรองเอา

เฉพาะค>าบวกสำหรับนำส>งเป.นข@อมูลออกจาก Neural Node 

 

ตารางท่ี 4.4 แสดงจำนวนพารามิเตอรKปรับค>าได@ของแต>ละแบบจำลองอนุกรมเวลา ANN 

Topology Parameter Topology Parameter 

1-Hidden Layer 

ANN_32_1 161 ANN_64_1 321 

ANN_128_1 641 ANN_256_1 1,281 

2-Hidden Layer 

ANN_16_2 353 ANN_32_2 1,217 

ANN_64_2 4,481 ANN_128_2 17,153 

4-Hidden Layer 

ANN_8_4 257 ANN_16_4 897 

ANN_32_4 3,329 ANN_64_4 12,801 

 

พิจารณาจากกราฟการเรียนรู@ของแต>ละแบบจำลองอนุกรมเวลา ANN ดังรูปที่ 4.11 

โดยที่กำหนดจำนวนรอบการเรียนรู@ที ่ 1,000 รอบ พบว>าแบบจำลองอนุกรมเวลา ANN_32_4 ให@

อัตราการเรียนรู @ด ีที ่ส ุด โดยมีค>าความคลาดเคลื ่อน MSE เท>ากับ 27.02 และผลการประเมิน

ประสิทธิภาพแบบจำลองอนุกรมเวลา ANN แต>ละโครงข>ายทั้งของชุดข@อมูลเรียนรู@และชุดข@อมูล

ทดสอบ ผ>านมาตรวัด R2, MAE, MAPE, RMSE, และ %RMSE ดังตารางที่ 4.5 พบว>าแบบจำลอง

อนุกรมเวลา ANN_32_4 เป.นแบบจำลองที่ให@ประสิทธิภาพโดยรวมดีที่สุดกับชุดข@อมูลเรียนรู@ ส>วนผล

การประเมินประสิทธิภาพแบบจำลองอนุกรมเวลา ANN กับชุดข@อมูลทดสอบพบว>าแบบจำลอง

อนุกรมเวลา ANN_32_2 มีค>าประสิทธิภาพโดยรวมดีที่สุด ดังนั้น การพัฒนาและค@นหาแบบจำลอง

อนุกรมเวลา ANN ที่มีค>าประสิทธิภาพโดยรวมดีที ่สุดสำหรับพยากรณKฝุ Mน PM2.5 ล>วงหน@า คือ

แบบจำลองอนุกรมเวลา ANN_32_2 โดยให@ค>าประเมินประสิทธิภาพผ>านมาตรวัด R2, MAE, MAPE, 
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RMSE, และ %RMSE กับชุดข@อมูลเรียนรู@ ดังน้ี 0.77, 3.64, 21.99, 5.36, และ 29.31 ตามลำดับ และ

ให@ค>าประเมินประสิทธิภาพผ>านมาตรวัด R2, MAE, MAPE, RMSE, และ %RMSE กับชุดข@อมูล

ทดสอบ ดังนี้ 0.78, 3.78, 26.95, 5.65, และ 34.47 ตามลำดับ นอกจากนี้แบบจำลองอนุกรมเวลา 

ANN_32_2 ยังให@ค>า Overfitting ที่ 9.09% และใช@เวลาสำหรับการเรียนรู@ประมาณ 19 นาที รูปท่ี 

4.12 และ 4.13 กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@าด@วยแบบจำลองอนุกรมเวลาไม>เชิง

เส@น ANN_32_2 ของชุดข@อมูลเรียนรู@และชุดข@อมูลทดสอบ ตามลำดับ 

สำหรับการคำนวณค>า Overfitting จะพิจารณาจากความคลาดเคลื่อน RMSE ดัง

สมการท่ี (4-1) (รติพร จันทรKกล่ัน, 2560: 73) 

 

 

𝑂𝑣𝑒𝑟𝑓𝑖𝑡𝑡𝑖𝑛𝑔 = 	 |"#$%!"#$%&"#$%!&'!|
"#$%!"#$%

× 100               (4-1) 

 

 

โดยที ่ 𝑅𝑀𝑆𝐸'()*+ และ 𝑅𝑀𝑆𝐸',-' เป.นค>าความคลาดเคลื ่อน RMSE ของแบบจำลอง

อนุกรมเวลาท่ีกระทำกับชุดข@อมูลเรียนรู@และชุดข@อมูลทดสอบ ตามลำดับ 

 

 
 

รูปท่ี 4.11 กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ด@วยแบบจำลองอนุกรมเวลาไม>เชิงเส@น 

ANN_32_2 ของชุดข@อมูลเรียนรู@ 
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รูปท่ี 4.13 กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ด@วยแบบจำลองอนุกรมเวลาไม>เชิงเส@น 

ANN_32_2 ของชุดข@อมูลทดสอบ 

 

4.2.3 ผลประเมินประสิทธิภาพแบบจำลองอนุกรมเวลา LSTM 

สำหรับการพัฒนาแบบจำลองอนุกรมเวลาไม>เชิงเส@น ด@วยแบบจำลองโครงข>าย

ประสาทเทียมการเรียนรู@เชิงลึก LSTM สำหรับพยากรณKฝุMน PM2.5 ล>วงหน@า ผู@วิจัยได@พัฒนาและ

ประเมินประสิทธิภาพแบบจำลองอนุกรมเวลา LSTM ด@วยเทคนิค Approximate Search แบบ Trial 

and Error โดยกำหนดพารามิเตอรKของโครงข>ายประสาทเทียม ดังน้ี 1) จำนวน Neural Node ต้ังแต> 

16 ถึง 128 โดยแบ>งเป.นชุดของจำนวน Neural Node ดังนี ้  16, 32, 64, และ 128 Nodes 2) 

จำนวนชั้นของ Hidden Layer ตั้งแต> 1 ถึง 4 ชั้น โดยแบ>งทดสอบดังนี้ 1, 2, และ 4 ชั้น สำหรับการ

กำหนดโครงข>ายของแบบจำลองอนุกรมเวลา LSTM จะพิจารณาทั้ง 2 ข@อกำหนดร>วมกัน จึงทำให@ได@

ชุดโครงข>ายประสาทเทียมของแบบจำลองอนุกรมเวลา LSTM สำหรับทดสอบจำนวน 12 โครงข>าย 

ในรูปแบบ “LSTM_x_y” โดยท่ี x คือจำนวน Neural Node และ y คือจำนวน Hidden Layer แจก

แจงได@ดังน้ี LSTM_16_1, LSTM_32_1, LSTM_64_1, LSTM_128_1, LSTM_8_2, LSTM_16_2, 

LSTM_32_2, LSTM_64_2, LSTM_4_4, LSTM_8_4, LSTM_16_4, และ LSTM_32_4 โดยจำนวน

พารามิเตอรKท่ีต@องปรับปรุงค>าของแต>ละโครงข>ายแสดงดังตารางที่ 4.6 สำหรับ Activation Function 

ของ Neural Node ผู @ว ิจัยเลือกใช@ Rectified Linear Unit function: ReLU ซึ ่งเป.น Activation 

Function ท่ีกรองเอาเฉพาะค>าบวกสำหรับนำส>งเป.นข@อมูลออกจาก Neural Node 
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ตารางท่ี 4.6 แสดงจำนวนพารามิเตอรKปรับค>าได@ของแต>ละแบบจำลองอนุกรมเวลา LSTM 

Topology Parameter Topology Parameter 

1-Hidden Layer 

LSTM_16_1 1,169 LSTM_32_1 4,385 

LSTM_64_1 16,9961 LSTM_128_1 66,689 

2-Hidden Layer 

LSTM_8_2 873 LSTM_16_2 3,281 

LSTM_32_2 12,705 LSTM_64_2 49,985 

4-Hidden Layer 

LSTM_4_4 533 LSTM_8_4 1,961 

LSTM_16_4 7,505 LSTM_32_4 29,345 

 

พิจารณาจากกราฟการเรียนรู @ของแต>ละแบบจำลองอนุกรมเวลา LSTM โดยท่ี

กำหนดจำนวนรอบการเรียนรู@ที่ 1,000 รอบ พบว>าแบบจำลองอนุกรมเวลา LSTM_32_2 ให@อัตรา

การเรียนรู@ดีที่สุด โดยมีค>าความคลาดเคลื่อน MSE เท>ากับ 21.10 ดังรูปที่ 4.14 และผลการประเมิน

ประสิทธิภาพแบบจำลองอนุกรมเวลา LSTM แต>ละโครงข>ายทั้งของชุดข@อมูลเรียนรู@และชุดข@อมูล

ทดสอบ ผ>านมาตรวัด R2, MAE, MAPE, RMSE, และ %RMSE ดังตารางที่ 4.7 พบว>าแบบจำลอง

อนุกรมเวลา LSTM_32_2 เป.นแบบจำลองที่ให@ค>าประสิทธิภาพดีที่สุดในทุกมาตรวัดกับชุดข@อมูล

เรียนรู@ แต>หากพิจารณาร>วมกับค>า Overfitting พบว>ามีค>าที่สุดถึง 36.51% ทำให@แบบจำลองอนุกรม

เวลา LSTM_32_2 ไม>เหมาะสมต>อการนำไปใช@งาน ส>วนผลการประเมินประสิทธิภาพแบบจำลอง

อนุกรมเวลา LSTM กับช ุดข @อม ูลทดสอบพบว>าแบบจำลองอนุกรมเวลา LSTM_4_4 ให @ค>า

ประสิทธิภาพดีที่สุดในทุกมาตรวัด และแบบจำลองอนุกรมเวลา LSTM_4_4 ยังให@ค>า Overfitting ท่ี

ต่ำเพียง 8.53% โดยท่ีมีค>าประเมินประสิทธิภาพผ>านมาตรวัด R2, MAE, MAPE, RMSE, และ 

%RMSE กับชุดข@อมูลเรียนรู@ ดังนี้ 0.7853, 3.4781, 20.1383, 5.2168, และ 28.5062 ตามลำดับ 

และให@ค>าประเมินประสิทธิภาพผ>านมาตรวัด R2, MAE, MAPE, RMSE, และ %RMSE กับชุดข@อมูล

ทดสอบ ดังนี้ 0.7743, 3.8332, 25.2997, 5.6619, และ 34.3291 ตามลำดับ รูปที่ 4.15 และ 4.16 

กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@าด@วยแบบจำลองอนุกรมเวลาไม>เชิงเส@น LSTM_4_4 

ของชุดข@อมูลเรียนรู@และชุดข@อมูลทดสอบ ตามลำดับ 

4.2.4 ผลประเมินประสิทธิภาพแบบจำลองอนุกรมเวลา ANFIS 

การพัฒนาแบบจำลองอนุกรมเวลาไม>เชิงเส@น ANFIS เพื่อใช@พยากรณKฝุMน PM2.5 

ล>วงหน@า ผู@วิจัยได@พัฒนาและประเมินประสิทธิภาพแบบจำลองอนุกรมเวลา ANFIS ด@วยเทค- 
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รูปท่ี 4.15 กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ด@วยแบบจำลองอนุกรมเวลาไม>เชิงเส@น 

LSTM_4_4 ของชุดข@อมูลเรียนรู@ 

 

 

 
 

รูปท่ี 4.16 กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ด@วยแบบจำลองอนุกรมเวลาไม>เชิงเส@น 

LSTM_4_4 ของชุดข@อมูลทดสอบ 
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นิค Approximate Search แบบ Trial and Error โดยกำหนดพารามิเตอรKของโครงข>ายที่ต@องการ

ปรับค>า ดังน้ี 1) จำนวนสมาชิกฟ{งกKชัน ที่จำนวน 2, 3, และ 4 ต>อข@อมูลนำเข@า โดยจำนวนสมาชิก

ฟ{งกKชันจะแสดงถึงเกณฑKของระดับข@อมูลนำเข@าในรูปแบบของตัวแปรทางภาษา (Linguistic Value) 

เช>น จำนวนสมาชิกฟ{งกKชันเท>ากับ 2 แสดงระดับข@อมูลนำเข@าฝุMน PM2.5 ในรูปแบบตัวแปรทางภาษา 

คือ {“ระดับปลอดภัย”, “ระดับอันตราย”} หรือ จำนวนสมาชิกฟ{งกKชันเท>ากับ 3 แสดงระดับข@อมูล

นำเข@าฝุMน PM2.5 ในรูปแบบตัวแปรทางภาษา คือ {“ระดับปลอดภัย”, “ระดับมีความเสี่ยง”, “ระดับ

อันตราย”} เป.นต@น และ 2) ชนิดของสมาชิกฟ{งกKชัน ได@แก> Gaussian membership function 

(gaussmf), Generalized bell-shaped membership function (gbellmf), Trapezoidal 

membership function (trapmf), และ Triangular membership function (trimf) สำหรับการ

กำหนดพารามิเตอรKของแบบจำลองอนุกรมเวลา ANFIS จะพิจารณาทั้ง 2 ข@อกำหนดร>วมกัน จึงทำให@

ได@รูปแบบของการกำหนดพารามิเตอรKของแบบจำลองอนุกรมเวลา ANFIS เป.น “ANFIS_x_y” โดยท่ี 

x คือจำนวนสมาชิกฟ{งกKชันต>อข@อมูลนำเข@า และชนิดของสมาชิกฟ{งกKชัน ซึ่งแจกแจงได@ทั้งหมด 12 

รูปแบบ ดังนี้ ANFIS_2_GAUSSMF, ANFIS_2_GBELLMF, ANFIS_2_TRAPMF, ANFIS_2_TRIMF, 

ANFIS_3_GAUSSMF, ANFIS_3_GBELLMF, ANFIS_3_TRAPMF, ANFIS_3_TRIMF, 

ANFIS_4_GAUSSMF, ANFIS_4_GBELLMF, ANFIS_4_TRAPMF, แ ล ะ  ANFIS_4_TRIMF โ ด ย

จำนวนพารามิเตอรKท่ีต@องปรับปรุงค>ารวมถึงจำนวน Fuzzy Rule ของแต>ละแบบจำลองอนุกรมเวลา 

ANFIS แสดงดังตารางที่ 4.8 แบบจำลองอนุกรมเวลา ANFIS ใช@อัลกอริทึม Grid Partition ในการ

กำหนด Fuzzy Rule ผ>านชุดข@อมูลอนุกรมเวลาฝุMน PM2.5 เนื่องจากเป.นอัลกอริทึมที่รองรับ Fuzzy 

Inference System: FIS ในรูปแบบของ Takagi-Sugeno ซึ่งเป.นชนิดของ FIS ที่ใช@ในแบบจำลอง

อนุกรมเวลา ANFIS และใช@กระบวนการเรียนรู@ผ>านชุดข@อมูลเหมือนกับแบบจำลองโครงข>ายประสาท

เทียม คือ Gradient Descent Algorithm 

พิจารณาจากกราฟการเรียนรู@ของแต>ละแบบจำลองอนุกรมเวลา ANFIS ดังรูปท่ี 

4.17 โดยท ี ่กำหนดจำนวนรอบการเ รียนร ู @ท ี ่  1,000 รอบ พบว >าแบบจำลองอน ุกรมเวลา 

ANFIS_4_TRAPMF ให@อัตราการเรียนรู@ดีที่สุด ที่ค>าความคลาดเคลื่อน MSE เท>ากับ 26.47 แต>จาก

การพิจารณาค>า Overfitting จากตารางแสดงผลการประเมินประสิทธิภาพ ตารางที ่ 4.9 พบว>า

แบบจำลองอนุกรมเวลา ANFIS_4_TRAPMF ม ีการ Overfitting ก ับช ุดข @อม ูลท ี ่ส ูงมาก คือ 

1,632.43% จึงทำให@แบบจำลองอนุกรมเวลา ANFIS_4_TRAPMF ไม>เหมาะสมต>อการนำไปใช@งาน

สำหรับพยากรณKฝุMน PM2.5 ล>วงหน@า จากผลการประเมินประสิทธิภาพแบบจำลองอนุกรมเวลาไม>เชิง

เส@น ANFIS กับชุดข@อมูลทดสอบ ผ>านมาตรวัด R2, MAE, MAPE, RMSE, และ %RMSE พบว>า 

แบบจำลองอนุกรมเวลา ANFIS_2_GBELLMF ให@ค >าประสิทธ ิภาพโดยรวมดีท ี ่ส ุด และมีค>า 

Overfitting เพียง 2.13% โดยที ่แบบจำลองอนุกรมเวลา ANFIS_2_GBELLMF ให@ค >าประเมิน
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ประสิทธิภาพผ>านมาตรวัด R2, MAE, MAPE, RMSE, และ %RMSE กับชุดข@อมูลเรียนรู@ ดังนี้ 0.74, 

3.81, 22.96, 5.67, และ 31.03 ตามลำดับ ส>วนกับชุดข@อมูลทดสอบแบบจำลองอนุกรมเวลา 

ANFIS_2_GBELLMF ให@ค >าประเมินประสิทธิภาพผ>านมาตรวัด R2, MAE, MAPE, RMSE, และ 

%RMSE ด ังน ี ้  0.78, 3.81, 26.55, 5.55, และ 33.69 ตามลำด ับ สำหร ับค >า Overfitting ของ

แบบจำลองอนุกรมเวลา ANFIS_2_GBELLMF มีค>าเท>ากับ 2.13% ส>วนเวลาที่ใช@สำหรับการเรียนรู@

ของแบบจำลอง ANFIS_2_GBELLMF ประมาณ 23 วินาที รูปที่ 4.18 และ 4.19 กราฟแสดงผลการ

พยากรณKฝุMน PM2.5 ล>วงหน@าด@วยแบบจำลองอนุกรมเวลาไม>เชิงเส@น ANFIS_2_GBELLMF ของชุด

ข@อมูลเรียนรู@และชุดข@อมูลทดสอบ ตามลำดับ 

 

ตารางท่ี 4.8 แสดงจำนวนพารามิเตอรKปรับค>าได@ของแต>ละแบบจำลองอนุกรมเวลา ANFIS 

 

Topology 

 

 

Trainable 

 

 

Topology 

 

 

Trainable 

 

 

2 Membership Functions 

 

ANFIS_2_GAUSSMF 20 (with 8 rules) ANFIS_2_TRAPMF 56 (with 8 rules) 

 

ANFIS_2_GBELLMF 26 (with 8 rules) ANFIS_2_TRIMF 26 (with 8 rules) 

 

3 Membership Functions 

 

ANFIS_3_GAUSSMF 45 (with 27 rules) ANFIS_3_TRAPMF 114 (with 27 rules) 

 

ANFIS_3_GBELLMF 54 (with 27 rules) ANFIS_3_TRIMF 54 (with 27 rules) 

 

4 Membership Functions 

 

ANFIS_4_GAUSSMF 88 (with 64 rules) ANFIS_4_TRAPMF 304 (with 64 rules) 

 

ANFIS_4_GBELLMF 100 (with 64 rules) ANFIS_4_TRIMF 100 (with 64 rules) 
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รูปท่ี 4.18 กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ด@วยแบบจำลองอนุกรมเวลาไม>เชิงเส@น 

ANFIS_2_GBELLMF ของชุดข@อมูลเรียนรู@ 

 

 

 
 

รูปท่ี 4.19 กราฟแสดงผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ด@วยแบบจำลองอนุกรมเวลาไม>เชิงเส@น 

ANFIS_2_GBELLMF ของชุดข@อมูลทดสอบ 
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4.2.5 ผลเปรียบเทียบประสิทธิภาพแบบจำลองอนุกรมเวลาเด่ียว 

จากการพัฒนาและประเมินประสิทธิภาพแบบจำลองอนุกรมเวลา เพื ่อหา

แบบจำลองอนุกรมเวลาที่มีประสิทธิภาพที่ดีที่สุดสำหรับพยากรณKฝุMน PM2.5 ของแบบจำลองอนุกรม

เวลาเด่ียวท้ังแบบเชิงเส@น (ARIMA) และแบบไม>เชิงเส@น (ANN, LSTM, และ ANFIS) พบว>าพารามิเตอรK

ของแบบจำลองอนุกรมเวลาเดี่ยวที่มีประสิทธิภาพที่สุดของแต>ละแบบจำลอง คือ ARIMA(2, 0, 2) 

ANN_128_1, LSTM_16_4 และ ANFIS_2_GBELLMF 

 

ตารางท่ี 4.10 ตารางเปรียบเทียบประสิทธิภาพแบบจำลองอนุกรมเวลาเด่ียว 

Metric 

Model 

ARIMA ANN LSTM ANFIS 

Train Set 

R2 0.7329 0.7451 0.7351 0.7456 

MAE 3.9074 3.8395 3.7923 3.8150 

MAPE 23.5494 23.5489 21.7317 22.9620 

RMSE 5.8133 5.6848 5.7951 5.6790 

%RMSE 31.7681 31.0635 31.6664 31.0318 

Time N/A 930.1931 5412.6155 26.0240 

Test Set 

R2 0.7931 0.7810 0.7738 0.7825 

MAE 3.6687 3.8556 3.7754 3.8154 

MAPE 26.1751 27.4962 25.1952 26.5537 

RMSE 5.4206 5.5764 5.6674 5.5576 

%RMSE 32.8660 33.8105 34.3625 33.6966 

Overfitting 6.7551 0.4731 2.2034 2.1373 

 

จากตารางที่ 4.10 แสดงผลการประเมินประสิทธิภาพของแบบจำลองอนุกรมเวลา

เชิงเส@นและไม>เชิงเส@นเปรียบเทียบกัน พบว>าแบบจำลองอนุกรมเวลาไม>เชิงเส@น ANN และ LSTM ให@

ประสิทธิภาพดีกว>าแบบจำลองอนุกรมเวลา ARIMA และ ANFIS ในการประเมินกับชุดข@อมูลเรียนรู@ 

ส>วนผลการประเมินประสิทธิภาพกับชุดข@อมูลทดสอบ แบบจำลองอนุกรมเวลาเชิงเส@น ARIMA ให@

ประสิทธิภาพดีที่สุด แต>ก็พบว>ามีค>า Overfitting สูงที่สุดเช>นกัน รูปที่ 4.20 และ 4.21 เป.นกราฟ

เปรียบเทียบผลพยากรณKฝุMน PM2.5 ล>วงหน@าของชุดข@อมูลเรียนรู@และชุดข@อมูลทดสอบ ตามลำดับ 
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หากพิจารณาเร่ืองของเวลาสำหรับการเรียนรู@ในข้ันตอนการสร@างแบบจำลองพบว>าแบบจำลองอนุกรม

เวลาเชิงเส@น ARIMA ไม>ต@องใช@เวลาในส>วนน้ี แต>แบบจำลองอนุกรมเวลาเชิงเส@น ARIMA จะมีข@อจำกัด

ท่ีต@องระบุพารามิเตอรK p, d, และ q ก>อนท่ีสร@างแบบจำลอง ซ่ึงเป.นลักษณะของ Parametric Model 

ส>วนแบบจำลองอนุกรมเวลาไม>เชิงเส@นทั้งสามแบบจำลอง ผลการทดสอบพบว>าแบบจำลองอนุกรม

เวลาไม>เชิงเส@น ANFIS ใช@เวลาสำหรับเรียนรู@น@อยที่สุด ส>วนแบบจำลองอนุกรมเวลาไม>เชิงเส@น LSTM 

ใช@เวลาเรียนรู@มากท่ีสุด โดยคิดเป.น 200 เท>า ของแบบจำลองอนุกรมเวลาไม>เชิงเส@น ANFIS 

 

 
 

รูปท่ี 4.20 กราฟเปรียบเทียบผลพยากรณKฝุMน PM2.5 ล>วงหน@าของแบบจำลองอนุกรมเวลาเชิงเส@น

และไม>เชิงเส@นกับชุดข@อมูลเรียนรู@ 

 

4.3 ผลประเมินประสิทธิภาพการทดลองขั้นที่สอง – พัฒนาแบบจำลองอนุกรมเวลา

ผสม 

4.3.1 พัฒนาและประเมินประสิทธิภาพแบบจำลองผสม 

การทดลองขั้นที่สองของงานวิจัยเป.นการพัฒนาแบบจำลองอนุกรมเวลาแบบผสม

ระหว>างเชิงเส@นและไม>เชิงเส@น โดยการนำแบบจำลองอนุกรมเวลาเชิงเส@น ARIMA ทำงานร>วมกันกับ

แบบจำลองอนุกรมเวลาไม>เชิงเส@น ANFIS เนื่องจากผลจากการทดลองขั้นที่หนึ่งบ>งชี้ว>าแบบจำลอง

อนุกรมเวลาไม>เชิงเส@น ANFIS ให@ประสิทธิภาพโดยรวมดีกว>าแบบจำลองอนุกรมเวลาไม>เชิงเส@น ANN 

และ LSTM โดยเฉพาะอย>างย่ิงเม่ือพิจารณาเร่ืองของเวลาในการเรียนรู@ของแบบจำลองเป.นสำคัญ 
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การนำแบบจำลองอนุกรมเวลาเชิงเส@น ARIMA และแบบจำลองอนุกรมเวลาไม>เชิง

เส@น ANFIS มาทำงานร>วมกันเป.นแบบจำลองอนุกรมเวลาผสม โดยใช@หลักของการนำผลลัพธKที่ได@จาก

การพยากรณKของแบบจำลองอนุกรมเวลาเชิงเส@น ARIAM (ซึ่งเสมือนกับการได@ความสัมพันธKเชิงเส@น

ของข@อมูลอนุกรมเวลา) มาใช@เป.นข@อมูลนำเข@าแบบจำลองอนุกรมเวลาไม>เชิงเส@น ANFIS เพื่อเพ่ิม

ประสิทธิภาพผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ซึ่งเป.นการคำนึงถึงความสัมพันธKแบบเชิงเส@นและ

ไม>เชิงเส@นของข@อมูลอนุกรมเวลา แสดงดังรูปท่ี 4.22 

 

 

 
 

รูปท่ี 4.21 กราฟเปรียบเทียบผลพยากรณKฝุMน PM2.5 ล>วงหน@าของแบบจำลองอนุกรมเวลาเชิงเส@น

และไม>เชิงเส@นกับชุดข@อมูลทดสอบ 

 

การทดลองขั ้นที ่สอง จะทดสอบการนำพัฒนาแบบจำลองอนุกรมเวลาผสม 3 

รูปแบบ ดังนี้ แบบที่ 1 ใช@ผลการพยากรณKจากแบบจำลองอนุกรมเวลาเชิงเส@น ARIMA เป.นหนึ่งใน

ข@อมูลนำเข@าแบบจำลองอนุกรมเวลาไม>เชิงเส@น ANFIS แบบที่ 2 ใช@ค>าความคลาดเคลื่อน (Error หรือ 

Residual) จากการพยากรณKของแบบจำลองอนุกรมเวลาเชิงเส@น ARIMA เป.นหนึ่งในข@อมูลนำเข@า

แบบจำลองอนุกรมเวลาไม>เชิงเส@น ANFIS และ แบบที่ 3 ใช@ทั้งสองข@อมูลคือผลการพยากรณKและ

ความคลาดเคลื่อนของผลพยากรณKจากแบบจำลองอนุกรมเวลาเชิงเส@น ARIAM เป.นหนึ่งในข@อมูล

นำเข@าแบบจำลองอนุกรมเวลาไม>เชิงเส@น ANFIS 
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ตารางท่ี 4.11 ตารางเปรียบเทียบประสิทธิภาพแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS 

Metric 

ARIMA-ANFIS 

Type1 

(y'ARIMA) 

Type2 

(error) 

Type3 

(y’ARIMA + error) 

Train Set 

R2 0.7604 0.8078 0.8269 

MAE 3.7330 3.4937 3.3720 

MAPE 22.5967 22.4431 21.9067 

RMSE 5.5107 4.9358 4.6846 

%RMSE 30.1123 26.9709 25.5983 

Learning (s) 41.8711 41.7565 92.0241 

Test Set 

R2 0.7601 0.8096 0.7740 

MAE 3.9357 3.4483 3.5891 

MAPE 26.3186 25.5670 25.5365 

RMSE 5.8372 5.1995 5.6649 

%RMSE 35.3921 31.5252 34.3473 

Overfitting 5.9251 5.3414 20.9255 

 

 
รูปท่ี 4.22 แสดงโครงสร@างของแบบจำลองอนุกรมเวลาผสม 

 

ซึ่งแบบจำลองอนุกรมเวลาเชิงเส@นและไม>เชิงเส@นต@นแบบที่นำมาใช@ร>วมกันเพ่ือ

ทำงานแบบอนุกรมเวลาผสมจะเลือกแบบจำลองอนุกรมเวลาเด่ียวที่มีประสิทธิภาพดีที่สุดผ>านการ
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ทดสอบขั้นที่หนึ่ง ผลการพัฒนาและประเมินประสิทธิภาพการพยากรณKฝุMน PM2.5 ล>วงหน@า ของท้ัง

สามแบบจำลองอนุกรมเวลาผสม แสดงดังตารางท่ี 4.11 

ผลการทดสอบแบบจำลองอนุกรมเวลาผสมระหว>างแบบจำลองอนุกรมเวลาเชิงเส@น 

ARIMA กับแบบจำลองอนุกรมเวลาไม>เชิงเส@น ANFIS พบว>า แบบจำลองอนุกรมเวลาผสมรูปแบบที่ 3 

ให@ประสิทธิภาพสำหรับพยากรณKฝุMน PM2.5 ล>วงหน@าในชุดข@อมูลเรียนรู@ดีที่สุดในทุกมาตรวัด แต>

พบว>าแบบจำลองอนุกรมเวลาผสมรูปแบบที่ 3 มีค>า Overfitting ที่สูงถึง 20.92% อีกทั้งยังใช@เวลาใน

ข้ันตอนเรียนรู@สูงท่ีสุด คือ 92.02 วินาที ส>วนแบบจำลองอนุกรมเวลาผสมรูปแบบท่ี 2 ให@ประสิทธิภาพ

การพยากรณKฝุMน PM2.5 ล>วงหน@า ในชุดข@อมูลทดสอบดีที่สุด และยังมีค>า Overfitting ต่ำที่สุดเช>นกัน 

ส>วนระยะเวลาในขั้นตอนการเรียนรู@พบว>าแบบจำลองอนุกรมเวลาผสมแบบที่ 2 ใช@เวลาสำหรับเรียนรู@

ข@อมูลที่ 41.75 วินาที รูปที่ 4.23 แสดงกราฟการเรียนรู@ของแบบจำลองอนุกรมเวลาผสมในแต>ละ

รูปแบบ ส>วนรูปที่ 4.24 และ 4.25 แสดงกราฟเปรียบเทียบผลการพยากรณKฝุMน PM2.5 ล>วงหน@า ของ

แบบจำลองอนุกรมเวลาผสมในแต>ละรูปแบบของชุดข@อมูลเรียนรู@และชุดข@อมูลทดสอบ ตามลำดับ 

 

 
(a) 

 

 
(b) 
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(c) 

 

 

รูปท่ี 4.23 แสดงกราฟการเรียนรู@ของแบบจำลองอนุกรมเวลาผสม (a) แบบท่ี 1, (b) แบบท่ี 2, และ 

(c) แบบท่ี 3 

 

 

 
 

รูปท่ี 4.24 กราฟเปรียบเทียบผลพยากรณKฝุMน PM2.5 ล>วงหน@าของแบบจำลองอนุกรมเวลาผสมกับชุด

ข@อมูลเรียนรู@ 
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รูปท่ี 4.25 กราฟเปรียบเทียบผลพยากรณKฝุMน PM2.5 ล>วงหน@าของแบบจำลองอนุกรมเวลาผสมกับชุด

ข@อมูลเรียนรู@ 

 

4.3.2 ปรับปรุงประสิทธิภาพแบบจำลองอนุกรมเวลาผสม 

แบบจำลองอนุกรมเวลาผสมแบบที่ 2 คือ นำค>าความคลาดเคลื่อน (Error หรือ 

Residual) จากผลการพยากรณKของแบบจำลองอนุกรมเวลาเชิงเส@น ARIMA เป.นหนึ่งในข@อมูลนำเข@า

แบบจำลองอนุกรมเวลาไม>เช ิงเส@น ANFIS มาปรับปรุงประสิทธิภาพต>อด@วยการใช@ Global 

Optimization เพื ่อปรับปรุงค>าพารามิเตอรK Antecedent และ Consequent สำหรับงานวิจัยน้ี

เลือกใช@ Metaheuristic Algorithm ที่เป.นแบบ Population Based ได@แก> GA และ PSO โดยการ

กำหนดค>าพารามิเตอรKของ GA และ PSO Algorithm แสดงดังตารางท่ี 4.12 

 

ตารางท่ี 4.12 แสดงค>าพารามิเตอรKของ Global Optimization 

GA PSO 

Population Size 128, 256, 512, 

1024 

Swarm Size 128, 256, 512, 

1024 

Selection Roulette Self-adjust 1 

Crossover Two-point Social-adjust 1 

Mutation Rate 0.1 Inertia Rate [0.1, 1.1] 

Epoch 1000 Epoch 1000 
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ผลประเมินประสิทธิภาพจาการทดลองปรับปรุงค>าพารามิเตอรKของแบบจำลอง

อนุกรมเวลาผสม ด@วยกระบวนการ Global Optimization พบกว>าแบบจำลองอนุกรมเวลาผสมมี

ประสิทธิภาพการพยากรณKฝุMน PM2.5 ล>วงหน@า ดีขึ้นประมาณ 7.58% โดยคำนวณผ>านสมการที่ (4-

2) (รติพร จันทรKกลั่น, 2560: 72) เมื่อทดสอบกับชุดข@อมูลทดสอบแต>ต@องแลกกับเวลาที่ใช@ในขั้นตอน

การเรียนรู@ที่สูงขึ้น โดยที่แบบจำลองอนุกรมเวลาผสมที่ปรับปรุงประสิทธิภาพด@วย PSO อัลกอริทึม ท่ี

กำหนดจำนวน Swarm เท>ากับ 256 ให@ประสิทธิภาพโดยรวมดีที่สุดผ>านมาตรวัด R2, MAE, MAPE, 

RMSE, และ %RMSE กับชุดข@อมูลเรียนรู @ ดังนี ้ 0.79, 3.54, 22.64, 5.11, และ 27.94 ตามลำดับ 

ส>วนกับชุดข@อมูลทดสอบให@ค>าประเมินประสิทธิภาพผ>านมาตรวัด R2, MAE, MAPE, RMSE, และ 

%RMSE ดังนี้ 0.83, 3.38, 25.19, 4.80, และ 28.74 ตามลำดับ สำหรับค>า Overfitting มีค>าเท>ากับ 

4.08% ส>วนเวลาที่ใช@สำหรับการเรียนรู@ของแบบจำลองอนุกรมเวลาผสมที่ปรับปรุงประสิทธิภาพด@วย 

PSO อัลกอริทึม ที่กำหนดจำนวน Swarm เท>ากับ 256 ประมาณ 72 นาที เปรียบเทียบดังตารางท่ี 

4.13 และรูปที่ 4.26 แสดงกราฟการเรียนรู@ของแบบจำลองอนุกรมเวลาผสมที่ปรับปรุงด@วย GA และ 

PSO อัลกอริทึม จากรูปของกราฟการเรียนรู @แสดงให@เห็นว>า เมื ่อกำหนดขนาดของคำตอบ คือ 

Population และ Swarm มีค>าต่ำกว>า 256 จะทำให@ผลการปรับปรุงประสิทธิภาพแบบจำลองอนุกรม

เวลาผสมอาจจะไม>ได@ดีท่ีสุด เม่ือกำหนดจำนวนรอบการเรียนรู@ท่ี 1,000 รอบ 

 

𝑆𝑝𝑒𝑒𝑑𝑢𝑝 = |#./,0'!(&#./,0$)*|
#./,0'!(

× 100               (4-2) 

 

โดยที่ 𝑀𝑜𝑑𝑒𝑙-'/ คือแบบจำลองอนุกรมเวลาก>อนปรับปรุง 𝑀𝑜𝑑𝑒𝑙*12 และ คือ

แบบจำลองอนุกรมเวลาหลังการปรับปรุง 

รูปที่ 4.27 และ 4.28 แสดงกราฟเปรียบเทียบผลพยากรณKฝุMน PM2.5 ล>วงหน@าของ

แบบจำลองอนุกรมเวลาผสมที่ปรับปรุงด@วย GA และ PSO โดยกำหนดขนาดของคำตอบเท>ากับ 256 

กับชุดข@อมูลเรียนรู@และชุดข@อมูลทดสอบ ตามลำดับ 

 

4.4 ผลประเมินประสิทธิภาพการพยากรณNฝุPน PM2.5 ในรูปแบบดัชนีความรุนแรง 

การรายงานค>าฝุMน PM2.5 ส>วนใหญ> หน>วยงานที่รับผิดชอบหรือหน>วยงานที่เกี่ยวข@อง เช>น 

กรมควบคุมมลพิษ กรมอุตุนิยมวิทยา หรือหน>วยงานสากลอย>าง World Air Quality Index Project 

จะรายงานค>าฝุMน PM2.5 เป.น ค>าดัชนีความรุนแรง เพราะเป.นการสื่อความหมายที่ทำให@ประชาชน

เข@าใจได@ง>ายกว>าการรายงานเป.นค>าตัวเลข ดังนั้น สำหรับการรายงานฝุMน PM2.5 ตามดัชนีความ

รุนแรงจะต@องเปรียบเทียบค>าฝุMน PM2.5 ที่ตรวจวัดได@ผ>านตารางแสดงระดับความรุนแรงของค>าฝุMน 

PM2.5 ดังตารางท่ี 4.14 
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รูปท่ี 4.27 กราฟเปรียบเทียบผลพยากรณKฝุMน PM2.5 ล>วงหน@าของแบบจำลองอนุกรมเวลาผสมท่ี

ปรับปรุงด@วย Global Optimization กับชุดข@อมูลเรียนรู@ 

 

 

 
 

รูปท่ี 4.28 กราฟเปรียบเทียบผลพยากรณKฝุMน PM2.5 ล>วงหน@าของแบบจำลองอนุกรมเวลาผสมท่ี

ปรับปรุงด@วย Global Optimization กับชุดข@อมูลทดสอบ 
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ตารางท่ี 4.14 แสดงดัชนีระดับความรุนแรงของฝุMน PM2.5 (เฉล่ีย 24 ช่ัวโมงต>อเน่ือง)(1) 

ระดับท่ี PM2.5 สีท่ีใช1 ความหมาย 

1 0 - 25 ฟ®า คุณภาพอากาศดีมาก 

2 26 - 37 เขียว คุณภาพอากาศดี 

3 38 - 50 เหลือง ปานกลาง 

4 51 - 90 ส@ม เร่ิมมีผลกระทบต>อสุขภาพ 

5 > 91 แดง มีผลกระทบต>อสุขภาพ 
(1)หมายเหตุ ข@อมูลจากกรมควบคุมมลพิษ (http://air4thai.pcd.go.th/webV3/#/AQIInfo) 

 

 
 

รูปท่ี 4.29 แสดงข@อมูลอนุกรมเวลาฝุMน PM2.5 ในรูปแบบของดัชนีความรุนแรง 

 

การประเมินประสิทธิภาพการพยากรณKฝุMน PM2.5 ล>วงหน@า ในรูปแบบดัชนีความรุนแรงของ

งานวิจัยนี้ จะแปลงข@อมูลค>าฝุMน PM2.5 ที่พยากรณKได@เป.นค>าดัชนีความรุนแรงตามตารางที่ 4.14 

จากนั้นเปรียบเทียบกับค>าจริงของฝุMน PM2.5 ที่แปลงข@อมูลเป.นค>าดัชนีความรุนแรง เช>นกัน เพ่ือ

คำนวณเป.นค>าความแม>นยำของผลการพยากรณK 

ผลการประเมินจากการนำแบบจำลองอนุกรมเวลาผสมที่ปรับปรุงประสิทธิภาพด@วย PSO 

อัลกอริทึมมาพยากรณKฝุMน PM2.5 ล>วงหน@าในชุดข@อมูลทดสอบ (ของข@อมูลฝุMน PM2.5 ป� ค.ศ. 2021) 
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ที่พิจารณาเป.นดัชนีความรุนแรง มีความถูกต@องอยู>ที่ 87.39% รูปที่ 4.29 แสดงผลการแปลงข@อมูล

อนุกรมเวลาฝุMน PM2.5 ในป� ค.ศ. 2021 จากข@อมูลค>าฝุMน PM2.5 เป.นข@อมูลดัชนีระดับความรุนแรง 



 

 

บทที่ 5 

สรุปผลการวิจัยและข7อเสนอแนะ 
 

ป#ญหามลพิษทางอากาศเป2นป#ญหาที่มีความสำคัญ เพราะส=งผลกระทบโดยตรงต=อคุณภาพ

ชีวิตของประชาชนโดยกวIาง โดยเฉพาะมลพิษทางอากาศในเขตเมืองใหญ= และเขตเมืองอุตสาหกรรม 

โดยเฉพาะอย=างยิ่งป#ญหาฝุOน PM2.5 ซึ่งมีความอันตรายต=อระบบทางเดินหายใจของมนุษยXและเป2น

สาเหตุใหIเกิดการเสียชีวิตก=อนวัยอันควรจากโรครIายต=าง ๆ เช=น โรคมะเร็งปอด โรคหัวใจลIมเหลว

เฉียบพลัน หรือโรคหลอดเลือดสมอง เป2นตIน ดังน้ัน การรับทราบขIอมูลของฝุOน PM2.5 แบบทันท=วงที

และแบบล=วงหนIา นั้นเป2นสิ่งที่สำคัญต=อการบริหารจัดการกับป#ญหาฝุOน PM2.5 อย=างยิ่ง งานวิจัยนี้จึง

มุ=งพัฒนาแบบจำลองที่มีประสิทธิภาพสำหรับพยากรณXฝุOน PM2.5 ล=วงหนIาดIวยกระบวนการเรียนรูI

ของเครื ่อง โดยการนำเสนออัลกอริทึมแบบใหม=ที ่เป2นการผสมระหว=างอัลกอริทึมแบบเชิงเสIน 

Autoregressive Integrated Moving Average: ARIMA กับอัลกอริทึมแบบไม=เชิงเสIน Adaptive 

Neuro-Fuzzy Inference System: ANFIS โดยใชIชุดขIอมูลทดสอบจริงของค=าฝุOน PM2.5 จังหวัด

ระยอง 

 

5.1 สรุปขั้นตอนการดำเนินงานวิจัย 

งานวิจัยนี้มีความประสงคXที่จะช=วยสรIางเครื่องมือแบบจำลองทางคณิตศาสตรXสำหรับใชI

พยากรณXค=าฝุOน PM2.5 ล=วงหนIา เพื่อนำขIอมูลฝุOน PM2.5 จากผลพยากรณXไปใชIประโยชนXต=อการ

รับมือและวางแผนจัดการป#ญหาฝุOน PM2.5 ต=อไป โดยงานวิจัยนี้ไดIพัฒนาแบบจำลองอนุกรมเวลา

ผสมระหว=างแบบจำลองอนุกรมเวลาเชิงเสIน ARIMA กับแบบจำลองไม=เช ิงเสIน ANFIS ผ=าน

กระบวนการเรียนรูIของเคร่ือง โดยไดIดำเนินงานวิจัย เป2นลำดับข้ันตอนดังน้ี 

1) ศึกษาป#ญหามลพิษทางอากาศและผลกระทบ โดยเฉพาะอย=างยิ่งป#ญหามลพิษทางอากาศ

ท่ีเกิดจากฝุOน PM2.5 ท้ังท่ีเป2นขIอมูลในประเทศไทย และต=างประเทศ 

2) ปริทัศนXวรรณกรรมที่เกี่ยวขIองกับการพยากรณXขIอมูลอนุกรมเวลา โดยเฉพาะอย=างย่ิง

วรรณกรรมท่ีเก่ียวขIองกับการพยากรณXฝุOน PM10 และ PM2.5 ล=วงหนIา 

3) ศึกษาการพัฒนาแบบจำลองอนุกรมเวลาผ=านกระบวนการเรียนรู Iของเครื ่อง ดIวย

อัลกอริทึมแบบต=าง ๆ ไดIแก= แบบจำลองอนุกรมเวลาเชิงเสIนดIวยอัลกอริทึม ARIMA และแบบจำลอง

อนุกรมเวลาไม=เชิงเสIนดIวยอัลกอริทึมกลุ=มโครงข=ายประสาทเทียม คือ Artificial Neural Network: 

ANN, Long Short-Term Memory: LSTM, และ ANFIS 
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4) ออกแบบการทดสอบและพัฒนาแบบจำลองอนุกรมเวลาผสมสำหรับพยากรณXฝุOน PM2.5 

ล=วงหนIา ดIวยชุดขIอมูล PM2.5 ของจังหวัดระยอง จากนั้นปรับปรุงแบบจำลองอนุกรมเวลาผสมดIวย

การปร ับค =า Hyperparameter ผ =านการทำ Optimization ด Iวย Metaheuristic Algorithm – 

Genetic Algorithm: GA และ Particle swarm optimization: PSO 

5) ทดสอบประเมินประสิทธิภาพของแบบจำลองอนุกรมเวลาผสม ดIวยมาตรวัดสัมประสิทธ์ิ

การตัดสินใจ (Coefficient of Determination: R2), มาตรวัดความคลาดเคลื่อน Mean Absolute 

Error: MAE, มาตรวัดความคลาดเคลื ่อน Mean Absolute Percentage Error: MAPE, มาตรวัด

ความคลาดเคล่ือน Root Mean Square Error: RMSE, และมาตรวัดความคลาดเคล่ือน Percentage 

Root Mean Square Error: %RMSE นอกจากนี้ ยังไดIนำค=า Overfitting และระยะเวลาในขั้นตอน

การเรียนรูIของแบบจำลองอนุกรมเวลามาพิจารณาร=วมดIวย 

 

5.2 สรุปผลการวิจัย 

การศึกษาและพัฒนาแบบจำลองอนุกรมเวลาผสมระหว=างแบบจำลองอนุกรมเวลาเชิงเสIน

และไม=เชิงเสIนสำหรับพยากรณXฝุOน PM2.5 โดยส=วนแรกเป2นการเตรียมขIอมูลอนุกรมเวลาฝุOน PM2.5 

ซึ ่งงานวิจัยนี ้ไดIเลือกใชIวิธีการเติมขIอมูล Missing Value ดIวยเทคนิค Temporal and Spatial 

Average Value: TSA จากผลการประเมินประสิทธิภาพ พบกว=ามีประสิทธิภาพดีกว=าการเติมขIอมูล 

Missing Value ดIวยเทคนิคทางสถิติ ไดIแก= เติมขIอมูลดIวยค=าเฉล่ีย (Mean) เติมขIอมูลดIวยค=ามัธยฐาน 

(Median) และเติมขIอมูลดIวยค=านิยม (Most-frequency) โดยใหIประสิทธิภาพดีกว=าอย=างนIอยท่ี 

20.16 MSE  

สำหรับการพัฒนาแบบจำลองอนุกรมเวลาเดี่ยว - พบว=าค=าพารามิเตอรX p, d, และ q ที่ดี

ที่สุดของแบบจำลองอนุกรมเวลา ARIMA คือ ARIMA(2, 0, 2) ส=วนในกลุ=มแบบจำลองอนุกรมเวลาไม=

เชิงเสIน จากผลการทดลองพบว=าแบบจำลองอนุกรมเวลาไม=เชิงเสIน ANN, LSTM, และ ANFIS ท่ีใหIผล

ประเมินประสิทธิภาพดีที ่สุด คือ ANN_32_2, LSTM_4_4, และ ANFIS_2_GBELLMF ตามลำดับ 

โดยที่แบบจำลองอนุกรมเวลาไม=เชิงเสIนที่มีประสิทธิภาพโดยรวมดีที่สุด สำหรับพยากรณXฝุOน PM2.5 

คือ ANFIS_2_GBELLMF โดยเฉพาะอย=างยิ่งประสิทธิภาพดIานเวลาการเรียนรูIขIอมูล แบบจำลอง

อนุกรมเวลาไม=เชิงเสIน ANFIS_2_GBELLMF ใชIเวลาในระดับวินาทีเท=านั ้น ต=างจากแบบจำลอง

อนุกรมเวลาไม=เชิงเสIน ANN_32_2 และ LSTM_4_4 ซ่ึงใชIเวลาในระดับนาทีและช่ัวโมงสำหรับเรียนรูI

ขIอมูล ตามลำดับ 

การพัฒนาแบบจำลองอนุกรมเวลาผสมดIวยแบบจำลองอนุกรมเวลาเชิงเสIนและไม=เชิงเสIน – 

งานวิจัยนี้ไดIพัฒนาแบบจำลองอนุกรมเวลาผสมดIวยแบบจำลองอนุกรมเวลาเชิงเสIน ARIMA(2, 0, 2) 

กับแบบจำลองอนุกรมเวลาไม=เชิงเสIน ANFIS_2_GBELLMF โดยเรียกแบบจำลองอนุกรมเวลาผสมน้ี



 

 

89 

ว=า ARIMA-ANFIS ผลจากการประเมินประสิทธิภาพพบว=า แบบจำลองอนุกรมเวลาผสม ARIMA-

ANFIS ที่ใชIค=า Residual จากผลการพยากรณXของอนุกรมเวลาเชิงเสIน ARIMA เป2นหนึ่งในขIอมูลขIาว

ของอนุกรมเวลาไม=เชิงเสIน ANFIS ใหIประสิทธิภาพดีที่สุด (ในบทที่ 4 จะอIางอิงตามอนุกรมเวลาผสม 

ARIMA-ANFIS แบบที่ 2) โดยที่แบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS จะมีประสิทธิภาพดีกว=า

แบบจำลองอนุกรมเวลาเด่ียวอย=างนIอยท่ีสุด 4.08% 

หลังจากนั้นงานวิจัยนี้ไดIปรับปรุงประสิทธิภาพแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS 

ผ=านกระบวนการ Hyperparameter Optimization ดIวยอัลกอริทึม GA และ PSO ผลการปรับปรุง

ประสิทธิภาพพบกว=าแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS ที่ปรับปรุงดIวยอัลกอริทึม PSO ใหI

ประสิทธิภาพเพิ่มขึ้นโดยรวมดีที่สุดที่ 7.85% แต=ตIองแลกกับเวลาที่ใชIเรียนรูIขIอมูลของแบบจำลอง

อนุกรมเวลาผสมหลายเท=าตัว 

สำหรับการประเมินผลสุดทIายของงานวิจัยนี ้ เป2นการประเมินผลผ=านการพยากรณXฝุOน 

PM2.5 ล=วงหนIาดIวยค=าดัชนีความรุนแรง ซึ่งเป2นการรายงานผลในรูปแบบมาตราฐานของหน=วยงานท่ี

รับผิดชอบเกี ่ยวกับมลพิษทางอากาศ ทั ้งในและต=างประเทศ จากผลการประเมินประสิทธิภาพ

แบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS (PSO) ในการพยากรณXดัชนีความรุนแรงของฝุOน PM2.5 

ล=วงหนIา พบว=ามีความถูกตIองเฉล่ียท่ี 87.39% 

 

5.3 ป=ญหาและขBอเสนอแนะ 

การพัฒนาแบบจำลองอนุกรมเวลาสำหรับพยากรณXขIอมูลล=วงหนIา ความสมบูรณXของชุด

ขIอมูลอนุกรมเวลานั้นมีความสำคัญมากต=อประสิทธิภาพของแบบจำลองอนุกรมเวลา สำหรับงานวิจัย

นี้พบป#ญหาเรื ่องความไม=สมบูรณXของขIอมูลที่มีขIอมูล Missing Value ประมาณรIอยละ 6.4 และ 

Missing Value จะเป2นช=วงติดต=อกัน จำเป2นที่จะตIองใหIความสำคัญ ซึ่งงานวิจัยนี้ไดIใชIวิธีการเติม

ขIอมูลดIวยเทคนิค TSA 

แบบจำลองอนุกรมเวลาเช ิงเส Iน ARIMA เป2นแบบจำลองอนุกรมเวลาทางสถิต ิท ี ่ มี

ประสิทธิภาพสูง ใหIผลการพยากรณXที่แม=นยำไม=ต=างจากแบบจำลองอนุกรมเวลาอ่ืน ๆ แต=มีจุดดIอย

เร ื ่องการใช Iงาน เน ื ่องจากเป 2นแบบจำลองประเภท Parametric Model ท ี ่จะต Iองกำหนด

ค=าพารามิเตอรXที ่สำคัญ 3 ค=า ไดIแก= p, d, และ q ปกติการหาค=าที่เหมาะสมของชุดพารามิเตอรX

ดังกล=าว จะตIองใชIกระบวนการวิเคราะหXขIอมูลผ=าน Auto Correlation Function: ACF และ Partial 

Autocorrelation Function: PACF ร=วมถึงตIองวิเคราะหXความเป2น Stationary ของชุดขIอมูลอนุกรม

เวลาอีกดIวย สำหรับงานวิจัยนี้ไดIเลือกใชIวิธีการหาค=าพารามิเตอรX p, d, และ q ของแบบจำลอง

อนุกรมเวลา ARIMA ผ=าน Auto Function ของภาษา Python ซ่ึงอาจจะส=งผลใหIไม=ไดIค=าพารามิเตอรX 

p, d, และ q ท่ีเหมาะสมท่ีสุด แต=ส=งผลใหIมีความสะดวกและใชIเวลาดำเนินงานเร็วข้ึน 
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จากผลการพยากรณXฝุOน PM2.5 ล=วงหนIา ของแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS 

(PSO) กับชุดขIอมูลทดสอบ ซึ่งมีช=วงเวลา 1 ป� พบว=าแบบจำลองอนุกรมเวลาที่นำเสนอใหIผลการ

พยากรณXที่ดีในช=วงฤดูฝน ซึ่งเป2นช=วงเวลาที่มีค=าปริมาณฝุOน PM2.5 ต่ำและมีความผันผวนนIอย แต=

เมื่อแบบจำลองอนุกรมเวลาที่นำเสนอพยากรณXฝุOน PM2.5 ในหนIาแลIง ซึ่งเป2นช=วงเวลาที่ปริมาณฝุOน 

PM2.5 มีค=าสูงและค=อนขIางมีความผันผวน กลับพบค=าความคลาดเคลื่อนที่สูงขึ้น แสดงใหIเห็นว=า

แบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS (PSO) ยังมีจุดที่ตIองปรับปรุงอยู= โดยทางผูIวิจัยแนะนำ

แนวทางโดยการเพ่ิมขIอมูลเรียนรูIที่เกี่ยวขIองกับช=วงเวลา เช=น ขIอมูลฤดูกาล หรือขIอมูลของเดือน เป2น

ตIน อีกแนวทางหน่ึง คือ พัฒนาแบบจำลองอนุกรมเวลาผสม ARIMA-ANFIS (PSO) สองแบบจำลอง 

โดยแบบจำลองอนุกรมเวลาผสมที่หนึ่ง สำหรับพยากรณXฝุOน PM2.5 ช=วงที่มีค=าสูง (ช=วงหนIาแลIง) และ

แบบจำลองอนุกรมเวลาผสมท่ีสอง สำหรับพยากรณXฝุOน PM2.5 ช=วงท่ีมีปริมาณค=าต่ำ (ช=วงหนIาฝน) 

งานศึกษาวิจัยในอนาคตจะศึกษาและนำกระบวนการสำหรับการเตรียมขIอมูลอนุกรมเวลาฝุOน 

PM2.5 ท่ีมีประสิทธิภาพเพ่ือขยายงานใหIครอบคุมจังหวัดอ่ืน ๆ ของประเทศไทย 
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1. โปรแกรมสำหรับพัฒนาแบบจำลองอนุกรมเวลา ARIMA สำหรับพยากรณ@ฝุBน 

PM2.5 ลFวงหนGา ดGวยภาษา Python 
 

############################### BEGIN ARIMA ################################ 

from IPython.display import display, HTML 

display(HTML("<style>.container { width:90% !important; }</style>")) 

 

import pandas as pd 

import numpy as np 

import matplotlib.pyplot as plt 

plt.rcParams["font.family"] = "Times New Roman" 

 

method = "ARIMA" 

city = "RAYONG" 

pm_type = "PM2dot5" 

 

## Load dataset 

working_path = "/home/anupong/works/2022-trimester-0265/thesis/" 

file_name = pm_type + "_" + city + "_" + method + "_DATASET.csv" 

data_path = working_path + "dataset/" + pm_type + "/csv/use/" + city + "/" + method + "/" 

pm_data = data_path + file_name 

missing_values = ["n/a", "na", "--", "null", "?"] 

data = pd.read_csv(pm_data, na_values = missing_values) 

print("\nMissing values: \n", data.isnull().sum() + data.isna().sum()) #Check missing values 

print("\nData Size: ", len(data)) 

 

## Set time index to dataframe 

data["Date"] = pd.date_range(start = "1/1/2017", periods = len(data), freq = "D") 

data = data.set_index(["Date"]) 

data.columns = [pm_type] 

 

## Plot to overview the dataset 

pm_str = "PM" + r"$\mathrm{_{2.5}}$" 

pm_mgpm3 = "PM" + r"$\mathrm{_{2.5}}$ " + r"$\mathrm{(\mu}$" + "g/m" + r"$\mathrm{^{3})}$" 
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plt.figure(figsize = (24, 12)) 

data[pm_type].plot(label = "Original", linewidth = 2, color = "gray") 

data[pm_type].rolling(window = 30).mean().plot(label = "30-MA", linewidth = 3, color = "orange") 

plt.title(pm_str + " in " + city + " during 2017-2021", fontsize = 48) 

plt.legend(fontsize = 48) 

plt.xlabel("TIME", fontsize = 48) 

plt.ylabel(pm_mgpm3, fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.ylim(0, 100) 

plt.grid(True) 

plt.show() 

plt.savefig(data_path + pm_type + "_" + city + "_DATASET.png", dpi = 300) 

 

## Decompose the time-series data 

from statsmodels.tsa.seasonal import seasonal_decompose 

 

results = seasonal_decompose(data[pm_type], model = "multiplicable", period = 365) 

fig, axs = plt.subplots(4, sharex = True, sharey = False, figsize = (24, 12)) 

fig.suptitle("Decompose of " + city + "\'s " + pm_str + " Dataset", fontsize = 48) 

 

axs[0].plot(data[pm_type], label = "ACTUAL", linewidth = 3, color = "black") 

axs[0].grid(True) 

axs[0].legend(fontsize = 24) 

axs[1].plot(results.trend, label = "TREND", linewidth = 3, color = "green") 

axs[1].grid(True) 

axs[1].legend(fontsize = 24) 

axs[2].plot(results.seasonal, label = "SEASONAL", linewidth = 3, color = "blue") 

axs[2].grid(True) 

axs[2].legend(fontsize = 24) 

axs[3].plot(results.resid, label = "RESIDUAL", linewidth = 3, color = "red") 

axs[3].grid(True) 

axs[3].legend(fontsize = 24) 

plt.xlabel("TIME", fontsize = 48) 

plt.show() 
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## Check stationary of the time-series data 

from statsmodels.tsa.stattools import adfuller 

 

def ad_test(dataset): 

dftest = adfuller(dataset, autolag = "AIC") 

print("1. ADF: ", dftest[0]) 

print("2. P-Value: ", dftest[1]) 

print("3. Number of Lag: ", dftest[2]) 

print("4. Number of Observations Used for ADF Regression and Critical \ 

Values Calculation: ", dftest[3]) 

print("5. Critical Values: ") 

 

for key, val in dftest[4].items(): 

print("\t", key, ": ", val) 

 

if(dftest[1] <= 0.05) & (dftest[4]["5%"] > dftest[0]): 

print("\nThe data is Stationary :) ") 

else: 

print("\nThe data is Non-stationary :(") 

 

ad_test(data[pm_type]) 

 

## Plot ACF and PACF graphs 

from statsmodels.graphics.tsaplots import plot_acf, plot_pacf 

import statsmodels.api as sm 

import warnings 

 

warnings.filterwarnings("ignore") 

 

fig = plt.figure(figsize = (24, 12)) 

ax1 = fig.add_subplot(211) 

fig = sm.graphics.tsa.plot_acf(data[pm_type].dropna(), lags = 20, ax = ax1) 

ax2 = fig.add_subplot(212) 

fig = sm.graphics.tsa.plot_pacf(data[pm_type].dropna(), lags = 20, ax = ax2) 
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## Find a suitable arima model configuration 

from pmdarima import auto_arima 

 

# Split the dataset into train and test set 

one_year_test = 365  

train = data.iloc[:-(one_year_test)] 

test = data.iloc[-(one_year_test):] 

auto_fit = auto_arima(train[pm_type], trace = True, parallel = False, stepwise = True, \ 

suppress_warnings = True) 

print(auto_fit.summary()) 

 

## Create and train a ARIMA model 

from statsmodels.tsa.arima.model import ARIMA 

 

regex = "ARIMAX\(([0-9]+), ([0-9]+), ([0-9]+)"  

summary_string = str(auto_fit.summary()) 

param = re.findall(regex, summary_string) 

p, d, q = int(param[0][0]) , int(param[0][1]) , int(param[0][2]) 

print("ARIMA: ", p, d, q) 

 

arima = ARIMA(train[pm_type], order = (p, d, q)) 

model = arima.fit() 

print(model.summary()) 

 

# Save train prediction 

train["Predict"] = model.predict() 

train.columns = ["Observe", "Predict"] 

train["Predict"].to_csv(data_path + pm_type + "_" + city + "_" + method + \ 

"_STD_TRAIN_PRED.csv", encoding = "utf-8") 

 

## Run the ARIMA model forecasting - Rolling Forecast 

pred = [] 

for i in range(len(test)): 

to_train = data.iloc[:-(one_year_test) + (i)] 

arima = ARIMA(to_train[pm_type], order = (p, d, q)) 

model = arima.fit() 
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pred.append(model.forecast()[0]) #single-step forecasting  

 

test["Predict"] = pred 

test.columns = ["Observe", "Predict"] 

test["Predict"].to_csv(data_path + pm_type + "_" + city + "_" + method + \ 

"_STD_TEST_PRED.csv", encoding = "utf-8") 

 

## Evaluate and plot the results 

from sklearn.metrics import mean_squared_error 

from sklearn.metrics import mean_absolute_error 

from sklearn.metrics import r2_score 

from statistics import mean 

from math import sqrt 

 

## Evaluation of train set 

#MAPE function 

def MAPE(y_actual, y_predicted): 

mape = np.mean(np.abs((y_actual - y_predicted) / y_actual)) * 100 

return mape 

 

#%RMSE function 

def PRMSE(y_actual, rmse): 

prmse = (rmse / np.mean(y_actual)) * 100 

return prmse 

 

#R^2 

rsqure = r2_score(train["Observe"], train["Predict"]) 

#MAE 

mae = mean_absolute_error(train["Observe"], train["Predict"]) 

#MAPE 

mape = MAPE(train["Observe"], train["Predict"]) 

#RMSE 

rmse = sqrt(mean_squared_error(train["Observe"], train["Predict"])) 

#%RMSE 

prmse = PRMSE(train["Observe"], rmse) 

 



 

 

101 

#Save the metric results to csv file 

result_path = working_path + "result/metrics/PM/" + pm_type 

matrics = pd.DataFrame([pm_type + "_" + city + "_" + method + \ 

"_STD_TRAIN", rsqure, mae, mape, rmse, prmse]) 

matrics.to_csv(result_path + "/" + pm_type + \ 

"_STD_EVALU_RESULTS.csv", mode = "a", index = False, header = False) 

 

#Show results 

print("\nR^2 of train: ", rsqure) 

print("MAE of train: ", mae) 

print("MAPE of train: ", mape) 

print("RMSE of train: ", rmse) 

print("%RMSE of train: ", prmse) 

 

## Evaluation of test set 

#R^2 

rsqure = r2_score(test["Observe"], test["Predict"]) 

#MAE 

mae = mean_absolute_error(test["Observe"], test["Predict"]) 

#MAPE 

mape = MAPE(test["Observe"], test["Predict"]) 

#RMSE 

rmse = sqrt(mean_squared_error(test["Observe"], test["Predict"])) 

#%RMSE 

prmse = PRMSE(test["Observe"], rmse) 

 

#Save the metric results to csv file 

result_path = working_path + "result/metrics/PM/" + pm_type 

matrics = pd.DataFrame([pm_type + "_" + city + "_" + method + \ 

"_STD_TEST", rsqure, mae, mape, rmse, prmse]) 

matrics.to_csv(result_path + "/" + pm_type + \ 

"_STD_EVALU_RESULTS.csv", mode = "a", index = False, header = False) 

 

#Show results 

print("\nR^2 of test: ", rsqure) 

print("MAE of test: ", mae) 
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print("MAPE of test: ", mape) 

print("RMSE of test: ", rmse) 

print("%RMSE of test: ", prmse) 

 

# Plot Train   

plt.figure(figsize = (24, 12)) 

plt.title(pm_str + " Forecasting in " + city + " of Trainset: " + method, fontsize = 48) 

train["Observe"].rolling(window = 30).mean().plot(label="Observed", linewidth = 3, color = "gray") 

train["Predict"].rolling(window = 30).mean().plot(label="Predicted", linewidth = 3, \ 

color = "red", linestyle = "dashdot") 

plt.xlabel("TIME (days)", fontsize = 48) 

plt.ylabel(pm_mgpm3, fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.ylim(0, 60) 

plt.grid(True) 

plt.legend(fontsize = 48) 

 

# Plot Test 

plt.figure(figsize = (24, 12)) 

plt.title(pm_str + " Forecasting in " + city + " of Testset: " + method, fontsize = 48) 

#test["Observe"].plot(label = "Observed", linewidth = 3, color = "gray") 

#test["Predict"].plot(label = "Predicted", linewidth = 3, color = "red", linestyle = "dashdot") 

test["Observe"].rolling(window = 7).mean().plot(label="Observed", linewidth = 3, color = "gray") 

test["Predict"].rolling(window = 7).mean().plot(label="Predicted", linewidth = 3, \ 

color = "red", linestyle = "dashdot") 

plt.xlabel("TIME (days)", fontsize = 48) 

plt.ylabel(pm_mgpm3, fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.ylim(0, 60) 

plt.grid(True) 

plt.legend(fontsize = 48) 

################################ END ARIMA ################################ 
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2. โปรแกรมสำหรับพัฒนาแบบจำลองอนุกรมเวลา ANN สำหรับพยากรณ@ฝุBน 

PM2.5 ลFวงหนGา ดGวยภาษา Python 
 

################################ BEGIN ANN ################################ 

from IPython.display import display, HTML 

display(HTML("<style>.container { width:90% !important; }</style>")) 

 

import pandas as pd 

import numpy as np 

import matplotlib.pyplot as plt 

plt.rcParams["font.family"] = "Times New Roman" 

 

method = "ANN" 

city = "RAYONG" 

pm_type = "PM2dot5" 

 

## Load dataset 

working_path = "/home/anupong/works/2022-trimester-0265/thesis/" 

file_name = pm_type + "_" + city + "_" + method + "_DATASET.csv" 

data_path = working_path + "dataset/" + pm_type + "/csv/use/" + city + "/" + method + "/" 

pm_data = data_path + file_name 

missing_values = ["n/a", "na", "--", "null", "?"] 

data = pd.read_csv(pm_data, na_values = missing_values) 

print("\nMissing values: \n", data.isnull().sum() + data.isna().sum()) #Check missing values 

print("\nData Size: ", len(data)) 

 

## Data preparation 

# train test split 

one_year_test = 365 

train_observe = data.iloc[:-(one_year_test)] 

test_observe = data.iloc[-(one_year_test):] 

 

train_data = train_observe.to_numpy() 

test_data = test_observe.to_numpy() 

train_data = train_data.reshape((len(train_data),)) 
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test_data = test_data.reshape((len(test_data),)) 

 

## Transform time-series data to supervised learning data 

from keras.preprocessing.sequence import TimeseriesGenerator 

 

n_predictor = 3 

n_target = 1 

generator = TimeseriesGenerator(train_data, train_data, \ 

length = n_predictor, batch_size = n_target) 

 

## Create and train ANN model 

from keras.models import Sequential 

from keras.layers import Dense 

from keras import optimizers as opt 

from timeit import default_timer as timer 

 

number_ann_node = 64 

model_name = method + "_" + str(number_ann_node) + "_2" 

 

# define model 

model = Sequential(name = model_name) 

model.add(Dense(number_ann_node, activation = "relu", input_dim = n_predictor)) 

model.add(Dense(number_ann_node, activation = "relu")) 

model.add(Dense(1)) 

model.compile(optimizer = opt.Adam(learning_rate = 0.001, beta_1 = 0.9, beta_2 = 0.999), \ 

loss = "mse") 

model.summary() 

 

# fit model (learning process) 

stime = timer() 

model.fit(generator, epochs = 1000, verbose = 0) 

etime = timer() 

print("Time to training is ", (etime - stime), " Seconds.") 

 

loss_per_epoch = model.history.history["loss"] 

plt.figure(figsize = (24, 12)) 
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plt.title(model_name, fontsize = 48) 

plt.plot(range(len(loss_per_epoch)), loss_per_epoch, label = "Train Error", linewidth = 3, \ 

color = "red") 

plt.legend(fontsize = 48) 

plt.xlabel("EPOCH", fontsize = 48) 

plt.ylabel("MSE", fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.grid(True) 

 

## Forecasting of train-set 

pred = [] 

 

first_eval_batch = train_data[:n_predictor] 

current_batch = first_eval_batch.reshape(1, n_predictor) 

 

for i in range(len(train_observe) - n_predictor): 

#get the prediction value for the first batch 

current_pred = model.predict(current_batch)[0] 

 

#append the prediction into the array 

pred.append(current_pred) 

actual = train_data[i + n_predictor] 

 

#use the prediction to update the batch and remove the first value 

current_batch = np.append(current_batch[:, 1:], [[actual]], axis = 1) 

 

train = pd.DataFrame(pred, columns = ["Predict"]) 

train_observe = data.iloc[n_predictor:-(one_year_test)] 

train_observe.reset_index(drop = True, inplace = True) 

train["Observe"] = train_observe 

train = train.astype(float) 

train["Predict"].to_csv(data_path + pm_type + "_" + city + "_" + method + \ 

"_STD_TRAIN_PRED.csv", encoding = "utf-8") 
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## Forecasting of test-set 

pred = [] 

 

#select last three values from train-set to be predictor for fist predection 

first_eval_batch = train_data[-n_predictor:] 

current_batch = first_eval_batch.reshape(1, n_predictor) 

 

for i in range(len(test_observe)): 

# get the prediction value for the first batch 

current_pred = model.predict(current_batch)[0] 

 

# append the prediction into the array 

pred.append(current_pred) 

actual = test_data[i] 

 

# use the prediction to update the batch and remove the first value 

current_batch = np.append(current_batch[:, 1:], [[actual]], axis = 1) 

 

test = pd.DataFrame(pred, columns = ["Predict"]) 

test_observe.reset_index(drop = True, inplace = True) 

test["Observe"] = test_observe 

test = test.astype(float) 

test["Predict"].to_csv(data_path + pm_type + "_" + city + "_" + method + \ 

"_STD_TEST_PRED.csv", encoding = "utf-8") 

 

## Evaluate and plot the results 

from sklearn.metrics import mean_squared_error 

from sklearn.metrics import mean_absolute_error 

from sklearn.metrics import r2_score 

from statistics import mean 

from math import sqrt 
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## Evaluation of train set 

#MAPE function 

def MAPE(y_actual, y_predicted): 

mape = np.mean(np.abs((y_actual - y_predicted) / y_actual)) * 100 

return mape 

 

#%RMSE function 

def PRMSE(y_actual, rmse): 

prmse = (rmse / np.mean(y_actual)) * 100 

return prmse 

 

#R^2 

rsqure = r2_score(train["Observe"], train["Predict"]) 

#MAE 

mae = mean_absolute_error(train["Observe"], train["Predict"]) 

#MAPE 

mape = MAPE(train["Observe"], train["Predict"]) 

#RMSE 

rmse = sqrt(mean_squared_error(train["Observe"], train["Predict"])) 

#%RMSE 

prmse = PRMSE(train["Observe"], rmse) 

 

#Save the metric results to csv file 

result_path = working_path + "result/metrics/PM/" + pm_type 

matrics = pd.DataFrame([pm_type + "_" + city + "_" + method + \ 

"_STD_TRAIN", rsqure, mae, mape, rmse, prmse]) 

matrics.to_csv(result_path + "/" + pm_type + \ 

"_STD_EVALU_RESULTS.csv", mode = "a", index = False, header = False) 

 

#Show results 

print("\nR^2 of train: ", rsqure) 

print("MAE of train: ", mae) 

print("MAPE of train: ", mape) 

print("RMSE of train: ", rmse) 

print("%RMSE of train: ", prmse) 
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## Evaluation of test set 

#R^2 

rsqure = r2_score(test["Observe"], test["Predict"]) 

#MAE 

mae = mean_absolute_error(test["Observe"], test["Predict"]) 

#MAPE 

mape = MAPE(test["Observe"], test["Predict"]) 

#RMSE 

rmse = sqrt(mean_squared_error(test["Observe"], test["Predict"])) 

#%RMSE 

prmse = PRMSE(test["Observe"], rmse) 

 

#Save the metric results to csv file 

result_path = working_path + "result/metrics/PM/" + pm_type 

matrics = pd.DataFrame([pm_type + "_" + city + "_" + method + \ 

"_STD_TEST", rsqure, mae, mape, rmse, prmse]) 

matrics.to_csv(result_path + "/" + pm_type + \ 

"_STD_EVALU_RESULTS.csv", mode = "a", index = False, header = False) 

 

#Show results 

print("\nR^2 of test: ", rsqure) 

print("MAE of test: ", mae) 

print("MAPE of test: ", mape) 

print("RMSE of test: ", rmse) 

print("%RMSE of test: ", prmse) 

 

pm_str = "PM" + r"$\mathrm{_{2.5}}$" 

pm_mgpm3 = "PM" + r"$\mathrm{_{2.5}}$ " + r"$\mathrm{(\mu}$" + "g/m" + r"$\mathrm{^{3})}$" 

 

## Set date to index in train 

train["Date"] = pd.date_range(start = "1/4/2017", periods = len(train), freq = "D") 

train = train.set_index(["Date"]) 

 

# Plot Train   

plt.figure(figsize = (24, 12)) 

plt.title(pm_str + " Forecasting in " + city + " of Trainset: " + model_name, fontsize = 48) 



 

 

109 

train["Observe"].rolling(window = 30).mean().plot(label="Observed", linewidth = 3, color = "gray") 

train["Predict"].rolling(window = 30).mean().plot(label="Predicted", linewidth = 3, \ 

color = "red", linestyle = "dashdot") 

plt.xlabel("TIME (days)", fontsize = 48) 

plt.ylabel(pm_mgpm3, fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.grid(True) 

plt.legend(fontsize = 48) 

 

## Set date to index in test 

test["Date"] = pd.date_range(start = "1/1/2021", periods = len(test), freq = "D") 

test = test.set_index(["Date"]) 

 

# Plot Test 

plt.figure(figsize = (24, 12)) 

plt.title(pm_str + " Forecasting in " + city + " of Testset: " + model_name , fontsize = 48) 

test["Observe"].rolling(window = 7).mean().plot(label="Observed", linewidth = 3, color = "gray") 

test["Predict"].rolling(window = 7).mean().plot(label="Predicted", linewidth = 3, \ 

color = "red", linestyle = "dashdot") 

plt.xlabel("TIME (days)", fontsize = 48) 

plt.ylabel(pm_mgpm3, fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.grid(True) 

plt.legend(fontsize = 48) 

################################# END ANN ################################ 
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3. โปรแกรมสำหรับพัฒนาแบบจำลองอนุกรมเวลา LSTM สำหรับพยากรณ@ฝุBน 

PM2.5 ลFวงหนGา ดGวยภาษา Python 
 

################################ BEGIN LSTM ############################### 

from IPython.display import display, HTML 

display(HTML("<style>.container { width:90% !important; }</style>")) 

 

import pandas as pd 

import numpy as np 

import matplotlib.pyplot as plt 

plt.rcParams["font.family"] = "Times New Roman" 

 

method = "LSTM" 

city = "RAYONG" 

pm_type = "PM2dot5" 

 

## Load dataset 

working_path = "/home/anupong/works/2022-trimester-0265/thesis/" 

file_name = pm_type + "_" + city + "_" + method + "_DATASET.csv" 

data_path = working_path + "dataset/" + pm_type + "/csv/use/" + city + "/" + method + "/" 

pm_data = data_path + file_name 

missing_values = ["n/a", "na", "--", "null", "?"] 

data = pd.read_csv(pm_data, na_values = missing_values) 

print("\nMissing values: \n", data.isnull().sum() + data.isna().sum()) #Check missing values 

print("\nData Size: ", len(data)) 

 

## Data preparation 

# train test split 

one_year_test = 365 

train_observe = data.iloc[:-(one_year_test)] 

test_observe = data.iloc[-(one_year_test):] 

train_data = train_observe.to_numpy() 

test_data = test_observe.to_numpy() 
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## Transform time-series data to supervised learning data 

from keras.preprocessing.sequence import TimeseriesGenerator 

# define genarator (Lag t-1, t-2, t-3) 

n_predictor = 3 

n_target = 1 

generator = TimeseriesGenerator(train_data, train_data, length = n_predictor, \ 

batch_size = n_target) 

 

## Create and train LSTM model 

from keras.models import Sequential 

from keras.layers import Dense 

from keras.layers import LSTM 

from keras import optimizers as opt 

from timeit import default_timer as timer 

 

number_lstm_node = 16 

model_name = method + "_" + str(number_lstm_node) + "_4" 

 

# define model 

model = Sequential(name = model_name) 

model.add(LSTM(number_lstm_node, activation = \ 

"relu", input_shape = (n_predictor, n_target), return_sequences = True)) 

model.add(LSTM(number_lstm_node, activation = "relu", return_sequences = True)) 

model.add(LSTM(number_lstm_node, activation = "relu", return_sequences = True)) 

model.add(LSTM(number_lstm_node, activation = "relu")) 

model.add(Dense(1)) 

model.compile(optimizer = opt.Adam(learning_rate = 0.001, beta_1 = 0.9, beta_2 = 0.999), \ 

loss = "mse") 

model.summary() 

 

# fit model (learning process) 

stime = timer() 

model.fit(generator, epochs = 1000, verbose = 0) 

etime = timer() 

print("Time to training is ", (etime - stime), " Seconds.") 

 



 

 

112 

loss_per_epoch = model.history.history["loss"] 

plt.figure(figsize = (24, 12)) 

plt.title(model_name, fontsize = 48) 

plt.plot(range(len(loss_per_epoch)), loss_per_epoch, label = "Train Error", linewidth = 3, \ 

color = "red") 

plt.legend(fontsize = 48) 

plt.xlabel("EPOCH", fontsize = 48) 

plt.ylabel("MSE", fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.grid(True) 

 

## Forecasting of train-set 

pred = [] 

 

first_eval_batch = train_data[:n_predictor] 

current_batch = first_eval_batch.reshape(1, n_predictor, n_target) 

 

for i in range(len(train_observe) - n_predictor): 

#get the prediction value for the first batch 

current_pred = model.predict(current_batch)[0] 

 

#append the prediction into the array 

pred.append(current_pred) 

actual = train_data[i + n_predictor] 

 

#use the prediction to update the batch and remove the first value 

current_batch = np.append(current_batch[:, 1:, :], [[actual]], axis = 1) 

 

train = pd.DataFrame(pred, columns = ["Predict"]) 

train_observe = data.iloc[n_predictor:-(one_year_test)] 

train_observe.reset_index(drop = True, inplace = True) 

train["Observe"] = train_observe 

train = train.astype(float) 

train["Predict"].to_csv(data_path + pm_type + "_" + city +  "_" + method + \ 

"_STD_TRAIN_PRED.csv", encoding = "utf-8") 
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## Forecasting of test-set 

pred = [] 

 

#select last three values from train-set to be predictor for fist predection 

first_eval_batch = train_data[-n_predictor:] 

current_batch = first_eval_batch.reshape(1, n_predictor, n_target) 

 

for i in range(len(test_observe)): 

# get the prediction value for the first batch 

current_pred = model.predict(current_batch)[0] 

 

# append the prediction into the array 

pred.append(current_pred) 

actual = test_data[i] 

 

# use the prediction to update the batch and remove the first value 

current_batch = np.append(current_batch[:, 1:, :], [[actual]], axis = 1) 

 

test = pd.DataFrame(pred, columns = ["Predict"]) 

test_observe.reset_index(drop = True, inplace = True) 

test["Observe"] = test_observe 

test = test.astype(float) 

test["Predict"].to_csv(data_path + pm_type + "_" + city + "_" + method + \ 

"_STD_TEST_PRED.csv", encoding = "utf-8") 

 

## Evaluate and plot the results 

from sklearn.metrics import mean_squared_error 

from sklearn.metrics import mean_absolute_error 

from sklearn.metrics import r2_score 

from statistics import mean 

from math import sqrt 
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## Evaluation of train set 

#MAPE function 

def MAPE(y_actual, y_predicted): 

mape = np.mean(np.abs((y_actual - y_predicted) / y_actual)) * 100 

return mape 

 

#%RMSE function 

def PRMSE(y_actual, rmse): 

prmse = (rmse / np.mean(y_actual)) * 100 

return prmse 

#R^2 

rsqure = r2_score(train["Observe"], train["Predict"]) 

#MAE 

mae = mean_absolute_error(train["Observe"], train["Predict"]) 

#MAPE 

mape = MAPE(train["Observe"], train["Predict"]) 

#RMSE 

rmse = sqrt(mean_squared_error(train["Observe"], train["Predict"])) 

#%RMSE 

prmse = PRMSE(train["Observe"], rmse) 

 

#Save the metric results to csv file 

result_path = working_path + "result/metrics/PM/" + pm_type 

matrics = pd.DataFrame([pm_type + "_" + city + "_" + method + \ 

"_STD_TRAIN", rsqure, mae, mape, rmse, prmse]) 

matrics.to_csv(result_path + "/" + pm_type + \ 

"_STD_EVALU_RESULTS.csv", mode = "a", index = False, header = False) 

 

#Show results 

print("\nR^2 of train: ", rsqure) 

print("MAE of train: ", mae) 

print("MAPE of train: ", mape) 

print("RMSE of train: ", rmse) 

print("%RMSE of train: ", prmse) 
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## Evaluation of test set 

#R^2 

rsqure = r2_score(test["Observe"], test["Predict"]) 

#MAE 

mae = mean_absolute_error(test["Observe"], test["Predict"]) 

#MAPE 

mape = MAPE(test["Observe"], test["Predict"]) 

#RMSE 

rmse = sqrt(mean_squared_error(test["Observe"], test["Predict"])) 

#%RMSE 

prmse = PRMSE(test["Observe"], rmse) 

 

#Save the metric results to csv file 

result_path = working_path + "result/metrics/PM/" + pm_type 

matrics = pd.DataFrame([pm_type + "_" + city + "_" + method + \ 

"_STD_TEST", rsqure, mae, mape, rmse, prmse]) 

matrics.to_csv(result_path + "/" + pm_type + \ 

"_STD_EVALU_RESULTS.csv", mode = "a", index = False, header = False) 

 

#Show results 

print("\nR^2 of test: ", rsqure) 

print("MAE of test: ", mae) 

print("MAPE of test: ", mape) 

print("RMSE of test: ", rmse) 

print("%RMSE of test: ", prmse) 

 

pm_str = "PM" + r"$\mathrm{_{2.5}}$" 

pm_mgpm3 = "PM" + r"$\mathrm{_{2.5}}$ " + r"$\mathrm{(\mu}$" + "g/m" + r"$\mathrm{^{3})}$" 

 

## Set date to index in train 

train["Date"] = pd.date_range(start = "1/4/2017", periods = len(train), freq = "D") 

train = train.set_index(["Date"]) 

 

# Plot Train   

plt.figure(figsize = (24, 12)) 

plt.title(pm_str + " Forecasting in " + city + " of Trainset: " + model_name, fontsize = 48) 
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train["Observe"].rolling(window = 30).mean().plot(label="Observed", linewidth = 3, color = "gray") 

train["Predict"].rolling(window = 30).mean().plot(label="Predicted", linewidth = 3, \ 

color = "red", linestyle = "dashdot") 

plt.xlabel("TIME (days)", fontsize = 48) 

plt.ylabel(pm_mgpm3, fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.grid(True) 

plt.legend(fontsize = 48) 

## Set date to index in test 

test["Date"] = pd.date_range(start = "1/1/2021", periods = len(test), freq = "D") 

test = test.set_index(["Date"]) 

 

# Plot Test 

plt.figure(figsize = (24, 12)) 

plt.title(pm_str + " Forecasting in " + city + " of Testset: " + model_name , fontsize = 48) 

test["Observe"].rolling(window = 7).mean().plot(label="Observed", linewidth = 3, color = "gray") 

test["Predict"].rolling(window = 7).mean().plot(label="Predicted", linewidth = 3, \ 

color = "red", linestyle = "dashdot") 

plt.xlabel("TIME (days)", fontsize = 48) 

plt.ylabel(pm_mgpm3, fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.grid(True) 

plt.legend(fontsize = 48) 

################################ END LSTM ################################ 
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4. โปรแกรมสำหรับพัฒนาแบบจำลองอนุกรมเวลา ANFIS สำหรับพยากรณ@ฝุBน 

PM2.5 ลFวงหนGา ดGวยภาษา Matlab และ Python 
 

############################### BEGIN ANFIS ################################ 

%% MATLAB-PART %% 

%% MODELING %% 

clc; close all; 

 

%% Load data from csv file into array 

method = 'ANFIS' 

city = 'RAYONG'; 

pmType = 'PM2dot5'; 

numMF = 2; 

inputMF = 'gaussmf'; 

outputMF = 'constant'; 

topology = '2_GAUSSMF' 

 

fileName = strcat(pmType, '_', city,'_', method, '_DATASET.csv'); 

dataPath = strcat('/home/anupong/works/2022-trimester-0265/thesis/dataset/', \ 

pmType, '/csv/use/', city, '/', method, '/'); 

dataFile = strcat(dataPath, fileName) 

rawData = readtable(dataFile, 'VariableNamingRule', 'preserve'); 

dataset = table2array(rawData); 

 

%% Split the dataset into train/test dataset 

oneYearTest = 365; 

numTrain = size(dataset, 1) - oneYearTest; 

trainData = dataset(1:numTrain, :); 

testData = dataset(numTrain + 1:end, :); 

 

%% Create Sugino-FIS architechture 

fisOption = genfisOptions('GridPartition'); 

fisOption.NumMembershipFunctions = numMF; 

fisOption.InputMembershipFunctionType = inputMF; 

fisOption.OutputMembershipFunctionType = outputMF; 
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%fisOption = genfisOptions('SubtractiveClustering'); 

 

fis = genfis(trainData(:, 1:end - 1), trainData(:, end), fisOption) 

 

%% Tune Sugino-FIS parameters with ANFIS 

rng('shuffle'); 

epoch = 1000; 

[in, out, rule] = getTunableSettings(fis) 

tune = tunefisOptions('Method', 'anfis', 'OptimizationType', 'tuning', 'UseParallel', false); 

tune.MethodOptions.EpochNumber = epoch;  %Default is 10. 

tune.MethodOptions.ErrorGoal = 0.1;   %Default is 0. 

tune.MethodOptions.InitialStepSize = 0.01;   %Default is 0.01. 

tune.MethodOptions.StepSizeIncreaseRate = 1.1;  %Default is 1.1. 

tune.MethodOptions.StepSizeDecreaseRate = 0.9;  %Default is 0.9. 

tune.MethodOptions.OptimizationMethod = 1;  %Default is 1. 

%tune.MethodOptions.ValidationData = [];   %Default is empty array. 

 

%Display options 

tune.MethodOptions.DisplayErrorValues = 1;  %Default is 1. 

tune.MethodOptions.DisplayStepSize = 1;   %Default is 1. 

tune.MethodOptions.DisplayFinalResults = 1;  %Default is 1. 

 

%% Capture the time of learning process 

tStart = tic; 

[myfis, summary] = tunefis(fis, [in; out], trainData(:, 1:end - 1), trainData(:, end), tune) 

elabTime = toc(tStart) 

 

%% Save the ANFIS model 

modelFile = strcat(dataPath, pmType, '_', city, '_', method, '_', topology, '_MODEL.mat'); 

save(modelFile); 

 

%% EVALUATEING %% 

clc; close all; 

 

%% Load ANFIS model and all variales 
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method = 'ANFIS' 

city = 'RAYONG'; 

pmType = 'PM2dot5'; 

topology = '2_GBELLMF' 

fileName = strcat(pmType, '_', city,'_', method, '_', topology, '_MODEL.mat'); 

dataPath = strcat('/home/anupong/works/2022-trimester-0265/thesis/dataset/', \ 

pmType, '/csv/use/', city, '/', method, '/'); 

modelFile = strcat(dataPath, fileName) 

load(modelFile); 

 

%% Evaluate the ANFIS models 

predictTrain = evalfis(myfis, trainData(:, 1:end - 1)); 

predictTest = evalfis(myfis, testData(:, 1:end - 1)); 

 

%% Calculate the assessment of prediction 

%R^2 

rsqureTrain = 1 - (sum((trainData(:, end) - predictTrain).^2) / \ 

sum((trainData(:, end) - mean(trainData(:, end))).^2)); 

rsqureTest = 1 - (sum((testData(:, end) - predictTest).^2) / \ 

sum((testData(:, end) - mean(testData(:, end))).^2)); 

%RMSE 

rmseTrain = sqrt(immse(predictTrain, trainData(:, end))); 

rmseTest = sqrt(immse(predictTest, testData(:, end))); 

%PRMSE 

prmseTrain = (100 / mean(trainData(:, end))) * rmseTrain; 

prmseTest= (100 / mean(testData(:, end))) * rmseTest; 

%MAE 

maeTrain = mae((trainData(:, end) - predictTrain)); 

maeTest = mae((testData(:, end) - predictTest)); 

%MAPE 

mapeTrain = mean(abs((trainData(:, end) - predictTrain) ./ trainData(:, end))) * 100; 

mapeTest = mean(abs((testData(:, end) - predictTest) ./ testData(:, end))) * 100; 

 

%% Keep results 

learningTime = elabTime 

trainResults = [rsqureTrain; maeTrain; mapeTrain; rmseTrain; prmseTrain] 
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testResults = [rsqureTest; maeTest; mapeTest; rmseTest; prmseTest] 

 

%% Save forecasted results to csv file 

saveTrain = strcat(dataPath, pmType, '_', city, '_', method, '_', topology, '_TRAIN.csv'); 

saveTest = strcat(dataPath, pmType, '_', city, '_', method, '_', topology, '_TEST.csv'); 

saveLearning = strcat(dataPath, pmType, '_', city, '_', method, '_', topology, '_LEARNING.csv'); 

saveTrainResults = strcat(dataPath, pmType, '_', city, '_', method, '_', topology, \ 

'_TRAIN_RESULTS.csv'); 

saveTestResults = strcat(dataPath, pmType, '_', city, '_', method, '_', topology, \ 

'_TEST_RESULTS.csv'); 

saveLearningTime = strcat(dataPath, pmType, '_', city, '_', method, '_', topology, \ 

'_LEARNING_TIME.txt'); 

 

writematrix(predictTrain, saveTrain); 

writematrix(predictTest, saveTest); 

writematrix(summary.tuningOutputs.trainError, saveLearning); 

writematrix(trainResults, saveTrainResults); 

writematrix(testResults, saveTestResults); 

writematrix(learningTime, saveLearningTime); 

 

%% Save matlab workspace 

resultsPath = strcat('/home/anupong/works/2022-trimester-0265/thesis/result/matlab/PM/', \ 

pmType, '/'); 

saveName = [datestr(now, 'yyyy-mmm-dd_HHMMSS'), '-', pmType, '_', city, '_', \ 

method, '_', topology, '_RESULTS.mat']; 

strSave = append(resultsPath, saveName) 

save(strSave); 

 

 

## PYTHON-PART ## 

from IPython.display import display, HTML 

display(HTML("<style>.container { width:90% !important; }</style>")) 

 

import pandas as pd 

import numpy as np 

import matplotlib.pyplot as plt 
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plt.rcParams["font.family"] = "Times New Roman" 

 

method = "ANFIS" 

city = "RAYONG" 

pm_type = "PM2dot5" 

topology = "2_GBELLMF" 

 

## Load dataset to show 

working_path = "/home/anupong/works/2022-trimester-0265/thesis/" 

data_path = working_path + "dataset/" + pm_type + "/csv/use/" + city + "/" + method + "/" 

file_name = pm_type + "_" + city + "_" + method + "_DATASET.csv" 

pm_data = data_path + file_name 

missing_values = ["n/a", "na", "--", "null", "?"] 

data = pd.read_csv(pm_data, na_values = missing_values) 

print("\nMissing values: \n", data.isnull().sum() + data.isna().sum()) #Check missing values 

print("\nData Size: ", len(data)) 

 

## Create ANFIS and Training with the ANFIS in Matlab 

import os 

 

code_dir = "code/matlab/PM/" 

matlib_file = pm_type + "_" + city + "_" + method + "_" + topology + "_MODEL.m" 

run = "time matlab -nodisplay -nosplash -nodesktop -r" 

cmd = run + " \"run(\'" + working_path + code_dir + pm_type + "/" + \ 

city + "/" + matlib_file + "\'); exit;\"" 

os.system(cmd) 

 

## train test split and collect the result data 

one_year_test = 365 

train_observe = data.iloc[:-(one_year_test)] 

test_observe = data.iloc[-(one_year_test):] 

test_observe.reset_index(drop = True, inplace = True) 

 

train = pd.DataFrame() 

test = pd.DataFrame() 

train["Observe"] = train_observe["t"] 
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test["Observe"] = test_observe["t"] 

 

model_name = method + "_" + topology 

file_prefix = pm_type + "_" + city + "_" + method + "_" + topology 

train_time = np.loadtxt(data_path + file_prefix + "_LEARNING_TIME.txt") 

learning = pd.read_csv(data_path + file_prefix + "_LEARNING.csv", header = None) 

learning["MSE"] = pow(learning, 2) 

learning.columns = ["RMSE", "MSE"] 

train_pred = pd.read_csv(data_path + file_prefix + "_TRAIN.csv", header = None) 

test_pred = pd.read_csv(data_path + file_prefix + "_TEST.csv", header = None) 

train["Predict"] = train_pred 

test["Predict"] = test_pred 

 

## Plot learning graph  

print("\nTime to training is ", train_time, " Seconds.") 

 

# plot learning  

plt.figure(figsize = (24, 12)) 

plt.title(model_name, fontsize = 48) 

plt.plot(range(len(learning)), learning["MSE"], label = "Train Error", linewidth = 3, color = "red") 

plt.legend(fontsize = 48) 

plt.xlabel("EPOCH", fontsize = 48) 

plt.ylabel("MSE", fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.grid(True) 

 

## Evaluate and plot the results 

from sklearn.metrics import mean_squared_error 

from sklearn.metrics import mean_absolute_error 

from sklearn.metrics import r2_score 

from statistics import mean 

from math import sqrt 

 

## Evaluation of train set 

#MAPE function 
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def MAPE(y_actual, y_predicted): 

mape = np.mean(np.abs((y_actual - y_predicted) / y_actual)) * 100 

return mape 

 

#%RMSE function 

def PRMSE(y_actual, rmse): 

prmse = (rmse / np.mean(y_actual)) * 100 

return prmse 

 

#R^2 

rsqure = r2_score(train["Observe"], train["Predict"]) 

#MAE 

mae = mean_absolute_error(train["Observe"], train["Predict"]) 

#MAPE 

mape = MAPE(train["Observe"], train["Predict"]) 

#RMSE 

rmse = sqrt(mean_squared_error(train["Observe"], train["Predict"])) 

#%RMSE 

prmse = PRMSE(train["Observe"], rmse) 

 

#Save the metric results to csv file 

result_path = working_path + "result/metrics/PM/" + pm_type 

matrics = pd.DataFrame([pm_type + "_" + city + "_" + method + \ 

"_STD_TRAIN", rsqure, mae, mape, rmse, prmse]) 

matrics.to_csv(result_path + "/" + pm_type + \ 

"_STD_EVALU_RESULTS.csv", mode = "a", index = False, header = False) 

 

#Show results 

print("\nR^2 of train: ", rsqure) 

print("MAE of train: ", mae) 

print("MAPE of train: ", mape) 

print("RMSE of train: ", rmse) 

print("%RMSE of train: ", prmse) 

 

## Evaluation of test set 

#R^2 
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rsqure = r2_score(test["Observe"], test["Predict"]) 

#MAE 

mae = mean_absolute_error(test["Observe"], test["Predict"]) 

#MAPE 

mape = MAPE(test["Observe"], test["Predict"]) 

#RMSE 

rmse = sqrt(mean_squared_error(test["Observe"], test["Predict"])) 

#%RMSE 

prmse = PRMSE(test["Observe"], rmse) 

 

#Save the metric results to csv file 

result_path = working_path + "result/metrics/PM/" + pm_type 

matrics = pd.DataFrame([pm_type + "_" + city + "_" + method + \ 

"_STD_TEST", rsqure, mae, mape, rmse, prmse]) 

matrics.to_csv(result_path + "/" + pm_type + \ 

"_STD_EVALU_RESULTS.csv", mode = "a", index = False, header = False) 

 

#Show results 

print("\nR^2 of test: ", rsqure) 

print("MAE of test: ", mae) 

print("MAPE of test: ", mape) 

print("RMSE of test: ", rmse) 

print("%RMSE of test: ", prmse) 

 

pm_str = "PM" + r"$\mathrm{_{2.5}}$" 

pm_mgpm3 = "PM" + r"$\mathrm{_{2.5}}$ " + r"$\mathrm{(\mu}$" + "g/m" + r"$\mathrm{^{3})}$" 

 

## Set date to index in train 

train["Date"] = pd.date_range(start = "1/4/2017", periods = len(train), freq = "D") 

train = train.set_index(["Date"]) 

 

# Plot Train 

plt.figure(figsize = (24, 12)) 

plt.title(pm_str + " Forecasting in " + city + " of Trainset: " + model_name, fontsize = 48) 

train["Observe"].rolling(window = 30).mean().plot(label = "Observed", linewidth = 3, color = "gray") 

train["Predict"].rolling(window = 30).mean().plot(label = "Predicted", linewidth = 3, \ 
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color = "red", linestyle = "dashdot") 

plt.xlabel("TIME (days)", fontsize = 48) 

plt.ylabel(pm_mgpm3, fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.grid(True) 

plt.legend(fontsize = 48) 

 

## Set date to index in test 

test["Date"] = pd.date_range(start = "1/1/2021", periods = len(test), freq = "D") 

test = test.set_index(["Date"]) 

 

# Plot Test 

plt.figure(figsize = (24, 12)) 

plt.title(pm_str + " Forecasting in " + city + " of Testset: " + model_name , fontsize = 48) 

test["Observe"].rolling(window = 7).mean().plot(label = "Observed", linewidth = 3, color = "gray") 

test["Predict"].rolling(window = 7).mean().plot(label = "Predicted", linewidth = 3, \ 

color = "red", linestyle = "dashdot") 

plt.xlabel("TIME (days)", fontsize = 48) 

plt.ylabel(pm_mgpm3, fontsize = 48) 

plt.xticks(fontsize = 48) 

plt.yticks(fontsize = 48) 

plt.grid(True) 

plt.legend(fontsize = 48) 

################################ END ANFIS ################################ 

 

 

 

 

 

 

 

 

 

 

 



 

 

126 

5. โปรแกรมสำหรับปรับปรุงพารามิเตอร@ของแบบจำลอง ARIMA_ANFIS สำหรับ

พยากรณ@ฝุBน PM2.5 ลFวงหนGา ผFานกระบวนการ Optimization ดGวยภาษา 

Matlab 
 

%%%%%%%%%%%%%%%%%%%%%%% GA-PART %%%%%%%%%%%%%%%%%%%%%% 

%% MODELING %% 

clc; close all; 

 

%% Load data from csv file into array 

opt = 'GA' 

method = 'ARIMA_ANFIS' 

city = 'RAYONG'; 

pmType = 'PM2dot5'; 

numMF = 2; 

inputMF = 'gbellmf'; 

outputMF = 'constant'; 

 

fileName = strcat(pmType, '_', city, '_', method, '_RESID_DATASET.csv'); 

dataPath = strcat('/home/anupong/works/2022-trimester-0265/thesis/dataset/', \ 

pmType, '/csv/use/', city, '/', method, '/'); 

dataFile = strcat(dataPath, fileName) 

rawData = readtable(dataFile, 'VariableNamingRule', 'preserve'); 

dataset = table2array(rawData); 

 

%% Split the dataset into train/test dataset 

oneYearTest = 365; 

numTrain = size(dataset, 1) - oneYearTest; 

trainData = dataset(1:numTrain, :); 

testData = dataset(numTrain + 1:end, :); 

 

%% Create Sugino-FIS architechture 

fisOption = genfisOptions('GridPartition'); 

fisOption.NumMembershipFunctions = numMF; 

fisOption.InputMembershipFunctionType = inputMF; 

fisOption.OutputMembershipFunctionType = outputMF; 
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%fisOption = genfisOptions('SubtractiveClustering'); 

 

fis = genfis(trainData(:, 1:end - 1), trainData(:, end), fisOption) 

 

%%Tune Sugino-FIS parameters with GA. 

numberOfWorkers = 32; 

pool = parpool(numberOfWorkers); 

mpiprofile on; 

 

rng('shuffle'); 

epoch = 1000; 

[in, out, rule] = getTunableSettings(fis) 

tune = tunefisOptions('Method', 'ga', 'OptimizationType', 'tuning', 'UseParallel', true); 

tune.MethodOptions.PopulationSize = 512 %Default is 50 when nvars <= 5, 200 otherwise. 

tune.MethodOptions.SelectionFcn = @selectionroulette;  %Default is 'selectionstochunif'. 

tune.MethodOptions.CrossoverFcn = @crossovertwopoint; %Default is 'crossoverscattered'. 

muRate = 0.01;      %Default is 0.01. 

tune.MethodOptions.MutationFcn = {@mutationuniform, muRate};%Default is 'mutationgaussian'. 

tune.MethodOptions.MaxGenerations = epoch;  %Default is 100*nvars. 

tune.MethodOptions.FitnessLimit = 0.1;   %Default is -Inf. 

%tune.MethodOptions.MaxStallGenerations = 20;  %Default is 50. 

 

%K-Fold Cross-Validation. 

rng('default'); 

tune.KFoldValue = 0;     %Default is 0. 

tune.ValidationWindowSize = 2;    %Default is 5. 

tune.ValidationTolerance = 0.05;   %Default is 0.1, value in the range [0,1]. 

 

%% Capture the time of learning process 

tStart = tic; 

[myfis, summary] = tunefis(fis, [in; out], trainData(:, 1:end - 1), trainData(:, end), tune) 

elabTime = toc(tStart) 

 

%% Save the ANFIS model 

filePrefix = strcat(pmType, '_', city, '_ARIMA_FIS', opt); 

modelFile = strcat(dataPath, filePrefix, '_MODEL.mat'); 
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save(modelFile); 

 

%% EVALUATING %% 

clc; close all; 

 

%% Load ARIMA_ANFIS model and all variales 

opt = 'GA' 

method = 'ARIMA_ANFIS' 

city = 'RAYONG'; 

pmType = 'PM2dot5'; 

filePrefix = strcat(pmType, '_', city, '_ARIMA_FIS', opt); 

fileName = strcat(filePrefix, '_MODEL.mat'); 

dataPath = strcat('/home/anupong/works/2022-trimester-0265/thesis/dataset/', \ 

pmType, '/csv/use/', city, '/', method, '/'); 

modelFile = strcat(dataPath, fileName) 

load(modelFile); 

 

%% Evaluate the ANFIS models 

predictTrain = evalfis(myfis, trainData(:, 1:end - 1)); 

predictTest = evalfis(myfis, testData(:, 1:end - 1)); 

 

%% Calculate the assessment of prediction 

%R^2 

rsqureTrain = 1 - (sum((trainData(:, end) - predictTrain).^2) / \ 

sum((trainData(:, end) - mean(trainData(:, end))).^2)); 

rsqureTest = 1 - (sum((testData(:, end) - predictTest).^2) / \ 

sum((testData(:, end) - mean(testData(:, end))).^2)); 

%RMSE 

rmseTrain = sqrt(immse(predictTrain, trainData(:, end))); 

rmseTest = sqrt(immse(predictTest, testData(:, end))); 

%PRMSE 

prmseTrain = (100 / mean(trainData(:, end))) * rmseTrain; 

prmseTest= (100 / mean(testData(:, end))) * rmseTest; 

%MAE 

maeTrain = mae((trainData(:, end) - predictTrain)); 

maeTest = mae((testData(:, end) - predictTest)); 
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%MAPE 

mapeTrain = mean(abs((trainData(:, end) - predictTrain) ./ trainData(:, end))) * 100; 

mapeTest = mean(abs((testData(:, end) - predictTest) ./ testData(:, end))) * 100; 

 

%% Keep results 

learningTime = elabTime 

trainResults = [rsqureTrain; maeTrain; mapeTrain; rmseTrain; prmseTrain] 

testResults = [rsqureTest; maeTest; mapeTest; rmseTest; prmseTest] 

 

%% Save forecasted results to csv file 

saveTrain = strcat(dataPath, filePrefix, '_TRAIN_PRED.csv'); 

saveTest = strcat(dataPath, filePrefix, '_TEST_PRED.csv'); 

%saveLearning = strcat(dataPath, filePrefix, '_LEARNING.csv'); 

saveTrainResults = strcat(dataPath, filePrefix, '_TRAIN_RESULTS.csv'); 

saveTestResults = strcat(dataPath, filePrefix, '_TEST_RESULTS.csv'); 

saveLearningTime = strcat(dataPath, filePrefix, '_LEARNING_TIME.txt'); 

 

writematrix(predictTrain, saveTrain); 

writematrix(predictTest, saveTest); 

%writematrix(summary.tuningOutputs.scores, saveLearning); 

writematrix(trainResults, saveTrainResults); 

writematrix(testResults, saveTestResults); 

writematrix(learningTime, saveLearningTime); 

 

%% Save matlab workspace 

resultsPath = strcat('/home/anupong/works/2022-trimester-0265/thesis/result/matlab/PM/', \ 

pmType, '/'); 

saveName = [datestr(now, 'yyyy-mmm-dd_HHMMSS'), '-', filePrefix, '_RESULTS.mat']; 

strSave = append(resultsPath, saveName) 

save(strSave); 
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%%%%%%%%%%%%%%%%%%%%%% PSO-PART %%%%%%%%%%%%%%%%%%%%%% 

%% MODELING %% 

clc; close all; 

 

%% Load data from csv file into array 

opt = 'PSO' 

method = 'ARIMA_ANFIS' 

city = 'RAYONG'; 

pmType = 'PM2dot5'; 

numMF = 2; 

inputMF = 'gbellmf'; 

outputMF = 'constant'; 

 

fileName = strcat(pmType, '_', city, '_', method, '_RESID_DATASET.csv'); 

dataPath = strcat('/home/anupong/works/2022-trimester-0265/thesis/dataset/', \ 

pmType, '/csv/use/', city, '/', method, '/'); 

dataFile = strcat(dataPath, fileName) 

rawData = readtable(dataFile, 'VariableNamingRule', 'preserve'); 

dataset = table2array(rawData); 

 

%% Split the dataset into train/test dataset 

oneYearTest = 365; 

numTrain = size(dataset, 1) - oneYearTest; 

trainData = dataset(1:numTrain, :); 

testData = dataset(numTrain + 1:end, :); 

 

%% Create Sugino-FIS architechture 

fisOption = genfisOptions('GridPartition'); 

fisOption.NumMembershipFunctions = numMF; 

fisOption.InputMembershipFunctionType = inputMF; 

fisOption.OutputMembershipFunctionType = outputMF; 

 

%fisOption = genfisOptions('SubtractiveClustering'); 

 

fis = genfis(trainData(:, 1:end - 1), trainData(:, end), fisOption) 
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%%Tune Sugino-FIS parameters with PSO. 

numberOfWorkers = 32; 

pool = parpool(numberOfWorkers); 

mpiprofile on; 

 

rng('shuffle'); 

epoch = 1000; 

[in, out, rule] = getTunableSettings(fis) 

tune = tunefisOptions('Method', 'particleswarm', 'OptimizationType', 'tuning', 'UseParallel', true); 

tune.MethodOptions.SwarmSize = 512  %Default is min(100,10*nvars), 

%where nvars is the number of variables. 

tune.MethodOptions.MaxIterations = epoch; %Default is 200*nvars. 

tune.MethodOptions.ObjectiveLimit = 0.1;  %Default is -Inf. 

tune.MethodOptions.MaxStallIterations = 50; %Default is 20. 

 

%K-Fold Cross-Validation. 

rng('default'); 

tune.KFoldValue = 0;    %Default is 0. 

tune.ValidationWindowSize = 2;   %Default is 5. 

tune.ValidationTolerance = 0.05;   %Default is 0.1, value in the range [0,1]. 

 

%% Capture the time of learning process 

tStart = tic; 

[myfis, summary] = tunefis(fis, [in; out], trainData(:, 1:end - 1), trainData(:, end), tune) 

elabTime = toc(tStart) 

 

%% Save the ANFIS model 

filePrefix = strcat(pmType, '_', city, '_ARIMA_FIS', opt); 

modelFile = strcat(dataPath, filePrefix, '_MODEL.mat'); 

save(modelFile); 

 

%% EVALUATING %% 

clc; close all; 

 

%% Load ANFIS model and all variales 

opt = 'PSO' 
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method = 'ARIMA_ANFIS' 

city = 'RAYONG'; 

pmType = 'PM2dot5'; 

filePrefix = strcat(pmType, '_', city, '_ARIMA_FIS', opt); 

fileName = strcat(filePrefix, '_MODEL.mat'); 

dataPath = strcat('/home/anupong/works/2022-trimester-0265/thesis/dataset/', \ 

pmType, '/csv/use/', city, '/', method, '/'); 

modelFile = strcat(dataPath, fileName) 

load(modelFile); 

 

%% Evaluate the ANFIS models 

predictTrain = evalfis(myfis, trainData(:, 1:end - 1)); 

predictTest = evalfis(myfis, testData(:, 1:end - 1)); 

 

%% Calculate the assessment of prediction 

%R^2 

rsqureTrain = 1 - (sum((trainData(:, end) - predictTrain).^2) / \ 

sum((trainData(:, end) - mean(trainData(:, end))).^2)); 

rsqureTest = 1 - (sum((testData(:, end) - predictTest).^2) / \ 

sum((testData(:, end) - mean(testData(:, end))).^2)); 

%RMSE 

rmseTrain = sqrt(immse(predictTrain, trainData(:, end))); 

rmseTest = sqrt(immse(predictTest, testData(:, end))); 

%PRMSE 

prmseTrain = (100 / mean(trainData(:, end))) * rmseTrain; 

prmseTest = (100 / mean(testData(:, end))) * rmseTest; 

%MAE 

maeTrain = mae((trainData(:, end) - predictTrain)); 

maeTest = mae((testData(:, end) - predictTest)); 

%MAPE 

mapeTrain = mean(abs((trainData(:, end) - predictTrain) ./ trainData(:, end))) * 100; 

mapeTest = mean(abs((testData(:, end) - predictTest) ./ testData(:, end))) * 100; 

 

%% Keep results 

learningTime = elabTime 

trainResults = [rsqureTrain; maeTrain; mapeTrain; rmseTrain; prmseTrain] 
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testResults = [rsqureTest; maeTest; mapeTest; rmseTest; prmseTest] 

 

%% Save forecasted results to csv file 

saveTrain = strcat(dataPath, filePrefix, '_TRAIN_PRED.csv'); 

saveTest = strcat(dataPath, filePrefix, '_TEST_PRED.csv'); 

%saveLearning = strcat(dataPath, filePrefix, '_LEARNING.csv'); 

saveTrainResults = strcat(dataPath, filePrefix, '_TRAIN_RESULTS.csv'); 

saveTestResults = strcat(dataPath, filePrefix, '_TEST_RESULTS.csv'); 

saveLearningTime = strcat(dataPath, filePrefix, '_LEARNING_TIME.txt'); 

 

writematrix(predictTrain, saveTrain); 

writematrix(predictTest, saveTest); 

%writematrix(summary.tuningOutputs.scores, saveLearning); 

writematrix(trainResults, saveTrainResults); 

writematrix(testResults, saveTestResults); 

writematrix(learningTime, saveLearningTime); 

 

%% Save matlab workspace 

resultsPath = strcat('/home/anupong/works/2022-trimester-0265/thesis/result/matlab/PM/', \ 

pmType, '/'); 

saveName = [datestr(now, 'yyyy-mmm-dd_HHMMSS'), '-', filePrefix, '_RESULTS.mat']; 

strSave = append(resultsPath, saveName) 

save(strSave); 
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