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การรู#จําลายมือชื่อเป:นการประยุกต�ใช#เทคนิคการรู#จําแบบและการเรียนรู#เชิงสถิติของเครื่อง 
เพ่ือช+วยในงานไบโอเมตริกซ� ซ่ึงหมายถึงวิธีการอัตโนมัติท่ีใช#ในการจดจําและระบุตัวบุคคลด#วยลักษณะ
ทางกายภาพหรือพฤติกรรมท่ีเป:นลักษณะเฉพาะของแต+ละบุคคล ลักษณะเฉพาะทางกายภาพอาจจะ
เป:นลายนิ้วมือ โครงสร#างใบหน#า รูปแบบม+านตา หรืออ่ืน ๆ ลักษณะเฉพาะทางพฤติกรรมได#แก+ลายมือ
ชื่อ จังหวะการพิมพ� รูปแบบการเดิน หรือพฤติกรรมในลักษณะอ่ืน ๆ การจําแนกบุคคลด#วยข#อมูลไบโอ
เมตริกซ�เชิงพฤติกรรมมีข#อดีท่ีไม+ต#องมีการสัมผัสทางกายภาพ แต+ปDญหาท่ีสําคัญคือมีความแม+นยําในการ
จําแนกตํ่า การนําเทคโนโลยีไบโอเมตริกซ�เชิงพฤติกรรมไปใช#งานจริงจึงยังจํากัด และจําเป:นต#องใช#ไบโอ
เมตริกซ�หลายประเภทประกอบกัน เช+น ใช#การสแกนลายนิ้วมือและลายม+านตาร+วมกับลายมือชื่อ ไบโอ
เมตริกซ�ท่ีใช#งานส+วนใหญ+จึงมักจะเป:นลักษณะเฉพาะทางสรีรวิทยา ผู#วิจัยจึงมีแนวคิดในการศึกษาและ
พัฒนาไบโอเมตริกซ�ท่ีใช#ลักษณะเฉพาะทางพฤติกรรมให#มีประสิทธิภาพการจดจําและระบุตัวบุคคลได#
แม+นยํางมากข้ึน ไบโอเมตริกซ�ท่ีศึกษาในงานวิจัยนี้เน#นท่ีลายมือชื่อ เนื่องจากเป:นไบโอเมตริกซ�เชิง
พฤติกรรมท่ีใช#งานกันมากแต+มักจะอยู+ในรูปแบบเอกสาร การพัฒนาการรู#จําลายมือชื่อในลักษณะ
อิเล็กทรอนิกส�จะช+วยพัฒนาการทําธุรกรรมรวมถึงนิติกรรมต+าง ๆ ท่ีกระทําผ+านระบบดิจิทัลให#มีความ
ถูกต#องและเชื่อถือได#มากข้ึน การพัฒนางานวิจัยนี้ใช#วิธีการเพ่ิมความแม+นยําในการรู#จําลายมือชื่อด#วย
เทคนิคการเรียนรู#เชิงสถิติและการเรียนรู#เชิงฮิวริสติก โดยเทคนิคฮิวริสติกในงานวิจัยนี้เป:นการเพ่ิม
น้ําหนักให#กับพิกเซลของภาพลายมือชื่อท่ีแสดงลักษณะเด+นของลายมือชื่อนั้น ๆ ผลการทดลองพบว+าฮิว
ริสติกท่ีใช#สามารถเพ่ิมประสิทธิภาพการรู#จําให#มีความแม+นยํามากข้ึน 

  
 



 

บทคัดยOอภาษาอังกฤษ  

 
Signature recognition is the application of pattern recognition and statistical 

machine learning techniques to assist biometrics, which is the automated method to 
recognize an individual from his/her physical or behavioral characteristics. Physical 
characteristics can be either a fingerprint, face structure, iris pattern, or others. 
Behavioral characteristics include signature, typing stroke, walking pattern, and other 
specific behaviors. The advantage of behavioral biometrics is that there is no need for 
physical contact. However, the major disadvantage is that recognition accuracy of 
behavioral biometrics is still lower than the physical ones. Therefore, its real-life 
application is limited and needs a combination of many types of biometrics such as 
finger and iris scan to be accompanied with signature. The practical biometric systems 
are mostly based on physical characteristics. We are thus interested in improving the 
behavioral based biometrics, especially the handwritten signature, to be more accurate 
in its recognition rate. This interest is from the widely use of signature in paper form as 
a main method to recognize an individual. The increase in recognition accuracy of 
handwritten signature in electronic form is considered a great beneficial toward digital 
banking and other legislative actions. To improve handwritten signature recognition, we 
apply a heuristic that assign more weight in some pixel areas of the signature picture 
that can help differentiate on signature from the others. The experimental results 
reveal that this heuristics can actually improve the recognition rate. 
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บทท่ี  1  
บทนํา  

            

1.1  ความสําคัญและท่ีมาของป�ญหาการวิจัย  

การรู�จําลายมือชื่อเป�นการประยุกต�ใช�เทคนิคการรู�จําแบบและการเรียนรู�เชิงสถิติของ
เครื่อง เพ่ือช$วยในงานไบโอเมตริกซ� คําว$าไบโอเมตริกซ� (หรือชีวมิติ, ชีวมาตร) หมายถึง คือวิธีการ
อัตโนมัติท่ีใช�ในการจดจําและระบุตัวบุคคลด�วยลักษณะทางกายภาพ ชีวภาพ ชีวเคมี หรือพฤติกรรมท่ี
เป�นลักษณะเฉพาะของแต$ละบุคคล ลักษณะเฉพาะนี้อาจจะเป�นลายนิ้วมือ ภาพใบหน�า ลายเซ็น 
รูปแบบม$านตา รูปแบบดีเอ็นเอ หรือลักษณะเฉพาะในรูปแบบอ่ืน ๆ ลักษณะเฉพาะบุคคลท่ีสามารถ
นํามาใช�ในการยืนยันและระบุตัวบุคคล จะต�องมีคุณสมบัติพ้ืนฐาน 4 ประการต$อไปนี้ (Jain et al., 
2004; Delac and Grgic, 2004) 

� ความเป�นสากล (universality) บุคคลทุกคนจะต�องมีอวัยวะหรือมีลักษณะเฉพาะ
นั้น ๆ 

� ความแตกต$าง (distinctiveness) ลักษณะเฉพาะนั้นจะต�องแตกต$างกันในแต$ละ
บุคคล 

� ความคงทน (permanence) ลักษณะเฉพาะนั้นควรจะปรากฏอยู$อย$างถาวร หรือ
อย$างน�อยต�องไม$เปลี่ยนแปลงภายในช$วงระยะเวลาสั้น ๆ 

� สามารถเก็บรวบรวมได� (collectability) ข�อมูลท่ีเป�นลักษณะเฉพาะนั้นต�องสามารถ
เก็บตัวอย$าง บันทึก และแปลงเป�นข�อมูลในเชิงปริมาณได� 

  

ลักษณะประจํา ตัวท่ี มีความจําเพาะและแตกต$างกันในแต$ละบุคคลจะเรียกว$า 
ลักษณะเฉพาะ (traits or characteristics) ลักษณะเฉพาะท่ีสามารถนํามาใช�ในงานไบโอเมตริกซ�
สําหรับการยืนยันและระบุตัวบุคคลมีได�ไม$จํากัด (Unar et al., 2014) ในจํานวนท่ีมีได�มากมายนั้น
นักวิจัยนิยมจําแนกประเภทไบโอเมตริกซ�ตามลักษณะเฉพาะได�เป�น 2 ประเภท คือ ไบโอเมตริกซ�ท่ีใช�
ลักษณะเฉพาะทางสรีรวิทยา (physiological biometrics) และไบโอเมตริกซ�ท่ีใช�ลักษณะเฉพาะทาง
พฤติกรรม (behavioral biometrics) 

ปXญหาท่ีสําคัญประการหนึ่งของระบบไบโอเมตริกซ� คือความแม$นยําในการจําแนกบุคคล
ด�วยข�อมูลไบโอเมตริกซ�บางประเภท เช$นภาพใบหน�า ลายเซ็น จะมีความแม$นยําในการจําแนกตํ่า (de 
Luis-Garcia et al., 2003; Delac and Grgic, 2004) การนําเทคโนโลยีไบโอเมตริกซ�ไปใช�งานจริงจึง
ยังจํากัด และจําเป�นต�องใช�ไบโอเมตริกซ�หลายประเภทประกอบกับข�อมูลเอกสาร เช$น ใช�การสแกน
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ลายนิ้วมือและลายม$านตา ร$มกับลายมือชื่อในเอกสาร ไบโอเมตริกซ�ท่ีใช�งานส$วนใหญ$จะเป�น
ลักษณะเฉพาะทางสรีรวิทยา 

ผู�วิจัยจึงมีแนวคิดในการศึกษาและพัฒนาไบโอเมตริกซ�ท่ีใช�ลักษณะเฉพาะทางพฤติกรรม 
ให�มีประสิทธิภาพสูงข้ึน ไบโอเมตริกซ�ท่ีศึกษาในงานวิจัยนี้เน�นเฉพาะลายมือชื่อ เนื่องจากเป�นไบโอ
เมตริกซ�เชิงพฤติกรรมท่ีใช�งานกันมากแต$มักจะอยู$ในรูปแบบเอกสาร การพัฒนาการรู�จําลายมือชื่อใน
ลักษณะอิเล็กทรอนิกส�จึงคาดว$าจะช$วยพัฒนาการทําธุรกรรมและนิติกรรมต$าง ๆ ผ$านระบบดิจิทัลให�
มีความถูกต�องและเชื่อถือได�มากข้ึน 

การพัฒนางานวิจัยนี้ใช�วิธีการเพ่ิมความแม$นยําในการรู�จําลายมือชื่อ ด�วยเทคนิคการ
เรียนรู�เชิงสถิติ (statistical-based learning) และการเรียนรู�เชิงฮิวริสติก (heuristic-based 
learning) นอกจากการเพ่ิมประสิทธิภาพการรู�จําให�มีความแม$นยํามากข้ึนแล�ว งานวิจัยนี้ยังคํานึงถึง
ประสิทธิภาพในด�านเวลาท่ีใช�ในการประมวลผลโดยจะพยายามลดเวลาในกระบวนการรู�จํา การลด
เวลาประมวลผลนี้จะเป�นแนวทางสําคัญในการประยุกต�ใช�เทคโนโลยีไบโอเมตริกซ�ด�านพฤติกรรมกับ
อุปกรณ�อัจฉริยะต$าง ๆ (smart devices) ได�อย$างแพร$หลายในอนาคต 

 

1.2  วัตถุประสงค#ของโครงการวิจัย 

• พัฒนาเทคนิคในการเพ่ิมประสิทธิภาพการรู�จําของระบบไบโอเมตริกซ�เชิงพฤติกรรม 
ด�วยเทคนิคการเรียนรู�ของเครื่อง (machine learning) ในสองวิธีการหลักคือ วิธีการ
เรียนรู�เชิงสถิติ (statistical-based learning) และวิธีการเรียนรู�เชิงฮิวริสติก 
(heuristic-based learning) 

• ศึกษาค�นคว�าเชิงทฤษฎี และออกแบบแนวทางลดเวลาในการประมวลผลของ
ระบบไบโอเมตริกซ� ด�วยการวิเคราะห�และคัดเลือกเฉพาะลักษณะประจําหรือฟcเจอร� 
(feature selection) ท่ีจําเป�นต$ออัลกอริทึมรู�จํา รวมถึงการสกัดฟcเจอร� (feature 
extraction) ท่ีต�องมีการแปลงมิติของข�อมูล 

 

1.3  ขอบเขตของการวิจัย 

• การออกแบบอัลกอริทึมการรู�จําของระบบไบโอเมตริกซ� จะใช�อัลกอริทึมซัพพอร�ต
เวกเตอร�แมชชีน (support vector machine) เป�นพ้ืนฐานในการพัฒนาเนื่องจาก
เป�นอัลกอริทึมท่ีมักจะให�ผลการจําแนกท่ีมีความแม$นยําสูงในข�อมูลภาพ และในการ
ประเมินประสิทธิภาพจะใช�วิธีวัดความแม$นยําและเวลาในการประมวลผล 
เปรียบเทียบกับอัลกอริทึมต$าง ๆ ท่ีนิยมใช�ในงานวิจัยด�านไบโอเมตริกซ�ได�แก$ 
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อัลกอริทึมโครงข$ายประสาท (neural network) อัลกอริทึมการเรียนรู�แบบเบย�ส� 
(Bayes learning) และอัลกอริทึมเพ่ือนบ�านใกล�ท่ีสุด (nearest neighbors) 

• ข�อมูลไบโอเมตริกซ�จะใช�ข�อมูลลักษณะเฉพาะทางพฤติกรรมท่ีเป�นภาพท่ีได�จากการ
สแกนลายมือชื่อบนกระดาษ โดยจะยังไม$พิจารณาการใช�อุปกรณ�พิเศษช$วยในการ
บันทึกลายมือชื่อและเชื่อมต$อโดยตรงกับระบบคอมพิวเตอร� การใช�อุปกรณ�ช$วยจะ
พิจารณาเป�นเฟสต$อไปของงานวิจัย 

 

1.4  ประโยชน#ท่ีได+รับ 

งานวิจัยนี้ได�รับประโยชน�จากการดําเนินงานโครงการ ในหลายด�านได�แก$ 

(1) งานวิจัยนี้เป�นการศึกษา ค�นคว�า ออกแบบ และพัฒนาข้ันตอนวิธีการ ท้ังในเชิง
ทฤษฎีและเชิงประจักษ�เพ่ือให�ได�องค�ความรู�ใหม$ในด�านการเพ่ิมประสิทธิภาพการ
รู�จําข�อมูลไบโอเมตริกซ� โดยจะเน�นท่ีไบโอเมตริกซ�เชิงพฤติกรรมด�วยการรู�จําลายมือ
ชื่อ ประโยชน�ท่ีได�รับโดยตรงคือเทคนิคและอัลกอริทึมใหม$ท่ีสามารถเผยแพร$ผลงาน
ท่ีเป�นความก�าวหน�าใหม$ต$อท่ีประชุมวิชาการระดับนานาชาติได�จํานวน 2 บทความ
และตีพิมพ�ผลงานในวารสารวิชาการระดับนานาชาติได� 1 บทความ 

(2) การดําเนินงานวิจัยในส$วนท่ีเป�นการวิจัยเชิงประจักษ� ท่ีจะต�องมีการเก็บรวบรวม
ข�อมูลและทําการทดลองกับข�อมูลเหล$านั้น จะต�องใช�ผู�ช$วยวิจัยท่ีเป�นนักศึกษาระดับ
ปริญญาโทและเอก ในสาขาวิชาวิศวกรรมคอมพิวเตอร� โครงการวิจัยนี้จึงมี
ประโยชน�ในการพัฒนานักวิจัยรุ$นใหม$ให�สามารถทํางานวิจัยในระดับสูงได� 

(3) การพัฒนาอัลกอริทึมให�สามารถใช�งานได�ในลักษณะของโปรแกรมต�นแบบหรือ 
prototype ทําให�ได�โปรแกรมต�นแบบท่ีสามารถจดลิขสิทธิ์ได�จํานวน 1 โปรแกรม 
ได�แก$ โปรแกรมรู�จําภาพลายมือชื่อ (handwritten signature image recognition 
program) ลิขสิทธิ์เลขท่ี ว1. 5362 ออกให� ณ วันท่ี 8 เมษายน 2558  
 



บทท่ี  2  
เอกสารและงานวิจัยที่เกี่ยวข�อง 

 

2.1  ระบบไบโอเมตริกซ   

การรู�จําข�อมูลไบโอเมตริกซ�สามารถจําแนกตามวัตถุประสงค�การใช�งานได�เป#น 2 
ประเภทคือ การรู�จําเพ่ือยืนยันตัวบุคคล (verification or authentication) และการรู�จําเพ่ือระบุตัว
บุคคล (identification) การรู�จําท้ังสองประเภทนิยามโจทย�ป;ญหาและลักษณะการทํางานของ
ระบบไบโอเมตริกซ�ได�ดังต@อไปนี้ (Jain et al., 2004) 

การรู�จําเพ่ือยืนยันตัวบุคคล (verification/authentication) 

กําหนดให� XQ เป#นเวกเตอร�ลักษณะประจําของข�อมูลไบโอเมตริกซ� (biometric feature 
vector) และ I เป#นรหัสประจําตัวท่ีบุคคลนั้นใช�ยืนยันตนเอง (claimed identity) เม่ือกําหนดให� 
(XQ,I) เป#นข�อมูลรับเข�าของระบบไบโอเมตริกซ� ระบบจะประมวลผลเพ่ือตัดสินใจว@าเจ�าของข�อมูล 
(XQ,I) เป#นคลาส C1 หรือคลาส C2 โดยคลาส C1 หมายถึง บุคคลนั้นเป#นเจ�าของท่ีแท�จริงของท้ัง
ลักษณะเฉพาะและรหัสประจําตัว ส@วนคลาส C2 หมายถึง บุคคลนั้นเป#นผู�ปลอมแปลงเนื่องจาก
ลักษณะเฉพาะบุคคลไม@ตรงกับรหัสประจําตัวท่ีใช�อ�างอิง โดยเกณฑ�การตัดสินใจประเมินจากฟ;งก�ชัน S 

(XQ,I) ∈ C1     ถ�า  S(XQ,XI)≥ t 

(XQ,I) ∈ C2     ถ�า  S(XQ,XI)< t 

โดยท่ี  S  คือ ฟ;งก�ชันวัดความคล�ายคลึงระหว@างเวกเตอร�ของลักษณะเฉพาะบุคคล XQ ท่ีเป#น
ข�อมูลรับเข�า และลักษณะเฉพาะบุคคล XI ท่ีบันทึกไว�ในฐานข�อมูล 

XI  คือ ข�อมูลไบโอเมตริกซ�ของบุคคลท่ีมีรหัสประจําตัว I และข�อมูลนั้นถูกบันทึกไว�เป#น
แม@แบบในฐานข�อมูลก@อนหน�ากระบวนการรู�จําเพ่ือยืนยันตัวบุคคล 

t  คือ ค@าคงท่ีท่ีกําหนดไว�ล@วงหน�า (threshold) 
 
การรู�จําเพ่ือยืนยันตัวบุคคลจึงเป#นการรายงานผลการตรวจสอบไบโอเมตริกซ�ของบุคคล

ว@าตรงกับรหัสประจํา ตัว ท่ีบุคคลนั้นใช�อ� างอิงหรือไม@  ผลการตรวจสอบจะเป#น ใช@ /ไม@ ใช@ 
(accept/reject) 
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การรู�จําเพ่ือระบุตัวบุคคล (identification) 

กําหนดให� XQ เป#นเวกเตอร�ลักษณะประจําของข�อมูลไบโอเมตริกซ� (biometric feature 
vector) และเป#นข�อมูลรับเข�าเพียงอย@างเดียวของระบบไบโอเมตริกซ� ระบบจะทําหน�าท่ีค�นหารหัส
ประจําตัวบุคคล IK โดย K มีค@าต้ังแต@ 1 ถึง N+1 รหัสประจําตัว I1 ถึง IN เป#นรหัสประจําตัวบุคคล
จํานวน N คนท่ีลงทะเบียนไว�กับระบบ ส@วนรหัส IN+1 เป#นรหัสพิเศษหมายถึงบุคคลนั้นไม@มีข�อมูล
บันทึกไว�ในฐานข�อมูล เม่ือกําหนดข�อมูลเข�าเป#น XQ ระบบจะประมวลผลเพ่ือค�นหารหัสประจําตัว
บุคคลตามเกณฑ�ต@อไปนี้ 

XQ∈ IK ถ�า  maxk{S(XQ,XIk)}≥ t  ,K = 1,..,N 

XQ∈ IN+1   ถ�า  maxk{S(XQ,XIk)}< t 
โดยท่ี  XIk คือ ข�อมูลไบโอเมตริกซ�ของบุคคลท่ีมีรหัสประจําตัว IK และ K = 1, …, N 

 
การรู�จําเพ่ือระบุตัวบุคคล จึงเป#นการใช�ข�อมูลไบโอเมตริกซ�เพ่ือค�นหาจากฐานข�อมูลว@า

ข�อมูลไบโอเมตริกซ�นั้นเป#นของบุคคลใด ในกระบวนการค�นหาจึงใช�เวลานานกว@าการรู�จําเพ่ือยืนยันตัว
บุคคล ระบบไบโอเมตริกซ�ไม@ว@าจะเพ่ือยืนยันตัวบุคคล หรือเพ่ือค�นหาและระบุตัวบุคคล จะมี
ส@วนประกอบหลักเหมือนกัน คือ 

(๑) มีอุปกรณ�สําหรับอ@านข�อมูลลักษณะเฉพาะบุคคล (sensor device) พร�อมโมดูลใน
การแปลงข�อมูลให�อยู@ในรูปแบบท่ีคอมพิวเตอร�สามารถประมวลผลได� 

(๒) โมดูลคัดเลือกลักษณะประจํา (attribute/feature) ท่ีจําเป#นต�องใช�ในการรู�จําพร�อม
ท้ังทําหน�าท่ีบันทึกข�อมูลลักษณะประจําของแต@ละบุคคลลงฐานข�อมูล ข�อมูลจะได�รับการคัดเลือกและ
แปลงรูปแบบ เรียกข�อมูลนี้ว@า แม@แบบในลักษณะฟhเจอร�เวกเตอร� (feature vector template) 

(๓) โมดูลในการจับคู@แบบและตัดสินใจ (pattern matching and decision making) 
ทําหน�าท่ีคํานวณความคล�ายของรูปแบบลักษณะเฉพาะในแม@แบบ เทียบกับลักษณะเฉพาะบุคคลท่ี
เป#นข�อมูลเข�า ณ ขณะนั้นของระบบ และตัดสินใจตามเกณฑ�ท่ีต้ังไว�เพ่ือแสดงผลการตัดสินใจเป#นการ
ยืนยัน/ปฏิเสธบุคคล (accept/reject) หรือแสดงผลเป#นการระบุตัวบุคคล (identity) ตามแต@
วัตถุประสงค�การใช�งานระบบ 

 
ในช@วงลงทะเบียนข�อมูลไบโอเมตริกซ�จะใช�โมดูลท่ี ๑ และ ๒ ในช@วงตรวจสอบข�อมูลเพ่ือ

ยืนยันบุคคลหรือเพ่ือระบุบุคคลจะใช�ส@วนประกอบท้ังสามส@วน ส@วนประกอบเหล@านี้แสดงเป#น
แผนภาพได�ดังรูปท่ี 2.1 
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input biometric 
 

 
 
 
 
 
 
 

รูปท่ี 2.1 ส@วนประกอบหลักของระบบไบโอเมตริกซ� 
 

2.2  งานวิจัยท่ีเก่ียวข�อง 

ในป;จจุบันเทคโนโลยีไบโอเมตริกซ�ได�ถูกนําไปใช�จริงในหลายหน@วยงานของหลาย ๆ 
ประเทศ ด�วยวัตถุประสงค�หลักคือเพ่ือยืนยันตัวบุคคล เช@น การตรวจคนเข�าเมือง การควบคุมการเข�า
ออกอาคาร การลงเวลาเข�าทํางาน การยืนยันตัวตนเพ่ือการทําธุรกรรมหรือธุรกิจพาณิชย�
อิเล็กทรอนิกส� และงานด�านอ่ืน ๆ อีกมาก ข�อดีของไบโอเมตริกซ�เม่ือเปรียบเทียบกับการรักษาความ
ปลอดภัยแบบเดิม เช@น การใช�บัตรประจําตัว โทเค็น หรือ รหัสผ@าน ท่ีเห็นได�ชัดเจนคือข�อมูลไบโอ
เมตริกซ�ปลอมแปลงได�ยากกว@า และสะดวกสําหรับผู�ใช�ท่ีไม@ต�องมีภาระในการพกพาอุปกรณ�หรือจดจํา
รหัส แต@ข�อด�อยของเทคโนโลยีนี้คือความแม@นยําของระบบอัตโนมัติในการรู�จําข�อมูลไบโอเมตริกซ�บาง
ประเภทยังค@อนข�างตํ่า โดยเฉพาะไบโอเมตริกซ�ทางพฤติกรรม นอกจากนี้ลักษณะเฉพาะบางอย@างเก็บ
ตัวอย@างได�ยาก และยังไม@เป#นท่ียอมรับของประชาชนโดยท่ัวไป (Boukhonine et al., 2005; 
Yampolskiy and Govindaraju, 2008; Bailador et al., 2011; Radhika et al., 2011; Galbally 
et al., 2012) 

แนวทางหลักของการปรับปรุงระบบไบโอเมตริกซ�ให�มีความน@าเชื่อถือ สามารถนําไปสู@
การใช�งานจริงได�กว�างขวางข้ึนและได�รับการยอมรับจากผู�ใช�มากข้ึน คือ การพัฒนาและปรับปรุงความ
น@าเชื่อถือของระบบในด�านต@าง ๆ ได�แก@เพ่ิมความแม@นยําในการรู�จํา เพ่ิมความปลอดภัยในการใช�งาน
และการเก็บรักษาข�อมูลของผู�ใช� เพ่ิมประสิทธิภาพของระบบในด�านความเร็วในการประมวลผล และ
พัฒนาฟ;งก�ชันของระบบให�ใช�งานได�ง@าย (Jain et al., 2004; Giot et al., 2013) แนวทางท่ีเป#น

Feature vector templates 

Data collector 

through sensor 

Data collector 

through sensor 

Data collector 

through sensor 

Decision result 

(accept/reject; identity) 



 7 

วัตถุประสงค�หลักของโครงการวิจัยนี้คือด�านความแม@นยําในการรู�จํา และการลดเวลาในการ
ประมวลผล 

ในประเด็นการเพ่ิมความแม@นยําของระบบไบโอเมตริกซ� นักวิจัยจํานวนมากได�เสนอ
แนวทางพัฒนาระบบท่ีใช�ลักษณะเฉพาะบุคคลมากกว@าหนึ่งลักษณะ เพ่ือใช�ประกอบการรู�จําและ
ตัดสินใจยืนยันตัวบุคคล เรียกระบบลักษณะนี้ว@า ระบบไบโอเมตริกซ-แบบหลายภาวะ (multi-modal 
biometric system) การพัฒนาระบบดังกล@าวจะต�องมีข้ันตอนการรวม (fusion) ข�อมูลหรือ
สารสนเทศ ซ่ึงจะเกิดข้ึนได�ในหลายระดับ (Singh et al., 2007; Liau and Isa, 2011; Benaliouche 
and Touahria, 2014) ได�แก@ (๑) ในระดับข�อมูลจากอุปกรณ�รับรู� เป#นการรวมข�อมูลจากหลาย
ลักษณะเฉพาะ เช@น ใช�ลักษณะเฉพาะจากม@านตาร@วมกับลายนิ้วมือ (๒) ในระดับข�อมูลลักษณะประจํา
หรือฟhเจอร� เป#นการรวมฟhเจอร�ท่ีคัดเลือกแล�วจากหลายลักษณะเฉพาะ (๓) ในระดับสารสนเทศ
ระหว@างประมวลผล ใช�การรวมคะแนนของฟ;งก�ชันวัดความคล�ายคลึงท่ี คํานวณจากแต@ละ
ลักษณะเฉพาะ (๔) ในระดับสารสนเทศหลังประมวลผล เป#นข้ันตัดสินใจโดยอาจจะใช�การโหวตผล
ตามผลลัพธ�ส@วนใหญ@ จากการพิจารณาลักษณะเฉพาะแต@ละลักษณะเพ่ือตัดสินว@าผู�ใช�รายนั้นเป#นตัว
จริงหรือบุคคลแอบอ�าง 

งานวิจัยของ Gonzalez-Rodriguez และคณะ (2005) ได�นําเสนอเทคนิคจากพ้ืนฐาน
ทฤษฎีของเบย�ส�สําหรับประมวลผลลายนิ้วมือ ใบหน�า และลายเซ็น เพ่ือประกอบการตัดสินคดีในศาล 
โดยการรวมสารสนเทศเกิดข้ึนในระดับการตัดสินใจ งานวิจัยของ Jing และคณะ (2007) ใช�ลักษณะ
เฉพาะท่ีเป#นใบหน�าและลายพิมพ�ฝ�ามือ โดยรวมข�อมูลในระดับพิกเซลของภาพ ทีมวิจัยของ Fahmy 
(2008) รวมถึงทีมวิจัยของ Liau และ Isa (2011) ศึกษาลักษณะเฉพาะท่ีเป#นม@านตาและลายนิ้วมือ 
จากนั้นรวมสารสนเทศท่ีเป#นคะแนนจากฟ;งก�ชันวัดความคล�ายคลึง โดยใช�ซัพพอร�ตเวกเตอร�แมชชีน
เป#นเครื่องมือ ทีมวิจัยของ Gawande (2013) ใช�ลักษณะเฉพาะท่ีเป#นม@านตาร@วมกับลายนิ้วมือและ
จําแนกด�วยซัพพอร�ตเวกเตอร�แมชชีนเช@นเดียวกัน แต@การรวมข�อมูลเกิดข้ึนในระดับฟhเจอร� 
เช@นเดียวกับทีมของ Benaliouche และ Touahria (2014) ท่ีใช�ข�อมูลม@านตาร@วมกับลายนิ้วมือ แต@
รวมสารสนเทศท่ีเป#นคะแนนจากฟ;งก�ชันวัดความคล�ายคลึง และในข้ันตัดสินใจของระบบไบโอเมตริซ�
แบบหลายภาวะ ใช�การรวมคะแนนด�วยตรรกศาสตร�คลุมเครือ งานของ Yang และคณะ (2013) 
พิจารณาระบบไบโอเมตริกซ�แบบหลายภาวะด�วยวัตถุประสงค�ท่ีแตกต@างออกไป โดยทีมวิจัยของ 
Yang แสนอแนวคิดว@าระบบไบโอเมตริกซ�ควรมีความปลอดภัยในระดับสูง จึงเสนอแนวทางการใช�
ลายเซ็นเป#นลักษณะเฉพาะทางพฤติกรรม เพ่ือคัดกรองและยืนยันบุคคลก@อนเข�าใช�ระบบไบโอ
เมตริกซ� 

ในประเด็นการลดเวลาการประมวลผลของระบบไบโอเมตริกซ� นักวิจัยส@วนใหญ@เห็นพ�อง
กับแนวทางการลดมิติของข�อมูล (Mazanec et al., 2008; Fatahi et al., 2013; Sodhi and Lal, 
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2013) โดยท่ัวไปการลดมิติของข�อมูลจะใช�วิธีการคัดเลือกฟhเจอร� (feature selection) และการสกัด
ฟhเจอร� (feature extraction)  

การคัดเลือกฟhเจอร�เป#นการวิเคราะห�ข�อมูลเป#นรายฟhเจอร�หรือรายแอททริบิวต� ด�วย
เทคนิคการวิเคราะห�ในรูปแบบต@าง ๆ เพ่ือคัดเลือกไว�เฉพาะฟhเจอร�ท่ีมีความสําคัญต@อการจําแนกหรือ
การรู�จําข�อมูล ข�อมูลท่ีผ@านการคัดเลือกมักจะไม@เปลี่ยนรูปแบบของฟhเจอร� เพียงแต@มีจํานวนฟhเจอร�ท่ี
ลดลง เทคนิคนี้นิยมใช�ในงานวิจัยสาขาการทําเหมืองข�อมูล (data mining) และสาขาการเรียนรู�ของ
เครื่อง (machine learning) 

การสกัดฟhเจอร�เพ่ือคัดแยกไว�เฉพาะแอททริบิวต�หรือฟhเจอร�ท่ีจําเป#นต@อการรู�จํา เป#น
เทคนิคท่ีนิยมใช�ในงานวิจัยสาขาการรู�จําแบบ (pattern recognition) เทคนิคนี้แตกต@างจากการ
คัดเลือกฟhเจอร�ตรงท่ีมีการเปลี่ยนรูปแบบข�อมูล (data transformation) ก@อนการคัดเลือกฟhเจอร� 
การเปลี่ยนรูปแบบข�อมูลอาจจะเป#นการแปลงมิติข�อมูลไปสู@มิติท่ีมีความซับซ�อนน�อยลงและจําแนก
ข�อมูลได�ชัดเจนมากข้ึน (Martinez and Kak, 2001) วิธีการแปลงมิติท่ีนิยมใช�ในงานรู�จําคือ การ
วิเคราะห�องค�ประกอบหลัก (principal component analysis, PCA) และ การวิเคราะห�ดิสคริ
มิแนนต�เชิงเส�น (linear discriminant analysis, LDA) เทคนิค PCA และ LDA เป#นเทคนิคเชิงสถิติท่ี
มักจะใช�ในระบบไบโอเมตริกซ� (Mazanec et al., 2008; Fatahi et al., 2013, Rodriquez-Lujan 
et al., 2013; Sodhi and Lal, 2013)  

ในการดําเนินงานโครงการวิจัยนี้ ผู�วิจัยมีเป�าหมายท่ีจะศึกษาวิธีการเพ่ิมประสิทธิภาพ
การรู�จําของระบบไบโอเมตริกซ�ในสองประเด็นคือ ประเด็นของการลดเวลาการประมวลผล และ
ประเด็นของการเพ่ิมความแม@นยําในการรู�จําข�อมูลไบโอเมตริกซ� การลดเวลาการประมวลผลจะใช�
แนวทางลดมิติข�อมูลด�วยวิธีการสกัดฟhเจอร� และในประเด็นของการเพ่ิมความแม@นยําของการรู�จํา
ข�อมูลไบโอเมตริกซ� โดยจะใช�อัลกอริทึมซัพพอร�ตเวกเตอร�แมชชีนเป#นพ้ืนฐานของการพัฒนา เนื่อง
จากซัพพอร�ตเวกเตอร�แมชชีนมักจะให�ประสิทธิภาพการจําแนกท่ีแม@นยํากว@าอัลกอริทึมแบบอ่ืน ถ�า
หากปรับใช�ฟ;งก�ชันแก@นหรือเคอร�เนลได�อย@างเหมาะสมกับลักษณะข�อมูล 



บทท่ี  3  
การออกแบบและพัฒนาไบโอเมตริกซ�เพ่ือรู�จําลายมือช่ือ 

 
3.1  กรอบแนวคิดของงานวิจัย 

โครงการวิจัยนี้มีวัตถุประสงค�ท่ีจะพัฒนาเทคนิคเพ่ิมประสิทธิภาพการรู จําไบโอเมตริกซ�
ได ท้ังสองลักษณะคือการรู จําเพ่ือยืนยันตัวบุคคลและการรู จําเพ่ือระบุตัวบุคคล โดยในระยะแรกของ
โครงการจะเน นท่ีการรู จําเพ่ือระบุตัวบุคคล เนื่องจากเป.นงานท่ีใช เวลามากกว0าการรู จําเพ่ือยืนยันตัว
บุคคล จึงมีความจําเป.นท่ีจะต องได รับการพัฒนาแนวทางเพ่ิมความเร็วในการประมวลผล 

การเพ่ิมความเร็วในการประมวลผลจะใช แนวทางเชิงสถิติเพ่ือลดมิติข อมูล ด วยการลด
จํานวนลักษณะประจํา (attributes / features / variables) ท่ีจะต องใช ในการคํานวณของฟCงก�ชัน
วัดความคล ายคลึง ในเบื้องต นผู วิจัยจะพิจารณาใช เทคนิค PCA (principal component analysis) 
และ LDA (linear discriminant analysis) เพ่ือศึกษาเปรียบเทียบประสิทธิภาพในด านการลดเวลา
ในการประมวลผลของอัลกอริทึมรู จํา 

การเพ่ิมความแม0นยําในการยืนยันและระบุตัวบุคคล โดยเฉพาะในกรณีข อมูลไบโอ
เมตริกซ�ท่ีเป.นลักษณะเฉพาะทางพฤติกรรมท่ีเป.นภาพลายมือชื่อและระบบไบโอเมตริกซ�มักจะมีความ
แม0นยําในการรู จําตํ่า ผู วิจัยจะใช วิธีเชิงฮิวริสติกช0วยเพ่ิมความแม0นยํา โดยกรอบแนวคิดของการวิจัย
แสดงได ดังรูปท่ี 3.1 
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รูปท่ี 3.1 กรอบแนวคิดของการเพ่ิมความแม0นยําในการรู จําลักษณะเฉพาะทางพฤติกรรมด วยฮิวริสติก 

 
3.2  ข้ันตอนการดําเนินงานวิจัย 

จากกรอบแนวคิดหลัก สามารถจําแนกการดําเนินงานออกเป.นข้ันตอนต0าง ๆ ได ดังนี้  
1) การเก็บข อมูลลายมือชื่อและการแปลงภาพลายมือชื่อให เป.นไฟล�ภาพ  
2) การแปลงข อมูลภาพลายมือชื่อให เป.นข อมูลทางตัวเลข  
3) การทดสอบเปรียบเทียบประสิทธิภาพของแต0ละอัลกอริทึม  
4) การเพ่ิมประสิทธิภาพการรู จําโดยการใช เทคนิคการปรัปปรุงภาพ ด วยการหา

ขอบภาพและการทําขอบภาพให บางลง  
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5) การเพ่ิมประสิทธิภาพการรู จําโดยการใช เทคนิคฮิวริสติก ด วยการเพ่ิมชุดข อมูลท่ีมี
ความเข มสูง 

3.2.1 ข้ันตอนการเก็บข�อมูลและการสร�างไฟล�ภาพ 

ข้ันตอนนี้จะเป.นการเก็บรวมรวมข อมูลและการแปลงข อมูล โดยได ทําการเก็บรวบรวม
ข อมูลจริงจากนักศึกษาชั้นป]ท่ีสี่ จํานวน 30 คน โดยแต0ละคนเขียนลายมือชื่อคนละ 20 ครั้งโดยให 
เขียนในคราวแรก 10 ครั้งจากนั้นเว นระยะไป 14 วันแล วจึงให เขียนลายมือชื่ออีก 10 ครั้งเพ่ือเป.น
การยืนยันว0าใช ลายมือชื่อในชีวิตประจําวันจริงและเป.นการรองรับความแปรปรวนของลายมือชื่อตาม
สภาพแวดล อมด านระยะเวลา ดังนั้นจํานวนลายมือชื่อท่ีใช ในงานวิจัยนี้จะมีท้ังหมด 600 ลายมือชื่อ 

รายละเอียดเชิงเทคนิคของข้ันตอนนี้ประกอบด วย การนําภาพลายมือชื่อท่ีได ท้ังหมดมา
ผ0านเครื่องสแกน FUJI XEROX รุ0น ApeosPort-IV5070 เพ่ือทําเป.นไฟล�รูปภาพ จากนั้นปรับแต0งสีให 
เป.นลักษณะขาวดํา และปรับขนาดรูปภาพลายมือชื่อให มีขนาดเท0ากันทุกภาพ โดยแต0ละภาพกว าง 
144 พิกเซลและสูง 38 พิกเซลดังตัวอย0างในรูปท่ี 3.2 

   

 
รูปท่ี 3.2 ตัวอย0างภาพลายมือชื่อท่ีปรับให เป.นสีขาว-ดําและทําให มีขนาดเท0ากัน 

 

3.2.2 ข้ันตอนการแปลงภาพเป นข�อมูลทางตัวเลข 

ในข้ันตอนนี้ใช โปรแกรมไพธอนประมวลผล เพ่ือแปลงภาพลายมือชื่อให เป.นรูปแบบ
ตารางท่ีมีขนาด 144 คอลัมน�และ 38 แถว จากนั้นแทนท่ีค0าความเข มสีลงไปในทุกช0องของตารางนั้น 
ค0าความเข มสีแสดงอยู0ในลักษณะตัวเลข มีค0าระหว0าง 0 ถึง 255 โดยท่ี 0 คือ ค0าระดับความเข มสูง
ท่ีสุด (สีดํา) และตัวเลข 255 คือความเข มตํ่าสุด (สีขาว) ดังตัวอย0างในรูปท่ี 3.3 
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จากนั้นจัดเรียงข อมูลตัวเลขของไฟล�ภาพแต0ละลายมือชื่อ ให อยู0ในรูปของแถวลําดับ 1
มิติ โดยท่ีลายมือชื่อหนึ่งรูปจะมีค0าข อมูล 5,472 คอลัมน� แสดงตัวอย0างได ดังรูปท่ี 3.4  

 

 
รูปท่ี 3.3 ตัวอย0างภาพลายมือชื่อท่ีอยู0ในรูปของตาราง และค0าความเข มถูกแทนท่ีด วยตัวเลข 0 – 255 

 

 
รูปท่ี 3.4 ตัวอย0างการแปลงไฟล�ภาพให เป.นข อมูลตัวเลขตามความเข มสีด วยไพธอน 
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3.2.3 ข้ันตอนการทดสอบเปรียบเทียบอัลกอริทึม 

การทํางานในข้ันตอนนี้ประกอบด วย 
1) นําข อมูลในรูปแบบแถวลําดับ 1 มิติ แปลงให เป.นไฟล� csv 
2) แบ0งข อมูลเป.นสองส0วน โดย 75% ของข อมูลทําหน าท่ีเป.นข อมูลเพ่ือการฝoก (training 

data) และส0วนท่ีเหลือ 25% ทําหน าท่ีเป.นข อมูลเพ่ือการทดสอบ (test data)  
3) นําข อมูลเพ่ือการฝoกไปใช กับอัลกอริทึม 4 อัลกอริทึม คือ perceptron, support 

vector machine (ใช เคอร�เนลฟCงก�ชันท่ีแตกต0างกัน 4 ชนิด ได แก0 ฟCงก�ชันเชิงเส นฟCงก�ชันพหุนาม
ฟCงก�ชันเรเดียลเบสิส และฟCงก�ชันซิกมอยด�), naive Bayes (ใช ลักษณะการกระจายของข อมูลท่ี
แตกต0างกัน 3 ประเภท ได แก0 เกาเซียน มัลติโนเมียล และเบอร�นูลลี) และ k-nearest neghbors (k 
= 1,2, ..., 20) เพ่ือสร างโมเดลการรู จํา และทดสอบความแม0นยําของโมเดลด วยข อมูลทดสอบ 

4) เปรียบเทียบประสิทธิภาพอัลกอริทึมเพ่ือคัดเลือกโมเดลท่ีมีความแม0นยํามากท่ีสุดไป
ใช ในข้ันตอนต0อไป 

 

3.2.4 ข้ันตอนการเพ่ิมประสิทธิภาพการรู�จําด�วยเทคนิคการปรับปรุงภาพ 

การดําเนินงานในข้ันตอนนี้เป.นการปรับปรุงไฟล�ภาพให มีความคมชัดยิ่งข้ึนด วยเทคนิค
การปรับปรุงภาพ จากนั้นจึงคัดเลือกเทคนิคท่ีเหมาะสมท่ีสุดมาใช ในข้ันตอนต0อไปของการพัฒนา
โมเดลการรู จํา รายละเอียดการทํางานในข้ันตอนนี้ประกอบด วย  

1) ปรับปรุงภาพด วยเทคนิคการหาขอบภาพและทําขอบภาพให บางลงด วย 5 เทคนิค 
คือ Sobel edge detection, Canny edge detection, Robert edge detection, Prewitt edge 
detection, thinning 

2) นําไฟล�ภาพท่ีได รับการปรับปรุงแล วมาแปลงให อยู0ในรูปของตารางตัวเลขตามความ
เข มสี จากนั้นแปลงข อมูลตัวเลขให เป.นชุดข อมูลแถวลําดับ 

3) ทดสอบประสิทธิภาพเทคนิคการปรับปรุงภาพแต0ละแบบด วยอัลกอริทึมการเรียนรู  4 
อัลกอริทึม 

4) คัดเลือกไฟล�รูปภาพท่ีได จากเทคนิคการปรับปรุงรูปภาพ โดยตัดสินใจเลือกจากการ
นําไปเปรียบเทียบกับค0าท่ีสูงท่ีสุดของชุดข อมูลด้ังเดิม (ผลลัพธ�ท่ีดีท่ีสุดจากข้ันตอนท่ี 3.2.3 ข้ันตอน
การทดสอบเปรียบเทียบอัลกอริทึม) โดยภาพท่ีได จากเทคนิคเหล0านั้นจะถูกนําไปใช ในข้ันตอนถัดไป 
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3.2.5 ข้ันตอนการเพ่ิมประสิทธิภาพการรู�จําด�วยเทคนิคฮิวริสติก 

ข้ันตอนนี้เป.นการเพ่ิมประสิทธิภาพโมเดลการรู จําด วยการพัฒนาฮิวริสติกท่ีเหมาะสม 
โดยจะมุ0งเน นไปท่ีการนําข อมูลมาใช งานให เกิดประโยชน�สูงสุด ข อสมมุติฐานเบื้องต นของการจําแนก
ภาพลายมือชื่อเพ่ือระบุและยืนยันตัวตนของเจ าของลายมือชื่อได อย0างแม0นยําคือจะต องสามารถจดจํา
ลักษณะเด0นของแต0ละลายมือชื่อ ในงานวิจัยนี้มุ0งความสนใจไปท่ีบริเวณข อมูลท่ีมีความเข มสีสูง ซ่ึง
หมายถึงจุดเด0นท่ีสุดของแต0ละลายมือชื่อ ในขณะท่ีบริเวณข อมูลท่ีมีความเข มสีตํ่าแสดงถึงท่ีว0าง
ระหว0างเส นของตัวลายมือชื่อซ่ึงไม0มีส0วนช0วยในการจําแนกและจดจําลายมือชื่อทําให สามารถลด
ความสําคัญของข อมูลในบริเวณนี้ได   

ตัวอย0างการเพ่ิมข อมูลท่ีมีความเข มสีสูงซ่ึงเป.นบริเวณท่ีคาดว0าจะสามารถช0วยเพ่ิมความ
แม0นยําในการรู จําลายมือชื่อของแต0ละบุคคล แสดงได ดังรูปท่ี 3.5 

 

 

รูปท่ี 3.5 ตัวอย0างการเพ่ิมข อมูลความเข มสูงในแต0ละลายมือชื่อ 
 
รูปท่ี 3.5 แสดงการแปลงภาพลายมือชื่อในลักษณะของข อมูลแถวลําดับ โดยตัวอย0าง

เป.นภาพลายมือชื่อขนาด 4x4 ท้ังสามภาพถูกนํามาจัดเรียงให อยู0ในรูปของแถวลําดับขนาด 16 
คอลัมน� ซ่ึงจากชุดข อมูลตัวอย0างนี้ จะเห็นได ว0าลายมือชื่อท่ี 1 มีจํานวนข อมูลท่ีความเข มสีสูง 
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(จุดสําคัญของลายมือชื่อ) เป.นจํานวนช0องท้ังท้ังสิ้น 5 ช0อง (ลายมือชื่อท่ี 2 มี 4 ช0อง และลายมือชื่อท่ี 
3 มี 3 ช0อง) โดยจํานวนช0อง เท0ากับ 5 ช0องในท่ีนี้จะถูกนําไปอ างอิงในข้ันตอนย0อยต0อไป 

แนวคิดในข้ันตอนนี้ยังได ให ความสนใจเก่ียวกับเวลาท่ีใช ในการสร างโมเดลการรู จํา
เนื่องจากการเพ่ิมข อมูลอาจจะทําให ช0วงการสร างโมเดลใช เวลามากข้ึน จึงปรับการเพ่ิมข อมูลคราวละ
ไม0มากเพ่ือสังเกตการใช เวลาในข้ันตอนการสร างโมเดล โดยในข้ันตอนนี้จะทําการเพ่ิมข อมูลบริเวณท่ีมี
ความเข มสูงทีละ 20% จากนั้นจะทําการบันทึกผลการทดลอง เพ่ือนําไปเปรียบเทียบกับความแม0นยํา
ของข อมูลเดิมท่ีภาพลายมือชื่อไม0ได ถูกปรับปรุงด วยเทคนิคฮิวริสติกนี้ ซ่ึงหากได ความแม0นยําท่ีมากข้ึน
จะกระทําการเพ่ิมข อมูลบริเวณท่ีเป.นจุดเด0นของภาพต0อไปจนกว0าความแม0นยําจะคงท่ี หรือ จนกว0า
จะข อมูลท่ีเพ่ิมเข าไปจะครบ 100% ดังตัวอย0างท่ีแสดงดังรูปท่ี 3.6 จากตัวอย0างจะเห็นว0าข อมูลภาพ
ลายมือชื่อท่ีอยู0ในรูปของชุดข อมูลแถวลําดับท้ัง 3 ลายมือชื่อ จะถูกเพ่ิมชุดข อมูลท่ีมีความเข มสีสูงลง
ไป (ในภาพจะเรียกว0า ข อมูลท่ีน0าสนใจ) โดยแสดงตัวอย0างท้ังในระดับเพ่ิมเข าไป 20% (เพ่ิม 1 ช0อง 
จาก maximum = 5 ช0อง) เพ่ิม 40% (เพ่ิม 2 ช0อง จาก maximum = 5 ช0อง) และเพ่ิม 100% (เพ่ิม 
5 ช0อง จาก maximum = 5 ช0อง) 
 

 

รูปท่ี 3.6 การพ ิ่มข อมูลท่ีมีความเข มสูงในแต0ละลายมือชื่อตามลําดับจาก 20% ไปจนถึง 100% 
 



บทท่ี  4  
การทดสอบประสิทธิภาพการรู�จําลายมือช่ือ 

 
วัตถุประสงคหลักของโครงการวิจัยนี้คือพัฒนาแนวทางท่ีจะช"วยเพ่ิมความแม"นยําในการ

รู(จําภาพลายมือชื่อ เทคนิคในการเพ่ิมความแม"นยําใช(การปรับปรุงภาพและการใช(ฮิวริสติกด(วยการ
เพ่ิมข(อมูลเฉพาะส"วนท่ีเป.นลักษณะเด"นของภาพ ในการสร(างโมเดลเพ่ือการรู(จําใช(เทคนิคการเรียนรู(
เชิงสถิติได(แก" นาอีฟเบยสและซัพพอรตเวกเตอรแมชชีน รวมถึงทดสอบกับเทคนิคการเรียนรู(ของ
เครื่องในแบบอ่ืน ๆ ได(แก"เพอรเซ็ปตรอนและเคเนียเรสเนเบอร ข(อมูลท่ีใช(ในการทดสอบอธิบายใน
หัวข(อ 4.1 ผลการทดสอบนําเสนอในหัวข(อ 4.2 ผลการทดสอบประสิทธิภาพด(านเวลาแสดงในหัวข(อ
4.3 และการอภิปรายผลปรากฏในหัวข(อ 4.4 

 
4.1  ข�อมูลท่ีใช�ในการทดสอบ 

ข(อมูลภาพลายมือชื่อของบุคคลจํานวน 30 คน รวมท้ังหมด 600 ภาพท่ีใช(ในงานวิจัยนี้
อยู"ในเว็บไซต https://sites.google.com/site/nhinganusaracpesut/signature/datasets ภาพ
ลายมือชื่อท้ังหมดรวบรวมโดยทีมผู(ช"วยวิจัย โดยแต"ละภาพลายมือชื่อมีขนาด 38x144 พิกเซลเท"ากัน
ท้ังหมด ดังแสดงตัวอย"างได(ดังรูปท่ี 4.1 

 

 

รูปท่ี 4.1 ตัวอย"างข(อมูลภาพลายมือชื่อ 
 

4.2  ผลการทดสอบความแม&นยําในการรู�จําลายมือช่ือ 

กระบวนการทดสอบความแม"นยําในการรู(จําลายมือชื่อ จะแบ"งการทดสอบออกเป.น 4 
ส"วน ประกอบด(วย 1) การทดสอบประสิทธิภาพของอัลกอริทึมการรู(จําโดยใช(ภาพต(นฉบับท่ีไม"มีการ
ปรับปรุงภาพ 2) การทดสอบความแม"นยําในการรู(จําลายมือชื่อกับภาพท่ีผ"านเทคนิคการปรับปรุงภาพ
แบบต"าง ๆ 3) การทดสอบความแม"นยําในการรู(จําลายมือชื่อกับภาพท่ีได(รับการปรับปรุงด(วยเทคนิค
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ฮิวริสติก และ 4) การทดสอบความแม"นยําในการรู(จําลายมือชื่อกับภาพท่ีได(รับการปรับปรุงด(วย
เทคนิคการปรับปรุงภาพร"วมกับการใช(ฮิวริสติก 

4.2.1 ผลการทดสอบประสิทธิภาพของอัลกอริทึมการรู�จําด�วยภาพต�นฉบับ 

การทดสอบในข้ันตอนนี้เป.นการเปรียบเทียบประสิทธิภาพความแม"นยําในการจําแนก
เพ่ือรู(จําภาพลายมือชื่อของอัลกอริทึมท้ัง 4 อัลกอริทึมได(แก" ซัพพอรตเวกเตอรแมชชีน (ใช(เคอรเนล
ฟXงกชันสี่ชนิดคือ ฟXงกชันเชิงเส(น ฟXงกชันพหุนาม ฟXงกชันเรเดียลเบสิส และฟXงกชันซิกมอยด) เพอร
เซปตรอน นาอีฟเบย (ใช(ฟXงกชันการกระจายข(อมูลสามชนิดคือ เกาเซียน มัลติโนเมียล และเบอรนูล
ลี) และเคเนียเรสเนเบอร ในกรณีของอัลกอริทึมเคเนียเรสเนเบอรจะทําการทดลองด(วยค"า k = 1,2,3, 
…, 20 เพ่ือหาค"า k ท่ีให(ค"าความแม"นยําท่ีสูงท่ีสุดเพ่ือพิจารณาเลือกโมเดลท่ีดีท่ีสุดสําหรับนําไปใช(ใน
ข้ันตอนถัดไป  

ผลการทดลองแสดงดังตารางท่ี 4.1 การทดสอบประสิทธิภาพของอัลกอริทึมท่ีใช(ในการ
รู(จํา ปรากฏผลว"าอัลกอริทึมซัพพอรตเวกเตอรแมชชีนมีความแม"นยําในการรู(จําสูงท่ีสุดอยู"ท่ี 95.33% 
ด(วยการใช(เคอรเนลฟXงกชันพหุนาม รองลงมาจะเป.นอัลกอริทึมซัพพอรตเวกเตอรแมชชีนท่ีใช(เคอร
เนลฟXงกชันเชิงเส(นให(ค"าความแม"นยําท่ี 94.67% อัลกอริทึมอ่ืน ๆ จะให(ค"าความแม"นยําท่ีตํ่าลง เช"น 
มัลติโนเมียลนาอีฟเบยอยู"ท่ี 82.67% เพอรเซปตรอน 68.67%   

ตารางท่ี 4.1 ผลการทดสอบความแม"นยําในการรู(จําภาพลายมือชื่อของอัลกอริทึมการรู(จําแบบต"าง ๆ 

Algorithms Functions 
Accuracy 

Training data Test data 

Perceptron Linear 1.000 0.687 

SVM 

Linear 1.000 0.947 
Poly 1.000 0.953 

RBF 1.000 0.007 
Sigmoid 0.042 0.007 

Naive Bayes 
Gaussian 1.000 0.567 

Multinomial 0.973 0.827 
Bernoulli 0.042 0.007 

k-NN 
k=1 1.000 0.847 
k=2 0.953 0.833 
k=3 0.927 0.787 
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ในกรณีของอัลกอริทึมเคเนียเรสเนเบอร สังเกตได(ว"าค"า k มีความสัมพันธแบบแปรผกผัน
กับค"าความแม"นยําในการรู(จํา โดยความแม"นยําจะมีค"ามากท่ีสุดเม่ือ k=1 (อยู"ท่ี 84.7%) และน(อย
ท่ีสุด 38.7% เม่ือ k = 20 ดังจะเห็นได(จากรูปท่ี 4.2  

 

 

รูปท่ี 4.2 กราฟแสดงความสัมพันธของจํานวน k กับค"าความแม"นยําของอัลกอริทึมเคเนียเรสเนเบอร  

 

4.2.2 ผลการทดสอบประสิทธิภาพการรู�จําด�วยภาพท่ีผ&านเทคนิคการปรับปรุงภาพ 

เม่ือนําภาพลายมือชื่อมาปรับรุงคุณภาพของภาพด(วยเทคนิคการหาขอบภาพและการทํา
ขอบภาพให(บางลง จากนั้นนําภาพท่ีปรับปรุงแล(วไปสร(างโทเดลด(วยอัลกอริทึมการรู(จํา ผลลัพธ
ปรากฏดังตารางท่ี 4.2 จากผลลัพธพบว"าอัลกอริทึมซัพพอรตเวกเตอรแมชชีนท่ีใช(ฟXงกชันเชิงเส(นเป.น
เคอรเนล ให(ค"าความแม"นยําสูงข้ึนด(วยเทคนิคการตรวจหาขอบภาพแบบโซเบล โดยให(ค"าความ
แม"นยําท่ี 96.00% ซ่ึงเป.นค"าท่ีสูงกว"าค"าความแม"นยําสูงสุดของการรู(จํากับภาพในชุดข(อมูลด้ังเดิม 

จากผลการทดลองในตารางท่ี 4.2 จะเห็นได(ว"าด(วยเทคนิคการตรวจหาขอบแบบโซเบล
นั้น อัลกอริทึมเคเนียเรสเนเบอรมีค"าความแม"นยําสูงข้ึนเม่ือ k = 1, 2 และ 3 โดยเฉพาะอย"างยิ่งท่ีค"า 
k =1 นั้น มีความแม"นยําสูงถึง 95.33% ซ่ึงเทียบเท"ากับค"าความแม"นยําสูงสุดของอัลกอริทึมซัพพอรต
เวกเตอรแมชชีนท่ีเรียนรู(จากชุดข(อมูลด้ังเดิมท่ียังไม"ผ"านกระบวนการปรับปรุงภาพ 



 19 

ตารางท่ี 4.2 ผลการทดสอบความแม"นยําในการรู(จําภาพลายมือชื่อท่ีผ"านเทคนิคการปรับปรุงภาพ 

 
 

ในส"วนของความแม"นยําท่ีได(จากเทคนิคการหาขอบภาพนั้น จะมีความแม"นยําในการ
ทํานายค"อนข(างน(อย ตัวอย"างเช"นเทคนิคการตรวจหาขอบภาพแบบแคนนี จะได(ความแม"นยําสูงสุดอยู"
ท่ี 85.33% เม่ือเรียนรู(ด(วยอัลกอริทึมนาอีฟเบยท่ีใช(ฟXงกชันการกระจายข(อมูลแบบมัลติโนเมียล ซ่ึง
นับว"ายังน(อยกว"าค"าความแม"นยําสูงสุดของชุดข(อมูลด้ังเดิมถึง 12% และด(วยเทคนิคการหาขอบภาพ
แบบอ่ืน ๆ ท่ีเหลือ ไม"ว"าจะเป.นการตรวจหาขอบภาพแบบโรเบิรต การตรวจหาขอบภาพแบบพรีวิตต 
และการทําขอบภาพบางนั้นจะให(ค"าความแม"นยําท่ีตํ่า โดยท้ังหมดมีค"าความแม"นยําตํ่ากว"า 90% ไม"
ว"าจะใช(อัลกอริทึมใดในการสร(างโมเดลการรู(จํา 

จากการทดลองนี้แสดงให(เห็นว"า การใช(เทคนิคการตรวจหาขอบภาพแบบโซเบลนั้นเป.น
เพียงเทคนิคเดียวท่ีให(ผลลัพธการรู(จําภาพลายมือชื่อท่ีสูงกว"าค"าความแม"นยําสูงสุดของชุดข(อมูล
ด้ัง เ ดิม ผู( วิ จั ยจึ งนํ า เฉพาะภาพลายมือชื่ อ ท่ีผ" านการ ทําขอบภาพแบบโซเบล เ พ่ือ เข( าสู"
กระบวนการพัฒนาประสิทธิภาพโมเดลการรู(จําในข้ันตอนสุดท(าย 



 20 

4.2.3 ผลการทดสอบประสิทธิภาพการรู�จําด�วยภาพท่ีผ&านเทคนิคฮิวริสติก 

เทคนิคฮิวริสติกท่ีใช(ในการปรับปรุงภาพลายมือชื่อของงานวิจัยนี้ ใช(วิธีการเพ่ิมข(อมูลใน
ส"วนของภาพท่ีมีความเข(มสีสูงท่ีถือเป.นจุดเด"นของภาพลายมือชื่อ ผลการทดสอบความแม"นยําในการ
รู(จําภาพท่ีผ"านเทคนิคฮิวริสติกนี้แสดงดังตารางท่ี 4.3  

ผลการทดสอบปรากฏว"าการเพ่ิมชุดข(อมูลท่ีความเข(มสีสูงเข(าไปนั้นช"วยให(ความแม"นยํา
สูงข้ึนในอัลกอริทึมส"วนใหญ" เช"น อัลกอริทึมซัพพอรตเวกเตอรแมชชีนจะเพ่ิมข้ึนประมาณ 2.1% โดย
มีค"าความแม"นยําสูงสุดท่ี 97.33% ด(วยการใช(เคอรเนลฟXงกชันพหุนาม นอกจากนั้นยังพบอีกว"า
อัลกอริทึมเคเนียเรสเนเบอรเป.นอีกอัลกอริทึมท่ีให(ค"าความแม"นยําท่ีสูงท่ีสุดเช"นเดียวกันท่ี 97.33% 
เม่ือใช(ค"า k =1 โดยมีความแม"นยําสูงข้ึนถึง 14.95% เม่ือเปรียบเทียบกับข(อมูลชุดด้ังเดิม โดยถือว"า
เป.นการเพ่ิมข้ึนอย"างมีนัยสําคัญ และเม่ือพิจารณาท่ี k = 2 และ 3 นั้นจะพบว"ามีความแม"นยําเพ่ิม
สูงข้ึนเช"นกันจาก 83.3% เป.น 97.3% และจาก 78.7% เป.น 93.3% ตามลําดับ 

ตารางท่ี 4.3 ผลการทดสอบความแม"นยําในการรู(จําภาพลายมือชื่อท่ีผ"านเทคนิคฮิวริสติก 
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4.2.4 ผลการทดสอบประสิทธิภาพการรู�จําด�วยภาพท่ีผ&านเทคนิคการปรับปรุงภาพและ
เทคนิคฮิวริสติก 

จากผลการทดลองในข้ันตอนก"อนหน(าแสดงให(เห็นถึงผลลัพธท่ีดีท่ีสุดในการรู(จําภาพ
ลายมือชื่ออยู"ท่ีระดับความแม"นยํา 97.3% โดยพบว"าการใช(ภาพลายมือชื่อท่ีผ"านการหาขอบภาพแบบ
โซเบล และด(วยเทคนิคการเพ่ิมชุดข(อมูลความเข(มสูงเข(าไปนั้นทําให(ค"าความแม"นยําสูงข้ึนอย"างมี
นัยสําคัญ เม่ือนําท้ังเทคนิคการปรับปรุงภาพและเทคนิคฮิวริสติกมาใช(ร"วมกัน (Sobel Edge + 
Additional Intensive Data Method) ได(ผลลัพธดังตารางท่ี 4.4 จากการใช(เทคนิคการปรับปรุง
ภาพร"วมกับเทคนิคฮิวริสติก พบว"ามีสองอัลกอริทึมท่ีให(ความแม"นยําสูงถึง 98% ได(แก" อัลกอริทึมซัพ
พอรตเวกเตอรแมชชีนท่ีใช(เคอรเนลเป.นฟXงกชันเชิงเส(น และอัลกอริทึมเคเนียเรสเนเบอร เม่ือค"า k =1  

การเพ่ิมประสิทธิภาพโมเดลการรู(จําด(วยการนําท้ังสองเทคนิคมาผสมผสานกัน ทําให(
อัลกอริทึมส"วนใหญ"มีค"าความแม"นยําสูงข้ึน มีเพียงอัลกอริทึมนาอีฟเบยท่ีใช(ฟXงกชันการกระจายข(อมูล
แบบเกาเซียนเท"านั้นท่ีให(ค"าความแม"นยําท่ีลดลงจาก 56.67% เหลือเพียง 21.33% 

ตารางท่ี 4.4 ผลการทดสอบความแม"นยําในการรู(จําภาพลายมือชื่อท่ีผ"านเทคนิคปรับปรุงภาพร"วมกับ
เทคนิคฮิวริสติก 
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4.3  การทดสอบประสิทธิภาพด�านเวลา 

จากผลการทดสอบในข้ันตอนก"อนหน(าพบว"าเทคนิคฮิวริสติกสามารถเพ่ิมความแม"นยําใน
การรู(จําภาพลายมือชื่อ ในข้ันตอนนี้จึงได(ทดลองหาความสัมพันธระหว"างความแม"นยํา และเวลาท่ีใช(
ในการสร(างโมเดลการรู(จํา โดยจะทําการเพ่ิมข(อมูลบริเวณท่ีมีความเข(มสูงท่ีเป.นตัวแทนจุดเด"นของ
ลักษณะลายมือชื่อของแต"ละบุคคล โดยเพ่ิมข(อมูลทีละ 20% จากจํานวนข(อมูลท่ีมีความเข(มสูงท้ังหมด  

จากการสํารวจข(อมูลท้ัง 600 ภาพพบว"าจํานวนข(อมูลความเข(มสีสูงท่ีสูงท่ีสุดจากข(อมูล
ท้ังหมด คือ 717 คอลัมนซ่ึงจะสามารถเห็นได(จากกราฟในรูปท่ี 4.3 ว"าความแม"นยําในการทํานายของ
แต"ละโมเดลนั้นจะมีค"าสูงข้ึนตามลําดับ โดยจะมีค"าสูงท่ีสุดเม่ือเพ่ิมข(อมูลท่ีความเข(มสีสูงเข(าไปท่ี 
100% ในขณะท่ีเวลาท่ีเพ่ิมข้ึนมาจากการเพ่ิมชุดข(อมูลเข(าไปนั้นจะเพ่ิมข้ึนเพียงแค"เล็กน(อย โดยใน
อัลกอริทึมซัพพอรตเวกเตอรแมชชีนจะเพ่ิมข้ึน 0.5 วินาที และอัลกอริทึมเคเนียเรสเนเบอรจะเพ่ิม
เพียง 0.08 วินาที 

 

 

รูปท่ี 4.3 กราฟแสดงความสัมพันธระหว"างความแม"นยําในการรู(จําและเวลาท่ีใช(ในการสร(างโมเดล
เม่ือเปลี่ยนแปลงเปอรเซ็นตของการเพ่ิมข(อมูลในเทคนิคฮิวริสติก 
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4.4  อภิปรายผล 

จากข(อมูลต้ังต(นท่ีเป.นภาพลายมือชื่อท้ังสิ้น 600ภาพ จากผู(เข(าร"วม 30 คน และผลการ
ทดลองท่ีได(นําเสนอมาข(างต(นนั้น สามารถสรุปและวิเคราะหผลการเปรียบเทียบประสิทธิภาพได(
ดังต"อไปนี้ 

1) กรณีท่ีไม"มีการปรับปรุงใด ๆ กับภาพลายมือชื่อ (Original Data) การรู(จําภาพด(วย
อัลกอริทึมซัพพอรตเวกเตอรแมชชีนท่ีใช(ฟXงกชันพหุนามเป.นเคอรเนล ให(ความแม"นยําในการรู(จํา
ลายมือชื่อสูงท่ีสุดท่ี 95.33% ซ่ึงผลการทดลองนี้สอดคล(องกับงานวิจัยด(านการรู(จําลายมือชื่อส"วนใหญ"
ท่ีระบุว"าซัพพอรตเวกเตอรแมชชีนเป.นอัลกอริทึมท่ีให(ค"าความแม"นยําสูงสุด หรือสูงอยู"ในอันดับต(น ๆ 
โดยค"าความแม"นยําท่ี 95.33% นี้จะถูกใช(เป.นค"าความแม"นยําพ้ืนฐานสําหรับเปรียบเทียบกับเทคนิค
ในข้ันตอนต"อ ๆ ไป นอกจากนี้ข(อสังเกตอีกประการจากการทดลองในข้ันตอนนี้พบว"าอัลกอริทึมเค
เนียเรสเนเบอรให(ค"าความแม"นยําท่ีมีมีลักษณะการแปรผันแบบผกผันกับค"า k อย"างมีนัยสําคัญ 

2) การปรับปรุงภาพด(วยเทคนิคการหาขอบภาพและการทําขอบให(บางลง เม่ือนําภาพ
ท่ีผ"านการปรับปรุงแล(วไปผ"านกระบวนการรู(จําพบว"าวิธีการตรวจหาขอบภาพแบบโซเบลนั้นเป.นวิธีท่ี
ให(ค"าความแม"นยําท่ีดีท่ีสุด คือ 96.00% และเป.นเพียงวิธีเดียวท่ีมีค"าความแม"นยําสูงกว"าค"าความ
แม"นยําสูงสุดของข(อมูลชุดเดิม การได(ค"าความแม"นยําท่ีสูงข้ึนคาดว"าเกิดจากการท่ีการตรวจหา
ขอบภาพแบบโซเบลนั้นทําให(ขอบของตัวลายมือชื่อมีความหนามากข้ึน จึงทําให(มีข(อมูลท่ีนํามาใช(ใน
การสร(างโมเดลการรู(จํามากข้ึน ซ่ึงจะสอดคล(องกับผลลัพธท่ีได(จากเทคนิคการทําขอบภาพให(บางลง
ซ่ึงความแม"นยําท่ีได(มานั้นลดลงในเกือบทุกอัลกอริทึม 

3) การปรับปรุงภาพด(วยเทคนิคฮิวริสติกท่ีใช(วิธีการเพ่ิมชุดข(อมูลท่ีมีความเข(มสูง 
(Additional Intensive Data Method) โดยการเพ่ิมชุดข(อมูลท่ีมีค"าความเข(มสีค"อนข(างมากเพ่ิมเข(า
ไปต"อท(ายกับชุดข(อมูลเดิม กล"าวคือสนใจระดับความเข(มสีท่ีอยู"ระหว"าง 0 ถึง 200 เท"านั้น จากนั้นนํา
ข(อมูลใหม"ท่ีผ"านการคัดกรองแล(วเข(าไปต"อท(ายจากชุดข(อมูลแถวลําดับเดิมอีก 717 คอลัมน รวมกับ
ของเดิม 5,472 คอลัมน ทําให(ขยายขนาดข(อมูลเป.นท้ังสิ้น 6,189 คอลัมน โดยภาพลายมือชื่อท่ี
นํามาใช(นั้นจะเป.นภาพลายมือชื่อท่ีได(จากการใช(เทคนิคการตรวจหาขอบภาพแบบโซเบลเข(าช"วยก"อน
แล(ว ซ่ึงผลการทดลองจากวิธีการใหม"นี้พบว"า อัลกอริทึมเพอรเซปตรอนเป.นอัลกอริทึมท่ีแสดงการ
เพ่ิมข้ึนของค"าความแม"นยํามากท่ีสุด โดยเพ่ิมจาก 68.67% เป.น 88.67% ซ่ึงเพ่ิมจากเดิม 20% ท้ังนี้
เป.นเพราะค"าความแม"นยําเดิมนั้นตํ่ามาก จึงสามารถเห็นการเพ่ิมข้ึนของความแม"นยําได(อย"างชัดเจน 
ในส"วนของค"าการรู(จําท่ีสูงท่ีสุดในงานวิจัยชิ้นนี้นี้อยู" ท่ี 98% ซ่ึงมาจากสองอัลกอริทึม ได(แก" 
อัลกอริทึมเคเนียเรสเนเบอร ท่ีค"า k=1 มีค"าความแม"นยําเพ่ิมข้ึนจาก 84.67% เป.น 98.00% ซ่ึง
เพ่ิมข้ึนถึง 13.33%  อีกอัลกอริทึมหนึ่งท่ีให(ค"าความแม"นยําสูงทัดเทียมกันคือ ซัพพอรตเวกเตอรแม
ชชีนท่ีใช(เคอรเนลเป.นฟXงกชันเชิงเส(น ซ่ึงเป.นอัลกอริทึมท่ีให(ค"าความแม"นยําท่ีสูงต้ังแต"เดิมอยู"แล(ว 
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ผลสรุปของการเปรียบเทียบค"าความแม"นยําในการรู(จําภาพลายมือชื่อแสดงเป.นภาพ
กราฟได(ดังรูปท่ี 4.4  

 

 

รูปท่ี 4.4 กราฟแสดงการเปรียบเทียบความแม"นยําการรู(จําภาพลายมือชื่อ 

  

ในส"วนของเวลาท่ีใช(ในการสร(างโมเดลนั้นพบว"าจะเพ่ิมข้ึนเพียงเล็กน(อยเม่ือเทียบกับ
ความแม"นยําท่ีสูงข้ึน จึงถือได(ว"าเป.นการแลกเปลี่ยนระหว"าเวลากับความแม"นยําท่ีคุ(มค"ามาก 
ตัวอย"างเช"นอัลกอริทึมเคเนียเรสเนเบอรจะมีความแม"นยําสูงข้ึน 3% โดยใช(เวลาเพ่ิมข้ึนเพียง 0.08
วินาที  

 



บทท่ี  5  
บทสรุป 

 
5.1  สรุปผลการวิจัย 

งานวิจัยนี้มีวัตถุประสงค�เพ่ือพัฒนาแนวทางในการเพ่ิมประสิทธิภาพระบบไบโอเมตริกซ�
สําหรับระบุตัวตนจากพฤติกรรมของบุคคล โดยลักษณะพฤติกรรมของบุคคลในงานวิจัยนี้เน.นเฉพาะ
ลายมือชื่อ แนวทางการเพ่ิมประสิทธิภาพในด.านความแม1นยําของการรู.จําใช.วิธีการปรับปรุงภาพ
ร1วมกับเทคนิคฮิวริสติกท่ีเป4นการเพ่ิมข.อมูลท่ีมีความเข.มสูง เนื่องจากสันนิษฐานว1าจุดของภาพลายมือ
ชื่อท่ีมีความเข.มสูงจะเป4นจุดท่ีสามารถแยกความแตกต1างของลายมือชื่อแต1ละบุคคลได.ดี  

ในส1วนการรู.จําภาพลายมือชื่อท่ีผ1านกระบวนการปรับปรุงภาพและการใช.เทคนิคฮิวริ
สติกมาแล.ว จะใช.อัลกอริทึมการรู.จํา 4 อัลกอริทึมได.แก1 perceptron, support vector machine, 
naive Bayes และ k-nearest neighbors การคัดเลือกอัลกอริทึมใช.วิธีการศึกษาเปรียบเทียบ
ประสิทธิภาพของโมเดลท่ีได.จากอัลกอริทึมการรู.จําท้ัง  4 อัลกอริทึม เพ่ือคัดเลือกอัลกอริทึมการรู.จําท่ี
ให.ความแม1นยําสูงท่ีสุด  

ข้ันตอนการดําเนินงานหลักของโครงการวิจัยนี้แบ1งออกเป4น 5 ข้ันตอนย1อยได.แก1  
1) ข้ันตอนการเก็บข.อมูลลายมือชื่อและการแปลงภาพลายมือชื่อให.เป4นไฟล�ภาพ  
2) ข้ันตอนการแปลงข.อมูลภาพลายมือชื่อให.เป4นข.อมูลทางตัวเลขเพ่ือให.สามารถ

ประมวลผลในข้ันตอนต1อไปได. 
3) ข้ันตอนการทดสอบเปรียบเทียบประสิทธิภาพของแต1ละอัลกอริทึมเพ่ือคัดเลือก

อัลกอริทึมท่ีให.ความแม1นยําในการรู.จําท่ีสูงท่ีสุด 
4) ข้ันตอนการเพ่ิมประสิทธิภาพการรู.จําโดยการใช.เทคนิคการหาขอบภาพและการทํา

ขอบภาพให.บางลง  
5) ข้ันตอนการเพ่ิมประสิทธิภาพการรู.จําโดยการใช.เทคนิคฮิวริสติก ด.วยการเพ่ิมชุด

ข.อมูลท่ีมีความเข.มสูง 
 
ข้ันตอนเหล1านี้สรุปเป4นแผนภาพได.ดังรูปท่ี 5.1 
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รูปท่ี 5.1 แผนภาพสรุปข้ันตอนการดําเนินงานวิจัย 
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จากผลการทดลองทดสอบประสิทธิภาพการรู.จําลายมือชื่อด.วยวิธีการใช.ภาพลายมือชื่อ
ด้ังเดิมท่ียังไม1ผ1านกระบวนการปรับปรุงภาพและการใช.ฮิวริสติก พบว1าอัลกอริทึมซัพพอร�ตเวกเตอร�
แมชชีนท่ีใช.ฟYงก�ชันพหุนามเป4นเคอร�เนล ให.ค1าความแม1นยําสูงสุดท่ี 95.33% และนอกจากนั้นยัง
สังเกตเห็นได.อีกว1าอัลกอริทึมเคเนียร�เรสเนเบอร�ในการทดลองนี้ให.ค1าความแม1นยําท่ีมีความสัมพันธ�
กับค1า k อย1างมีนัยสําคัญโดยความสัมพันธ�ท่ีได.มีลักษณะการแปรผันแบบผกผัน นั่นคือ k 
ท่ีมีค1าน.อยจะให.ความแม1นยําในการรู.จําลายมือชื่อสูงกว1า k ท่ีมีค1ามาก 

เม่ือใช.เทคนิคการปรับปรุงภาพด.วยการหาขอบภาพและการทําภาพให.บางลง จากผล
การทดลองจะเห็นได.ว1าวิธีการตรวจหาขอบภาพแบบโซเบลนั้นเป4นวิธีท่ีให.ค1าความแม1นยําท่ีดีท่ีสุด คือ 
96% และเป4นเพียงวิธีปรับปรุงภาพวิธีเดียวท่ีให.ค1าความแม1นยําในการรู.จําลายมือชื่อสูงข้ึนกว1าค1า
ความแม1นยําสูงสุดของข.อมูลชุดเดิมท่ีไม1ต.องใช.เทคนิคการปรับปรุงภาพ โดยการรู.จําท่ีดีท่ีสุดได.มาจาก
อัลกอริทึมซัพพอร�ตเวกเตอร�แมชชีนท่ีใช.ฟYงก�ชันเชิงเส.นเป4นเคอร�เนล ส1วนในกรณีของการรู.จําด.วย
อัลกอริทึมเคเนียร�เรสเนเบอร�นั้นได.ค1าความแม1นยําเท1ากับค1าสูงสุดของชุดข.อมูลเดิมท่ี 95.33% โดย
อัลกอริทึมส1วนใหญ1จะให.ค1าความแม1นยําสูงข้ึนเม่ือภาพลายมือชื่อถูกปรับปรุงด.วยเทคนิคการตรวจหา
ขอบภาพแบบโซเบล  

การพัฒนาแนวทางการเพ่ิมประสิทธิภาพของระบบไบโอเมตริกซ�เชิงพฤติกรรมในข้ันตอน
สุดท.ายเป4นการใช.ฮิวริสติกด.วยเทคนิคการเพ่ิมชุดข.อมูลท่ีมีความเข.มสูง จากผลการทดลองพบว1า
อัลกอริทึมเพอร�เซปตรอนเป4นอัลกอริทึมท่ีมีค1าความแม1นยําในการรู.จําลายมือชื่อเพ่ิมข้ึนมากท่ีสุดโดย
เพ่ิมจาก 68.67% เป4น 88.67% ซ่ึงเพ่ิมจากเดิม 20% ในส1วนของค1าความแม1นยําท่ีสูงท่ีสุดในการรู.จํา
ลายมือชื่ออยู1ท่ี 98% โดยมาจากสองอัลกอริทึม ได.แก1 อัลกอริทึมเคเนียร�เรสเนเบอร� ท่ีค1า k=1
และซัพพอร�ตเวกเตอร�แมชชีนท่ีใช.ฟYงก�ชันเชิงเส.นเป4นเคอร�เนล โดยผลการทดสอบเหล1านี้สรุปได.ดัง
ภาพท่ี 5.2  
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รูปท่ี 5.2 แผนภาพสรุปผลการทดสอบประสิทธิภาพการรู.จําลายมือชื่อ 

 
5.2  ข�อจํากัดและข�อเสนอแนะ 

ข.อมูลท่ีใช.ในงานวิจัยนี้รวบรวมจากกลุ1มของนักศึกษาท่ีมีอายุอยู1ในช1วง 20-23 ป`ซ่ึงเป4น
กลุ1มตัวอย1างเพียงช1วงวัยเดียว ในอนาคตอาจจะสามารถเพ่ิมจํานวนของคนท่ีเข.าร1วมงานวิจัยให.มาก
ข้ึน โดยอาจจะเพ่ิมกลุ1มของเด็กวัยรุ1น คนวัยทํางาน และคนวัยเกษียณ เพ่ือให.ครอบคลุมกลุ1มตัวอย1าง
มากข้ึน รวมถึงเพ่ิมกลุ1มอาชีพให.หลากหลายมากข้ึนซ่ึงจะสามารถแสดงถึงความสามารถของไบโอ
เมตริกซ�เชิงพฤติกรรมว1ามีประสิทธิภาพด.านความแม1นยํา เพียงพอท่ีจะรองรับการใช.งานกับกลุ1ม
บุคคลทุกกลุ1มและหลากหลายอาชีพ 

งานวิจัยชิ้นนี้มีลักษณะการทํางานแบบออฟไลน� ซ่ึงหากมีการพัฒนาไปเป4นการใช.งาน
แบบออนไลน�จะทําให.เกิดความสะดวกต1อการใช.งาน และเหมาะสมกับการใช.งานในยุคปYจจุบันมาก
ยิ่งข้ึน 

เนื่องจากเทคนิคการปรับปรุงรูปภาพในยุคปYจจุบันนั้นมีหลากหลายเทคนิค และมีการ
พัฒนาไปอย1างรวดเร็ว ข.อเสนอแนะสําหรับการพัฒนางานวิจัยในอนาคตจึงเป4นการประยุกต�เทคนิค
การปรับปรุงรูปภาพแบบอ่ืนท่ีอาจจะให.ผลลัพธ�ท่ีดียิ่งข้ึน รวมถึงอาจพิจารณาใช.เทคนิคการเรียนรู.ใน
ยุคใหม1 เช1น การเรียนรู.เชิงลึก ท่ีคาดว1าอาจจะให.ความแม1นยําในการรู.จําภาพลายมือชื่อได.ดีข้ึน  
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Abstract—Handwritten signature recognition is a biometric 

task used extensively in our daily life. The efficacy of such 
system is important and challenging in that the recognition 
accuracy still has room for improvement. In this paper, we 
propose the use of Deep Convolutional Neural Networks 
(DCNN), which is a deep learning technique, to improve 
accuracy of handwritten signature recognition. We apply 
DCNN in two difference strategies for signature recognition: 1) 
transfer learning using leveraged features from a pre-trained 
model on a larger dataset, and 2) create CNN model from 
scratch. Our studied dataset consists of 600 pictures of 
handwritten signatures collected from 30 people. In order to 
evaluate the effectiveness of the proposed method, the accuracy 
is compared with the results obtained from various machine 
learning methods. The comparison reveals very satisfied 
recognition results in the sense that the two proposed strategies 
achieve 100% of the recognition rate. To compare the two 
strategies in terms of training time, the strategy of creating 
DCNN model from scratch shows much lower training time 
than the transfer learning strategy. 

Index Terms—Deep learning, deep convolutional neural 
networks, handwritten signature recognition, transfer learning. 

I. INTRODUCTION

Handwritten signature is a task of machine learning with 
the main aim to verify or identify individuals by recognizing 
the pattern in their signature. The recognition task is thus 
recognizing the specific behavior when a person signs his/her 
signature. Such recognition system is therefore categorized 
as behavioral biometric system.  

Biometric is different from other identification systems 
such as key/object possession system which requires a 
keycard or smartcard, or information-based system that asks 
for secret information like password or pin code. The strong 
point of biometric is that it is easy to use and convenient in 
practice. The convenience comes from the free of worry to 
remember password/pin code or to carry any keycard, 
identification card (ID) or badge. People are absolutely saved 
from hassle of having to frequently change passwords, key 
cards, or badges. The problems of forgetting passwords and 
the losing of ID cards are very annoying in traditional 
verification system. Moreover, each personal signature is 
distinct and the security is high because of the difficultly to 
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be forged or counterfeited. When compared to other high 
reliable biometric system like iris recognition or retinal 
recognition, handwritten signature recognition can be 
compromised with the advantages of economical technology, 
quick verification time, low intrusive level, and high social 
acceptability.  

However, the drawback of handwritten signature 
recognition system is its recognition rate that still be in a 
middle range when compared to other biometric systems. 
Many researchers are thus pay attention to improve the 
accuracy by applying many image processing techniques or a 
hybrid of machine learning methods. In this work, we 
propose a deep learning technique based on two strategies: 
transfer learning and learning from scratch.  

The literature review on the advance of handwritten 
signature recognition and preliminaries of biometrics, pattern 
recognition and deep learning techniques are presented in 
Section II. Our proposed recognition method based on deep 
convolutional neural networks (DCNN) is explained in 
Section III. The results of performance evaluation are shown 
in Section IV. We finally conclude our work in Section. 

II. LITERATURE REVIEW AND THEORY

A. Related Work

Recently, researchers had investigated a wide range of 
techniques to improve the accuracy of handwritten signature 
recognition. The data-intensive technique proposed by 
Hirunyawanakul et al. [1] converted signature data from 
image file into numeric table in accordance with color 
intensity of gray scale with 256 level from 0 (black color) – 
255 (white color). Then, numeric table was transformed to be 
array data and fed the array data into the pre-modeling step. 
At the pre-modeling step, image quality has been enhanced 
by applying Sobel edge detection technique. Data in high 
intensity area were then assigned more weight than those in 
less important area such as the white background. At the 
modeling step, support vector machine (SVM) with several 
types of kernel functions, multi-layer perceptron, and 
k-nearest neighbors (kNN) with different number of
neighbors were applied to build models for signature
recognition. SVM with linear kernel and k-NN with k=1 are
the two most accurate modeling methods.

The work of Vagas et al. [2] improved signature 
recognition rate by focusing on the grey-scale and 
co-occurrence matrix technique with local binary pattern 
based on the MCYT-75 and GPDS-100 databases. The result 
of the equal error rate (EER) in such work is 16.27%. 
Guerbai et al. [3] proposed one-class SVM for handwritten 
signature verification. The result from the experiment was 
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5-7% average error rate (AER) in recognizing signatures 
available in the CEDAR dataset. 

The aforementioned works were based recognition 
performance on current machine learning techniques such as 
SVM. In the age of big data [4], state-of-the-art technique 
called deep learning is gaining dramatic interest from 
researchers in various fields. Deep convolutional neural 
network (DCNN) is a kind of deep learning developed from 
artificial neural network. DCNN has been claimed [5] a 
powerful technique for general image recognition. We are 
thus interested in applying DCNN for a specific task of 
handwritten signature recognition. 

Our DCNN-based signature recognition method is 
structured to be composed of two learning strategies, which 
are transfer learning using parameters available from existing 
deep learning network architecture (also called a pre-trained 
strategy), and learning from scratch in which we create new 
deep learning network architecture from our own design. For 
the pre-trained strategy, we employ the two existing models: 
AlexNet and VGG16. AlexNet was invented by Alex 
Krizhevsky and teammates and has big impact in machine 
learning and image recognition communities [6]-[10]. 
VGGNet is a new architecture of deep learning developed by 
Simonyan and Zisserman and widely adopted by many 
researchers [11]-[14]. VGGNet consists of 16 layers in its 
deep network with 138 million parameters and can classify 
objects as much as 1,000 categories. We are thus interested in 
comparing performance of VGGNet and AlexNet in 
recognition the biometric. 

B. Biometrics  

Biometrics is a part of pattern recognition [15]-[17]. It is a 
technical term for individual identification or verification 
using features extracted from either human's physical or 
behavior. Biometric systems have one of the two modes of 
operation: verification and identification. For the verification 
mode, after the user sends a signature or information of 
biometrics to the biometric system, the system checks the 
identity of the user via PIN, Login name, or others. The 
system will recognize and verify the requested user as 1:1 
(one-to-one) data. The applications of this kind of biometrics 
always found in E-Commerce, access control, or mobile 
devices access control. 

For the identification mode, the biometric system tries to 
recognize the sender or the requested biometric information 
through the comparison against the registered dataset. The 
operation of this mode is 1:N (one-to-N). The recognition of 
this system will be automatically compared without the 
identification request (like login name, login id).  

Biometric system is more complex than traditional 
identification system such as object possession system or 
information-based system. However, it is traded off with 
simplicity, efficiency, and social acceptability. Password or 
information-based system is the simplest system but it is 
vulnerable to attack from electronic theft.  

The object possession system such as smartcard, key card 
or identification documents is very useful and easy to use. 
However, it can be easily lost, stolen or forgotten at 
somewhere.  Even though the system is integrated with 
cryptography methods, it makes the system more expensive 

to implement. On the contrary, the biometric system is very 
difficult to falsify, since it is encrypted by the complicated 
mathematic operations. It is considerably less falsifiable than 
the manual recognition. Another benefit of biometrics is that 
the information is unique for each individual and tolerate to 
the time variations. 

C. Pattern Recognition, Intelligence, and Deep Learning 

The pattern recognition [16] is the field of study closely 
relate to artificial intelligence (AI) and machine learning. It 
involves object classification with respect to “feature” of 
each “class”. Pattern recognition can be applied to various 
fields. For example, the individual identification using 
physical biometrics such as face, fingerprint, iris, DNA, and 
behavioral biometrics such as signature. The classification 
technique in pattern recognition requires knowledge of 
various branches, e.g. data mining, neural network, machine 
learning, and data improvement processes such as image 
enhancement. 

Pattern recognition can be considered a sub-field of AI that 
has been defined by John McCarthy as “the science and 
engineering of making intelligent machines that have the 
ability to achieve goals like humans do” [17]-[19]. Broadly 
speaking, AI is human intelligence exhibited by machines. 
Currently, we can group AI into two separated tasks, which 
are Artificial General Intelligence (AGI) and Artificial 
Narrow Intelligence (ANI). AGI is the intelligence of a 
machine that could successfully perform any intelligent task 
that a human being can. It is a primary goal of AI research. 
For ANI, it focused on one narrow task. Almost all existing 
systems that claim to use AI are likely operating as a narrow 
AI because they focused on a specific problem. The examples 
are spamming e-mail classification system, face recognition, 
and a well-known board game AI “AlphaGo”. 

Machine learning is defined as another large sub-field of 
AI [16], [20]. It is a field concerning how to make computers 
being able to learn without being explicitly programmed. 
Therefore, machine learning is an approach to achieve AI. 
This is exactly how humans learn as well. When kids learn to 
identify objects/person, we do not tell them an 
algorithm/procedure to identify the features. We just simply 
show them multiple examples of that object and then our 
human brain automatically identifies the features and learns 
to identify that object.  This is indeed what a 
machine-learning model does. 

In terms of learning method and technique, machine 
learning can be divided into two groups: supervised and 
unsupervised learning. For supervised learning, the computer 
or machine is presented with example inputs and their real 
outputs, which can be seen as guiding solutions. The goal of 
learning is to create a general rule that can correctly relate 
inputs to outputs [21]. Examples of supervised learning are 
perceptron, SVM, naïve Bayes. In case of unsupervised 
learning, there is no need for guiding solutions. The learning 
objective is it find common structures or patterns in the 
training data. Examples of unsupervised learning are 
association mining and clustering. 

Deep learning is a new kind of machine learning method 
that makes its learning via data representations. It is opposed 
to task-specific algorithms in that its learning can be both 
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supervised or unsupervised [22]-[24]. One of the most 
prominent deep learning architecture is deep neural networks. 
It has been successfully applied to many fields including 
speech recognition, natural language processing, biometrics, 
board game programs, and image recognition. For image 
recognition applications, they can produce results 
comparably to human experts [25]-[27]. The use of deep 
learning for handwritten recognition are investigated and 
researched in textual form of different languages [28]-[32]. 

Deep neural network can recognize raw images through a 
numerous of connected network layers. Each layer processes 
and computes the information sent from the previous stacked 
layer. This layer-by-layer processing runs until the output 
layer has been reached. The result from a network is a class 
label. The most applicable deep neural network is 
convolutional neural network.  

D. Convolutional Neural Network (CNN)  

Convolutional Neural Network (CNN) is a learning 
method inspired by biological processes. It is believed that 
the main computation element of living creatures is neuron. 
The connected network of neurons forms the basis of all the 
decisions made based on the information gathered. CNN is a 
feed-forward network with three key mechanisms: local 
receptive fields, weight sharing, and sub-sampling [33]. The 
network is trained like a normal neural network using 
back-propagation algorithm. The common architecture of a 
CNN is structured by four main layers [34].  

1) Convolutional layer: This layer has main function for 
applying a filter mask. The filter is applied on a specified area 
of the image. The area that has been filtered is called the 
receptive field. The operation of this layer involves 
computing the weighted summation of the values covered by 
the receptive field using the weights of the filter mask. Then, 
the weighted summation is added with a bias and passes 
through an activation function. Once this value is computed, 
receptive field moves on the feature map by a number of 
strides to cover new area for computation of next value using 
the same filter mask. The purpose of filter mask is to learn 
basic pattern of object in the image. The weights of filter 
mask are shared across a feature map in the model [7]-[9]. 

2) ReLU layer (rectified linear units layer): This layer is 
placed immediately after the convolutional layer. It aims at 
applying the nonlinearity to the system because during 
convolutional layers, just linear operation is used. The 
transfer functions like sigmoid and tanh that are preferred in 
the past do not used in CNN. It instead uses ReLU or 
Rectified Linear Unit transfer function.  ReLU is claimed to 
improve the network in both accuracy and training times [35]. 
It also mitigates the gradient problem issue. The ReLU 
applies function in equation 1 to all input values. 
 

     0,f x max x         (1) 

According to equation 1, the ReLU layer changes all 
negative values into zero value. This layer increases the 
nonlinear properties of the model. 

3) Pooling layers: The pooling layer is preferred to say as 
a down-sampling layer. There are many layer options. 
However, the most popular one is max-pooling. The 
algorithm of max-pooling applies on input volume and 

outputs the maximum value in every sub region that filter 
mask move around. Example is demonstrated in Fig. 1. 
 

1 7 0 8

6 2 9 6 7 9

0 5 1 4 8 5

5 8 5 1

x

Y  
Fig. 1. Example of Max-pooling with filter mask = 2x2 and Stride = 2. 
 
The proposal of this layer is to reduce the spatial 

dimension of the input volumes, which are not as important 
as other features. Another proposal of this layer is to prevent 
a problem of over fitting [12]. 

4) Dropout layers: To avoid the over fitting problem, the 
dropout layer is applied to contain the switching function that 
randomly selects neurons during each iteration of the model 
training stage. It can prevent the neurons to learn features of 
which relevant only when a different neuron is present [12], 
[36]. 

5) Fully connected layers: This is the traditional layer of 
neural network model in which each neuron is connected to 
every output from previous layer.  This layer integrates all 
features learned from previous layers across the image to 
identify the larger patterns. The last layer of fully connected 
layer is to classify the images [37]. 

There are numerous architectures using the concept of 
CNN. The prominent ones include AlexNet [38], GoogleNet 
[39], VGGNet [7], and ResNet [40]. These architectures are 
the inspiration for many research works to use them to solve 
variety of problems. The applications of these CNN 
architectures are in two main strategies: transfer learning [41], 
and create new CNN from scratch [42]. We adopt both 
strategies in our research work. The details of these strategies 
are in the nest section. 

 

III. MATERIAL AND METHOD 
This section presents material and method used in our 

work. It consists of research framework, research workflow, 
and strategies of network creation. Details of our dataset and 
computation resource are also presented in this section. 

A. Research Framework 

The main idea of our research is graphically shown in Fig. 
2. Based on the objective of improving the accuracy rate of 
handwritten signature recognition using state-of-the-art 
learning method, we design our research to contain deep 
learning-based technique as a core function. As a result, two 
strategies of DCNN “Transfer Learning” and “Training from 
scratch” are used in this work to build up the network model. 
For performance evaluation, we compare the recognition 
accuracy and training time of DCNN and machine learning 
techniques. 
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Fig. 2. Research framework. 
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Fig. 3. Research workflow diagram. 

B. Research Workflow 

The flow chart shown in Fig. 3 demonstrates our research 
steps. Starting by using the dataset of handwritten signatures 
[1], which is publicly available at 
https://sites.google.com/site/nhinganusaracpesut/signature/d
atasets. Firstly, we separate dataset into two parts. The first 
part, 80% of data, is for training model and the rest 20% is for 
testing model performance. The training set is fed into both 
strategies. The strategy 1 is called “Transfer Learning” that 
applied the pre-train DCNN based on the AlexNet and 
VGG16 architectures. The strategy 2 is named “Training 
from scratch” in which all weights of the DCNN are learned 
solely from our dataset.  

In strategy 1 that we use the classifiers from transfer 
learning technique of AlexNet and VGG16, we call them as 
HSR-AlexNet and HSR-VGG16, respectively. HSR is the 
acronym for handwritten signature recognition. In strategy 2, 
we design three classifiers from different architectures of 
DCNN, and we call these classifiers as HSR-CNN3, 
HSR-CNN4, and HSR-CNN5. The differences among these 
three classifiers are the number of convolutional layers. 

C. Strategies of DCNN in This Research 

1) Transfer learning from pre-train of big dataset: 
Transfer learning using AlexNet and VGG16 is the strategy 
that we fine-tune the pre-trained models of AlexNet and 
VGG16 to best suit our current dataset. AlexNet is a 
well-known architecture that are pre-trained from numerous 
images (more than 1 million images), where the output 
classes or object categories are 1,000 classes. AlexNet is 
claimed its success in classification for wide range of 
applications. VGGNet is a popular deep learning like 
AlexNet, but the number of layers in VGGNet is deeper. In 
this work, we use VGG16, which consists of 16 layers (There 
are only 8 layers for AlexNet). VGGNet is attractive word 
wide because of its uniform architecture. In this experiment, 
we use the pre-trained network of AlexNet and VGG16 as a 
starting point to learn the new task of our dataset. On the key 
parameters of a fine-tuning task, we tune the model with 
varying number of Epoch (10, 20, and 50). Other parameters 
are shown in Table I. Such parameters are back propagation 
learning algorithm that we use SGDM (stochastic gradient 
descent with momentum), set mini batch size to 10, set the 
initial learning rate to 0.0001, the validation frequency (VF) 
equals 30, and the validation patience is “Inf”. 

TABLE I: KEY PARAMETER SET UP IN “TRANSFER LEARNING” BY USING 
ALEXNET AND VGG16 

Parameter Name Value 
Learning Algorithm SGDM 
Mini Batch Size 10 
Initial Learning Rate 0.0001 
Validation Frequency 30 
Validation Patience Inf 
Max Epochs 10, 20, 50 

 
2) Create new CNN from scratch: The starting point of 

this strategy is different from the transfer learning scheme. 
To create new CNN from scratch, we need a model to learn 
our new training dataset. That means model from this method 
is purely influenced from our dataset with no overwhelming 
by millions of data as the scheme pre-trained by AlexNet or 
VGG16. On creating the suitable CNN architecture, we tune 
the number of convolutional layers in order to investigate the 
effective trend in terms of accuracy and training time. The 
requirements of input image size between each technique are 
not the same. Pre-trained AlexNet require 227x227 pixels, 
VGG16 require 224x224 pixels. By creating new CNN from 
scratch, we can use the original size of image, which is 
38x144 pixels. Table II shows detail of the two strategies for 
comparison. 
TABLE II: DETAIL COMPARISON OF “TRANSFER LEARNING” AND “CREATE 

NEW CNN FROM SCRATCH” 

Transfer learning Create New CNN from scratch 

Start with the pre-train of 
AlexNet, VGG16 

Start with new learn from  
our dataset 

# Convolution Layers : 
5 layers for AlexNet 
13 layers for VGG16 

# Convolution Layers : 
3 for HSR-CNN3 
4 for HSR-CNN4 
5 for HSR-CNN5 

Image size: 
227x227 pixels (AlexNet) 
224x224 pixels (VGG16) 

Image size: 
38x144 pixels 
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D. Dataset of This Research 

We experiment on 600 signature images collected from 30 
individuals. Original size of images in a dataset is 38x144 
pixels. However, for a strategy “Transfer learning by Using 
AlexNet”, we need to feed pictures with the exact size of 
277x277 pixels. But for the strategy “Transfer learning by 
Using VGG16”, the image size must be 224x224 pixels. As a 
result, we need to firstly resize each image into the acceptable 
size of both AlexNet and VGG16. Fig. 4 shows four 
examples of the resized handwritten signature pictures. Each 
example shows the original 38x144 size, the 224x224 size for 
VGG16, and the 277x277 size for AlexNet.  

Our experiments run by program MATLAB R2018a on a 
personal computer with CPU Intel Core i5-7300HQ (2.50 – 
3.50 GHz) 4 Cores/4 Threads, GPU NVIDIA GeForce GTX 
1050 (4GB GDDR5), HDD 1 TB 5400 RPM, and RAM 8 GB 
with DDR 4. 

 

 
 Fig. 4. Examples of the resized handwritten signature picture. 

 

IV. EXPERIMENTAL RESULTS 
This section explains experiments and experimental results. 

The key point is the comparison of performances between 2 
strategies of deep learning techniques: “Transfer learning by 
using AlexNet and VGG16” and “Create new CNN from 
scratch”. Accuracy and training time comparison of 
“Transfer learning by using AlexNet and VGG16” are shown 
in Table III and the comparative results of “Create new CNN 
from scratch” are illustrated in Table IV. Both deep learning 
techniques provide higher accuracy when compared to 
traditional machine learning methods as shown in Table V. 

From the results demonstrated in Table III, it can be seen 
that HSR-AlexNet is able to achieve highest accuracy at 
100% when Max Epochs = 50 with 312 seconds of training 
time (the example of training progress result is shown is Fig. 
5). On the contrary, the HSR-VGG16 can reach 100% 
accuracy at earlier iteration since Max Epochs = 20. However, 
the training time of VGG16 is quite long at 2,012 seconds, as 
compared to 312 seconds used by the AlexNet. 

From Table IV that shows the results obtained from the 
“Create new CNN from scratch” strategy, the highest 
accuracy is reached when Max Epochs equal 50. HSR-CNN3 
can reach its highest accuracy at 94.17% with training time of 
90 seconds. HSR-CNN4 can reach a better accuracy at 
98.33% using 104 seconds of training time, whereas 
HSR-CNN5 is the best model with the highest accuracy of 
99.17%. The tradeoff is that HSR-CNN5 uses the longest 
training time at 115 seconds. It can be noticed from the 
results that, at the same value of Max Epochs (i.e., 50), the 
greater number of convolutional layers, the higher accuracy. 

TABLE III: ACCURACY AND TRAINING TIME COMPARISON BETWEEN 
HSR-ALEXNET AND HSR-VGG16 FROM STRATEGY “TRANSFER LEARNING 

BY USING ALEXNET AND VGG16” 
Deep learning 
technique Max Epochs Accuracy Time (sec) 

HSR-AlexNet 
(Transfer Learning 
from AlexNet) 

10 89.17 63 
20 98.33 136 
50 100.00 312 

HSR-VGG16 
(Transfer Learning 
from VGG16) 

10 93.33 460 
20 100.00 2012 
50 100.00 2283 

 

TABLE IV: ACCURACY AND TRAINING TIME COMPARISON BETWEEN 
HSR-CNN3 HSR-CNN4 AND HSR-CNN5 FROM STRATEGY “CREATE NEW 

CNN FROM SCRATCH” 
Deep learning 
technique Max Epochs Accuracy Time (sec) 

HSR-CNN3 
(3 Convolutional 
Layers) 

10 92.50 18 
20 93.33 37 
50 94.17 90 

HSR-CNN4 
(4 Convolutional 
Layers) 

10 95.00 20 
20 97.50 43 
50 98.33 104 

HSR-CNN5 
(5 Convolutional 
Layers) 

10 94.17 24 
20 97.50 48 
50 99.17 115 

 

 
Fig. 5. Training progress from modeling of HSR-AlexNet  

when Max Epochs = 50. 

 
Fig. 6. Accuracy and Training time comparison of deep learning models from 
both strategies of “Training by using AlexNet and VGG16” and “Create new 

CNN from Scratch”. 

TABLE V: ACCURACY COMPARISON BETWEEN DEEP LEARNING AND 
TRADITIONAL MACHINE LEARNING 

Method Model Highest Accuracy 

Deep Learning 
HSR-AlexNet 100.00 
HSR-VGG16 100.00 
HSR-CNN5 99.17 

Traditional 
Machine Learning 

SVM + Sobel Edge + 
Additional Intensive Data 

98.00 

k-NN + Sobel Edge + 
Additional Intensive Data 

98.00 
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A bar chart in Fig. 6 compares the accuracy and the 
training time from the best model with the highest accuracy 
in each strategy. We can see that the accuracies of transfer 
learning technique (diagonal stripes bar chart) are higher than 
the create new CNN from scratch (solid colored bar chart). 
But the trade-off in terms of increasing training time can also 
be observed (solid line). Especially for VGG16, the training 
time usage is more than 10 times higher than the create new 
CNN from scratch strategy (2,012 seconds and 2,883 seconds 
compared to 115 seconds). 

Table V presents a comparison in terms of accuracy to 
recognize handwritten signature between deep learning 
models and the machine learning models. The machine 
learning algorithms are SVM and k-NN plus the image 
enhancement with Sobel edge detection technique and data 
intensive weighting. We found that all models from deep 
learning with both “Transfer learning by using AlexNet and 
VGG16” strategy and “Create new CNN from scratch” 
scheme perform better than the methods based on traditional 
machine learning algorithms. The maximum accuracy of the 
traditional machine learning is 98.0%, whereas the minimum 
of deep learning (learning from scratch scheme) is 99.17%. 
At maximum performance of a pre-trained deep learning, the 
accuracy is as high as 100%. In detail comparison of each 
model, HSR-AlexNet, HSR-VGG16, and HSR-CNN5 are 
more accurate than traditional machine learning by 2%, 2% 
and 1.17%, respectively. 

 

V. CONCLUSION 
In this research, we study the problem of 

offline-handwritten signature recognition with the main 
focus to improve recognition performance by applying the 
novel technique of deep learning. We use two strategies of 
deep learning, that are 1) transfer learning from pre-trained 
model of AlexNet and VGG16, and 2) create new CNN from 
scratch. We demonstrate through experimentation that our 
proposed method using deep learning technique can improve 
the accuracy rate of handwritten signature recognition. We 
also do the comparison in terms of the training time of both 
strategies of deep learning. Our dataset of this research is 
collected from users who use their handwritten signature in 
daily life. This kind of data can guarantee that our method can 
practically be applied in the real-world scenario.  

In part of the performance comparison from transfer 
learning technique, both HSR-AlexNet and HSR-VGG16 are 
able to achieve the perfect accuracy at 100% of recognition 
rate. Moreover, we can observe that HSR-VGG16 achieve an 
accuracy 100% with the lower number of Max Epochs 
(HSR-VGG16 achieve 100% at max epoch = 20, while 
HSR-AlexNet archive at max epoch = 50). Such results also 
relate to the training time that each model uses. HSR-VGG16 
always takes longer time than HSR-AlexNet. The reason is 
that the architecture of VGG16 has more layers and more 
number of parameters than the AlexNet architecture. 
According to the “creating new CNN from scratch” strategy, 
the models can provide maximum accuracy at 99.17% (with 
HSR-CNN5 architecture using max epoch =50). The 
accuracy is a bit lower than transfer learning technique but 
compromising by significant shorter training time. Moreover, 

we observe that when increase the number of convolutional 
layers, we will get higher accuracy result.  

Finally, when we compare both strategies of deep 
learning to the traditional machine methods, it is clearly to 
conclude that deep learning method can help improving the 
performance of handwritten signature recognition. 

In this research, we perform handwritten signature 
recognition with offline version. The limitation is that the 
number of sample size is only 600 signatures. For more 
robustness of the research result, we plan to include more 
samples in our dataset in the future. Another research 
direction that we plan to perform is the extension of current 
task to cover online handwritten signature verification. 
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Abstract 

In this research we demonstrate the improvement 
for handwritten recognition using edge detection technique 
and our novel technique of adding intensive data. We 
collect totally 600 signatures from 30 people. Then we 
transform the hand written signatures images to be image 
file and resize to 144 x 38 pixels along the width and the 
height, respectively. Every pixel is encoded its intensity 
value from 0 to 255. The value 0 is the highest intensity 
(black) and 255 is white. Next, we use 4 different 
algorithms: Support Vector Machine (with linear, 
polynomial, radial basis, and sigmoid kernel functions), 
k-Nearest Neighbors, Perceptron, and Naïve Bayes (using 
Gaussian, multinomial, and Bernoulli density functions). 
From the experiment result, SVM with polynomial kernel 
function shows the highest accuracy (95.33%). Then we use 
4 techniques of edge detection:Sobel, Prewitt, Robert, 
Canny and Thinning technique. WithSobel edge detection 
technique, we found that the accuracy is gained to 96% 
(higher than the highest of original data). We also observe 
that Sobel technique can improve the accuracy of k-NN 
with a significant level (from 78.67% to 91.33%). 
Moreover, we try to append the high intensity color data. 
And by this technique, we notice significant improvement 
of k-NN accuracy up to 96%. In SVM with linear function, 
after applying our technique the accuracy is improved to 
98.00% which is the highest accuracy of this research. 

Keywords:image recognition, handwritten signature, 
support vector machine, k-nearest neighbor, naïve Bayes 

1. Introduction 

The use of biometric in authentication or individual 
identification receives much attention in the current. It 

provides convenience of not having to carry identification 
documents, which reduces the problem of document 
falsification. The signature is external identity which is 
widely used for identifying individual. Signature of a 
person is distinct and it is hardly to be forged or 
counterfeited. 

Vargas et al.(1)reviewed the handwritten signatures 
focusing on the grey-scale measurement and co-occurrence 
matrix technique and local binary pattern base on 
MCYT-75 and GPDS-100 databases. The result was that the 
EER (Equal Error Rate) = 16.27%.  

Guerbai et al.(2)proposed the powerful use of OC-SVM 
for handwritten signature verification. The result from the 
experiment was 5-7% AER (Average Error Rate) in 
CEDAR dataset, whereas 15 - 17% AER in GPDS dataset. 

Frias-Martinez et al.(3)demonstrated the handwritten 
recognition based on the Support Vector Machine (SVM) 
and compared to a traditional classification technique like 
Multi-Layer Perceptron (MLP). The experimental results 
showed that SVM could provide up to 71% accuracy rate, 
which isbetter than the MLP technique.  

Zheng et al.(4)conducted edges and gradients 
detection, which was an innovative method for finding 
clearer edges. They used Least Squares Support Vector 
Machine (LS-SVM) with radial basis kernel function and 
Sobel and Canny edge detection. The outcome revealed that 
these techniques were even more effective than applying 
only a single machine learning technique. 

Most researches on signature recognition often 
focused on a comparative study to find algorithms suitable 
for the signature recognition. However, we often encounter 
problems of a similar signature of different individuals or 
slightly different signatures of the same individual. Due to 
various environmental conditions, the accuracy of signature 
identification turns derogated. We have realized the 
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importance of pre-processing. It is the importance step that 
can affect the accuracy rate. This paper proposes a 
technique to enhance the signature recognition by focusing 
the improvement of signature images.The signature images 
will be improved by edge detection technique and thinning 
edgetechnique. In addition, we propose a novel concept, 
which is never seen in any previous signature recognition 
researches; that is, to append the interesting area of 
imagedataset. And in this case is high intensity color data. 

2. Related Theorems and Algorithms 

2.1 Pattern Recognition 

The pattern recognition(5)is the study about object 
classification with respect to “Feature” of each “Class.” The 
method can be applied to various fields, for example, the 
individual identification using biological data, e.g. 
fingerprint, face, iris, DNA, or even a signature, as well as 
the recognition of documents, e.g. pattern recognition of 
spam mail. 

Issues related to pattern recognition and classification 
have been of great interest at present. As a result, 
technology and various advanced tools have been 
developed to be applied.The classification often requires 
knowledge of various branches, e.g. data mining, artificial 
neural network, machine learning, data improvement 
processes such as image-data improvement by edge 
detection. 

2.2 Image Edge Detection 

The image edge detection(6)is used to detect lines 
showing around the shape of an object by cutting away any 
other details, e.g. color or streaked. The image used to 
represent the shape of the object is represented as a “Binary 
Image.” Edge detection can be done in a variety of ways 
with similar principles; that is, to find the difference of 
color between the “Gray Scale” of one point and the other 
point. If the light intensity is very different, the edges will 
be clearer; however, if the color difference is less, the edges 
can be vague.  The edge detection can be applied in 
computer vision, e.g. boundary separation betweenobject 
and background orobject recognitionetc. 

2.2.1 Sobel Edge Detection 

Sobel edge detection(6)is the edge detection 
method by using the 2 filters with the size 3 x 3 called “Sx” 
and “Sy” to separate objects and background. The gradient 

values of each band will be computed and create the filters. 
Example of Sx andSy filter are in figure 1. 

 

Fig.1.Sobelfilter. 
 

The calculation of sobel gradient value is shown 
in equation 1. 

𝑆𝑜𝑏𝑒𝑙 𝑔𝑟𝑎𝑑𝑖𝑒𝑛𝑡 =  (𝑆𝑥
2 + 𝑆𝑦

2)(1) 

2.2.2 Prewitt Edge Detection 

Prewitt edge detection(6)is detection technique 
using the same concept as the Sobel edge detection.The 
differential is the value in the filters that shown in figure 2. 

 

Fig.2.Prewitt filter. 

Prewitt gradient can be calculated as shown in 
equation 2. 

𝑃𝑟𝑒𝑤𝑖𝑡𝑡 𝑔𝑟𝑎𝑑𝑖𝑒𝑛𝑡 =  (𝑥
2 + 𝑦

2)(2) 

2.2.3 Robert Edge Detection 

Robert edge detection(6)is a technique using 2x2 
size filters called “Gx” and “Gy”. The concept of this edge 
detection is to calculate the gradientof an image which is 
summarized from the differences between diagonally 
adjacent pixels. The filter of Robert edge detection is shown 
in figure 3. 

 

Fig. 3.Robert filter. 

Robert gradient can be calculated as shown in 
equation 3. 
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𝐺 𝐹 𝑖, 𝑗  =   𝑓 𝑖 + 1, 𝑗 + 1 − 𝑓 𝑖, 𝑗  + 

 𝑓 𝑖 + 1, 𝑗 − 𝑓(𝑖, 𝑗 + 1)  (3) 

2.2.4 Canny Edge Detection 

The first step of Canny edge detection(6) is to 
eliminated noise. Noise can be removed by using Gaussian 
Filter to clear the speckles and smooth the edge of image.In 
the second step, a gradient operator will be applied to 
achieve the gradient’s intensity and direction. Then, The 
non-maximum suppression is used for thinning the images’ 
edge by determining if the pixel is a better candidate than 
its neighbors. The final step is using doublethresholding 
algorithm to specify contour pixels and make the edge 
continuous. 

The calculation of Gaussian Filterwhich is 
applied in Canny edge detection can be explained by 
equation 4. 

 
𝑆 𝑖, 𝑗 = 𝐺 𝑖, 𝑗, 𝜎 ∗ 𝐼[𝑖, 𝑗]              (4) 

whereS[i, j] is image after filtered, 

I[i, j] is image for finding edge detection, 

G[i, j,] is Gaussian filter, and  

isa variable to control the distribution of smoothing 
the image.  

 

The image S[i, j] is used in equation5 and 6 to 
find the x, y partial derivatives P[i, j] and Q[i, j].The size 
and direction gradient are explained in equations 7 and 8, 
respectively. 

 
𝑃 𝑖, 𝑗 ≈ (𝑆 𝑖, 𝑗 + 1 − 𝑆 𝑖, 𝑗 + 𝑆 𝑖 + 1, 𝑗 + 1 

− 𝑆[𝑖 + 1, 𝑗])/2 
(5) 

 
 

 

𝑄 𝑖, 𝑗 ≈ (𝑆 𝑖, 𝑗 − 𝑆 𝑖 + 1, 𝑗 + 𝑆 𝑖, 𝑗 + 1 

− 𝑆 𝑖 + 1, 𝑗 + 1 )/2 
(6) 

 
 

𝑀 𝑖, 𝑗 =  𝑃[𝑖, 𝑗]2 + 𝑄[𝑖, 𝑗]2 (7) 
  

  𝜃 𝑖, 𝑗 = 𝑎𝑟𝑐𝑡𝑎𝑛(𝑄 𝑖, 𝑗 , 𝑃[𝑖, 𝑗] (8) 
 
 
 

 

 
 

2.3 Thinning Edge 

The edge thinning(6)is an important preparation process 
(pre-processing) that is widely used to slenderize image 
with thick edges, which is produced from the edge 
detection. This is to remove the excessively thick edge 
pixels. Usually, excessively thick edge slenderizing is used 
in character recognition and signature recognition to 
eventually generate thinnest edge lines with only one pixel. 

The thinning edge operation can be done by using P1 
and P2 filters. The first step in doing that is to use the P1 
filter; using the 3x3 template to scan the image data and 
then decide whether or not the pixels around the edges can 
be deleted. If the pixels can be deleted, mark them but do 
not delete them yet. After scanning throughout the 
image,delete the marked pixels. In the final step, P2 filter is 
used as when using the P1 filter. After deleting the marked 
pixels, repeat these steps until no more image data can be 
deleted. 

2.4 Perceptron 

Perceptron(7,8) is one of the most popular algorithms 
used in classification. This algorithm is based onbasic linear 
function model to classify the data with centroid as 
representative population. The linear function model 
mechanism is tocreate a line connecting the centroid of two 
groups and then create a perpendicular line to break the 
groups apart. Perceptron employs this method of linear 
function model as an initiative separation line. After that, 
the algorithm will check for the misclassified data point. If 
a fault exists, the counterbalance to weight of that data 
point to achieve the accurate classification, or to achieve 
classification with least erroneous data. 

Another advantage of the Perceptron is that we can 
tune the learning rate to determine for the algorithm’s 
accuracy. If learning rate is too small value,the weighting in 
erroneous data will be also small and we will see gradual 
changes of the separation line. On the other hand, if the 
learning rate is too high in value, it will result in too 
aggressive changes that will affect other data and that data 
must be classifiedmany times. This can explainby figure 4, 
where η is the learning rate values. 
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Fig. 4.The difference between 3 cases of learning rate in 

Perceptron algorithm(8) 
 

2.5 Support Vector Machine 

Support Vector Machine(7-10)or SVM is an algorithm 
based on a linear function model, which is developed from 
the Perceptron algorithm. It is a way to increase flexibility 
of classification to acquire large margin as much as 
possible. The concept of this algorithm is to place the data 
onto feature spaceand draw lines connecting the edges of 
each group.And then, the algorithm uses these data points 
on the edge to represent groups. The nearest data points of 
each group are called “support vector”. Then data 
separation lines of both groups are created to classify the 
data with the largest margins as possible, that shown in 
figure 5. In some cases, this algorithm can allow for 
misclassification to achieve the lager margin byusing slack 
variable.  

 
Fig. 5.The support vectors and classification in  

SVM algorithm 
 

Another advantage of the Support Vector Machine is 
that the processing time is less than Perceptron algorithm 
because Support Vector Machine does not require all the 
data points to be calculated. In addition, the Support Vector 
Machine provides various kind of functions, called kernel, 
to fit a specific type of data distribution. These kernel 
functions include linear, polynomial, radial basis, and 
sigmoid. 

 

2.6 Naïve Bayes 

Naive Bayes(7-8,11)is an algorithm that uses the Bayes 
theorem to assist in classification. It is based on the 
assumption that the attributes of the sample are independent. 
The algorithm is suitable for the set of large sample. The 
modeling is in the form of conditional probability. The 
advantage of this method of learning is that we can use the 
data and “Prior knowledge” to help in learning. This 
algorithm gives good performance when compare with the 
other algorithms. In terms of the calculation, the principles 
of probability will be used and will be based on the theory 
ofBayes. 

 

2.7 k-Nearest Neighbors 

k-Nearest Neighbors(7,11)or k-NN is a popular 
classification algorithm in the field of pattern recognition. 
The concept of this algorithm is classifyingthe new data 
base on the k closest training examples. And the class of 
new data will be assigned by the majority class label of the 
k closest training data. 
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Fig. 6. The example of k-NN algorithm when k=1, 2 and 3 
 
Figure 6 shows the classification of k-Nearest 

Neighbors with the different k values. Results will vary 
depending on the number of the closest k, for example 
when k=1 for the incoming data (represented by x) will be 
classified as (-). When k=2, the incoming data can be 
classified as either (-) or (+). When k=3,the incoming data 
will be classified as (+). 

 

The objectives of this research are:  

1)To study and compare the effectiveness of 
hand-written signature recognition models from 4 learning 
algorithms: Perceptron, SVM, Naïve Bayes, and k-NN. 

2)To improve the accuracy of hand-written signature 
recognition model by using image improvement and by 
addition of high intensity data. 

3. Research Framework 

This research consists of 6 stages (and 
diagrammatically shown in figure 7) as follows: 

1)Collecting 600 signatures from 30 university students 
who use the hand-written signature in daily life and turn to 
images file by scanning device. We adjust the image’s color 
to black and white. Then, equalize their size.The rawdata of 
all hand-written signature image files are storedat the main 
author’s website: 
https://sites.google.com/site/nhinganusaracpesut/signature/

datasets  

2)Using of edge detection technique and thinning edges 
to sharpen signature images. 

3)Converting the data into a numeric table in 
accordance with color intensity, and then converting the 
numeric table to the array data. 

4)Input the array data to the 4 learning algorithms to 
recognize correct owner of each signature. Studying and 

comparing the performancesand drawing the initial 
conclusions. 

5)Adding each image data with high intensity area 
appending to the original image and choosing edge 
detection technique that gives highest accuracy in the image 
improvement process (the experimental results show that 
the Sobel edge detection technique gives highest precision). 

6)Comparing the learning accuracy of models that are 
created from a training data set annotated with high 
intensity area. Then observe results and draw the 
conclusions. 

 
Fig. 7.Research framework 
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4. Experimental Results 

With all 600 signatures from 30 individuals, we use 
Python 2.7 Language on Editor Spyder to predict the results 
of signature recognition. 

The image improvement at the second step of our 
proposed frameworkyields the results as shown in figure 8. 

From table 1, the four algorithms used in this study 
include Perceptron algorithm, Support Vector Machine 
algorithm (Linear Function, Polynomial Function, Radial 

Basis Function, and Sigmoid Function), Naive Bayes 
algorithm (Gaussian Function, Multinomial Function, and 
Bernoulli Function), and k-Nearest Neighbors algorithm. 
These algorithms are used in comparative test. The results 
obtained indicate that, in using the original image files, the 
SVM-Polynomial Function provides the highest accuracy 
of 95.33% and we see 94.67% by SVM-Linear Function. 
The Naive Bayes algorithm with Multinomial Function 
gives 82.67% of accuracy, and the k-Nearest Neighbors 
algorithm gives 78.67% of accuracy. 

 
 

 
Fig. 8. Example images after applying edge detection and thinning techniques to signature images of three persons 

 

 

Table 1. Experimental results of signature recognition with image improvement techniques 
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Table 2. Experimental results when using additional intensive data technique 

 

 

 

Fig. 9. Accuracy comparisons of original signature image data recognition, recognition from Sobel edge detected data, and 
recognition from both Sobel and additional intensive data techniques 

 
The accuracy improvement of learning algorithms 

after using image processing with edge detection technique 
and thinning  reveal that k-Nearest Neighbors algorithm’s 
accuracy is increased by 12.66%; that is, from 78.67% to 
91.33% with the use of Sobel edge detection technique. 
This increment is very significant. The accuracy of 
SVM-Linear Function is increased by applying the Sobel 
edge detection technique as well and the improved accuracy 
is 96.00%. Sobel edge detection is the best image 
processing technique applied prior to the signature 
recognition with learning algorithms. 

Table 2 shows the results of using the additional 
intensive data technique with Sobel edge detection: 
SVM-Linear Function provides the accuracy of 98.00%, 

which is the highest accuracy in this research. Moreover, 
we also found that the k-Nearest Neighbors algorithm 
provides higher accuracy by using the additional intensive 
data; that is the accuracy increases from 91.33% to 96.00% 
(which is higher than the maximum value of the original 
data).  

The accuracy comparisons of signature image 
recognition without any other techniques, recognition with 
edge detection technique, and recognition with both edge 
detection and our additional intensive data techniques are 
shown in figure 9. It can be noticed that the combination of 
Sobel edge detection technique and our novel proposed 
additional intensive data technique yields the highest 
recognition rate at 98%. 
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5. Conclusions 

We study the problem of handwritten signature 
recognition with the main objective of devising techniques 
to improve recognition accuracy rate. According to the 
signatures collected from hand-written users for this 
research, the SVM-Linear Function is the most suitable 
learning algorithm for modeling the signature recognition 
with the edge detection technique applied for image 
improvement and the additionalintensive data technique 
newly proposed for accuracy improvement. This 
combination of edge detection and additional intensive data 
techniques provides the accuracy rate of up to 98.00%. For 
the technique of image improvement, the researchers note 
that we have possibility to achieve higher accuracy if we 
study more advanced techniques of image processing.  

Acknowledgment 

This research has been supported by grant from the 
National Research Council of Thailand (NRCT) and 
Suranaree University of Technology through the funding of 
research unit. 

 

References 

(1) Vargas J.F., Ferrer M.A, Travieso C.M. and Alonso 
J.B.: “Off-line signature verification based on grey 
level information using texture features”, Pattern 
Recognition, Vol.44, pp.375–385, 2011 

(2) Guerbai Y., Chibani Y., and Hadjadji B.: “The effective 

use of the one-class SVM classifier for handwritten 

signature verification based on writer-independent 

parameters”, Pattern Recognition, Vol. 48, pp. 103-113, 

2014 

(3) Frias-Martinez E., Sanchez A.,  and Velez J.: “Support 

vector machines versus multi-layer perceptrons for 

efficient off-line signature recognition”, Engineering 

Applications of Artificial Intelligence, Vol. 19, No. 6, 

pp.693-704, 2006 
(4) Zheng S., Liu J., and Tian J. W.: “A new efficient 

SVM-based edge detection method”, Pattern 
Recognition Letters,Vol. 25, pp. 1143-1154, 2004 

(5) Dougherty G.:“Pattern Recognition and Classification: 
An Introduction”, Springer, 2012 

(6) Gonzalez  R. C., and Woods R. E :“Digital Image 
Processing”, Prentice Hall, 2001 

(7) Theodoridis S., Pikrakis A., Koutroumbas K., and 
Cavouras D.: "An Introduction to Pattern Recognition: 
A MATLAB Approach", Academic Press, 2010  

(8) Flach P.:“Machine Learning: The Art and Science of 
Algorithms That Make Sense of Data”, Cambridge 
University Press, 2012 

(9) Cristianini N., and Shawe-Taylor J.: “An Introduction 
to Support Vector Machines and Other Kernel-based 
Learning Methods”, Cambridge University Press, 2000 

(10) Garreta R., and Moncecchi G.: “Learning scikit-learn: 
Machine Learning in Python”, Packt Publishing, 2013 

(11) Aci M., Inan C., and Avci M.: “A hybrid classification 
method of k nearest neighbor, Bayesian methods and 
genetic algorithm”, Expert Systems with Applications 
Vol. 37, pp. 5061–5067, 2010 
 

568 



An Empirical Study of Dimensionality Reduction Methods for Biometric 
Recognition 

 

Nittaya Kerdprasop, Ratiporn Chanklan, Anusara Hirunyawanakul, Kittisak Kerdprasop 
Data Engineering and Knowledge Engineering Research Units, 

School of Computer Engineering, Suranaree University of Technology, Thailand 
e-mail: nittaya@sut.ac.th 

 
 

Abstract—This research aims at studying the recognition accuracy and execution time that are affected by different dimensionality 
reduction methods applied to the biometric image data. We comparatively study the fingerprint, face images, and handwritten 
signature data that are pre-processed with the two statistical based dimensionality reduction methods: principal component 
analysis (PCA) and linear discriminant analysis (LDA). The algorithm that has been used to train and recognize the images is 
support vector machine with linear and polynomial kernel functions. Experimental results showed that the application of LDA 
dimensionality reduction method before recognizing the image patterns with a linear kernel function of SVM is more accurate and 
takes less time than the recognition that did not use dimensionality reduction. LDA is a suitable technique for physiological 
biometrics, whereas PCA is appropriate for the behavioral biometrics. We also found out that only 1% of transformed dimensions 
is adequate for the accurate recognition of biometric image patterns.  

Keywords-dimensionality reduction; PCA; LDA; biometric recognition 

I.  INTRODUCTION 
The term biometrics refers to the automatic recognition method for identifying and authenticating people based on the 

measurable characteristics and distinctive features of humans [4]. The measurement can be either physical, biological, 
behavioral, or a mixture of characteristics. Commonly used physiological biometrics are fingerprint, face image, hand 
geometry, vascular configuration of retina, iris pattern, and DNA [2], [8]. Unlike physiological biometrics that are based on 
body characteristics, behavioral biometrics are mostly based on muscle control and movement such as signature, keystroke, 
gait, and voice [1]. 

Biometric technologies have been commonly used for two main purposes: authentication and identification. Authentication 
(or verification) based on biometrics aims at verifying if the individual is the same person as the claimed identity, whereas 
biometric identification attempts to determine identity of an unknown individual. Biometric authentication requires a one-to-
one matching of the biometric identifier against the stored biometrics (called templates), while identification is a one-to-many 
matching of an identity against the whole database [4]. Biometric identification thus takes more time than the authentication 
process.  

Major issues concerning the practicality of biometric systems are reliability in terms of accuracy and security, efficiency in 
terms of speed and the ease of use, and acceptability from users [3], [4]. To increase recognition speed of a biometric system, 
many researchers have agreed upon the dimensionality approaches [5], [6], [7]. To reduce dimensions of the input feature 
space, feature selection and feature extraction are two practical techniques adopted by numerous recognition systems. Given 
the original set of input features, feature selection techniques choose a subset of most relevant features, but feature extraction 
techniques transform data into a lower dimensional space before the selection of discriminative features.  

In this work, we are interested in reducing the matching time of authentication and identification processes at the 
preliminary stage of feature extraction and selection. We perform a comparative study of applying the principal component 
analysis (PCA) and the linear discriminant analysis (LDA) as feature extraction technique to reduce the dimensions of the 
biometric images. We compare the performance of PCA and LDA on both the physiological biometrics, using fingerprint and 
face images, and the behavioral biometrics using signature images. The recognition algorithm used in our work is support 
vector machine (SVM) with two different kinds of kernel: linear and polynomial kernel functions. 

II. A STUDY FRAMEWORK 
To perform a comparative study of statistical based dimensionality reduction methods over physiological and behavioral 

biometric images, we use three kinds of biometric traits: fingerprint, face, and signature (shown in Figure 1). Scanned images 
of fingerprint biometric are from http://fvs.sourceforge.net/download.html. This data set contains 168 fingerprint images of 21 
different fingers. Each finger has 8 images. Resolution of the image is 80×80 pixels, thus comprising total features of 6400 
pixels. 

Face images are another set of physiological biometric data used in this study. This data set, formerly known as ORL 
database, is freely available for download at http://www.cl.cam.ac.uk/research/dtg/attarchive/facedatabase.html. It contains 400 
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images of 40 people; 36 of them are male and 4 are female. Each person had been taken 10 images at different time with 
variety in details and face expressions. Resolution of each image is 64×64 pixels, comprising 4096 total pixels. 

Behavioral biometrics used in this study is signature images collected by our research group. We asked 30 undergraduate 
students to sign on the paper 20 times. Then we scanned the images and cropped each image to be equal size of 38×144 pixels 
(4096 pixels in total). Our signature data set contains 600 signature images. The examples shown in Figure 1(c) are signatures 
of three different students. 

The flow of our work (presented in Figure 2) can be explained as follows. In the data preparation phase, we convert images 
into the data array form. This format is required by the python program used in our analysis. 

We then apply the PCA and LDA dimensionality reduction techniques. The transformed data are split into training set 
(around 75%) and test set (the rest 25%). During the recognition phase, the training data set is used to train the SVM classifier. 

 

III. EXPERIMENTAL RESULTS 
In this comparative study, we evaluate the recognition performance of two different kernels: linear and polynomial kernel 

functions. The test data set has been applied to test the SVM classification model for its accuracy. Evaluation metric used in 
our comparative study is the classification accuracy (or the recognition rate). We also compare the dimensionality reduction 
and training time of each technique. 

The accuracy (or recognition rates) and running time of fingerprint, face, and signature images are illustrated in Figure 3. 
The time and accuracy are obtained from four different combinations of dimensionality reduction methods and kernel 
functions. These combinations are: (1) LDA with linear SVM, (2) LDA with polynomial SVM, (3) PCA with linear SVM, and 
(4) PCA with polynomial SVM. 

 

(a) Fingerprint images 

(b) Face images 

(c) Signature images 

Figure 1.  Examples of images used in our comparative study. 

 

Figure 2.  A framework of dimensionality reduction method comparison. 
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(a) Fingerprint images 

 

(b) Face images 

(c) Signature images 

 
Figure 3.  Recognition rate (left) and running time (right) comparisons of different combinations in dimensionality reduction techniques (PCA/LDA) in the 

data preparation phase and kernel functions (linear/polynomial) of support vector machine in the recognition phase. 

 

IV. CONCLUSION 
In this work, we propose that pattern matching to verify or identify biometric identity against the stored templates can be 

done faster and consumes less computational resources through the reduced feature vectors. We thus present comparative study 
results of the two statistical based dimensionality techniques applied over the physiological and behavioral biometric data. We 
applied the PCA and LDA to reduce the features of fingerprint, face images, and signature data. Pattern recognition algorithm 
used in our study is SVM with linear and polynomial kernel functions. 
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The study results revealed that only a very small number of features (around 1%) was sufficient for accurate recognition 
over fingerprint, face, and signature images. We also found that LDA is an appropriate technique to be applied to the 
physiological biometrics such as fingerprint and face images. For behavioral biometrics such as signatures that are varied from 
individual to individual, PCA gives a better result in terms of accuracy. We are interested in this characteristic of PCA and plan 
to further investigate its characteristic on other behavioral biometrics. 
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ชื่อภาษาไทย โปรแกรมรู�จําภาพลายมือชื่อ 

ชื่อภาษาอังกฤษ Handwritten signature image recognition program 

ทะเบียนข�อมูลเลขที่ ว1. 5362  

ให�ไว� ณ วันที่ 8 เมษายน พ.ศ. 2558 

คําอธิบายโปรแกรมโดยยEอ โปรแกรมรู�จําภาพลายมือชื่อนี้พัฒนาด�วยภาษาไพธอน (Python) 
และแมทแล็บ (MATLAB) โดยได�มีการนําเสนอเทคนิคใหมEเพ่ือการเพ่ิม
ประสิทธิภาพในการรู�จําภาพลายมือชื่อ แหลEงข�อมูลลายมือช่ือเปQนภาพลายเซ็น
จากการเก็บข�อมูลจริง จํานวนท้ังสิ้น 600 ภาพ จากบุคคลทั้งหมด 30 คน โดย
แตEละลายมือชื่อจะถูกแปลงเปQนไฟลXภาพและทําให�มีขนาด 38x144 พิกเซล
เทEากันท้ังหมด จากนั้นทุก ๆ พิกเซลในแตEละภาพจะถูกแปลงคEาเปQนคEาความเข�ม 
จาก 0 ถึง 255 โดย 0 คือคEาความเข�มที่มากที่สุด หรือสีดํา สEวนคEา 255 
หมายถึงสีขาว ภาพลายมือชื่อเหลEาน้ีจะถูกนําไปฝ^กการรู�จําด�วยอัลกอริทึม 4 
แบบ ได�แกE ซัพพอรXตเวกเตอรXแมชชีน (ด�วยเคอรXเนลฟ_งกXชันเชิงเส�น พหุนาม 
เรเดียลเบสิส และ ซิกมอยดX) เคเนียเรสเนเบอรX เพอรXเซปตรอน และนาอีฟเบยX 
(ด�วยฟ_งกXชันการกระจายข�อมูลแบบ เกาเซียน มัลติโนเมียล และ เบอรXนูลี) 

จากน้ันจะใช�เทคนิคการประมวลผลภาพเข�ามาชEวยเพิ่มความแมEน
ตรงในการรู�จํา เทคนิคท่ีใช�ได�แกEวิธีการตรวจหาขอบภาพทั้ง 4 แบบคือ โซ
เบลพรีวิต โรเบิรXต และแคนนี รวมถึงการทําขอบภาพให�บาง จากนั้นผู�พัฒนาได�
เพิ่มเทคนิคใหมE ด�วยการเพ่ิมข�อมูลที่มีคEาความเข�มสีระดับสูงเข�าไปตEอท�ายชุด
ข�อมูลเดิม เปQนข้ันตอนตEอจากการทําขอบแบบโซเบล และด�วยวิธีการเพ่ิมข�อมูล
นี้เองทําให�คEาความแมEนยําของอัลกอริทึมสEวนใหญEสูงข้ึนโดยเฉพาะอยEางยิ่ง
อัลกอริทึมเคเนียเรสเนเบอรX เมื่อ k=1 และ อัลกอริทึมซัพพอรXตเวกเตอรXแมช
ชีนเคอรXเนลฟ_งกXชันเชิงเส�น 
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ความรูJ เนJนการวิจัยเก่ียวกับการพัฒนาระบบเหมืองขJอมูลประสิทธิภาพสูง การประยุกต�เหมืองขJอมูล
กับงานวิศวกรรม และการวิเคราะห�ขJอมูลเชิงสถิติ รวมถึงการวิจัยพ้ืนฐานเก่ียวกับเทคนิคการวิเคราะห�
ขJอมูลโดยวิธีอัตโนมัติ โดยมีผลงานวิจัยในดJานฐานขJอมูล การวิเคราะห�ขJอมูล การทําเหมืองขJอมูล 
และการคJนหาความรูJ ตีพิมพ�ในวารสารวิชาการและเอกสารการประชุมวิชาการท้ังระดับชาติและ
นานาชาติจํานวนมากกวLา 300 เรื่อง  

 
รองศาสตราจารย� ดร.นิตยา เกิดประสพ  สําเร็จการศึกษาในระดับปริญญาเอกสาขา 

Computer Science จาก Nova Southeastern University เมือง Fort Lauderdale รัฐฟลอริดา 
สหรัฐอเมริกา  เม่ือป=พุทธศักราช 2542 (ค.ศ. 1999)  ดJวยทุนการศึกษาของกระทรวงวิทยาศาสตร�
และเทคโนโลยี (หรือชื่อใหมLในปMจจุบันคือ กระทรวงการอุดมศึกษา วิทยาศาสตร� วิจัยและนวัตกรรม) 
หลังสําเร็จการศึกษาไดJปฏิบัติราชการในตําแหนLงอาจารย� ประจําสาขาคอมพิวเตอร� ภาควิชา
คณิตศาสตร� คณะวิทยาศาสตร� จุฬาลงกรณ�มหาวิทยาลัย  ตLอมาในป=พุทธศักราช 2543 ไดJมา
ปฏิบัติงานในตําแหนLงอาจารย�ประจําสาขาวิชาวิศวกรรมคอมพิวเตอร� มหาวิทยาลัยเทคโนโลยีสุรนารี 
จนถึงปMจจุบัน  งานวิจัยท่ีทําในขณะนี้คือการประยุกต�เทคโนโลยีเหมืองขJอมูลกับงานดJานการแพทย� 
การสาธารณสุขและสิ่งแวดลJอม รวมถึงการพัฒนาเทคนิคเพ่ือเพ่ิมความสามารถในการจัดการความรูJ
ของระบบเหมืองขJอมูล 

 
 
 

_______________________________________ 
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