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บทที ่1 

บทนํา 

 

1.1 ความสําคญัและทีม่าของปัญหาการวจิัย 

การบริหารจดัการและการควบคุมโครงการก่อสร้างสมยัใหม่ให้สามารถดาํเนินโครงการ

ได้ประสบความสําเร็จนั้นจาํเป็นอย่างยิ่งท่ีต้องมีการวางแผนและการจดัการเป็นอย่างดีเพื่อให้

โครงการเป็นไปตามแผนงานท่ีวางไว ้เพราะโครงการก่อสร้างทุก ๆ โครงการมีขอ้จาํกดัในหลาย ๆ 

ดา้น ไม่วา่จะเป็นดา้นระยะเวลาดาํเนินการ งบประมาณท่ีจะใช ้รวมถึงคุณภาพของผลงานท่ีตอ้งการ 

ดงันั้นทีมท่ีทาํหนา้ท่ีบริหารโครงการจะตอ้งมีการติดตาม ตรวจสอบ และประเมินโครงการอยูเ่สมอ 

เพื่อใหผู้เ้ก่ียวขอ้งหลกัของโครงการไดรั้บขอ้มูลเก่ียวกบัความคืบหนา้ของงาน หรือปัญหาท่ีเกิดข้ึน

อย่างรวดเร็วท่ีสุด เพื่อจะไดแ้กไ้ขปัญหาไดท้นัท่วงที (วิสูตร จิระดาํเกิง, 2554) การตรวจติดตาม

ความคืบหนา้งานก่อสร้าง (Construction Progress Monitoring) จึงจดัวา่เป็นขั้นตอนท่ีสําคญัมากใน

การบริหารงานก่อสร้าง (Construction Management) เพราะการท่ีสามารถทราบไดอ้ยา่งรวดเร็วและ

ทนัเวลาเก่ียวกบัสถานะ (Status) ต่าง ๆ ของโครงการนั้น นอกจากจะสามารถประเมินงานในส่วนท่ี

แล้วเสร็จและยงัไม่เสร็จได้อย่างถูกตอ้งแม่นยาํแล้ว ยงัสามารถจดัสรรการใช้ทรัพยากรเก่ียวกบั 

กาํลงัแรงงาน (Workforce) อุปกรณ์ (Equipment) หรือวสัดุ (Material) ต่าง ๆ ไดอ้ย่างเหมาะสมอีก

ดว้ย (Teizer, 2015) ซ่ึงในการบริหารจดัการเพื่อให้โครงการเป็นไปตามกาํหนดเวลาท่ีวางแผนไว้

นั้นจาํเป็นตอ้งใหค้วามสาํคญัในการจดัการแต่ละส่วนของงานยอ่ย เช่น การจดัหาวสัดุต่าง ๆ ท่ีตอ้ง

ใช ้การควบคุมสถานะในการทาํงาน และการตรวจติดตามในเร่ืองของความปลอดภยัและคุณภาพ 

การตรวจติดตามความคืบหน้างานก่อสร้างจึงถือเป็นหัวใจของระบบควบคุมโครงการ 

(Project Control System) เพื่อจดัการกบัปัญหาท่ีเกิดข้ึนในระหว่างการดาํเนินโครงการ เพื่อให้

โครงการสามารถดําเนินการไปได้ตามแผนท่ีวางไว้ ทั้ งด้านคุณภาพ เวลาและต้นทุน โดย

กระบวนการพื้นฐานของระบบควบคุมโครงการ ได้แก่ การกาํหนดแผนงานฐาน การวดัความ

คืบหน้าของงานก่อสร้างท่ีทาํไดข้ณะดาํเนินโครงการแบบเป็นทางการ หรือไม่เป็นทางการ การ

ประเมินผลงานท่ีทาํไดเ้ทียบกบัแผนงานฐาน เพื่อดูว่ามีการเบ่ียงเบนจากแผนงานฐานหรือไม่ และ

การแกไ้ขในกรณีท่ีการประเมินพบวา่มีส่ิงท่ีตอ้งปรับปรุงแกไ้ข เพื่อให้การดาํเนินโครงการกลบัมา

อยู่ในแผนงานฐานท่ีวางไว ้(วิสูตร จิระดาํเกิง, 2554) ดงันั้นความรวดเร็วและทนัเวลาในการวดั

ประเมินและแก้ไขเป็นส่ิงท่ีสําคัญมากในการควบคุมโครงการ ทั้ ง น้ีเพราะโครงการเป็น
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กระบวนการท่ีดาํเนินการอยา่งต่อเน่ือง ซ่ึงความล่าชา้เพียงเล็กนอ้ย อาจก่อให้เกิดผลเสียหายตามมา

อีกมากมายก็ได ้

ปัจจุบันน้ีงานในส่วนของการตรวจติดตามความคืบหน้าของโครงการ รวมถึงการวดั

ประเมินเปอร์เซ็นตข์องงานท่ีแลว้เสร็จ ยงัใชก้ารประเมินดว้ยมือ (Manual Assessment) ถึงแมว้า่จะ

เป็นโครงการขนาดใหญ่ก็เช่นเดียวกนั นั่นคือตอ้งใช้กาํลงัคนเป็นหลกัในการตรวจติดตามและ

ประเมินความคืบหนา้ของโครงการ ซ่ึงโอกาสจะเกิดความคลาดเคล่ือนมีสูงและอาจไม่ทนัต่อเวลา 

(Teizer, 2015) นอกจากน้ีจากงานวิจยัของ Mccullouch (1997) พบวา่ จากวิธีการตรวจติดตามและ

ควบคุมงานแบบทาํดว้ยมือนั้น ผูจ้ดัการโครงการตอ้งใชเ้วลาโดยเฉล่ีย 30-50% ของเวลาทั้งหมดไป

กบัการบนัทึกและวเิคราะห์ขอ้มูลเก่ียวกบัสถานท่ีก่อสร้าง (Site Data) ซ่ึงเป็นการเบียดเบียนเวลาไป

จากงานอ่ืนท่ีสาํคญักวา่เป็นอยา่งมาก ปัจจุบนัจึงมีความพยายามอยา่งกวา้งขวางจากกลุ่มงานวิจยัใน

สถาบนัการศึกษารวมถึงกลุ่มธุรกิจท่ีเก่ียวขอ้งกบัโครงการก่อสร้างในการหาวิธีแบบก่ึงอตัโนมติั 

(Semi-Automatic) หรือแบบอตัโนมติั (Automatic) ในการตรวจติดตามและประเมินความคืบหน้า

ของโครงการก่อสร้าง 

จากการท่ีเทคโนโลยีเก่ียวกบัการรวบรวมขอ้มูล (Data Acquisition Technologies) รวมถึง

เทคโนโลยีเก่ียวกับคอมพิวเตอร์และอินเทอร์เน็ตมีการพฒันาไปมากในปัจจุบนั ในวงการงาน

ก่อสร้างจึงได้รับประโยชน์จากการนาํเทคโนโลยีดงักล่าวมาใช้ในแต่ละขั้นตอนของการบริหาร

จดัการโครงการก่อสร้าง ตวัอย่างของเทคโนโลยีเก่ียวกบัการรวบรวมขอ้มูลท่ีนาํมาใช้จากการ

สํารวจในงานของ Chen และคณะ (2015) คือ เซนเซอร์ (Sensor) จีพีเอส (GPS, Global Positioning 

System) จีไอเอส (GIS, Geographic Information System) เออาร์ (AR, Augmented Reality) กลอ้ง

ถ่ายรูป (Camera) อาร์เอฟไอดี (RFID, Radio Frequency Identification) และ เลเซอร์สแกนนิง 

(Laser Scanning) จากการสํารวจในงานประยุกตเ์ก่ียวกบั BBB (Application of Bridging BIM and 

Building, BIM : Building Information Modeling) พบวา่ เลเซอร์สแกนน่ิง มีการนาํมาใชใ้นงาน

ประยุกตต่์าง ๆ มากท่ีสุด รองลงมาคือ อาร์เอฟไอดี และ กลอ้งถ่ายรูป ตามลาํดบั ซ่ึงอาร์เอฟไอดี

เหมาะท่ีจะใชก้บัวสัดุท่ีทาํจากเหล็ก (Steel) หรือวสัดุท่ีเป็นส่วนประกอบสําเร็จรูป (Prefabricated 

Component) ในขณะท่ีกลอ้งถ่ายรูปจดัว่าเป็นเทคโนโลยีท่ีใช้ตน้ทุนตํ่าและใช้เวลาในการคาํนวณ

น้อยกว่ามากเม่ือเทียบกบัเลเซอร์สแกนนิง นอกจากน้ี กลอ้งถ่ายรูปยงัเป็นเทคโนโลยีท่ีสามารถ

นาํไปใช้ไดโ้ดยทัว่ไป ท่ีอาจอยู่ในรูปแบบของ กลอ้งวงจรปิด สมาร์ทโฟน หรือกลอ้งท่ีติดตั้งกบั

ยานพาหนะไร้คนขบั (Unmanned Aerial Vehicles) เช่นโดรน ซ่ึงขอ้มูลท่ีจดัเก็บมาไดจ้ากกลอ้ง

ถ่ายรูปอาจอยูใ่นรูปของภาพ (Image) หรือภาพเคล่ือนไหว (Video) 
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สืบเน่ืองจากความก้าวหน้าทางเทคโนโลยีของกล้องถ่ายรูปแบบดิจิทัลประกอบกับ

ความสามารถในการประมวลผลของคอมพิวเตอร์ ทาํให้เกิดความตอ้งการอย่างกวา้งขวางท่ีจะ

พฒันากระบวนการท่ีมีประสิทธิภาพในการสกัดข้อมูลออกมาจากภาพและวิดีโอท่ีจัดเก็บมา 

ปัจจุบนัน้ีเทคนิคต่าง ๆ เก่ียวกบัการประมวลผลภาพ (Image Processing) และเทคนิคการมองเห็น

ของคร่ือง (Computer Vision) จึงเป็นทิศทางงานวิจยัท่ีเติบโตข้ึนเป็นอย่างมากในอุตสาหกรรม

เก่ียวกับ สถาปัตยกรรม วิศวกรรม การก่อสร้าง และ การจดัการส่ิงอาํนวยความสะดวก 

(Architecture, Engineering, Construction, and Facilities Management : AEC/FM) (Rashidi et al., 

2016) โดยเฉพาะอยา่งยิ่งในการบริหารจดัการงานก่อสร้างนั้น เทคนิคเก่ียวกบัการประมวลผลภาพ

และเทคนิคการมองเห็นของเคร่ืองสามารถนาํไปประยกุตใ์ชใ้นหลาย ๆ ส่วนของงาน 

ในส่วนของงานเก่ียวกบัการตรวจติดตามความคืบหนา้ของโครงการก่อสร้างแบบอตัโนมติั

หรือแบบก่ึงอตัโนมติันั้นจาํเป็นตอ้งไปมีการวดัประเมินส่วนของงานท่ีเก่ียวขอ้งกบัการนาํวสัดุต่าง 

ๆ สาํหรับงานก่อสร้างไปใช ้ดงันั้นขั้นตอนแบบอตัโนมติัสําหรับการจาํแนกความแตกต่างระหวา่ง

แต่ละวสัดุจึงเป็นขั้นตอนเร่ิมต้นท่ีสําคัญมากท่ีจาํเป็นต้องมี ซ่ึงการรวบรวมข้อมูลท่ีเก่ียวกับ

รายละเอียดของวสัดุจากโครงการท่ีกาํลงัก่อสร้างนั้นจาํเป็นตอ้งเป็นขอ้มูลท่ีมาจากภาพน่ิงหรือ

ภาพเคล่ือนไหวเท่านั้น เพราะเทคโนโลยีการรวบรวมขอ้มูลแบบเลเซอร์สแกนนิงไม่สามารถให้

รายละเอียดในเร่ืองความแตกต่างของแต่ละวสัดุได ้(Dimitrov and Golparvar-Fard, 2014) ส่วน

เทคโนโลยีอาร์เอฟไอดีนั้นก็ยงัมีข้อจาํกัดมาก นั่นคือสามารถใช้ได้เฉพาะกับวสัดุบางประเภท

เท่านั้น รวมถึงจาํเป็นตอ้งมีการติดตั้งตาํแหน่งของแท็ก (Tag) บนวสัดุแต่ละช้ินและตอ้งมีการดูแล

รักษาแทก็ดงักล่าว ท่ีตอ้งมีการลงทุนเพิ่มและยุง่ยากสําหรับสภาพแวดลอ้มของงานก่อสร้างท่ีมีการ

เปล่ียนแปลงไปในทุก ๆ วนั (Kopsida et al., 2015) 

ในงานวิจยัน้ีจึงมีความสนใจในการนาํขอ้มูลจากภาพดิจิทลั (Digital Image) มาใชส้ําหรับ

เป็นส่วนหน่ึงของงานการตรวจติดตามความคืบหน้าของโครงการก่อสร้างแบบอตัโนมติั นั่นคือ

เป็นการนําเสนอวิธีการแบบอัตโนมัติสําหรับการจําแนกวสัดุในงานก่อสร้าง (Construction 

Materials) จากภาพดิจิทลั ซ่ึงจากการสาํรวจพบวา่งานวจิยัท่ีเก่ียวขอ้งกบัการจาํแนกภาพวสัดุในงาน

ก่อสร้างในอดีตท่ีผา่นมาไม่ไดมี้การนาํเสนอไวม้ากนกัเม่ือเทียบกบัการจาํแนกภาพในงานประยุกต์

อ่ืน แต่ปัจจุบนัการจาํแนกภาพวสัดุในงานก่อสร้างกาํลงัเป็นท่ีสนใจและมีการนาํเสนอแนวคิดท่ี

หลากหลายมากข้ึนจากการท่ีมีเทคโนโลยท่ีีทนัสมยัมากยิ่งข้ึนมารองรับ รวมถึงมีความพยายามท่ีจะ

หาวิธีการแบบอตัโนมติัหรือก่ึงอตัโนมติัมาช่วยในอุตสาหกรรมการก่อสร้างท่ีเก่ียวกบัการบริหาร

จดัการ โดยเฉพาะเทคโนโลยีท่ีเก่ียวข้องกับการพฒันาระบบ BIM (Building Information 

Modeling) ท่ีกาํลงัมีความพยายามอยา่งกวา้งขวางในอุตสาหกรรมงานก่อสร้างท่ีตอ้งการพฒันาและ
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ผลกัดนัให้มีการนาํระบบ BIM มาใชเ้พื่อความสะดวกในการบริหารจดัการงานก่อสร้าง ซ่ึงงานใน

ส่วนของการตรวจติดตามความคืบหนา้งานก่อสร้างแบบอตัโนมติันั้นจดัเป็นกระบวนการยอ่ยหน่ึง

ท่ีจาํเป็นตอ้งมีการพฒันาในระบบของ BIM ดว้ย เพื่อการพฒันาให้กระบวนการดงักล่าวเป็นแบบ

อตัโนมติัได้นั้น จาํเป็นอย่างยิ่งท่ีต้องมีส่วนของงานย่อยหลักท่ีเก่ียวกับการจาํแนกวสัดุในงาน

ก่อสร้างแบบอตัโนมติั เพื่อจะไดป้ระเมินงานส่วนท่ีแลว้เสร็จและส่วนท่ียงัไม่เสร็จไดอ้ยา่งถูกตอ้ง

แม่นยาํและลดเวลาใหไ้ดม้ากท่ีสุด 

วธีิการโดยส่วนใหญ่ท่ีมีการนาํเสนอไวใ้นงานวิจยัท่ีผา่นมาสําหรับการจาํแนกภาพวสัดุใน

งานก่อสร้างจะเป็นวิธีการท่ีอยูบ่นพื้นฐานของการหาคุณลกัษณะ (Feature Based Methods) ท่ีเป็น

การนาํเทคนิคทางการประมวลผลภาพ เทคนิคการมองเห็นของเคร่ือง หรือเทคนิคอ่ืน ๆ มาช่วย

สาํหรับการสกดัคุณลกัษณะ (Features) สาํคญับางอยา่งออกมาจากภาพ แลว้นาํคุณลกัษณะเหล่านั้น

มาใชส้าํหรับการจาํแนกความแตกต่างของวสัดุแต่ละชนิด โดยอาจใชเ้ทคนิคการเปรียบเทียบความ

แตกต่างหรือเทคนิคการเรียนรู้ของเคร่ือง (Machine Learning) มาใชใ้นขั้นตอนการจาํแนก โดย

วธีิการท่ีเคยนาํเสนอไวใ้นงานวจิยัส่วนใหญ่ แทบทั้งหมดใชข้อ้มูลภาพจากฐานขอ้มูลท่ีสร้างข้ึนเอง

สาํหรับงานวจิยันั้น ๆ และไม่มีการเผยแพร่ขอ้มูลภาพดงักล่าว ถึงแมว้า่ในบางงานวิจยั เช่นงานวจิยั

ของ DeGol และคณะ (2016) จะมีการสร้างฐานขอ้มูลท่ีค่อนขา้งหลากหลายเก่ียวกบัภาพวสัดุใน

งานก่อสร้างและมีการนาํฐานขอ้มูลดงักล่าวมาเผยแพร่ แต่ผลลพัธ์ท่ีไดจ้ากการจาํแนกในงานวิจยั

ดงักล่าวก็ยงัถือวา่ไม่สูง นอกจากน้ีเทคนิคใหม่ ๆ ทางดา้นการเรียนรู้ของเคร่ืองท่ีกาํลงัเป็นท่ีสนใจ

อยา่งกวา้งขวาง เช่น เทคนิคการเรียนรู้เชิงลึก (Deep Learning Technique) ก็ยงัไม่ไดมี้นาํเสนอเพื่อ

ศึกษาอยา่งครอบคลุมสาํหรับการประยกุตใ์ชเ้พื่อจาํแนกภาพวสัดุในงานก่อสร้าง ดงันั้นงานวิจยัน้ีจึง

ต้องการนําเสนอการศึกษาเพื่อนําเทคนิคการเรียนรู้เชิงลึกท่ีเหมาะสมกับข้อมูลรูปภาพมา

ประยุกต์ใชส้ําหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั นัน่คือคือโครงข่ายประสาท

แบบคอนโวลูชนั (Convolution Neural Network, CNN) ซ่ึงเป็นสถาปัตยกรรมของโครงข่ายท่ีเป็น

ความกา้วหนา้ใหม่ทางดา้นการเรียนรู้ของเคร่ือง ท่ีกาํลงัเป็นท่ีสนใจในการนาํไปประยุกตใ์ชใ้นงาน

ต่าง ๆ อยา่งกวา้งขวาง โดยเฉพาะงานท่ีเก่ียวขอ้งกบัขอ้มูลภาพ แต่จากการสาํรวจงานวจิยัท่ีเก่ียวขอ้ง

พบว่า โครงข่ายประสาทแบบคอนโวลูชนัยงัไม่มีการนาํมาประยุกต์ใช้โดยตรงสําหรับการจาํแนก

ขอ้มูลภาพเก่ียวกบัวสัดุในงานก่อสร้าง ดงันั้นงานวิจยัน้ีจึงมุ่งศึกษาในส่วนของวิธีการและแนวคิด

ต่าง ๆ ในการประยกุตใ์ชด้งักล่าว เพื่อตอ้งการนาํเสนอวิธีการหรือแนวคิดท่ีมีประสิทธิภาพสําหรับ

การนาํเทคนิคการเรียนรู้เชิงลึกดว้ยโครงข่ายประสาทแบบคอนโวลูชนัมาประยุกต์ใช้สําหรับการ

จาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั  

 



 5 

1.2  วตัถุประสงค์การวจิัย 

1. เพื่อนาํเสนอการนาํเทคนิคการเรียนรู้เชิงลึกคือโครงข่ายประสาทแบบคอนโวลูชนัมา

ประยกุตใ์ชส้าํหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั 

2. เพื่อนาํเสนอการนาํสถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชนัแบบท่ีผา่น

การฝึกสอนมาก่อน คือโมเดล ResNet101 (ResNet101 Pre-Trained Model) มาประยุกตใ์ชส้ําหรับ

การจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติัในลกัษณะของการเรียนรู้แบบถ่ายโอน (Transfer 

Learning) แบบยดึคุณลกัษณะจากตวัสกดั (Fixed Feature Extractor) 

3. เพื่อนาํคุณลกัษณะ (Features) ท่ีไดจ้ากการเรียนรู้แบบถ่ายโอนแบบยึดคุณลกัษณะจาก

ตวัสกดัดว้ยโมเดล ResNet101 มาใชร่้วมกนักบัเทคนิคการเขา้รหสัขอ้มูลดว้ยโครงข่ายเขา้รหสัแบบ

อตัโนมติั (Autoencoder Network) และเทคนิคการจาํแนกขอ้มูลดว้ยเคร่ืองเวกเตอร์เก้ือหนุนแบบ

หลายกลุ่ม (Multi-Class SVM) สาํหรับการเพิ่มประสิทธิภาพในการจาํแนกภาพวสัดุในงานก่อสร้าง

แบบอตัโนมติัจากชุดขอ้มูลท่ีศึกษา  

4. เพื่อศึกษาเปรียบเทียบวิธีการท่ีนาํเสนอในขอ้ 2 และขอ้ 3 กบัวิธีการในรูปแบบอ่ืน ๆ 

สําหรับการประยุกต์ใช้เทคนิคการเรียนรู้เชิงลึกด้วยโครงข่ายประสาทแบบคอนโวลูชันเพื่อการ

จาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั 

 

1.3  ขอบเขตของการวจิัย 

ในการพฒันางานวิจยัเพื่อนาํเทคนิคการเรียนรู้เชิงลึกดว้ยโครงข่ายประสาทแบบคอนโวลู

ชันมาประยุกต์ใช้สําหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอัตโนมัติ ในส่วนของการ

ดาํเนินงานกาํหนดขอบเขตการวจิยัไวด้งัต่อไปน้ี 

1. ชุดข้อมูลท่ีศึกษา ใช้ข้อมูลภาพวสัดุในงานก่อสร้างท่ีประกอบด้วยขอ้มูลส่ีชนิด (4 

Classes) ของวสัดุในงานก่อสร้าง โดยสามชนิดของภาพวสัดุในงานก่อสร้างมาจากขอ้มูลภาพท่ี

เผยแพร่ในงานวิจยัของ DeGol และคณะ (2016) และอีกหน่ึงชนิดของวสัดุเป็นขอ้มูลภาพวสัดุอิฐ

มวลเบาคอนกรีตเซลลูล่า (Lightweight Brick Cellular Concrete) ท่ีสร้างข้ึนเองสําหรับงานวิจยัน้ี 

ซ่ึงไดม้าจาการถ่ายภาพจริงของวสัดุอิฐมวลเบาคอนกรีตเซลลูล่าท่ีเป็นผลงานวิจยัของ ผศ. ดร. 

ธีรวฒัน์ สินศิริ สาขาวชิาวศิวกรรมโยธา มหาวทิยาลยัเทคโนโลยสุีรนารี 

2. การศึกษาเปรียบเทียบประสิทธิภาพของวธีิการท่ีนาํเสนอกบัวธีิการในรูปแบบอ่ืน ๆ จะ

ทาํการเปรียบเทียบกนัดว้ยผลลพัธ์ท่ีไดจ้ากการจาํแนกกบัเฉพาะชุดขอ้มูลท่ีเผยแพร่ในงานวิจยัของ 

DeGol และคณะ ท่ีประกอบดว้ยขอ้มูลสามชนิด (3 Classes) ของวสัดุในงานก่อสร้าง โดยทาํการ

เปรียบเทียบในสามรูปแบบคือ  



 6 

1) เปรียบเทียบกบัผลลพัธ์ท่ีไดจ้ากการใชส้ถาปัตยกรรมของโครงข่ายประสาทแบบ

คอนโวลูชนัแบบท่ีผ่านการฝึกสอนมาก่อนดว้ยโมเดลอ่ืน ซ่ึงคือโมเดล AlexNet 

และโมเดล GoogleNet ท่ีเป็นการประยกุตใ์ชใ้นแบบการเรียนรู้แบบถ่ายโอน 

2)  เปรียบเทียบกบัผลลพัธ์ท่ีไดจ้ากการใชเ้ทคนิคการเขา้รหสัขอ้มูลดว้ยวิธีการอ่ืน ซ่ึง

คือ Principal Component Analysis (PCA) 

3) เปรียบเทียบกบัผลลพัธ์ท่ีไดจ้ากวิธีการสร้างสถาปัตยกรรมของโครงข่ายประสาท

แบบคอนโวลูชนัสําหรับการฝึกสอนด้วยชุดขอ้มูลท่ีศึกษาข้ึนมาเอง (Learning 

from Scratch) 

3. การศึกษาเปรียบเทียบประสิทธิภาพของวธีิการท่ีนาํเสนอกบัวธีิการในรูปแบบอ่ืน ๆ จะ

เปรียบเทียบดว้ยมาตรวดัท่ีประกอบดว้ย ค่า Accuracy, Precision, Recall และ F-Measure 

 

1.4  ประโยชน์ทีไ่ด้รับ 

1. ไดว้ธีิการแบบอตัโนมติัสาํหรับการจาํแนกภาพวสัดุในงานก่อสร้างท่ีมีประสิทธิภาพ 

2. ได้วิธีการท่ีมีประสิทธิภาพในการประยุกต์ใช้โครงข่ายประสาทแบบคอนโวลูชัน

สาํหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั 

3. ไดโ้มเดลการเขา้รหสัอตัโนมติัท่ีเหมาะสมสาํหรับสร้างตวัแทนขอ้มูลจากคุณลกัษณะท่ี

ไดจ้ากการประยกุตใ์ชโ้ครงข่ายประสาทแบบคอนโวลูชนักบัภาพวสัดุในงานก่อสร้าง 

4. ได้โมเดลการจาํแนกขอ้มูลด้วยเคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มท่ีเหมาะสม

สาํหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั 

5. ได้ทราบถึงแนวทางท่ีหลากหลายในการนําคุณลักษณะท่ีได้จากการประยุกต์ใช้

โครงข่ายประสาทแบบคอนโวลูชนัมาใช้ร่วมกบัเทคนิคอ่ืน ๆ ทางดา้นการเรียนรู้ดว้ยเคร่ืองเพื่อให้

ไดว้ธีิการสาํหรับการจาํแนกขอ้มูลภาพท่ีมีประสิทธิภาพ 

6. ผลลพัธ์ท่ีไดจ้ากการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติัท่ีมีประสิทธิภาพ

สามารถนาํไปประยุกตใ์ชใ้นเชิงปฏิบติัในส่วนงานต่าง ๆ ของอุตสาหกรรมการก่อสร้างท่ีเก่ียวขอ้ง

กบัการนาํวสัดุสําหรับงานก่อสร้างไปใช ้เช่นในส่วนของงานการตรวจติดตามความคืบหน้าของ

โครงการก่อสร้างแบบอตัโนมติั 



บทที ่2 

ปริทัศน์วรรณกรรมและงานวจิยัที่เกีย่วข้อง 

 
เน้ือหาในบทน้ีเป็นการกล่าวถึง การศึกษาในหลักการ ทฤษฎี และงานวิจยัท่ีเก่ียวข้อง 

สําหรับนาํมาประยุกต์ใช้เพื่อพฒันางานวิจยั ซ่ึงประกอบด้วยเน้ือหาเก่ียวกับ พื้นฐานโครงข่าย

ประสาทเทียม โครงข่ายเพอร์เซปตรอนแบบหลายชั้น การเรียนรู้เชิงลึก การเรียนรู้เชิงลึกของ

โครงข่ายประสาทแบบคอนโวลูชัน การประยุกต์ใช้โครงข่ายประสาทแบบคอนโวลูชันในทาง

ปฏิบติั งานประยุกต์ท่ีใชโ้ครงข่ายประสาทแบบคอนโวลูชนั Frameworks ของโครงข่ายประสาท

แบบคอนโวลูชนั โครงข่ายเคร่ืองเขา้รหัสอตัโนมติั การวิเคราะองค์ประกอบหลกั เคร่ืองเวกเตอร์

เก้ือหนุนและงานวจิยัท่ีเก่ียวขอ้ง ตามลาํดบั 

 

2.1  พืน้ฐานโครงข่ายประสาทเทยีม  

โครงข่ายประสาทเทียม (Artificial Neural Network, ANN) เป็นศาสตร์วา่ดว้ยการคาํนวณ

โดยอาศยัโครงข่าย (Network) ท่ีมีรูปแบบโครงสร้างและการทาํงานของการประมวลผลเลียนแบบ

ระบบการทาํงานในสมองของมนุษย ์ท่ีมีการปรับเปล่ียนตวัเองต่อการตอบสนองของอินพุต (Input) 

ตามกฎการเรียนรู้ (Learning Rule) หลงัจากท่ีโครงข่ายไดเ้รียนรู้ส่ิงท่ีตอ้งการแลว้โครงข่ายนั้นก็จะ

สามารถทาํงานตามท่ีกาํหนดไวไ้ด ้(อาทิตย ์ศรีแกว้, 2558) 

สมองของมนุษยป์ระกอบไปด้วยหน่วยประมวลผลท่ีเรียกว่า “นิวรอน” (Neuron) หรือ

เซลลป์ระสาท จาํนวนนิวรอนในสมองมนุษยมี์อยูป่ระมาณ 1011 นิวรอนและมีการเช่ือมต่อกนัอยา่ง

มากมาย สมองมนุษย์จึงสามารถกล่าวได้ว่าเป็นคอมพิวเตอร์ท่ีมีการปรับตวัเอง (Adaptive) ใน

ลกัษณะแบบไม่เป็นเชิงเส้น (Nonlinear) และทาํงานเป็นแบบขนาน (Parallel) ในการดูแลจดัการ

การทาํงานร่วมกนัของนิวรอนในสมอง (Hagan et al., 1996) ซ่ึงคอมพิวเตอร์ในปัจจุบนัถึงแมมี้

ความสามารถในการคาํนวณสูงมาก ยงัไม่สามารถเทียบกบัความสามารถของสมองมนุษยใ์นงาน

ง่าย ๆ บางอย่าง เช่น การจดจาํใบหน้า การฟังและการตีความหมาย การแปลภาษา เป็นตน้ สมอง

ของมนุษยมี์ประสิทธิภาพและมัน่คงมาก ทุกวนัมีเซลลป์ระสาทในสมองตายโดยท่ีไม่ส่งผลกระทบ

ต่อประสิทธิภาพของสมองโดยรวม ระบบสมองของมนุษยย์ืดหยุ่นมากสามารถปรับตวัเขา้กับ

ส่ิงแวดลอ้มใหม่โดยการเรียนรู้ ต่างจากคอมพิวเตอร์ท่ีจะตอ้งโปรแกรมใหม่ สมองมนุษยส์ามารถ

จดัการกบัขอ้มูลท่ีมีความไม่แน่นอน มีสัญญาณรบกวนและไม่สมํ่าเสมอไดดี้ สามารถประมวลผล
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ขอ้มูลขนาดมหาศาล เช่นรูปภาพ ในลกัษณะการประมวลผลแบบขนานไดดี้ สมองมีขนาดเล็กและ

ใช้พลงังานนอ้ย นอกจากน้ีโครงสร้างของสมองมนุษยไ์ดว้ิวฒันาการมาเป็นเวลาหลายลา้นปีและ

ไดรั้บการพิสูจน์จากธรรมชาติตราบจนกระทัง่ทุกวนัน้ี 

จากคุณลกัษณะเด่น ๆ ดงัท่ีกล่าวขา้งตน้เก่ียวกบัสมองของมนุษยจึ์งเกิดความตอ้งการท่ีจะ

สร้างการประมวลผลเพื่อเลียนแบบระบบการทาํงานดงักล่าว ศาสตร์ทางด้านโครงข่ายประสาท

เทียมจึงเป็นผลมาจากการศึกษาการเช่ือมต่อกนัของโครงข่ายไฟฟ้าชีวภาพ (Bioelectric Network) 

ในสมองซ่ึงประกอบดว้ยเซลล์ประสาทหรือนิวรอนและจุดประสานประสาท (Synapses) ดงัแสดง

ในรูปท่ี 2-1 ซ่ึงแต่ละเซลล์ประสาทประกอบด้วยปลายในการรับกระแสประสาทท่ีเรียกว่า        

“เดนไดรท”์ (Dendrite) ซ่ึงเป็นอินพุตเขา้สู่เซลลแ์ละมีส่วนปลายในการส่งกระแสประสาทท่ีเรียกวา่   

“แอคซอน” (Axon) ซ่ึงเป็นเหมือนเอาต์พุต (Output) ของเซลล์ เซลล์เหล่าน้ีทาํงานดว้ยปฏิกิริยา

ไฟฟ้าเคมี เม่ือมีการกระตุน้ดว้ยส่ิงเร้าภายนอกหรือกระตุน้ดว้ยเซลล์ดว้ยกนั กระแสประสาทจะวิ่ง

ผ่านเดนไดรท์เขา้สู่นิวเคลียสซ่ึงจะเป็นตวัตดัสินว่าตอ้งกระตุน้เซลล์อ่ืน ๆ ต่อหรือไม่ ถา้กระแส

ประสาทแรงพอนิวเคลียสก็จะกระตุน้เซลลอ่ื์น ๆ ต่อไปผา่นทางแอคซอน 

 

 

 

รูปท่ี 2-1 ส่วนประกอบของเซลล์ประสาทในสมองมนุษยท่ี์เป็นการเช่ือมต่อกนัของโครงข่ายไฟฟ้า 

               ชีวภาพ (Bioelectric Network) ในสมอง (Anatomylibrary, 2015) 

 

จากการศึกษาการเช่ือมต่อกนัของโครงข่ายไฟฟ้าชีวภาพในสมอง รูปแบบโครงสร้างและ

การทาํงานของการประมวลผลเลียนแบบระบบการทาํงานในสมองของมนุษยท่ี์จาํลองดว้ยโครงข่าย

ประสาทเทียมอยา่งง่ายจึงถูกจาํลอง (Model) ข้ึนมาดงัรูปท่ี 2-2 ตวัโครงข่ายทาํการเก็บขอ้มูลความรู้ 
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(Knowledge) ในระหว่างขั้นตอนของการเรียนรู้โดยทาํการเก็บค่าท่ีไดจ้ากการเรียนรู้ไวท่ี้ค่าของ

นํ้าหนกัประสาท (Synapses หรือ Synaptic Weights) 

 

 

 

รูปท่ี 2-2 โมเดลโครงข่ายประสาทเทียมอยา่งง่ายท่ีเลียนแบบระบบการทาํงานในสมองของมนุษย ์

 

ในเวลาต่อมา ไดมี้การนาํเสนอรูปแบบโครงสร้างของตวันิวรอนภายในโครงข่ายนั้นซ่ึงมี

อยู่มากมายหลายชนิด โครงสร้างดงักล่าวเป็นองค์ประกอบสําคญัท่ีทาํให้คุณลกัษณะต่าง ๆ ของ

โครงข่ายแตกต่างกนัออกไป ไม่ว่าจะเป็นการจดัวางเรียงตวัของนิวรอน กฎการเรียนรู้ท่ีทาํให้เกิด

การปรับเปล่ียนค่าของนํ้ าหนกัประสาทหรือแมก้ระทัง่เง่ือนไขในการฝึกสอนของโครงข่าย รูปท่ี   

2-3(a) แสดงโครงสร้างทางสถาปัตยกรรม (Architecture) ของโมเดลเพอร์เซปตรอน (Perceptron) ท่ี

เป็นโครงข่ายแบบนิวรอนเดียว เม่ือ R คือ จํานวนองค์ประกอบ (Element) หรือจํานวนมิติ 

(Dimension) ของอินพุต นั่นคืออินพุตแต่ละตวัจะเป็นเวกเตอร์ (Vector) ท่ีประกอบด้วย R 

องค์ประกอบ โดยเพอร์เซปตรอนนั้ นเป็นโมเดลท่ีกําหนดให้ฟังก์ชันถ่ายโอน (Transfer 

Function/Activation Function/Signal Function) ท่ีใชใ้นโครงข่ายเป็นแบบฮาร์ดลิมิต (Hard Limit) 

ลกัษณะของฟังก์ชนัฮาร์ดลิมิตแสดงดงัรูปท่ี 2-3(b) ซ่ึงฟังก์ชนัถ่ายโอนนั้นใชส้ําหรับการแปลงค่า

ของ 𝑛 ไปเป็นเอาตพ์ุต (𝑎) ของโครงข่าย 

นอกเหนือจากเพอร์เซปตรอนแลว้มีการนาํเสนอคุณลกัษณะต่าง ๆ ของโครงข่ายท่ีแตกต่าง

กนัออกไป ในเวลาต่อมาจึงเกิดเป็นโมเดลแบบต่าง ๆ ของโครงข่ายประสาทเทียม โดยถา้แบ่งกลุ่ม

ของโมเดลโครงข่ายประสาทเทียมดงักล่าวสามารถแบ่งไดใ้นสองรูปแบบคือแบ่งตามคุณลกัษณะ

ทางสถาปัตยกรรมของนิวรอน (Architecture Neuron Characteristic) และแบ่งตามอลักอริทึม

สาํหรับการเรียนรู้ (Learning Algorithm) ซ่ึงการแบ่งตามคุณลกัษณะทางสถาปัตยกรรมของนิวรอน
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นั้ นสามารถแยกออกเป็นสถาปัตยกรรมแบบป้อนไปข้างหน้า (Feedforward) แบบวนซํ้ า 

(Recurrent) และแบบป้อนกลบั (Feedback) ส่วนการแบ่งตามอลักอริทึมสําหรับการเรียนรู้นั้น

สามารถแบ่งออกเป็น การเรียนรู้แบบมีผูฝึ้กสอน (Supervised Learning) การเรียนรู้แบบเสริมกาํลงั 

(Reinforcement Learning) และการเรียนรู้แบบไม่มีผูฝึ้กสอน (Unsupervised Learning) 

 

 

 

(a) (b) 

 

รูปท่ี 2-3 โครงข่ายเพอร์เซปตรอนแบบนิวรอนเดียว (Demuth and Beale, 2004) 

    (a) สถาปัตยกรรมของโครงข่าย  

    (b) ฟังกช์นัถ่ายโอนแบบฮาร์ดลิมิตท่ีใชใ้นโครงข่าย  

 

2.1.1 การเรียนรู้ของโครงข่ายประสาทเทียม 

ตวัอย่างแสดงในรูปท่ี 2-4 เป็นแนวคิดการนาํโครงข่ายประสาทเทียมมาใช้เพื่อ

เรียนรู้สาํหรับการคดัแยกแอปเป้ิล (Apples) และ ส้ม (Oranges) ซ่ึงเม่ือแอปเป้ิลและส้มถูกนาํเขา้มา

คละกนัทีละผลผา่นเซนเซอร์ (Sensors) เซนเซอร์ก็จะทาํการวดัค่าต่าง ๆ ของแอปเป้ิลหรือส้มผลนั้น

ออกเป็นสามค่า คือ ค่าของ shape ค่าของ texture และค่าของ weight ตามลาํดบั ซ่ึงทั้งสามค่านั้น

นาํมาประกอบเขา้ดว้ยกนัเป็นค่าของเวกเตอร์อินพุต 𝐩 นัน่คือ 

 

โดยค่าของ shape บอกรูปร่างของผลไมแ้ต่ละผลวา่มีความกลมแค่ไหน (เกือบกลม

ให้มีค่าเป็น 1 แต่ถา้เกือบเป็นวงรีมีค่าเป็น -1) ค่าของ texture บอกลกัษณะของพื้นผิววา่เรียบหรือ

ขรุขระ (ถา้เรียบจะเป็น 1 แต่ขรุขระจะเป็น -1) และค่าของ weight ท่ีบอกนํ้ าหนกั (ถา้มากกว่า 1 

ปอนด์ค่าเป็น 1 แต่น้อยกว่า 1 ปอนด์จะเป็น -1) นัน่คืออินพุตของผลไมแ้ต่ละผลท่ีนาํเขา้ไปใน
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โมเดลของโครงข่ายประสาทเป็นเวกเตอร์ท่ีประกอบดว้ย 3 องค์ประกอบ ดงัตวัอยา่ง 𝐩1 และ 𝐩2 

เม่ือ 

𝐩1 = �
1
−1
−1

� , 𝐩2 = �
1
1
−1

� 
 

 

ดว้ยโมเดลของโครงข่ายประสาท (Neural Network ในภาพ) เม่ือรับอินพุตของ

ผลไมแ้ต่ละผลเขา้มาก็จะทาํการตดัสินใจเพื่อคดัแยกวา่ เป็นแอปเป้ิลหรือส้มดงัท่ีแสดงในรูปท่ี 2-4 

 

 
 

รูปท่ี 2-4 ตวัอยา่งปัญหาการใชโ้ครงข่ายประสาทเทียม (Hagan et al., 1996) 

 

2.1.2 การเรียนรู้แบบมีผู้ฝึกสอน  

 ดงัท่ีกล่าวไปแล้วว่าถ้าแบ่งโมเดลของโครงข่ายประสาทเทียมตามลกัษณะของ

อลักอริทึมสาํหรับการเรียนรู้ สามารถแบ่งออกเป็น 3 แบบคือ แบบมีผูฝึ้กสอน แบบเสริมกาํลงั และ

แบบไม่มีผูฝึ้กสอน โดยท่ีอัลกอริทึมสําหรับการเรียนรู้นั้ นหมายถึง ขั้นตอน (Procedure) ท่ีใช้

สําหรับการปรับเปล่ียน (Modify) ค่านํ้ าหนกั (Weight) และค่าไบอสั (Bias) รวมถึงค่าพารามิเตอร์ 

(Parameters) ต่าง ๆ ท่ีใช้ในแต่ละโครงข่าย ซ่ึงขั้ นตอนดังกล่าวอาจหมายถึง กฎการเรียนรู้ 

(Learning Rule) ท่ีใช้สําหรับการเรียนรู้ (Learning) ในขั้นตอนการฝึกสอน (Training) ให้กับ

โครงข่ายก็ได ้

สาํหรับรูปท่ี 2-5 เป็นแนวคิดของโมเดลท่ีเป็นการเรียนรู้แบบมีผูฝึ้กสอน นัน่คือกฎ

การเรียนรู้สาํหรับโมเดลแบบมีผูฝึ้กสอนนั้นตอ้งใชก้บัชุดขอ้มูลตวัอยา่ง (Set of Examples) ท่ีอยูใ่น

รูปของ {𝐩1, 𝐭1}, {𝐩2, 𝐭2}, … , �𝐩Q, 𝐭Q�, เม่ือ 𝐩q เป็นเวกเตอร์ของอินพุตแต่ละตวัท่ีนาํเขา้สู่โครงข่าย 

และ 𝐭q  คือค่าของเอาตพ์ุตเป้าหมาย (Target Output) ท่ีตอ้งการของอินพุตตวันั้น นัน่คือโมเดลท่ี
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เป็นการเรียนรู้แบบมีผูฝึ้กสอนนั้น นอกเหนือจากท่ีตอ้งป้อนเวกเตอร์อินพุต �𝐩q� แต่ละตวัให้กบั

โครงข่ายแลว้ ตอ้งป้อนค่าของเอาต์พุตเป้าหมาย (𝐭q) ท่ีสัมพนัธ์กนักบัอินพุตตวันั้นด้วย เพื่อให้

โครงข่ายสามารถนาํค่าของเอาตพ์ุตเป้าหมายนั้นไปใชส้ําหรับการเปรียบเทียบกบัค่าของเอาตพ์ุตท่ี

โครงข่ายหาออกมาวา่ยงัมีความผิดพลาด (Error) มากนอ้ยแค่ไหน เพื่อนาํค่าความผิดพลาดดงักล่าว

ไปใช้ในขั้นตอนการปรับเปล่ียน ค่านํ้ าหนัก ค่าไบอสั รวมถึงค่าพารามิเตอร์ต่าง ๆ ตามกฎการ

เรียนรู้ท่ีกาํหนดไวใ้นแต่ละโครงข่ายต่อไป 

 

 
 

รูปท่ี 2-5 แนวคิดของการเรียนรู้แบบมีผูฝึ้กสอน (Demuth and Beale, 2004) 

 

2.1.3 โครงข่ายเพอร์เซปตรอน  

 เพอร์เซปตรอนจดัเป็นโครงข่ายแบบชั้นเดียวท่ีมีจาํนวนนิวรอนเพียงนิวรอนเดียว

หรือมากกวา่ก็ได ้สถาปัตยกรรมของเพอร์เซปตรอนท่ีเป็นโครงข่ายแบบนิวรอนเดียวไดก้ล่าวถึงไป

ก่อนหนา้น้ีแลว้ดงัรูปท่ี 2-3 สําหรับสถาปัตยกรรมของเพอร์เซปตรอนแบบหลายนิวรอนแสดงดงั

รูปท่ี 2-6 โดยท่ีรูปท่ี 2-6(a) เป็นการเขียนโครงข่ายในรูปแบบเต็ม ท่ีแสดงการเช่ือมต่อกนัทั้งหมด

ระหว่างแต่ละอินพุตกบัทุก ๆ นิวรอน ส่วนรูปท่ี 2-6(b) เป็นการเขียนโมเดลในรูปแบบย่อ เพื่อให้

เขา้ใจง่าย โดยมองภาพของขอ้มูลทั้งหมดแต่ละส่วนในรูปแบบของเวกเตอร์และเมทริกซ์ เม่ือ  𝑅 คือ 

จาํนวนองคป์ระกอบของอินพุต และ 𝑆 คือ จาํนวนนิวรอน 

 จากสถาปัตยกรรมของเพอร์เซปตรอนท่ีแสดงในรูปท่ี 2-6 จะเห็นวา่เอาตพ์ุต (𝑎) 

ของโครงข่ายกาํหนดโดยสมการท่ี 2-1 

 
𝐚 = ℎ𝑎𝑟𝑑𝑙𝑖𝑚(𝐖𝐩+ 𝐛) = ℎ𝑎𝑟𝑑𝑙𝑖𝑚(𝐧) (2-1) 
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 เม่ือ 𝐩 คือเวกเตอร์ของอินพุต 𝐛 คือเวกเตอร์ของไบอสั 𝐖 คือเมทริกซ์ของค่า

นํ้ าหนกั และ 𝐧 คือเวกเตอร์ท่ีเป็นผลลพัธ์จากการนาํเมทริกซ์ของค่านํ้ าหนักคูณกบัเวกเตอร์ของ

อินพุตแลว้บวกดว้ยเวกเตอร์ของไบอสั ซ่ึงเมทริกซ์ของค่านํ้าหนกั 𝐖 มีค่าในแต่ละองคป์ระกอบคือ 

 

𝐖 = �

𝑤1,1 𝑤1,2  …  𝑤1,𝑅
𝑤2,1 𝑤2,2 …  𝑤2,𝑅
⋮      ⋮            ⋮

𝑤𝑆,1 𝑤𝑆,2  … 𝑤𝑆,𝑅

� 

 

 โครงข่ายเพอร์เซปตรอนนั้นใชฟั้งกช์นัถ่ายโอนเป็นฟังก์ชนัฮาร์ดลิมิต กาํหนดโดย

สมการท่ี 2-2 

 

𝐚 = ℎ𝑎𝑟𝑑𝑙𝑖𝑚(𝐧) = �1   𝑖𝑓  𝐧 ≥  0
0  𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒

 (2-2) 

 

 

 

(a) (b) 

 

รูปท่ี 2-6 โครงข่ายเพอร์เซปตรอนแบบหลายนิวรอน (Demuth and Beale, 2004)  

  (a) สถาปัตยกรรมของโครงข่าย  

  (b) การเขียนโมเดลในรูปแบบยอ่ 
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กฎการเรียนรู้ของเพอร์เซปตรอน (Perceptron Learning Rule) 

 จากท่ีไดก้ล่าวไปแลว้ว่าเพอร์เซปตรอนเป็นโครงข่ายแบบมีผูฝึ้กสอน ดงันั้นเม่ือ

พิจารณาชุดขอ้มูลตวัอยา่ง ท่ีอยูใ่นรูปของ {𝐩1, 𝐭1}, {𝐩2, 𝐭2}, … , �𝐩Q, 𝐭Q�, เม่ือ 𝐩q เป็นเวกเตอร์ของ

อินพุตแต่ละตวัท่ีนาํเขา้สู่โครงข่าย และ 𝐭q คือค่าเวกเตอร์เป้าหมายของอินพุตตวันั้น โดยกฎการ

เรียนรู้ของเพอร์เซปตรอนกาํหนดดงัสมการท่ี 2-3, 2-4 และ 2-5 

 

𝐖𝑛𝑒𝑤 = 𝐖𝑜𝑙𝑑 + 𝐞𝐩𝑇 (2-3) 

  

𝐛𝑛𝑒𝑤 = 𝐛𝑜𝑙𝑑 + 𝐞 (2-4) 

  

𝑤ℎ𝑒𝑟𝑒, 𝐞 = 𝐭 − 𝐚 (2-5) 

 

 จากกฎการเรียนรู้จะเห็นวา่เป็นการนาํค่าความผิดพลาด (𝐞) มาใชส้ําหรับการปรับ

ค่าของนํ้ าหนกั (𝐖) และไบอสั (𝐛) ซ่ึงค่าความผิดพลาดมาจากการนาํค่าเอาตพ์ุตเป้าหมาย (𝐭) ลบ

ดว้ยค่าเอาต์พุตท่ีไดจ้ากโครงข่าย (𝐚) ซ่ึงจะสังเกตไดว้า่ดว้ยกฎการเรียนรู้ของเพอร์เซปตรอน ค่า

ของนํ้าหนกัจะไม่ถูกปรับ (มีค่าเท่าเดิม) เม่ือค่าความผิดพลาดเป็นศูนย ์นัน่คือเม่ือโครงข่ายสามารถ

เรียนรู้อินพุตตวันั้นแล้วได้ค่าของเอาต์พุตจากโครงข่ายเหมือนกบัค่าของเอาต์พุตเป้าหมายหรือ

เอาตพ์ุตท่ีเราตอ้งการจริง ๆ 

 ดงันั้นในขั้นตอนการฝึกสอนของโครงข่ายเพอร์เซปตรอนประกอบดว้ยขั้นตอน

ยอ่ย ๆ ดงัต่อไปน้ี 

1. รับขอ้มูลจากชุดขอ้มูลตวัอย่างเขา้มาคร้ังละ 1 ตวั ในรูปของคู่ขอ้มูลอินพุต

และเอาตพ์ุตเป้าหมาย �𝐩q, 𝐭q� 

2. คาํนวณค่าของเอาตพ์ุต (𝐚) ท่ีไดจ้ากโครงข่ายดว้ยสมการท่ี 2-1  

3. คาํนวณค่าความผดิพลาด (𝐞) ดว้ยสมการท่ี 2-5 

4. ปรับค่านํ้าหนกัและไบอสัดว้ยสมการท่ี 2-3 และ 2-4 ตามลาํดบั 

5. รับขอ้มูลตวัต่อไป แลว้ทาํขั้นตอนท่ี 2 ถึงขั้นตอนท่ี 4 เช่นเดิม 

 เม่ือรับขอ้มูลมาครบทุกตวัแลว้ถือวา่ทาํครบ 1 รอบใหญ่ (1 Epoch) จากนั้นจะดูค่า

ความผิดพลาดของขอ้มูลทุกตวัวา่เป็นศูนยท์ั้งหมดแลว้หรือไม่ ถา้ยงัก็ทาํต่ออีกคร้ังละ 1 Epoch ไป

เร่ือย ๆ จนไดค้่าความผดิพลาดของขอ้มูลทุกตวัเป็นศูนยท์ั้งหมดจึงหยดุการเรียนรู้ 
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 ค่านํ้าหนกัทั้งหมดท่ีไดห้ลงัจากท่ีเพอร์เซปตรอนหยุดการเรียนรู้เม่ือนาํไปแทนใน

สมการของค่า 𝑎 ในสมการท่ี 2-1 คือสมการเส้นตรงท่ีเม่ือแทนค่าขอ้มูลใด ๆ บนเส้นตรงนั้นจะได้

ค่าจากสมการเป็นศูนย ์ดงัรูปท่ี 2-7 จากรูปตวัอยา่งเป็นกรณีท่ีอินพุต มี 2 องคป์ระกอบ (𝑅 = 2) 

และในโครงข่ายใชจ้าํนวนนิวรอน 1 นิวรอน (𝑆 = 1) นัน่คือจะไดต้วัแบ่งแยกแบบเชิงเส้น (Linear 

Separable) ซ่ึงตวัแบ่งแยกดงักล่าวสามารถแบ่งขอ้มูลทั้งหมดออกเป็นสองส่วนได ้โดยท่ีเวกเตอร์

ของค่านํ้ าหนกัจะตั้งฉากกบัตวัแบ่งแยกเสมอ จากเส้นแบ่งแยกท่ีไดท้าํให้ทุกจุดท่ีอยู่ด้านบนเส้น

แบ่งถือว่าอยู่ในกลุ่มท่ี 1 (𝑎 = 1) เพราะทุกจุดนั้นเม่ือแทนในสมการของเส้นแบ่งแยกจะมีค่า

มากกวา่ศูนยท์ั้งหมด และทุกจุดท่ีอยู่ดา้นล่างเส้นแบ่งแยกถือว่าอยู่ในกลุ่มท่ี 2 (𝑎 = 0) เพราะเม่ือ

แทนในสมการของเส้นแบ่งแยกก็จะมีค่านอ้ยกวา่หรือเท่ากบัศูนยท์ั้งหมด 

 

 

 

รูปท่ี 2-7 เส้นแบ่งแยกท่ีไดจ้ากค่านํ้าหนกัสุดทา้ยของเพอร์เซปตรอน 

     (Hagan et al., 1996) 

 

 รูปท่ี 2-8 เป็นตวัอย่างการมองภาพของเพอร์เซปตรอนเม่ือแบ่งแยกข้อมูลท่ีมี 

 𝑅 = 3 และใช้ 𝑆 = 1 ให้สามารถแบ่งข้อมูลในสามมิติออกได้เป็นสองกลุ่ม ผลลัพธ์ท่ีได้เป็น

ระนาบแบ่งแยกแบบเชิงเส้น (Linear) ท่ีแบ่งกล่องออกเป็นสองส่วน ส่วนรูปท่ี 2-9 ยกตวัอยา่งกรณี

ขอ้มูลมี 𝑅 = 2 และใช้ 𝑆 = 2 เพื่อให้สามารถแบ่งแยกขอ้มูลสองมิติท่ีตอ้งการแบ่งออกเป็นส่ีกลุ่ม 

นัน่คือไดต้วัแบ่งแยกเป็นเส้นตรงสองเส้น แต่ละเส้นแทนผลลพัธ์จากค่านํ้ าหนกัสุดทา้ยของแต่ละ

นิวรอนหลงัจบขั้นตอนการเรียนรู้ 
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รูปท่ี 2-8 ระนาบแบ่งแยกท่ีไดก้รณี R=3, S=1 (อาทิตย ์ศรีแกว้, 2558) 

 

 
 

รูปท่ี 2-9 เส้นแบ่งแยกท่ีไดจ้ากเส้นตรงสองเส้นประกอบกนั กรณี R=2, S=2 

             (แบ่งขอ้มูลสองมิติออกเป็น 4 กลุ่ม) (Hagan et al., 1996) 

 

2.2  โครงข่ายเพอร์เซปตรอนแบบหลายช้ัน  

 เน่ืองจากคุณลกัษณะของโมเดลเพอร์เซปตรอนนั้นเป็นโครงข่ายแบบชั้นเดียวท่ีมีขอ้จาํกดั

คือ สามารถใช้จาํแนกได้เฉพาะรูปแบบขอ้มูลท่ีสามารถแบ่งแยกไดแ้บบเชิงเส้นเท่านั้น ในเวลา

ต่อมาถึงแมว้า่จะมีการนาํเสนอโครงข่าย ADALINE (ADAptiveLInearNEuron) โดย Windrow และ 

Hoff (1960) ซ่ึงเป็นการนาํเสนอโครงข่ายพร้อมกฎการเรียนรู้แบบกาํลงัสองเฉล่ียนอ้ยท่ีสุด (Least 

Mean Square) หรือ LMS (Widrow, 1987) ซ่ึง ADALINE นั้นคลา้ยคลึงกบัเพอร์เซปตรอนแต่

ฟังกช์นัถ่ายโอนท่ีใชใ้นโครงข่ายเป็นแบบเชิงเส้น (Linear) แทนท่ีจะเป็นแบบฮาร์ดลิมิต และการนาํ

กฎการเรียนรู้แบบ LMS มาใชน้ั้นทาํให้โครงข่ายสามารถทนทานต่อสัญญาณรบกวนไดดี้กวา่เพอร์
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เซปตรอน ซ่ึง ADALINE นั้นมีการนาํไปประยุกตใ์ชง้านจริงเก่ียวกบังานทางดา้นการประมวลผล

สัญญาณดิจิทลักนัมาก อย่างไรก็ตามทั้งเพอร์เซปตรอนและ ADALINE ต่างก็มีขอ้จาํกดัเดียวกนั

ตรงท่ีใชไ้ดก้บัปัญหาท่ีเป็นแบบแบ่งแยกไดแ้บบเชิงเส้นเท่านั้น จึงไม่สามารถนาํไปประยุกตใ์ชไ้ด้

กบัปัญหาส่วนใหญ่ไดม้ากนกั ในเวลาต่อมาแนวคิดเก่ียวกบั โครงข่ายเพอร์เซปตรอนแบบหลายชั้น 

(Multilayer Perceptron, MLP) จึงไดถู้กนาํเสนอข้ึน ซ่ึงคุณลกัษณะพื้นฐานของเพอร์เซปตรอนแบบ

หลายชั้นคือ (Haykin, 2009) 

1. แต่ละนิวรอนในโครงข่ายจะมีการนาํฟังกช์นัถ่ายโอนท่ีเป็นแบบ “Nonlinear” มาใช ้

2. ชั้นซ่อนเร้นท่ีประกอบดว้ยนิวรอนท่ีไม่ไดเ้ป็นอินพุตและเอาต์พุต มีไดเ้ป็นหน่ึงชั้น

หรือมากกวา่ก็ได ้

3. โครงข่ายมีลกัษณะการเช่ือมต่อกนัสูง (High Degree of Connectivity) ดว้ยค่าของค่า

นํ้าหนกั 

จากคุณลักษณะพื้นฐานดังกล่าวของเพอร์เซปตรอนแบบหลายชั้นจึงสามารถนาํไปใช้

ประยุกต์ใช้ได้กบังานในหลาย ๆ ด้าน จึงเป็นท่ีรู้จกัและเป็นท่ีนิยมในเวลาต่อมา โครงข่ายเพอร์

เซปตรอนแบบหลายชั้นนั้นเป็นสถาปัตยกรรมแบบป้อนไปขา้งหนา้ (Feedforward) ท่ีประกอบดว้ย 

3 ชั้นหลกัคือ ชั้นอินพุต (Input layer) ชั้นซ่อนเร้น (Hidden layer) และชั้นเอาตพ์ุต (Output Layer) 

โดยท่ีชั้นซ่อนเร้นสามารถมีไดม้ากกว่าหน่ึงชั้น ดงัแสดงในรูปท่ี 2-10 จากรูปเป็นตวัอย่างของ

โครงข่ายท่ีมีชั้นซ่อนเร้นสองชั้น โดยแต่ละชั้นซ่อนเร้นนั้นอาจมีจาํนวนโหนดหรือจาํนวนนิวรอน

หน่ึงนิวรอนหรือมากกว่าได้ข้ึนอยู่การนําไปประยุกต์ใช้กับแต่ละปัญหา และในแต่ละชั้นก็ไม่

จาํเป็นตอ้งมีจาํนวนนิวรอนเท่ากนั จากรูปท่ี 2-10 เป็นตวัอย่างโครงข่ายท่ีมีจาํนวนนิวรอนในชั้น

ซ่อนเร้นท่ี 1 (Hidden 1) เป็น 5 นิวรอน มีจาํนวนนิวรอนในชั้นซ่อนเร้นท่ี 2 (Hidden 2) เป็น 4 

นิวรอน และมีจาํนวนนิวรอนในชั้นเอาตพ์ุตเป็น 3 นิวรอน โดยเพอร์เซปตรอนแบบหลายชั้นก็เป็น

การเรียนรู้แบบมีผูฝึ้กสอนเช่นเดียวกนักบัเพอร์เซปตรอนแบบชั้นเดียว 

 

 
 

รูปท่ี 2-10 สถาปัตยกรรมของโครงข่ายเพอร์เซปตรอนแบบหลายชั้น 
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2.2.1 เพอร์เซปตรอนแบบหลายช้ันทีผ่นวกด้วยอลักอริทมึแบบแพร่กลบั 

โครงข่ายเพอร์เซปตรอนแบบหลายชั้นท่ีมีการทาํงานร่วมกับเทคนิคการเรียนรู้

หรืออลักอริทึมแบบแพร่กลบั (Backpropagation Algorithm) ซ่ึงนาํเสนอโดย Rumelhart (1986a, 

1986b) นั้นมีการนาํมาประยุกต์ใช้อย่างกวา้งขวางในหลายด้าน ไม่ว่าจะเป็นการรู้จาํรูปแบบ 

(Pattern Recognition) การจาํแนก (Classification) รวมถึงการประมาณค่า (Approximation) และ

การพยากรณ์ (Forecasting) การทาํงานของอลักอริทึมแบบแพร่กลับ ท่ีมีจาํนวนนิวรอนในชั้ น

อินพุต ชั้นซ่อนเร้นและชั้นเอาต์พุตเป็น 𝑛, 𝑞 และ 𝑝 ตามลาํดบั มีขั้นตอนดงัแสดงในตารางท่ี 2-1 

(Kumar, 2005) 

จากอลักอริทึมแบบแพร่กลบัในตารางท่ี 2-1 จะเห็นวา่เป็นลกัษณะการทาํงานใน

สองขั้นตอนหลกัคือ ขั้นตอนของการส่งค่าผา่นไปขา้งหน้าและขั้นตอนแพร่กลบั โดยขั้นตอนของ

การส่งค่าผ่านไปขา้งหน้าเป็นการคาํนวณค่าต่าง ๆ ท่ีเก่ียวขอ้งกนัในแต่ละชั้นจากชั้นทางซ้ายไปสู่

ชั้นทางขวาของโครงข่ายจนไดอ้อกมาเป็นค่าเอาต์พุตของโครงข่าย ส่วนขั้นตอนการแพร่กลบัจะ

เป็นการคาํนวณในลกัษณะตรงกนัขา้มคือ ส่งค่าจากชั้นทางขวาของโครงข่ายไปยงัชั้นทางซ้าย ซ่ึง

เป็นขั้นตอนท่ีใช้สําหรับการหาค่าความผิดพลาดต่าง ๆ (Delta/Error) และการหาค่านํ้ าหนักท่ี

เปล่ียนแปลงไป แลว้นาํค่าเหล่านั้นมาใชส้ําหรับการปรับค่าของนํ้ าหนกั โดยขั้นตอนดงักล่าวน้ีตอ้ง

ทาํแบบยอ้นกลับหรือแพร่กลับเพราะระหว่างสองชั้ นใด ๆ ท่ีอยู่ติดกันค่า Delta/Error ของชั้ น

ทางซ้ายจาํเป็นตอ้งใช้ค่า Delta/Error จากชั้นทางขวาซ่ึงต้องคาํนวณมาก่อนด้วยสมการท่ีใช้ใน

ขั้นตอนแพร่กลบัของอลักอริทึม 

 

ตารางท่ี 2-1 เพอร์เซปตรอนแบบหลายชั้นท่ีผนวกดว้ยอลักอริทึมแบบแพร่กลบั (Kumar, 2005) 

กาํหนดให้:  

– ข้อมลูแต่ละตัวท่ีต้องการฝึกสอนคือเวกเตอร์ 𝑋𝑘 ∈ ℝ𝑛 

– เอาต์พุตเป้าหมาย (Target Output) ของข้อมลูแต่ละตัวคือเวกเตอร์ 𝐷𝑘 ∈ ℝ𝑝 

กาํหนดค่าเร่ิมต้น:  

– กาํหนดค่านํา้หนักเร่ิมต้นแบบสุ่มให้กับทุกค่าท่ีเช่ือมระหว่างช้ันอินพุตและช้ันซ่อนเร้น น่ัน

คือค่าของ 𝑤𝑖ℎ1  และกาํหนดให้ ∆𝑤𝑖ℎ0 = 0,  𝑖 = 0, … ,𝑛;  ℎ = 1, … , 𝑞 

– กาํหนดค่านํา้หนักเร่ิมต้นแบบสุ่มให้กับทุกค่าท่ีเช่ือมระหว่างช้ันซ่อนเร้นและช้ันเอาต์พุต 

ซ่ึงคือค่าของ  𝑤ℎ𝑗1  และกาํหนดให้  ∆𝑤ℎ𝑗
0 = 0, ℎ = 0, … , 𝑞;  𝑗 = 1, … ,𝑝 

– ให้  𝑘 = 1  และกาํหนดค่าโมเมนตัม 𝜂 ค่าคงท่ีการเรียนรู้ 𝛼 และค่าความผิดพลาดท่ี

ยอมรับได้ 𝜏 ตามท่ีต้องการ 
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ตารางท่ี 2-1 เพอร์เซปตรอนแบบหลายชั้นท่ีผนวกดว้ยอลักอริทึมแบบแพร่กลบั (Kumar, 2005) 

                     (ต่อ) 

วนลูปเพือ่ทาํซ้ําในแต่ละ 𝒌: 

{ 

– เลือกข้อมลูมาหน่ึงคู่ น่ันคือข้อมลูอินพุตท่ีต้องการฝึกสอนและเอาต์พุตเป้าหมายท่ีต้องการ

ของข้อมลูตัวน้ัน กาํหนดให้เป็น (𝑋𝑘 ,𝐷𝑘) 

ขัน้ตอนส่งค่าผ่านไปข้างหน้า (Forward) : 

– คาํนวณค่าสัญญาณต่าง ๆ ตามลาํดับของสมการต่อไปนี ้

𝒮�𝑥𝑖𝑘� = 𝑥𝑖𝑘 , 𝑖 = 1, … ,𝑛 
 

𝒮�𝑥0𝑘� = 1  

𝒵ℎ𝑘 = � 𝑤𝑖ℎ𝑘 𝑥𝑖𝑘,
𝑛

𝑖=0
 

ℎ = 1, … , 𝑞 

𝒮�𝒵ℎ𝑘� =
1

1 + exp (−𝒵𝑛𝑘)
  , ℎ = 1, … , 𝑞 

𝒮�𝒵0𝑘� = 1  

𝑦𝑗𝑘 = � 𝑤ℎ𝑗𝑘 𝒮(𝒵ℎ𝑘)
𝑞

ℎ=0
, 𝑗 = 1, … ,𝑝 

𝒮�𝑦𝑗𝑘� =
1

1 + exp (−𝑦𝑗𝑘)
, 𝑗 = 1, … ,𝑝 

 

ขัน้ตอนแพร่กลับ (Backpropagate) : 

– คาํนวณ Delta/Error ท่ีนิวรอนช้ันเอาต์พุตและหาค่านํา้หนักท่ีเปลี่ยนแปลงไประหว่างช้ัน

ซ่อนเร้นและช้ันเอาต์พุตตามสมการคือ 

𝛿𝑗𝑘 = �𝑑𝑗𝑘 − 𝒮�𝑦𝑗𝑘��𝒮′(𝑦𝑗𝑘) 𝑗 = 1, … ,𝑝 

∆𝑤ℎ𝑗𝑘 = 𝜂𝛿𝑗𝑘𝒮(𝒵ℎ𝑘) ℎ = 0, … , 𝑞;  𝑗 = 1, … ,𝑝 

– คาํนวณ Delta/Error ท่ีนิวรอนช้ันซ่อนเร้น และหาค่านํา้หนักท่ีเปลี่ยนแปลงไประหว่าง

ช้ันอินพุตและช้ันซ่อนเร้นตามสมการคือ 

𝛿ℎ𝑘 = �� 𝛿𝑗𝑘𝑤ℎ𝑗𝑘
𝑝

𝑗=1
�𝒮′(𝒵ℎ𝑘) 

ℎ = 1, … , 𝑞 
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ตารางท่ี 2-1 เพอร์เซปตรอนแบบหลายชั้นท่ีผนวกดว้ยอลักอริทึมแบบแพร่กลบั (Kumar, 2005) 

                     (ต่อ) 

∆𝑤𝑖ℎ𝑘 = 𝜂𝛿ℎ𝑘𝑥𝑖𝑘 𝑖 = 0, … ,𝑛;  ℎ = 1, … , 𝑞 

– ปรับค่าของนํา้หนักตามสมการคือ 

𝑤ℎ𝑗𝑘+1 = 𝑤ℎ𝑗𝑘 + ∆𝑤ℎ𝑗𝑘 + 𝛼∆𝑤ℎ𝑗𝑘−1 ℎ = 0, … , 𝑞;  𝑗 = 1, … ,𝑝 

𝑤𝑖ℎ𝑘+1 = 𝑤𝑖ℎ𝑘 + ∆𝑤𝑖ℎ𝑘 + 𝛼∆𝑤𝑖ℎ𝑘−1 𝑖 = 0, … ,𝑛;  ℎ = 1, … , 𝑞 

– คาํนวณค่าความผิดพลาดให้เป็น 𝜀𝑘 = 1
2
∑ (𝑑𝑗𝑘 − 𝑠(𝑦𝑗𝑘))2𝑝
𝑖=1  

 

} ทาํจนกระท่ัง (𝜀𝑎𝑣 = 1
𝒬
∑ 𝜀𝑘
𝒬
𝑘=1 < 𝜏) เม่ือ 𝑄 คือจาํนวนข้อมลู 

 

จากขั้นตอนของอลักอริทึมดงักล่าว เพื่อให้เขา้ใจการทาํงานชดัเจนมากยิ่งข้ึน จึง

ยกตวัอย่างการคาํนวณด้วยมือ (Hand Work Example) ท่ีแสดงรายละเอียดของค่าพารามิเตอร์ท่ี

เกิดข้ึนในแต่ละขั้นตอน พารามิเตอร์ต่าง ๆ เหล่านั้นแสดงดงัรูปท่ี 2-11 เม่ือทิศทางของลูกศรจาก

ซ้ายไปขวาหมายถึงพารามิเตอร์นั้นเกิดข้ึนในขั้นตอนส่งผ่านค่าไปขา้งหน้า และเม่ือทิศทางของ

ลูกศรจากขวาไปซา้ยจะเป็นพารามิเตอร์ท่ีเกิดข้ึนในขั้นตอนแพร่กลบัของอลักอริทึม  

  ตารางท่ี 2-2 แสดงถึงสัญลกัษณ์ต่าง ๆ ท่ีใชใ้นอลักอริทึมแบบแพร่กลบัท่ีสัมพนัธ์

กนักบัแต่ละชั้นของโครงข่าย 

 

 
 

รูปท่ี 2-11 ค่าพารามิเตอร์ท่ีเกิดข้ึนในแต่ละขั้นตอนของส่วนการแพร่ไปขา้งหนา้และส่วนการแพร่ 

                   กลบัของอลักอริทึมแบบแพร่กลบั (Kumar, 2005) 
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ตารางท่ี 2-2 สัญลกัษณ์ท่ีใชใ้นอลักอริทึมแบบแพร่กลบัท่ีสัมพนัธ์กนักบัแต่ละชั้นของโครงข่าย 

      (Kumar, 2005) 

 
 

 สําหรับโครงข่ายท่ีใช้ยกตวัอย่างนั้นมีสถาปัตยกรรมแบบ 𝑛 − 𝑝 − 𝑞 นัน่คือเป็น

โครงข่ายแบบมีชั้นซ่อนเร้นเพียงชั้นเดียว ท่ีมีจาํนวนนิวรอนในชั้นอินพุต 2 นิวรอน จาํนวนนิวรอน

ในชั้นซ่อนเร้น 2 นิวรอน และจาํนวนนิวรอนในชั้นเอาต์พุต 2 นิวรอนเช่นเดียวกัน (นั่นคือมี 

𝑛 = 2, 𝑝 =  2 และ 𝑞 = 2) สาํหรับตารางท่ี 2-3 แสดงค่าจาํนวนของนิวรอน (Number of Neurons) 

ในชั้นอินพุตเป็น 𝑛 + 1 เพราะเป็นการมองค่าของไบอสัเป็นอีกนิวรอนหน่ึงดว้ย เช่นเดียวกนักบัใน

ชั้ นซ่อนเร้นท่ีเป็นมีจาํนวนนิวรอนเป็น 𝑞 + 1 เพื่อความเป็นหน่ึงเดียวกันในการคาํนวณของ

อลักอริทึม 

 ตารางท่ี 2-3 เป็นขอ้มูลสองตวั (สอง Pattern Index) ท่ีใชป้ระกอบการยกตวัอยา่ง

โดยแต่ละตวัมีสององคป์ระกอบ คือ (𝑥1 ,𝑥2)  ส่วน (𝑑1 ,𝑑2) เป็นเอาต์พุตเป้าหมายท่ีสัมพนัธ์กนั

ของข้อมูลแต่ละตัว ซ่ึงในงานประยุกต์จริงนั้ นจาํนวนข้อมูลมีมากกว่าน้ีมาก ในท่ีน้ีเป็นการ

ยกตวัอยา่งขอ้มูลท่ีกาํหนดค่ามาเพื่อประกอบการคาํนวณดว้ยมือเท่านั้น ซ่ึงสอดคลอ้งกบัขั้นตอนใน

อลักอริทึมคือ 

กาํหนดให้:  

– ข้อมลูแต่ละตัวท่ีต้องการฝึกสอนคือเวกเตอร์ 𝑋k ∈ ℝ𝑛 

– เอาต์พุตเป้าหมายของข้อมลูแต่ละตัวคือเวกเตอร์ 𝐷k ∈ ℝ𝑝 

 

ตารางท่ี 2-3 ขอ้มูลท่ีใชป้ระกอบการยกตวัอยา่ง (Kumar, 2005) 

Pattern Index 𝑥1𝑘  𝑥2𝑘  𝑑1𝑘  𝑑1𝑘  

1 0.5 -0.5 0.9 0.1 

2 -0.5 0.5 0.1 0.9 

 



 22 

รูปท่ี 2-12 แสดงค่านํ้ าหนักเร่ิมตน้ท่ีกาํหนดให้กบัโครงข่าย เม่ือ 𝑘 = 1 นั่นคือ

กาํหนดค่าแบบสุ่ม (Random) ให้กบั 𝑤𝑖ℎ1  และ 𝑤ℎ𝑗1  ทุกตวั แต่ละค่าดงักล่าวแสดงดว้ยค่าของตวัเลข

บนแต่ละเส้นเช่ือมในรูปท่ี 2-12 ซ่ึงสอดคลอ้งกบัส่วนของขั้นตอนในอลักอริทึมคือ 

กาํหนดค่าเร่ิมต้น:  

– กาํหนดค่านํา้หนักเร่ิมต้นแบบสุ่มทุกตัวท่ีเช่ือมระหว่างช้ันอินพุตและช้ันซ่อนเร้น     

น่ันคือ 𝑤𝑖ℎ
1  และให้ ∆𝑤𝑖ℎ0 = 0,  𝑖 = 0, … , 𝑛;  ℎ = 1, … , 𝑞 

– กาํหนดค่านํา้หนักเร่ิมต้นแบบสุ่มทุกตัวท่ีเช่ือมระหว่างช้ันซ่อนเร้นและช้ันเอาต์พุต    

ซ่ึงคือ 𝑤ℎ𝑗1  และให้ ∆𝑤ℎ𝑗0 = 0, ℎ = 0, … , 𝑞;  𝑗 = 1, … ,𝑝 

– ให้ 𝑘 = 1  และกาํหนดค่าคงท่ีการเรียนรู้ 𝜂 = 1.2  ค่าโมเมนตัม 𝛼 = 0.8  และค่าความ

ผิดพลาดท่ียอมรับได้ 𝜏 ตามท่ีต้องการ  

 

 
 

รูปท่ี 2-12 ค่านํ้าหนกัเร่ิมตน้แบบสุ่มท่ีกาํหนดใหก้บั 𝑤𝑖ℎ1  และ 𝑤ℎ𝑗1  (Kumar, 2005) 

 

  เม่ือ 𝑘 = 1 จะพิจารณาขอ้มูลใน Pattern Index ท่ี 1 ของตารางท่ี 2-3 แลว้คาํนวณ

ค่าสัญญาณต่าง ๆ ในขั้นตอนส่งค่าผ่านไปข้างหน้าของอัลกอริทึม นั่นคือ ณ 𝑘 = 1 เป็นการ

พิจารณาขอ้มูลอินพุตและเอาตพ์ุตเป้าหมายใน Pattern Index ท่ี 1 ซ่ึงกาํหนดมาจากตารางท่ี 2-3 มีค่า

เม่ือแสดงในรูปแบบเวกเตอร์คือ 

𝑋1 = �
𝑥1
𝑥2� = �0.5

0.5�     𝐷1 = �𝑑1𝑑2
� = �0.9

0.1� 
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นัน่คือเป็นการคาํนวณตามลาํดบัของสมการจากส่วนของอลักอริทึมต่อไปน้ี 

เมื่อ 𝒌 = 𝟏: 

– เลือกข้อมูลมาหน่ึงคู่ ให้เป็นข้อมูลท่ีจะฝึกสอนและเอาต์พุตเป้าหมายของข้อมูลตัวน้ัน 

กาํหนดให้เป็น (𝑋1,𝐷1) น่ันคือ พิจารณา Pattern Index ท่ี 1 ของตารางท่ี 2-4 

ขัน้ตอนส่งผ่านค่าไปข้างหน้า : 

– คาํนวณค่าสัญญาณต่าง ๆ ตามลาํดับของสมการต่อไปนี ้
𝒮�𝑥𝑖𝑘� = 𝑥𝑖𝑘 , 𝑖 = 1, … ,𝑛 
𝒮�𝑥0𝑘� = 1  

𝒵ℎ𝑘 = � 𝑤𝑖ℎ𝑘 𝑥𝑖𝑘,
𝑛

𝑖=0
 ℎ = 1, … , 𝑞 

𝒮�𝒵ℎ𝑘� =
1

1 + exp (−𝒵𝑛𝑘)
  , ℎ = 1, … , 𝑞 

𝒮�𝒵0𝑘� = 1  

𝑦𝑗𝑘 = � 𝑤ℎ𝑗𝑘 𝒮(𝒵ℎ𝑘)
𝑞

ℎ=0
, 𝑗 = 1, … ,𝑝 

𝒮�𝑦𝑗𝑘� =
1

1 + exp (−𝑦𝑗𝑘)
, 𝑗 = 1, … ,𝑝 

 

เม่ือนาํขอ้มูลอินพุตใน Pattern Index ท่ี 1 ของตารางท่ี 2-3 มาแทนในแต่ละสมการส่วนของ

อลักอริทึมทั้งหมดในตารางดา้นบน จะไดผ้ลลพัธ์ค่าสัญญาณต่าง ๆ ดงัตารางท่ี 2-4 

 

ตารางท่ี 2-4 ค่าสัญญาณต่าง ๆ ท่ีไดจ้ากการคาํนวณในขั้นตอนการส่งผา่นค่าไปขา้งหนา้เม่ือ 𝑘 = 1   

                   (Kumar, 2005) 

 
 

  ขั้นตอนต่อมาเป็นขั้นตอนแพร่กลบั โดยเร่ิมตน้จากการคาํนวณค่า Delta/Error ท่ี

นิวรอนชั้นเอาตพ์ุตและคาํนวณ Delta/Error ท่ีนิวรอนชั้นซ่อนเร้นตามลาํดบัของสมการในตารางใน

หนา้ถดัไปของขั้นตอนแพร่กลบั เพื่อนาํค่า Delta/Error ท่ีไดไ้ปใชห้าค่านํ้ าหนกัท่ีเปล่ียนแปลงไป

ระหวา่งชั้นซ่อนเร้นและชั้นเอาตพ์ุต รวมทั้งค่านํ้ าหนกัท่ีเปล่ียนแปลงไประหวา่งชั้นอินพุตและชั้น

ซ่อนเร้น ตามลาํดบั  
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ขัน้ตอนแพร่กลับ : 

– คาํนวณ Delta/Error ท่ีนิวรอนช้ันเอาต์พุต และหาค่านํา้หนักท่ีเปลี่ยนแปลงไประหว่าง

ช้ันซ่อนเร้นและช้ันเอาต์พุตตามสมการคือ 

𝛿𝑗𝑘 = �𝑑𝑗𝑘 − 𝒮�𝑦𝑗𝑘��𝒮′(𝑦𝑗𝑘) 𝑗 = 1, … ,𝑝 
 

∆𝑤ℎ𝑗𝑘 = 𝜂𝛿𝑗𝑘𝒮(𝒵ℎ𝑘) ℎ = 0, … , 𝑞;  𝑗 = 1, … ,𝑝 
 

– คาํนวณ Delta/Error ท่ีนิวรอนช้ันซ่อนเร้น และหาค่านํา้หนักท่ีเปลี่ยนแปลงไประหว่าง

ช้ันอินพุตและช้ันซ่อนเร้นตามสมการคือ 

𝛿ℎ𝑘 = �� 𝛿𝑗𝑘𝑤ℎ𝑗𝑘
𝑝

𝑗=1
�𝒮′(𝒵ℎ𝑘) 

 

ℎ = 1, … , 𝑞 
 

∆𝑤𝑖ℎ𝑘 = 𝜂𝛿ℎ𝑘𝑥𝑖𝑘 𝑖 = 0, … ,𝑛;  ℎ = 1, … , 𝑞 
 

ค่าของ 𝛿11 ท่ีไดเ้ป็นค่า Delta/Error ของนิวรอนตวัท่ี 1 ในชั้นเอาตพ์ุต และ 𝛿21 เป็นค่า Delta/Error 

ของนิวรอนตวัท่ี 2 ในชั้นเอาตพ์ุตเช่นกนั 

 

ค่านํ้ าหนกัท่ีเปล่ียนแปลงไประหวา่งชั้นซ่อนเร้นและชั้นเอาตพ์ุตไดผ้ลลพัธ์ดงัดา้นล่าง ในท่ีน้ีเพื่อ

ไม่ให้สับสนกบัพารามิเตอร์ต่าง ๆ ซ่ึงอาจเหมือนกนัหลงัจากการแทนค่า จึงกาํหนดให้ ∆𝑤ℎ𝑗𝑘  ใน 

อลักอรึทึมแทนดว้ย ∆𝑛ℎ𝑗𝑘  

 

ส่วนค่าของ 𝛿𝐻11  เป็นค่า Delta/Error ของนิวรอนตวัท่ี 1 ในชั้นซ่อนเร้นและค่าของ 𝛿𝐻21 เป็น 

Delta/Error ของนิวรอนตวัท่ี 2 ในชั้นซ่อนเร้นเช่นกนั สําหรับค่า Delta/Error ของนิวรอนในชั้น

ซ่อนเร้นน้ีจริง ๆ แลว้ในอลักอริทึมคือค่าของ (𝛿ℎ𝑘) แต่เพื่อไม่ให้สับสนกบัค่าของ Delta/Error ใน

ชั้นเอาตพ์ุตท่ีไดห้าค่าไปก่อนหนา้น้ีแลว้ จึงใชส้ัญลกัษณ์  𝛿𝐻ℎ𝑘 แทน สัญลกัษณ์ 𝛿ℎ𝑘 
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ค่านํ้ าหนักท่ีเปล่ียนแปลงไประหว่างชั้นอินพุตและชั้นซ่อนเร้นได้ผลลพัธ์ดงัด้านล่าง ในท่ีน้ีเพื่อ

ไม่ให้สับสนกบัพารามิเตอร์ต่าง ๆ ซ่ึงอาจเหมือนกนัหลงัจากการแทนค่า จึงกาํหนดให้ ∆𝑤𝑖ℎ𝑘  ใน

อลักอริทึมแทนดว้ย ∆𝑚𝑖ℎ
𝑘  เช่นเดียวกนั 

 
 

ขั้นตอนถดัมา คือการปรับค่านํ้าหนกัตามส่วนของอลักอริทึมคือ 

– ปรับค่าของนํา้หนักตามสมการคือ 
𝑤ℎ𝑗𝑘+1 = 𝑤ℎ𝑗𝑘 + ∆𝑤ℎ𝑗𝑘 + 𝛼∆𝑤ℎ𝑗𝑘−1 ℎ = 0, … , 𝑞;  𝑗 = 1, … ,𝑝 

 

𝑤𝑖ℎ𝑘+1 = 𝑤𝑖ℎ𝑘 + ∆𝑤𝑖ℎ𝑘 + 𝛼∆𝑤𝑖ℎ𝑘−1 𝑖 = 0, … ,𝑛;  ℎ = 1, … , 𝑞 
 

 

ค่าของนํ้าหนกัทั้งหมดท่ีผา่นการปรับไปแลว้ดว้ยสมการในตารางดา้นบนจะเป็นค่านํ้ าหนกัชุดใหม ่

ท่ีมีค่าดงัแสดงดา้นล่าง เม่ือ 𝑛ℎ𝑗2  คือค่านํ้ าหนกัใหม่ท่ีเช่ือมระหวา่งชั้นซ่อนเร้นกบัชั้นเอาต์พุต (ซ่ึง

คือค่าของ 𝑤ℎ𝑗𝑘+1 ในอลักอริทึม) ส่วน 𝑚𝑖ℎ
2  คือค่านํ้ าหนกัใหม่ท่ีเช่ือมระหวา่งอินพุตกบัชั้นซ่อนเร้น 

(ซ่ึงคือค่าของ 𝑤𝑖ℎ𝑘+1 ในอลักอริทึม) 

  
 

รูปท่ี 2-13 แสดงค่าของนํ้ าหนกัใหม่แต่ละค่าบนโครงข่ายหลงัจบขั้นตอนของการ

รับขอ้มูลตวัแรก นัน่คือเป็นการนาํค่าของ 𝑚𝑖ℎ
2  และ 𝑛ℎ𝑗2  มาใส่ในแต่ละเส้นเช่ือมท่ีสัมพนัธ์กนักบัค่า

นํ้าหนกัของแต่ละนิวรอน 
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รูปท่ี 2-13 ค่านํ้าหนกัใหม่ทั้งหมดท่ีไดข้องโครงข่ายหลงัรับขอ้มูลตวัแรก (Kumar, 2005) 

 

  ขั้นตอนสุดทา้ยของการทาํงานเม่ือ 𝑘 = 1 คือการหาค่าความผิดพลาดของ Pattern 

Index ท่ี 1 ท่ีรับเขา้มาดงัสมการท่ี 2-6 

 

𝜀𝑘 =
1
2
� (𝑑𝑗𝑘 − 𝑠(𝑦𝑗𝑘))2

𝑝

𝑖=1
 2-6 

 

  จากนั้นโครงข่ายก็จะพิจารณา Pattern Index ถดัไป ซ่ึงคือ ณ 𝑘 = 2 โดยทาํ

ขั้นตอนต่าง ๆ ทั้งหมดตามลาํดบัเช่นเดียวกนักบัท่ียกตวัอยา่งสําหรับ Pattern Index ณ 𝑘 = 1 ก่อน

หน้าน้ี จนจบของแต่ละ 𝑘 นัน่คือ ถา้ขอ้มูลมีทั้งหมด 100 ตวัก็จะทาํจนจบ 𝑘 = 100  นัน่คือใน 1 

Epoch (1 รอบใหญ่) จะพิจารณาขอ้มูลทุกตวัจนครบแลว้หาค่าความผดิพลาดรวม ตามสมการท่ี 2-7 

 

𝜀𝑎𝑣 =
1
𝒬
� 𝜀𝑘

𝒬

𝑘=1
< 𝜏 2-7 

 

เม่ือ 𝒬 คือจาํนวนขอ้มูลทั้งหมด โดยท่ีถา้ค่าความผิดพลาดรวมยงัมากกวา่ค่าท่ียอมรับได ้(𝜏) ท่ีถูก

กาํหนดไวก้็จะทาํต่อไปคร้ังละ 1 Epoch ไปเร่ือย ๆ จนกวา่ค่าความผิดพลาดรวมอยูใ่นยา่นท่ียอมรับ

ได ้ซ่ึงค่า 𝜏  นั้นมกักาํหนดเป็นค่านอ้ย ๆ เช่น 0.01, 0.001 เป็นตน้ 
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2.2.2 การวเิคราะห์เพ่ือใช้งานอลักอริทมึแบบแพร่กลบั 

ส่ิงสําคญัท่ีตอ้งวิเคราะห์สําหรับการออกแบบใชง้านอลักอริทึมแบบแพร่กลบั คือ 

การเลือกพารามิเตอร์ของโครงข่าย การลู่เขา้ (Convergence) ของการฝึกสอน และการทาํให้เป็น

กรณีทัว่ไป (Generalization) (อาทิตย ์ศรีแกว้, 2558) พารามิเตอร์ของโครงข่ายถือเป็นส่ิงแรกท่ีผูใ้ช้

โครงข่ายประสาทเทียมทุกรูปแบบตอ้งคาํนึงถึงก่อนเป็นอนัดบัแรก การลู่เขา้ของอลักอริทึมการ

ฝึกสอนเป็นส่วนท่ีจาํเป็น เน่ืองจากโครงข่ายจะไม่สามารถกล่าวไดว้า่มีการเรียนรู้ ถา้กระบวนการ

ฝึกสอนไม่มีแนวโนม้ลู่เขา้สู่เง่ือนไขท่ีตอ้งการ การทาํให้เป็นกรณีทัว่ไปถือเป็นคุณสมบติัสําคญัท่ี

เราตอ้งการและคาดหวงัจากโครงข่ายประสาทเทียม ดว้ยการฝึกสอนดว้ยชุดขอ้มูลท่ีมีจาํนวนจาํกดั 

เราคาดหวงัท่ีจะใหโ้ครงข่ายเรียนรู้และสามารถทาํงานกบัชุดขอ้มูลอ่ืน ๆ ท่ีไม่เคยใชใ้นการฝึกสอน

มาก่อน ในหวัขอ้ต่อไปน้ีจึงเป็นการนาํเสนอรายละเอียดการวิเคราะห์ประสิทธิภาพของโครงข่ายท่ี

ใชอ้ลักอริทึมแบบแพร่กลบัในมุมมองดงักล่าว 

1) การเลือกพารามิเตอร์ของโครงข่าย 

  ในแต่ละงานประยุกตท่ี์ตอ้งการนาํโครงข่ายแบบหลายชั้นไปใชง้านนั้น การเลือก

โครงสร้างของโครงข่ายมีผลโดยตรงต่อประสิทธิภาพท่ีได้ นั่นคือตอ้งเลือกจาํนวนนิวรอนและ

จาํนวนชั้นซ่อนเร้นท่ีเหมาะสมกบัแต่ละงานประยุกต์ ซ่ึงโดยทัว่ไปแล้วเราไม่สามารถบอกไดว้่า

จาํนวนดงักล่าวคืออะไร ตวัเลือกดงักล่าวย่อมข้ึนอยู่กบัความซับซ้อนของงาน เช่นในงานการ

ประมาณค่าฟังก์ชนั โครงข่ายแบบง่ายท่ีมีจาํนวนชั้นซ่อนเร้นเพียงชั้นเดียวและมีจาํนวนนิวรอนใน

ชั้นดงักล่าวน้อยอาจจะสามารถประมาณค่าฟังก์ชนัท่ีมีความซับซ้อนมากไดเ้พียงบางส่วนเท่านั้น 

เป็นตน้ โดยเราสามารถเลือกท่ีจะปรับพารามิเตอร์ของโครงข่าย ซ่ึงไดแ้ก่จาํนวนนิวรอนและจาํนวน

ชั้นซ่อนเร้นเพื่อให้สามารถทาํงานได้มีประสิทธิภาพเพิ่มข้ึนได้ อย่างไรก็ตามการเลือกจาํนวน

ดงักล่าวท่ีมากเกินไปก็ไม่จาํเป็นวา่จะใหผ้ลลพัธ์ท่ีดีเสมอไป เน่ืองมาจากโครงข่ายท่ีมีความซบัซ้อน

มากเกินไปจะทาํใหก้ารฝึกสอนยุง่ยากไปดว้ย 

2) การลู่เข้าของการฝึกสอน 

  ในโครงข่ายแบบหลายชั้นนั้น ถา้นาํค่าความผิดพลาดมาแสดงเป็นพื้นผิวค่าความ

ผดิพลาด (Error Surface) เปรียบเทียบกบัค่านํ้าหนกัหรือค่าไบอสั จะมีลกัษณะของพื้นผิวค่าความ

ผดิพลาดท่ีซบัซอ้นมาก ดงันั้นการฝึกสอนของโครงข่ายท่ีตอ้งการให้ไดค้่าความผิดพลาดกาํลงัสอง

เฉล่ียมีค่าน้อยท่ีสุด อาจจะลู่เข้าสู่คาํตอบของค่าเมทริกซ์นํ้ าหนักและไบอสัท่ีเป็นแบบวงแคบ

เฉพาะถ่ิน (Local Maxima) ได ้ดงันั้นการฝึกสอนท่ีลู่เขา้อาจจะไม่ไดห้มายถึงคาํตอบท่ีเหมาะสม

ท่ีสุดแบบวงกวา้ง (Global Optima) ก็ได ้ซ่ึงเราสามารถสังเกตไดจ้ากลกัษณะค่าเกรเดียน (Gradient) 

ของค่าความผิดพลาด นั่นคือในระหว่างการฝึกสอน ค่าเกรเดียนจะมีแนวโน้มท่ีลดลง และการ
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ฝึกสอนจะส้ินสุดเม่ือค่าเกรเดียนมีค่าประมาณศูนย ์เอาต์พุตท่ีไดอ้าจจะไม่ใช่เอาต์พุตท่ีดีท่ีสุดก็ได ้

เน่ืองจากเกรเดียนอาจเป็นศูนย ์ณ จุดท่ีเป็นคาํตอบแบบวงแคบเฉพาะถ่ิน โดยทัว่ไปแลว้อลักอริทึม

แบบแพร่กลบัจะลู่เขา้สู่คาํตอบไดเ้ม่ือค่าคงท่ีการเรียนรู้มีค่าท่ีน้อยเพียงพอท่ีจะนาํไปสู่คาํตอบท่ี

ตอ้งการได้ ค่าคงท่ีการเรียนรู้ท่ีมีค่าน้อยนั้นจะทาํให้การปรับค่านํ้ าหนกัและไบอสัของโครงข่าย

เป็นไปอยา่งชา้ ๆ (นัน่คือมีการเปล่ียนค่าไปทีละนอ้ย) และแน่นอนวา่ความเร็วในการเรียนรู้ก็จะชา้

ตามไปดว้ย 

3) การทาํให้เป็นกรณีทัว่ไป 

  โดยปกติในการฝึกสอนโครงข่ายจะใชคู้่อินพุตและเอาตพ์ุตเป้าหมายจากชุดขอ้มูล

จริงซ่ึงมีจาํนวนจาํกดัจาํนวนหน่ึง จาํนวนขอ้มูลท่ีใชฝึ้กสอนดงักล่าวมีความจาํเป็นและแตกต่างกนั

ออกไปตามความซบัซ้อนของปัญหาหรืองานประยุกต ์ปัญหาท่ีมีความซับซ้อนมาก เช่น การจดจาํ

ใบหน้าคนด้วยภาพ อาจจะตอ้งใช้ขอ้มูลภาพหน้าคนหลายหม่ืนหลายแสนภาพ เน่ืองมาจากภาพ

ใบหน้าคนมีลกัษณะความแตกต่างกนัอย่างมากมายนับไม่ถว้น ซ่ึงในความเป็นจริงแล้ว คู่อินพุต

และเอาต์พุตเป้าหมายน้ีเป็นเพียงขอ้มูลตวัแทนของขอ้มูลท่ีเป็นไปไดท้ั้งหมดท่ีใช้ในขั้นตอนการ

ฝึกสอนเท่านั้น ซ่ึงขอ้มูลท่ีเป็นไปไดท้ั้งหมดจริง ๆ นั้นมีขนาดขอ้มูลท่ีใหญ่กวา่ขอ้มูลท่ีใชฝึ้กสอน

อีกมาก ดังนั้ นส่ิงสําคัญอย่างหน่ึงในการใช้งานโครงข่ายด้วยอัลกอริทึมแบบแพร่กลับ คือ

ความสามารถในการเป็นกรณีทัว่ไปได ้นัน่คือจากการฝึกสอนคู่อินพุตและเอาต์พุตเป้าหมายดว้ย

จาํนวนท่ีจาํกดั โครงข่ายท่ีดีต้องสามารถทาํงานเป็นกรณีทัว่ไปได้ จากการท่ีสามารถทาํงานได้

ครอบคลุมขอ้มูลอินพุตจริงท่ีไม่ใช่ตวัอยา่งในชุดขอ้มูลฝึกสอนไดอ้ยา่งถูกตอ้งไดด้ว้ย 

2.2.3 การปรับแต่งอลักอริทมึแบบแพร่กลบั 

การประยุกต์ใช้งานอลักอริทึมแบบแพร่กลบักบังานต่าง ๆ ในทางปฏิบติัอาจจะ

ตอ้งใช้เวลาในการฝึกสอนนานมาก ไดมี้งานวิจยัมากมายนาํเสนอวิธีการปรับปรุงอลักอริทึมแบบ

แพร่กลบัให้ลู่เขา้สู่คาํตอบไดเ้ร็วข้ึน ซ่ึงวิธีในการปรับปรุงดงักล่าวสามารถแบ่งไดเ้ป็น 2 กลุ่มใหญ่ 

(อาทิตย ์ศรีแกว้, 2558) คือ  

1) กลยุทธแบบชาญฉลาด (Heuristic Strategy) 

  เป็นการปรับปรุงรายละเอียดของอลักอริทึม เช่น วิธีปรับค่าคงท่ีการเรียนรู้ หรือค่า

โมเมนตมั เป็นตน้ หรือการใช้เทคนิคปัญญาเชิงคาํนวณอย่างอ่ืนมาช่วยในการฝึกสอนโครงข่าย 

หรือใชส้าํหรับการคน้หาค่านํ้ าหนกัและค่าไบอสัท่ีเหมาะสม เพื่อให้สามารถหาค่าท่ีเหมาะสมท่ีสุด 

(Optimal) ได้ โดยเทคนิคปัญญาเชิงคาํนวณ (Computational Intelligence) ท่ีสามารถนํามา

ประยุกต์ใช้ฝึกสอนโครงข่าย เช่น จีนเนติกอลักอริทึม (Genetic Algorithm) การคน้หาแบบตาบู 

(Tabu Search) อลักอริทึมอบอ่อนจาํลอง (Simulated Annealing Algorithm) เป็นตน้ 
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2) เทคนิคเชิงตัวเลข (Numerical Method) 

  เป็นการปรับปรุงอลักอริทึมในการคาํนวณหาค่าท่ีเหมาะสมท่ีสุด เช่น อลักอริทึม

คอนจูเกตเกรเดียน (Conjugated Gradient Algorithm) หรืออลักอริทึม Lavenberg-Marquardt เป็น

ตน้ เทคนิควธีิดงักล่าวมีจุดประสงคห์ลกัเพื่อให้อลักอริทึมทาํการปรับค่านํ้ าหนกัและไบอสัไดอ้ยา่ง

รวดเร็วและไดค้่านํ้าหนกัและไบอสัท่ีเหมาะสมท่ีสุด 

 การเรียนรู้แบบแพร่กลบัถือเป็นอลักอริทึมท่ีพฒันาต่อยอดมาจากอลักอริทึมแบบ 

LMS และสามารถใชก้บัโครงข่ายแบบหลายชั้นไดอ้ยา่งมีประสิทธิภาพ ช่ือการเรียนรู้แบบแพร่กลบั

ไดม้าจากลกัษณะการแพร่กลบัของค่าความผิดพลาด จากชั้นเอาต์พุตของโครงข่าย กลบัไปยงัชั้น

แรกสุดของโครงข่าย จนกระทัง่ค่าความผิดพลาดมีค่าในยา่นท่ีตอ้งการ ทั้งการเรียนรู้แบบแพร่กลบั

และ LMS ใชห้ลกัการของอลักอริทึมลงแบบชนัสุด (Steepest Descent Algorithm) เพื่อลดค่าความ

ผิดพลาดแบบกาํลังสองเฉล่ียของโครงข่าย จนกระทัง่ลู่เข้าสู่คาํตอบท่ีเหมาะท่ีสุด เทคนิคการ

ปรับแต่งอลักอริทึมแบบแพร่กลบัไดถู้กนาํเสนออยา่งมากมาย โดยมีจุดประสงคห์ลกัเพื่อท่ีจะทาํให้

ความเร็วของการเรียนรู้เพิ่มข้ึน และสามารถลู่เขา้สู่คาํตอบท่ีเหมาะท่ีสุดแบบวงกวา้ง ทาํให้โครงข่าย

เพอร์เซปตรอนแบบหลายชั้ นด้วยอัลกอริทึมแบบแพร่กลับกลายเป็นเคร่ืองมือสําคัญในการ

แกปั้ญหาต่าง ๆ ไดอ้ยา่งทรงประสิทธิภาพท่ีสุดอยา่งหน่ึงในอดีต 

 ถึงแม้ในตอนน้ีจะเป็นท่ีทราบกันว่า โครงข่ายเพอร์เซปตรอนแบบหลายชั้นมี

ขอ้จาํกดัในหลายดา้นสําหรับการนาํไปใช้ในงานประยุกตต์่าง ๆ จากลกัษณะของการเช่ือมต่อกนั

ภายในโครงข่ายท่ีเป็นแบบเช่ือมถึงกนัหมด (Fully Connected) แต่ในส่วนของอลักอริทึมแบบแพร่

กลบั ยงัเป็นอลักอริทึมท่ีทรงพลงั และมีนาํมาใชง้านต่อเน่ืองอยา่งกวา้งขวางในขณะน้ี โดยเฉพาะ

ในโมเดลต่าง ๆ ทางดา้นการเรียนรู้เชิงลึก (Deep Learning) ซ่ึงโมเดลโครงข่ายประสาทแบบคอน

โวลูชนัท่ีจะนาํเสนอในหวัขอ้ถดัไปจากหัวขอ้การเรียนรู้เชิงลึกก็เป็นโมเดลหน่ึงของการเรียนรู้เชิง

ลึกท่ีอลักอริทึมสาํหรับการเรียนรู้เป็นอลักอริทึมแบบแพร่กลบัเช่นเดียวกนั 

 

2.3  การเรียนรู้เชิงลกึ 

การเรียนรู้เชิงลึก เป็นสาขายอ่ยสาขาหน่ึงของการเรียนรู้ของเคร่ือง (Machine Learning) ใน

การพยายามท่ีจะเรียนรู้รูปแบบทางนามธรรมในระดบัสูง (High-Level Abstractions) จากขอ้มูลโดย

การใชส้ถาปัตยกรรมแบบลาํดบัชั้น (Hierarchical Architectures) (Guo el al., 2016) ซ่ึงพื้นฐานของ

การเรียนรู้ เ ชิงลึกคือ ความพยายามท่ีจะสร้างแบบจําลองเพื่อสร้างตัวแทนข้อมูล (Data 

Representation) ในระดบัสูงโดยการสร้างสถาปัตยกรรมขอ้มูลข้ึนมาท่ีประกอบไปดว้ยโครงสร้าง

ยอ่ย ๆ หลายชั้น และแต่ละชั้นนั้นไดม้าจากการแปลงแบบไม่เป็นเชิงเส้น (Deng and Yu, 2014) โดย
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ขอ้มูลอินพุตในแต่ละชั้นไดม้าจากการปฏิสัมพนัธ์กบัชั้นอ่ืน ๆ นัน่คือการเรียนรู้เชิงลึกพยายามหา

ความสัมพันธ์เชิงลึกจากข้อมูล โดยพยายามเรียนรู้เพื่อหารูปแบบการแทนข้อมูลอย่างมี

ประสิทธิภาพ เม่ือสถาปัตยกรรมแบบลาํดบัชั้นท่ีใชมี้จาํนวนชั้นและหน่วยประมวลผล (Processing 

Units) ท่ีอยูใ่นแต่ละชั้นมากข้ึน คุณลกัษณะ (Features) ท่ีใชแ้ทนขอ้มูลในชั้นสูง ๆ ก็จะยิ่งซบัซ้อน

หรือยิง่เป็นนามธรรม (Abstracts) มากยิง่ข้ึน 

ตวัอย่างของแนวคิดการเรียนรู้เชิงลึกแสดงดงัรูปท่ี 2-14 เม่ือรูปภาพภาพหน่ึงท่ีสามารถ

แทนไดด้ว้ยค่าของความสวา่งของแต่ละจุดภาพ (Pixel) เม่ือใชเ้ป็นอินพุตเขา้สู่โมเดลการเรียนรู้เชิง

ลึก ชั้นแรกของโมเดลอาจมองส่วนท่ีเป็นเซ็ตของขอบ (Edges) ของวตัถุต่าง ๆ ในภาพ มองใน

ระดบัสูงข้ึนดว้ยชั้นถดัไปดว้ยเซ็ตของมุมและเส้นแสดงรูปร่าง (Corners and Contours) ตามดว้ย

การมองเป็นเซ็ตของส่วนต่าง ๆ ของวตัถุ (Object Parts) ในชั้นสุดทา้ย แลว้โมเดลก็สามารถบอกได้

ว่าภาพนั้ นคือวตัถุอะไร ซ่ึงการเรียนรู้เชิงลึกถือว่าเป็นวิธีการท่ีมีศกัยภาพสูงในการจัดการกับ

คุณลกัษณะท่ีใช้แทนขอ้มูล โดยสามารถนาํไปใช้ได้กบัการเรียนรู้ทั้งแบบมีผูฝึ้กสอน แบบไม่มี

ผูส้อน และแบบก่ึงมีผูฝึ้กสอน 

 

 

 

รูปท่ี 2-14 แนวคิดของโมเดลการเรียนรู้เชิงลึก (Goodfellow et al., 2016) 

 

งานวิจยัจาํนวนมากไดมี้การนาํเสนอสถาปัตยกรรมการเรียนรู้หลายรูปแบบบนหลกัการ

ของการเรียนรู้เชิงลึกน้ี เช่นโครงข่ายประสาทเทียมเชิงลึก (Deep Artificial Neural Network) 

โครงข่ายประสาทแบบคอนโวลูชนั (Convolutional Neural Network) โครงข่ายความเช่ือเชิงลึก 

(Deep Belief Network) และโครงข่ายประสาทแบบวนซํ้ า (Recurrent Neural Network) ซ่ึงทุก
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สถาปัตยกรรมมีการนาํมาใชง้านอยา่งแพร่หลายในทางการมองเห็นของเคร่ือง (Computer Vision) 

การรู้จาํเสียงพูด (Speech Recognition) การประมวลผลภาษาธรรมชาติ (Natural Language 

Processing) และชีวสารสนเทศศาสตร์ (Bioinformatics) 

รูปท่ี 2-15 เป็นแผนภาพแสดงความสัมพนัธ์ระหว่างเทคนิคการเรียนรู้เชิงลึกกบัเทคนิค   

อ่ืน ๆ ท่ีเก่ียวขอ้งกนั ซ่ึงทั้งหมดจดัวา่เป็นเทคนิคเก่ียวกบัความฉลาดเทียม (Artificial Intelligence) 

จากรูปท่ี 2-15(a) จะเห็นวา่การเรียนรู้เชิงลึกจดัเป็นเทคนิคทางดา้นการเรียนรู้ของเคร่ืองท่ีอยูใ่นกลุ่ม

ของการเรียนรู้เพื่อสร้างตวัแทน (Representation Learning) โดยแนวคิดของการเรียนรู้เพื่อสร้าง

ตวัแทนดว้ยการเรียนรู้เชิงลึกนั้นเม่ือเปรียบเทียบกบัเทคนิคอ่ืน ๆ นาํเสนอดงัรูปท่ี 2-15(b) นัน่คือ

การเรียนรู้เชิงลึกใชล้กัษณะการเรียนรู้เพื่อหาคุณลกัษณะท่ีจะใชแ้ทนขอ้มูลโดยอติัโนมติัจากขอ้มูล 

โดยท่ีคุณลกัษณะดงักล่าวไม่ตอ้งมีการกาํหนดหรือออกแบบดว้ยมือ (Handed-Designed) มาก่อน

ให้กับโมเดล แต่เทคนิคทางด้านการเรียนรู้ของเคร่ืองหรือความฉลาดเทียมแบบดั้ งเดิมอ่ืน ๆ 

จาํเป็นตอ้งมีการกาํหนดคุณลกัษณะท่ีไดจ้ากออกแบบดว้ยมือดงักล่าว 

 

 

 
(a) (b) 

 

รูปท่ี 2-15 แผนภาพแสดงความสัมพนัธ์ระหวา่งเทคนิคการเรียนรู้เชิงลึกกบัเทคนิคอ่ืนท่ีเก่ียวขอ้งกนั 

   (Goodfellow et al., 2016) 
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การเรียนรู้เชิงลึกเป็นท่ีสนใจอยา่งแพร่หลายในทุกวนัน้ีนบัตั้งแต่ปี 2006 ท่ี Hinton และ

คณะ (2006) ไดน้าํเสนอโครงข่ายท่ีเรียกวา่ โครงข่ายความเช่ือเชิงลึก ท่ีสามารถเรียนรู้ไดอ้ยา่งมี

ประสิทธิภาพ ทั้งน้ีเหตุผลท่ีการเรียนรู้เชิงลึกเป็นท่ีสนใจและมีการพฒันาไปอยา่งรวดเร็วนั้นเร่ิมตน้

มาจาก 3 ประเด็นหลกัคือ (Ilango, 2017) 

1. ปริมาณขอ้มูลในแต่ละงานประยกุตมี์เป็นจาํนวนท่ีสูงข้ึนมาก 

2. ศกัยภาพในการคาํนวณของเคร่ืองสูงข้ึนมากดว้ยความเร็วของ CPU และจากการใช ้

GPUs/FPGAs 

3. มีแนวคิดเดิมเก่ียวกบัโครงข่ายประสาทซ่ึงจดัวา่เป็นเคร่ืองมือท่ีสาํคญัท่ีสุด 

รูปท่ี 2-16 แสดงขนาดของแต่ละชุดขอ้มูลในแต่ละช่วงเวลาตั้งแต่ปี 1990 ถึงปี 2015 ชุด

ขอ้มูลเหล่าน้ีท่ีเป็นท่ีรู้จกัและมกัจะนาํมาใช้ในการทดสอบโมเดลทางด้านการเรียนรู้ของเคร่ือง

รวมถึงการเรียนรู้เชิงลึก โดยส่วนใหญ่ขนาดของชุดขอ้มูลดงักล่าวเพิ่มข้ึนตามลาํดบัเวลาท่ีเพิ่มข้ึน 

จากปริมาณขอ้มูลท่ีมีจาํนวนมากข้ึนเป็นอยา่งมากในแต่ละชุดขอ้มูลของงานประยุกตต์่าง ๆ 

เม่ือนาํเทคนิคดั้งเดิมทางดา้นวิทยาการขอ้มูล (Data Science) ซ่ึงหมายรวมถึงเทคนิคทางการเรียนรู้

ของเคร่ืองแบบดั้งเดิมมาใชก้บัชุดขอ้มูลดงักล่าว แนวโนม้ของค่าความถูกตอ้งท่ีไดพ้บวา่ไม่สามารถ

ทาํใหสู้งข้ึนไดม้ากนกัเม่ือเทียบกบัโมเดลทางดา้นการเรียนรู้เชิงลึกท่ีไดค้่าความถูกตอ้งท่ีสูงข้ึนโดย

ตลอดอยา่งชดัเจนดงัแสดงในรูปท่ี 2-17(a) ส่วนรูปท่ี 2-17(b) แสดงอตัราความผิดพลาดท่ีลดลงจาก

การนาํเทคนิคการเรียนรู้เชิงลึกมาใชใ้นงาน ILSVRC (ImageNet Large-Scale Visual Recognition 

Challenge) ซ่ึงจดัวา่เป็นการประสบความสาํเร็จท่ีรู้กนัอยา่งแพร่หลายในแวดวงกลุ่มนกัวิจยัทางดา้น

การเรียนรู้ของเคร่ือง 

 

 

 

รูปท่ี 2-16 ขนาดของชุดขอ้มูลท่ีเพิ่มสูงข้ึนตลอดเวลา (Goodfellow et al., 2016) 
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(a) (Ilango, 2017)  (b) (Goodfellow et al., 2016)  

 

รูปท่ี 2-17 ประสิทธิภาพท่ีไดจ้ากเทคนิคการเรียนรู้เชิงลึก 

 

นอกจากน้ีผลสืบเน่ืองจากท่ีชุดข้อมูลมีขนาดใหญ่ข้ึนดังกล่าว พบว่าโมเดลท่ีนํามาใช้

จะตอ้งมีความซบัซ้อนตามไปดว้ย เม่ือพิจารณาในแง่ของขนาดโมเดล (Model Sizes) ท่ีตอ้งใชใ้น

งานประยุกต์ต่าง ๆ รูปท่ี 2-18 แสดงวิวฒันาการของจาํนวนนิวรอนทั้งหมดท่ีใช้ในชั้นซ่อนเร้น

นบัตั้งแต่เร่ิมนาํชั้นซ่อนเร้นมาใชใ้นโครงข่ายประสาทเทียม ซ่ึงพบวา่จาํนวนนิวรอนท่ีใชจ้ะเพิ่มข้ึน

เป็นสองเท่าทุก ๆ 2.4 ปีโดยประมาณ (Goodfellow et al., 2016) จากกราฟในรูปแสดงเปรียบเทียบ

กบัจาํนวนนิวรอนในส่ิงมีชีวิตต่าง ๆ โดยถา้แนวโน้มยงัเป็นแบบเดิมต่อไปเช่นน้ี ประมาณปี 2056 

จาํนวนนิวรอนทั้งหมดท่ีใชใ้นชั้นซ่อนเร้นก็จะเท่ากนักบัจาํนวนนิวรอนของสมองมนุษย ์นอกจาก

วา่จะมีเทคโนโลยใีหม่ท่ีทาํใหอ้ตัราการเพิ่มเร็วข้ึนกวา่น้ี 

 

 

 

รูปท่ี 2-18 ววิฒันาการของจาํนวนนิวรอนทั้งหมดท่ีใชใ้นชั้นซ่อนเร้นนบัตั้งแต่เร่ิมนาํชั้นซ่อนเร้น 

                 มาใชใ้นโครงข่ายประสาทเทียม (Goodfellow et al., 2016) 
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สําหรับทั้ง 20 งานประยุกตท่ี์แสดงในรูปท่ี 2-18 นั้นเป็นการนาํโมเดลต่าง ๆ มาใช้โดย

แสดงตามลาํดบัอา้งอิงดงัค่าตวัเลขในภาพดงัต่อไปน้ี 

1. Perceptron (Rosenblatt, 1958, 1962) 

2. Adaptive linear element (Widrow and Hoff, 1960) 

3. Neocognitron (Fukushima, 1980) 

4. Early back-propagation network (Rumelhart et al., 1986b) 

5. Recurrent neural network for speech recognition (Robinson and Fallside, 1991) 

6. Multilayer perceptron for speech recognition (Bengio et al., 1991) 

7. Mean field sigmoid belief network (Saul et al., 1996) 

8. LeNet-5 (LeCun et al., 1998b) 

9. Echo state network (Jaeger and Haas, 2004) 

10. Deep belief network (Hinton et al., 2006) 

11. GPU-accelerated convolutional network (Chellapilla et al., 2006) 

12. Deep Boltzmann machine (Salakhutdinov and Hinton, 2009a) 

13. GPU-accelerated deep belief network (Raina et al., 2009) 

14. Unsupervised convolutional network (Jarrett et al., 2009) 

15. GPU-accelerated multilayer perceptron (Ciresan et al., 2010) 

16. MP-1 network (Coates and Ng, 2011) 

17. Distributed autoencoder (Le et al., 2012) 

18. Multi-GPU convolutional network (Krizhevsky et al., 2012) 

19. COTS HPC unsupervised convolutional network (Coates et al., 2013) 

20. GoogLeNet (Szegedy et al., 2014a) 

โดยสรุปแล้ว นับตั้งแต่มีแนวคิดเก่ียวกับการเรียนรู้เชิงลึก โมเดลดังต่อไปน้ีจดัว่าเป็น

โมเดลหรืออัลกอริทึมทางด้านการเรียนรู้เชิงลึกท่ีประสบความสําเร็จในงานประยุกต์หลัก ๆ 

(Ilango, 2017) นัน่คือ 

1. Convolutional Neural Networks (CNN) – ใชส้ําหรับงานการรู้จาํวตัถุ และการจาํแนก

รูปภาพ ซ่ึงเหมาะท่ีจะใชก้บัขอ้มูลท่ีเป็นรูปภาพมากท่ีสุด 

2. Recurrent Neural Networks (RNN) – ใช้สําหรับการจาํแนกข้อความ (Text 

Classification) และปัญหาเก่ียวกบัการสร้างขอ้ความ (Text Generation problems) ซ่ึง

เหมาะท่ีจะใชก้บัขอ้มูลท่ีเป็นลาํดบั (Sequences) 
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3. Long-Short Term Memory (LSTM) –  ใชส้ําหรับปัญหาท่ีข้ึนต่อกนัแบบระยะยาว 

(Long-Term Dependency Problems) 

4. Generative Adversarial Networks (GAN) – เป็นการเรียนรู้แบบไม่มีผูฝึ้กสอน 

5. Gated Recurrent Units (GRU) – เป็น RNNs ท่ีมีหน่วย Gating 

6. Deep Belief Networks (DBN) – เป็นโครงข่ายประสาทเทียมแบบเชิงลึกท่ีมีจาํนวนชั้น

หลาย ๆ ชั้น 

7. Stacked Auto-Encoders – ใช ้Sparse Autoencoders มาต่อดว้ยกนัหลาย ๆ ชั้น 

8. Restricted Boltzmann Machine (RBM) – เป็นการเรียนรู้แบบไม่มีผูฝึ้กสอนท่ีเรียนรู้

การแจกแจงความน่าจะเป็น (Probability Distribution) จากกลุ่มของอินพุต 

9. Deep Reinforcement Learning (RL) – เป็นโมเดลท่ีกาํลงัเป็นท่ีสนใจมาก ณ เวลาน้ี 

10. Online Learning – ขอ้มูลเขา้มาเป็นลาํดบัเวลาเพื่อทาํนายขอ้มูล ณ เวลาถดัไป 

 

2.4  การเรียนรู้เชิงลกึของโครงข่ายประสาทแบบคอนโวลูชัน 

 โมเดลการเรียนรู้เชิงลึกในช่ือ โครงข่ายประสาทแบบคอนโวลูชนั (Convolution Neural 

Networks) หรือ ConvNets หรือ CNNs นั้นเป็นโครงข่ายประสาทแบบเฉพาะชนิดหน่ึงท่ีใชเ้พื่อการ

ประมวลผลขอ้มูลท่ีมีโครงสร้างแบบกริด (Grid-like Topology) เช่นถา้ขอ้มูลเป็นอนุกรมเวลามอง

วา่เป็นแบบกริดหน่ึงมิติ (1D) ของขอ้มูลแต่ละช่วงเวลา แต่ถา้ขอ้มูลเป็นภาพก็มองเป็นกริดแบบสอง

มิติ (2D) ของขอ้มูลแต่ละพิกเซล ท่ีมาของช่ือ “โครงข่ายประสาทแบบคอนโวลูชัน” เป็นการบ่ง

บอกวา่โครงข่ายใช้การดาํเนินการทางคณิตศาสตร์แบบ “คอนโวลูชนั” นัน่คือ โครงข่ายแบบคอน

โวลูชันนั้นเป็นโครงข่ายประสาทอย่างง่ายท่ีมีการใช้การคอนโวลูชันแทนท่ีการคูณเมทริกซ์ใน

โครงข่ายประสาทแบบดั้งเดิมอยา่งนอ้ยหน่ึงชั้นของจาํนวนชั้นทั้งหมดในโครงข่าย (Goodfellow et 

al., 2016) โครงข่ายประสาทแบบคอนโวลูชนัไดรั้บความสนใจและเป็นท่ีรู้จกัอยา่งกวา้งขวางมาก

ในปัจจุบนันบัตั้งแต่ประสบความสําเร็จจากการใชใ้นงาน ILSVRC เม่ือปี 2012 (Krizhevsky et al., 

2012) โดยเฉพาะในงานประยกุตเ์ก่ียวกบั ขอ้มูลภาพ เสียง ขอ้ความหรือวดีิโอ 

เน่ืองจากโครงข่ายประสาทแบบคอนโวลูชันจดัเป็นโมเดลหน่ึงในกลุ่มของโมเดลการ

เรียนรู้เชิงลึกท่ีโดยส่วนใหญ่นาํมาประยกุตใ์ชก้บัขอ้มูลรูปภาพ ในเบ้ืองตน้สาํหรับหวัขอ้น้ีจึงเร่ิมตน้

จากการนาํเสนอเก่ียวกบัพื้นฐานขอ้มูลภาพและการคอนโวลูชนั เพราะมีการนาํการคอนโวลูชนัมา

ใช้ในส่วนหลกัของโครงข่ายและเป็นท่ีมาของช่ือโครงข่ายแบบคอนโวลูชัน จากนั้นจึงเป็นการ

นําเสนอแนวคิดสําคัญและองค์ประกอบหลักของโครงข่ายประสาทแบบคอนโวลูชัน และ

รายละเอียดในแต่ละองคป์ระกอบหลกัของโครงข่าย ตามลาํดบั 
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2.4.1 พืน้ฐานข้อมูลรูปภาพและการคอนโวลูชัน 

1) พืน้ฐานข้อมูลรูปภาพ 

การแทนภาพดิจิทลั (Digital Image Representation) 

 รูปภาพสามารถนิยามไดใ้นรูปของฟังก์ชนัในสองมิติ 𝑓(𝑥,𝑦) เม่ือ 𝑥 และ 𝑦 เป็น

ค่าระยะทางในแนวแกน 𝑥 และแกน 𝑦 และค่า Amplitude ของ 𝑓 ณ แต่ละพิกดั (𝑥,𝑦) เรียกว่า 

Intensity ของภาพ ณ ตาํแหน่งนั้น ๆ จากลกัษณะของพิกดั (𝑥,𝑦) และค่าของ Amplitude แล้ว

รูปภาพถือว่ามีลกัษณะท่ีต่อเน่ือง พิจารณาการแปลงรูปภาพท่ีต่อเน่ืองไปเป็นแบบดิจิทลัตอ้งทาํ

การดิจิไทซ์ (Digitized) ทั้งค่าของพิกดัจุด (Coordinates) และค่าของ Amplitude การดิจิไทซ์ค่าของ

พิกดัจุดนั้นเรียกว่าการ Sampling ส่วนการ ดิจิไทซ์ ค่าของ Amplitude เรียกว่าการ Quantization 

ดงันั้นเม่ือค่า 𝑥,𝑦 และค่า Amplitude ของ 𝑓 มีขนาดท่ีจาํกดั นัน่คือเป็นค่าแบบดิสครีต เราจึงเรียก

รูปภาพท่ีผา่นการดิจิไทซ์แลว้วา่ภาพดิจิทลั (Digital Image) ดงัตวัอยา่งในรูปท่ี 2-19(b) ซ่ึงไดม้าจาก

การ Sampling และการ Quantization ภาพท่ีต่อเน่ืองในรูปท่ี 2-19(a) 

ผลลพัธ์ท่ีไดจ้ากการ Sampling และ Quantization รูปภาพนั้นจะเป็นเมทริกซ์ของตวัเลข 

สมมุติรูปภาพ 𝑓(𝑥, 𝑦) ผา่นการ Sampling มาแลว้มีขนาด 𝑀 แถวและ 𝑁 คอลมัน์ นัน่คือเป็นรูปภาพ

ท่ีมีขนาด 𝑀 × 𝑁 โดยค่าของพิกดัจุด (𝑥,𝑦) เป็นค่าแบบดิสครีต ในการประมวลผลภาพดิจิทลั

โดยทัว่ไปนั้น กาํหนดให้พิกดัเร่ิมตน้ของรูปภาพอยูท่ี่ตาํแหน่ง (𝑥,𝑦) = (0,0) ดงันั้นช่วงของค่า

พิกดัในแกน 𝑥 จึงอยู่ท่ี 0 ถึง 𝑀 − 1 และ ช่วงของค่าพิกดัในแกน 𝑦 อยูท่ี 0 ถึง 𝑁 − 1 ดงัรูปท่ี        

2-20(a) แต่รูปแบบของพิกดัจุดท่ีใช้ในซอฟตแ์วร์บางชนิดอาจแตกต่างกนัออกไปคือ มกัจะใช้การ

อา้งอิงตาํแหน่งในเมทริกซ์ ในแนวแถว (𝑟) และแนวคอลมัน์ (𝑐) จึงอา้งอิงค่าในตาํแหน่งเร่ิมตน้

เป็น 1 แทน ดงัแสดงในรูปท่ี 2-20(b) เม่ือค่าในแต่ละพิกดัจุดคือค่าในหน่ึงจุดภาพ (One Pixel) 

 

 
                                                      (a)               (b) 

 

รูปท่ี 2-19 การแทนภาพดิจิทลั (Gonzalez et al., 2004)  

            (a) ภาพท่ีมีลกัษณะต่อเน่ือง 

              (b) ภาพดิจิทลัท่ีไดจ้ากการ Sampling และการ Quantization  
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                                                (a)                              (b) 

 

รูปท่ี 2-20 รูปแบบของพิกดัจุดในภาพ (Gonzalez et al., 2004) 

   (a) รูปแบบของพิกดัท่ีใชใ้นการประมวลผลภาพดิจิทลัโดยทัว่ไป  

   (b) รูปแบบของพิกดัท่ีใชใ้นบางซอฟตแ์วร์  

 

ชนิดของภาพดิจิทลั (Digital Image Types) 

 เม่ือพิจารณาจากสีของภาพ สามารถแบ่งชนิดของภาพดิจิทลัออกเป็น 4 ชนิด

ดว้ยกนัคือ ภาพขาวดาํ ภาพระดบัเทา ภาพสีแบบ RGB และภาพสีแบบดชันี (Indexed) 

(1)  ภาพขาวดาํ 

 เป็นภาพท่ีขอ้มูลในภาพมีเพียงสองสีเท่านั้นคือ สีขาวและสีดาํ ดงันั้นการจดัเก็บ

ขอ้มูลดงักล่าวในระบบดิจิทลัจึงใชค้่าเพียงสองค่าคือ ค่าท่ีเป็น 0 และค่าท่ีเป็น 1 จากรูปท่ี 2-21 ถา้

ขยายเฉพาะบริเวณท่ีเป็นกรอบส่ีเหล่ียมเล็กในภาพ จะเห็นว่าค่าของขอ้มูลในแต่ละจุดภาพจะมีค่า

เป็น 0 และ 1 โดยจุดภาพสีขาวคือค่าท่ีเป็น 1 และจุดภาพสีดาํคือค่าท่ีเป็น 0 

 

 
 

รูปท่ี 2-21 ตวัอยา่งขอ้มูลภาพขาวดาํ (McAndrew, 2004) 
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(2) ภาพระดบัเทา 

 ขอ้มูลของภาพระดบัเทาเกิดจากการไล่เฉดของสีเทา มองเสมือนการนาํสีดาํและสี

ขาวมาผสมกนั เกิดเป็นเฉดสีเทาท่ีแตกต่างกนัทั้งหมด 256 เฉดสีหรือ 256 ค่า นัน่คือมีค่าตั้งแต่      

0–255 โดยค่าท่ีใกล ้0 จะเป็นเฉดสีแบบเทาเขม้ ส่วนค่าใกล ้255 จะเป็นเฉดสีเทาอ่อน โดยค่า 0 จะ

เป็นสีดาํ ส่วนค่า 255 เป็นสีขาว จากรูปท่ี 2-22 ท่ีเป็นตวัอย่างขอ้มูลภาพระดบัเทา ถา้ขยายเฉพาะ

บริเวณท่ีเป็นกรอบส่ีเหล่ียมเล็กในภาพ จะเห็นวา่ค่าของขอ้มูลในแต่ละจุดภาพจะมีค่าตั้งแต่ 0–255 

ซ่ึงค่าท่ีอยูร่ะหวา่งกลางของช่วง เช่น 129 ก็จะเป็นเฉดสีเทาแบบกลาง ๆ  

 

 
 

รูปท่ี 2-22 ตวัอยา่งขอ้มูลภาพระดบัเทา (McAndrew, 2004) 

 

(3) ภาพสีแบบ RGB 

 การจดัเก็บขอ้มูลภาพสีในระบบดิจิทลันั้นมีความซบัซ้อนกวา่ภาพขาวดาํและภาพ

ระดบัเทา ทาํให้ใช้พื้นท่ีสําหรับจดัเก็บขอ้มูลภาพมากกวา่ การจดัเก็บขอ้มูลภาพสีนั้นเป็นไดห้ลาย

รูปแบบข้ึนอยู่กบัว่าจะอา้งอิงดว้ยโมเดลสีแบบใด เช่นโมเดลสีแบบ RGB แบบ HSV หรือแบบ 

CMYK เป็นตน้ ทั้งน้ีจะมีสูตรท่ีสามารถแปลงจากโมเดลสีแบบหน่ึงไปยงัโมเดลสีอีกแบบหน่ึงได ้

ซ่ึงโดยส่วนใหญ่มกัจะใช้โมเดลแบบ RGB ท่ีในหน่ึงจุดภาพจะประกอบด้วยค่าในสามช่องสี 

(Channel) หรือสามแกนสี คือแกนสีแดง (Red) แกนสีเขียว (Green) และแกนสีนํ้ าเงิน (Blue) ดงัรูป

ท่ี 2-23 ซ่ึงถา้ขยายเฉพาะบริเวณกรอบส่ีเหล่ียมเล็ก ๆ ในภาพท่ีมีจาํนวนจุดภาพในแนวกวา้ง (แนว

คอลมัน์) 6 จุดภาพ และมีจาํนวนจุดภาพในแนวยาว (แนวแถว) 7 จุดภาพ นั่นคือบริเวณกรอบ

ส่ีเหล่ียมน้ีมีจาํนวนจุดภาพทั้งหมดเป็น 6×7 จากรูปแสดงให้เห็นวา่แต่ละจุดภาพประกอบดว้ยค่า

ในสามแกนสีแทนดว้ยค่าตวัเลขในสามกรอบส่ีเหล่ียมดา้นล่างของภาพ โดยจุดภาพแรกท่ีอยูต่รงมุม

ดา้นบนซ้ายสุดของกรอบส่ีเหล่ียมมีค่าในแกนสีแดงเป็น 49 มีค่าในแกนสีเขียวเป็น 64 และมีค่าใน

แกนสีนํ้าเงินเป็น 66 ตามลาํดบั ซ่ึงค่าท่ีเป็นไปไดใ้นแต่ละแกนสีมีไดต้ั้งแต่ 0–255 จากลกัษณะของ
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การจดัเก็บขอ้มูลภาพสีเช่นน้ีประกอบเขา้ดว้ยกนักบักลไกของฮาร์ดแวร์ทาํให้เราสามารถมองเห็น

ภาพท่ีเป็นสีทางจอภาพได ้

(4) ภาพสีแบบดชันี (Indexed) 

 การจดัเก็บขอ้มูลภาพสีอีกรูปแบบหน่ึงท่ีนิยมใช้คือภาพสีแบบดชันีท่ีจะไม่ใช้วิธี

จดัเก็บค่าในสามแกนสีโดยตรงเช่นในภาพสีแบบ RGB แต่ใชว้ิธีแบบจดัเก็บดว้ยค่าของดชันีแลว้ใช้

ค่าดชันีนั้นไปอา้งอิงค่าในแต่ละแกนสีจากตารางท่ีจดัเก็บไวต่้างหาก ดงัแสดงในรูปท่ี 2-24 ซ่ึงส่วน

ของ Indices ในรูปคือค่าของดชันี และส่วนของตารางท่ีใชใ้นการจดัเก็บค่าในแต่ละแกนสีของทุก ๆ 

ดชันีเรียกวา่ตารางแผนท่ีค่าสี นัน่คือส่วนของ Colour Map ในรูป ซ่ึงค่าในแต่ละแกนสีในตาราง

แผนท่ีค่าสีนั้นมีค่าตั้งแต่ 0–1 

 

 

 

รูปท่ี 2-23 ตวัอยา่งขอ้มูลภาพสีแบบ RGB ท่ีแต่ละจุดภาพประกอบดว้ยค่าในสามแกนสี  

                    (McAndrew, 2004) 

 

 

 

รูปท่ี 2-24 ตวัอยา่งขอ้มูลภาพสีแบบ Indexed (McAndrew, 2004) 
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2) การคอนโวลูชัน 

  การคอนโวลูชันจัดว่าเป็นการดําเนินการท่ีสําคัญมากอย่างหน่ึงในงานการ

ประมวลผลสัญญาณ (Signal Processing) และการประมวลผลภาพ (Image Processing) ซ่ึงสามารถ

ดาํเนินการไดท้ั้งในแบบ 1 มิติ (เช่น การใชก้บัขอ้มูลเสียงพูด) 2 มิติ (เช่น การใชก้บัขอ้มูลภาพ) หรือ 

3 มิติ (เช่น การใชก้บัขอ้มูลวีดีโอ) การคอนโวลูชนัเป็นกลไกท่ีใชส้ําหรับการรวม (Combine) หรือ

การผสม (Blend) ฟังก์ชนัสองฟังก์ชนัเขา้ดว้ยกนัแบบเกาะกนัเป็นกอ้น (Coherent) (Weisstein, 

2018) โดยเม่ือพิจารณาในขอบเขต (Domain) แบบดิสครีตของการคอนโวลูชนัภายใตห้น่ึงตวัแปร 

(การคอนโวลูชนัใน 1 มิติ) กาํหนดโดยสมการท่ี 2-8 (Saxena, 2016) 

 

𝑦[𝑛] = 𝑥[𝑛] ∗ ℎ[𝑛] = � 𝑥[𝑘].ℎ[𝑛 − 𝑘], 𝑘 ∈ [−∞, +∞] 
𝑘

 (2-8) 

 

เม่ือ 𝑥[𝑛] เป็นฟังก์ชนัของอินพุต ℎ[𝑛] เป็นอีกฟังก์ชนัหน่ึงท่ีตอ้งการนาํมาคอนโวลูชนักบัอินพุต 

เช่นมองภาพวา่เป็นฟังกช์นัของตวักรอง (Kernel Function) และ 𝑦[𝑛] เป็นเอาตพ์ุตท่ีไดจ้ากการคอน

โวลูชนั เม่ือสัญลกัษณ์ “∗” หมายถึงการดาํเนินการคอนโวลูชนั และสัญลกัษณ์ “.” หมายถึงผลคูณ

ต่อจุด (Pointwise Product)  

  สาํหรับขอบเขตแบบดิสครีตของการคอนโวลูชนัภายใตส้องตวัแปร (การคอนโวลู

ชนัใน 2 มิติ) กาํหนดโดยสมการท่ี 2-9 นัน่คือเป็นการรวม (Summation) ผลคูณต่อจุดของค่าใน

ฟังก์ชนัตามลกัษณะของการเขา้ถึง (Traversal) ขอ้มูลใน 2 มิติ (Saxena, 2016) ในแนวแกน 𝑥 และ

แนวแกน 𝑦 

 

(𝑓 ∗ 𝑔)(𝑥,𝑦) = � � 𝑓(𝑢, 𝑣).𝑔(𝑥 − 𝑢,𝑦 − 𝑣)
+∞

𝑣=−∞

+∞

𝑢=−∞

 (2-9) 

 

เม่ือ 𝑓 เป็นฟังก์ชนัของอินพุตและ 𝑔 เป็นอีกฟังก์ชนัหน่ึงท่ีตอ้งการนาํมาคอนโวลูชนักบัอินพุต ท่ี

อาจมองภาพวา่เป็นฟังกช์นัของตวักรองเช่นเดียวกนั 

 

  สมการท่ี 2-8 และสมการท่ี 2-9 นั้นเป็นสมการท่ีเป็นนิยามของการดาํเนินการคอน

โวลูชนัซ่ึงใช้อา้งอิงในงานการประมวลผลสัญญาณดิจิทลัและการประมวลผลภาพดิจิทลั แต่การ

คอนโวลูชนัท่ีนาํมาใชใ้นโครงข่ายประสาทแบบคอนโวลูชนัท่ีเป็นการดาํเนินการบนขอ้มูลภาพนั้น
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จริง ๆ แลว้ไม่ไดเ้ป็นการคอนโวลูชนัโดยนิยามท่ีแทจ้ริง แต่เป็นการดาํเนินการแบบสหสัมพนัธ์ขา้ม 

(Cross-correlation) (Weisstein, 2018) ท่ีนิยามโดยสมการท่ี 2-10 (Saxena, 2016) สําหรับการคอน

โวลูชนัใน 2 มิติ ซ่ึงเป็นลกัษณะของการมองค่าฟังกช์นัตวัหน่ึงแบบกลบัดา้น (Flip) เป็นตรงกนัขา้ม 

นัน่คือสมการท่ี 2-10 เป็นการกลบัดา้นในค่าของฟังก์ชนั 𝑔 ท่ีอาจมองภาพว่ากลบัดา้นของค่าใน

ฟังก์ชันตวักรอง จากการท่ีเปล่ียนจากเคร่ืองหมายลบในสมการท่ี 2-9 เป็นเคร่ืองหมายบวกใน

สมการท่ี 2-10 

 

(𝑓 ∗ 𝑔)(𝑥,𝑦) = � � 𝑓(𝑢, 𝑣).𝑔(𝑥 + 𝑢,𝑦 + 𝑣)
+∞

𝑣=−∞

+∞

𝑢=−∞

 (2-10) 

 

  ทั้งน้ีในโครงข่ายประสาทแบบคอนโวลูชนันั้นมองลกัษณะการดาํเนินการทั้งแบบ

คอนโวลูชนัและแบบสหสัมพนัธ์ขา้มโดยนิยามท่ีกล่าวมานั้นว่าเป็นลกัษณะเดียวกนั นั่นคือเป็น 

“การคอนโวลูชนั” ทั้งหมด และเป็นท่ีมาของช่ือโครงข่ายแบบคอนโวลูชนั ตวัอยา่งการคอนโวลูชนั

ดงักล่าวแสดงในรูปท่ี 2-25 ซ่ึงแสดงค่าท่ีเกิดข้ึนในแต่ละตาํแหน่งจากการคอนโวลูชนัขอ้มูลอินพุต

คือ  a, b, c, …, l  กบัตวักรอง (Kernel, Filter) ท่ีมีค่าเป็น  w, x, y, z  ซ่ึงมองภาพเป็นลกัษณะของ

การนาํค่าของตวักรองทั้งหมดไปครอบบนขอ้มูลอินพุต  

 

 
 

รูปท่ี 2-25 ค่าในแต่ละตาํแหน่งของการคอนโวลูชนัใน 2 มิติ (Goodfellow et al., 2016) 
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 การคอนโวลูชันเร่ิมต้นจากตาํแหน่งมุมบนสุดทางด้านซ้ายของขอ้มูลใน 2 มิติ 

แลว้นาํค่าท่ีตรงกนัในแต่ละตาํแหน่งของขอ้มูลกบัตวักรองนั้นมาคูณกนัแลว้นาํผลการคูณทั้งหมด

ทุกตาํแหน่งนั้นมาบวกกนัไดเ้ป็นค่าเอาต์พุตในตาํแหน่งแรก จากนั้นจึงเล่ือนค่าของตวักรองเดิม

ทั้งหมดไปทางขวาหน่ึงตาํแหน่งเพื่อครอบบนขอ้มูลในตาํแหน่งถดัไป แลว้ทาํเช่นเดิม นัน่คือเป็น

ลกัษณะของการทาํแบบวินโดวข์องการเล่ือน (Sliding Windows) จากซ้ายไปขวา และบนลงล่าง 

ตามลาํดบั จากรูปท่ี 2-25 เป็นตวัอย่างจากการใช้ขนาดของตวักรองท่ีเป็นเมทริกซ์แบบ 2×2 โดย

ขอ้มูลอินพุตท่ีใชมี้ขนาด 3×4  ดงันั้นเอาตพ์ุตจึงมีขนาดเป็น 2×3 ดงัรูป 

 รูปท่ี 2-26 เป็นตวัอย่างการคาํนวณค่าจากการคอนโวลูชันในสองตาํแหน่งแรก 

โดยรูปท่ี 2-26(a) เป็นผลลพัธ์จากการการคอนโวลูชนัในตาํแหน่งท่ีหน่ึง และรูปท่ี 2-26(b) คือ

เอาตพ์ุตของการคอนโวลูชนัในตาํแหน่งท่ีสองตามลาํดบั เม่ือตวักรองท่ีใชมี้ขนาดเป็น 3×3 

 

 
 

(a) 

 

(b) 

 

  รูปท่ี 2-26 ตวัอยา่งการคาํนวณค่าจากการคอนโวลูชนั 

     (a) ค่าท่ีเกิดข้ึนจากการคอนโวลูชนัในตาํแหน่งท่ีหน่ึง 

     (b) ค่าท่ีเกิดข้ึนจากการคอนโวลูชนัในตาํแหน่งท่ีสอง 
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ในงานทางดา้นการประมวลผลภาพนั้นมีการนาํตวักรองท่ีหลากหลายรูปแบบมาทาํการ

คอนโวลูชันกับข้อมูลภาพตั้ งต้นเพื่อต้องการเปล่ียนข้อมูลภาพไปอยู่ในรูปแบบอ่ืนเพื่อเป็น

ประโยชน์สําหรับขั้นตอนอ่ืน ๆ ต่อไป เช่นการทาํให้ภาพมีความคมชัดมากยิ่งข้ึน การทาํให้ภาพ   

พร่ามวั หรือการตรวจจบับริเวณท่ีเป็นขอบในภาพ เป็นตน้ รูปท่ี 2-27 เป็นตวัอยา่งการคอนโวลูชนั

กบัขอ้มูลภาพทั้งภาพเม่ือมีการใชต้วักรองท่ีต่างรูปแบบกนั โดยรูปท่ี  2-27(a) ใชต้วักรองแบบ 1×2 

ท่ีมีค่าเป็น 1 และ -1 จะทาํให้เกิดภาพเอาต์พุตในลกัษณะแบบมีผิวนูนข้ึน (Emboss) ส่วนรูปท่ี        

2-27(b) ใชต้วักรองแบบ 3×3 ท่ีมีค่าในแนวทแยงเป็น 1 ทั้งหมด ซ่ึงเป็นลกัษณะของตวักรองท่ีใช้

สาํหรับตรวจจบับริเวณท่ีเป็นขอบทั้งหมดในภาพ 

 

 

 
   Kernel 

 

(a) (Goodfellow et al., 2016) (b) (Veličković, 2017) 

 

รูปท่ี 2-27 ตวัอยา่งการคอนโวลูชนักบัขอ้มูลทั้งภาพเม่ือมีการใชต้วักรองท่ีต่างรูปแบบกนั 

            (a) เม่ือใชต้วักรองแบบ 1×2   

            (b) เม่ือใชต้วักรองแบบ 3×3 ท่ีมีค่าในแนวทแยงเป็น 1 ทั้งหมด 

   

การคอนโวลูชันใน 2 มิติ 

  การคอนโวลูชนัใน 2 มิติท่ีไดก้ล่าวไปแลว้นั้น สามารถเขียนเป็นแผนภาพเพื่อให้

มองภาพและเขา้ใจไดช้ดัเจนยิ่งข้ึนไดด้งัรูปท่ี 2-28 เป็นการอธิบายวา่ การคอนโวลูชนัใน 2 มิตินั้น

เป็นการนาํเมทริกซ์ของตวักรองขนาด 𝑘×𝑘 ไปคอนโวลูชนักบัเมทริกซ์ของขอ้มูลภาพขนาด W×H 

ท่ีเป็นลกัษณะการทาํแบบวินโดว์ของการเล่ือนไปในสองทิศทาง (อาจมองภาพเป็นทิศทางใน

แนวแกน 𝑥 และแกน 𝑦) โดยทาํไปทัว่ทั้งเมทริกซ์ ซ่ึงเมทริกซ์เอาตพ์ุตท่ีไดก้็เป็น 2 มิติท่ีมีขนาดเป็น 
W×H 
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รูปท่ี 2-28 การคอนโวลูชนัใน 2 มิติ  

 

โดยสรุปของการคอนโวลูชนัใน 2 มิติคือ 

– ทาํสองทิศทางในแนว (𝑥,𝑦) เพื่อคาํนวณการคอนโวลูชนั 

– รูปร่างของเอาตพ์ุตท่ีไดเ้ป็นเมทริกซ์ใน 2 มิติ 

– ขนาดของอินพุต = [W, H] 

– ขนาดของตวักรอง = [𝑘,𝑘]  

– ขนาดของเอาตพ์ุต = [W, H] 

การคอนโวลูชันใน 2 มิติกบัอนิพุต 3 มิติ 

 การคอนโวลูชนัส่วนใหญ่ท่ีใชใ้นโครงข่ายประสาทแบบคอนโวลูชนัเป็นลกัษณะ

ของการคอนโวลูชนัใน 2 มิติกบัขอ้มูลอินพุต 3 มิติ ซ่ึงแสดงดงัรูปท่ี 2-29 โดยเอาต์พุตท่ีไดเ้ป็น  

เมทริกซ์ใน 2 มิติท่ีมีขนาดเป็น W×H การคอนโวลูชันแบบน้ีเกิดจากการนาํตวักรองในรูปแบบ 

𝑘×𝑘×D ไปคอนโวลูชนักบัขอ้มูลอินพุตใน 3 มิติท่ีมีความลึกขนาด D (เช่นถา้ขอ้มูลภาพสีจากสาม

แกนสี R, G, B มองเป็นวา่ D มีขนาดเป็น 3) ตวัอย่างเช่น ถา้ใช้ตวักรองท่ีมีรูปแบบเป็น 5×5×3 

เอาตพ์ุตจากการคอนโวลูชนัในแต่ละตาํแหน่งนั้นเกิดจากการนาํค่ายอ่ย ๆ ทั้งหมด 75 ค่ามาบวกกนั 

โดย 25 ค่าแรกมาจากนาํตวักรองขนาด 5×5 ณ D = 1 ไปคอนโวลูชนักบัอินพุตในแกนสี R + 25 

ค่าถดัมาจากการใชต้วักรองขนาด 5×5 ณ D = 2 ไปคอนโวลูชนักบัอินพุตแกนสี G ท่ีตาํแหน่ง

ตรงกนั + 25 ค่าถดัมาจากการใชต้วักรองขนาด 5×5 ณ D = 3 ไปคอนโวลูชนักบัอินพุตแกนสี B ท่ี

ตาํแหน่งตรงกนั ดงันั้นถึงแมจ้ะเป็นการคอนโวลูชนัท่ีทาํกบัขอ้มูลอินพุตท่ีเป็น 3 มิติ เอาตพ์ุตท่ีไดก้็

ยงัเป็นเมทริกซ์ใน 2 มิติท่ีมีขนาดเป็น W×H ดงัแสดงในรูปท่ี 2-29  
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รูปท่ี 2-29 การคอนโวลูชนัใน 2 มิติกบัอินพุต 3 มิติ (กรณีใชต้วักรองรูปแบบเดียว) 

  

 การคอนโวลูชนัใน 2 มิติกบัขอ้มูลอินพุต 3 มิติลกัษณะเช่นน้ีมกัจะใชใ้นโครงข่าย

ประสาทแบบคอนโวลูชันเม่ือมีการนําตวักรองหลากหลายรูปแบบมาใช้ นั่นคือเม่ือตวักรองท่ี

ตอ้งการนาํมาใชมี้หลาย ๆ ตวักรอง ซ่ึงอาจมีจาํนวนเป็นหลายสิบ หรือหลายร้อยตวักรองก็ไดข้ึ้นอยู่

กบัแต่ละงานประยุกต ์โดยเอาตพ์ุตท่ีไดจ้ากคอนโวลูชนักบัแต่ละตวักรองเป็นเมทริกซ์ใน 2 มิติท่ีมี

ขนาดเป็น W×H ถา้ตวักรองมีจาํนวน 𝑁 ตวักรอง เอาตพ์ุตทั้งหมดก็จะเป็น 𝑁 เมทริกซ์ใน 2 มิติท่ีมี

ขนาดเป็น W×H นัน่คือ มองภาพรูปร่างของเอาตพ์ุตทั้งหมดเป็นกองซ้อน (Stack) ของ 𝑁 เมทริกซ์

ใน 2 มิติท่ีมีขนาดเป็น W×H ดงันั้นโดยสรุปของการคอนโวลูชนัใน 2 มิติกบัขอ้มูลอินพุต 3 มิติใน

กรณีใชต้วักรองรูปแบบเดียวและในกรณีท่ีใชต้วักรอง 𝑁 รูปแบบ คือ 

 กรณีใช้ตัวกรองรูปแบบเดียว: 

– ทาํสองทิศทางในแนว (𝑥,𝑦) เพื่อคาํนวณการคอนโวลูชนั 

– รูปร่างของเอาตพ์ุตท่ีไดเ้ป็นเมทริกซ์ใน 2 มิติ 

– ขนาดของอินพุต = [W, H, D] 

– ขนาดของตวักรอง = [𝑘,𝑘, D] 

– ขนาดของเอาตพ์ุต = [W, H] 

กรณีใช้ตัวกรอง 𝑁 รูปแบบ: 

– ทาํสองทิศทางในแนว (𝑥,𝑦) เพื่อคาํนวณการคอนโวลูชนักบัแต่ละตวั

กรอง 

– รูปร่างของเอาตพ์ุตท่ีไดเ้ป็นกองซอ้นของเมทริกซ์ใน 2 มิติ 

– ขนาดของอินพุต = [W, H, D] 

– ขนาดของตวักรอง = [𝑘,𝑘, D] จาํนวน 𝑁 รูปแบบ (𝑁 ตวักรอง) 
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– ขนาดของเอาต์พุต  = กองซ้อนของเอาต์พุตจากแต่ละตวักรอง นั่นคือ

รูปร่างของเอาตพ์ุตเป็น 3 มิติท่ีเกิดจากนาํเมทริกซ์ใน 2 มิติ 𝑁 เมทริกซ์มา

วางซอ้นกนั ดงัแสดงในรูปท่ี 2-30 

การคอนโวลูชันแบบ 1×1 

  เป็นการทาํคอนโวลูชนัแบบการกรองทางลึก (Depth-Wise Filtering) ซ่ึงเร่ิมตน้

นาํมาใช้ในโครงข่ายประสาทแบบคอนโวลูชนัของ GoogleNet (Szegedy et al., 2014) ท่ีเป็น

ลกัษณะของการคอนโวลูชนัแบบเดียวกนักบัการคอนโวลูชนัใน 2 มิติกบัขอ้มูลอินพุต 3 มิติท่ีกล่าว

ไปก่อนหนา้น้ี แต่ในการคอนโวลูชนัแบบ 1×1 นั้นจะใชต้วักรองท่ีมีรูปแบบเป็น 1×1×D เท่านั้น

แทนท่ีจะเป็นรูปแบบ 𝑘×𝑘×D ท่ีไดก้ล่าวไปก่อนหนา้น้ี การคอนโวลูชันแบบ 1×1 แสดงดงัรูปท่ี  

2-31 เม่ือเป็นการนาํตวักรองแบบ 1×1×D จาํนวน 𝑁 รูปแบบมาคอนโวลูชนักบัภาพอินพุตท่ีเป็น 3 

มิติ ซ่ึงขนาดของเอาตพ์ุตก็จะเป็นกองซอ้นของเอาตพ์ุตจากแต่ละตวักรอง นัน่คือรูปร่างของเอาตพ์ุต

จะเป็นลกัษณะ 3 มิติท่ีเกิดจากนาํเมทริกซ์ใน 2 มิติ 𝑁 เมทริกซ์มาวางซอ้นกนั 

 

 
 

รูปท่ี 2-30 การคอนโวลูชนัใน 2 มิติกบัอินพุต 3 มิติ (กรณีใชต้วักรอง 𝑁 รูปแบบ) 
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รูปท่ี 2-31 การคอนโวลูชนัแบบ 1×1 (กรณีใชต้วักรอง 𝑁 รูปแบบ) 
 

 

2.4.2 แนวคิดสําคัญและองค์ประกอบหลกัของโครงข่ายประสาทแบบคอนโวลูชัน 

   จากพื้นฐานเก่ียวกบัการดาํเนินการแบบคอนโวลูชันร่วมกนักบัคุณลกัษณะของ

โครงข่ายประสาทนาํมาซ่ึงสามแนวคิดหลกัท่ีเป็นท่ีมาของการเกิดเป็นโมเดลการเรียนรู้เชิงลึกดว้ย

โครงข่ายประสาทแบบคอนโวลูชัน นั่นคือแนวคิดเก่ียวกบั การมีปฏิสัมพนัธ์แบบหยาบ (Sparse 

Interaction) การใช้พารามิเตอร์ร่วมกนั (Parameter Sharing) และการสร้างตวัแทนแบบต่างร่วม 

(Equivariant Representations) นอกจากนั้นการดาํเนินการแบบคอนโวลูชนัยงัสามารถทาํให้เกิด

เอาตพ์ุตท่ีหลากหลายกนัไปเม่ือนาํไปใช้กบัอินพุตท่ีมีขนาดแตกต่างกนั จากแนวคิดหลกัดงักล่าว

เป็นท่ีมาของโครงข่ายประสาทแบบคอนโวลูชันท่ีประกอบด้วยองค์ประกอบหลักต่าง ๆ ใน

โครงข่ายแสดงดงัรูปท่ี 2-32 โดยสามารถมองภาพขององค์ประกอบต่าง ๆ ได้เป็นสองรูปแบบ 

ข้ึนอยูก่บัวา่แต่ละสถาปัตยกรรมท่ีไดน้าํเสนอไวน้ั้นมองภาพเป็นรูปแบบใด  

   จากรูปท่ี 2-32(a) เป็นการมองภาพว่าแต่ละชั้นในโครงข่ายมีรูปแบบท่ีซับซ้อน 

(Complex Layer) จากการท่ีมองว่าในแต่ละชั้นของการคอนโวลูชนั (Convolution Layer) มีส่วน

ของขั้นตอนย่อยอ่ืนประกอบอยู่ภายใน นั่นคือ ขั้นตอนการคอนโวลูขนั (Convolution Stage) 

ขั้นตอนการตรวจจบั (Detector Stage) ซ่ึงเป็นขั้นตอนของการแปลงค่าท่ีไดจ้ากการคอนโวลูชนัดว้ย

ฟังก์ชนัแบบไม่เป็นเชิงเส้น เช่นฟังก์ชนั ReLU (Rectified Linear Unit) ตามดว้ยขั้นตอนการทาํ      

พูลล่ิง (Pooling Stage) ตามลาํดบั โดยท่ีชั้นของการคอนโวลูชนัก่อนหนา้ก็จะเช่ือมต่อกบัชั้นของ

การคอนโวลูชนัถดัไปเร่ือย ๆ ดงัรูป ส่วนรูปท่ี 2-32(b) เป็นการมองภาพวา่แต่ละชั้นในโครงข่ายมี

รูปแบบท่ีเป็นชั้นอยา่งง่าย (Simple Layer) นัน่คือเป็นการมองแต่ละขั้นตอน (Stage) ยอ่ย ๆ จากรูป

ท่ี 2-32(a) เป็นหน่ึงชั้นของโครงข่ายในรูปท่ี 2-32(b) ดงันั้นชั้นของการคอนโวลูชนัในรูปแบบชั้น
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อย่างง่ายนั้นจะทาํเพียงขั้นตอนของการคอนโวลูชันเท่านั้น ไม่ไดป้ระกอบดว้ยสามขั้นตอนย่อย

เหมือนในรูปท่ี 2-32(a) 

 

 

                            (a)                       (b)  

 

รูปท่ี 2-32 องคป์ระกอบหลกัของโครงข่ายประสาทแบบคอนโวลูชนั (Goodfellow et al., 2016) 

         (a) มองภาพวา่แต่ละชั้นในโครงข่ายมีรูปแบบท่ีซบัซอ้น  

         (b) มองภาพวา่แต่ละชั้นในโครงข่ายมีรูปแบบท่ีเป็นชั้นอยา่งง่าย 

 

   รูปท่ี 2-33 แสดงแนวคิดในภาพรวมของโมเดลโครงข่ายประสาทแบบคอนโวลูชนั

จากการนาํองคป์ระกอบยอ่ย ๆ ท่ีกล่าวไปแลว้ในรูปท่ี 2-32 มาใชใ้นโมเดลในส่วนของการเรียนรู้

คุณลกัษณะ (Feature Learning) โดยผลลพัธ์ท่ีไดจ้ากการเรียนรู้ดงักล่าวนาํไปใชใ้นขั้นตอนของการ

จาํแนก (Classification) ดว้ยโครงข่ายลกัษณะเดียวกนักบัเพอร์เซปตรอนแบบหลายชั้นแบบดั้งเดิม

ท่ีเป็นลกัษณะของการเช่ือมถึงกนัหมด (Fully Connected, FC)   
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รูปท่ี 2-33 แนวคิดในภาพรวมของโมเดลโครงข่ายประสาทแบบคอนโวลูชนั 
 

   

   การทาํงานภายในของโครงข่ายนั้นเป็นการนาํตวักรองขนาดเดียวกนัหลากหลาย

รูปแบบอยา่งสุ่ม มาทาํการคอนโวลูชนักบัขอ้มูลภาพในแต่ละชั้นของการคอนโวลูชนั เช่นชั้นคอน

โวลูชนัแรกใชต้วักรองขนาด 9×9 จาํนวน 20 ตวักรอง ชั้นต่อมาใชต้วักรองขนาด  5×5 จาํนวน 50 

ตวักรอง เป็นตน้ โดยเป็นลกัษณะของการคอนโวลูชนัแบบ 2 มิติกบัขอ้มูลใน 3 มิติ แบบเดียวกนั

กบัท่ีไดก้ล่าวไปแลว้ก่อนหนา้น้ี ดงันั้นเอาตพ์ุตท่ีไดจ้ากการคอนโวลูชนัจึงเป็นขอ้มูลแบบ 3 มิติจาก

การนาํเอาตพ์ุตท่ีไดจ้ากการการคอนโวลูชนักบัแต่ละตวักรองมาวางเป็นกองซ้อนกนั โดยผลลพัธ์ท่ี

ได้จากการทาํคอนโวลูชันในแต่ละตาํแหน่งจะผ่านการแปลงค่าดว้ยฟังก์ชันไม่เป็นเชิงเส้น เช่น

ฟังก์ชนั Rectified Linear Unit (ReLU) ดงันั้นเอาตพ์ุตท่ีไดจ้ากการจากคอนโวลูชนักบัแต่ละตวั

กรองมองวา่เป็นเอาตพ์ุตของแผนท่ีคุณลกัษณะ (Feature Map Output) ซ่ึงตวักรองหน่ึงแบบก็จะได้

เป็นหน่ึงแบบของแผนท่ีคุณลกัษณะ เอาต์พุตของแผนท่ีคุณลกัษณะทั้งหมดจากชั้นก่อนหน้าก็จะ

เป็นอินพุตของการทาํพูลล่ิง (Pooling) ซ่ึงการทําพูลล่ิงนั้ นเป็นแนวคิดของการทําเพื่อสุ่มตํ่ า 

(Subsampling) กบัแต่ละแผนท่ีคุณลกัษณะ ดงันั้นแต่ละแผนท่ีคุณลกัษณะเม่ือผา่นการทาํพูลล่ิงแลว้

ขนาดก็จะเล็กลง ดงัรูปท่ี 2-33 ท่ีลกัษณะของกล่องมีขนาดในแนวกวา้งและแนวยาวท่ีลดลง ในชั้น

ทา้ย ๆ ของโครงข่ายก่อนชั้นเอาต์พุตจะเป็นการนาํค่าจากแผนท่ีคุณลกัษณะในชั้นก่อนหน้านั้นมา

เรียงเป็นข้อมูลแบบเวกเตอร์ (ชั้น FC แรกในรูป) และใช้โครงข่ายแบบเช่ือมถึงกนัหมดแบบ

เดียวกนักบัท่ีใช้ในโครงข่ายเพอร์เซปตรอนหลายชั้นแบบดั้งเดิม โดยเอาต์พุตจากชั้นสุดทา้ยของ

การเช่ือมถึงกนัหมดจะผ่านฟังก์ชนัซอฟต์แมกซ์ (Softmax Function) เพื่อให้ไดเ้ป็นเอาต์พุตของ

โครงข่ายท่ีอยูใ่นรูปของค่าความน่าจะเป็น 

   ถา้มองภาพลกัษณะการเรียงตวัของนิวรอนในโครงข่ายประสาทแบบคอนโวลูชนั

เม่ือเปรียบเทียบกบัโครงข่ายเพอร์เซปตรอนหลายชั้นแบบดั้งเดิมสามารถมองไดด้งัรูปท่ี 2-34 เม่ือ

แต่ละนิวรอนคือวงกลมแต่ละวงในรูป โดยรูปท่ี 2-34(a) เป็นการเรียงตวัของนิวรอนในแต่ละชั้น

ของโครงข่ายเพอร์เซปตรอนหลายชั้นแบบดั้งเดิม ส่วนรูปท่ี 2-34(b) เป็นการมองภาพการเรียงตวั
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ของนิวรอนในโครงข่ายประสาทแบบคอนโวลูชัน ซ่ึงการเรียงตวัของนิวรอนอยู่ในรูปแบบท่ี

เรียกวา่เทนเซอร์ (Tensor) ท่ีเป็นปริมาตรใน 3 มิติ เม่ือแกนหน่ึงของเทนเซอร์คือความกวา้ง (Width) 

ของภาพ อีกแกนหน่ึงคือความสูง (Height) ของภาพ และอีกแกนหน่ึงคือความลึก (Depth) โดย

ความลึกเกิดจากการนาํเอาแต่ละแผนท่ีคุณลกัษณะมาวางเป็นกองซ้อนกนั ดงันั้นขอ้มูลอินพุตท่ีเป็น

ภาพสีแบบ RGB จึงเป็นเทนเซอร์ท่ีมีความลึกเป็น 3 (มาจากการนาํค่าของจุดภาพในแต่ละแกนสีมา

วางเป็นกองซอ้นกนั โดยแต่ละจุดภาพในเทนเซอร์น้ีคือแต่ละนิวรอนอินพุต) ดงันั้นวงกลมแต่ละวง

ท่ีอดักนัอยูใ่นเทนเซอร์ก็คือแต่ละนิวรอนของโครงข่ายแบบคอนโวลูชนั 

  แนวคิดของโครงข่ายประสาทแบบคอนโวลูชนันั้นมองวา่แต่ละตวักรองท่ีนาํมาใช้

ในขั้นตอนการคอนโวลูชนัคือแต่ละรูปแบบของค่านํ้าหนกัท่ีเป็นลกัษณะของการทาํงานแบบการใช้

ค่านํ้าหนกัร่วมกนั (Weight Sharing) จากลกัษณะของการคอนโวลูชนัแบบ 2 มิติกบัขอ้มูลใน 3 มิติ 

โดยมองว่ารูปแบบของค่านํ้ าหนกัหรือตวักรองท่ีไดจ้ากการเรียนรู้ของโครงข่ายในแต่ละชั้นซ่อน

เร้นนั้น ยิ่งจาํนวนชั้นซ่อนเร้นยิ่งลึก ลักษณะรูปแบบของค่านํ้ าหนักหรือตวักรองก็ยิ่งซับซ้อน 

(Complex) ข้ึน ดังนั้นโครงข่ายก็จะยิ่งสามารถเรียนรู้จากข้อมูลเพื่อสร้างแผนท่ีคุณลักษณะท่ี

ซบัซ้อนและเหมาะสมข้ึนเร่ือย ๆ ได ้แผนท่ีคุณลกัษณะสุดทา้ยท่ีไดจ้ะนาํไปสู่ขั้นตอนการคดัแยก

ดว้ยชั้นของการเช่ือมถึงกนัหมดเพื่อให้ไดอ้อกมาเป็นเอาต์พุตสุดทา้ยของโครงข่าย โดยสรุปคือ

โครงข่ายประสาทแบบคอนโวลูชันเป็นการเรียนรู้เพ่ือหาค่านํา้หนักท่ีเหมาะสมท่ีสุด (ซ่ึงคือค่าท่ี

เหมาะสมท่ีสุดในแต่ละรูปแบบของตัวกรอง) ในแต่ละช้ันของโครงข่ายเพ่ือให้สามารถสร้างเป็น

รูปแบบการแทนข้อมลูท่ีดีท่ีสุดจากการแทนข้อมลูท่ีอยู่ในรูปของแผนท่ีคุณลักษณะ 

 

 

(a) 

 

(b) 

 

   รูปท่ี 2-34 ลกัษณะของแต่ละนิวรอนในโครงข่าย 

      (a) นิวรอนของโครงข่ายเพอร์เซปตรอนหลายชั้นแบบดั้งเดิม  

      (b) นิวรอนของโครงข่ายประสาทแบบคอนโวลูชนั 
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2.4.3 รายละเอยีดในแต่ละองค์ประกอบหลกัของโครงข่ายประสาทแบบคอนโวลูชัน 

  เน่ืองจากองค์ประกอบหลกัของโครงข่ายประสาทแบบคอนโวลูชันคือ ขั้นตอน

การคอนโวลูชนั ขั้นตอนการแปลงค่าดว้ยฟังก์ชนั ReLU ขั้นตอนการทาํพูลล่ิงและขั้นตอนของการ

เช่ือมถึงกนัหมด ดงัท่ีแสดงในรูปท่ี 2-33 ในท่ีน้ีจึงนาํเสนอรายละเอียดของแต่ละขั้นตอนดงักล่าว

ตามลาํดบั 

1) ข้ันตอนการคอนโวลูชัน 

  ภาพประกอบในรูปท่ี 2-35 ยกตวัอย่างลกัษณะขอ้มูลในเทนเซอร์ของโครงข่าย

แบบคอนโวลูชนั ในท่ีน้ีสมมุติเป็นการคอนโวลูชนัโดยใชต้วักรองทั้งหมด 5 ตวักรองกบัขอ้มูลภาพ

อินพุตท่ีเป็นภาพสีแบบ RGB ขนาด  32×32 จากรูปท่ี 2-35(a) จะเห็นวา่ ขอ้มูลภาพอินพุตเป็นเทน

เซอร์ท่ีมีค่าในแนวลึกเป็น 3 นั้นมาจากการนาํค่าในสามแกนสีของภาพแบบ RGB มาวางเป็น

ลกัษณะกองซ้อนกนั ดา้นขวาของรูปท่ี 2-35(a) เป็นเทนเซอร์เก็บเอาต์พุตท่ีเกิดจากการนาํตวักรอง

ทั้งหมด 5 ตวักรองมาคอนโวลูชนักบัภาพอินพุต ในลกัษณะของการคอนโวลูชนัแบบ 2 มิติ กบั

ขอ้มูล 3 มิติ ในรูปแสดงตาํแหน่งของ 5 นิวรอนในแนวลึกของเทนเซอร์วา่คือนิวรอนเอาตพ์ุตท่ีเกิด

จากการคอนโวลูชนัในขอบเขตรับสัญญาณ (Receptive Field) เดียวกนัในขอ้มูลอินพุตแต่ใช้ตวั

กรองท่ีแตกต่างกนั 5 ตวักรอง (แต่ละตวักรองก็เป็นเทนเซอร์ขนาดเล็ก ๆ เช่น  7×7×3, 5×5×3 

โดยท่ีค่าในแนวลึกของเทนเซอร์ตวักรองตอ้งเท่ากบัค่าในแนวลึกของเทนเซอร์อินพุตเสมอ)  

 

 
 

(a) (b) 

 

รูปท่ี 2-35 ลกัษณะขอ้มูลในเทนเซอร์และการคาํนวณค่าของนิวรอน (Li et al., 2017) 

 (a) ลกัษณะขอ้มูลในเทนเซอร์ท่ีมีขอบเขตรับสัญญาณเดียวกนั  

 (b) การคาํนวณค่าในแต่ละนิวรอน 
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  รูปท่ี 2-35(b) แสดงการคาํนวณค่าของแต่ละนิวรอนเช่นเดียวกนักบัในเพอร์เซป 

ตรอนแบบชั้นเดียวหรือเพอร์เซปตรอนแบบหลายชั้น ท่ีเกิดจากการรวมกนัของผลคูณระหว่างค่า

นํ้ าหนกั (ค่า 𝑤𝑖 ในรูป) กบัอินพุต (ค่า 𝑥𝑖 ในรูป) แลว้บวกดว้ยค่าของไบอสั  (ค่า 𝑏 ในรูป) แต่ค่า

นํ้ าหนกัท่ีใช้ในโครงข่ายแบบคอนโวลูชนัคือค่าในตวักรองแต่ละตวักรอง โดยมกัเร่ิมตน้จากการ

กาํหนดค่าเป็นแบบสุ่ม (Random) เช่นเดียวกนักบัการสุ่มค่าของนํ้ าหนกัในเพอร์เซปตรอน ส่วน

อินพุตนั้นใช้เฉพาะในบริเวณขอบเขตรับสัญญาณเท่านั้นตามลกัษณะของการคอนโวลูชนัแบบ 2 

มิติ กบัขอ้มูล 3 มิติ 

  เม่ือมองเขา้ไปในขอ้มูลแต่ละแผน่ในแนวลึก (Depth Slice) ของเทนเซอร์ เม่ือเทน

เซอร์ในรูปท่ี 2-36(a) เป็นเอาต์พุตท่ีเกิดจากการนาํตวักรอง 64 ตวักรองมาคอนโวลูชนักบัอินพุต 

เกิดเป็นเทนเซอร์แบบ 3 มิติท่ีมีขนาดในแนวกวา้ง แนวยาว และ แนวลึก เป็น 224, 224 และ 64 

ตามลาํดบั ถา้มองลึกลงไปในขอ้มูลแต่ละแผน่ (Slice) จะพบวา่เป็นลกัษณะของขอ้มูลใน 2 มิติท่ีมี

ขนาดเป็น  224×224 นัน่คือขอ้มูลแต่ละ Slice ดงักล่าวคือแต่ละรูปแบบของแผนท่ีคุณลกัษณะจาก

ทั้งหมด 64 รูปแบบ โดยข้อมูลในแต่ละตาํแหน่ง (อาจมองว่าคือแต่ละจุดภาพ) ของแผนท่ี

คุณลกัษณะนั้นก็คือค่าของนิวรอนแต่ละนิวรอนในชั้นซ่อนเร้นแรกของโครงข่าย ดงัแสดงในรูปท่ี 

2-36(b) นัน่คือค่าของนิวรอนตวัแรกท่ีแสดงดว้ยวงกลมสีเขม้ดา้นบนของรูป เกิดจากการคอนโวลู

ชนัในขอบเขตรับสัญญาณแรก (จากภาพใช้ขนาดของตวักรองเป็น 5×5) และค่าของนิวรอนตวัท่ี

สองท่ีแสดงดา้นล่างของรูปเกิดจากการคอนโวลูชนัในขอบเขตรับสัญญาณถดัมาจากการเล่ือนไป

ในตาํแหน่งถดัไปของขอบเขตรับสัญญาณ ตามลาํดบั  

 

 

 

 
(a) (Li et al., 2017) (b) (Nielsen, 2017) 

 

รูปท่ี 2-36 ขอ้มูลแต่ละแผน่ในแนวลึกของเทนเซอร์  
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การทาํแพดดิง้ (Padding) 

  การทาํแพดด้ิงคือ การปรับขนาดของอินพุตก่อนขั้นตอนของการคอนโวลูชัน

เพื่อให้ได้ขนาดในแนวกวา้ง และแนวยาวของเอาต์พุตตามท่ีตอ้งการ มกัใช้ในกรณีท่ีตอ้งการให้

ขนาดของแต่ละแผนท่ีคุณลกัษณะมีขนาดเท่ากนักบัอินพุตหลงัจากการทาํคอนโวลูชัน โดยส่วน

ใหญ่มกัใช้การทาํแบบแพดด้ิงดว้ยค่าศูนย ์(Zero Padding) โดยเป็นการเติมค่าท่ีเป็นศูนยบ์ริเวณ  

รอบ ๆ ภาพอินพุต รูปท่ี 2-37(a) เป็นตวัอยา่งการทาํแพดด้ิงดว้ยค่าศูนยด์ว้ยขนาดเท่ากบั 1 ท่ีทาํให้

ขนาดของภาพจากเดิม  5×5 ขยายเป็น  7×7 ส่วนรูปท่ี 2-37(b) เป็นตวัอยา่งเม่ือทาํแพดด้ิงดว้ยค่า

ศูนยท่ี์มีขนาดเท่ากบั 2 กบัขอ้มูลในเทนเซอร์เดิมท่ีเป็นแบบ  32×32×3 มีผลทาํให้ไดเ้ทนเซอร์ใหม่

ท่ีมีขนาดในแนวกวา้ง ยาว และลึกเป็น  36×36×3 ดงัรูป  

การสไทรด์ (Stride) 

  ค่าท่ีกาํหนดให้กบัการสไทรด์ คือจาํนวนตาํแหน่งของการให้ตวักรองเล่ือนไปใน

ภาพทั้งในแนวกวา้งและแนวยาวในขั้นตอนของการคอนโวลูชนั ซ่ึงจากลกัษณะของการคอนโวลู

ชนัปกติจะเป็นการเล่ือนตวักรองไปคร้ังละ 1 ตาํแหน่ง แต่ในโครงข่ายแบบคอนโวลูชนันั้นสามารถ

กาํหนดค่าการสไทรด์ เป็น 2 หรือ 3 หรือค่าอ่ืน ๆ ก็ได ้รูปท่ี 2-38 ยกตวัอยา่งการสไทรด ์ดว้ยค่าท่ี

แตกต่างกนัในขั้นตอนของการคอนโวลูชนัดว้ยตวักรองแบบ  3×3 กบัอินพุตขนาด  7×7 เม่ือรูปท่ี 

2-38(a) ใชข้นาดของการสไทรด ์เป็น 1 ส่วนรูปท่ี 2-38(b) ใชข้นาดของการสไทรด์ เป็น 2 จะเห็นวา่

ดว้ยขนาดของการสไทรด์ท่ีแตกต่างกนั ทาํให้เกิดขนาดของเอาต์พุตท่ีแตกต่างกนัด้วย นัน่คือถ้า

ขนาดของการสไทรดย์ิง่มาก ขนาดของเอาตพ์ุตก็ยิง่ลดลง 

 

 
 

(a) (b) 

 

รูปท่ี 2-37 การทาํแพดด้ิงดว้ยค่าศูนย ์

            (a) ทาํแพดด้ิงดว้ยขนาดเท่ากบั 1 กบัภาพอินพุต  

                (b) ทาํแพดด้ิงดว้ยขนาดเท่ากบั 2 กบัแผนท่ีคุณลกัษณะ 
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(a) ขนาดของการสไทรดเ์ป็น 1 (b) ขนาดของการสไทรดเ์ป็น 2 

 

รูปท่ี 2-38 การสไทรดด์ว้ยค่าท่ีแตกต่างกนั 

 

2) ข้ันตอนการแปลงค่าด้วยฟังก์ชัน ReLU 

  ในโครงข่ายแบบคอนโวลูชนันั้น หลงัจากผ่านขั้นตอนของการคอนโวลูชนัแล้ว 

ค่าท่ีไดใ้นแต่ละตาํแหน่งของการทาํคอนโวลูชนัจะนาํมาผา่นการแปลงค่าดว้ยฟังก์ชนัแบบไม่เป็น

เชิงเส้น โดยส่วนใหญ่มกัจะใชฟั้งกช์นั ReLU ซ่ึงเป็นขั้นตอนของการแปลงขอ้มูลแบบเชิงเส้นท่ีเกิด

จากการคอนโวลูชันไปเป็นขอ้มูลแบบไม่เป็นเชิงเส้นดว้ยค่าของฟังก์ชันการแปลงแสดงดงัรูปท่ี       

2-39(a) นัน่คือเป็นการปัดค่าท่ีเป็นลบจากการคอนโวลูชันไปเป็นศูนย ์ในขณะท่ีค่าอ่ืนยงัคงไว้

เหมือนเดิม ตัวอย่างค่าของข้อมูลท่ีเกิดข้ึนจากการใช้ฟังก์ชัน ReLU แสดงดังภาพประกอบท่ี          

2-39(b) เม่ือดา้นซ้ายคือขอ้มูลก่อนผ่านฟังก์ชนั ส่วนดา้นขวาคือผลลพัธ์ท่ีไดห้ลงัจากผา่นฟังก์ชนั

ดงักล่าว 

 

 
 

(a) (b) 

 

รูปท่ี 2-39 การแปลงค่าดว้ยฟังกช์นั ReLU 

        (a) ค่าของฟังกช์นั ReLU 

        (b) ตวัอยา่งค่าของขอ้มูลท่ีเกิดข้ึนจากการใชฟั้งกช์นั ReLU 
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3) ข้ันตอนการทาํพูลลิง่ (Pooling) 

  โดยส่วนใหญ่ของโครงข่ายแบบคอนโวลูชันนั้น หลงัจากผ่านขั้นตอนของการ

คอนโวลูชนัและขั้นตอนการแปลงค่าดว้ยฟังก์ชนั ReLU แลว้มกัจะตามมาดว้ยขั้นตอนของการทาํ  

พูลล่ิง ท่ีมีเป้าหมายเพื่อตอ้งการทาํการสุ่มตํ่าจากขอ้มูลในแต่ละแผนท่ีคุณลกัษณะจากขั้นตอนก่อน

หน้า ซ่ึงการทาํพูลล่ิงนั้นจะกาํหนดด้วยขอบเขตของการพูลล่ิงและขนาดของการสไทรด์ รูปท่ี       

2-40(a) ยกตวัอยา่งการทาํพูลล่ิงในขอบเขต 2×2 กบัขอ้มูลในเทนเซอร์แบบ  224×224×64 ดว้ย

ขนาดของการสไทรด์ เป็น 2 ทาํให้ขนาดของเทนเซอร์เอาต์พุตหลังการทาํพูลล่ิงลดลงเป็น 

 112×112×64 นัน่คือการทาํพูลล่ิงในขอบเขต 2×2 ดว้ยขนาดของการสไทรด์เท่ากบั 2 นั้นเป็น

การสุ่มตํ่าจากขอ้มูลในแต่ละแผนท่ีคุณลกัษณะจากแต่ะ 2×2 นิวรอนเหลือเป็น 1×1 นิวรอน (นัน่

คือ 1 นิวรอน) ดงัแสดงในรูปท่ี 2-40(b) 

 

 
 

(a) (Li et al., 2017) (b) (Nielsen, 2017) 

 

รูปท่ี 2-40 การทาํพูลล่ิงกบัขอ้มูลในเทนเซอร์  

     (a) เอาตพ์ุตจากการสุ่มตํ่าในขั้นตอนการทาํพูลล่ิง 

     (b) การพูลล่ิงในขอบเขต 2×2  

 

  การทาํพูลล่ิงนั้น นอกเหนือจากเป็นการสุ่มตํ่าแล้วยงัสามารถกาํหนดได้ว่าจะ

ตอ้งการค่าจากการสุ่มตํ่านั้นเป็นรูปแบบใด เช่น รูปท่ี 2-41 เป็นตวัอย่างค่าท่ีไดจ้ากการทาํพูลล่ิง

แบบเฉล่ีย (Average-Pooling) และแบบแม็กซ์ (Max-Pooling) กบัขอ้มูลอินพุตชุดเดียวกนั ท่ีเป็น

การพิจารณาขอ้มูลอินพุตในขอบเขต 3×3 เพื่อหาค่าท่ีสูงท่ีสุดจากเกา้ค่าท่ีอยู่ในขอบเขตนั้นแล้ว

เลือกค่าท่ีสูงท่ีสุดเป็นเอาตพ์ุตในกรณีท่ีเป็นพูลล่ิงแบบแม็กซ์ ส่วนพูลล่ิงแบบเฉล่ียก็จะเป็นการนาํ

อินพุตทั้งเกา้ค่านั้นมาเฉล่ียกนั โดยกาํหนดค่าขนาดของการสไทรด์ เป็น 3 ซ่ึงนอกจากพูลล่ิงแบบ

แม็กซ์และแบบเฉล่ียแลว้ อาจจะใช้พูลล่ิงแบบ L2 (L2-Pooling) หรือแบบอ่ืน ๆ มาใช้ในขั้นตอน
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การทาํพูลล่ิงก็ได ้ โดยขอบเขตของการพูลล่ิงก็สามารถกาํหนดเป็น 3×3, 4×4, 10×10 หรือ

เท่าไหร่ก็ได ้และขนาดการสไทรด์ ก็กาํหนดให้มากกวา่ 2 ก็ได ้นอกจากน้ีการทาํแพดด้ิงก็สามารถ

นาํมาใชใ้นขั้นตอนของการทาํพูลล่ิงไดด้ว้ยเช่นกนั 

4) ช้ันการเช่ือมถึงกนัหมด 

  จากแนวคิดในภาพรวมของโมเดลโครงข่ายประสาทแบบคอนโวลูชนัท่ีนาํเสนอ

ไปแล้วในรูปท่ี 2-33 จะพบว่าโครงข่ายประกอบด้วยสองส่วนหลกัคือ ส่วนการเรียนรู้เพื่อหา

คุณลกัษณะและส่วนของการจาํแนก โดยขอ้มูลในเทนเซอร์ท่ีไดจ้ากชั้นสุดทา้ยของส่วนของการ

เรียนรู้เพื่อหาคุณลกัษณะจะถูกนาํมาเรียงเป็นขอ้มูลแบบเวกเตอร์เพื่อเป็นอินพุตเขา้สู่ส่วนของการ

จาํแนก แลว้ใชโ้ครงข่ายแบบเช่ือมถึงกนัหมดท่ีมีลกัษณะเช่นเดียวกนักบัโครงข่ายเพอร์เซปตรอน

หลายชั้นแบบดั้งเดิม โดยผลลพัธ์ท่ีไดจ้ากชั้นสุดทา้ยของการเช่ือมถึงกนัหมดจะผา่นฟังก์ชนัซอฟต์

แมกซ์ก่อนท่ีจะไดเ้ป็นเอาตพ์ุตสุดทา้ยของโครงข่าย 
 

 
 

รูปท่ี 2-41 ตวัอยา่งค่าจากการทาํพูลล่ิงแบบเฉล่ียและแบบแมก็ซ์  

 

  ลกัษณะของฟังกช์นัซอฟตแ์มกซ์ แสดงดงัสมการท่ี 2-11  

 

𝑆(𝑦𝑖) =
𝑒𝑦𝑖

∑ 𝑒𝑦𝑖𝑗
𝑗=1

 (2-11) 

 

เม่ือ 𝑆(𝑦𝑖) คือซอฟตแ์มกซ์ของเอาตพ์ุต 𝑦 จากแต่ละเอาทพ์ุตนิวรอน 𝑖 เป็นค่าเอกซ์โปเนนเชียลของ 

𝑦𝑖 หารดว้ยผลรวมของเอกซ์โปเนนเชียลของเวกเตอร์ 𝑦 ทั้งหมด เม่ือ 𝑗 คือแต่ละองคป์ระกอบของ

เวกเตอร์ 𝑦 
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ซ่ึงค่าท่ีเกิดข้ึนจากฟังกช์นัซอฟตแ์มกซ์ในสมการท่ี 2-11 แสดงดงัตวัอยา่งคือ 

𝑍 =  softmax  
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ในส่วนของอลักอริทึมท่ีใชส้ําหรับการปรับค่านํ้ าหนกัในขั้นตอนการเรียนรู้ของโครงข่ายประสาท

แบบคอนโวลูชันนั้นก็เป็นการใช้อลักอริทึมแบบแพร่กลบัเช่นเดียวกนักบัในโครงข่ายเพอร์เซป 

ตรอนแบบหลายชั้น 

 

2.5  สถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชัน 

ถึงแมว้า่โครงข่ายประสาทแบบคอนโวลูชนันั้นจะเร่ิมตน้เป็นท่ีรู้จกัอยา่งแพร่หลายหลงัจาก

งาน ILSVRC เม่ือปี 2012 หลงัจากท่ี Krizhevsky และคณะ (2012) ใชส้ถาปัตยกรรมในช่ือ AlexNet 

สาํหรับการแข่งขนัในงานเพื่อจาํแนกขอ้มูลภาพจากชุดขอ้มูล ImageNet แต่จริง ๆ แลว้ LeCun และ

คณะ ได้เคยนาํเสนอสถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชันมาก่อนแล้ว ตั้งแต่ปี 

1998 ภายใตส้ถาปัตยกรรมช่ือ LeNet (LeCun et al., 1998) แต่ยงัไม่ไดเ้ป็นท่ีรู้จกัมากนกัในยุคนั้น 

ในส่วนน้ีจึงเร่ิมตน้จากการนาํเสนอสถาปัตยกรรมต่าง ๆ ท่ีเกิดข้ึนเรียงตามลาํดบัเวลา เร่ิมจากการ

พฒันา LeNet ตามดว้ยแต่สถาปัตยกรรมท่ีชนะการแข่งขนัและท่ีโดดเด่นในงาน ILSVRC นบัตั้งแต่

ปี 2012 จนถึงปี 2015 ซ่ึงรูปท่ี 2-42 แสดงวิวฒันาการของความลึกท่ีใชใ้นโครงข่ายประสาทแบบ

คอนโวลูชนั 

 

 
 

รูปท่ี 2-42 ววิฒันาการของความลึกท่ีใชใ้นแต่ละสถาปัตยกรรมของโครงข่ายประสาทแบบ 

    คอนโวลูชนั (He, 2017) 
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จากกราฟแท่งท่ีนําเสนอในรูปท่ี 2-42 แสดงวิว ัฒนาการของความลึกท่ีใช้ในแต่ละ

สถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชันท่ีแข่งขนัแลว้ชนะและท่ีโดดเด่นจากงาน 

ILSVRC ImageNet Challenge ในแต่ละปี โดยค่าตวัเลขท่ีแสดงบนแท่งของกราฟเป็นค่าอตัราความ

ผดิพลาดท่ีไดจ้ากการจาํแนกภาพแบบ Top-5 Error Rate (วดัจากจาํนวนภาพในชุดขอ้มูลทดสอบท่ี

เอาทพ์ุตจากการทาํนายใน 5 ลาํดบัแรกของระบบหรือโครงข่ายไม่มีคาํตอบท่ีถูกตอ้ง นัน่คือไม่ตรง

กับเอาต์พุตเป้าหมาย) จากข้อมูลภาพในชุดข้อมูล ImageNet โดยรายละเอียดของแต่ละ

สถาปัตยกรรมจะนาํเสนอตามลาํดบัถดัจากสถาปัตยกรรมของ LeNet 

สําหรับภาพในชุดข้อมูล ImageNet นั้นประกอบด้วยภาพความละเอียดสูงท่ีมีเอาต์พุต

เป้าหมายบอกกาํกบัไว ้(Labeled High-Resolution Images) ว่าเป็นภาพท่ีจดัอยู่ในประเภทใด ซ่ึง

ทั้งหมดในชุดขอ้มูลมีประมาณ 15 ลา้นภาพ แบ่งออกเป็นประเภท (Categorites) ของวตัถุต่าง ๆ 

ประมาณ 22,000 ประเภท แต่ในการแข่งขนัในงาน ILSVRC แต่ละปีนั้นเลือกมาใช้เพียง 1,000 

ประเภทหรือกลุ่ม (Class) และในแต่ละประเภทมีประมาณ 1,000 ภาพ โดยใช้ภาพในชุดฝึกสอน

ทั้งหมดประมาณ 1.2 ลา้นภาพ ชุดตรวจสอบความสมเหตุสมผล (Validation Set) 50,000 ภาพ และ

ชุดทดสอบ 150,000 ภาพ ผลการแข่งขนั รายงานผลเป็นอตัราความผิดพลาดจากการท่ีให้โมเดล

ทาํนายเอาตพ์ุตออกมาเป็นจาํนวน 5 กลุ่มท่ีคาดวา่ใกลเ้คียงกบัเอาตพ์ุตเป้าหมายมากท่ีสุดของแต่ละ

ภาพในชุดขอ้มูลทดสอบ และวดัออกมาเป็น Top-1 Error และ Top-5 Error เม่ือ Top-5 Error หรือ 

Rank-5 Error นั้นคาํนวณมาจาก Rank- 𝑁 Error Metric ท่ีมีค่า 𝑁 = 5 โดย Rank- 𝑁 Error คือ

อตัราส่วนของจาํนวนขอ้มูลทดสอบ 𝑥𝑖  ซ่ึงเอาตพ์ุตเป้าหมาย 𝑦𝑖 ไม่ปรากฏอยูใ่น 𝑁 เอาตพ์ุตแรกจาก

การทาํนาย (Top- 𝑁 Predicted Result) ของโมเดลเม่ือเอาต์พุตเรียงลาํดบัจากมากไปน้อยของค่า

ความเช่ือมัน่ (Confidence) หรือ 𝑃(𝑦𝑖|𝑥𝑖) ซ่ึง Error Metric (𝑒) (Image-net, 2012) แสดงดงัสมการท่ี 

2-12 

 

𝑒 =
1
𝑛
∙�min

𝑖
𝑑(𝑐𝑖 ,𝐶𝑘)

𝑘

 2-12 

 

เม่ือ   𝑑(𝑎, 𝑏) = �0
1 

𝑖𝑓 𝑎 = 𝑏
    𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒

 

 

เม่ือ 𝑐𝑖 คือ Class ท่ีไดจ้ากการทาํนายและ 𝐶𝑘 คือ Class จริง (Ground Truth Label) 𝑛 คือจาํนวนภาพ

ในชุดขอ้มูลทดสอบทั้งหมด และ 𝑘 = 1, … ,𝑛 
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2.5.1 สถาปัตยกรรมของ LeNet  

  เป็นสถาปัตยกรรมท่ีจดัว่าเป็นงานริเร่ิม (Pioneer Work) ของโครงข่ายประสาท

แบบคอนโวลูชนั จากการนาํเสนอโดย LeCun และคณะ (1998) ภายใตช่ื้อ LeNet-5 ในปี 1998 แต่

ในเวลาต่อมามกัเป็นท่ีรู้จกักนัในช่ือ LeNet ท่ีมาของสถาปัตยกรรมของ LeNet นั้นมาจากการ

นาํเสนอว่า ขอ้มูลภาพนั้นไม่เหมาะกบัการใช้อินพุตท่ีเป็นแต่ละจุดภาพแยกกนัแบบท่ีตอ้งใช้ใน

โครงข่ายประสาทแบบหลายชั้นดั้ งเดิม เพราะข้อมูลภาพมีสหสัมพนัธ์กันเชิงพื้นท่ีสูง (Highly 

Spatially Correlated) การใชอิ้นพุตท่ีเป็นแต่ละจุดภาพแยกกนัจะไม่สามารถใชป้ระโยชน์จากการมี

สหสัมพนัธ์กนัดงักล่าว สถาปัตยกรรมของ LeNet จึงนาํเสนอโดยใช้แนวคิดหลกัจากการใช้การ

ดาํเนินการแบบคอนโวลูชัน แสดงดงัรูปท่ี 2-43 ซ่ึงสถาปัตยกรรมน้ีใช้สําหรับการรู้จาํขอ้มูลตวั

เลขท่ีเขียนดว้ยมือ (Handwritten Digit Recognition) ในชุดขอ้มูล MNIST 

 

 
 

รูปท่ี 2-43 สถาปัตยกรรมของ LeNet (LeCun et al., (1998) 

 

  รายละเอียดในแต่ละชั้นของ LeNet แสดงสรุปดงัตารางท่ี 2-5 ซ่ึงประกอบดว้ยชั้น

ซ่อนเร้น (ชั้นท่ีไม่ไดเ้ป็นชั้นอินพุตและเอาตพ์ุต) ทั้งหมด 6 ชั้น 

  ชั้นซ่อนเร้นท่ี 1 เป็นชั้นการคอนโวลูชนั (C1) ท่ีใชต้วักรองขนาด 5×5 ทั้งหมด 6 

ตวักรอง ไปคอนโวลูชนักบัภาพอินพุตขนาด 32×32 (จริง ๆ แลว้ภาพในชุดขอ้มูล MNIST มีขนาด  

28×28 แต่ใน LeNet ใช้การทาํแพดด้ิงดว้ยค่าศูนยใ์ห้กบัภาพอินพุตก่อนนาํเขา้สู่โครงข่าย) ดว้ย

ขนาดการสไทรด์เท่ากบั 1 แลว้ค่าจากการคอนโวลูชนันาํไปผา่นฟังก์ชนั tanh เกิดเป็นเอาตพ์ุตของ

แผนท่ีคุณลกัษณะขนาด 28×28  ทั้งหมด 6 แผนท่ีคุณลกัษณะจากการใช ้6 ตวักรอง 

  ชั้นซ่อนเร้นท่ี 2 เป็นชั้นการสุ่มตํ่ากบัขอ้มูลดว้ยการทาํพูลล่ิง (S2) แบบเฉล่ียท่ีใช้

ขอบเขตแบบ  2×2 ดว้ยขนาดการสไทรด์ เท่ากบั 2 แลว้ค่าจากการพูลล่ิงนาํไปผ่านฟังก์ชนั tanh 

เกิดเป็นเอาต์พุตของแผนท่ีคุณลกัษณะขนาด  14×14 ทั้งหมด 6 แผนท่ีคุณลกัษณะ (ทุก ๆ แผนท่ี

คุณลกัษณะจากชั้นก่อนหนา้จะถูกสุ่มตํ่ากบัขอ้มูลดว้ยการทาํพูลล่ิง) 



 60 

ตารางท่ี 2-5 รายละเอียดในแต่ละชั้นของ LeNet (LeCun et al., (1998) 

Layer Type Maps Size Kernel Size Stride Activation 

Out Fully Connected - 10 - - RBF 

F6 Fully Connected - 84 - - tanh 

C5 Convolution 120 1×1 5×5 1 tanh 

S4 Avg Pooling 16 5×5 2×2 2 tanh 

C3 Convolution 16 10×10 5×5 1 tanh 

S2 Avg Pooling 6 14×14 2×2 2 tanh 

C1 Convolution 6 28×28 5×5 1 tanh 

In Input 1 32×32 - - - 

   

  ชั้นซ่อนเร้นท่ี 3 เป็นชั้นการคอนโวลูชัน (C3) แบบเดียวกนักบัชั้น C1 แต่ใช้ตวั

กรองจาํนวน 16 ตวักรอง เช่นเดียวกนักบัท่ี ชั้นซ่อนเร้นท่ี 4 เป็นชั้นการสุ่มตํ่ากบัขอ้มูลดว้ยการทาํ 

พูลล่ิง (S4) ในลกัษณะเดียวกนักบัชั้น S2 ส่วนชั้นซ่อนเร้นท่ี 5 เป็นชั้นสุดทา้ยของการคอนโวลูชนั 

(C5) ท่ีสามารถมองภาพว่าเอาต์พุตของแผนท่ีคุณลกัษณะทั้งหมดท่ีได ้อยู่ในรูปของเวกเตอร์ท่ีมี

จาํนวน 120 องค์ประกอบ จากนั้ นข้อมูลจากเวกเตอร์ดังกล่าวไปเช่ือมกับนิวรอนจาํนวน 84     

นิวรอนของชั้นซ่อนเร้นท่ี 6 ในลกัษณะแบบเช่ือมถึงกนัหมด (F6) และชั้น F6 ก็เช่ือมกบัชั้นเอาตพ์ุต

แบบเช่ือมถึงกนัหมดเช่นเดียวกนั  

  ชั้นเอาต์พุตใชนิ้วรอนจาํนวน 10 นิวรอนเพื่อจาํแนกตวัเลขออกเป็น 10 กลุ่ม (คือ

ตวัเลข 0-9) เม่ือฟังก์ชนัถ่ายโอนท่ีใชเ้ป็นแบบ Radial Basis Function (RBF) นัน่คือในชั้นเอาตพ์ุต 

จะไม่ใช้การคูณกนัจุดต่อจุดระหว่างค่าเวกเตอร์ของอินพุตกบัเวกเตอร์ค่านํ้ าหนักแลว้นาํมาผ่าน

ฟังกช์นัถ่ายโอนแบบท่ีใชโ้ดยทัว่ไป แต่เอาตพ์ุตของแต่ละนิวรอนจะคาํนวณมาจากการยกกาํลงัสอง

ของค่าระยะทางแบบยูคลิเดียน (Euclidian Distance) ระหว่างเวกเตอร์ของอินพุตกบัเวกเตอร์ค่า

นํ้าหนกัแทน 

  LeNet นั้นนาํเสนอข้ึนมาในยุคท่ีความเร็วของ CPU ยงัไม่สูงและยงัไม่มีการนาํ 

GPU มาใช้ แต่ก็มีการนาํไปประยุกต์ใชง้านจริงสําหรับการรู้จาํรหัสไปรษณีย ์(Zip Code) และ
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ตวัเลข และเป็นสถาปัตยกรรมท่ีจดัว่าเป็นจุดตั้งตน้และเป็นแรงจูงใจสําหรับให้เกิดการพฒันา

สถาปัตยกรรมอ่ืนๆ ในเวลาต่อมา 

2.5.2 สถาปัตยกรรมของ AlexNet  

  เป็นสถาปัตยกรรมท่ีทาํให้โครงข่ายประสาทแบบคอนโวลูชันเร่ิมตน้เป็นท่ีรู้จกั

อยา่งแพร่หลายโดยเฉพาะในงานทางดา้นการมองเห็นของเคร่ือง โดย Krizhevsky และคณะ (2012) 

ไดใ้ชส้ถาปัตยกรรมในช่ือ AlexNet ดงัแสดงในรูปท่ี 2-44 สาํหรับการแข่งขนัในงาน ILSVRC 2012 

เพื่อจาํแนกขอ้มูลภาพจากชุดขอ้มูล ImageNet 

  รายละเอียดในแต่ละชั้นของสถาปัตยกรรม AlexNet แสดงดงัตารางท่ี 2-6 ซ่ึงจะ

คลา้ยคลึงกบั LeNet แต่เป็นโครงข่ายท่ีใหญ่กว่าและมีความลึกมากกว่า ซ่ึงคุณลกัษณะสําคญัของ 

AlexNet คือ 

 

 
 

รูปท่ี 2-44 สถาปัตยกรรมของ AlexNet (Krizhevsky et al., 2012) 

 

– นาํฟังก์ชนัถ่ายโอนแบบ ReLU มาใชเ้ป็นคร้ังแรกในชั้น CONV1, 2, 3, 4, 5 

และ FC6, 7 

– ใชฟั้งกช์นั Softmax ในชั้น FC8 

– มีชั้น Normalization ท่ีเป็นการนอร์มอลไลซ์ค่าจากแผนท่ีคุณลกัษณะท่ีอยู ่

ใกล ้ๆ กนั 

– ใช้การทาํพูลล่ิงแบบ Overlapping Max Pooling โดยกาํหนดให้ขนาดการ 

สไทรดใ์นแนวนอนนอ้ยกวา่ในแนวตั้ง 

– นาํหลกัการ Data Augmentation มาใชเ้พื่อเพิ่มความเป็นกรณีทัว่ไป 

– นาํเทคนิค Dropout มาใชใ้นชั้น FC ดว้ยค่า 0.5 (ลดจาํนวนนิวรอนลงคร่ึงหน่ึง

แบบสุ่ม) 
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– ใช ้Batch Size ขนาด 128 

– ใชค้่า SGD Momentum เป็น 0.9 

– ใช้ค่าคงท่ีการเรียนรู้เร่ิมตน้เป็น 0.01 และลดค่าลงคร้ังละ 10 เท่าด้วยมือ 

(Manually)  

– ใชห้ลกัการ Regularization แบบ L2 Weight Decay  

– ฝึกสอนโดยใช ้2 GPUs (GTX 580 GPU) และใชห้น่วยความจาํ 3GB โดยแบ่ง

นิวรอน (แผนท่ีคุณลกัษณะ) เป็นคร่ึงหน่ึงในแต่ละ GPU นัน่คือ 

– CONV1, CONV2, CONV4, CONV5 : มีการเช่ือมกนัเฉพาะแผนท่ี

คุณลกัษณะท่ีอยูบ่น GPU เดียวกนั (ติดต่อส่ือสารบน GPU เดียวกนั) 

– CONV3, FC6, FC7, FC8 : มีการเช่ือมกนักบัทุกแผนท่ีคุณลกัษณะในชั้น

ก่อนหนา้ (ติดต่อส่ือสารขา้ม GPU) 

 

ตารางท่ี 2-6 รายละเอียดในแต่ละชั้นของ AlexNet (Li et al., 2017) 

Feature Maps Layer Details 

[227×227×3] INPUT  

[55×55×96] CONV1 96 11×11 filters at stride 4, pad 0 

[27×27×96] MAX POOL1 3×3 filters at stride 2 

[27×27×96] NORM1 Normalization layer 

[27×27×256] CONV2 256 5×5 filters at stride 1, pad 2 

[13×13×256] MAX POOL2 3×3 filters at stride 2 

[13×13×256] NORM2 Normalization layer 

[13×13×384] CONV3 384 3×3 filters at stride 1, pad 1 

[13×13×384] CONV4 384 3×3 filters at stride 1, pad 1 

[13×13×256] CONV5 256 3×3 filters at stride 1, pad 1 

[6×6×256] MAX POOL3 3x3 filters at stride 2 

[4096] FC6 4096 neurons 

[4096] FC7 4096 neurons 

[1000] FC8 1000 neurons (class scores) 
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  สถาปัตยกรรม AlexNet นั้นชนะการแข่งขนัในงาน ILSVRC 2012 เพื่อจาํแนก

ขอ้มูลภาพจากชุดขอ้มูล ImageNet ดว้ย Top-5 Error Rate ท่ี 16.4 ในขณะท่ีผูช้นะอนัดบัถดัมาได ้

Top-5 Error Rate ท่ี 26.2 นัน่คือต่างกนัถึงประมาณ 10% ทาํให้โครงข่ายประสาทแบบคอนโวลูชนั

เป็นดาวรุ่งของโครงข่ายการเรียนรู้เชิงลึกตั้งแต่นั้นมา 

2.5.3 สถาปัตยกรรมของ ZF Net  

  เป็นสถาปัตยกรรมท่ีนาํเสนอโดย Zeiler และ Fergus (2013) ดงัแสดงในรูปท่ี 2-45 

และชนะการแข่งขนัในงาน ILSVRC 2013 ดว้ย Top-5 Error Rate ท่ี 11.7% ซ่ึงเป็นโครงข่ายท่ี

ปรับปรุงมาจาก AlexNet ดว้ยการปรับเปล่ียนไฮเปอร์พารามิเตอร์ในสถาปัตยกรรม (Tweaking 

Architecture Hyperparameters) เม่ือไฮเปอร์พารามิเตอร์ หมายถึง จาํนวนตวักรองท่ีใชใ้นแต่ละชั้น 

ขนาดในแนวกวา้งและแนวยาวของตวักรอง ขนาดของการสไทรด์ หรือ ชนิดของการแพดด้ิง เป็น

ตน้ ซ่ึงการปรับเปล่ียนหลกัคือ ในชั้นแรก ๆ ของชั้นการคอนโวลูชนัจะใชข้นาดตวักรองและขนาด

การสไทรด ์ท่ีเล็กลง และในชั้นกลาง ๆ ของชั้นการคอนโวลูชนัจะใชจ้าํนวนตวักรองเพิ่มข้ึน นัน่คือ 

ZF Net นั้นคือ AlexNet ท่ีมีการปรับเปล่ียนคือ 

– CONV1 (Layer1) : เปล่ียนจากตวักรองขนาด  11×11 ดว้ยขนาดการสไทรด ์

เท่ากบั 4 ไปเป็นตวักรองขนาด  7×7 ดว้ยขนาดการสไทรด ์เท่ากบั 2  

– CONV2 (Layer2) : จากจาํนวนตวักรองคือ 256 เปล่ียนไปใชด้ว้ยจาํนวนตวักรอง 

512 

– CONV5 (Layer5) : จากจาํนวนตวักรองคือ 256 เปล่ียนไปใชด้ว้ยจาํนวนตวักรอง 

512 

 

 
 

รูปท่ี 2-45 สถาปัตยกรรมของ ZF Net (Zeiler and Fergus, 2013) 

 

  นอกเหนือจากท่ี ZF Net ประสบความสําเร็จในงาน ILSVRC 2013 จากการ

ปรับเปล่ียนสถาปัตยกรรมจาก AlexNet ดงักล่าวแลว้ ในงานของ Zeiler และ Fergus ยงัไดน้าํเสนอ
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ส่ิงท่ีน่าสนใจมาก ในส่วนของการแสดงผลแผนท่ีคุณลกัษณะ (Visualizing Feature Maps) นัน่คือ

ไดพ้ฒันาเทคนิคการแสดงผล (Visualization Technique) ภายใตช่ื้อ “Deconvolutional Network” 

เพื่อช่วยในการตรวจสอบความแตกต่างของค่าท่ีเกิดข้ึนในแผนท่ีคุณลกัษณะและความสัมพนัธ์

ระหว่างแผนท่ีคุณลกัษณะกบัขอ้มูลอินพุต ท่ีมาของช่ือ “Deconvnet” เพราะเป็นการแปลง (Map) 

จากคุณลักษณะไปยงัจุดภาพ (Features to Pixels) ซ่ึงตรงกันขา้มกันกบัการทาํคอนโวลูชัน 

(Deshpande, 2016) โดยเทคนิคการแสดงผลภายใตช่ื้อ Deconvolutional Network ดงักล่าวแสดงดงั

รูปท่ี 2-46 

  เทคนิคการแสดงผลภายใตช่ื้อ Deconvolutional Network ในรูปท่ี 2-46 นั้น

ดา้นซ้ายของรูปเป็นชั้น Deconvnet ท่ีนาํมาแนบเพิ่มไปกบัชั้น Convnet ท่ีอยู่ดา้นขวา  โดยชั้น 

Deconvnet จะทาํการกูคื้น (Reconstruct) ค่าโดยประมาณจากคุณลกัษณะของชั้น Convnet ท่ีอยูข่า้ง

ใต ้(Beneath) สําหรับดา้นล่างของรูปท่ี 2-46 แสดงการดาํเนินการแบบ Unpooling ของ Deconvnet 

โดยการใช ้Switches สาํหรับบนัทึกตาํแหน่งของ Local Max ในแต่ละขอบเขตของการ พูลล่ิง 

 

 
 

รูปท่ี 2-46 Deconvolutional Network ท่ีใชส้าํหรับการแสดงผลแผนท่ีคุณลกัษณะ 

     (Zeiler and Fergus, 2013) 
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  เทคนิคการแสดงผลท่ีนาํเสนอน้ีมีประโยชน์มากสําหรับแสดงภาพการทาํงานของ

โครงข่ายแบบคอนโวลูชนั ในการช่วยสาํหรับการวเิคราะห์เพื่อเพิ่มประสิทธิภาพให้กบัโครงข่ายได ้

นัน่คือเทคนิคการแสดงผลน้ีไม่เพียงแค่ช่วยอธิบายการทาํงานภายในของโครงข่ายเท่านั้น แต่ยงัช่วย

ใหส้ามารถมองลึกเขา้ไปขา้งในเพื่อปรับปรุงสถาปัตยกรรมของโครงข่ายได ้(Deshpande, 2016) 

2.5.4 สถาปัตยกรรมของ VGG Net  

  สถาปัตยกรรมของ VGG Net นาํเสนอโดย Simonyan และ Zisserman (2014) ท่ีมา

จากแนวคิดหลกัคือการใช้ตวักรองขนาดเล็กและโครงข่ายท่ีลึกข้ึน ดงัแสดงในรูปท่ี 2-47 ท่ีเป็น

สถาปัตยกรรมของ VGG Net แบบ VGG16 (16 Weight Layers) และ VGG19 (19 Weight Layers) 

เม่ือเปรียบเทียบกบั AlexNet  

  คุณลกัษณะสาํคญัของ VGG Net คือ 

– แต่ละชั้นของการคอนโวลูชนัใชเ้ฉพาะตวักรองขนาด  3×3 ดว้ยขนาดกา

รสไทรด ์เท่ากบั 1 และทาํแพดด้ิงดว้ยค่าศูนยข์นาดเท่ากบั 1 

– แต่ละชั้นของการทาํพูลล่ิงใช้เฉพาะพูลล่ิงแบบแมกซ์ด้วยขอบเขตแบบ 

 2×2 และขนาดการสไทรด ์เท่ากบั 2 

– จาํนวนตวักรองในชั้นคอนโวลูชนัจะเพิ่มข้ึนเป็นสองเท่าหลงัจากชั้นการ

ทาํพูลล่ิง นั่นคือเป็นการสนบัสนุนแนวคิดการใช้องค์ประกอบเชิงพื้นท่ี

น้อยลง (Shrinking Spatial Dimensions) แต่เพิ่มในทางลึกมากข้ึน 

(Growing Depth) 

– สามารถใช้ไดดี้กบัทั้งการจาํแนกภาพและงานการระบุตาํแหน่งของวตัถุ 

(Object Localization Tasks) นัน่คือ VGG19 ชนะเลิศสําหรับงานการระบุ

ตาํแหน่งของวตัถุในการแข่งขนั ILSVRC 2014 และชนะเป็นลาํดบัท่ีสอง 

(7.3% Top-5 Error Rate) สําหรับงานการจาํแนกภาพในปีเดียวกนั ซ่ึงผู ้

ชนะเลิศในงานการจาํแนกภาพของปี 2014 นั้นคือสถาปัตยกรรมของ 

Google Net (6.7% Top-5 Error Rate) ท่ีจะนาํเสนอในลาํดบัถดัไป 

– ใชเ้ทคนิค Scale Jittering เป็นเทคนิคหน่ึงในการทาํ Data Augmentation  

– ใชฟั้งกช์นัถ่ายโอนแบบ ReLU หลงัจากแต่ละชั้นของการคอนโวลูชนั 

– ขั้นตอนในการฝึกสอนใชล้กัษณะเดียวกนักบั AlexNet 

– ไม่มีการทาํ Local Response Normalisation (LRN) 

– ฝึกสอนโดยใช ้ Nvidia Titan Black GPU จาํนวน 4 GPUs ใชเ้วลา

ประมาณ 2-3 สัปดาห์ 
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รูปท่ี 2-47 สถาปัตยกรรมของ VGG Net เม่ือเปรียบเทียบกบั AlexNet (Li et al., 2017) 

 

2.5.5 สถาปัตยกรรมของ GoogleNet  

 เป็นสถาปัตยกรรมท่ีพฒันาโดย Szegedy และคณะ (2014) จากทีมของ Google 

Research ท่ีชนะการแข่งขนัในงานการจาํแนกภาพของ ILSVRC 2014 จากการใชโ้ครงข่ายท่ีมีความ

ลึกมากกว่าโครงข่ายอ่ืน ๆ ท่ีผ่านมา ดังแสดงในรูปท่ี 2-48 ในโครงข่ายหลักจะประกอบด้วย

โครงข่ายยอ่ยท่ีเรียกวา่ Inception module (แสดงดว้ยกรอบส่ีเหล่ียมแนวตั้งในรูปท่ี 2-48) ทั้งหมด 9 

Module โดยท่ีชั้นต่าง ๆ ในแต่ละ Inception Module ทาํงานกนัแบบ Parallel และประกอบดว้ยอีก

สองโครงข่ายยอ่ยท่ีเรียกวา่ Auxiliary Module (แสดงดว้ยกรอบส่ีเหล่ียมแนวนอนในรูปท่ี 2-48) ซ่ึง
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ทั้งหมดของโครงข่ายนบัวา่มีความลึก 22 ชั้น เม่ือนบัเฉพาะชั้นท่ีมีค่าของ Weights และ Biases ดงั

แสดงรายละเอียดในแต่ละชั้นดงักล่าวของสถาปัตยกรรม GoogleNet ในตารางท่ี 2-7 

 

 
 

รูปท่ี 2-48 สถาปัตยกรรมของ GoogleNet (Szegedy et al., 2014) 

 

 แนวคิดหลกัของ GoogleNet คือตอ้งการปรับปรุงการใชท้รัพยากรในการคาํนวณ 

(Computing Resources) ภายในโครงข่ายให้มีประสิทธิภาพมากยิ่งข้ึนด้วยการเพิ่มขนาดของ

โครงข่ายทั้งในแนวกวา้งและแนวลึก ซ่ึงการคาํนวณท่ีมีประสิทธิภาพนั้นเป็นผลมาจากการใช ้

Inception module ในโครงข่าย โดยจาํนวนพารามิเตอร์ทั้งหมดท่ีใช ้(จาํนวนของค่านํ้ านาํหนกัและ

ไบอสัทั้งหมด) มีประมาณ 5 ลา้นพารามิเตอร์ ซ่ึงนอ้ยกวา่ของ AlexNet ประมาณ 12 เท่า (Li et al., 

2017) ทาํให ้GoogleNet น้ีชนะเลิศในงานการจาํแนกภาพของ ILSVRC 2014 ท่ี 6.7% Top-5 Error  

  จากรายละเอียดภายในของสถาปัตยกรรมท่ีแสดงในตารางท่ี 2-7 จะเห็นว่า

โครงข่ายมีการนาํ Inception Module ทั้งหมด 9 Modules มาใชใ้นชั้นหลกัท่ี 3, 4 และ 5 โดยมองวา่

แต่ละ Inception Module มีความลึกเป็น 2 ดงันั้นความลึกทั้งหมด 22 ชั้นของโครงข่ายมาจากการ

นบัเฉพาะจาํนวนชั้นของการคอนโวลูชนั (ค่าในคอลมัน์ Depth ในตาราง) และชั้นท่ีเป็น Linear 

ก่อนชั้นการแปลงค่าดว้ยฟังกช์นั Softmax ซ่ึงเป็นการนบัเฉพาะชั้นท่ีมีการใชพ้ารามิเตอร์ (ชั้นท่ีมีค่า

นํ้าหนกัและไบอสั) แต่ถา้นบัจาํนวนชั้นยอ่ย ๆ ทั้งหมด (จาํนวน Block ยอ่ย ๆ ทั้งหมดในรูปท่ี 2-48) 

แลว้จะมีทั้งหมดประมาณ 100 ชั้น 

  สําหรับส่วนของ Inception Module และ Auxiliary Module ท่ีแสดงดว้ยกรอบ

ส่ีเหล่ียมในรูปท่ี 2-48 นั้นมีรายละเอียดเม่ือขยายออกมาแสดงดงัรูปท่ี 2-49 ในส่วนรายละเอียดของ 

Inception Module ท่ีแสดงในรูปท่ี 2-49(a) นั้น Block ดา้นล่างสุดท่ีเป็นการทาํพูลล่ิงแบบแมกซ์ 

ของ 3×3 + 2(S) หมายถึงการทาํพูลล่ิงแบบแมกซ์ในขอบเขตแบบ 3×3 ด้วยขนาดการสไทรด ์

เท่ากบั 2 และทาํแพดด้ิงแบบ SAME (คือการทาํแพดด้ิงดว้ยค่าศูนยใ์หเ้อาต์พุตมีขนาดเท่ากนักบั

อินพุต) 
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ตารางท่ี 2-7 รายละเอียดภายในของสถาปัตยกรรม GoogleNet (Szegedy et al., 2014) 

 

 

 

 

(a) Inception Module (b) Auxiliary Module 

 

รูปท่ี 2-49 ภาพขยายแสดงรายละเอียดของสองโครงข่ายยอ่ยภายใน GoogleNet  

        (Li et al., 2017) 
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  เน่ืองจากขนาดของตวักรองจดัว่าเป็นไฮเปอร์พารามิเตอร์หลกัอย่างหน่ึงท่ีตอ้ง

เลือกใชใ้นโครงข่ายแบบคอนโวลูชนัโดยทัว่ไปวา่ในแต่ละชั้นการคอนโวลูชนัท่ีต่อเน่ืองกนัควรใช้

ขนาดเป็นเท่าไร แต่สําหรับการออกแบบในส่วน Inception Module ของ GoogleNet นั้นใชแ้นวคิด

วา่ ทดลองทาํในทุก ๆ ขนาด (โดยสังเกตวา่จะใชข้นาดท่ีเล็ก เช่น 1×1, 3×3 หรือ 5×5 ท่ีเป็นผลสืบ

เน่ืองมาจากการใช้ในสถาปัตยกรรมท่ีนําเสนอก่อนหน้าน้ีแล้วว่าดีกว่าขนาดท่ีใหญ่) แล้วให้

โครงข่ายเลือกเองวา่อะไรดีท่ีสุด (Mulc, 2016) ซ่ึงเป็นการให้โมเดลตรวจจบัไดท้ั้ง Local Features 

จากการใชข้นาดตวักรองท่ีเล็กและ High Abstracted Features จากขนาดตวักรองท่ีใหญ่กวา่ ดงันั้น

จึงเกิดเป็น Inception Module ข้ึนในโมเดล ท่ีในแต่ละขั้นตอนยอ่ยของ Inception Module สามารถ

ทาํงานไดแ้บบ Parallel 

 จาก Inception Module ในรูปท่ี 2-49(a) จะสังเกตไดว้า่ก่อนขั้นตอนการคอนโวลู

ชนัแบบ  3×3, 5×5  และหลงัขั้นตอนการทาํพูลล่ิงแบบแมกซ์จะเป็นขั้นตอนการคอนโวลูชนัแบบ 

1×1 (โดยขั้นตอนการทาํการคอนโวลูชนัแบบ 1×1 ในลกัษณะเช่นน้ีใน GoogleNet เรียกวา่ 1×1 

Conv “Bottleneck” Layer) ซ่ึงถือวา่เป็นกุญแจสําคญัของการออกแบบในส่วน Inception Module 

ของ GoogleNet สาํหรับการช่วยลดมิติของขอ้มูล (Dimensional Reduction) ในแผนท่ีคุณลกัษณะท่ี

เป็นอินพุต และช่วยลดการคาํนวณลงได้มาก นั่นคือถา้ไม่มีการใช้ส่วนของการคอนโวลูชนัแบบ 

1×1 ดงักล่าว จะเป็นลกัษณะของ Naive Inception Module ท่ีแสดงในรูปท่ี 2-50 ท่ีจาํนวน 

Operation ทั้งหมดท่ีจะตอ้งคาํนวณจะสูงกวา่กนัมาก 

 

 
 

รูปท่ี 2-50 Naive Inception Module (Szegedy et al., 2014) 
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  นอกเหนือจากท่ีช่วยลดมิติของขอ้มูลแลว้ ประเด็นหลกัของการใชก้ารคอนโวลูชนั

แบบ 1×1 คือสามารถช่วยลดการคาํนวณลงไดม้าก ยกตวัอยา่งดงัรูปท่ี 2-51 ท่ีเป็นการยกตวัอยา่ง

ส่วนหน่ึงของการคอนโวลูชนัในชั้น 3(a) จากตารางท่ี 2-8 ของ GoogleNet (ชั้นท่ีมีกรอบส่ีเหล่ียม

กาํกบัไว)้ เม่ือทาํการคอนโวลูชนัแบบ 5×5 ในชั้นดงักล่าวในกรณีท่ีเป็นแบบ Naive Inception 

Module (แสดงดงัรูปท่ี 2-51(a)) และในกรณีท่ีเป็นแบบ Inception Module ท่ีใชใ้น GoogleNet ท่ีทาํ

การคอนโวลูชนัแบบ 1×1 ก่อนแลว้จึงตามดว้ยแบบ 5×5 (แสดงดงัรูปท่ี 2-51(b)) 

  จากการคอนโวลูชนัท่ีแสดงในรูปท่ี 2-51 ถา้คาํนวณออกมาเป็นจาํนวน Operation 

ทั้งหมดท่ีตอ้งใชข้องแต่ละแบบ จะพบวา่ 

– แบบ Naive Inception Module ท่ีแสดงในรูปท่ี 2-51(a)  

        จาํนวน Operations = 52*(28)2*(192)*(32) = 120,422,400 Operations 

– แบบ Inception Module ของ GoogleNet ท่ีแสดงในรูปท่ี 2-51(b)  

        จาํนวน Operations = [12*(28)2*(192)*(16)] + [52*(28)2*(16)*(32)]  

 = 2,408,448 + 10,035,200 

 = 12,443,648 Operations 

 

 
 

(a) (b) 

 

รูปท่ี 2-51 ส่วนหน่ึงของการคอนโวลูชนัในชั้น 3(a) ของ GoogleNet (Mulc, 2016)  

      (a) การคอนโวลูชนัแบบ 5×5 ใน Naive Inception Module  

      (b) การคอนโวลูชนัแบบ 1×1 ตามดว้ย 5×5 ใน Inception Module ของ  

            GoogleNet 
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  จะพบว่าจาํนวน Operation ท่ีใช้ใน Inception Module ของ GoogleNet นั้นนอ้ย

กวา่ท่ีใชใ้นแบบ Naive Inception Module ประมาณสิบเท่า อนัเป็นผลมาจากการใชก้ารคอนโวลูชนั

แบบ 1x1 มาช่วย นอกจากน้ีจากตารางท่ี 2-8 จะเห็นวา่ในโครงข่ายใชก้ารพูลล่ิงแบบเฉล่ียหลงัจาก 

Inception Module สุดทา้ยของโครงข่าย (หลงัจากชั้น Inception 5(b)) แทนท่ีจะเป็นชั้นแบบ FC ท่ี

ใช้โดยทัว่ไปนั้นก็สามารถลดจาํนวนพารามิเตอร์ลงไดอี้กมากเช่นกนั ซ่ึงหลงัจากท่ี GoogleNet 

นาํเสนอโมเดลแบบ 22 ชั้นน้ีในงาน ILSVRC 2014 แลว้ไดมี้การพฒันาต่ออีกหลาย Version ตามมา 

โดย Version ล่าสุดคือ Inception-v4 

2.5.6 สถาปัตยกรรมของ ResNet  

 เป็นสถาปัตยกรรมท่ีชนะการแข่งขนัใน ILSVRC 2015 ในช่ือ Residual Network 

(หรือ ResNet) (He et al., 2015) ท่ีพฒันาข้ึนโดย He และคณะ ท่ีสามารถทาํให้ Top-5 Error Rate 

ลดลงมาอยูท่ี่ 3.57% จากการใชโ้ครงข่ายท่ีมีความลึกมากถึง 152 ชั้น ซ่ึงจริง ๆ แลว้จากการทดลอง

โดย He และคณะพบวา่ ถา้จะสร้างโครงข่ายในลกัษณะเชิงลึกแบบ “Plain” จากการนาํชั้นต่าง ๆ มา

ซอ้นต่อกนัไปเร่ือย ๆ นั้น ณ ความลึกท่ี 56 ชั้นพบวา่ค่าความผิดพลาดท่ีเกิดข้ึนจะแยล่งทั้งผิดพลาด

จากการฝึกสอนและการทดสอบ ซ่ึงไม่ไดมี้สาเหตุมาจากการเกิด Overfitting แต่เป็นเพราะวา่จาก

ปัญหาการ Optimization เพราะถา้โครงข่ายยิ่งลึกจะยิ่งยากในการ Optimize จึงมีสมมุติฐานสําหรับ

ออกแบบโครงข่ายในลกัษณะท่ีวา่ โมเดลท่ีลึกกวา่นั้นอยา่งนอ้ยท่ีสุดแลว้ควรจะสามารถทาํงานไดดี้

พอ ๆ กบัโมเดลท่ีต้ืนกวา่ จึงเป็นท่ีมาของการสร้างโครงข่ายจากการทาํซํ้ า (Copying) ชั้นการเรียนรู้

จากโมเดลท่ีอยูต้ื่นกวา่และมีชั้นท่ีสร้างเพิ่มข้ึนมาใหม่กาํหนดให้เป็น Identity Mapping ซ่ึงแนวคิด

ดงักล่าวแสดงดงัรูปท่ี 2-52 ท่ีเป็นการนาํ Residual Block มาใชใ้นโครงข่ายแทนท่ีจะนาํแต่ละชั้นมา

ต่อ ๆ กนัในลกัษณะ Plain Layer 

 รูปท่ี 2-52 เป็นการอธิบายวา่ในการฝึกสอนโครงข่ายโดยทัว่ไปนั้นมีเป้าหมายคือ

ให้โครงข่ายโมเดล Target Function H(x) แต่ถา้เราบวกอินพุต x ให้กบัเอาตพ์ุตของโครงข่าย (นัน่

คือเป็นการเพิ่ม Skip Connection เขา้ไป) จะทาํให้โครงข่ายถูกบงัคบัให้โมเดล F(x) = H(x) – x 

แทนท่ีจะใหโ้มเดล H(x) โดยตรง ลกัษณะการโมเดลแบบน้ีเรียกกวา่ Residual Learning 

 จากลกัษณะการโมเดลของแนวคิด Residual Learning โดยการใช ้Residual Block 

ดงักล่าว สถาปัตยกรรมของ ResNet จึงนาํเสนอข้ึนมาจากการนาํหลาย ๆ Residual Blocks มาซ้อน

กนั ดงัรูปท่ี 2-53 ดา้นขวา ท่ีมีคุณลกัษณะหลกัคือ 
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รูปท่ี 2-52 แนวคิดของการใช ้Residual Block ใน ResNet (Li et al., 2017)  

 

– ทุก Residual Block มีชั้นการคอนโวลูชนัสองชั้นท่ีใชต้วักรองแบบ 3×3 ทั้ง

สองชั้น 

– มีการเพิ่มจาํนวนตวักรองเป็นสองเท่าและทาํการสุ่มตํ่าดว้ยขนาดการสไทรด ์

เท่ากบัสองเป็นช่วง ๆ 

– มีชั้นการคอนโวลูชนัหน่ึงชั้นตอนเร่ิมตน้ 

– ไม่มีการใชช้ั้น FC หลงัชั้นคอนโวลูชนัสุดทา้ย 

  ความลึกท่ีใชส้าํหรับการทดลองในชุดขอ้มูล ImageNet คือกาํหนดเป็น 18, 34, 50, 

101 และ 152 ชั้นดงัแสดงรายละเอียดในตารางท่ี 2-8 โดยท่ีความลึก 152 ชั้นคือโมเดลท่ีได ้ Top-5 

Error Rate เป็น 3.57% จากตารางท่ี 2-8 จะเห็นวา่โมเดลท่ีใชร้ะดบัความลึกเป็น 18 และ 34 นั้นใน

แต่ละResidual Block ประกอบดว้ย 2 ชั้นยอ่ยท่ีเป็นการคอนโวลูชนัแบบ 3×3 ทั้งหมด แต่สาํหรับ

โมเดลท่ีใชร้ะดบัความลึกเป็น 50, 101 และ 152 นั้น แต่ละResidual Block จะประกอบดว้ย 3 ชั้น

ยอ่ยท่ีเป็นการคอนโวลูชนัแบบ 1×1  แบบ 3×3  และแบบ 1×1  ตามลาํดบั จะเห็นไดว้า่เม่ือใชร้ะดบั

ความลึก 50 ชั้นข้ึนไป มีการนาํแนวคิดของ “Botteneck” Layer จากการนาํการคอนโวลูชนัแบบ 

1×1  มาใชใ้นส่วนของ Residual Blocks เพื่อเพิ่มประสิทธิภาพใหก้บัโครงข่ายเช่นเดียวกนักบัใน 

GoogleNet 

 

 

 
 

 



 73 

 

 
 

รูปท่ี 2-53 สถาปัตยกรรมของ ResNet (Li et al., 2017) 

 

ตารางท่ี 2-8 รายละเอียดของโครงข่ายท่ีใชค้วามลึกท่ีแตกต่างกนัสาํหรับทดลองกบัชุดขอ้มูล  

       ImageNet (He et al., 2015) 

 



 74 

 ท่ีกล่าวมาทั้งหมดในหัวขอ้น้ีเป็นรายละเอียดของแต่ละโครงข่ายประสาทแบบ

คอนโวลูชันท่ีเด่น ๆ และประสบความสําเร็จจากการนาํไปใช้งาน ILSVRC ซ่ึงเม่ือไม่นานมาน้ี 

Canziani  และคณะ (2017) ไดท้าํการศึกษาเปรียบเทียบและวิเคราะห์โมเดลต่าง ๆ ของโครงข่าย

ประสาทเชิงลึกสําหรับการประยุกต์ใช้ในทางปฎิบติัท่ีมีโครงข่ายดงัท่ีไดก้ล่าวมาแลว้รวมอยู่ดว้ย 

รวมถึงบางโครงข่ายท่ีมีการพฒันาต่อยอดเพิ่มข้ึนมา ผลการวิเคราะห์ดังกล่าวแสดงด้วยกราฟ

เปรียบเทียบกนัดงัรูปท่ี 2-54 ซ่ึงพบวา่  โมเดล Inception-v4 ท่ีพฒันาต่อยอดมาจาก GoogleNet และ 

ResNet มีประสิทธิภาพดีท่ีสุด จากการวดัค่าแบบ Top-1 Accuracy (จากท่ีแสดงดว้ยกราฟแท่ง

ทางซ้าย) โดย Inception-v4 นั้นเป็นการผสมผสานระหวา่งแนวคิด Residual Learning จาก ResNet 

ร่วมกบัแนวคิด Inception Module ของ GoogleNet ส่วนทางดา้นขวาเป็นการแสดงแผนภาพวงกลม

ท่ีบอกถึงขนาดของจาํนวน Operation ท่ีตอ้งใช้ในการคาํนวณสําหรับการทาํงานหน่ึงรอบของ

ขั้นตอนส่งผ่านค่าไปข้างหน้าของแต่ละโมเดล เช่นเป็นการบอกว่า VGG Net นั้ นต้องใช้

หน่วยความจาํมากท่ีสุดจากการท่ีต้องมีจาํนวน Operation มากท่ีสุด GoogleNet จัดว่ามี

ประสิทธิภาพมากท่ีสุดจากการไดค้่าความถูกตอ้งท่ีสูงท่ีสุด ในส่วนของ AlexNet นั้นถึงจะมีการ

คาํนวณน้อยกว่า VGG Net แต่ก็ยงัตอ้งใชห้น่วยความจาํสูงและมีความถูกตอ้งน้อย ส่วน ResNet 

นั้นมีประสิทธิภาพในระดับกลาง ๆ ข้ึนอยู่กับแต่ละระดบัความลึกของโมเดล แต่จดัว่ามีความ

ถูกตอ้งสูง เป็นตน้ 

 

 
 

รูปท่ี 2-54 ผลการวเิคราะห์โมเดลต่าง ๆ ของโครงข่ายประสาทเชิงลึกสาํหรับการประยกุตใ์ช ้

                    ในทางปฏิบติั (Canziani et al., 2017) 
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2.6  การประยุกต์ใช้โครงข่ายประสาทแบบคอนโวลูชันในทางปฏบัิต ิ

ในการนาํโครงข่ายประสาทแบบคอนโวลูชนัไปประยุกตใ์ช้สําหรับงานใด ๆ นั้นสามารถ

ประยุกต์ใช้ได้ใน 2 รูปแบบหลกัคือ รูปแบบของการนาํสถาปัตยกรรมของโครงข่ายท่ีผ่านการ

ฝึกสอนมาก่อน (Pre-Trained Architecture) จากชุดขอ้มูลอ่ืนมาใช้ในแนวคิดการเรียนรู้แบบถ่าย

โอน (Transfer Learning) และในรูปแบบท่ีเป็นการสร้างสถาปัตยกรรมข้ึนมาใหม่ (New 

Architecture Generating) จากการสร้างสถาปัตยกรรมท่ีเหมาะสมของโครงข่ายข้ึนมาเองเพื่อการ

ฝึกสอนโครงข่ายดว้ยชุดขอ้มูลท่ีตอ้งการศึกษา (Training from Scratch) โดยตรง ในท่ีน้ีจึงเป็นการ

นาํเสนอแนวคิดสําหรับการประยุกต์ใช้งานโครงข่ายประสาทแบบคอนโวลูชนัใน 2 รูปแบบ

ดงักล่าว 

(1) การนําสถาปัตยกรรมของโครงข่ายทีผ่่านการฝึกสอนมาก่อนมาประยุกต์ใช้ 

 เป็นการนาํสถาปัตยกรรมของโครงข่ายท่ีผ่านการฝึกสอนมาก่อนจากชุดขอ้มูลอ่ืนท่ีมีการ

เผยแพร่มาประยกุตใ์ชใ้นลกัษณะของแนวคิดการเรียนรู้แบบถ่ายโอน โดยโมเดลท่ีผา่นการฝึกสอน

มาก่อนท่ีมีการเผยแพร่ส่วนใหญ่จะผ่านการฝึกสอนมาจากชุดขอ้มูลภาพของ ImageNet ท่ีมาจาก

การแข่งขนัในงาน ILSVRC ดงัท่ีได้กล่าวถึงไปในหัวขอ้ท่ี 2.5 เช่นสถาปัตยกรรมของ AlexNet 

หรือ สถาปัตยกรรมของ GoogleNet ในการนาํสถาปัตยกรรมดงักล่าวมาใช ้สามารถประยุกตใ์ชใ้น

อีก 2 รูปแบบ คือในรูปแบบของการยึดคุณลกัษณะจากตวัสกดั (Fixed Feature Extractor) และใน

รูปแบบของการปรับแต่งการเรียนรู้ (Fine-Tune Learning) (Karpathy, 2018) 

 การประยกุตใ์ชง้านแบบยดึคุณลกัษณะจากตวัสกดั เป็นรูปแบบของการถ่ายโอนการเรียนรู้

ท่ีไม่ตอ้งมีการฝึกสอนใหม่ดว้ยชุดขอ้มูลท่ีตอ้งการศึกษาให้กบัโมเดลท่ีเคยผา่นการฝึกสอนมาก่อน

แลว้นั้น นัน่คือเราสามารถนาํขอ้มูล เป็นการนาํค่าของ Feature Maps ท่ีไดจ้ากชั้นสุดทา้ยก่อนชั้น

เอาตพ์ุตของโครงข่ายแบบท่ีผา่นการฝึกสอนมาก่อนมาใชใ้นขั้นตอนการจาํแนกกบัขอ้มูลท่ีตอ้งการ

ศึกษาไดเ้ลยโดยท่ีไม่ตอ้งผา่นการฝึกสอนใด ๆ นัน่คือเป็นการนาํขอ้มูลท่ีตอ้งการศึกษาไปแปลงให้

อยูใ่นรูปแบบของ Feature Maps จากชั้นสุดทา้ยก่อนชั้นเอาตพ์ุตของโครงข่ายแลว้นาํค่าเหล่านั้น

จาํแนกดว้ยตวัจาํแนก (Classifier) ใดก็ไดท่ี้ตอ้งการใช ้

 อีกรูปแบบหน่ึงของการนําสถาปัตยกรรมท่ีผ่านการฝึกสอนมาก่อนมาใช้มาใช้ในทาง

ปฏิบติัคือการประยกุตใ์ชแ้บบการปรับแต่งการเรียนรู้ ท่ีเป็นการนาํสถาปัตยกรรมของโครงข่ายแบบ 

ท่ีผา่นการฝึกสอนมาก่อนมาปรับแต่งเพิ่มเติมดว้ยการฝึกสอนใหม่กบัชุดขอ้มูลท่ีตอ้งการศึกษา นัน่

คือเป็นการปรับแต่งโครงข่ายท่ีนาํมาใชใ้ห้เขา้กบัชุดขอ้มูลท่ีศึกษาดว้ยการฝึกสอนใหม่ แต่เป็นการ

ฝึกสอนท่ียึดตามโครงสร้างของสถาปัตยกรรมนั้น และใช้ค่าพารามิเตอร์ต่าง ๆ ในตอนเร่ิมต้น

ฝึกสอนจากโมเดลท่ีเคยผ่านการฝึกสอนมาก่อนแลว้นั้น ซ่ึงในขั้นตอนการปรับแต่งนั้นสามารถ
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เลือกกาํหนดไดว้า่ จะปรับแต่งกบัเฉพาะบางช่วงชั้นของโครงข่าย เช่น 10 ชั้นสุดทา้ย หรือ 3 ชั้น

สุดทา้ยเป็นตน้ หลงัจากผา่นขั้นตอนการเรียนรู้การ Fine Tune ก็จะไดคุ้ณลกัษณะจากการปรับแต่ง 

(Fine Tune Feature) สาํหรับการนาํไปใชใ้นขั้นตอนของการจาํแนกต่อไป 

(2) การสร้างสถาปัตยกรรมขึน้มาใหม่ 

ในทางปฏิบติัแลว้ เราสามารถสร้างสถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชนั

สําหรับใช้ในการฝึกสอนชุดข้อมูล ท่ี เราต้องการศึกษาข้ึนมาได้เอง โดยต้องมีการสร้าง

สถาปัตยกรรมท่ีเหมาะสมของโครงข่ายข้ึนมาก่อน แลว้นาํสถาปัตยกรรมท่ีสร้างข้ึนมาไปฝึกสอน

ดว้ยขอ้มูลชุดฝึกสอนท่ีศึกษา เพราะรูปแบบของสถาปัตยกรรมมีผลโดยตรงกบัคุณลกัษณะท่ีไดจ้าก

ขั้นตอนการเรียนรู้เพื่อหาคุณลักษณะของโครงข่าย  ตัวอย่างของการพิจารณารูปแบบของ

สถาปัตยกรรมท่ีเหมาะสม เช่น การท่ีจะพิจารณาวา่จะมีจาํนวนชั้นการคอนโวลูชนัก่ีชั้นในโครงข่าย 

ขนาดของตวักรองและจาํนวนตวักรองท่ีใชใ้นแต่ละชั้นเป็นเท่าไร ใชว้ิธีการทาํพูลล่ิงแบบใด ลาํดบั

การเรียงของชั้นต่าง ๆ เป็นอยา่งไร เป็นตน้ ซ่ึงในสถาปัตยกรรมแบบท่ีสร้างข้ึนมาเองนั้นจาํเป็นตอ้ง

มีการพิจารณาเพื่อหาสถาปัตยกรรมท่ีเหมาะสมดงักล่าว การใช้สถาปัตยกรรมท่ีสร้างข้ึนมาอย่าง

เหมาะสมกบัรูปแบบของขอ้มูลจะช่วยให้โครงข่ายสามารถเรียนรู้เพื่อสร้างคุณลกัษณะได้อย่าง

เหมาะสมดว้ย ส่งผลใหโ้ครงข่ายสามารถจาํแนกขอ้มูลท่ีตอ้งการศึกษาไดอ้ยา่งมีประสิทธิภาพ 

 

2.7 งานประยุกต์ทีใ่ช้โครงข่ายประสาทแบบคอนโวลูชัน 

โครงข่ายประสาทแบบคอนโวลูชันนั้นเป็นการเรียนรู้เพื่อสร้างตัวแทนข้อมูล ดังนั้ น

ตวัแทนขอ้มูลท่ีอยูใ่นรูปของแผนท่ีคุณลกัษณะท่ีไดจ้ากเรียนรู้ของโครงข่ายจึงสามารถนาํไปใชง้าน

ต่อไดใ้นหลากหลายรูปแบบ ข้ึนอยูก่บัความตอ้งการในแต่ละงานประยุกต ์แผนภาพในรูปท่ี 2-55 

แสดงถึงรูปแบบของงานประยุกต์ท่ีใช้โครงข่ายประสาทแบบคอนโวลูชนั เม่ือส่วนด้านขวาของ

แผนภาพสามารถปรับเปล่ียนไดต้ามแต่ละงานประยกุตท่ี์ตอ้งการ 

 

 
 

รูปท่ี 2-55 รูปแบบของงานประยกุตท่ี์ใชโ้ครงข่ายประสาทแบบคอนโวลูชนั (Karpathy, 2016) 
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ตวัอยา่งท่ีเห็นไดช้ดัเจนคือการนาํไปใชใ้นงานประยุกตท์างดา้นการจาํแนกขอ้มูล ดงัแสดง

ในรูปท่ี 2-56 เช่นในงานสําหรับการจาํแนกภาพในชุดขอ้มูล ImageNet ท่ีให้เอาตพ์ุตจากโครงข่าย

สามารถบอกไดว้า่ภาพนั้นอยูใ่น Class ใด จากทั้งหมด 1,000 Classes 

 

 
 

รูปท่ี 2-56 งานประยกุตท์างดา้นการจาํแนกขอ้มูล (Karpathy, 2016) 

 

รูปท่ี 2-57(a) เป็นตัวอย่างการใช้ในงานการระบุตาํแหน่งของวตัถุในภาพ ท่ีนอกจาก

เอาตพ์ุตจากโครงข่ายจะตอ้งสามารถบอกไดว้า่ภาพนั้นอยูใ่น Class ใดแลว้ยงัตอ้งบอกออกมาเป็น

ค่าตวัเลขอีกส่ีค่าท่ีให้สามารถระบุตาํแหน่งของวตัถุนั้นได้ด้วย ส่วนรูปท่ี 2-57(b) เป็นตวัอย่าง

ผลลพัธ์จากการระบุตาํแหน่งของวตัถุท่ีไดจ้ากการใชโ้ครงข่ายในรูปท่ี 2-57(a) 

 

 

 

(a)                    (b) 

 

รูปท่ี 2-57 การนาํไปใชใ้นงานประยกุตเ์ก่ียวกบัการระบุตาํแหน่งของวตัถุ (Object Localization) 

                  (Karpathy, 2016) 
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รูปท่ี 2-58 แสดงแผนภาพการนําใช้ในงานประยุกต์เก่ียวกับการเข้ารหัสข้อมูลแบบ

อัตโนมัติ โดยการนําแผนท่ีคุณลักษณะท่ีได้จากการเรียนรู้ในโครงข่ายไปผ่านขั้นตอนการ 

Deconvolution เพื่อให้ไดเ้อาตพ์ุตเป็นภาพตน้ฉบบั นัน่คือแผนท่ีคุณลกัษณะท่ีไดจ้ากการเรียนรู้ใน

โครงข่ายเป็นขั้นตอนการเขา้รหสั ส่วนขั้นตอนการ Deconvolution นั้นเป็นการถอดรหสัออกมา 

 

 
 

รูปท่ี 2-58 การนาํใชใ้นงานประยกุตก์ารเขา้รหสัขอ้มูลแบบอตัโนมติั (Autoencoder) 

                             (Karpathy, 2016) 

 

สําหรับงานการแยกส่วนภาพ (Image Segmentation) นั้นสามารถนาํไปใชไ้ดใ้นลกัษณะ

คลา้ยกนักบังานการเขา้รหสัขอ้มูลแบบอตัโนมติั แต่ภาพเอาตพ์ุตของงานการแยกส่วนภาพเป็นการ

ระบุว่าแต่ละจุดภาพเป็นของวตัถุใด จากการท่ีกาํหนดค่าในแนวลึกของเทนเซอร์เอาต์พุตให้เป็น

จาํนวนวตัถุทั้งหมดท่ีมีในภาพเพื่อตอ้งการใหแ้ยกส่วนวตัถุเหล่านั้นออกจากกนั ดงัแสดงตวัอยา่งใน

รูปท่ี 2-59 ท่ีค่าในแนวลึกของเทนเซอร์เอาตพ์ุตเป็น 20 หมายความวา่ให้โครงข่ายแยกส่วนของวตัถุ 

20 ชนิดออกจากกนั 

 

 
 

รูปท่ี 2-59 การนาํใชใ้นงานประยกุตก์ารแยกส่วนภาพ (Karpathy, 2016) 

 

รูปท่ี 2-60 แสดงแผนภาพการนาํไปใช้ในงานประยุกต์การตรวจจบักลุ่มของวตัถุในภาพ 

(Image Class Detection) จากภาพอินพุตท่ีมีวตัถุหลายชนิด แลว้ให้โครงข่ายสามารถระบุไดว้า่ใน

ภาพมีวตัถุอะไรบา้งพร้อมทั้งสามารถระบุตาํแหน่งของแต่ละวตัถุเหล่านั้นได ้
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การใชใ้นงานประยุกตก์ารบรรยายภาพแบบหนาแน่น (Dense Image Captioning) แสดงดงั

ภาพท่ี 2-61 ท่ีนอกจากโครงข่ายจะตอ้งสามารถระบุไดว้า่แต่ละวตัถุในภาพอยูใ่นบริเวณใดแลว้ ยงั

ตอ้งบรรยายแต่ละส่วนของวตัถุเหล่านั้นออกมาเป็นภาษาธรรมชาติ (Natural Language) ไดด้ว้ย 

 

  

(a) (b) 

 

รูปท่ี 2-60 การนาํไปใชใ้นงานประยกุตก์ารตรวจจบักลุ่มของวตัถุในภาพ (Karpathy, 2016) 

 

  
(a) (b) 

 

รูปท่ี 2-61 การนาํไปใชใ้นงานประยกุตก์ารบรรยายภาพแบบหนาแน่น (Karpathy, 2016) 

 

นอกจากการนาํไปใชใ้นงานการบรรยายภาพแบบหนาแน่นแลว้ โครงข่ายแบบคอนโวลูชนั 

สามารถนาํไปใชร่้วมกบัโครงข่ายการเรียนรู้เชิงลึกแบบอ่ืน เช่น นาํไปใชร่้วมกบัโครงข่าย RNN ท่ี

แสดงดงัรูปท่ี 2-62(a) สาํหรับงานการบรรยายภาพ (Image Captioning) โดยเอาตพ์ุตท่ีตอ้งการของ

งานประยกุตน้ี์แสดงดงัรูปท่ี 2-62(b) ในการสร้างคาํบรรยายใหก้บัภาพหน่ึงภาพ ซ่ึงงานการบรรยาย

ภาพน้ีเป็นการนาํโมเดลการเรียนรู้เชิงลึกไปใชร่้วมกนักบัการประมวลผลภาษาธรรมชาติ 
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(a) (b) 

 

รูปท่ี 2-62 การนาํไปประยกุตใ์ชใ้นงานการบรรยายภาพ (Karpathy, 2016) 

 

2.8  Frameworks ของโครงข่ายประสาทแบบคอนโวลูชัน 

 หลงัจากท่ีแนวคิดเก่ียวกบัการเรียนรู้เชิงลึกนาํเสนอข้ึนมาแลว้พบวา่มีประสิทธิภาพในการ

นาํไปใชง้าน โมเดลต่าง ๆ เก่ียวกบัการเรียนรู้เชิงลึกจึงมีการพฒันาและมีการนาํไปประยุกต์ใช้ใน

งานต่าง ๆ อย่างรวดเร็วและกวา้งขวาง ส่วนหน่ึงของการพฒันาดงักล่าวเกิดจากการมีซอฟต์แวร์

หรือ Frameworks ท่ีมีผูพ้ฒันาข้ึนมารองรับสําหรับการนําไปประยุกต์ใช้ ในส่วนน้ีจึงเป็นการ

นาํเสนอ Frameworks ท่ีเด่น ๆ ของการเรียนรู้เชิงลึก ซ่ึง Frameworks นั้นมีส่วนของโมเดลโครงข่าย

ประสาทแบบคอนโวลูชนัรวมอยูด่ว้ย 

 สําหรับ Frameworks ท่ีต้องการนําเสนอเป็นหลักในส่วนของรายละเอียดในส่วนน้ีคือ 

Theano, Tensorflow, Torch, Caffe และ Keras  

– Theano: เป็น Open Source ท่ีพฒันาโดย Machine Learning Group ของ 

Université de Montréal เม่ือปี 2009 

– Tensorflow: เป็น Library ท่ีพฒันาโดย Google Brain Team แบบ Open 

Source เม่ือปี 2015 

– Torch: พฒันาข้ึนจาก Facebook AI Research, Twitter, Google DeepMind 

– Caffe: พฒันาโดย Berkeley Vision and Learning Center (BVLC) แห่ง

มหาวทิยาลยั University of California เม่ือปี 2013 

– Keras: เป็น Python API ท่ีพฒันาโดยข้ึน François Chollet เม่ือปี 2015 

(ปัจจุบนัเป็น software engineer ของ Google) ซ่ึงมีแรงจูงใจในการพฒันามา

จาก Torch โดยสามารถใชส่้วนของ backends เป็น Theano, TensorFlow and 

Deeplearning4j Keras เป็น library ท่ีพฒันาข้ึนในรูปแบบ API จึงจดัวา่เป็น 

library ท่ีใชง้านง่าย 
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 รูปท่ี 2-63 เป็นแผนภาพแสดงการเปรียบเทียบคุณลกัษณะของ frameworks ต่าง ๆ ของการ

เรียนรู้เชิงลึกท่ีมี Theano, Tensorflow, Torch, Caffe และ Keras รวมอยูใ่นแผนภาพน้ีดว้ย แผนภาพ

ใชจ้าํนวนของเคร่ืองหมายบวกสําหรับบอกถึงระดบัของคุณลกัษณะต่าง ๆ นัน่คือคุณลกัษณะใดมี

จาํนวนเคร่ืองหมายบวกมาก หมายความวา่ Framework นั้นเด่นในคุณลกัษณะดา้นนั้น จากแผนภาพ

เม่ือพิจารณาคุณลกัษณะต่าง ๆ พบวา่ 

– Frameworks ส่วนใหญ่พฒันาดว้ยภาษา Python และ C++ 

– ในแง่ของ Material สําหรับการฝึกสอนและคาํแนะนาํเก่ียวกบัวิธีการใช้งาน

นั้น Tensorflow จะสามารถหาขอ้มูลไดง่้ายท่ีสุด รองลงมาคือ Theano 

– เก่ียวกบัความสามารถของโมเดลโครงข่ายประสาทแบบคอนโวลูชนั (CNN 

Modeling Capability) พบว่า Theano และ Tensorflow มีความสามารถ

ใกลเ้คียงกนั 

– เก่ียวกบัความสามารถของโมเดลแบบ RNN (RNN Modeling Capability) 

พบวา่ Theano Tensorflow และ Torch มีความสามารถในระดบัเดียวกนั 

– ในประเด็นทางดา้นความง่ายในการใช้งานพบว่า Tensorflow ใช้งานไดง่้าย

ท่ีสุด 

– ในแง่ของความเร็ว Torch เร็วท่ีสุด 

– ความสามารถในการรองรับการทาํงานแบบ multiple GPU พบวา่ Tensorflow 

และ Torch มีความสามารถไล่เล่ียกนั 

– เน่ืองจาก Keras เป็น API ท่ีพฒันาโดยสามารถใชส่้วนของ backends เป็น 

Theano และTensorFlow ดังนั้ น Keras จึงรองรับกับการใช้งานในสอง 

Frameworks ดงักล่าว 

 นอกเหนือจาก 5 Frameworks ท่ีนาํเสนอน้ีแลว้ ยงัมี Frameworks อ่ืน ๆ เช่น MXNet, 

Neon, CNTK ท่ีมีคุณลกัษณะต่าง ๆ แสดงในรูปท่ี 2-63 ดว้ยเช่นกนั รวมทั้ง Framework อ่ืนท่ีไม่ได้

มีแสดงในท่ีน้ีเช่น Deeplearning4j, Lasagne, BigDL, MatConvNet, Blocks, Apache Singa และ  

อ่ืน ๆ อีกมากมายซ่ึงสามารถอา้งอิงไดจ้าก http://deeplearning.net/software_links/ 
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รูปท่ี 2-63 แผนภาพเปรียบเทียบคุณลกัษณะของ Frameworks ต่าง ๆ ของการเรียนรู้เชิงลึก 

            (Rubashkin, 2017) 

 

2.9  โครงข่ายเคร่ืองเข้ารหัสอตัโนมตัิ (Autoencoder Network) 

เคร่ืองเขา้รหัสอตัโนมติั (Autoencoder) เป็นโครงข่ายของนิวรอนท่ีทาํการฝึกสอนพื่อให้

เอาตพ์ุตของโครงข่ายคือการพยายามทาํสําเนาของอินพุต  (Goodfellow et al., 2016) นัน่คือเป็นการ

กาํหนดใหเ้อา๊พุตเป้าหมาย (Target Output) ท่ีป้อนให้กบัโครงข่ายมีค่าเหมือนกบัอินพุต โครงสร้าง

ภายในของโครงข่ายนั้นจะมีชั้นซ่อนเร้น (Hidden Layer; ℎ) จาํนวนหน่ึงชั้นสําหรับใช้แทน 

(Represent) ลกัษณะของรหสั (Code) ท่ีจะถูกใชแ้ทนอินพุต สามารถมองภาพลกัษณะของโครงข่าย

ไดว้า่ประกอบดว้ยสองส่วนคือ ส่วนของฟังก์ชนัการเขา้รหัส (Encoder Function) ℎ = 𝑓(𝑥) และ

ส่วนของการถอดรหสั (Decoder) ท่ีทาํการกูคื้น (Reconstruction) ค่าจากการเขา้รหสั 𝑟 = 𝑔(ℎ) นัน่

คือสถาปัตยกรรมของเคร่ืองเขา้รหสัอตัโนมติัสามารถแสดงไดด้งัรูปท่ี 2.64 

จากลกัษณะสถาปัตยกรรมของโครงข่ายในรูปท่ี 2. 64 นั้นถา้เป็นการให้เคร่ืองเขา้รหัส

อตัโนมติัทาํการเรียนรู้เพื่อให้ได้เอาต์พุตคือ 𝑔(ℎ) = 𝑔(𝑓(𝑥)) = 𝑥 อย่างสมบูรณ์จะถือว่าไม่ได้

ประโยชน์ใด ๆ จากการเรียนรู้ของโครงข่าย เพราะเป็นการเรียนรู้เพื่อให้ได้ฟังก์ชันเอกลักษณ์ 

(Identity Function) ดงันั้นเคร่ืองเขา้รหัสโดยอตัโนมติัจึงถูกออกแบบให้ไม่สามารถเรียนรู้ให้ทาํ

สําเนาได้อย่างสมบูรณ์ โดยทั่วไปจะเป็นการไปจํากัดการเรียนรู้เพื่อให้เป็นการทําสําเนา

โดยประมาณและทาํสําเนาเฉพาะส่วนท่ีคล้ายคลึงกบัขอ้มูลท่ีฝึกสอน การท่ีโครงข่ายถูกกาํหนด
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เง่ือนไขบงัคบัไวก่้อน (Prior Constraint) วา่รูปลกัษณ์ (Aspects) แบบใดของขอ้มูลถึงควรจะถูกทาํ

สําเนา จะเป็นการทาํให้เคร่ืองเขา้รหัสโดยอตัโนมติัสามารถเรียนรู้คุณสมบติัต่าง ๆ ท่ีมีประโยชน์

จากขอ้มูลได ้ 

 

 
 

รูปท่ี 2.64 สถาปัตยกรรมของโครงข่ายเขา้รหสัอตัโนมติั (Goodfellow et al., 2016) 

 

ถึงแมเ้คร่ืองเขา้รหสัอตัโนมติันั้นมีโครงสร้างเช่นเดียวกนักบัโครงข่ายนิวรอนโดยทัว่ไปท่ี

มีชั้นซ่อนเร้นหน่ึงชั้น แต่ส่ิงท่ีสนใจจากการฝึกสอนเคร่ืองเข้ารหัสอตัโนมติันั้นไม่ได้เป็นส่วน

เอาต์พุตจากโครงสร้างของโครงข่ายเหมือนโครงข่ายนิวรอนโดยทั่วไป แต่เป็นส่วนของการ

เขา้รหัสท่ีได้จากการเรียนรู้ในชั้นซ่อนเร้น (นั่นคือส่วนของ ℎ ในรูปท่ี 2. 64) โดยการเขา้รหัส

ดงักล่าวเก็บไวใ้นส่วนเมทริกซ์ของค่านํ้ าหนัก (Weight Matrix) ท่ีเช่ือมอยู่กับชั้นซ่อนเร้นนั้น 

ลักษณะการเรียนรู้ของเคร่ืองเข้ารหัสอัตโนมัติจึงจัดว่าเป็นการเรียนรู้แบบไม่มีผู ้ฝึกสอน 

(Usupervised Learning) ท่ีเป็นการนาํการเรียนรู้แบบแพร่กลบั (Backpropagation Learning) มา

ประยุกต์ใช้ โดยกาํหนดให้ค่าเอาตพ์ุตเป้าหมายเหมือนกนักบัค่าของอินพุต และจดัวา่เป็นลกัษณะ

ของการเรียนรู้เพื่อสร้างตวัแทน (Representative Learning) ใหก้บัขอ้มูลท่ีสนใจอีกรูปแบบหน่ึงดว้ย

เช่นกนั 

รูปท่ี 2. 65 แสดงตวัอยา่งจากการเรียนรู้ของเคร่ืองเขา้รหัสอตัโนมติัสําหรับการเขา้รหัส

ขอ้มูลเลขฐานสอง (Binary Number) โดยใชโ้ครงข่ายแบบ 8 นิวรอนในชั้นอินพุต 3 นิวรอนในชั้น

ซ่อนเร้นและ 8 นิวรอนในชั้นเอาต์พุต ลกัษณะโครงสร้างของโครงข่ายแสดงในรูปท่ี 2.65(a) จะ

เห็นไดว้า่ในการฝึกสอนนั้นกาํหนดใหเ้อาตพ์ุตเป้าหมายท่ีป้อนใหก้บัโครงข่ายมีค่าเหมือนกบัอินพุต 

ดงัแสดงในรูปท่ี 2.65(b) หลงัจากผา่นขั้นตอนการฝึกสอนให้กบัโครงข่าย ค่าของแต่ละนิวรอนใน

ชั้นซ่อนเร้นเม่ือนาํอินพุตท่ีใช้ฝึกสอนแต่ตะตวัส่งผ่านเขา้ไปในโครงข่าย (นัน่คือการนาํอินพุตมา

แปลงเป็นคุณลกัษณะดว้ยค่า weights และ biases ท่ีไดม้าจากการฝึกสอน) จะไดผ้ลลพัธ์ในส่วนของ

นิวรอนชั้นซ่อนเร้น (ส่วนของ Hidden Values) ดงัแสดงในรูปท่ี 1.65(b) สังเกตไดว้า่จากค่าท่ีแสดง
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ดงักล่าว ถา้ทาํการปัดค่า (Round) ไปเป็นค่า 0 หรือ 1 (เช่น .89 .04 .08 ปัดค่าเป็น 100) ผลลพัธ์ท่ีได้

จะเหมือนกนักบัการใช้หลกัการเขา้รหสัสําหรับเลข 8 บิตแบบวิธีมาตรฐาน (Mitchell, 1997) จาก

ตวัอยา่งน้ีเป็นการแสดงใหเ้ห็นถึงส่ิงท่ีไดจ้ากการเรียนรู้ของเคร่ืองเขา้รหสัโดยอตัโนมติัวา่ผลลพัธ์ท่ี

สนใจจากการเรียนรู้คือค่าต่าง ๆ ท่ีเกิดข้ึนในชั้นซ่อนเร้น นั่นคือเป็นลกัษณะการเรียนรู้เพื่อสร้าง

ตวัแทน (Representative Learning) ใหก้บัขอ้มูลท่ีสนใจ และจดัวา่เป็นการเรียนรู้แบบไม่มีผูฝึ้กสอน 

(Unsupervised Learning) เพราะไม่ไดมี้การนาํเอาตพ์ุตเป้าหมายจริง ๆ มาใชใ้นขั้นตอนการฝึกสอน 

สามารถแบ่งชนิดของเคร่ืองเขา้รหสัอตัโนมติัไดต้ามลกัษณะของเง่ือนไข (Constraints) ท่ี

นํามาบังคับให้โครงข่ายเรียนรู้ ซ่ึงแบ่งออกเป็นเคร่ืองเข้ารหัสอัตโนมัติแบบตํ่ากว่าสมบูรณ์ 

(Undercomplete Autoencoder) ท่ีจดัว่าเป็นเคร่ืองเขา้รหัสอตัโนมติัแบบแบบดั้ งเดิม (Traditional 

Autoencoder) นัน่คือแบบท่ีไดก้ล่าวไปก่อนหน้าน้ี และเคร่ืองเขา้รหัสอตัโนมติัแบบ Regularized 

(Regularized Autoencoder) โดยเคร่ืองเขา้รหัสอตัโนมติัแบบ Regularized สามารถแบ่งออกเป็น 

เคร่ืองเขา้รหัสอตัโนมติัแบบลดสัญญาณรบกวน (Denoise Autoencoder) เคร่ืองเขา้รหสัอตัโนมติั

แบบเบาบาง (Sparse Autoencoder) เคร่ืองเขา้รหสัอตัโนมติัแบบหดตวั (Contractive Autoencoder) 

และเคร่ืองเขา้รหสัอตัโนมติัแบบแปรผนั (Variational Autoencoder) 

 

 
                     (a)                      (b) 

 

รูปท่ี 2.65 ตวัอยางการเรียนรู้ท่ีไดจ้ากชั้นซ่อนเร้น (ค่าของ Hidden Values) ของเคร่ืองเขา้รหสั      

                    อตัโนมติัเพื่อเขา้รหสัขอ้มูลจาก 8 บิตเป็น 3 บิต (Mitchell, 1997) 

 

2.9.1 เคร่ืองเข้ารหัสอตัโนมัติแบบตํ่ากว่าสมบูรณ์ (Undercomplete Autoencoders) 

  ในการฝึกสอนเคร่ืองเขา้รหสัอตัโนมติัเพื่อให้สามารถทาํสําเนาของอินพุตไดน้ั้น 

จะทาํให้ผลลพัธ์ท่ีไดจ้ากเรียนรู้ในชั้นซ่อนเร้น ℎ มีคุณสมบติัท่ีมีประโยชน์สําหรับการนาํไปใช ้

วิธีการหน่ึงสําหรับการไดม้าซ่ึงคุณลกัษณะท่ีมีประโยชน์ (Useful Features) จาก ℎ คือการจาํกดัให้
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ชั้นซ่อนเร้น ℎ มีมิติ (Dimension) ท่ีน้อยกว่าจาํนวนมิติของอินพุต จึงเป็นท่ีมาของช่ือ ตํ่ากว่า

สมบูรณ์ (Undercomplete) ดังกล่าว จากรูป 2.65 ท่ีกล่าวไปก่อนหน้าน้ีซ่ึงเป็นเคร่ืองเข้ารหัส

อตัโนมติัแบบดั้งเดิมก็เป็นการใชห้ลกัการแบบตํ่ากวา่สมบูรณ์เช่นเดียวกนั นัน่คือมิติของ ℎ น้อย

กว่ามิติของอินพุต จากการท่ีกาํหนดให้จาํนวนนิวรอนในชั้นซ่อนเร้นเป็นสามในขณะท่ีจาํนวน

นิวรอนในชั้นอินพุตเเป็นแปด (นั่นคือมิติของ ℎ เป็นสามในขณะท่ีมิติของขอ้มูลเขา้เป็นแปด ซ่ึง 

สาม < แปด) 

 การเรียนรู้เพื่อให้ได้รูปแบบการแทนข้อมูลแบบท่ีตํ่ากว่าสมบูรณ์ (Undercomplete 

Representation) นั้นเป็นการบงัคบัให้เคร่ืองเข้ารหัสอตัโนมติัสามารถตรวจจบัคุณลักษณะเด่น 

(Salient Features) หรือโครงสร้างท่ีน่าสนใจ (Interesting Structures) จากขอ้มูลท่ีใช้ฝึกสอนได ้

กระบวนการเรียนรู้เกิดจากการพยายามหาค่านอ้ยท่ีสุดของฟังก์ชนัการสูญเสีย (Minimizing a Loss 

Function) ซ่ึงคือ  

𝐿(𝑥,𝑔(𝑓(𝑥))) 

เม่ือ 𝐿 เป็นฟังก์ชนัการสูญเสียท่ีเกิดจากการทาํโทษ (Penalizing) ให้ 𝑔(𝑓(𝑥)) มีความแตกต่างไป

จาก 𝑥 เช่นการใช ้𝐿 ดว้ยค่าความผดิพลาดเฉล่ียยกกาํลงัสอง (Mean Square Error) เป็นตน้ 

 เม่ือใชฟั้งกช์นัการเขา้รหสั 𝑓 และฟังก์ชนัการถอดรหสั 𝑔 เป็นแบบเชิงเส้น (นั้นคือเม่ือ 

Activation Function เป็นเชิงเส้น) และใช ้𝐿 เป็นค่าความผิดพลาดเฉล่ียยกกาํลงัสอง เคร่ืองเขา้รหสั

อตัโนมติัแบบตํ่ากว่าสมบูรณ์จะทาํการเรียนรู้เพื่อให้ไดส้ับสเปซ (Subspace) เช่นเดียวกนัการใช้

หลกัการของ PCA (Principal Component Analysis) นัน่คือการท่ีฝึกสอนให้เคร่ืองเขา้รหสัอตัโนมติั

ทาํการทาํสําเนาขอ้มูลนั้นทาํให้ได้ผลขา้งเคียง (Side-Effect) จากการฝึกสอนเป็นสับสเปซหลกั 

(Principal Subspace) ของขอ้มูลท่ีใช้ฝึกสอน นอกจากน้ีเคร่ืองเขา้รหัสอตัโนมติัท่ีใช้ฟังก์ชนัการ

เขา้รหสั  𝑓 และฟังก์ชนัการถอดรหสั 𝑔 เป็นแบบไม่เชิงเส้นจะมีความสามารถท่ีเหนือกวา่ PCA ใน

การเรียนรู้ความเป็นทัว่ไปแบบไม่เชิงเส้น (Nonlinear Generalization) (Goodfellow et al., 2016) 

2.9.2 เคร่ืองเข้ารหัสอตัโนมัติแบบ Regularization (Regularization Autoencoders) 

  Regularization คือการปรับเปล่ียนใด ๆ ท่ีเราทาํกบัอลักอรึทึมสําหรับการเรียนรู้ 

(Learning Algorithm) เพื่อตอ้งการท่ีจะลดความผิดพลาดแบบทัว่ไป (Generalization Error) แต่

ไม่ใช่ความผิดพลาดจากการฝึกสอน (Training Error) (Goodfellow et al., 2016) ดงันั้นแนวคิดของ

เคร่ืองเขา้รหัสอตัโนมติัแบบ Regularized จึงสอดคล้องตามความหมายดงักล่าว ท่ีนาํมาใช้เพื่อ

ปรับเปล่ียนกระบวนการเรียนรู้ของเคร่ืองเขา้รหัสอตัโนมติั โดยนาํมาใช้ในกรณีท่ีเคร่ืองเขา้รหัส

อตัโนมติัเป็นแบบเกินกว่าสมบูรณ์ (Overcomplete) นั่นคือเม่ือจาํนวนนิวรอนในชั้นซ่อนเร้นมี

จาํนวนมิติสูงกวา่จาํนวนอินพุต 
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เคร่ืองเข้ารหัสอตัโนมัติแบบเกินกว่าสมบูรณ์ท่ีไม่ได้มีการสร้างข้อจาํกัดใด ๆ ให้กับ

โครงข่ายนั้นฟังก์ชนัการเขา้รหสัและการถอดรหัสแบบเชิงเส้นสามารถท่ีจะเรียนรู้เพื่อให้สามารถ

ทาํสําเนาอินพุตไปเป็นเอาต์พุตไดโ้ดยไม่ไดเ้กิดการเรียนรู้อะไรท่ีเป็นประโยชน์จากลกัษณะการ

กระจายของข้อมูล (Data Distribution) เลย แต่ในทางอุดมคติแล้ว เราสามารถท่ีจะฝึกสอน

สถาปัตยกรรมใด ๆ ของเคร่ืองรหสัอตัโนมติัไดจ้ากการเลือกมิติของรหัส (Code Dimension) และ

จากความสามารถ (Capacity) ของตวัเขา้รหสัและตวัถอดรหสัโดยใชค้วามซบัซ้อนของการกระจาย 

(Complexity of Distribution) ท่ีเราตอ้งการจะสร้างโมเดล ดงันั้นแทนท่ีจะจาํกดัความสามารถของ

โมเดลดว้ยการใหมิ้ติของรหสัมีจาํนวนนอ้ย ๆ เคร่ืองเขา้รหสัโดยอตัโนมติัแบบ Regularized นั้นจะ

สร้างขอ้จาํกดัโดยใชฟั้งกช์นัความสูญเสีย เพื่อบงัคบัใหแ้บบจาํลองมีคุณสมบติัอ่ืน ๆ นอกเหนือจาก

ความสามารถในการทาํสําเนาอินพุตไปเป็นเอาตพ์ุตแทน คุณสมบติัอ่ืน ๆ ดงักล่าว เช่น การแทน

ด้วยความเบาบาง (Sparsity of the Representation) การแทนด้วยค่าท่ีน้อยท่ีสุดของผลต่าง 

(Smallness of the Derivative of the Representation) และความทนทานต่อสัญญาณรบกวนหรือ

ขอ้มูลเขา้ท่ีสูญหาย (Robustness to Noise or to Missing Inputs) เป็นตน้ ดงันั้นเคร่ืองเขา้รหัส

อตัโนมติัแบบ Regularized จึงแบ่งออกเป็นชนิดต่าง ๆ ตามคุณสมบติัท่ีแตกต่างกนัในการสร้าง

ขอ้จาํกดัให้กบัฟังก์ชนัความสูญเสียดงัท่ีกล่าวมา เช่น เคร่ืองเขา้รหสัโดยอตัโนมติัแบบลดสัญญาณ

รบกวน (Denoise Autoencoder) เคร่ืองเขา้รหสัโดยอตัโนมติัแบบเบาบาง (Sparse Autoencoder) 

เคร่ืองเขา้รหสัโดยอตัโนมติัแบบหดตวั (Contractive Autoencoder) และเคร่ืองเขา้รหสัโดยอตัโนมติั

แบบแปรผนั (Variational Autoencoder) ซ่ึงแต่ละชนิดนั้นมีการนาํไปประยุกต์ใช้ในรูปแบบท่ี

แตกต่างกนัออกไป 

 

2.10  การวเิคราะองค์ประกอบหลกั (Principal Component Analysis, PCA) 

PCA เป็นเทคนิคท่ีใช้สําหรับการหาองค์ประกอบหลกั (Principal Components) จากชุด

ขอ้มูลตั้งตน้ ดว้ยการแปลงขอ้มูลในระบบพิกดั (Coordinate System) เดิมไปอยูใ่นระบบพิกดัใหม่

หรือสบัสเปซ (Subspace) ใหม่ท่ีมีจาํนวนมิติ (หรือจาํนวน Variables) นอ้ยกวา่จาํนวนมิติของขอ้มูล

ตั้ งต้น  โดยแต่ละแกนในระบบพิกัดใหม่นั้ นแทนแต่ละองค์ประกอบหลักท่ีได้ ซ่ึงแต่ละ

องค์ประกอบหลกัท่ีไดน้ั้นจะไม่มีความสัมพนัธ์กนัในแบบเชิงเส้น (Linearly Uncorrelated) เม่ือ

องคป์ระกอบหลกัลาํดบัท่ีหน่ึง (แกนท่ีหน่ึง) คือองคป์ระกอบท่ีมีค่าความแปรปรวน (Variance) สูง

ท่ีสุดจากการ Projected ขอ้มูลตั้งตน้ลงบนแกนดงักล่าว และองค์ประกอบถดั ๆ ไปก็จะมีความ

แปรปรวนลดหลัน่กนัไปตามลาํดบั รูปท่ี 2.66 ยกตวัอยา่งการ Projected ขอ้มูลตั้งตน้เดียวกนั (เม่ือ

ขอ้มูลตั้งตน้เป็น 2 มิติ) ลงบนแกนหลกัสองแกน โดยแกนหลกัลาํดบัท่ีหน่ึงท่ีไดคื้อรูปท่ี 2.66(a) ซ่ึง
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เป็นแกนหลกัท่ีเม่ือนาํขอ้มูลทั้งหมดมา Projected ลงบนแกนดงักล่าวแลว้เกิดค่าความแปรปรวน

จากการ Projected สูงท่ีสุด (ค่าความแปรปรวนพิจารณาจากความกวา้งของช่วงของจุดท่ีถูก 

Projected ลงบนแกนหลกั) ส่วนรูปท่ี 2.66(b) เป็นแกนหลกัท่ีมีความกวา้งของช่วงของจุดท่ีถูก 

Projected ลงบนแกนหลกันั้นแคบท่ีสุดจากขอ้มูลตั้งตน้เดียวกนั แสดงวา่มีค่าความแปรปรวนนอ้ย

ท่ีสุด ดงันั้นในกรณีท่ีขอ้มูลตั้งตน้เป็น 2 มิติ  ถา้ตอ้งการลดมิติของขอ้มูลเหลือเพียงหน่ึงมิติ ก็

สามารถทาํไดด้ว้ยการเลือกใชเ้พียงองคป์ระกอบหลกัท่ีหน่ึงในรูปท่ี 2.66(a) สาํหรับการแปลงขอ้มูล

ตั้งตน้ดว้ยเวกเตอร์ขององคป์ระกอบหลกันั้นไปเป็นขอ้มูลในสบัสเปซใหม่ 

 

 
                                               (a)                            (b)  

 

รูปท่ี 2.66 ตวัอยา่งการ Projected ขอ้มูลตั้งตน้ลงบนแกนหลกัและการพิจารณาค่าความ 

   แปรปรวนท่ีเกิดข้ึนบนแกนหลกั (Boonmarueng, 2019) 

   (a) แกนหลกัท่ีมีค่าความแปรปรวนมากท่ีสุด 

   (b) แกนหลกัท่ีมีค่าความแปรปรวนนอ้ยท่ีสุด 

 

รูปท่ี 2.67 ยกตวัอยา่งการนาํ PCA ไปใชใ้นกรณีท่ีขอ้มูลตั้งตน้เป็น 3 มิติ โดยขอ้มูลตั้งตน้ท่ี

ใชแ้สดงดงัรูปท่ี 2.67(a) สําหรับรูปท่ี 2.67(b) แสดงผลลพัธ์ท่ีไดห้ลงัจากการเลือกใชแ้กนหลกัสอง

แกนแรกมาแปลงข้อมูลตั้ งต้นไปเป็นข้อมูลในสับสเปซใหม่ เม่ือ pc1 ในรูปแทนแกนของ

องค์ประกอบหลกัท่ีหน่ึงและ pc2 แทนแกนขององค์ประกอบหลกัท่ีสองตามลาํดบั ส่วนรูปท่ี 

2.67(c) ส่วนบนแสดงให้เห็นความแปรปรวนท่ีเกิดข้ึนจากแต่ละมิติ (แต่ละ variable) ของขอ้มูลตั้ง

ตน้ และส่วนล่างเป็นความแปรปรวนท่ีเกิดข้ึนจากแต่ละองคป์ระกอบหลกัดว้ยวิธี  PCA จะเห็นได้

วา่ช่วงของขอ้มูลในแกน pc1 มีความกวา้งมากท่ีสุด ดงันั้นแกน pc1 จึงมีค่าความแปรปรวนมาก

ท่ีสุด แกน pc2 มีความกวา้งมากรองลงมา จึงมีค่าความแปรปรวนมากเป็นอนัดบัท่ีสอง ส่วนแกน 
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pc3 มีความกวา้งน้อยท่ีสุดจะมีค่าความแปรปรวนมากเป็นอนัดบัท่ีสาม ดงันั้นหลงัจากนาํเฉพาะ

เวกเตอร์ท่ีแทน pc1 และ pc2 มาใช้ในการแปลงขอ้มูลตั้งตน้จึงได้ผลลพัธ์ดงัรูปท่ี 2.67(b) นั่นคือ

ขอ้มูลจาก 3 มิติเดิมจึงถูกแปลงไปเป็นขอ้มูลใน 2 มิติของสับสเปซใหม่ 

 

 

 
(a) (b) 

 
(c) 

 

รูปท่ี 2.67 การนาํ PCA ไปใชใ้นกรณีท่ีขอ้มูลตั้งตน้เป็น 3 มิติ (Power, 2019) 

 

ดว้ยวิธีการของ PCA จึงเป็นการหาจาํนวนแกนหลกัท่ีเหมาะสมสําหรับใชแ้ทนขอ้มูลเดิม 

ดงันั้น PCA จึงจดัวา่เป็นวิธีการหน่ึงสําหรับการแทนขอ้มูล (Data Representation) ท่ีเป็นวิธีการเพื่อ

ลดคุณลกัษณะ (Feature Reducing) ของขอ้มูลตั้งตน้โดยใชห้ลกัการพิจารณาองคป์ระกอบหลกัเพื่อ

สร้างคุณลกัษณะใหม่ข้ึนมา ดงันั้นวธีิการภายในของ PCA จึงเป็นลาํดบัขั้นตอนทางคณิตศาสตร์เพื่อ

ใชส้าํหรับการลดมิติของขอ้มูลนัน่เอง 
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ขั้นตอนของ PCA แบบมาตรฐานอธิบายไดด้งัต่อไปน้ี 

1) จดัเตรียมขอ้มูล: 

– Center the Data: การนาํค่า Mean ของขอ้มูลในแต่ละมิติ (แต่ละ Variable) มา

ลบออกจากค่าเดิมของ Variable นั้น ๆ นัน่คือเป็นการทาํให้ขอ้มูลมีค่า Mean 

เป็นศูนย ์

– Scale the Data: สเกลขอ้มูลจากขั้นตอนก่อนหนา้ให้เป็น Unit Variance ดว้ย

การนาํค่า SD (Standard Deviation) ของแต่ละ Variable มาหารกบัค่าของ 

Variable เดิม  

2) คาํนวณ Covariance Matrix 

3) คาํนวณ Eigenvectors และ Eigenvalues จาก Covariance Matrix ท่ีได ้

4) เลือกองคป์ระกอบหลกั: องคป์ระกอบหลกัจะถูกเลือกจากลาํดบัของ Eigenvectors ท่ี

ไดม้าจากการนาํ Eigenvalues มาเรียงลาํดบัจากมากไปนอ้ย โดยเลือกนาํ Eigenvectors  

d ตวัแรกไปใช้ (จาํนวนของ d Eigenvectors ท่ีเลือกจะเป็นตวับอกจาํนวนมิติของ

ขอ้มูลในสับสเปซใหม่) 

5) คาํนวณค่าของขอ้มูลแต่ละตวัในสับสเปซใหม่:  

– ทาํการ Transpose เมทริกซ์ของ d Eigenvectors: ให ้rows แทนแต่ละ 

Eigenvectors 

– ทาํการ Transpose เมทริกซ์ของชุดขอ้มูลตั้งตน้: ให ้rows เป็นแต่ละ Variable 

และ column ขอ้มูลแต่ละตวั 

ค่าของขอ้มูลในสับสเปซใหม่ไดม้าจากการนาํเมทริกซ์ขา้งตน้สองเมทริกซ์นั้นมาคูณกนั 

 

2.11  เคร่ืองเวกเตอร์เกือ้หนุน (Support Vector Machine, SVM) 

 เคร่ืองเวกเตอร์เก้ือหนุน หรือ SVM เป็นโมเดลแบบเชิงเส้นท่ีสามารถนาํมาใชส้ําหรับการ

จาํแนกขอ้มูลและการวิเคราะห์การถดถอย (Regression Analysis) ถูกพฒันาข้ึนโดย Vapnik (1995) 

ซ่ึงเป็นโมเดลท่ีสามารถประยุกต์ใช้ไดท้ั้งกบัปัญหาท่ีเป็นแบบเชิงเส้นและไม่เป็นเชิงเส้น แนวคิด

หลกัของโมเดล SVM คือการสร้างไฮเปอร์เพลนการแบ่งแยกท่ีเหมาะสมท่ีสุด (Optimal Separating 

Hyperplane) เพื่อจาํแนกขอ้มูลออกเป็น 2 กลุ่ม (Binary Classification) นัน่คือถา้ขอ้มูลเป็น 2 มิติ 

ผลลพัธ์ท่ีไดจ้าก SVM จะเป็นเส้นตรงท่ีเหมาะสมท่ีสุด แต่ถา้ขอ้มูล 3 มิติข้ึนไปผลลพัธ์ท่ีไดจ้ะเป็น

ระบาบการแบ่งแยก (Separatig Hyperplane) ท่ีเหมาะสมท่ีสุดท่ีสามารถแบ่งขอ้มูลออกเป็น 2 กลุ่ม

ไดดี้ท่ีสุด 
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(1) SVM สําหรับการจําแนกข้อมูลทีเ่ป็นแบบเชิงเส้น 

ในกรณีท่ีปัญหาเป็นแบบเชิงเส้นและขอ้มูลเป็น 2 มิตินั้น ดว้ยขั้นตอนวิธีของ SVM จะทาํ

การคน้หา Support Vectors ของแต่ละกลุ่มขอ้มูล เม่ือ Support Vectors คือขอ้มูลท่ีอยูบ่ริเวณขอบ ๆ 

ของแต่ละกลุ่ม แลว้นาํตาํแหน่งของ Support Vectors ระหวา่ง 2 กลุ่มมาใชส้ําหรับการหาระยะแบ่ง 

(Margin) ท่ีจะแบ่งขอ้มูลออกเป็น 2 กลุ่ม โดยเป้าหมายหลกัคือการจะพยายามหาระยะแบ่งท่ีกวา้ง

ท่ีสุด (Maximun Margin) เพราะมองวา่ระยะแบ่งท่ีกวา้งท่ีสุดนั้นจะสามารถแบ่งขอ้มูลออกเป็น 2 

กลุ่มไดดี้ท่ีสุด ดงันั้นระยะแบ่งท่ีไดจึ้งเป็นระยะการตดัสินใจ (Decision Boundary) ท่ีไดจ้ากขั้นตอน

วธีิของ SVM รูปท่ี 2.68 แสดงตวัอยา่งแนวคิดของ SVM สําหรับการจาํแนกขอ้มูลแบบเชิงเส้น เม่ือ

ขอ้มูลเป็น 2 มิติ จากลกัษณะของขอ้มูลตวัอย่างในสองกลุ่ม นัน่คือกลุ่มท่ีเป็นรูปสามเหล่ียมและ

กลุ่มท่ีเป็นรูปส่ีเหล่ียม จะไดว้่า Support Vectors ของแต่ละกลุ่ม (ขอ้มูลตวัท่ีถูกล้อมรอบด้วย

วงกลม) คือขอ้มูลตวัท่ีอยูบ่นระยะตดัสินใจ (เส้นตรงท่ีเป็นเส้นประในรูป) ของแต่ละฝ่ัง ดงันั้นจาก

รูปจะเห็นว่าระยะแบ่งท่ีกวา้งท่ีสุดจะมีค่าเป็น  
2

‖𝐰‖
 เม่ือ 𝐰 คือเวกเตอร์ของค่า weight ท่ีไดจ้าก

ขั้นตอนวิธีของ SVM โดยเวกเตอร์ 𝐰 นั้นจะตั้งฉากกบัระนาบการแบ่งแยกท่ีไดเ้สมอ เม่ือระนาบ

การแบ่งแยกท่ีเหมาะสมท่ีสุดจากตวัอย่างในรูปท่ี 2.68 คือระนาบ 𝐰 ∙ 𝐱 + 𝑏 = 0 (ในท่ีน้ีเป็น

เส้นตรงเพราะขอ้มูลเป็น 2 มิติ) เม่ือ 𝐱  คือเวกเตอร์ของขอ้มูล และ 𝑏 คือค่าไบอสั โดยระนาบการ

แบ่งแยกท่ีไดจ้ะอยู่ห่างจากจุดกาํเหนิดดว้ยระยะเท่ากบั 
𝑏
‖𝐰‖

  เม่ือเส้นตรง 𝐰 ∙ 𝐱 + 𝑏 = 1  ท่ีเป็น

เส้นประในรูปคือระยะตดัสินใจสําหรับขอ้มูลท่ีอยูใ่นกลุ่มบวก (Class บวก) และเส้นตรง 𝐰 ∙ 𝐱 +

𝑏 = −1 คือระยะตดัสินใจสําหรับขอ้มูลท่ีอยูใ่นกลุ่มลบ (Class ลบ) นัน่คือดว้ยวิธีการของ SVM 

นั้นแต่ละโมเดลของ SVM จะใชส้ําหรับการแบ่งขอ้มูลออกเป็นสองกลุ่มเท่านั้น โดยจะมองขอ้มูล

สองกลุ่มนั้นวา่เป็นกลุ่มท่ีเป็นบวกและกลุ่มท่ีเป็นลบ  

SVM จดัวา่เป็นวิธีการแบบมีผูฝึ้กสอน นัน่คือตอ้งมีการนาํค่าของเอาต์พุตเป้าหมายมาใช้

ร่วมกบัขอ้มูลในขั้นตอนของการสร้างโมเดลเพื่อหาไฮเปอร์เพลนการแบ่งแยกท่ีเหมาะสมท่ีสุดแลว้

นาํไฮเปอร์เพลนท่ีได้นั้นไปใช้สําหรับการจาํแนกขอ้มูลตวัใหม่ ๆ ต่อไปเพื่อทาํการตดัสินใจว่า

ขอ้มูลตวัใหม่นั้นจะอยู่ในกลุ่มบวกหรือกลุ่มลบจากการแทนค่าของข้อมูลลงไปในสมการของ

ไฮเปอร์เพลน 

(2) SVM สําหรับการจําแนกข้อมูลทีไ่ม่เป็นแบบเชิงเส้น 

ในกรณีท่ีขอ้มูลตั้งตน้ไม่เป็นเชิงเส้น วิธีการของ SVM จะใช้แนวคิดของการแปลงขอ้มูล

หรือการแม็ป (Mapping) นัน่คือเป็นการแมปขอ้มูลเดิมให้ไปอยูใ่นปริภูมิลกัษณะ (Feature Space) 

ใหม่ดว้ยการใชฟั้งก์ชนัแก่น (Kernel Function) เพื่อให้ขอ้มูลท่ีอยูใ่นปริภูมิลกัษณะใหม่นั้นเรียงตวั

อยู่ในรูปแบบท่ีสามารถแบ่งออกเป็นสองกลุ่มไดง่้ายข้ึนโดยใช้ตวัแบ่งแยกแบบเชิงเส้น ตวัอย่าง
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แนวคิดในการแมป็แสดงดงัรูปท่ี 2.69 จะเห็นวา่ขอ้มูลเดิมท่ีแสดงดา้นซ้ายของรูปซ่ึงเป็นขอ้มูลใน 2 

มิตินั้นไม่สามารถใช้ตวัแบ่งแยกแบบเชิงเส้นมาแบ่งกลุ่มขอ้มูลออกจากกนัได ้(นัน่คือเป็นขอ้มูล

แบบไม่เป็นเชิงเส้น) ดว้ยหลกัการของ SVM จะแม็ปขอ้มูลดงักล่าวให้ไปอยูใ่นปริภูมิลกัษณะใหม่ 

จากตัวอย่างจะเห็นว่าข้อมูลในปริภูมิลักษณะใหม่มีมิติท่ีสูงข้ึนโดยการฟังก์ชันการแม็ปคือ 

(𝑥1,𝑥2) → (𝑧1, 𝑧2, 𝑧3) = �𝑥12,�2𝑥1𝑥2,𝑥22�  นั่นคือขอ้มูลในปริภูมิลกัษณะใหม่เป็น 3 มิติ และ

จากลกัษณะของขอ้มูลใหม่สามารถใชต้วัแบ่งแยกแบบเชิงเส้นมาแบ่งขอ้มูลออกเป็นสูงกลุ่มไดอ้ยา่ง

ชดัเจน ซ่ึงดว้ยหลกัการของ SVM ในกรณีท่ีขอ้มูลตั้งตน้ไม่เป็นเชิงเส้น หลงัจากการแม็ปขอ้มูลเดิม

ไปอยู่ในปริภูมิลักษณะใหม่แล้ว การแบ่งกลุ่มข้อมูลในปริภูมิลักษณะใหม่ก็สามารถทําได้

เช่นเดียวกนักบักรณีของการจาํแนกขอ้มูลท่ีเป็นแบบเชิงเส้นท่ีไดก้ล่าวไปแลว้ก่อนหนา้น้ี 

 

 
 

รูปท่ี 2.68 แนวคิดในการสร้างตวัแบ่งแยกขอ้มูลดว้ย SVM สาํหรับการจาํแนกขอ้มูลใน 2 มิติท่ีเป็น 

                 แบบเชิงเส้นออกเป็นสองกลุ่ม 

 

ดงันั้นในกรณีท่ีขอ้มูลตั้งตน้ไม่เป็นเชิงเส้นจึงจาํเป็นต้องเลือกฟังก์ชันแก่นท่ีเหมาะสม

สําหรับการแม็ปขอ้มูลเดิมไปอยู่ในปริภูมิลกัษณะใหม่ โดยฟังก์ชนัแก่นท่ีนิยมใช้เช่นฟังก์ชนัพหุ

นาม (Polynomial Function) ฟังก์ชนัฐานรัศมีแบบเกาส์เซียน (Gaussion Radial Basis Function) 

หรือฟังกช์นัซิกมอยด ์(Sigmoid Function) เป็นตน้ 
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รูปท่ี 2.69 แนวคิดในการแม็ปขอ้มูลตั้งตน้ไปอยูใ่นปริภูมิลกัษณะใหม่ดว้ยฟังกช์นัแก่น  

                                 (Jordan, 2004) 

 

(3) SVM สําหรับการจําแนกแบบหลายกลุ่ม (Multi-Class Classification) 

เน่ืองจากแนวคิดหลกัของ SVM นั้นเป็นการสร้างโมเดลเพื่อหาไฮเปอร์เพลนการแบ่งแยกท่ี

เหมาะสมท่ีสุดสําหรับการแบ่งขอ้มูลออกเป็น 2 กลุ่มนัน่คือกลุ่มท่ีเป็นบวกและกลุ่มท่ีเป็นลบ ใน

การนาํแนวคิดของ SVM ไปใชส้ําหรับการจาํแนกขอ้มูลแบบหลายกลุ่มจึงตอ้งแบ่งการแกปั้ญหา

แบบหลายกลุ่ม (Multi-Class Problem) ให้อยูใ่นรูปแบบของชุดของปัญหายอ่ยแบบ 2 กลุ่ม (Series 

of Binary Class Problem) นัน่คือเป็นการสร้างตวัจาํแนก (Classifier) สําหรับการแบ่งขอ้มูลคร้ังละ 

2 กลุ่มข้ึนมาหลาย ๆ ตวัจาํแนก แลว้นาํตวัจาํแนกทั้งหมดเหล่านั้นมาพิจารณาเพื่อตดัสินใจจาํแนก

ขอ้มูลแบบหลายกลุ่มต่อไป วิธีการในการพิจารณาสร้างตวัจาํแนกทั้งหมดมี 2 วิธีคือวิธีการแบบ 

One Versus One และวธีิการแบบ One Versus All 

ถา้ขอ้มูลท่ีตอ้งการจาํแนกมี 𝑁 กลุ่ม ดว้ยวธีิการแบบ One Versus One จะสร้างตวัจาํแนก

ข้ึนมาทั้งหมดจาํนวน 𝑁(𝑁 − 1)/2  ตวั เช่น ถา้ 𝑁 = 4  จะตอ้งสร้างตวัจาํแนกทั้งหมดข้ึนมา 6 ตวัท่ี

ประกอบดว้ย 

– Classifier#1: สาํหรับจาํแนกกลุ่มท่ี  1 กบั กลุ่มท่ี  2 

– Classifier#2: สาํหรับจาํแนกกลุ่มท่ี  1 กบั กลุ่มท่ี  3 

– Classifier#3: สาํหรับจาํแนกกลุ่มท่ี  1 กบั กลุ่มท่ี  4 

– Classifier#4: สาํหรับจาํแนกกลุ่มท่ี  2 กบั กลุ่มท่ี  3 

– Classifier#5: สาํหรับจาํแนกกลุ่มท่ี  2 กบั กลุ่มท่ี  4 

– Classifier#6: สาํหรับจาํแนกกลุ่มท่ี  3 กบั กลุ่มท่ี  4 
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ดงันั้นหลงัจากสร้างทั้ง 6 ตวัจาํแนกข้ึนมาแลว้จากชุดขอ้มูลสําหรับการฝึกสอน ในขั้นตอน

การทดสอบ ขอ้มูลแต่ละตวัท่ีตอ้งการทดสอบจะตอ้งนาํไปทดสอบกบัทั้ง 6 ตวัจาํแนกวา่แต่ละตวั

จาํแนกให้ผลลพัธ์ออกมาว่าอยู่ในกลุ่มใด จากนั้นสามารถใช้วิธีการโหวต (Voting) เพื่อตดัสินว่า

ขอ้มูลตวัท่ีทดสอบนั้นอยูก่ลุ่มใด 

สําหรับวิธีการแบบ One Versus All  เม่ือตอ้งการจาํแนกขอ้มูล 𝑁 กลุ่ม จะสร้างตวัจาํแนก

ข้ึนมาทั้งหมดจาํนวน 𝑁 ตวั เช่น ถ้า 𝑁 = 4  จะตอ้งสร้างตวัจาํแนกทั้งหมดข้ึนมา  4 ตวัท่ี

ประกอบดว้ย 

– Classifier#1: สาํหรับจาํแนกกลุ่มท่ี  1 กบั กลุ่มท่ีไมใ่ช่ 1 (อ่ืน ๆ ทั้งหมด) 

– Classifier#2: สาํหรับจาํแนกกลุ่มท่ี  2 กบั กลุ่มท่ีไมใ่ช่ 2 (อ่ืน ๆ ทั้งหมด) 

– Classifier#3: สาํหรับจาํแนกกลุ่มท่ี  3 กบั กลุ่มท่ีไม่ใช่ 3 (อ่ืน ๆ ทั้งหมด) 

– Classifier#4: สาํหรับจาํแนกกลุ่มท่ี  4 กบั กลุ่มท่ีไมใ่ช่ 4 (อ่ืน ๆ ทั้งหมด) 

หลงัจากสร้างทั้ง 4 ตวัจาํแนกข้ึนมาแลว้จากชุดขอ้มูลสําหรับการฝึกสอน ในขั้นตอนการ

ทดสอบ ขอ้มูลแต่ละตวัท่ีตอ้งการทดสอบจะตอ้งนาํไปทดสอบกบัทั้ง 4 ตวัจาํแนกว่าแต่ละตวั

จาํแนกใหผ้ลลพัธ์ออกมาวา่อยูใ่นกลุ่มใด จากนั้นสามารถใชว้ิธีการให้คะแนน (Scoring) เพื่อตดัสิน

วา่ขอ้มูลตวัท่ีทดสอบนั้นอยูก่ลุ่มใด 

รูปท่ี 2.70 แสดงตวัอย่างของไฮเปอร์เพลนการแบ่งแยกท่ีเหมาะสมท่ีสุดท่ีไดจ้ากวิธีการ

แบบ One Versus One และวิธีการแบบ One Versus All ท่ี SVM ใชส้ําหรับการจาํแนกขอ้มูลท่ีมี

ทั้งหมด 3 กลุ่ม เม่ือรูปท่ี 2.70(a) เป็นผลลพัธ์จากวิธีการแบบ One Versus One และรูปท่ี 2.70(b) 

เป็นผลลพัธ์จากวธีิการแบบ One Versus All 

 

 
(a) One Versus One (b) One Versus All 

 

รูปท่ี 2.70 ตวัอยา่งของไฮเปอร์เพลนการแบ่งแยกท่ีเหมาะสมท่ีสุดท่ีไดจ้ากวธีิการท่ี SVM ใชส้าํหรับ 

                 การจาํแนกขอ้มูลท่ีมีทั้งหมด 3 กลุ่ม (Herrero, 2010) 
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2.12  งานวจิัยทีเ่กีย่วข้อง 

 งานวิจยัท่ีเก่ียวข้องกบัการจาํแนกภาพวสัดุในงานก่อสร้างในอดีตท่ีผ่านมาไม่ได้มีการ

นาํเสนอไวม้ากนกัเม่ือเทียบกบัการจาํแนกภาพในงานประยุกตอ่ื์น แต่ปัจจุบนัการจาํแนกภาพวสัดุ

ในงานก่อสร้างกําลังเป็นท่ีสนใจและมีการนําเสนอแนวคิดท่ีหลากหลายมากข้ึนจากการท่ีมี

เทคโนโลยีท่ีทนัสมยัมากยิ่งข้ึนมารองรับ รวมถึงมีความพยายามท่ีจะหาวิธีการแบบอตัโนมติัหรือ

ก่ึงอตัโนมติัมาช่วยในอุตสาหกรรมการก่อสร้างท่ีเก่ียวกบัการบริหารจดัการงานก่อสร้างในส่วนงาน

ต่าง ๆ โดยเฉพาะอยา่งยิง่สาํหรับงานการตรวจติดตามความคืบหนา้งานก่อสร้างแบบอตัโนมติันั้นมี

ความจาํเป็นอยา่งยิ่งท่ีตอ้งมีส่วนของงานยอ่ยหลกัเก่ียวการจาํแนกภาพวสัดุในงานก่อสร้าง เพื่อจะ

ไดป้ระเมินงานส่วนท่ีแลว้เสร็จและส่วนท่ียงัไม่เสร็จไดอ้ย่างถูกตอ้งแม่นยาํ โดยงานวิจยัเก่ียวกบั

การคดัแยกประเภทของวสัดุในงานก่อสร้างจากภาพนั้นอาจมองไดว้า่คลา้ยคลึงกบังานวิจยัทางดา้น

การคดัแยกวสัดุ (Material Classification) โดยทัว่ไป (Varma and Zisserman, 2009) หรืองานการคดั

แยกพื้นผิว (Texture Classification) (Sifre and Mallat, 2013; Cimpoi et al., 2015) ซ่ึงเป็นทิศทาง

ของงานวิจยัท่ีมีการนําเสนอไวค้่อนขา้งหลากหลายและมีการพฒันาไปมากในแวดวงของการ

ประมวลผลภาพ การมองเห็นของเคร่ือง รวมถึงการเรียนรู้ของเคร่ือง แต่จากการศึกษาโดย 

Dimitrov และ Golparvar-Fard (2014) พบวา่เม่ือนาํวิธีการท่ีเคยนาํเสนอไวส้ําหรับการคดัแยกวสัดุ

โดยทัว่ไปและการคดัแยกพื้นผิวมาใชก้บัภาพวสัดุในงานก่อสร้างท่ีถ่ายมาจากสถานท่ีก่อสร้างจริง 

โดยส่วนใหญ่ความถูกตอ้งจะลดลงจากประมาณ 95% เหลือประมาณ 70% หรือตํ่ากว่า อนั

เน่ืองมาจากคุณลกัษณะเฉพาะของภาพวสัดุในงานก่อสร้างมีความแตกต่างในรายละเอียดออกไป

จากภาพของวสัดุโดยทัว่ไปและภาพของพื้นผวิ 

 ดังนั้ นความพยายามในการหาวิธีการท่ีเหมาะสมสําหรับการคัดแยกภาพวสัดุในงาน

ก่อสร้างจึงมกัเร่ิมตน้จากการรวบรวมชุดขอ้มูล (Dataset) ท่ีเป็นภาพวสัดุในงานก่อสร้างโดยเฉพาะ 

แล้วหาวิธีการท่ีเหมาะสมเพื่อจาํแนกภาพจากชุดข้อมูลเหล่านั้ น วิธีการโดยส่วนใหญ่ท่ีมีการ

นาํเสนอไวใ้นงานวจิยัท่ีผา่นมาจะเป็นวธีิการท่ีอยูบ่นพื้นฐานของการหาคุณลกัษณะ (Feature Based 

Methods) ท่ีนาํเทคนิคทางการประมวลผลภาพ เทคนิคการมองเห็นของเคร่ืองหรือเทคนิคอ่ืน ๆ มา

ช่วยสําหรับการสกดัคุณลกัษณะสําคญับางอยา่งออกมาจากภาพ แลว้นาํคุณลกัษณะเหล่านั้นมาใช้

สําหรับการจาํแนกความแตกต่างระหว่างแต่ละวสัดุ โดยอาจใช้เทคนิคการเปรียบเทียบความ

แตกต่างหรือเทคนิคการเรียนรู้ของเคร่ืองมาใช้ในขั้นตอนการจาํแนก โดยสรุปจากการศึกษา

งานวจิยัท่ีเก่ียวขอ้งกบัการคดัแยกภาพวสัดุในงานก่อสร้างมีดงัต่อไปน้ี  

 Brilakis และคณะ (2006) ไดน้าํเสนอวิธีการแบบอตัโนมติัสําหรับการคน้คืนภาพ (Image 

Retrieval) ภายใตพ้ื้นฐานของการใชเ้น้ือหา (Content Based) ในการระบุส่วนท่ีเป็นวสัดุและวตัถุ
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ต่าง ๆ ในเน้ือหาของภาพ (Image Content) แลว้ทาํการแบ่งกลุ่มของวสัดุ (Material Clusters) ดว้ย

การเปรียบเทียบกบัตวัอยา่งท่ีรู้ชนิดของวสัดุจากฐานขอ้มูลความรู้ (Knowledge Database) วิธีการท่ี

นาํเสนอน้ี เร่ิมตน้จากการนาํภาพมาหาคุณลกัษณะพื้นฐานคือ คุณลกัษณะทางดา้นสี (Color) พื้นผิว 

(Texture) และโครงสร้าง (Structure) ดว้ยการใชชุ้ดของตวักรอง (Filter Bank) จากนั้นจึงแบ่งภาพ

ออกเป็นบริเวณต่าง ๆ โดยใช้การแบ่งกลุ่ม คาํนวณ Cluster Signature ของแต่ละกลุ่ม แลว้ทาํการ

เปรียบเทียบแต่ละ Cluster Signature กบัฐานขอ้มูลความรู้ เพื่อระบุชนิดของวสัดุในภาพตน้ฉบบั

แลว้กาํหนดชนิดของวสัดุท่ีไดใ้ห้เป็น Attribute หน่ึงของภาพสําหรับการนาํไปใช้คน้คืนภาพใน

ฐานขอ้มูล งานวจิยัน้ีใชค้่าขีดแบ่ง (Threshold) สําหรับการกาํหนดช่วงของแต่ละ Feature Signature 

ในฐานขอ้มูลความรู้ และใชร้ะยะทางแบบยูคลิเดียน (Euclidean Distance) สําหรับการเปรียบเทียบ

ความแตกต่างของ Feature Signature ในการทดลองใชภ้าพทั้งหมด 1025 ภาพท่ีแบ่งกลุ่มของวสัดุ

ต่าง ๆ ออกเป็น 20 กลุ่ม โดยใชข้อ้มูลจาก 3 กลุ่มคือ Earth Concrete และ Paint สําหรับการทดสอบ 

แล้ววดัประสิทธิภาพของวิธีการท่ีนําเสนอด้วยด้วยค่า Precision และ Recall โดยแสดง

ผลเปรียบเทียบดว้ยกราฟระหวา่งเปอร์เซ็นตข์อง Precision และเปอร์เซ็นตข์อง Recall ซ่ึงพบวา่ ค่า 

Precision จะแปรผกผนักบัค่า Recall และ ณ ค่า Recall ตํ่า ๆ ค่า Precision จะสูงเกือบ 100% 

Zhu และ Brilakis (2010) นาํเสนอวิธีการใหม่สําหรับการระบุ (Identification) บริเวณท่ี

เป็นคอนกรีตในภาพโดยใช้เทคนิคการเรียนรู้ของเคร่ือง โดยเร่ิมตน้จากขั้นตอนการประมวลผล

ก่อน (Pre-Process) เพื่อกาํจดัสัญญาณรบกวน (Noise) ในภาพจากการใช ้Median Filter จากนั้นแบ่ง

ภาพออกเป็นแต่ละบริเวณดว้ยวิธีการแยกส่วนภาพ (Image Segmentation) ทาํการคาํนวณ Visual 

Features ของแต่ละบริเวณแลว้จาํแนก Visual Features เหล่านั้นดว้ยตวัจาํแนกท่ีผา่นการเรียนรู้มา

ก่อน (Pre-Trained Classifier) ดว้ยการใช้เทคนิคการเรียนรู้ของเคร่ืองคือ SVM และ ANN โดย

ผลลพัธ์ท่ีไดจ้ากการจาํแนกดว้ยวิธีการท่ีนาํเสนอทาํการเปรียบเทียบกบัผลลพัธ์จากการจาํแนกดว้ย

มือ (Manual Classification) สําหรับส่วนของ Visual Features ท่ีใชใ้นงานวิจยัน้ีประกอบดว้ยส่วน

ของ Color และ Texture โดยคุณลกัษณะเก่ียวกบั Color นั้นใชอ้ตัราส่วนของสีแดงต่อสีเขียว (R2G) 

และอตัราส่วนของนํ้ าเงินต่อสีเขียว (B2G) และคุณลกัษณะเก่ียวกบั Texture ไดม้าจากการใชชุ้ดตวั

กรองแบบ RFS (Root Filter Set) ในขั้นตอนการจาํแนก ทาํการฝึกสอนโดยใช ้114 ภาพตวัอยา่ง ท่ี

เป็นกลุ่มของคอนกรีตซ่ึงจดัเป็นกลุ่มบวก (Positive Concrete) จาํนวน 63 ภาพ และกลุ่มท่ีไม่ใช่

คอนกรีตซ่ึงจดัเป็นกลุ่มลบ (Negative Concrete) จาํนวน 51 ภาพ สําหรับการทดสอบนั้น ใชภ้าพ

ตวัอยา่ง 167 ภาพ ท่ีเป็นกลุ่มบวก 53 ภาพ และกลุ่มลบ 114 ภาพ ผลลพัธ์จากการจาํแนกดว้ย SVM 

และ ANN พบวา่ ANN มีประสิทธิภาพมากกวา่ SVM จากการท่ีไดค้่าเฉล่ียของ Precision และ 

Recall ประมาณ 80% 
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Rashidi และคณะ (2016) ไดท้าํการศึกษาเปรียบเทียบเพื่อประเมินประสิทธิภาพของเทคนิค

ต่าง ๆ ทางดา้นการเรียนรู้ของเคร่ืองสําหรับการระบุประเภทวสัดุท่ีเป็นวสัดุของอาคาร (Building 

Materials) ใน 3 ประเภทคือ Concrete, Red Brick, และ OSB (Oriented Strand Boards) โดยตวั

จาํแนกจากเทคนิคการเรียนรู้ของเคร่ืองท่ีศึกษาคือ MLP, RBF และ SVM จากผลการศึกษาพบว่า 

SVM ดีกวา่ตวัจาํแนกอ่ืน ๆ จากการวดัผลดว้ยค่า Accuracy งานวิจยัน้ีนาํเสนอการใชคุ้ณลกัษณะ

หลกัจากภาพใน 3 รูปแบบคือ RGB Histogram, HSV Histogram และ Histogram of Dominant 

Edge โดยท่ี Histogram of Dominant Edge ไดม้าจากการการแปลงภาพ RGB เป็นภาพระดบัเทา นาํ

ภาพระดบัเทานั้นมาผา่นการทาํ Gabor Wavelet เพื่อสกดั Dominant Edge ออกมาแลว้นบัจุดภาพ

ทั้งหมดท่ีไดอ้อกมาเป็นค่าของ Histogram คุณลกัษณะจากภาพใน 3 รูปแบบท่ีหาออกมาไดด้งักล่าว

ถูกนาํไปจาํแนกกบัแต่ละตวัจาํแนกท่ีตอ้งการศึกษาเปรียบเทียบ โดยทดลองกบัภาพทั้งหมด 750 

ภาพ ท่ีเป็นลกัษณะการทดลองกบัปัญหาแบบ 2 กลุ่มคือกลุ่มท่ีเป็นวสัดุเป้าหมาย (Target Material) 

และกลุ่มท่ีไม่เป็นวสัดุเป้าหมาย เช่นกลุ่มท่ีเป็น Concrete กบักลุ่มท่ีไม่เป็น Concrete จากการ

ทดลองพบว่า SVM ดว้ยการใช ้RBF Kernel สามารถจาํแนกไดด้ว้ยค่า Accuracy ดีท่ีสุด โดยค่า 

Accuracy จากการระบุ Concrete และ OSB Board อยูท่ี่ 75-95% ค่า Precision และ Recall สําหรับ

การระบุอิฐแดงอยูท่ี่ 94% และ 96% ตามลาํดบั 

Son และคณะ (2014) ได้ศึกษาประสิทธิภาพของตวัจาํแนกเด่ียว ๆ จาํนวน 6 ตัว

เปรียบเทียบกบัตวัจาํแนกแบบ Ensemble ท่ีนาํเสนอข้ึนสําหรับการนาํมาใชจ้าํแนกขอ้มูลภาพวสัดุ

ในงานก่อสร้าท่ีประกอบดว้ย 3 กลุ่มคือ Concrete, Steel และ Wood ในลกัษณะการทดลองกบั

ปัญหาแบบ 2 กลุ่ม คือกลุ่มเป้าหมายและไม่ใช่กลุ่มเป้าหมาย โดยสร้างตวัจาํแนกแบบ Voting-

Based Ensemble จาก 6 ตวัจาํแนกเด่ียวคือ SVM, ANN, C4.5 (Commercial Version 4.5), Naïve 

Bayes (NB), Logistic Regression (LR) และ KNN (k-Nearest Neighbors) และเปรียบเทียบผลลพัธ์

ท่ีไดด้ว้ยค่า Accuracy, Precision, Sensitivity, Specificity และ S (Average Score) คุณลกัษณะท่ี

นาํมาใชส้ําหรับงานวิจยัน้ีมีเพียง  3 คุณลกัษณะจากค่าในแต่ละแกนสีของโมเดลสี HSV คือค่าใน

แกนสี H แกนสี S และแกนสี V ผลการทดลองพบวา่ตวัจาํแนกแบบ Ensemble ท่ีนาํเสนอไดค้่า

ความถูกตอ้งในการระบุชนิดของวสัดุโดยรวมท่ีดีกวา่แต่ละตวัจาํแนกเด่ียว ๆ  

Dimitrov และ Golparvar-Fard (2014)ไดน้าํเสนอวิธีการแบบ Vision-Based ในการจาํแนก

วสัดุในงานก่อสร้างจากภาพท่ีไม่ทราบมุมมอง (Viewpoint) และไม่ทราบสภาวะของแสง 

(Illumination Condition) โดยนาํเสนออลักอริทึมสําหรับการโมเดล Material Appearance ดว้ย  

Joint Probability Distribution ของคุณลกัษณะต่าง ๆ ท่ีไดม้าจากการใชชุ้ดของตวักรอง และจากค่า

ในแต่ละแกนสีของโมเดลสี HSV แลว้นาํมาจาํแนกดว้ย SVM การนาํเสนอหลกัของงานวิจยัน้ีคือ 
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การนาํ Bag of Words (BoW) Pileline มาสร้าง Statistical Distribution ของค่าท่ีไดจ้ากการใชชุ้ด

ของตวักรอง LM (Leung and Malik) และค่าในแต่ละแกนสีของโมเดลสี HSV และใชก้ารแบ่งกลุ่ม

ดว้ย k-Means Clustering สําหรับสร้างเป็น Codebooks ของ Material Appearance โดยกาํหนดจุด

ก่ึงกลางของแต่ละกลุ่มเป็น Textons ดงันั้นในขั้นตอนการฝึกสอนจึงเป็นการเรียนรู้เพื่อโมเดล 

Texton Frequencies แลว้ใช ้Histogram ของ Texton Frequencies สร้างเป็น Codebooks งานวิจยัน้ี

ไดส้ร้างฐานขอ้มูลภาพสาํหรับการทดลองท่ีประกอบดว้ย 20 ชนิดของวสัดุในงานก่อสร้าง ในแต่ละ

ชนิดมีมากกวา่ 150 ภาพ จากผลลพัธ์ท่ีไดพ้บวา่ไดค้่าความถูกตอ้งจากการจาํแนกโดยเฉล่ีย 97.1% 

สาํหรับการทดลองกบัภาพท่ีมีขนาดเป็น 200×200 และเม่ือขนาดของภาพเล็กลงเป็น 30×30 ไดค้่า

ความถูกตอ้งจากการจาํแนกโดยเฉล่ียท่ี 90.8% 

DeGol และคณะ (2016) ไดท้าํการศึกษาเก่ียวกบัการนาํคุณลกัษณะทาง 3D Geometry คือ 

Surface Normal, Camera Intrinsic และ Extrinsic Parameters มาใชร่้วมกนักบัคุณลกัษณะทาง 2D 

คือ Texture และ Color ในการเพิ่มประสิทธิภาพการจาํแนกวสัดุในงานก่อสร้าง คุณลกัษณะทาง 2D 

ท่ีนาํมาใชท้ดลองคือ คุณลกัษณะจาก RFS Filter Bank และ MR8 Filter Bank, Fisher Vector, HSV 

Color และ CNN จากโครงข่าย Pre-Trained VGG-M โดยคุณลกัษณะจาก Filter Bank และจาก 

HSV Color ใชแ้นวคิดของการทาํ Clustering มาใช้ร่วมดว้ย และนาํ SVM มาใชใ้นขั้นตอนการ

จาํแนก งานวิจยัน้ีทาํการทดลองดว้ยชุดขอ้มูลท่ีประกอบดว้ยวสัดุต่าง ๆ ในงานก่อสร้างจาํนวน 19 

ประเภท ซ่ึงเป็นชุดขอ้มูลท่ีผูว้ิจยัได้รวบรวมข้ึนมาเองสําหรับใช้ในการทดลอง ท่ีประกอบด้วย

ขอ้มูล 2 ชุดคือ ชุดท่ีเป็นแบบ Focus Scale และแบบ Scene Scale โดยชุดท่ีเป็น Focus Scale ใช้

สําหรับการฝึกสอนและการทดสอบด้วย ส่วนแบบ Scene Scale ใช้เฉพาะการทดสอบ จากการ

ทดลองในหลากหลายรูปแบบของการนาํคุณลกัษณะต่าง ๆ มาใช้ร่วมกนัพบว่า ในกรณีท่ีไม่นาํ

คุณลกัษณะทางดา้น 3D มาใชน้ั้น Fisher Vector กบั CNN เม่ือนาํมาใชร่้วมกนั จะไดผ้ลลพัธ์จาก

การจาํแนกโดยเฉล่ียดีท่ีสุดคือ 68.92% และเม่ือนาํคุณลกัษณะทางดา้น 3D มาใชร่้วมดว้ยพบวา่ เม่ือ

นาํ Surface Normal มาใชร่้วมกนักบัทั้ง Fisher Vector และ CNN จะไดผ้ลลพัธ์จากการจาํแนกโดย

เฉล่ียดีท่ีสุดคืออยู ่73.80% 

จากวิธีการท่ีเคยนําเสนอไวใ้นงานวิจยัส่วนใหญ่พบว่า แทบทั้งหมดใช้ข้อมูลภาพจาก

ฐานขอ้มูลท่ีสร้างข้ึนเองสําหรับงานวิจยันั้น ๆ และไม่มีการเผยแพร่ขอ้มูลภาพดงักล่าว ถึงแมว้า่ใน

บางงานวิจยั เช่นงานวิจยัของ DeGol และคณะ (2016) จะมีการสร้างฐานขอ้มูลท่ีค่อนข้าง

หลากหลายเก่ียวกบัภาพวสัดุในงานก่อสร้างมาใช้และมีการนาํฐานขอ้มูลดงักล่าวมาเผยแพร่ แต่

ผลลพัธ์ท่ีไดจ้ากการจาํแนกในงานวิจยัดงักล่าวก็ยงัถือว่าไม่สูง นอกจากน้ีเทคนิคใหม่ ๆ ทางดา้น

การเรียนรู้ของเคร่ืองท่ีกาํลงัเป็นท่ีสนใจอย่างกวา้งขวาง เช่น เทคนิคการเรียนรู้เชิงลึก ก็ยงัไม่ไดมี้
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นาํเสนอเพื่อศึกษาอยา่งครอบคลุมสาํหรับการประยกุตใ์ชเ้พื่อจาํแนกภาพวสัดุในงานก่อสร้าง ดงันั้น

งานวจิยัน้ีจึงตอ้งการนาํเสนอการศึกษาเพื่อนาํเทคนิคการเรียนรู้เชิงลึกท่ีเหมาะสมกบัขอ้มูลรูปภาพ

มาประยุกต์ใช้สําหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอัตโนมัติ นั่นคือคือโครงข่าย

ประสาทแบบคอนโวลูชนั ซ่ึงเป็นสถาปัตยกรรมของโครงข่ายท่ีเป็นความกา้วหนา้ใหม่ทางดา้นการ

เรียนรู้ของเคร่ือง ท่ีกาํลงัเป็นท่ีสนใจในการนาํไปประยุกต์ใช้ในงานต่าง ๆ อย่างกวา้งขวาง โดย

เฉพาะงานท่ีเก่ียวขอ้งกบัขอ้มูลภาพ แต่จากการสํารวจงานวิจยัท่ีเก่ียวขอ้งพบวา่ โครงข่ายประสาท

แบบคอนโวลูชนัยงัไม่มีการนาํมาประยุกตใ์ชโ้ดยตรงสําหรับการจาํแนกขอ้มูลภาพเก่ียวกบัวสัดุใน

งานก่อสร้าง นัน่คือวิธีการหรือแนวคิดในการนาํโครงข่ายประสาทแบบคอนโวลูชนัมาประยุกตใ์ช้

เพื่อการจาํแนกขอ้มูลภาพวสัดุในงานก่อสร้างจึงยงัไม่เคยมีการนาํเสนอไว ้ดงันั้นงานวิจยัน้ีจึงมุ่ง

ศึกษาในส่วนของวิธีการและแนวคิดต่าง ๆ ในการประยุกตใ์ชด้งักล่าว เพื่อตอ้งการนาํเสนอวิธีการ

หรือแนวคิดท่ีมีประสิทธิภาพสาํหรับการนาํเทคนิคการเรียนรู้เชิงลึกคือโครงข่ายประสาทแบบคอน

โวลูชนัมาประยกุตใ์ชส้าํหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั 

จากงานวจิยัท่ีเก่ียวขอ้งกบัการจาํแนกภาพวสัดุในงานก่อสร้างท่ีกล่าวมาขา้งตน้รวมทั้งงาน

ท่ีต้องการนําเสนอเพื่อศึกษาในวิทยานิพนธ์ฉบับน้ี เม่ือนํามาสรุปเปรียบเทียบกันในแต่ละ

กระบวนการท่ีเก่ียวขอ้ง แสดงดงัตารางท่ี 2-9  

 

ตารางท่ี 2-9 สรุปเปรียบเทียบงานวจิยัท่ีเก่ียวขอ้งกบัการจาํแนกภาพวสัดุในงานก่อสร้าง 

กระบวนการท่ีเก่ียวขอ้ง 
งานวจิยัท่ีเก่ียวขอ้ง 

ก ข ค ง จ ฉ ช* 

คุณลกัษณะท่ีใช ้        

Intensity        

RGB Descriptors        

HSV Descriptors        

Textures (Used Filter Bank)        

RGB Histogram        

HSV Histogram        

Histogram of Dominant Edge        

Fisher Vector        

Surface Normal        

CNN (Fixed Feature from Pre-Trained Model)        

CNN (Fine Tune of Pre-Trained Model)        
CNN (Self-Train on Studied Data Set)        
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ตารางท่ี 2-9 สรุปเปรียบเทียบงานวจิยัท่ีเก่ียวขอ้งกบัการจาํแนกภาพวสัดุในงานก่อสร้าง (ต่อ) 

กระบวนการท่ีเก่ียวขอ้ง 
งานวจิยัท่ีเก่ียวขอ้ง 

ก ข ค ง จ ฉ ช* 

คุณลกัษณะท่ีใช ้        

Included Knowledge Database        

Included Clustering Based        

Proposed Features        

เทคนิคท่ีใชใ้นการจาํแนก        

Thresholds        

Euclidean Distance        

Artificial Neural Network (ANN )        

Support Vector Machine (SVM)        
Radial Basis Function (RBF)        
Ensemble (SVM, ANN, C4.5, NB, LR, KNN)        
Convolution Neural Network (CNN)        
มาตรวดัท่ีใชว้ดัประสิทธิภาพของโมเดล        

Accuracy        

Precision        
Recall        
Generality        

Sensitivity        

Specificity        
F-Measure        

AUC (Quantitative describing the ROC curve)        

S (Average Performance Score)        

ชุดขอ้มูลท่ีใช ้        

Non-Public        

Public        

จาํนวนกลุ่มของขอ้มูลท่ีพิจารณา        

2 Classes (Focus on 1 Category)        

2 Classes (Focus on Multiple Categories)        

Multiple Classes        
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ตารางท่ี 2-9 สรุปเปรียบเทียบงานวจิยัท่ีเก่ียวขอ้งกบัการจาํแนกภาพวสัดุในงานก่อสร้าง (ต่อ) 

กระบวนการท่ีเก่ียวขอ้ง 
งานวจิยัท่ีเก่ียวขอ้ง 

ก ข ค ง จ ฉ ช* 

วตัถุประสงคข์องการวจิยั        

Construction Materials Images Retrieval        

Construction Materials Detection        

Construction Materials Classification        

งานวจิยัท่ีเก่ียวขอ้งประกอบดว้ย 

ก แทนงานวจิยัของ Brilakis และคณะ (2006) 

ข แทนงานวิจยัของ Zhu และ Brilakis (2010) 

ค แทนงานวิจยัของ Rashidi และคณะ (2016) 

ง แทนงานวจิยัของ Son และคณะ (2014) 

จ แทนงานวิจยัของ Dimitrov และ Golparvar-Fard (2014) 

ฉ แทนงานวิจยัของ DeGol และคณะ (2016) 

ช* แทนงานของวทิยานิพนธ์ฉบบัน้ี  



บทที ่3 

วธีิดาํเนินงานวจิยั 

 

วตัถุประสงค์ของงานวิจยัน้ีเป็นการนาํเทคนิคการเรียนรู้เชิงลึกคือโครงข่ายประสาทแบบ

คอนโวลูชนัมาประยุกตใ์ช้สําหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั โดยตอ้งการ

นาํสถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชนัแบบท่ีผา่นการฝึกสอนมาก่อนคือโมเดล 

ResNet101 มาประยุกต์ใช้สําหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั เพื่อนํา

คุณลกัษณะท่ีไดจ้ากการเรียนรู้แบบถ่ายโอนแบบยึดคุณลกัษณะจากตวัสกดัดว้ยโมเดล ResNet101 

มาใช้ร่วมกนักบัเทคนิคการเข้ารหัสขอ้มูลด้วยโครงข่ายเข้ารหัสแบบอตัโนมติั และเทคนิคการ

จาํแนกข้อมูลด้วยเคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มสําหรับการเพิ่มประสิทธิภาพในการ

จาํแนกภาพวสัดุในงานก่อสร้าง เพื่อให้การดาํเนินงานวิจยัสอดคลอ้งตามวตัถุประสงคด์งักล่าว ใน

บทน้ีจึงเป็นการนาํเสนอในส่วนของ ชุดขอ้มูลท่ีศึกษา กรอบแนวคิดงานวิจยั งานวิจยัท่ีนาํเสนอ 

วิธีการประยุกตใ์ชโ้ครงข่ายประสาทแบบคอนโวลูชนัในรูปแบบอ่ืนเพื่อการศึกษาเปรียบเทียบกบั

วธีิการท่ีนาํเสนอ และการเปรียบเทียบประสิทธิภาพของการจาํแนก ตามลาํดบั 

 

3.1 ชุดข้อมูลทีศึ่กษา 

ชุดขอ้มูลท่ีศึกษาสาํหรับงานวจิยัน้ีคือขอ้มูลภาพวสัดุในงานก่อสร้างท่ีประกอบดว้ยขอ้มูลส่ี

ชนิด (4 Classes) ของวสัดุในงานก่อสร้าง โดยสามชนิดของภาพวสัดุในงานก่อสร้างมาจาก

ขอ้มูลภาพท่ีเผยแพร่ในงานวจิยัของ DeGol และคณะ และอีกหน่ึงชนิดของวสัดุเป็นขอ้มูลภาพวสัดุ

อิฐมวลเบาคอนกรีตเซลลูล่าท่ีสร้างข้ึนเองสําหรับงานวิจยัน้ี ซ่ึงไดม้าจาการถ่ายภาพวสัดุอิฐมวลเบา

คอนกรีตเซลลูล่า โดยขอ้มูลทั้งส่ีชนิดของวสัดุในงานก่อสร้างใช้ในการทดลองสําหรับวิธีการท่ี

นาํเสนอข้ึนในงานวิจยัน้ี ส่วนในขั้นตอนของการศึกษาเปรียบเทียบระหว่างวิธีการท่ีนาํเสนอกบั

วิธีการในรูปแบบอ่ืนๆ นั้นทาํการทดลองกบัเฉพาะชุดขอ้มูลภาพท่ีเผยแพร่ในงานวิจยัของ DeGol 

และคณะท่ีประกอบด้วยสามชนิดของภาพวสัดุในงานก่อสร้าง โดยรายละเอียดของแต่ละชุด

ขอ้มูลภาพอธิบายดงัขอ้ (1) และขอ้ (2)  

(1)  ข้อมูลภาพวสัดุในงานก่อสร้างจากฐานข้อมูลทีเ่ผยแพร่ 

เป็นขอ้มูลภาพท่ีนาํมาจากส่วนหน่ึงของขอ้มูลภาพท่ีเผยแพร่ในงานวิจยัของ Degol และ

คณะ ท่ีประกอบด้วยภาพวสัดุท่ีใช้กนัโดยทัว่ไปในงานก่อสร้างในสามวสัดุหลกัคือ อิฐ (Brick) 
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คอนกรีต (Concrete) และไม ้(Wood) โดยเป็นภาพยอ่ยๆ (Patches) ท่ีตดัมาจากภาพใหญ่แบบความ

ละเอียดสูง (high-resolution) จากการสุ่มตวัอยา่งในภาพความละเอียดสูงแต่ละภาพท่ีความละเอียด 

100×100, 200×200, 400×400, และ 800×800 แลว้ปรับขนาด (Resize) ทุกภาพยอ่ยเป็น 100×100 ดงั

รายละเอียดการสร้างชุดขอ้มูลภาพน้ีใน (Degol el al., 2016) ซ่ึงแต่ละกลุ่ม (Class) ของวสัดุจะ

แบ่งเป็นภาพท่ีใช้สําหรับการฝึกสอนทั้งหมด 400 ภาพ และเป็นภาพท่ีใช้สําหรับการทดสอบ 200 

ภาพ ดงันั้นสําหรับชุดขอ้มูลน้ีมีภาพท่ีใช้ในการฝึกสอนทั้งหมด 1200 ภาพ และภาพท่ีใช้ในการ

ทดสอบทั้งหมด 600 ภาพ ตวัอยา่งภาพท่ีใชส้ําหรับการทดสอบในแต่ละกลุ่มของวสัดุแสดงดงัรูปท่ี 

3-1 

 

   

   
(a) Brick (b) Concrete (a) Wood 

 

รูปท่ี 3-1 ตวัอยา่งขอ้มูลภาพจากชุดทดสอบท่ีเผยแพร่ในงานวจิยัของ Degol และคณะ 

 

(2) ข้อมูลภาพวสัดุอฐิมวลเบาคอนกรีตเซลลูล่า 

เป็นขอ้มูลภาพวสัดุอิฐมวลเบาคอนกรีตเซลลูล่าท่ีสร้างข้ึนเองสําหรับงานวิจยัน้ี ซ่ึงไดม้าจา

การถ่ายภาพวสัดุอิฐมวลเบาคอนกรีตเซลลูล่าท่ีพฒันาโดย ผศ. ดร. ธีรวฒัน์ สินศิริ สาขาวิชา

วิศวกรรมโยธา มหาวิทยาลยัเทคโนโลยีสุรนารี ขอ้มูลภาพชุดน้ีสร้างมาจากการตดัภาพย่อย ๆ มา

จากภาพใหญ่แบบความละเอียดสูง (high-resolution) จากการสุ่มตวัอยา่งในภาพความละเอียดสูงแต่

ละภาพท่ีความละเอียด 100×100, 200×200, 400×400, และ 800×800 แลว้ปรับขนาดทุกภาพยอ่ย

เป็น 100×100 ดงัรายละเอียดการสร้างเช่นเดียวกนักบัชุดขอ้มูลท่ีมาจากงานวิจยัของ Degol และ

คณะ ซ่ึงชุดขอ้มูลภาพวสัดุอิฐมวลเบาคอนกรีตเซลลูล่าน้ีแบ่งเป็นภาพท่ีใช้สําหรับการฝึกสอน
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ทั้งหมด 400 ภาพ และเป็นภาพท่ีใช้สําหรับการทดสอบ 200 ภาพ ตวัอย่างภาพท่ีใช้สําหรับการ

ทดสอบแสดงดงัรูปท่ี 3-2 

 

   

 

รูปท่ี 3-2 ตวัอยา่งขอ้มูลภาพวสัดุอิฐมวลเบาคอนกรีตเซลลูล่าจากชุดทดสอบ 

 

ดงันั้นขอ้มูลท่ีใชส้าํหรับงานวจิยัน้ีประกอบดว้ยขอ้มูล 2 ชุดคือ 

ชุดข้อมูลท่ี 1: เป็นขอ้มูลภาพท่ีเผยแพร่ในงานวิจยัของ DeGol และคณะซ่ึงประกอบดว้ย 3 

กลุ่มคือ อิฐ ไม ้และคอนกรีต 

ชุดข้อมลูท่ี 2: เป็นขอ้มูลภาพท่ีเผยแพร่ในงานวจิยัของ DeGol และคณะรวมขอ้มูลภาพวสัดุ

อิฐมวลเบาคอนกรีตเซลลูล่า ดงันั้นจึงประกอบดว้ย 4 กลุ่มคือกลุ่มคือ อิฐ ไม ้คอนกรีตและอิฐมวล

เบาคอนกรีตเซลลูล่า 

 

3.2 กรอบแนวคดิงานวจิัย 

วตัถุประสงคข์องการพฒันางานวจิยัน้ีคือ การนาํเสนอการประยุกตใ์ชเ้ทคนิคการเรียนรู้เชิง

ลึกคือโครงข่ายประสาทแบบคอนโวลูชนัเพื่อการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั 

โดยตอ้งการนาํเสนอแนวคิดการประยุกต์ใชใ้นรูปแบบของการเรียนรู้แบบถ่ายโอน ท่ีเป็นการนาํ

สถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชันแบบท่ีผ่านการฝึกสอนมาก่อนคือโมเดล 

ResNet101 มาประยุกตใ์ช ้เพื่อนาํคุณลกัษณะท่ีไดจ้ากการเรียนรู้แบบถ่ายโอนแบบยึดคุณลกัษณะ

จากตวัสกดัดว้ยโมเดล ResNet101 มาใชร่้วมกนักบัเทคนิคการเขา้รหสัขอ้มูลดว้ยโครงข่ายเขา้รหสั

แบบอตัโนมติั เพื่อสร้างรูปแบบการแทนขอ้มูลท่ีเหมาะสม และนาํเทคนิคการจาํแนกขอ้มูลด้วย

เคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มมาใชส้ําหรับการเพิ่มประสิทธิภาพในการจาํแนกภาพวสัดุ

ในงานก่อสร้างแบบอตัโนมติั ซ่ึงนอกเหนือจากวิธีการในรูปแบบท่ีนาํเสนอดงักล่าวแลว้ งานวิจยัน้ี

ไดท้าํการศึกษาเปรียบเทียบวิธีการในรูปแบบอ่ืน ๆ สําหรับการประยุกตใ์ชเ้ทคนิคการเรียนรู้เชิงลึก

ดว้ยโครงข่ายประสาทแบบคอนโวลูชนัเพื่อการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติัดว้ย  
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งานวิจยัน้ีนาํโมเดลแบบท่ีผ่านการฝึกสอนมาก่อนของโมเดล ResNet101 มาใช้เพราะ

โมเดล ResNet101 นั้นเป็นโมเดลท่ีมีความลึก 101 ชั้นท่ีมีการนาํหลกัการของ Residual Learning 

จากการนาํ Residual Blocks มาใชใ้นโครงข่ายในลกัษณะเดียวกนักบัโมเดล ResNet152 ท่ีมีความ

ลึก 152 ชั้นท่ีชนะการแข่งขนัในงาน ILSVRC 2015 แต่เน่ืองจากโมเดล ResNet152 นั้นไม่มีการ

เผยแพร่โมเดลแบบฝึกสอนมาก่อนสําหรับการใช้งานในโปรแกรม Matlab ซ่ึงงานวิจยัน้ีเป็นการ

พฒันาโดยใช้โปรแกรม Matlab ดงันั้นโมเดล ResNet101 ท่ีมีระดบัความลึกรองลงมาจึงถูกเลือก

เพื่อนาํมาใชส้าํหรับการพฒันางานวิจยัน้ีเพราะเป็นโมเดลมีการเผยแพร่สถาปัตยกรรมแบบฝึกสอน

มาก่อนสาํหรับการใชง้านในโปรแกรม Matlab  

เพื่อให้การเนินงานวิจยัสอดคลอ้งตามวตัถุประสงค์ท่ีกล่าวขา้งตน้ และเพื่อให้มองเห็นถึง

มุมมองโดยรวมในส่วนของวิธีการท่ีนาํเสนอ รายละเอียดต่าง ๆ ท่ีเก่ียวขอ้งกบัวิธีการท่ีนาํเสนอจึง

อธิบายดงัต่อไปน้ี 

3.2.1  การประยุกต์ใช้โครงข่ายประสาทแบบคอนโวลูชันด้วยการเรียนรู้แบบถ่ายโอน 

รูปท่ี 3-3 แสดงรายละเอียดในส่วนต่าง ๆ ของโมเดล ResNet101 ท่ีผา่นการฝึกสอน

มาก่อนดว้ยชุดขอ้มูลภาพของ ImageNet (มองวา่เป็นขอ้มูลภาพจาก Source Task) ซ่ึงเป็นขอ้มูลท่ีมี 

1000 Classes โดยตั้งแต่ชั้นแรกของโครงข่ายจนถึงชั้น FC, 1000 สามารถมองวา่คือส่วนของการทาํ

การเรียนรู้เพื่อหาคุณลกัษณะ (Feature Learning) และส่วนทา้ยของโครงข่ายท่ีเป็นชั้น SoftMax ซ่ึง

เป็นการนาํคุณลกัษณะท่ีเรียนรู้มาไดจ้ากชั้นก่อนหนา้มาผา่นฟังก์ชนั SoftMax เพื่อสร้างเป็น Output 

ของโครงข่ายนั้นมองวา่เป็นส่วนของการจาํแนก (Classification)  

 

 
 

รูปท่ี 3-3 ส่วนต่าง ๆ ของโมเดลของ ResNet101 ท่ีผา่นการฝึกสอนมาก่อนดว้ยชุดขอ้มูลภาพของ 

                ImageNet (Source Task) ซ่ึงเป็นขอ้มูลท่ีมี 1000 Classes 
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ในการนาํโครงข่ายประสาทแบบคอนโวลูชนัแบบท่ีผา่นการฝึกสอนมาก่อนมาประยุกต์ใช้

ในรูปแบบของการเรียนรู้แบบถ่ายโอนนั้ นสามารถประยุกต์ใช้ได้ใน 2 รูปแบบคือ แบบยึด

คุณลกัษณะจากตวัสกดั (Fixed Feature Extractor) และแบบปรับแต่งการเรียนรู้ (Fine Tune 

Learning) ซ่ึงรายละเอียดของแนวคิดสําหรับการประยุกตใ์ชใ้น 2 รูปแบบดงักล่าวอธิบายในขอ้ (1) 

และขอ้ (2) ตามลาํดบัต่อไปน้ี 

(1) แนวคิดของการเรียนรู้แบบถ่ายโอนในแบบยดึคุณลกัษณะจากตัวสกดั 

ในการนาํโครงข่ายประสาทแบบคอนโวลูชนัแบบท่ีผา่นการฝึกสอนมาก่อนมาประยุกตใ์ช้

ในรูปแบบของการเรียนรู้แบบถ่ายโอนในแบบยึดคุณลักษณะจากตัวสกัดด้วยการใช้โมเดล 

ResNet101 นั้นเร่ิมตน้จากเปล่ียนจาํนวนกลุ่ม (Class) ของ Output ในโครงข่ายจากเดิม 1000 

Classes ของรูปท่ี 3-3 ให้มีจาํนวนตามจาํนวนกลุ่มของขอ้มูลท่ีตอ้งการจาํแนกในชุดขอ้มูลท่ีศึกษา 

(มองว่าชุดขอ้มูลท่ีศึกษา คือ Target Task สําหรับการเรียนรู้แบบถ่ายโอน) ดงัแสดงในส่วนของ 

Output ในรูปท่ี 3-4 นัน่คือสําหรับงานวิจยัน้ีซ่ึงทาํการศึกษาใน 2 ชุดขอ้มูล ดงันั้นเม่ือศึกษาชุด

ขอ้มูลท่ี 1 (Dataset 1) จึงกาํหนดให้ส่วนของ Output เป็น 3 Classes และเม่ือศึกษาชุดขอ้มูลท่ี 2 

(Dataset 2) ก็จะกาํหนดให้ส่วนของ Output เป็น 4 Classes ตามรายละเอียดของแต่ละชุดขอ้มูลท่ี

กล่าวไปแลว้ในหวัขอ้ 3.1  

การเปล่ียนจาํนวนกลุ่มของ Output ในโครงข่ายใหส้อดคลอ้งตามจาํนวนกลุ่มของชุดขอ้มูล

ท่ีศึกษานั้นเป็นขั้นตอนแรกสุดท่ีตอ้งจดัการเม่ือตอ้งการนาํการเรียนรู้แบบถ่ายโอนมาใชท้ั้งในแบบ

ยึดคุณลักษณะจากตัวสกัดและแบบปรับแต่งการเรียนรู้ โดยในการประยุกต์ใช้ในแบบยึด

คุณลักษณะจากตัวสกัดนั้ นสามารถแบ่งรูปแบบของแนวคิดในการประยุกต์ใช้ออกเป็นอีก 3 

รูปแบบยอ่ยดงัแสดงในรูปท่ี 3-4 รูปท่ี 3-5 และรูปท่ี 3-6 ตามลาํดบั 

รูปท่ี 3-4 เป็นการประยุกตใ์ชใ้นแบบยึดคุณลกัษณะจากตวัสกดัท่ียงัคงยึดตามรูปแบบเดิม

ของโครงข่ายท่ีผา่นการฝึกสอนมาก่อนมากท่ีสุด นัน่คือเป็นการนาํขอ้มูลภาพในชุดขอ้มูลท่ีศึกษามา

แปลงเป็นขอ้มูลของคุณลกัษณะจากการใชค้่าของ Weights และ Biases ท่ีผา่นการฝึกสอนมาก่อน

แลว้และใชฟั้งกช์นั SoftMax สาํหรับขั้นตอนการจาํแนกตามลกัษณะเดิมของโครงข่าย  

รูปท่ี 3-5 เป็นการประยุกตใ์ชใ้นแบบยึดคุณลกัษณะจากตวัสกดัท่ีนาํวิธีการจาํแนกแบบอ่ืน

มาใช้แทนฟังก์ชัน SoftMax จากรูปจะเห็นได้ว่าข้อมูลภาพจะถูกนํามาแปลงเป็นข้อมูลของ

คุณลกัษณะจากการใชค้่าของ Weights และ Biases ท่ีผา่นการฝึกสอนมาก่อนจนถึงชั้น FC, 1000 

แลว้นาํคุณลกัษณะดงักล่าวท่ีได ้(เรียกว่า CNN Fixed Feature ในรูปท่ี 3-5) ไปผ่านขั้นตอนการ

จาํแนกโดยใชว้ธีิการจาํแนกแบบอ่ืนท่ีไม่ใช่ฟังกช์นั SoftMax 
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รูปท่ี 3-4 การกาํหนดจาํนวน Class ของ Output ตาม Target Task ในแบบยดึคุณลกัษณะจากตวัสกดั 

 

 
 

รูปท่ี 3-5 การนาํวธีิการจาํแนกแบบอ่ืนมาใชแ้ทนฟังกช์นั SoftMax ในแบบยดึคุณลกัษณะ 

                       จากตวัสกดั  

 

รูปท่ี 3-6 เป็นการประยุกตใ์ชใ้นแบบยึดคุณลกัษณะจากตวัสกดัท่ีเป็นการนาํคุณลกัษณะท่ี

สกดัออกมาไดจ้ากโครงข่าย CNN (ซ่ึงคือส่วนของ CNN Fixed Feature ในรูปท่ี 3-6) ท่ีไดม้าดว้ยวิธี

เดียวกนักบัในรูปท่ี 3-5 โดยท่ีขอ้มูลภาพจะถูกนาํมาแปลงเป็นขอ้มูลของคุณลกัษณะจากการใชค้่า

ของ Weights และ Biases ท่ีผา่นการฝึกสอนมาก่อนจนถึงชั้น FC, 1000 แลว้นาํ CNN Fixed Feature 

ท่ีได้มานั้นไปใช้ร่วมกันกบัวิธีการสําหรับการหาคุณลักษณะแบบอ่ืน (ซางคือขั้นตอน Include 

Other Features ในรูปท่ี 3-6) แลว้ไปผา่นขั้นตอนการจาํแนกโดยใชว้ิธีการจาํแนกแบบอ่ืนท่ีไม่ใช่

ฟังก์ชนั SoftMax ซ่ึงวิธีการท่ีนาํเสนอข้ึนสําหรับงานวิจยัน้ีเพื่อการจาํแนกภาพวสัดุในงานก่อสร้าง

นั้นเป็นการประยกุตโ์ดยใชใ้นรูปแบบดงัแสดงในรูปท่ี 3-6 ดงักล่าว 
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รูปท่ี 3-6 การนาํวธีิการหาคุณลกัษณะแบบอ่ืนมาใชร่้วมกบั CNN Fixed Feature และนาํวธีิการ 

                   จาํแนกแบบอ่ืนมาใชใ้นแบบยดึคุณลกัษณะจากตวัสกดั 

 

(2) แนวคิดของการเรียนรู้แบบถ่ายโอนในแบบปรับแต่งการเรียนรู้ 

การเรียนรู้แบบถ่ายโอนในแบบปรับแต่งการเรียนรู้นั้นเป็นการนาํบางส่วนของโครงข่ายท่ี

ผา่นการฝึกสอนมาก่อนแลว้นั้นมาผ่านการเรียนรู้เพิ่มเติมดว้ยชุดขอ้มูลท่ีตอ้งการศึกษา โดยมกัจะ

ฝึกสอนเพิ่มเติมในส่วนของชั้นทา้ย ๆ ของส่วน Feature Learning แต่ชั้นในส่วนตน้ ๆ จะคงไว้

เหมือนเดิม นัน่คือเป็นการมองวา่ ค่าของ Weights และ Biases ของชั้นท่ีไม่ไดฝึ้กสอนเพิ่มเติมขะถูก

แช่แข็งไว ้(Freezed) หมายความว่าค่า Weights และ Biases ของชั้นเหล่านั้นไม่มีการเปล่ียนแปลง 

ยงัคงใช้ตามค่าท่ีไดรั้บการถ่ายโอนมาจากโมเดลท่ีผ่านการฝึกสอนมาก่อน ในขณะท่ีค่า Weights 

และ Biases ของชั้นท่ีไดรั้บการฝึกสอนใหม่จะถูกปรับแต่ง (Fine Tune) เพื่อให้เหมาะสมกบัชุด

ขอ้มูลท่ีศึกษามากยิ่งข้ึน จากแนวคิดท่ีกล่าวมา รายละเอียดต่าง ๆ ของการเรียนรู้แบบถ่ายโอนใน

แบบปรับแต่งการเรียนรู้เม่ือนาํ ResNet101 มาใชจึ้งแสดงไดด้งัรูปท่ี 3-7 เม่ือ Freezed Layers ในรูป

คือช่วงของชั้นท่ีไม่ตอ้งการฝึกสอนเพิ่มเติม ซ่ึงในทางปฏิบติัสามารถกาํหนดเป็นจาํนวนก่ีช่วงชั้นก็

ไดต้ามความเหมาะสมของแต่ละ Target Task ในส่วนของ Fine-Tuned Layers คือช่วงของชั้นท่ี

ตอ้งการใหมี้การปรับแต่งหรือฝึกสอนเพิ่มเติม 

ในการประยุกต์ใช้โครงข่ายประสาทแบบคอนโวลูชันในแบบปรับแต่งการเรียนรู้นั้ น

สามารถแบ่งรูปแบบของแนวคิดในการประยุกต์ใช้ออกเป็นอีก 3 รูปแบบย่อยเช่นเดียวกนักบัท่ี

กล่าวมาแล้วในแบบยึดคุณลักษณะจากตวัสกัด ดังแสดงในรูปท่ี 3-7 รูปท่ี 3-8 และรูปท่ี 3-9 

ตามลาํดบั ซ่ึงความแตกต่างหลกัระหว่างแบบยึดคุณลกัษณะจากตวัสกดัและแบบปรับแต่งการ

เรียนรู้คือ แบบยึดคุณลกัษณะจากตวัสกดัไม่ต้องมีการฝึกสอนใหม่ในขณะท่ีแบบปรับแต่งการ

เรียนรู้ตอ้งมีการฝึกสอนใหม่สาํหรับบางช่วงชั้น  

 



 108 

ดงันั้นคุณลกัษณะท่ีไดจ้ากขั้นตอน Feature Learning จากแบบปรับแต่งการเรียนรู้จึงเป็น

คุณลกัษณะท่ีผ่านการปรับแต่งจากการฝึกสอนใหม่ คุณลกัษณะท่ีไดด้งักล่าว (นัน่คือ CNN Fine-

Tuned Feature) จึงนาํไปใชต่้อไดใ้น 3 รูปแบบยอ่ยคือ แบบท่ีใชฟั้งก์ชนั SoftMax สําหรับขั้นตอน

การจาํแนกตามลกัษณะเดิมของโครงข่าย ดงัแสดงในรูปท่ี 3-7 แบบท่ีนาํวธีิการจาํแนกแบบอ่ืนมาใช้

แทนฟังกช์นั SoftMax ดงัแสดงในรูปท่ี 3-8 และแบบท่ีนาํ CNN Fine-Tuned Feature ท่ีไดม้านั้นไป

ใช้ร่วมกันกับวิธีการสําหรับการหาคุณลักษณะแบบอ่ืน แล้วไปผ่านขั้นตอนการจาํแนกโดยใช้

วธีิการจาํแนกแบบอ่ืนท่ีไม่ใช่ฟังกช์ั้น SoftMax ดงัแสดงในรูปท่ี 3-9 

 

 

 

รูปท่ี 3-7 การกาํหนดจาํนวน Class ของ Output ตาม Target Task ในแบบปรับแต่งการเรียนรู้ 

 

 
 

รูปท่ี 3-8 การนาํวธีิการจาํแนกแบบอ่ืนมาใชแ้ทนฟังกช์นั SoftMaxในแบบปรับแต่งการเรียนรู้ 
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รูปท่ี 3-9 การนาํวธีิการหาคุณลกัษณะแบบอ่ืนมาใชร่้วมกบั CNN Fine-Tuned Feature และนาํ 

                    วธีิการจาํแนกแบบอ่ืนมาใชใ้นแบบปรับแต่งการเรียนรู้ 

 

3.2.2 ข้ันตอนหลกัของวธีิการทีนํ่าเสนอ 

วิธีการท่ีนาํเสนอสําหรับงานวิจยัน้ีเป็นการนาํโครงข่ายประสาทแบบคอนโวลูชัน

จากโมเดล ResNet101 ท่ีผา่นการฝึกสอนมาก่อนมาประยกุตใ์ชใ้นแบบยึดคุณลกัษณะตามรูปแบบท่ี

แสดงในรูปท่ี 3-6 โดยแบ่งวิธีการท่ีนาํเสนอออกเป็นขั้นตอนหลกั 4 ขั้นตอนดงัแผนภาพในรูปท่ี 3-

10 ในแต่ละขั้นตอนดงักล่าวมีรายละเอียดดงัต่อไปน้ี 

(1)  การ download โมเดลของ ResNet101 ที่ผ่านการฝึกสอนมาก่อน (Download 

ResNet101 Pre-Trained Model) 

เป็นการ download เพื่อนาํโมเดลของ ResNet101 ท่ีผา่นการฝึกสอนมาก่อนแลว้และมีการ

นาํมาเผยแพร่ให้สามารถนาํไปใชป้ระโยชน์ต่อได ้ซ่ึงโมเดล ResNet101 ท่ีนาํมาใชน้ั้นเป็นโมเดล

รูปแบบเดียวกนักบัโมเดล ResNet152 ท่ีชนะการแข่งขนัในงาน ILSVRC 2015 แต่จาํนวนชั้น

ต่างกนั นัน่คือโมเดลท่ีนาํมาใชส้ําหรับงานวิจยัน้ีมีความลึก 101 ชั้น แต่โมเดลท่ีชนะการแข่งขนัใน

งาน ILSVRC 2015 มีความลึก 152 ชั้น ซ่ึงโมเดลของ ResNet101 ท่ีนาํมาใชน้ี้ผา่นการฝึกสอนมา

ก่อนจากชุดขอ้มูลภาพของ ImageNet 1.2 ลา้นภาพ (อาจเรียกวา่ภาพจาก Source Task) ดงันั้น

ขั้นตอนการ download เพื่อนาํโมเดลของ ResNet101 ท่ีผา่นการฝึกสอนมาก่อนแลว้สําหรับงานวิจยั

น้ีคือขั้นตอนการ import โมเดล ResNet101 เขา้มาใน Matlab R2018a เพื่อนาํมาประยุกตใ์ชต่้อใน

รูปแบบของการถ่ายโอนการเรียนรู้ 

(2) การแปลงข้อมูลภาพไปเป็นเวกเตอร์คุณลักษณะ (Transform Image into Feature 

Vector) 

ในการนาํโมเดลท่ีผ่านการฝึกสอนมาก่อนมาใชต่้อในรูปแบบของการถ่ายโอนการเรียนรู้

นั้น ขอ้มูลท่ีถ่ายโอนมาจากโมเดลท่ีผ่านการฝึกสอนมาก่อนคือรายละเอียดเก่ียวกบัสถาปัตยกรรม

ของโครงข่ายและค่าพารามิเตอร์ต่าง ๆ ของโครงข่ายท่ีผ่านการฝึกสอนมาแล้ว ซ่ึงคือค่าของ 
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Weights และ Biases ทั้งหมดท่ีใชใ้นสถาปัตยกรรมของโครงข่าย (ซ่ึงคือ Transfer Parameters ใน

รูปท่ี 3-10) ดังนั้นเม่ือตอ้งการนําโมเดลดงักล่าวมาประยุกต์ใช้แบบการถ่ายโอนการเรียนรู้ด้วย

วธีิการยดึคุณลกัษณะจากตวัสกดันั้น ขอ้มูลของภาพท่ีเราตอ้งการศึกษาแต่ละภาพ (อาจเรียกวา่ภาพ

จาก Target Task) จะถูกส่งผา่นเขา้ไปในโครงข่าย 1 รอบ (1 pass) เพื่อนาํค่าของ Weights และ 

Biases ท่ีผ่านการฝึกสอนมาก่อนแล้วนั้นสําหรับการแปลงขอ้มูลภาพไปเป็นขอ้มูลของเวกเตอร์

คุณลกัษณะตามรายละเอียดในแต่ละชั้นของโครงข่ายจนถึงชั้นสุดทา้ยท่ีตอ้งการนาํผลลพัธ์ของ

เวกเตอร์คุณลกัษณะท่ีสกดัออกมาได ้(Extracted Feature Vector) นั้นไปใชง้านต่อไป ซ่ึงขั้นตอนน้ี

คือขั้นตอนหมายเลข 2 ในรูปท่ี 3-10 

 

 

 

รูปท่ี 3-10 สรุป 4 ขั้นตอนหลกัของวธีิการท่ีนาํเสนอ 

 

(3) การเข้ารหัสด้วยเคร่ืองเข้ารหัสอตัโนมัต ิ(Encode by Autoencoder) 

เป็นการนาํเวกเตอร์คุณลกัษณะท่ีสกดัออกมาไดจ้ากขั้นตอนท่ี 2 มาผา่นการหารูปแบบของ

การแทนขอ้มูล (Data Representation) หรือการเขา้รหัสขอ้มูลด้วยการใช้โครงข่ายการเขา้รหัส

อตัโนมติั เพื่อช่วยสําหรับการลดมิติของขอ้มูลและเป็นการหารูปแบบการแทนขอ้มูลท่ีเหมาะสม

มากยิง่ข้ึนก่อนท่ีจะนาํไปใชส้าํหรับการจาํแนกต่อไป ในงานวิจยัน้ีนาํเสนอการใชเ้ทคนิคของเคร่ือง

เขา้รหัสอตัโนมติัสําหรับการหารูปแบบของการแทนขอ้มูลดงักล่าว โดยผลลพัธ์จากขั้นตอนน้ีคือ

เวกเตอร์คุณลกัษณะท่ีถูกเขา้รหสั (Encoded Feature Vector) ดงัแสดงในรูปท่ี 3-10 
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(4)  การจําแนกด้วยเคร่ืองเวกเตอร์เกื้อหนุนแบบหลายกลุ่ม (Classify by Multi-Class 

SVM) 

เป็นขั้นตอนท่ีใชส้ําหรับการจาํแนกกลุ่มของขอ้มูลเพื่อให้ไดผ้ลลพัธ์ท่ีตอ้งการวา่ภาพวสัดุ

ในงานก่อสร้างแต่ละภาพท่ีนาํมาจาํแนกนั้นคือวสัดุอะไร ขอ้มูลท่ีนาํเขา้สู่ขั้นตอนน้ีคือเวกเตอร์

คุณลกัษณะท่ีถูกเขา้รหสัจากขั้นตอนท่ี 3 ก่อนหนา้น้ี เน่ืองจากงานวิจยัน้ีเป็นการศึกษาเพื่อจาํแนก

ขอ้มูลแบบหลายกลุ่ม โมเดลของเคร่ืองเวกเตอร์เก้ือหนุนจึงเป็นโมเดลสําหรับการจาํแนกแบบหลาย

กลุ่มในกลยุทธ์แบบหน่ึงต่อหน่ึง (One versus One) นัน่คือเป็นการการสร้างตวัจาํแนกของเคร่ือง

เวกเตอร์เก้ือหนุนแบบจาํแนกเป็นสองกลุ่ม (Binary Classification) หลาย ๆ ตวัมาใช้ประกอบ

ร่วมกนัแบบหน่ึงต่อหน่ึงสาํหรับการจาํแนกขอ้มูลแบบมีมากกวา่สองกลุ่ม ขั้นตอนน้ีคือขั้นตอนท่ี 4 

ของรูปท่ี 3-10  

3.2.3 เคร่ืองมือทีใ่ช้สําหรับการวจัิย 

เคร่ืองมือท่ีใชใ้นการพฒันางานวจิยัน้ี ประกอบดว้ย 

(1)  เคร่ืองคอมพิวเตอร์สาํหรับพฒันา มีรายละเอียดดงัน้ี 

 หน่วยประมวลผลกลาง : Intel(R) Core(TM) i7-2600 CPU @ 3.40GHz 

 หน่วยประมวลผลกราฟิก : NVIDIA GeForce GTX 1060 3GB 

 หน่วยความจาํหลกั : 16 GB 

 หน่วยความจาํสาํรอง : 1 TB 

(2)  ระบบปฏิบติัการและโปรแกรมประยกุตส์าํหรับพฒันา ประกอบดว้ย 

 ระบบปฏิบติัการ : Windows 7 Ultimate 64 bits 

 เคร่ืองมือท่ีใชใ้นการพฒันา : Matlab R2018a 

 

3.3 งานวจิัยทีนํ่าเสนอ (Proposed Work) 

จากกรอบแนวคิดงานวิจยัท่ีอธิบายดว้ยขั้นตอนหลกัของวิธีการท่ีนาํเสนอท่ีไดก้ล่าวไปใน

หัวขอ้ 3.2 ก่อนหน้าน้ี เพื่อให้เห็นภาพชัดเจนยิ่งข้ึนในส่วนรายละเอียดของวิธีการท่ีนาํเสนอใน

งานวจิยัน้ี รูปท่ี 3-11 จึงแสดงรายละเอียดเพิ่มเติมเก่ียวกบัวธีิการท่ีนาํเสนอดงักล่าว นัน่คือในการนาํ

โครงข่ายประสาทแบบคอนโวลูชันมาประยุกต์ใช้ในการจาํแนกภาพวสัดุในงานก่อสร้างแบบ

อตัโนมติันั้นเร่ิมตน้จากการนาํเขา้ (Import) โมเดลของ ResNet101 ท่ีผา่นการฝึกสอนมาก่อนเขา้มา

ในโปรแกรม Matlab เวอร์ชนั R2018a เพื่อตอ้งการนาํรูปแบบของสถาปัตยกรรมและค่าพารามิเตอร์

ต่าง ๆ จากโมเดล ResNet101 ท่ีผ่านการฝึกสอนมาก่อนแลว้นั้นมาใช้ในลกัษณะของการถ่ายโอน

การเรียนรู้ ซ่ึงงานวิจยัน้ีใชก้ารถ่ายโอนการเรียนรู้ในแบบยึดคุณลกัษณะจากตวัสกดั วิธีการในการ
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การถ่ายโอนการเรียนรู้ดงักล่าวเร่ิมตน้จากการนาํภาพแต่ละภาพจากชุดขอ้มูลท่ีศึกษามาส่งผ่านเขา้

ไปในโมเดล 1 รอบเพื่อนาํค่าพารามิเตอร์ (ค่า Weights และBiases) ของโมเดลท่ีผา่นการฝึกสอนมา

ก่อนแล้วนั้นสําหรับการแปลงข้อมูลภาพท่ีส่งเขา้ไปเป็นขอ้มูลของเวกเตอร์คุณลกัษณะ นั่นคือ

ขอ้มูลภาพจะถูกส่งผา่นไปในแต่ละชั้นของโมเดลและค่อย ๆ แปลงขอ้มูลภาพตั้งตน้นั้นไปเป็นแผน

ท่ีคุณลกัษณะ (Feature Map) ตามลกัษณะสถาปัตยกรรมของโครงข่ายในแต่ละชั้นจนถึงชั้นสุดทา้ย

ก่อนขั้นตอนการจาํแนก นัน่คือชั้น FC, 1000 (ชั้นการเช่ือมถึงกนัหมดท่ีมีจาํนวน 1000 นิวรอน) 

ดงันั้นผลลพัธ์จากขั้นตอนน้ีคือเวกเตอร์คุณลกัษณะท่ีสกดัออกมาไดจ้ากโมเดล เป็นเวกเตอร์ท่ีมี

จาํนวนมิติเป็น 1000 ตามจาํนวนของนิวรอนท่ีใชใ้นชั้น FC, 1000 ของโมเดล ResNet101  

จากรูปท่ี 3-11 จะเห็นวา่ชั้นของ SoftMax ท่ีเป็นชั้นสุดทา้ยของโครงข่าย ResNet101 จะ

ไม่ได้ถูกนาํมาใช้ในขั้นตอนน้ี เพราะเป้าหมายสําหรับการทาํขั้นตอนน้ีเพื่อต้องการนาํเวกเตอร์

คุณลกัษณะท่ีสกดัออกมาไดไ้ปใช้งานในขั้นตอนอ่ืนต่อไป ยงัไม่ไดเ้ป็นการจาํแนกกลุ่มของขอ้มูล 

นัน่คือเป็นการประยุกต์ใช้โครงข่ายประสาทแบบคอนโวลูชนัในรูปแบบตามรายละเอียดในรูปท่ี   

3-6 ท่ีไดน้าํเสนอไปก่อนหนา้น้ี ดงันั้นเวกเตอร์คุณลกัษณะท่ีสกดัออกมาไดจ้ากวิธีการถ่ายโอนการ

เรียนรู้ในแบบยึดคุณลกัษณะจากตวัสกดัน้ีจึงถูกนาํไปผา่นขั้นตอนท่ี 2 ต่อไป นัน่คือคือเป็นอินพุต

เขา้สู่โครงข่ายการเขา้รหัสอตัโนมติั (Autoencoder Network ในรูปท่ี 3-11) เพื่อสร้างรูปแบบการ

แทนขอ้มูลท่ีเหมาะสมเป็นเวกเตอร์คุณลกัษณะท่ีถูกเขา้รหสั แลว้นาํเวกเตอร์ดงักล่าวไปจาํแนกดว้ย

เคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มต่อไป 

3.3.1 รายละเอยีดการฝึกสอนและการทดสอบในวธีิการทีนํ่าเสนอ 

  เน่ืองจากวิธีการท่ีนําเสนอสําหรับงานวิจยัน้ี นอกเหนือจากการประยุกต์ใช้งาน

โครงข่ายประสาทแบบคอนวชูนัแลว้ เพื่อใหผ้ลลพัธ์ท่ีไดจ้ากการจาํแนกท่ีมีประสิทธิภาพมากยิ่งข้ึน

จึงนาํโครงข่ายของเคร่ืองเขา้รหัสอตัโนมติัมาใช้สําหรับการสร้างตวัแทนขอ้มูลก่อนเขา้สู่ขั้นตอน

การจาํแนก ซ่ึงเคร่ืองเขา้รหัสอตัโนมติัจดัไดว้่าเป็นโครงข่ายประสาทเทียมชนิดหน่ึง ดงันั้นเพื่อให้

ได้โมเดลท่ีเหมาะสมของโครงข่ายสําหรับชุดข้อมูลท่ีศึกษา จาํเป็นต้องมีขั้นตอนของการการ

ฝึกสอนให้กบัโครงข่ายดว้ยชุดขอ้มูลท่ีศึกษาและขั้นตอนของการทดสอบสําหรับการหาโมเดลท่ี

เหมาะสมท่ีสุด เพื่อให้เห็นภาพชัดเจนมากยิ่งข้ึนสําหรับขั้นตอนดงักล่าว รูปท่ี 3-12 จึงแสดง

รายละเอียดท่ีขยายความเพิ่มเติมจากรูปท่ี 3-11 ในส่วนท่ีเก่ียวขอ้งกบัขั้นตอนการฝึกสอนและการ

ทดสอบในวธีิการท่ีนาํเสนอทั้งหมด 

 

 

 



 113 

 

 

 

รูปท่ี 3-11 รายละเอียดของวธีิการในงานวจิยัท่ีนาํเสนอ 

 

จากรูปท่ี 3-12 แสดงรายละเอียดให้เห็นว่าวิธีการท่ีนาํเสนอสําหรับงานวิจยัน้ีแบ่งชุด

ขอ้มูลภาพวสัดุในงานก่อสร้างท่ีศึกษาออกเป็นสองชุดคือชุดฝึกสอน (Train Set) และชุดทดสอบ 

(Test Set) ซ่ึงภาพวสัดุแต่ละชนิดจะอยูใ่นชุดฝึกสอนจาํนวน 400 ภาพ และอยูใ่นชุดทดสอบจาํนวน 

200 ภาพ ขั้นตอนท่ีเก่ียวขอ้งกบัการฝึกสอนในวธีิการท่ีนาํเสนอแสดงดว้ยลูกศรท่ีเป็นเส้นทึบในรูป

ท่ี 3-12 ส่วนขั้นตอนท่ีเก่ียวขอ้งกบัการทดสอบแสดงดว้ยลูกศรท่ีเป็นเส้นประ 
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รูปท่ี 3-12 รายละเอียดการฝึกสอน (Train) และการทดสอบ (Test) ในวธีิการท่ีนาํเสนอ 

 

ขั้นตอนการฝึกสอนเร่ิมต้นจากการนําภาพในชุดฝึกสอนแต่ละภาพมาส่งเข้าสู่โมเดล 

ResNet101 ท่ีผา่นการฝึกสอนมาก่อนแลว้และนาํมาประยุกต์ใชใ้นรูปแบบการถ่ายโอนการเรียนรู้

แบบยึดคุณลกัษณะจากตวัสกดัเพื่อแปลงขอ้มูลภาพแต่ละภาพไปเป็นขอ้มูลเวกเตอร์คุณลกัษณะ

ด้วยการใช้ Weights และ Biases ท่ีถูกถ่ายโอนมา ภาพแต่ละภาพจึงถูกแปลงเป็นเวกเตอร์

คุณลกัษณะท่ีมีจาํนวนมิติเป็น 1000 (1000 D) ตามคุณลกัษณะของ output จากชั้น FC, 1000 ของ

โมเดล ResNet101 ดงันั้นเม่ือทุกภาพในขอ้มูลชุดฝึกสอนถูกส่งผ่านเขา้ไปในโมเดลแล้วจะได้

ผลลพัธ์ทั้งหมดเป็นเวกเตอร์คุณลกัษณะของชุดฝึกสอน (Train Set Feature Vectors) จากนั้นจึงนาํ

เวกเตอร์คุณลกัษณะเหล่านั้นมาแบ่งเป็นสองชุดอีกเพื่อใชส้าํหรับการฝึกสอนและการทดสอบให้กบั

โครงข่ายเขา้รหสัอตัโนมติัและเคร่ืองเวกเตอร์เก้ือหนุน ดงันั้นจากเวกเตอร์คุณลกัษณะทั้งหมดจาก

ขอ้มูลชุดฝึกสอนท่ีเป็นผลลพัธ์จากโมเดล ResNet101 จึงถูกนาํมาแบ่งเป็นชุดของเวกเตอร์สําหรับ

การฝึกสอน (Train Vectors) และชุดของเวกเตอร์สําหรับการทดสอบ (Test Vectors) ดงัแสดงในรูป
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ท่ี 3-12 นัน่คือชุดของเวกเตอร์สําหรับการฝึกสอนจะนาํมาใช้สําหรับการฝึกสอนให้กบัโครงข่าย

เขา้รหสัอตัโนมติัและเคร่ืองเวกเตอร์เก้ือหนุนเพื่อตอ้งการหารูปแบบของโมเดลท่ีเหมาะสมสําหรับ

การสร้างรูปแบบการแทนขอ้มูลและการจาํแนกขอ้มูล ดงันั้นในขั้นตอนน้ีโครงแบบต่าง ๆ ของ

เคร่ืองเขา้รหัสอตัโนมติั (Autoencoder Configurations) และโครงแบบต่าง ๆ ของเคร่ืองเวกเตอร์

เก้ือหนุนแบบหลายกลุ่ม (Multi-Class SVM Configurations) จึงถูกสร้างข้ึนและฝึกสอนจากการใช้

เวกเตอร์สําหรับการฝึกสอน โดยโครงแบบท่ีดีท่ีสุด (The Best Configuration) จะไดม้าจากการ

ประเมินดว้ยเวกเตอร์สําหรับการทดสอบ ดงันั้นโครงแบบท่ีดีท่ีสุดของเคร่ืองเขา้รหัสอตัโนมติัจึง

ถูกเลือกไปใชเ้ป็นโมเดลของเคร่ืองเขา้รหสัอตัโนมติั (Autoencoder Model) และโครงแบบท่ีดีท่ีสุด

ของเคร่ืองเวกเตอร์เก้ือหนุนก็จะถูกเลือกไปใช้เป็นโมเดลของเคร่ืองเวกเตอร์เก้ือหนุนแบบหลาย

กลุ่ม (Multi-Class SVM Model) สําหรับการทดสอบกบัขอ้มูลชุดทดสอบต่อไป ตามรายละเอียด

ของขั้นตอนในรูปท่ี 3-12 

ขั้นตอนการทดสอบนั้นเป็นขั้นตอนท่ีใช้เพื่อวดัประสิทธิภาพของการจาํแนกจากวิธีการท่ี

นาํเสนอหลงัจากผา่นขั้นตอนการฝึกสอนแลว้ โดยใชชุ้ดขอ้มูลภาพในชุดทดสอบ ซ่ึงเร่ิมตน้จากการ

นาํภาพแต่ละภาพจากชุดทดสอบส่งเขา้สู่โมเดล ResNet101 เพื่อแปลงขอ้มูลภาพป็นขอ้มูลเวกเตอร์

คุณลักษณะเช่นเดียวกันกับท่ีทาํในขั้นตอนการฝึกสอน และเรียกเวกเตอร์คุณลักษณะทั้งหมด

เหล่านั้นวา่ เวกเตอร์คุณลกัษณะของขอ้มูลชุดทดสอบ (Test Set Feature Vectors) ดงัแสดงในรูปท่ี 

3-12 ในส่วนท่ีแสดงดว้ยลูกศรเส้นประ จากนั้นจึงนาํเวกเตอร์คุณลกัษณะทั้งหมดนั้นไปหารูปแบบ

การแทนขอ้มูลดว้ยโมเดลของเคร่ืองเขา้รหสัอตัโนมติั แลว้นาํรูปแบบการแทนขอ้มูลท่ีไดไ้ปจาํแนก

ดว้ยโมเดลของเคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่ม แลว้วดัประสิทธิภาพของการจาํแนกจาก

วธีิการท่ีนาํเสนอโดยใชม้าตรวดัคือ Accuracy, Precision, Recall และ F-Measure. 

3.3.2 ผงังาน (Flowchart) แสดงข้ันตอนการทาํงานของวธีิการทีนํ่าเสนอ 

 ลาํดบัขั้นตอนการทาํงานในรายละเอียดทั้งหมดของวิธีการท่ีนาํเสนอแสดงดงัผงังาน

ในรูปท่ี 3-13 โดยเร่ิมตน้จากการนาํโมเดล ResNet101 ท่ีผา่นการฝึกสอนมาก่อนเขา้มาในโปรแกรม 

Matlab Version R2018a จากการนาํเขา้ (Import) ดว้ยเมนู Add-Ons ในโปรแกรม นัน่คือเป็นการ 

Download และ Install โมเดลของ ResNet101 ท่ีผา่นการฝึกสอนมาก่อนให้สามารถใชง้านร่วมกนั

กบัส่วนอ่ืน ๆ ของโปรแกรม Matlab ได ้หลงัจากท่ีนาํเขา้มาไดแ้ลว้ คาํสั่งต่าง ๆ ท่ีมีในโปรแกรม 

Matlab ก็จะสามารถใชใ้นการจดัการเพื่อนาํรูปแบบของสถาปัตยกรรมและค่าพารามิเตอร์ต่าง ๆ 

จากโมเดล ResNet101 มาใชง้านต่อในรูปแบบของการเรียนรู้แบบถ่ายโอนได ้  
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รูปท่ี 3-13 ผงังาน (Flowchart) แสดงขั้นตอนการทาํงานของวธีิการท่ีนาํเสนอ 
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ดงันั้นดว้ยวิธีการเรียนรู้แบบถ่ายโอนแบบยึดคุณลกัษณะจากตวัสกดั ขั้นตอนต่อมาจึงเป็น

การแปลงขอ้มูลภาพให้อยูใ่นรูปแบบของคุณลกัษณะดว้ยการใชค้่าพารามิเตอร์ต่าง ๆ ท่ีถ่ายโอนมา 

โดยแปลงจนถึงชั้น FC, 1000 ของโมเดล ResNet101 ตามรายละเอียดในรูปท่ี 3-12 เพื่อนํา

คุณลกัษณะท่ีไดจ้ากชั้นดงักล่าวไปผา่นขั้นตอนอ่ืน ๆ ต่อไป 

 ตวัอย่างขอ้มูลท่ีไดห้ลงัจากการแปลงขอ้มูลภาพให้อยู่ในรูปแบบของคุณลกัษณะแสดงดงั

ตารางท่ี 3-1 และตารางท่ี 3-2 เม่ือตารางท่ี 3-1 คือขอ้มูลในส่วนของ A ในรูปท่ี 3-13 ซ่ึงขอ้มูล

ดงักล่าวถูกนาํมาเก็บเป็น Train Set Feature Vectors ในรูป นัน่คือ Train Set Feature Vectors ท่ี

แสดงในตารางท่ี 3-1 เป็นขอ้มูลของคุณลกัษณะท่ีไดม้าจากการแปลงภาพในชุดฝึกสอน (Train Set) 

ของชุดขอ้มูลท่ี 2 ท่ีใช้ในงานวิจยัน้ี (นัน่คือเป็นชุดขอ้มูลท่ีมี 4 กลุ่มของวสัดุ ซ่ึงชุดฝึกสอนมี 400 

ภาพต่อหน่ึงชนิดของวสัดุ ภาพทั้งหมดในชุดฝึกสอนจึงมี 1600 ภาพ) จากตารางจะเห็นไดว้า่จาํนวน

ขอ้มูลทั้งหมดมีจาํนวนมิติเป็น 1600×1000 อนัเน่ืองมาจากมีจาํนวนภาพทั้งหมด 1600 ภาพ และ

จาํนวนนิวรอนในชั้น FC, 1000 นั้นมีจาํนวน 1000 นิวรอน นั้นคือภาพหน่ึงภาพจะถูกแปลงไปเป็น

ขอ้มูลท่ีมีจาํนวน 1000 องคป์ระกอบ ดงัค่าของขอ้มูลตวัอยา่งในตารางท่ี 3-1 ซ่ึงแสดงตวัอยา่งเพียง

บางส่วนของ 20 แถวแรก และ 10 คอลมัภแ์รก  

 ตารางท่ี 3-2 คือขอ้มูลในส่วนของ B ของรูปท่ี 3-13 ซ่ึงนาํมาเก็บเป็น Test Set Feature 

Vectors เป็นขอ้มูลของคุณลกัษณะท่ีไดม้าจากการแปลงภาพในชุดทดสอบ (Test Set) ของชุดขอ้มูล

ท่ี 2 ท่ีใชใ้นงานวิจยัน้ี (นัน่คือเป็นชุดขอ้มูลท่ีมี 4 กลุ่มของวสัดุ ท่ีชุดทดสอบมี 200 ภาพต่อหน่ึง

ชนิดของวสัดุ ภาพทั้งหมดจึงมี 800 ภาพ) จากตารางจะเห็นไดว้า่จาํนวนขอ้มูลทั้งหมดมีจาํนวนมิติ

เป็น 800×1000 อนัเน่ืองมาจากมีจาํนวนภาพ 800 ภาพ และจาํนวนนิวรอนในชั้น FC, 1000 นั้นมี

จาํนวน 1000 นิวรอน โดยค่าของขอ้มูลตวัอยา่งท่ีแสดงในตารางท่ี 3-2 นั้นแสดงเพียงบางส่วนของ 

20 แถวแรก และ 10 คอลมัภแ์รก เช่นเดียวกนั 

 ขอ้มูลท่ีจดัเก็บเป็น Train Set Feature Vectors ในรูปท่ี 3-13 นั้นจะนาํไปใชส้ําหรับการหา

โมเดลท่ีเหมาะของเคร่ืองเขา้รหสัอตัโนมติั (Autoencoder) และเคร่ืองเวกเตอร์เก้ือหนุนแบบหลาย

กลุ่ม (Multi-Class SVM) นั่นคือนาํไปใช้สําหรับการฝึกสอน (Train) และการตรวจสอบความ

สมเหตุสมผล (Validate) สําหรับการหาค่าพารามิเตอร์ต่าง ๆ ท่ีเหมาะสมให้กับเคร่ืองเข้ารหัส

อตัโนมติัและเคร่ืองเวกเตอร์เก้ือหนุน ดงันั้น Train Set Feature Vectors ในรูปท่ี 3-13 จึงถูกนาํมา

แบ่งเป็น 80% แบบสุ่มสําหรับใชเ้ป็นส่วนของ Train Vectors และอีก 20% สําหรับใชเ้ป็นส่วนของ 

Validate Vectors 
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ตารางท่ี 3-1 ตวัอยา่งขอ้มูลท่ีไดห้ลงัจากการแปลงขอ้มูลภาพในชุดฝึกสอนจากชุดขอ้มูลท่ี 2 ท่ีศึกษา 

                    ใหอ้ยูใ่นรูปแบบของคุณลกัษณะจากชั้น FC, 1000 

 

 

ตารางท่ี 3-2 ตวัอยา่งขอ้มูลท่ีไดห้ลงัจากการแปลงขอ้มูลภาพในชุดทดสอบจากชุดขอ้มูลท่ี 2 ท่ีศึกษา 

                    ใหอ้ยูใ่นรูปแบบของคุณลกัษณะจากชั้น FC, 1000 
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 การหาค่าพารามิเตอร์ต่าง ๆ ท่ีเหมาะสมให้กบัเคร่ืองเขา้รหัสอตัโนมติัและเคร่ืองเวกเตอร์

เก้ือหนุนนั้นแบ่งออกเป็นสองขั้นตอนหลกัคือ ขั้นตอนการลองผิดลองถูก (Trial and Error) และ

ขั้นตอนแบบสุ่ม (Random) โดยขั้นตอนการลองผิดลองถูกใช้สําหรับการกาํหนดขอบเขตล่าง 

(Lower Bound) และขอบเขตบน (Upper Bound) ของพารามิเตอร์แต่ละตวั โดยผลลพัธ์จากขั้นตอน

การลองผิดลองถูกคือขอ้มูลส่วนของ C ในรูปท่ี 3-13 ดงันั้นขอ้มูลส่วนของ C ดงักล่าวจึงเป็น

ขอบเขตล่างและขอบเขตบนของพารามิเตอร์แต่ละตวัท่ีนาํไปใชส้ําหรับการสุ่มค่าพารามิเตอร์แต่ละ

ตัวในขั้ นตอนแบบสุ่มต่อไปเพื่อนําไปสู่การหาค่าพารามิเตอร์ท่ี เหมาะสมท่ีสุด (Optimal 

Parameters) สาํหรับการใชใ้นโมเดลของเคร่ืองเขา้รหสัอตัโนมติัและเคร่ืองเวกเตอร์เก้ือหนุน ดงันั้น

ขอ้มูลส่วนของ D ในรูปท่ี 3-13 จะเป็นค่าพารามิเตอร์ท่ีเหมาะสมท่ีสุดท่ีไดจ้ากการใชก้ลยุทธ์แบบ

สุ่ม แลว้ค่าพารามิเตอร์ต่าง ๆ ท่ีเหมาะสมเหล่านั้นจึงนาํไปใชใ้นโมเดลเคร่ืองเขา้รหสัอตัโนมติัและ

เคร่ืองเวกเตอร์เก้ือหนุนสําหรับการจําแนกข้อมูลในชุดทดสอบในขั้นตอนของการทดสอบ 

(Testing) ซ่ึงเป็นขั้นตอนสุดทา้ยของวธีิการท่ีนาํเสนอต่อไป 

ตารางท่ี 3-3 แสดงตวัอยา่งขอ้มูลท่ีเกิดข้ึนในส่วน E ของรูปท่ี 3-13 จากตารางจะเห็นไดว้่า

จาํนวนขอ้มูลทั้งหมดมีจาํนวนมิติเป็น 45×800 อนัเน่ืองมาจากการใชจ้าํนวนนิวรอน 45 นิวรอนใน

ชั้นซ่อนเร้นของเคร่ืองเขา้รหสัอตัโนมติั และมีจาํนวนภาพ 800 ภาพจากภาพในชุดทดสอบของชุด

ขอ้มูลท่ี 2 ท่ีศึกษา โดยค่าของขอ้มูลตวัอยา่งในตารางท่ี 3-3 นั้นแสดงตวัอยา่งเพียงบางส่วนของ 20 

แถวแรก และ 10 คอลมัภแ์รก 

 

ตารางท่ี 3-3 ตวัอยา่งขอ้มูลในชุดทดสอบจากชุดขอ้มูลท่ี 2 ท่ีศึกษาหลงัผา่นการเขา้รหสัดว้ยเคร่ือง 

                    เขา้รหสัอตัโนมติั เม่ือใชจ้าํนวนนิวรอนในชั้นซ่อนเร้นเป็น 45 นิวรอน  
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3.3.3  การกาํหนดค่าพารามิเตอร์ต่าง ๆ ในวธีิการทีนํ่าเสนอ 

  วธีิการท่ีนาํเสนอข้ึนสาํหรับงานวจิยัน้ีมีการนาํเทคนิคของโครงข่ายเคร่ืองเขา้รหสัอติั

โนมติัและเทคนิคของเคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มเขา้มาใช้เป็นส่วนหน่ึงของวิธีการท่ี

นาํเสนอ ด้วยรูปแบบการเรียนรู้ของสองเทคนิคดงักล่าว ในขั้นตอนการฝึกสอนจาํเป็นตอ้งมีการ

กาํหนดค่าพารามิเตอร์ต่าง ๆ ท่ีสําคญัสําหรับการคน้หาโครงแบบท่ีเหมาะสมของแต่ละเทคนิค

เพื่อใหไ้ดเ้ป็นโครงแบบท่ีดีท่ีสุดสําหรับการนาํไปใชเ้ป็นโมเดลสําหรับการสร้างตวัแทนขอ้มูลและ

โมเดลสําหรับการจาํแนกขอ้มูลเพื่อใช้สําหรับการทดสอบต่อไป สําหรับงานวิจยัน้ีค่าพารามิเตอร์

ต่าง ๆ ดงักล่าวคน้หามาจากการใชส้องกลยุทธ์ประกอบกนัคือ การลองผิดลองถูก (Trial and Error) 

และกลยุทธ์แบบสุ่ม (Random) การลองผิดลองถูกนํามาใช้เพื่อหาขอบเขตท่ีเหมาะสมของ

พารามิเตอร์แบบกวา้ง ๆ ส่วนกลยุทธ์แบบสุ่มนาํมาใช้เพื่อคน้หาขอบเขตแบบจาํกดัท่ีเหมาะสม

หลงัจากท่ีไดข้อบเขตแบบกวา้งจากการลองผิดลองถูกมาแลว้ ซ่ึงรายละเอียดของขั้นตอนการหาค่า

ค่าพารามิเตอร์ท่ีเหมาะสมดงักล่าวแสดงดงัส่วนหน่ึงของผงังานในรูป 3-13 เม่ือพารามิเตอร์ท่ีได้

จากส่วนของ C ในรูปคือพารามิเตอร์ท่ีไดจ้ากการลองผิดลองถูกและพารามิเตอร์ท่ีไดจ้ากส่วนของ 

D ในรูปคือพารามิเตอร์ท่ีไดจ้ากกลยทุธ์แบบสุ่ม 

 

3.4 วธีิการประยุกต์ใช้โครงข่ายประสาทแบบคอนโวลูชันในรูปแบบอ่ืน เพ่ือการศึกษา 

เปรียบเทยีบกบัวธีิการทีนํ่าเสนอ 

นอกเหนือจากวิธีการท่ีนาํเสนอแลว้ งานวิจยัน้ีไดท้าํการศึกษาวิธีการในรูปแบบอ่ืน ๆ ใน

การประยกุตใ์ชโ้ครงข่ายประสาทแบบคอนโวลูชนัเพื่อการจาํแนกภาพวสัดุในการก่อสร้าง เพื่อเป็น

การศึกษาเปรียบเทียบอีก 4 รูปแบบดงัรายละเอียดในขอ้ 3.4.1 ถึง 3.4.4 

3.4.1 การเรียนรู้แบบถ่ายโอนจากโมเดล AlexNet 

เป็นการนาํโมเดลของ AlexNet ท่ีผ่านการฝึกสอนมาก่อนด้วยชุดขอ้มูลภาพของ 

ImageNet เช่นเดียวกนักบัโมเดลของ ResNet101 มาศึกษาในรูปแบบการเรียนรู้แบบถ่ายโอน รูปท่ี 

3-6 แสดงรายละเอียดในแต่ละชั้นยอ่ยของสถาปัตยกรรม AlexNet ซ่ึงเป็นสถาปัตยกรรมท่ีชนะการ

แข่งขันในงาน ILSVRC 2012 และมีการเผยแพร่โมเดลแบบท่ีผ่านการฝึกสอนมาก่อน 

สถาปัตยกรรมของ AlexNet ประกอบดว้ยชั้นยอ่ย ๆ ในรายละเอียดทั้งหมด 25 ชั้น แต่โดยทัว่ไปถือ

ว่าเป็นโครงข่ายท่ีมีความลึกเป็น 8 ชั้น จากลกัษณะของโครงข่ายท่ีประกอบด้วยชั้นท่ีมีค่าของ 

weights และ biases เพียง 8 ชั้น ซ่ึงคือชั้นเก่ียวกบัการคอนโวลูชนั (CONV) ท่ีมีจาํนวน 5 ชั้น รวม

กบัชั้นท่ีเป็นแบบการเช่ือมถึงกนัหมด (FC) ท่ีมีจาํนวน 3 ชั้น ดงัแสดงในรูปท่ี 3-14 งานวิจยัน้ีนาํ

โมเดลแบบท่ีผา่นการฝึกสอนมาก่อนของโมเดล AlexNet มาศึกษาในทั้งสองรูปแบบของการเรียนรู้
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แบบถ่ายโอน คือแบบยึดคุณลกัษณะจากตวัสกดัและแบบปรับแต่งการเรียนรู้ ดงัรายละเอียดใน

หวัขอ้ (1) และ (2) ตามลาํดบั 

 

 
 

รูปท่ี 3-14 รายละเอียดสถาปัตยกรรมของโครงข่าย AlexNet 

 

(1) การเรียนรู้แบบถ่ายโอนจากโมเดล AlexNet ในแบบยดึคุณลกัษณะจากตัวสกดั 

การประยกุตใ์ชโ้มเดลของ AlexNet สาํหรับการจาํแนกภาพวสัดุในงานก่อสร้างดว้ย

การเรียนรู้แบบถ่ายโอนในแบบยึดคุณลกัษณะจากตวัสกดัสามารถทาํไดใ้นรูปแบบเดียวกนักบัการ

ใชโ้มเดล ResNet101 ท่ีมีการกล่าวถึงไปแลว้ในหวัขอ้ 3.2 และ 3.3 แตกต่างกนัเพียงเปล่ียนขั้นตอน

ท่ี 1 ของรูปท่ี 3-10 เป็นการ download โมเดล AlexNet ท่ีมีการฝึกสอนมาก่อน (Download AlexNet 

Pre-Trained Model) ดงันั้นในขั้นตอนต่อมาขอ้มูลภาพจากชุดขอ้มูลท่ีศึกษาจึงถูกแปลงเป็นแผนท่ี

คุณลกัษณะตามลกัษณะของแต่ละชั้นยอ่ยในสถาปัตยกรรมของ AlexNet ท่ีแสดงในรูปท่ี 3-14 โดย

การใชค้่าของ weights และ biases ท่ีถ่ายโอนมาจากโมเดล การแปลงน้ีจะทาํไปจนถึงชั้น fc8 (ชั้น 

fully connect ท่ีความลึกลาํดบัท่ี 8) ของรูปท่ี 3-14 ซ่ึงเป็นชั้นท่ีใชจ้าํนวนนิวรอนเป็น 1000 นิวรอน 
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ดงันั้นหลงัจากส่งขอ้มูลภาพอินพุตผ่านโมเดล 1 รอบ ภาพแต่ละภาพจะถูกแปลงเป็นเวกเตอร์

คุณลกัษณะท่ีมีมิติเท่ากบั 1000 

ในส่วนรายละเอียดของวิธีการฝึกสอนและการทดสอบสําหรับการเรียนรู้แบบถ่าย

โอนจากโมเดล AlexNet ในแบบยึดคุณลกัษณะจากตวัสกดันั้นก็ทาํในรูปแบบเดียวกนักบัเม่ือใช้

โมเดล ResNet101 นัน่คือตามรายละเอียดในรูปท่ี 3-13 

(2) การเรียนรู้แบบถ่ายโอนจาก AlexNet ในแบบปรับแต่งการเรียนรู้ 

อีกรูปแบบหน่ึงของการนาํโมเดลท่ีผ่านการฝึกสอนมาก่อนมาประยุกต์ใช้ของการ

เรียนรู้แบบถ่ายโอนคือการนาํโมเดลนั้นมาผ่านกระบวนการปรับแต่งการเรียนรู้ หรือ Fine-Tune 

Learning ท่ีสามารถทาํได้จากการฝึกสอนให้กบัค่าของ Weights และ Biases ในบางชั้นของ

โครงข่ายท่ีเคยผา่นการฝึกสอนมาก่อนแลว้นั้นใหม่ดว้ยขอ้มูลชุดฝึกสอนตอ้งการศึกษา ซ่ึงในทาง

ปฏิบติัโดยทัว่ไปมกัจะยดึค่าของ Weights และ Biases ในชั้นแรก ๆ ของโครงข่ายไวต้ามค่าเดิมของ

สถาปัตยกรรมนั้น ๆ (มกัจะเรียกว่าการแช่แข็ง (Freeze) ค่าพารามิเตอร์เหล่านั้นไว)้ และให้มีการ

ปรับแต่ง (Fine-Tune) หรือฝึกสอนใหม่เฉพาะกบัค่าในบางชั้นท่ีอยูท่า้ย ๆ ของโครงข่าย เช่น 10 ชั้น

สุดทา้ย หรือ 3 ชั้นสุดทา้ย ข้ึนอยู่กบัวา่สถาปัตยกรรมท่ีเลือกใช้นั้นมีความลึกเป็นอยา่งไร สําหรับ

การท่ีจะดูว่าควรฝึกสอนใหม่เพื่อปรับแต่งจาํนวนก่ีชั้นนั้นข้ึนอยู่กบัแต่ละงานประยุกต์ด้วย ซ่ึง

จาํเป็นตอ้งผา่นการทดลองตามความเหมาะสมของแต่ละงาน นอกจากนั้นพารามิเตอร์อ่ืน ๆ ท่ีใชใ้น

โครงข่าย เช่นค่าคงท่ีการเรียนรู้ จาํนวน Epoch ขนาดของ Mini-Batch หรือค่าอ่ืน ๆ ท่ีใช้ใน

โครงข่ายก็สามารถเลือกปรับไดต้ามความเหมาะสมของแต่ละงานประยกุตเ์ช่นเดียวกนั 

สําหรับโมเดลของ AlexNet ท่ีผ่านการฝึกสอนมาก่อนแล้วซ่ึงมีรายละเอียด

สถาปัตยกรรมของโครงข่ายดงัรูปท่ี 3-14 นั้นเม่ือตอ้งการนาํมาใชส้ําหรับการเรียนรู้แบบถ่ายโอน

แบบปรับแต่งการเรียนรู้เพื่อจาํแนกภาพวสัดุในงานก่อสร้างสามารถทาํได้ตามลําดับขั้นตอน

ต่อไปน้ี 

1) เปล่ียนจาํนวนนิวรอนของชั้น output ในรูปท่ี 3-14 ให้มีจาํนวนเท่ากบัจาํนวน

กลุ่มของขอ้มูลท่ีตอ้งการคดัแยก (เช่นกาํหนดให้เป็น 3 เม่ือตอ้งการคดัแยกวสัดุ

ในงานก่อสร้างออกเป็น 3 กลุ่มของวสัดุ) ดงันั้นจากจาํนวนนิวรอนของชั้น 

output เดิม 1000 นิวรอนของโครงข่ายรูปท่ี 3-14 จึงเปล่ียนใหม่ใหมี้ค่าเป็น 3 

2) กาํหนดช่วงของชั้นย่อยท่ีต้องการให้ค่าของ Weights และ Biases มีค่า

เหมือนเดิม (ชั้นท่ีจะ Freeze ค่าของ Weights และ Biases) เช่นชั้นท่ี 1-16 ของ

รูปท่ี 3-14 
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3) กาํหนดค่าพารามิเตอร์อ่ืน ๆ ท่ีจะใช้สําหรับการฝึกสอนให้กบัโครงข่าย เช่น

ค่าคงท่ีการเรียนรู้ จาํนวน epoch ขนาดของ mini-batch หรือค่าอ่ืน ๆ 

4) ฝึกสอนโครงข่ายดว้ยขอ้มูลชุดฝึกสอนท่ีตอ้งการศึกษา (สําหรับงานวิจยัน้ีคือ

ขอ้มูลชุดฝึกสอนของภาพวสัดุในงานก่อสร้าง) นั่นคือสามารถกล่าวได้ว่า

ขั้นตอนน้ีคือขั้นตอนของการปรับแต่ง 

5) ทดสอบประสิทธิภาพของโครงข่ายท่ีผ่านการฝึกสอนในขอ้ 4 ดว้ยขอ้มูลชุด

ทดสอบ 

จากขั้นตอนท่ีกล่าวข้างต้น ขั้นตอนการฝึกสอนนั้ นจะทําการปรับแต่งค่าของ 

Weights และ Biases ในชั้นอ่ืน ๆ ท่ีไม่ใช่ชั้นท่ี 1-16 (นัน่คือชั้นท่ี 17-25 ของรูปท่ี 3-14) ส่วนในชั้น

ท่ี 1-16 นั้นค่าของ Weights Biases จะไม่มีการเปล่ียนแปลงถึงแมจ้ะมีการฝึกสอนใหม่ในโครงข่าย 

3.4.2 การเรียนรู้แบบถ่ายโอนจากโมเดล GoogleNet 

เป็นการนาํโมเดลของ GoogleNet ท่ีผ่านการฝึกสอนมาก่อนดว้ยชุดขอ้มูลภาพของ 

ImageNet เช่นเดียวกนักบัโมเดลของ ResNet101 มาศึกษาในรูปแบบการเรียนรู้แบบถ่ายโอน รูปท่ี 

3-15 แสดงรายละเอียดในแต่ละชั้นยอ่ยของสถาปัตยกรรม GoogleNet ซ่ึงเป็นสถาปัตยกรรมท่ีชนะ

การแข่งขนัในงาน ILSVRC 2014 และมีการเผยแพร่โมเดลแบบท่ีผ่านการฝึกสอนมาก่อน 

สถาปัตยกรรมของ GoogleNet ประกอบดว้ยชั้นยอ่ย ๆ ในรายละเอียดทั้งหมด 144 ชั้น (เม่ือนบัชั้น

ยอ่ย ๆ ในแต่ละ inception module ของรูปท่ี 3-15(b) ดว้ย) แต่โดยทัว่ไปถือวา่เป็นโครงข่ายท่ีมีความ

ลึกเป็น 22 ชั้น จากลกัษณะของโครงข่ายท่ีประกอบดว้ยชั้นท่ีมีค่าของ Weights และ Biases เพียง 22 

ชั้น งานวิจยัน้ีนาํโมเดลแบบท่ีผ่านการฝึกสอนมาก่อนของโมเดล GoogleNet มาศึกษาในทั้งสอง

รูปแบบของการเรียนรู้แบบถ่ายโอน คือแบบยดึคุณลกัษณะจากตวัสกดัและแบบปรับแต่งการเรียนรู้ 

ดงัรายละเอียดในหวัขอ้ (1) และ (2) ตามลาํดบั 

(1) การเรียนรู้แบบถ่ายโอนจาก GoogleNet ในแบบยดึคุณลกัษณะจากตัวสกดั 

การประยุกต์ใช้โมเดลของ GoogleNet สําหรับการจาํแนกภาพวสัดุในงานก่อสร้าง

ดว้ยการเรียนรู้แบบถ่ายโอนในแบบยึดคุณลกัษณะจากตวัสกดัสามารถทาํไดใ้นรูปแบบเดียวกนักบั

การใชโ้มเดล ResNet101 ท่ีมีการกล่าวถึงไปแลว้ในหวัขอ้ 3.2 และ 3.3 แตกต่างกนัเพียงเปล่ียน

ขั้นตอนท่ี 1 ของรูปท่ี 3-10 เป็นการ download โมเดล GoogleNet ท่ีมีการฝึกสอนมาก่อน 

(Download GoogleNet Pre-Trained Model) ดงันั้นในขั้นตอนต่อมาขอ้มูลภาพจากชุดขอ้มูลท่ีศึกษา

จึงถูกแปลงเป็นแผนท่ีคุณลกัษณะตามลกัษณะของแต่ละชั้นย่อยในสถาปัตยกรรมของ GoogleNet 

ท่ีแสดงในรูปท่ี 3-15 โดยการใชค้่าของ Weights และ Biases ท่ีถ่ายโอนมาจากโมเดล การแปลงน้ีจะ

ทาํไปจนถึงชั้น loss3 classifier ของรูปท่ี 3-15 (ชั้นสุดทา้ยก่อนถึงขั้นตอนการจาํแนก) ซ่ึงเป็นชั้นท่ี
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ใชจ้าํนวนนิวรอนเป็น 1000 นิวรอน ดงันั้นหลงัจากส่งขอ้มูลภาพอินพุตผา่นโมเดล 1 รอบ ภาพแต่

ละภาพจะถูกแปลงเป็นเวกเตอร์คุณลกัษณะท่ีมีมิติเท่ากบั 1000 

ในส่วนรายละเอียดของวิธีการฝึกสอนและการทดสอบสําหรับการเรียนรู้แบบถ่าย

โอนจากโมเดล GoogleNet ในแบบยึดคุณลกัษณะจากตวัสกดันั้นก็ทาํในรูปแบบเดียวกนักบัเม่ือใช้

โมเดล ResNet101 นัน่คือตามรายละเอียดในรูปท่ี 3-13 

 

  
(a) โครงข่าย GoogleNet (b) รายละเอียดในแต่ละ Inception Module 

 

รูปท่ี 3-15 รายละเอียดสถาปัตยกรรมของโครงข่าย GoogleNet 



 125 

(2) การเรียนรู้แบบถ่ายโอนจาก GoogleNet ในแบบปรับแต่งการเรียนรู้ 

วิธีการการประยุกต์ใช้โมเดลของ GoogleNet สําหรับการจาํแนกภาพวสัดุในงาน

ก่อสร้างด้วยการเรียนรู้แบบถ่ายโอนในแบบปรับแต่งการเรียนรู้นั้ นมีขั้นตอนในรายละเอียด

เช่นเดียวกนักบัการเรียนรู้แบบถ่ายโอนจาก AlexNet ในแบบปรับแต่งการเรียนรู้ท่ีไดอ้ธิบายไปแลว้

ในหวัขอ้ 3.4.2 แตกต่างกนัเพียงเป็นการนาํโมเดล GoogleNet ท่ีผา่นการฝึกสอนมาก่อนมาใชแ้ทน 

AlexNet 

3.4.3 การนําเทคนิคการเข้ารหัสข้อมูลด้วยวธีิการของ PCA มาใช้แทนเคร่ืองเข้ารหัส 

อตัโนมัติ 

  เป็นการศึกษาเปรียบเทียบเพื่อตอ้งการเปรียบเทียบผลลพัธ์จากการจาํแนกในกรณีท่ีมี

การนาํเทคนิคการเขา้รหัสขอ้มูลด้วยวิธีการท่ีแตกต่างจากวิธีการท่ีนาํเสนอในงานวิจยัน้ี ดงันั้น

หัวขอ้น้ีจึงเป็นการศึกษาเปรียบเทียบเม่ือนําเทคนิคการเขา้รหัสข้อมูลด้วยวิธี PCA มาใช้แทน

โครงข่ายเคร่ืองเขา้รหัสอตัโนมติัในวิธีการท่ีนาํเสนอ ดังนั้นขั้นตอนต่าง ๆ ในรายละเอียดการ

ฝึกสอนและการทดสอบจึงเหมือนกนักบัท่ีแสดงในรูปท่ี 3-13 แต่เปล่ียนจาก Autoencoder Network 

ในรูปดงักล่าวเป็น PCA ซ่ึงนอกเหนือจากการศึกษาเปรียบเทียบท่ีนาํ PCA มาใช้ร่วมกบัโมเดล 

ResNet101 แลว้ ในงานวิจยัน้ีจะทาํการศึกษาเปรียบเทียบเพิ่มเติมในกรณีท่ีนาํ PCA มาใชร่้วมกนั

กบัโมเดล GoogleNet ดว้ย 

3.4.4 การสร้างสถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชันสําหรับการฝึกสอน 

ด้วยชุดข้อมูลทีศึ่กษาขึน้มาเอง (Training from Scratch) 

เป็นการสร้างรูปแบบของชั้นต่าง ๆ หรือสถาปัตยกรรมท่ีเหมาะสมของโครงข่าย

ประสาทแบบคอนโวลูชันข้ึนมาเองเพื่อใช้สําหรับการฝึกสอนโดยตรงกับชุดข้อมูลท่ีศึกษาใน

งานวจิยัน้ี ซ่ึงคือขอ้มูลภาพวสัดุในงานก่อสร้าง ตวัอยา่งของรูปแบบของสถาปัตยกรรมท่ีเหมาะสม 

เช่น การท่ีจะพิจารณาว่าจะมีจาํนวนชั้นการคอนโวลูชนัก่ีชั้นในโครงข่าย ขนาดของตวักรองและ

จาํนวนตวักรองท่ีใชใ้นแต่ละชั้นเป็นเท่าไร ใชว้ิธีการทาํพูลล่ิงแบบใด ลาํดบัการเรียงของชั้นต่าง ๆ 

เป็นอย่างไร เป็นตน้ ซ่ึงจาํเป็นตอ้งมีการพิจารณาเพื่อหาสถาปัตยกรรมท่ีเหมาะสมดงักล่าวสําหรับ

นาํมาใช้เพื่อฝึกสอนโดยตรงกบัชุดขอ้มูลท่ีศึกษา แล้วนาํโมเดลท่ีได้จากการฝึกสอนนั้นไปผ่าน

ขั้นตอนการทดสอบดว้ยการจาํแนกภาพในขอ้มูลชุดทดสอบเพื่อวดัประสิทธิภาพของโมเดล  

ตารางท่ี 3-4 ยกตวัอยา่งรายละเอียดในแต่ละชั้นยอ่ยของสถาปัตยกรรมท่ีสร้างข้ึนมา

เองรูปแบบหน่ึงท่ีประกอบดว้ยชั้นยอ่ย ๆ ทั้งหมด 8 ชั้น เม่ือชั้นท่ี 1 คือชั้น Input ท่ีนาํภาพสีแต่ละ

ภาพเขา้มาดว้ยการใชค้่าจาก 3 แกนสีของโมเดลสีแบบ RGB ชั้นท่ี 2 คือชั้น Conv(9,30) ท่ีเป็นการ

คอนโวลูชนัดว้ยตวักรองขนาด 9×9 จาํนวน 30 ตวักรอง ดว้ยขนาดการ Stride เป็น 1 ชั้นท่ี 3 คือชั้น 
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ReLU เป็นการนาํค่าท่ีไดจ้ากชั้นท่ี 2 มาผ่านการแปลงค่าดว้ยฟังก์ชัน ReLU ชั้นท่ี 4 คือชั้น 

Conv(5,20) ท่ีเป็นการคอนโวลูชันดว้ยตวักรองขนาด 5×5 จาํนวน 20 ตวักรอง ดว้ยขนาดการ 

Stride เป็น 1 ชั้นท่ี 5 คือชั้น ReLU เป็นการนาํค่าท่ีไดจ้ากชั้นท่ี 4 มาผา่นการแปลงค่าดว้ยฟังก์ชนั 

ReLU ชั้นท่ี 6 คือ MaxPool(2,2) ท่ีเป็นการทาํพูลล่ิงแบบแมกซ์ในรูปแบบ 2×2 ดว้ยขนาดการ 

Stride เป็น 2 ชั้นท่ี 7 คือชั้น FC(3) เป็นชั้นท่ีนาํแต่ละค่าจากชั้นก่อนหนา้มาเรียงต่อกนัเป็นขอ้มูล

แบบเวกเตอร์แลว้ใช้โครงข่ายแบบเช่ือมถึงกนัหมด โดยกาํหนดให้เอาต์พุตจากชั้นน้ีมีขนาดเป็น 3 

ตามจาํนวนกลุ่มของขอ้มูลท่ีตอ้งการจาํแนก และชั้นสุดทา้ยคือชั้น SoftMax เป็นการนาํค่าจากชั้น

ก่อนหนา้มาแปลงค่าดว้ยฟังกช์นั SoftMax เพื่อใหไ้ดอ้อกมาเป็นผลลพัธ์สุดทา้ยจากโครงข่าย 

หลังจากกาํหนดรายละเอียดภายในโครงข่ายของสถาปัตยกรรมท่ีสร้างข้ึนมาเอง

เรียบร้อยแลว้ จึงนาํโครงข่ายดงักล่าวไปใชฝึ้กสอนกบัชุดขอ้มูลท่ีศึกษาโดยตรง นัน่คือนาํขอ้มูลชุด

ฝีกสอนมาใช้สําหรับการฝึกสอนโครงข่ายและนําข้อมูลชุดทดสอบมาใช้เพื่อการทดสอบหรือ

ประเมินโครงข่ายวา่มีประสิทธิภาพเพียงใด  

 

ตารางท่ี 3-4 ตวัอยา่งรายละเอียดในแต่ละชั้นยอ่ยของสถาปัตยกรรม CNN รูปแบบหน่ึงท่ีสร้าง 

                    ข้ึนมาเพื่อฝึกสอนโดยตรงกบัขอ้มูลชุดฝึกสอน 

ช้ันที ่ ช่ือช้ัน รายละเอยีด 

1 Input ค่าจาก 3 แกนสีของโมเดลสี RGB 

2 Conv(9,30)   คอนโวลูชนัดว้ยตวักรองขนาด 9×9 จาํนวน 30 ตวักรอง ดว้ย

ขนาดการ Stride เป็น 1 

3 ReLU ชั้นการแปลงค่าดว้ยฟังกช์นั ReLU 

4 Conv(5,20)  คอนโวลูชนัดว้ยตวักรองขนาด 5×5 จาํนวน 20 ตวักรอง ดว้ย

ขนาดการ Stride เป็น 1 

5 ReLU ชั้นการแปลงค่าดว้ยฟังกช์นั ReLU 

6 MaxPool(2,2) ทาํพูลล่ิงแบบ 2×2 ดว้ยขนาดการ Stride เป็น 2 

7 FC(3) ชั้นการเช่ือมถึงกนัหมดท่ีมี 3 Neurons 

8 SoftMax ชั้นการแปลงค่าดว้ยฟังกช์นั SoftMax 

 

3.4.5 การกาํหนดค่าพารามิเตอร์ต่าง ๆ ในวธีิการศึกษาเปรียบเทียบ 

สําหรับวิธีการเพื่อการศึกษาเปรียบเทียบท่ีศึกษาในงานวิจยัน้ี การกาํหนดและการ

คน้หาค่าพารามิเตอร์สําคญัในวิธีการเหล่านั้น งานวิจยัน้ีคน้หามาจากการใช้สองกลยุทธ์ประกอบ
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กนัเช่นเดียวกนักบัท่ีใชส้าํหรับวธีิการท่ีนาํเสนอข้ึนในงานวจิยัน้ี นัน่คือใช ้การลองผิดลองถูก (Trial 

and Error) และกลยุทธ์แบบสุ่ม (Random) การลองผิดลองถูกนาํมาใชเ้พื่อหาขอบเขตท่ีเหมาะสม

ของพารามิเตอร์แบบกวา้ง ๆ ส่วนกลยุทธ์แบบสุ่มนาํมาใชเ้พื่อคน้หาขอบเขตแบบจาํกดัท่ีเหมาะสม

หลงัจากท่ีไดข้อบเขตแบบกวา้งจากการลองผดิลองถูกมาแลว้ 

 

3.5 การเปรียบเทยีบประสิทธิภาพของการจําแนก 

ในการเปรียบเทียบประสิทธิภาพของการจาํแนกระหว่างวิธีการสําหรับการประยุกต์ใช้

โครงข่ายประสาทแบบคอนโวลูชนัเพื่อการจาํแนกภาพวสัดุในงานก่อสร้างท่ีนาํเสนอข้ึนสําหรับ

งานวิจยัน้ีกับวิธีการในรูปแบบอ่ืน ๆ ท่ีศึกษาเพื่อเป็นการเปรียบเทียบกันนั้น งานวิจยัน้ีทาํการ

เปรียบเทียบโดยการประเมินประสิทธิภาพของโมเดลจากมาตรวดัต่าง ๆ คือ Accuracy, Precision, 

Recall และ F-Measure โดย F-Measure นั้นใชเ้ป็น F1-Score 



บทที ่4 

ผลการศึกษาและการวเิคราะห์ผล 

 

วตัถุประสงคห์ลกัของงานวิจยัน้ีเป็นการศึกษาเพื่อนาํเทคนิคการเรียนรู้เชิงลึกคือโครงข่าย

ประสาทแบบคอนโวลูชนัมาประยุกตใ์ชส้ําหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั 

โดยวิธีการท่ีนาํเสนอนั้นเป็นการนาํสถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชนัแบบท่ี

ผา่นการฝึกสอนมาก่อนคือโมเดล ResNet101 มาประยุกตใ์ช ้เพื่อนาํคุณลกัษณะท่ีไดจ้ากการเรียนรู้

แบบถ่ายโอนแบบยึดคุณลกัษณะจากตวัสกดัดว้ยโมเดล ResNet101 มาใช้ร่วมกนักบัเทคนิคการ

เขา้รหัสขอ้มูลดว้ยโครงข่ายเขา้รหัสอตัโนมติั และนาํเทคนิคการจาํแนกขอ้มูลดว้ยเคร่ืองเวกเตอร์

เก้ือหนุนแบบหลายกลุ่มมาใช้ในการจําแนก นอกเหนือจากวิธีการท่ีนําเสนอ งานวิจัยน้ีได้

ทาํการศึกษาวธีิการในรูปแบบอ่ืน ๆ สาํหรับการประยุกตใ์ชโ้ครงข่ายประสาทแบบคอนโวลูชนัเพื่อ

เป็นการศึกษาเปรียบเทียบดว้ย จากผลการศึกษาทั้งหมด สามารถสรุปผลการศึกษาและวิเคราะห์ผล

การศึกษาท่ีได ้ดงัต่อไปน้ี 

 

4.1 ผลการศึกษาจากวธีิการที่นําเสนอ 

วิธีการท่ีนาํเสนอในงานวิจยัน้ี คือการนาํคุณลกัษณะท่ีไดจ้ากการเรียนรู้แบบถ่ายโอนใน

แบบยึดคุณลกัษณะจากตวัสกดัดว้ยโมเดล ResNet101 มาใช้ร่วมกนักบัเทคนิคการเขา้รหัสขอ้มูล

ดว้ยโครงข่ายเขา้รหสัแบบอตัโนมติั เพื่อสร้างรูปแบบการแทนขอ้มูลท่ีเหมาะสม และนาํเทคนิคการ

จาํแนกขอ้มูลด้วยเคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มมาใช้สําหรับการจาํแนก ซ่ึงวิธีการท่ี

นาํเสนอน้ีไดท้าํการทดลองกบัภาพวสัดุในงานก่อสร้างทั้งในชุดขอ้มูลท่ี 1 และชุดขอ้มูลท่ี 2  

4.1.1 ผลการทดลองจากวธีิการที่นําเสนอกบัชุดข้อมูลที ่1 

 ชุดขอ้มูลท่ี 1 นั้นประกอบดว้ยขอ้มูล 3 กลุ่มของวสัดุในงานก่อสร้างคือ อิฐ คอนกรีต 

และไม ้ซ่ึงภาพในชุดทดสอบมีจาํนวน 200 ภาพในแต่ละกลุ่มของวสัดุ นัน่คือภาพในชุดทดสอบน้ีมี

ทั้งหมด 600 ภาพ 

   รูปท่ี 4-1 แสดงผลลพัธ์ท่ีไดจ้ากการจาํแนกภาพในชุดทดสอบจากชุดขอ้มูลท่ี 1 โดย 

แสดงผลลพัธ์ในรูปแบบของ Confusion Matrix เม่ือแนวคอลมัน์เป็นเอาต์พุตเป้าหมายท่ีตอ้งการ 

(ในรูปคือ Target Class) และแนวแถวเป็นเอาต์พุตท่ีไดจ้ากวิธีการท่ีนาํเสนอ (ในรูปคือ Output 

Class) จากผลลพัธ์ท่ีไดจ้ะเห็นวา่มีค่า Accuracy เท่ากบั 0.978 หรือคิดเป็น 97.8% 
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รูปท่ี 4-1 Confusion Matrix แสดงผลลพัธ์ท่ีไดจ้ากวธีิการท่ีนาํเสนอสาํหรับการจาํแนกภาพในชุด 

                 ทดสอบของชุดขอ้มูลท่ี 1 

 

จาก Confusion Matrix ในรูปท่ี 4-1 สามารถสรุปเป็นค่าในมาตรวดัต่าง ๆ ดงัแสดงใน

ตารางท่ี 4-1 โดยค่าของมาตรวดันั้นแสดงด้วยค่าท่ีเป็นเปอร์เซ็นต์ จะเห็นว่าวิธีการท่ีนําเสนอ

สามารถจาํแนกกลุ่มของวสัดุท่ีเป็น Concrete ไดดี้ท่ีสุด นัน่คือมีค่า Recall ของกลุ่ม Concrete เป็น 

99.5% ในขณะท่ีมีความแม่นยาํในการจาํแนกวสัดุในกลุ่ม Wood สูงมากถึง 100% (นัน่คือค่า 

Precision ของกลุ่ม Wood เป็น 100%  

 

ตารางท่ี 4-1 สรุปผลลพัธ์ท่ีไดจ้ากวธีิการท่ีนาํเสนอสาํหรับการจาํแนกภาพในชุดทดสอบของชุด 

                    ขอ้มูลท่ี 1 โดยใชค้่าจากมาตรวดัต่าง ๆ  

Class Accuracy (%) Recall (%) Precision (%) F-Measure (%) 

brick 

97.8 

96.5 99.0 97.7 

concrete 99.5 94.8 97.1 

wood 97.5 100.0 98.7 

 Average 97.8 97.9 97.8 
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4.1.2 ผลการทดลองจากวธีิการที่นําเสนอกบัชุดข้อมูลที ่2 

 ชุดขอ้มูลท่ี 2 ประกอบดว้ยขอ้มูล 4 กลุ่มของวสัดุในงานก่อสร้างคือ อิฐ คอนกรีต อิฐ

มวลเบาคอนกรีตเซลลูล่า และไม ้ซ่ึงในชุดทดสอบประกอบดว้ยภาพจาํนวน 200 ภาพในแต่ละกลุ่ม

ของวสัดุ ท่ีมีจาํนวน 4 กลุ่ม นัน่คือภาพในชุดทดสอบน้ีมีทั้งหมด 800 ภาพ 

   รูปท่ี 4-2 แสดงผลลพัธ์ท่ีไดจ้ากการจาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 2 โดย

รูปท่ี 4-2 แสดงผลลพัธ์ในรูปแบบของ Confusion Matrix เม่ือแนวคอลมัน์เป็นเอาตพ์ุตเป้าหมายท่ี

ต้องการ และแนวแถวเป็นเอาต์พุตท่ีได้จากวิธีการท่ีนําเสนอ จากผลลัพธ์ท่ีได้จะเห็นว่ามีค่า 

Accuracy เท่ากบั 0.980 หรือคิดเป็น 98.0% 

 
 

รูปท่ี 4-2 Confusion Matrix แสดงผลลพัธ์ท่ีไดจ้ากวธีิการท่ีนาํเสนอสาํหรับการจาํแนกภาพในชุด 

               ทดสอบของชุดขอ้มูลท่ี 2 
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 จาก Confusion Matrix ในรูปท่ี 4-2 สามารถสรุปเป็นค่าในมาตรวดัต่าง ๆ ดงัแสดง

ในตารางท่ี 4-2 ซ่ึงพบวา่วธีิการท่ีนาํเสนอสามารถจาํแนกภาพวสัดุในกลุ่ม  Light Brick (อิฐมวลเบา

คอนกรีตเซลลูล่า) ดว้ยความถูกตอ้งเป็น 100% นัน่คือค่า Recall ของกลุ่ม Light Brick เป็น 100% 

และผลลพัธ์ท่ีไดมี้ความแม่นยาํสูงมากในการจาํแนกวสัดุในกลุ่มของ Brick จากค่า Precision ของ

กลุ่ม Brick คือ 99.5% ทั้งน้ี โดยรวมแลว้วิธีการท่ีนาํเสนอมีประสิทธิภาพท่ีสูงสําหรับการจาํแนก

ขอ้มูลในทุกกลุ่ม โดยมีค่า Accuracy ท่ีสูงถึง 98.0% นัน่คือจากภาพในชุดทดสอบทั้งหมด 800 ภาพ 

วธีิการท่ีนาํเสนอจาํแนกผิดเพียง 16 ภาพ ซ่ึงกลุ่มท่ีถูกจาํแนกผิดมากท่ีสุดคือกลุ่มของ Brick เม่ือทั้ง 

8 ภาพของ Brick ท่ีจาํแนกผดินั้นถูกจาํแนกวา่เป็น Concrete ทั้งหมด ดงัแสดงใน Confusion Matrix 

ของรูปท่ี 4-2 นอกจากน้ีภาพในกลุ่มของ Wood โดยส่วนใหญ่ท่ีจาํแนกผิดก็ถูกจาํแนกว่าเป็น 

Concrete เช่นกนั ดั้งนั้นจะเห็นวา่ค่าความแม่นยาํหรือค่า Precision ของกลุ่ม Concrete จึงค่อนขา้ง

นอ้ยเม่ือเทียบกบัค่า Precision ของกลุ่มอ่ืน ๆ  

 

ตารางท่ี 4-2 สรุปผลลพัธ์ท่ีไดจ้ากวธีิการท่ีนาํเสนอสาํหรับการจาํแนกภาพในชุดทดสอบของชุด 

                    ขอ้มูลท่ี 2 โดยใชค้่าจากมาตรวดัต่าง ๆ 

Class Accuracy (%) Recall (%) Precision (%) F-Measure (%) 

Brick 

98.0 

96.0 99.5 97.7 

Concrete 98.5 94.3 96.4 

Light Brick 100.0 98.5 99.2 

Wood 97.5 100 98.7 

 Average 98.0 98.1 98.0 

 

4.1.3 ค่าพารามิเตอร์สําคัญทีใ่ช้ในวิธีการที่นําเสนอ 

  จากรายละเอียดการฝึกสอน (Train) และการทดสอบ (Test) ของวิธีการท่ีนาํเสนอ ท่ี

ไดอ้ธิบายในรูปท่ี 3-5 ไปแลว้นั้น จะเห็นว่าการนาํโครงข่ายเขา้รหัสอตัโนมติัมาใช้เพื่อเขา้รหัส

ให้กบัคุณลกัษณะท่ีสกดัออกมาจากโครงข่าย ResNet101 จะตอ้งมีการฝึกสอนให้กบัโครงข่าย

เขา้รหัสอตัโนมติัเพื่อหาโมเดลท่ีเหมาะสมท่ีสุด ซ่ึงในขั้นตอนการฝึกสอนนั้นเป็นการสร้างโครง

แบบ (Configuration) ในรูปแบบต่าง ๆ จากการกาํหนดค่าพารามิเตอร์สําคญัท่ีแตกต่างกนัเพื่อหา

โครงแบบท่ีดีท่ีสุดสาํหรับใชเ้ป็นโมเดลท่ีเหมาะสมท่ีสุดท่ีจะนาํไปใชก้บัขอ้มูลในชุดทดสอบต่อไป 

ในงานวจิยัน้ี การกาํหนดค่าพารามิเตอร์ต่าง ๆ ดงักล่าวคน้หามาจากการใชส้องกลยุทธ์ประกอบกนั

คือ การลองผดิลองถูก (Trial and Error) และกลยุทธ์แบบสุ่ม (Random) การลองผิดลองถูกนาํมาใช้
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เพื่อหาขอบเขตท่ีเหมาะสมของพารามิเตอร์แบบกวา้งๆ ส่วนกลยุทธ์แบบสุ่มนาํมาใช้เพื่อคน้หา

ขอบเขตแบบจาํกดัท่ีเหมาะสมหลงัจากท่ีได้ขอบเขตแบบกวา้งจากการลองผิดลองถูกมาแลว้ ซ่ึง

ค่าพารามิเตอร์สําคญัท่ีผ่านขั้นตอนการคน้หามาแล้วนั้นถูกนาํมาใช้ในโมเดลของเคร่ืองเขา้รหัส

อตัโนมติัท่ีเหมาะสมท่ีสุดของแต่ละชุดขอ้มูล โดยค่าพารามิเตอร์สําคญัท่ีคน้หาได้ของแต่ละชุด

ขอ้มูลแสดงดงัตารางท่ี 4-3 

  สําหรับค่าพารามิเตอร์สําคญัของเคร่ืองเวกเตอร์เก้ือหนุนนั้น การทดลองในงานวจิยั

น้ีทั้งหมดนาํหลกัการหาค่าแบบวิธีการ Optimization ท่ีเป็นค่า Default ของฟังก์ชนัสําหรับเคร่ือง

เวกเตอร์เก้ือหนุนแบบหลายกลุ่มท่ีมีใหใ้ชง้านในโปรแกรม Matlab 

 

ตารางท่ี 4-3 ค่าพารามิเตอร์สาํคญัท่ีใชใ้นโมเดลของเคร่ืองเขา้รหสัอตัโนมติัท่ีเหมาะสมท่ีสุดของแต่ 

                    ละชุดขอ้มูล 

 No. Hidden Layer No. Hidden Neuron No. Epoch Learning Rate 

ชุดขอ้มูลท่ี 1 1 40 380 0.0001 

ชุดขอ้มูลท่ี 2 1 45 400 0.0001 

 

4.2 ผลการศึกษาจากวธีิการในรูปแบบอ่ืน ๆ เพ่ือการศึกษาเปรียบเทยีบ 

หวัขอ้น้ีเป็นการนาํเสนอผลการทดลองในส่วนของการศึกษาวิธีการในรูปแบบอ่ืน ๆ อีก 4 

รูปแบบหลกัในการประยุกตใ์ช้โครงข่ายประสาทแบบคอนโวลูชนัเพื่อการจาํแนกภาพวสัดุในการ

ก่อสร้างนอกเหนือจากวิธีการท่ีนาํเสนอข้ึนในการวิจยัน้ี เพื่อเป็นการศึกษาเปรียบเทียบกนั โดย

การศึกษาเปรียบเทียบน้ีทาํการทดลองกบัเฉพาะขอ้มูลภาพในชุดขอ้มูลท่ี 1 

4.2.1 การศึกษาเปรียบเทยีบเม่ือใช้การเรียนรู้แบบถ่ายโอนจากโมเดล AlexNet 

 เป็นการนาํสถาปัตยกรรมของโมเดล AlexNet ท่ีผ่านการฝึกสอนมาก่อนมาใช้เพื่อ

ศึกษาเปรียบเทียบกบัโมเดล ResNet101 ท่ีใช้ในวิธีการท่ีนาํเสนอ โดยใชว้ิธีการในทั้งสองรูปแบบ

ของการเรียนรู้แบบถ่ายโอนคือแบบยึดคุณลักษณะจากตวัสกัดและแบบปรับแต่งการเรียนรู้ดัง

รายละเอียดจากการทดลองในขอ้ (1) และขอ้ (2) ตามลาํดบั 

(1) การเรียนรู้แบบถ่ายโอนจากโมเดล AlexNet ในแบบยดึคุณลกัษณะจากตัวสกดั 

 โดยปกติแลว้ งานวิจยัส่วนใหญ่ท่ีนาํโมเดลของ AlexNet แบบท่ีผา่นการฝึกสอนมา

ก่อนไปใชใ้นแนวคิดของการเรียนรู้แบบถ่ายโอนแบบยึดคุณลกัษณะจากตวัสกดันั้นมกัจะนาํขอ้มูล

ท่ีตอ้งการศึกษามาส่งผา่นโมเดลเพื่อสกดัคุณลกัษณะออกมาจากชั้น fc6 หรือ fc8 ของรูปท่ี 3-6 แลว้

นาํคุณลกัษณะท่ีได้นั้นไปใช้งานต่อหรือนาํไปผ่านขั้นตอนการจาํแนกถ้าเป็นงานเพื่อการจาํแนก
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ขอ้มูล สําหรับงานวิจยัน้ีนอกเหนือจากการพิจารณาคุณลกัษณะท่ีสกดัออกมาจากชั้น fc6 หรือ fc8 

ดงักล่าวแลว้ ไดท้ดลองในส่วนของชั้นอ่ืน ๆ ร่วมดว้ย ซ่ึงพบวา่คุณลกัษณะท่ีสกดัออกมาจากชั้นต่าง 

ๆ เหล่านั้น นั้นเม่ือนาํไปผ่านขั้นตอนการจาํแนก ผลลพัธ์จากการจาํแนกในบางชั้นน่าพอใจกว่า

ผลลพัธ์จากชั้น fc6 หรือ fc8 ท่ีใชก้นัโดยส่วนใหญ่ดงัแสดงในตารางท่ี 4-4 เม่ือขอ้มูลท่ีใชท้ดลองคือ

ภาพจากชุดทดสอบของชุดขอ้มูลท่ี 1 จากตารางจะเห็นวา่คุณลกัษณะท่ีสกดัออกมาจากชั้น pool5 

ใหผ้ลลพัธ์จากการจาํแนกดีกวา่ชั้น fc6 และ fc8 นัน่คือมีค่า Accuracy เป็น 91.83% 

 ดงันั้นวิธีการเพื่อการศึกษาเปรียบท่ีเป็นการนาํโมเดลของ AlexNet มาใชใ้นแบบยึด

คุณลกัษณะจากตวัสกดัท่ีศึกษาในงานวิจยัน้ีจึงใชคุ้ณลกัษณะท่ีสกดัออกมาจากชั้น pool5 ดงักล่าว 

นัน่คือเป็นการนาํคุณลกัษณะท่ีสกดัออกมาจากชั้น pool5 ไปผ่านขั้นตอนการจาํแนกดว้ยฟังก์ชัน 

SoftMax เม่ือส่วน Output ของโมเดล AlexNet ท่ีแสดงในรูปท่ี 3-6 ถูกกาํหนดให้เป็น 3 class scores 

ตามจาํนวนกลุ่มของชุดขอ้มูลท่ีตอ้งการศึกษาแทนท่ีจะเป็น 1000 class scores 

 

ตารางท่ี 4-4 เปรียบเทียบประสิทธิภาพท่ีไดจ้ากการจาํแนกเม่ือใชคุ้ณลกัษณะท่ีสกดัออกมาจากชั้นท่ี 

                    แตกต่างกนัของโมเดล AlexNet 

Extracted Feature 

from Layer 

Accuracy 

(%) 

Extracted Feature 

from Layer 

Accuracy 

(%) 

conv4 70.83 relu6 91.17 

relu4 87.33 drop6 91.17 

conv5 91.00 fc6 89.67 

relu5 91.50 relu7 90.67 

pool5 91.83 drop7 90.67 

fc6 91.67 fc8 87.50 

 

(2) การเรียนรู้แบบถ่ายโอนจากโมเดล AlexNet ในแบบปรับแต่งการเรียนรู้ 

  การนาํโมเดลท่ีผา่นการฝึกสอนมาก่อนมาใชง้านในแบบปรับแต่งการเรียนรู้นั้นเป็น

การฝึกสอนใหม่ให้กบับางช่วงของชั้นในโครงข่ายด้วยชุดขอ้มูลท่ีตอ้งการศึกษา ดงัขั้นตอนใน

รายละเอียดท่ีกล่าวไปแลว้ในขอ้ยอ่ยท่ี (2) ของหวัขอ้ 3.4.1  

  ผลการทดลองท่ีไดเ้ม่ือนาํวิธีการท่ีเป็นการเรียนรู้แบบถ่ายโอนจากโมเดล AlexNet 

ในทั้งสองรูปแบบมาทดสอบประสิทธิภาพในการจาํแนกแสดงดงัรูปท่ี 4-3 เม่ือทดสอบดว้ยขอ้มูล

ในชุดทดสอบของชุดขอ้มูลท่ี 1 รูปท่ี 4-3 แสดงผลในรูปแบบของ Confusion Matrix ท่ีเป็นผลลพัธ์
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จากทั้งสองวธีิการเปรียบเทียบกนั เม่ือรูปท่ี 4-3(a) เป็นผลลพัธ์จากวธีิการในแบบยึดคุณลกัษณะจาก

ตวัสกดั ท่ีไดค้่า Accuracy จากการจาํแนกเป็น 91.8% และรูปท่ี 4-3(b) เป็นผลลพัธ์จากวิธีการใน

แบบปรับแต่งการเรียนรู้ มีค่า Accuracy จากการจาํแนกเป็น 94.5% ส่วนตารางท่ี 4-5 เป็นสรุป

ผลลพัธ์ท่ีไดข้องทั้งสองวธีิการดว้ยมาตรวดัต่าง ๆ เพื่อเป็นการเปรียบเทียบกนั เม่ือ (1) ในตารางคือ

วธีิการในแบบยดึคุณลกัษณะจากตวัสกดั และ(2) คือวธีิการในแบบปรับแต่งการเรียนรู้ ซ่ึงจะเห็นวา่

วิธีการในแบบปรับแต่งการเรียนรู้มีประสิทธิภาพดีกว่าวิธีการในแบบยึดคุณลกัษณะจากตวัสกดั

อยา่งชดัเจน จากค่า Accuracy ท่ีเพิ่มข้ึน 2.7% นัน่คือจาก 91.8% เป็น 94.5% และเม่ือพิจารณาแยก

ตามแต่ละกลุ่มของวสัดุ จะเห็นว่าวิธีการในแบบปรับแต่งการเรียนรู้สามารถเพิ่มประสิทธิภาพใน

การจาํแนกกลุ่มท่ีเป็น brick กบั wood ไดม้ากข้ึนจากค่าของ Recall ของสองกลุ่มน้ีท่ีเพิ่มข้ึน นัน่คือ

ถา้พิจารณา Confusion Matrix ดงัรูปท่ี 4-3 จะพบวา่จาํนวนภาพในกลุ่ม brick ท่ีจาํแนกถูกตอ้งมี

เพิ่มข้ึน 7 ภาพ คือจาก 182 เป็น 189 และจาํนวนภาพในกลุ่ม wood ท่ีจาํแนกถูกตอ้งเพิ่มข้ึนมี 10 

ภาพ คือจาก 173 เป็น 183 นอกจากน้ีการจาํแนกจากวิธีการแบบปรับแต่งการเรียนรู้นั้นมีความ

แม่นยาํมากข้ึนในการจาํแนกภาพในกลุ่มของ concrete นั่นคือค่า Precision ของกลุ่ม concrete 

เพิ่มข้ึนจาก 83.1% เป็น 89.0% 
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(a) จากวธีิการแบบยดึคุณลกัษณะจากตวัสกดั 

 

               (b) จากวธีิการแบบปรับแต่งการเรียนรู้ 

 

รูปท่ี 4-3 Confusion Matrix ท่ีไดก้ารเรียนรู้แบบถ่ายโอนจากโมเดล AlexNet 

 



 135 

 

ตารางท่ี 4-5 สรุปผลลพัธ์ท่ีไดจ้ากการเรียนรู้แบบถ่ายโอนเม่ือใชโ้มเดล AlexNet ในทั้งสองรูปแบบ 

                    ดว้ยมาตรวดัต่าง ๆ 

Class 
Accuracy (%) Recall (%) Precision (%) F-Measure (%) 

(1) (2) (1) (2) (1) (2) (1) (2) 

brick 

91.8 94.5 

91.0 94.5 96.8 96.9 93.8 95.7 

concrete 98.0 97.5 83.1 89.0 89.9 93.1 

wood 86.5 91.5 98.3 98.4 92.0 94.8 

 Average 91.8 94.5 92.7 94.8 91.9 94.5 

เม่ือ (1) คือแบบยดึคุณลกัษณะจากตวัสกดัและ (2) คือแบบปรับแต่งการเรียนรู้ 

 

4.2.2 การศึกษาเปรียบเทยีบเม่ือใช้การเรียนรู้แบบถ่ายโอนจากโมเดล GoogleNet 

(1) การเรียนรู้แบบถ่ายโอนจากโมเดล GoogleNet ในแบบยดึคุณลกัษณะจากตัวสกดั 

  โดยปกติแลว้งานวจิยัส่วนใหญ่ท่ีนาํโมเดลของ GoogleNet แบบท่ีผา่นการฝึกสอนมา

ก่อนไปใชใ้นแบบยดึคุณลกัษณะจากตวัสกดันั้นมกัจะนาํขอ้มูลท่ีตอ้งการศึกษามาส่งผา่นโมเดลเพื่อ

สกดัคุณลกัษณะออกมาจากชั้น pool5 หรือ loss3 ของรูปท่ี 3-7 แลว้นาํคุณลกัษณะท่ีไดน้ั้นไปใช้

งานต่อหรือนําไปผ่านขั้นตอนการจาํแนกถ้าเป็นงานเพื่อการจาํแนกข้อมูล เช่นเดียวกนักับการ

ทดลองท่ีทาํใน AlexNet สาํหรับงานวจิยัน้ีนอกเหนือจากการพิจารณาคุณลกัษณะท่ีสกดัออกมาจาก

ชั้น pool5 หรือ loss3 ดงักล่าวแลว้ ไดท้ดลองในส่วนของชั้นอ่ืน ๆ ร่วมดว้ย ซ่ึงพบวา่คุณลกัษณะท่ี

สกดัออกมาจากชั้นต่าง ๆ เหล่านั้น นั้นเม่ือนาํไปผา่นขั้นตอนการจาํแนก ผลลพัธ์จากการจาํแนกใน

บางชั้นน่าพอใจกวา่ผลลพัธ์จากชั้น pool5 หรือ loss3 ท่ีใชก้นัโดยส่วนใหญ่ดงัแสดงในตารางท่ี 4-6 

เม่ือขอ้มูลท่ีใช้ทดลองคือภาพจากชุดทดสอบของชุดขอ้มูลท่ี 1 จากตารางจะเห็นว่าคุณลกัษณะท่ี

สกดัออกมาจากชั้น Inception5a ให้ผลลพัธ์จากการจาํแนกดีกว่าชั้น pool5 และ loss3 นัน่คือมีค่า 

Accuracy เป็น 92.33% 

  ดงันั้นวิธีการเพื่อการศึกษาเปรียบท่ีเป็นการนาํโมเดลของ GoogleNet มาใชใ้นแบบ

ยึดคุณลกัษณะจากตวัสกดัท่ีศึกษาในงานวิจยัน้ีจึงใช้คุณลกัษณะท่ีสกดัออกมาจากชั้น Inception5a 

ดงักล่าว นัน่คือเป็นการนาํคุณลกัษณะท่ีสกดัออกมาจากชั้น Inception5a ไปผา่นขั้นตอนการจาํแนก

ดว้ยฟังก์ชนั SoftMax เม่ือส่วน Output ของโมเดล GoogleNet ท่ีแสดงในรูปท่ี 3-7 ถูกกาํหนดให้

เป็น 3 class scores ตามจาํนวนกลุ่มของชุดขอ้มูลท่ีตอ้งการศึกษาแทนท่ีจะเป็น 1000 class scores 
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ตารางท่ี 4-6 เปรียบเทียบประสิทธิภาพท่ีไดจ้ากการจาํแนกเม่ือใชคุ้ณลกัษณะท่ีสกดัออกมาจากชั้นท่ี 

                    แตกต่างกนัของโมเดล GoogleNet 

Extracted Feature 

from Layer 

Accuracy 

(%) 

Extracted Feature 

from Layer 

Accuracy 

(%) 

Inception3a 79.17 Inception4e 92.00 

Inception3a 79.67 pool4 91.33 

pool3 87.33 Inception5a 92.33 

Inception4a 86.33 Inception5b 90.17 

Inception4b 89.17 pool5 91.17 

Inception4c 89.50 dropout 91.17 

Inception4d 92.00 loss3 86.17 

 

(2) การเรียนรู้แบบถ่ายโอนจาก GoogleNet ในแบบปรับแต่งการเรียนรู้ 

  การนาํโมเดลท่ีผ่านการฝึกสอนมาก่อนของ GoogleNet มาใช้งานในแบบปรับแต่ง

การเรียนรู้นั้นเป็นการฝึกสอนใหม่ให้กบับางช่วงของชั้นในโครงข่ายดว้ยชุดขอ้มูลท่ีตอ้งการศึกษา 

ดงัขั้นตอนในรายละเอียดท่ีกล่าวไปแลว้ในขอ้ยอ่ยท่ี (2) ของหวัขอ้ 3.4.1  

  ผลการทดลองท่ีไดเ้ม่ือนาํวธีิการท่ีเป็นการเรียนรู้แบบถ่ายโอนจากโมเดล GoogleNet 

ในทั้งสองรูปแบบมาทดสอบประสิทธิภาพในการจาํแนกแสดงดงัรูปท่ี 4-4 เม่ือทดสอบดว้ยขอ้มูล

ในชุดทดสอบของชุดขอ้มูลท่ี 1 และแสดงผลในรูปแบบของ Confusion Matrix ท่ีเป็นผลลพัธ์จาก

ทั้งสองวธีิการเปรียบเทียบกนั รูปท่ี 4-4(a) เป็นผลลพัธ์จากวธีิการในแบบยึดคุณลกัษณะจากตวัสกดั 

ท่ีได้ค่า Accuracy จากการจาํแนกเป็น 92.3% จากการนาํคุณลกัษณะท่ีสกดัออกมาได้จากชั้น 

Inception5a ไปผ่านขั้นตอนการจาํแนก ส่วนรูปท่ี 4-4(b) เป็นผลลพัธ์จากวิธีการในแบบปรับแต่ง

การเรียนรู้ มีค่า Accuracy จากการจาํแนกเป็น 95.5%  

ตารางท่ี 4-7 แสดงการสรุปผลลพัธ์ท่ีไดข้องทั้งสองวิธีการดว้ยมาตรวดัต่าง ๆ เพื่อ

เป็นการเปรียบเทียบกนั เม่ือ (1) ในตารางคือวิธีการในแบบยึดคุณลกัษณะจากตวัสกดั และ(2) คือ

วิธีการในแบบปรับแต่งการเรียนรู้ ซ่ึงจะเห็นว่าวิธีการในแบบปรับแต่งการเรียนรู้มีประสิทธิภาพ

ดีกวา่วธีิการในแบบยดึคุณลกัษณะจากตวัสกดัอยา่งชดัเจน จากค่า Accuracy ท่ีเพิ่มข้ึน 3.2% นัน่คือ

จาก 92.3% เป็น 95.5% และเม่ือพิจารณาแยกตามแต่ละกลุ่มของวสัดุ จะเห็นว่าวิธีการในแบบ

ปรับแต่งการเรียนรู้สามารถเพิ่มประสิทธิภาพในการจาํแนกกลุ่มท่ีเป็น Brick กบั Wood ไดม้ากข้ึน
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จากค่าของ Recall ของสองกลุ่มน้ีท่ีเพิ่มข้ึน นัน่คือถา้พิจารณา Confusion Matrix ดงัรูปท่ี 4-4 จะ

พบวา่จาํนวนภาพในกลุ่ม brick ท่ีจาํแนกถูกตอ้งมีเพิ่มข้ึน 7 ภาพ คือจาก 182 เป็น 189 และจาํนวน

ภาพในกลุ่ม wood ท่ีจาํแนกถูกตอ้งเพิ่มข้ึนมี 10 ภาพ คือจาก 173 เป็น 183 นอกจากน้ีการจาํแนก

จากวิธีการแบบปรับแต่งการเรียนรู้นั้ นมีความแม่นยาํมากข้ึนในการจาํแนกภาพในกลุ่มของ 

concrete นัน่คือค่า Precision ของกลุ่ม concrete เพิ่มข้ึนจาก 83.1% เป็น 89.0% 
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98.0% 
2.0% 

 

 
95.0% 
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94.0% 
6.0% 

 

97.5% 
2.5% 

95.5% 
4.5% 

  brick concrete wood  

                   Target Class 
 

 

(a) จากวธีิการแบบยดึคุณลกัษณะจากตวัสกดั 

 

               (b) จากวธีิการแบบปรับแต่งการเรียนรู้ 

 

รูปท่ี 4-4 Confusion Matrix ท่ีไดจ้ากการเรียนรู้แบบถ่ายโอนจาก GoogleNet 

 

  จาก Confusion Matrix ในรูปท่ี 4-4 สามารถสรุปเป็นค่าของมาตรวดัต่าง ๆ เพื่อ

เปรียบเทียบกนัดงัตารางท่ี 4-7 จากตารางจะเห็นไดว้า่ผลลพัธ์จาก GoogleNet ในแบบการปรับแต่ง

การเรียนรู้นั้นมีประสิทธิภาพมากกวา่แบบยึดคุณลกัษณะสําหรับการจาํแนกวสัดุในทุก ๆ กลุ่มของ

วสัดุ นัน่คือค่า Recall ของแต่ละกลุ่มมีค่าเพิ่มข้ึน ซ่ึงกลุ่มของ brick มีค่า Recall ท่ีเพิ่มข้ึนมากท่ีสุด 

โดยถา้ดูจาก Confusion Matrix ในรูปท่ี 4-4 จะพบวา่กลุ่มของ brick จะจาํแนกถูกตอ้งเพิ่มมากข้ึนถึง 

13 รูป (จาก 177 เป็น 190) หลงัจากใชรู้ปแบบของการปรับแต่งการเรียนรู้ 
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ตารางท่ี 4-7 สรุปผลลพัธ์ท่ีไดจ้ากการเรียนรู้แบบถ่ายโอนเม่ือใชโ้มเดล GoogleNet ในทั้งสอง 

                    รูปแบบ 

Class 
Accuracy (%) Recall (%) Precision (%) F-Measure (%) 

(1) (2) (1) (2) (1) (2) (1) (2) 

brick 

92.3 95.5 

88.5 95.0 93.7 94.5 91.0 94.7 

concret

e 
92.0 94.0 89.3 94.0 90.6 94.0 

wood 95.6 97.5 94.1 98.0 94.8 97.7 

 Average 92.3 95.5 92.4 95.5 92.1 95.5 

เม่ือ (1) คือแบบยดึคุณลกัษณะจากตวัสกดัและ (2) คือแบบปรับแต่งการเรียนรู้ 

 

(3) การกาํหนดค่าพารามิเตอร์สําหรับวธีิการในแบบการปรับแต่งการเรียนรู้ 

  ในขั้นตอนการฝึกสอนของวิธีการในแบบการปรับแต่งการเรียนรู้นั้นจาํเป็นตอ้งมี

การกาํหนดค่าพารามิเตอร์สําคัญต่าง ๆ ท่ีต้องใช้ในฝึกสอนใหม่ให้กับโมเดล AlexNet และ 

GoogleNet ซ่ึงการเลือกใชพ้ารามิเตอร์ท่ีเหมาะสมท่ีสุดจะทาํให้โมเดลท่ีผา่นการปรับแต่งแลว้นั้นมี

ประสิทธิภาพมากท่ีสุด ค่าพารามิเตอร์สําคัญต่าง ๆ เหล่านั้นค้นหามาจากการใช้สองกลยุทธ์

ประกอบกนัคือ การลองผิดลองถูก (Trial and Error) และกลยุทธ์แบบสุ่ม (Random) การลองผิด

ลองถูกนํามาใช้เพื่อหาขอบเขตท่ีเหมาะสมของพารามิเตอร์แบบกวา้ง ๆ ส่วนกลยุทธ์แบบสุ่ม

นาํมาใช้เพื่อคน้หาขอบเขตแบบจาํกดัท่ีเหมาะสมหลงัจากท่ีไดข้อบเขตแบบกวา้งจากการลองผิด

ลองถูกมาแล้ว ตารางท่ี 4-8 แสดงค่าพารามิเตอร์สําคญันํามาใช้ในแต่ละโมเดลท่ีนํามาในการ

ปรับแต่งการเรียนรู้ ซ่ึงทาํการคน้หามาจากการฝึกสอนดว้ยชุดขอ้มูลท่ี 1 

 

ตารางท่ี 4-8 ค่าพารามิเตอร์สาํคญัท่ีนาํมาใชใ้นแต่ละโมเดลท่ีนาํมาใชใ้นการปรับแต่งการเรียนรู้ 

Parameter/Model Freezed Layers 
Mini-Batch 

Size 
No. Epoch Learning Rate 

AlexNet 1-19 5 20 0.0001 

GoogleNet 1-110 5 20 0.0001 
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4.2.3 การศึกษาเปรียบเทยีบเม่ือนําวธีิการของ PCA มาใช้แทนเคร่ืองเข้ารหัสอตัโนมัต ิ

 เป็นการศึกษาเปรียบเทียบเม่ือนาํเทคนิคการเขา้รหัสขอ้มูลดว้ยวิธี PCA มาใช้แทน

โครงข่ายเคร่ืองเขา้รหัสอตัโนมติัในวิธีการท่ีนาํเสนอ ดังนั้นขั้นตอนต่าง ๆ ในรายละเอียดการ

ฝึกสอนและการทดสอบจึงเหมือนกนักบัท่ีแสดงในรูปท่ี 3-4 แต่เปล่ียนจาก Autoencoder Network 

ในรูปดงักล่าวเป็น PCA 

 รูปท่ี 4-5 แสดงผลลพัธ์ท่ีไดจ้ากการจาํแนกภาพในชุดทดสอบจากชุดขอ้มูลท่ี 1 โดย 

แสดงผลลพัธ์ในรูปแบบของ Confusion Matrix จากผลลพัธ์ท่ีไดจ้ะเห็นวา่มีค่า Accuracy เท่ากบั 

96.8% ซ่ึงจาก Confusion Matrix ในรูปท่ี 4-5 สามารถสรุปเป็นค่าในมาตรวดัต่าง ๆ ดงัแสดงใน

ตารางท่ี 4-9 ซ่ึงผลการทดลองด้วยชุดข้อมูลท่ี 1 น้ีใช้จาํนวนองค์ประกอบหลักทั้งหมด 36 

องคป์ระกอบจากการคน้หาจาํนวนองคป์ระกอบท่ีเหมาะสมดว้ยขอ้มูลชุดฝึกสอน 

 
                         Confusion Matrix 

O
ut

pu
t C

la
ss

 
  

brick 195 
32.5% 

12 
2.0% 

1 
0.2% 

93.8% 
6.3% 

concrete 3 
0.5% 

187 
31.2% 

0 
0.0% 

98.4% 
1.6% 

wood 2 
0.3% 

1 
0.2% 

191 
33.2% 

98.5% 
1.5% 

 

 

 
97.5% 
2.5% 

 

 
93.5% 
6.5% 

 

99.5% 
0.5% 

96.8% 
3.2% 

 brick concrete wood  
                  Target Class 

 

รูปท่ี 4-5 Confusion Matrix แสดงผลลพัธ์ท่ีไดจ้ากวธีิการท่ีนาํคุณลกัษณะท่ีสกดัไดจ้ากโมเดล 

             ResNet101 มาเขา้รหสัดว้ยวธีิ PCA เม่ือจาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 1 
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ตารางท่ี 4-9 สรุปผลลพัธ์ท่ีไดจ้ากวธีิการท่ีนาํคุณลกัษณะท่ีสกดัไดจ้ากโมเดล ResNet101 มา 

                    เขา้รหสัดว้ยวธีิ PCA เม่ือจาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 1 

Class Accuracy (%) Recall (%) Precision (%) F-Measure (%) 

Brick 

96.8 

97.5 93.8 95.6 

Concrete 93.5 98.4 95.9 

Wood 99.5 98.5 99.0 

 Average 96.8 96.9 96.8 

 

4.2.4 การศึกษาเปรียบเทยีบเม่ือสร้างสถาปัตยกรรมของโครงข่ายสําหรับการฝึกสอน   

 ขึน้มาเอง  

เป็นการศึกษาเปรียบเทียบในกรณีท่ีเป็นการสร้างสถาปัตยกรรมท่ีเหมาะสมของ

โครงข่ายประสาทแบบคอนโวลูชนัข้ึนมาเองเพื่อใชส้าํหรับการฝึกสอนโดยตรงกบัชุดขอ้มูลท่ีศึกษา 

นัน่คือรูปแบบของชั้นต่าง ๆ หรือสถาปัตยกรรมท่ีแตกต่างกนัของโครงข่ายประสาทแบบคอนโวลู

ชันจะสร้างข้ึนมาเพื่อใช้สําหรับการฝึกสอนด้วยข้อมูลชุดฝึกสอนเพื่อค้นหาสถาปัตยกรรมท่ี

เหมาะสมด้วยการกําหนดค่า Hyperparameters ต่าง ๆ ท่ี เหมาะสม เ ม่ือการกําหนดค่า 

Hyperparameters ดังกล่าวเช่น การพิจารณาว่าจะมีจาํนวนชั้นการคอนโวลูชันก่ีชั้นในโครงข่าย 

ขนาดของตวักรองและจาํนวนตวักรองท่ีใชใ้นแต่ละชั้นเป็นเท่าไร ใชว้ิธีการทาํพูลล่ิงแบบใด ลาํดบั

การเรียงของชั้นต่าง ๆ เป็นอย่างไร เป็นตน้ หลกัจากการนาํสถาปัตยกรรมท่ีสร้างข้ึนมาไปผ่าน

ขั้นตอนการฝึกสอนแลว้จึงนาํขอ้มูลชุดทดสอบมาใช้เพื่อการทดสอบหรือประเมินว่าโครงข่ายท่ี

สร้างนั้นมีประสิทธิภาพเพียงใด ตารางท่ี 4-10 แสดงรายละเอียดภายในโครงข่ายของสถาปัตยกรรม

ท่ีเหมาะสมท่ีสุดท่ีได้จากการสร้างข้ึนมาเองในงานวิจยัน้ี โครงข่ายท่ีได้ประกอบด้วยชั้ นย่อย

ทั้งหมด 14 ชั้น โดยโครงข่ายดงักล่าวสร้างข้ึนมาจากการใช้ค่า  Hyperparameters ท่ีกาํหนดดงั

ตารางท่ี 4-11 เม่ือ “sgdm” คืออลักอรึทึมสําหรับการเรียนรู้ ซ่ึงใชแ้บบ Stochastic Gradient Descent 

with Momentum โดยค่าของ Momentum นั้นกาํหนดเป็น 0.9 เช่นเดียวกนักบัท่ีใชใ้นงานประยุกต์

โดยส่วนใหญ่ 

รูปท่ี 4-6 แสดงผลลพัธ์ท่ีไดจ้ากการจาํแนกภาพในชุดทดสอบจากชุดขอ้มูลท่ี 1 เม่ือ

สร้างสถาปัตยกรรมท่ีเหมาะสมของโครงข่ายประสาทแบบคอนโวลูชนัข้ึนมาเอง โดยแสดงผลลพัธ์

ในรูปแบบของ Confusion Matrix เม่ือแนวคอลมัภเ์ป็นเอาตพ์ุตเป้าหมายท่ีตอ้งการ  และแนวแถว

เป็นเอาตพ์ุตท่ีไดจ้ากวิธีการท่ีนาํเสนอ จากผลลพัธ์ท่ีไดจ้ะเห็นวา่มีค่า Accuracy เท่ากบั 70.7% ซ่ึง

จาก Confusion Matrix ในรูปท่ี 4-6 สามารถสรุปเป็นค่าในมาตรวดัต่าง ๆ ดงัแสดงในตารางท่ี 4-12 
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จากรูปท่ี 4-6 จะเห็นว่าถึงแมค้่าความถูกตอ้งโดยรวมของวิธีการท่ีเป็นการสร้างสถาปัตยกรรมท่ี

เหมาะสมของโครงข่ายข้ึนมาเองน้ีจะค่อนขา้งน้อยเม่ือเทียบกบัวิธีการอ่ืน ๆ แต่วิธีการน้ีสามารถ

จาํแนกวสัดุในกลุ่ม Concrete ไดด้ว้ยความถูกตอ้งท่ีถือวา่สูงมากเม่ือเทียบกบัอีกสองกลุ่มของวสัดุ 

นัน่คือจะเห็นวา่ค่า Recall ของกลุ่ม Concrete ในตารางท่ี 4-12 มีค่าสูงถึง 97.5% ในขณะท่ีอีกสอง

กลุ่ม มีค่าของ Recall ของแต่ละกลุ่มไม่ถึง 60% 

 

ตารางท่ี 4-10 รายละเอียดภายในโครงข่ายของสถาปัตยกรรมท่ีเหมาะสมท่ีสุดท่ีไดจ้ากการสร้าง 

                      ข้ึนมาเองในงานวจิยัน้ี 

ช้ันที ่ ช่ือช้ัน รายละเอยีด 

1 Input ค่าจาก 3 แกนสีของโมเดลสี RGB 

2 Conv(5,16)   คอนโวลูชนัดว้ยตวักรองขนาด 5×5 จาํนวน 16 ตวักรอง ดว้ย

ขนาดการ Stride เป็น 1 

3 ReLU ชั้นการแปลงค่าดว้ยฟังกช์นั ReLU 

4 Conv(5,16)  คอนโวลูชนัดว้ยตวักรองขนาด 5×5 จาํนวน 16 ตวักรอง ดว้ย

ขนาดการ Stride เป็น 1 

5 ReLU ชั้นการแปลงค่าดว้ยฟังกช์นั ReLU 

6 MaxPool(2,2) ทาํพูลล่ิงแบบ 2×2 ดว้ยขนาดการ Stride เป็น 2 

7 Conv(5,32)   คอนโวลูชนัดว้ยตวักรองขนาด 5×5 จาํนวน 32 ตวักรอง ดว้ย

ขนาดการ Stride เป็น 1 

8 ReLU ชั้นการแปลงค่าดว้ยฟังกช์นั ReLU 

9 Conv(5,32)  คอนโวลูชนัดว้ยตวักรองขนาด 5×5 จาํนวน 32 ตวักรอง ดว้ย

ขนาดการ Stride เป็น 1 

10 ReLU ชั้นการแปลงค่าดว้ยฟังกช์นั ReLU 

11 MaxPool(2,2) ทาํพูลล่ิงแบบ 2×2 ดว้ยขนาดการ Stride เป็น 2 

12 FC(3) ชั้นการเช่ือมถึงกนัหมดท่ีมี 3 Neurons 

13 SoftMax ชั้นการแปลงค่าดว้ยฟังกช์นั SoftMax 

14 Output 3 Classes 
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ตารางท่ี 4-11 ค่า Hyperparameters ท่ีกาํหนดในของสถาปัตยกรรมท่ีเหมาะสมท่ีสุดท่ีไดจ้ากการ 

                      สร้างโครงข่ายข้ึนมาเอง 

Hyperparameters 

Learning Algorithm Mini-Batch Size No. Epoch Learning Rate 

“sgdm” 5 450 0.0001 

  
                         Confusion Matrix 

O
ut

pu
t C

la
ss

 
  

brick 118 
19.7% 

1 
0.2% 

8 
1.3% 

92.9% 
7.1% 

concrete 55 
9.2% 

195 
32.5% 

81 
13.5% 

58.9% 
41.1% 

wood 27 
4.5% 

4 
0.7% 

111 
18.5% 

78.2% 
21.8% 

 

 59.0% 
41.0% 

97.5% 
2.5% 

55.5% 
44.5% 

70.7% 
29.3% 

 brick concrete wood  
                  Target Class 

 

รูปท่ี 4-6 Confusion Matrix แสดงผลลพัธ์ท่ีไดจ้ากวธีิการท่ีสร้างสถาปัตยกรรมท่ีเหมาะสมของ 

                  โครงข่ายประสาทแบบคอนโวลูชนัข้ึนมาเอง เม่ือจาํแนกภาพในชุดทดสอบของชุด 

                  ขอ้มูลท่ี 1 

 

ตารางท่ี 4-12 สรุปผลลพัธ์ท่ีไดจ้ากวธีิการท่ีสร้างสถาปัตยกรรมท่ีเหมาะสมของโครงข่ายประสาท 

                      แบบคอนโวลูชนัข้ึนมาเอง เม่ือจาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 1 

Class Accuracy (%) Recall (%) Precision (%) F-Measure (%) 

Brick 

70.7 

59.0 92.9 72.2 

Concrete 97.5 58.9 73.4 

Wood 55.5 78.2 64.9 

 Average 70.7 76.7 70.2 
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4.3 การทดลองเพิม่เติมและการเปรียบเทยีบผลการศึกษา 

จากผลการทดลองของวิธีการท่ีนาํเสนอและวิธีการเพื่อการศึกษาเปรียบเทียบท่ีไดแ้สดง

รายละเอียดในหวัขอ้ 4.1 และ 4.2 ไปแลว้นั้น พบวา่ในวิธีการทั้งหมดท่ีศึกษาเม่ือทาํการทดลองกบั

ชุดขอ้มูลท่ี 1 นั้น วิธีการท่ีนาํเสนอข้ึนในงานวิจยัน้ีจากการนาํการเรียนรู้แบบถ่ายโอนจากโมเดล 

ResNet101 ในแบบยึดคุณลักษณะจากตัวสกัดมาใช้ ร่วมกับโครงข่ าย เข้ารหัสอัตโนมัติ 

(Autoencoder) นั้นมีประสิทธิภาพมากท่ีสุดจากมาตรวดัท่ีเป็นค่า Accuracy นัน่คือมีค่าเป็น 97.8% 

ซ่ึงการเปรียบเทียบวิธีการท่ีศึกษาทั้งหมดเหล่านั้นเม่ือแสดงตามลาํดบัของค่า Accuracy สามารถ

สรุปไดด้งัตารางท่ี 4-13 

 

ตารางท่ี 4-13 เปรียบเทียบวธีิการท่ีศึกษาทั้งหมดเม่ือแสดงตามลาํดบัของค่า Accuracy ท่ีไดจ้ากการ 

                      จาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 1 

ลาํดับที ่ วธีิการ Accuracy (%) 

1 ResNet101 แบบยดึคุณลกัษณะจากตวัสกดั + Autoencoder 

(Proposed Work) 

97.8 

2 ResNet101 แบบยดึคุณลกัษณะจากตวัสกดั + PCA 96.8 

3 GoogleNet แบบปรับแต่งการเรียนรู้ 95.5 

4 AlexNet แบบปรับแต่งการเรียนรู้ 94.5 

5 GoogleNet แบบยดึคุณลกัษณะจากตวัสกดั 93.3 

6 AlexNet แบบยดึคุณลกัษณะจากตวัสกดั 91.8 

7 การสร้างสถาปัตยกรรมข้ึนมาฝึกสอนเอง 70.7 

 

จากตารางท่ี 4-13 พบว่านอกเหนือจากวิธีการท่ีนาํคุณลกัษณะจาก ResNet101 แบบยึด

คุณลักษณะจากตัวสกัดมาใช้จะได้ประสิทธิภาพท่ีน่าพอใจแล้ว วิธีการท่ีนําคุณลักษณะจาก 

GoogleNet มาใช้ก็น่าสนใจ ในงานวิจยัน้ีจึงได้ทาํการทดลองเพิ่มเติมในส่วนของ GoogleNet 

เพื่อใหผ้ลลพัธ์ท่ีไดจ้ากการเปรียบเทียบครอบคลุมมากยิง่ข้ึน ดงันั้นคุณลกัษณะท่ีไดจ้าก ResNet101 

และ GoogleNet จึงนาํไปทดลองเพิ่มเติมดว้ยการนาํ PCA และเคร่ืองเขา้รหสัอตัโนมติัมาใชร่้วมดว้ย

ในทุกกรณีท่ีศึกษา ผลท่ีได้จากการทดลองทั้งหมดเม่ือทดลองกับชุดข้อมูลท่ี 1 จึงสรุปเพื่อ

เปรียบเทียบกนัไดด้งัตารางท่ี 4-14  

เน่ืองจากการนําคุณลกัษณะท่ีได้จาก GoogleNet ในแบบยึดคุณลกัษณะจากตวัสกดัท่ี

นาํมาใชใ้นการทดลองก่อนหนา้น้ี (การทดลองในขอ้ (1) ของหวัขอ้ 4.2.2) เป็นคุณลกัษณะท่ีสกดั
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มาจากชั้ น Inception5a ซ่ึงถ้าต้องการนําคุณลักษณะท่ีสกัดจากชั้ นดังกล่าวออกมาจากโมเดล 

GoogleNet แลว้นาํไปใชต่้อ จะทาํไดย้ากเพราะขอ้มูลอยู่ในรูปแบบท่ีซับซ้อน (นัน่คือเป็นลกัษณะ

ของเทนเซอร์ใน 3 มิติ) สาํหรับการทดลองในขั้นตอนน้ีจึงนาํคุณลกัษณะท่ีสกดัมาจากชั้น pool5 มา

ใชแ้ทน ดงันั้นค่า Accuracy ในตารางท่ี 4-14 ในส่วนของ GoogleNet ท่ีเป็นแบบยึดคุณลกัษณะจาก

ตวัสกดัจึงเป็น 91.1 สําหรับในส่วนของ ResNet101 นั้นในงานวิจยัน้ีไม่ทาํการศึกษาในส่วนของ

การปรับแต่งการเรียนรู้ (จากการกาํหนดค่าเป็น NA ในตาราง) เน่ืองจาก ResNet101 มีความ

ซบัซ้อนมากจากการท่ีมีจาํนวนชั้นในรายละเอียดมากถึง 347 ชั้น กระบวนการปรับแต่งการเรียนรู้

เพื่อให้ไดโ้มเดลใหม่ท่ีเหมาะสมท่ีสุดจะทาํไดล้าํบาก ในส่วนของตารางท่ี 4-14 ท่ีเป็นคอลมัน์ขวา

สุดนั้นเป็นการหาค่าออกมาว่าหลงัจากการนาํ PCA และ Autocoder มาใชร่้วมกนักบัคุณลกัษณะ

จากฐาน (Based) แต่ละแบบแลว้ ผลท่ีไดมี้การปรับปรุงดีข้ึนหรือไม่ เพียงใด เช่นเม่ือนาํ PCA มาใช้

ร่วมกบัคุณลกัษณะท่ีใชเ้ป็นฐานคือจากแบบปรับแต่งการเรียนรู้ดว้ย GoogleNet พบวา่ประสิทธิภาพ

ท่ีไดล้ดลง 1.9% (นัน่คือ 93.6 – 95.5 = –1.9) 

 

ตารางท่ี 4-14 เปรียบเทียบผลการศึกษาจากการวดัค่า Accuracy (%) เม่ือนาํเคร่ืองเขา้รหสัอตัโนมติั 

                      และ PCA มาใชร่้วมดว้ยในทุกกรณีท่ีศึกษากบั GoogleNet และ ResNet101 ในการ 

                      จาํแนกภาพชุดทดสอบของชุดขอ้มูลท่ี 1 

Model/วธีิการ 

รูปแบบของการเรียนรู้แบบถ่ายโอน Improvement 

from Based 

(%) 
แบบยดึคุณลกัษณะจากตัวสกดั แบบปรับแต่งการเรียนรู้ 

GoogleNet (91.1) (95.5) (Based) 

    PCA 92.3 93.6 1.2 –1.9 

    Autoencoder 93.5 95.8 1.4 0.3 

ResNet101 (95.0) NA (Based) 

    PCA 96.8 NA 1.8  

    Autoencoder 97.8 NA 2.8  

 

รูปท่ี 4-7 แสดง Confusion Matrix ท่ีไดจ้ากสองวิธีการท่ีมีประสิทธิภาพมากท่ีสุดสําหรับ

การจาํแนกขอ้มูลในชุดทดสอบจากชุดขอ้มูลท่ี 1 ดงัท่ีแสดงค่าผลลพัธ์จากการจาํแนกในตารางท่ี   

4-14 โดยรูปท่ี 4-7(a) คือวธีิการจากการใช ้ResNet101 แบบยึดคุณลกัษณะจากตวัสกดัร่วมกบั PCA 

มีค่า Accuracy จากการจาํแนกขอ้มูลชุดท่ี 1 เป็น 96.8% ส่วนรูปท่ี 4-7(b) เป็นวิธีการจากการใช ้
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ResNet101 แบบยึดคุณลกัษณะจากตวัสกดัร่วมกบั Autoencoder มีค่า Accuracy จากการจาํแนก

ขอ้มูลชุดท่ี 1 เป็น 97.8% 

สาํหรับผลท่ีไดจ้ากการทดลองทั้งหมดเม่ือทดลองกบัชุดขอ้มูลท่ี 2 นั้นสรุปเพื่อเปรียบเทียบ

กนัไดด้งัตารางท่ี 4-15 ซ่ึงพบวา่ การนาํ PCA มาใชร่้วมกบัคุณลกัษณะท่ีสกดัไดจ้าก GoogleNet ใน

ทั้งสองรูปแบบนั้นกลบัทาํใหป้ระสิทธิภาพสาํหรับการจาํแนกภาพในชุดขอ้มูลท่ี 2 ตํ่าลง 

 

brick 195 
32.5% 

12 
2.0% 

1 
0.2% 

93.8% 
6.3% 

concrete 3 
0.5% 

187 
31.2% 

0 
0.0% 

98.4% 
1.6% 

wood 2 
0.3% 

1 
0.2% 

199 
33.2% 

98.5% 
1.5% 

 

 
97.5% 
2.5% 

 

 
93.5% 
6.5% 

 

99.5% 
0.5% 

96.8% 
3.2% 

 brick concrete wood  

                  Target Class 
 

O
ut

pu
t C

la
ss

 
 

brick 193 
32.2% 

1 
0.2% 

1 
0.2% 

99.0% 
1.0% 

concrete 7 
1.2% 

199 
32.3% 

4 
0.7% 

94.8% 
5.2% 

wood 0 
0.0% 

0 
0.0% 

195 
32.5% 

100% 
0.0% 

 

 
96.5% 
3.5% 

 

 
99.5% 
0.5% 

 

97.5% 
2.5% 

97.8% 
2.2% 

  brick concrete wood  

                   Target Class 
 

 

(a) ResNet101 แบบยดึคุณลกัษณะจาก      

ตวัสกดั + PCA 

 

            (b) ResNet101 แบบยดึคุณลกัษณะจาก  

              ตวัสกดั + Autoencoder 

 

รูปท่ี 4-7 Confusion Matrix ท่ีไดจ้ากสองวธีิการท่ีมีประสิทธิภาพมากท่ีสุดสาํหรับชุดขอ้มูลท่ี 1 

 

รูปท่ี 4-8 และ รูปท่ี 4-9 นั้นแสดง Confusion Matrix ท่ีไดจ้ากสองวิธีการท่ีมีประสิทธิภาพ

มากท่ีสุดสําหรับการจาํแนกขอ้มูลในชุดทดสอบจากชุดขอ้มูลท่ี 2 รูปท่ี 4-8 คือวิธีการจากการใช ้

ResNet101 แบบยึดคุณลกัษณะจากตวัสกดัร่วมกับ PCA ส่วนรูปท่ี 4-9 เป็นวิธีการจากการใช ้

ResNet101 แบบยึดคุณลกัษณะจากตวัสกดัร่วมกบัเคร่ืองเขา้รหัสอตัโนมติั ซ่ึงรูปท่ี 4-9 นั้นคือรูป

เดียวกนักบัรูปท่ี 4-2 ท่ีเคยกล่าวถึงไปแลว้ ในท่ีน้ีนาํมาใชอี้กเพื่อความชดัเจนในการเปรียบเทียบ 
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ตารางท่ี 4-15 เปรียบเทียบผลการศึกษาจากการวดัค่า Accuracy (%) เม่ือนาํเคร่ืองเขา้รหสัอตัโนมติั 

                      และPCA มาใชร่้วมดว้ยในทุกกรณีท่ีศึกษากบั GoogleNet และ ResNet101 ในการ 

                      จาํแนกภาพชุดทดสอบของชุดขอ้มูลท่ี 2 

Model/วธีิการ 

รูปแบบของการเรียนรู้แบบถ่ายโอน Improvement 

from Based 

(%) 
แบบยดึคุณลกัษณะจากตัวสกดั แบบปรับแต่งการเรียนรู้ 

GoogleNet (92.0) (93.6) (Based) 

    PCA 91.6 92.6 –0.4 –1.0 

    Autoencoder 92.5 94.8 0.5 1.2 

ResNet101 (96.0) NA (Based) 

    PCA 97.1 NA 1.1 NA 

    Autoencoder 98.0 NA 2.0 NA 
 

 
 

รูปท่ี 4-8 Confusion Matrix แสดงผลลพัธ์ท่ีไดจ้าก ResNet101 แบบยดึคุณลกัษณะจากตวัสกดั 

               ร่วมกบั PCA สาํหรับการจาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 2 
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รูปท่ี 4-10 แสดงภาพท่ีจาํแนกผดิทั้งหมดดว้ยวธีิการท่ีนาํเสนอ เม่ือนาํมาจาํแนกภาพในชุด

ทดสอบของชุดขอ้มูลท่ี 2 ท่ีศึกษาในงานวจิยัน้ี ซ่ึงมีจาํนวนภาพในชุดทดสอบทั้งหมด 800 ภาพ 

และมีการจาํแนกผดิไป 16 ภาพ แบ่งเป็นการจาํแนกผิดจาก Brick เป็น Concrete จาํนวน 8 ภาพดงั

แสดงในรูปท่ี 4-10(a) มีการจาํแนกผดิจาก Concrete เป็น Light Brick จาํนวน 3 ภาพดงัแสดงในรูป

ท่ี 4-10(b) มีการจาํแนกผดิจาก Wood เป็น Concrete จาํนวน 4 ภาพ (แถวบนของ รูปท่ี 4-10(c)) และ

มีจาํแนกจาก Wood เป็น Brick จาํนวน 1 ภาพ (แถวล่างของ รูปท่ี 4-10(c)) จาํนวนและรายละเอียด

ของการจาํแนกดงักล่าวน้ีสอดคลอ้งกบัผลลพัธ์ท่ีไดจ้าก Confusion Matrix ในรูปท่ี 4-9 ท่ีไดแ้สดง

ไปแลว้ก่อนหนา้น้ี 
 

 
 

รูปท่ี 4-9 Confusion Matrix แสดงผลลพัธ์ท่ีไดจ้าก ResNet101 แบบยดึคุณลกัษณะจากตวัสกดั 

  ร่วมกบั Autoencoder สาํหรับการจาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 2 
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(a) จาํแนกจาก Brick เป็น Concrete 

   

 

(b) จาํแนกจาก Concrete เป็น Light Brick 

    

 

   

(c) จาํแนกจาก Wood เป็น Concrete (แถวบน) และ จาํแนกจาก Wood เป็น Brick (แถวล่าง) 

 

รูปท่ี 4-10 ภาพท่ีจาํแนกผดิทั้งหมดจากชุดทดสอบในชุดขอ้มูลท่ี 2 ดว้ยวธีิการท่ีนาํเสนอ  

 

4.4 การวเิคราะห์ความซับซ้อน (Complexity) ของวธีิการทีนํ่าเสนอ 

4.4.1 การวเิคราะห์ Time Complexity และ Space Complexity 

วิธีการท่ีนําเสนอในงานวิจัยน้ีเป็นการนําการเรียนรู้แบบถ่ายโอนจากโมเดล 

ResNet101 ในแบบยดึคุณลกัษณะจากตวัสกดัมาใชง้านร่วมกนักบัโครงข่ายเคร่ืองเขา้รหสัอตัโนมติั

และเคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มสําหรับการจาํแนกภาพวสัดุในงานก่อสร้าง ดังนั้น

วิธีการท่ีนาํเสนอนั้นประกอบดว้ย 3 ส่วนหลกัคือ ส่วนของโมเดล ResNet101 ส่วนของโครงข่าย

เคร่ืองเขา้รหัสอตัโนมติั และส่วนของเคร่ืองเวกเตอร์เก้ือหนุน ในการวิเคราะห์ความซับซ้อนของ

วิธีการจึงตอ้งวิเคราะห์ความซบัซ้อนของอลักอรึทึมในแต่ละส่วนแลว้นาํทั้งหมดนั้นมารวมกนั ซ่ึง

รายละเอียดของแต่ละส่วนมีดงัต่อไปน้ี 
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(1) ส่วนของโมเดล ResNet101 

  ในการวิเคราะห์หรือวดัความซบัซ้อนทางเวลา (Time Complexity) ของอลักอรึทึมท่ี

เป็นโมเดลแบบเชิงลึกหรือโครงข่ายประสาทแบบคอนโวลูชันเพื่อเป็นการเปรียบเทียบกันนั้น 

ในทางปฏิบติัจะใชก้ารนบัจาํนวน FLOPs (Floating Point Operations) ทั้งหมดท่ีตอ้งใชใ้นโมเดล 

ซ่ึงจาํนวน FLOPs โดยส่วนใหญ่ของโครงข่ายประสาทแบบคอนโวลูชนัมาจากการทาํ Operation 

สําหรับการคูณและการรวมผลคูณ (Multiply and Accumulates, MACs) ท่ีตอ้งใช้ทั้งหมดใน

โครงข่าย ดงันั้นถา้โมเดลใดมีจาํนวนของ FLOPs มากกวา่อีกโมเดลหน่ึงก็สามารถวิเคราะห์ไดว้่า

โมเดลนั้นมี Time Complexity มากกว่าอีกโมเดลหน่ึง ส่วนการวดัซับซ้อนในการใช้พื้นท่ี

หน่วยความจาํ (Space Complexity) นั้นจะพิจารณาจากจาํนวน Parameters ทั้งหมดท่ีใชใ้นโมเดล 

ซ่ึงคือ Parameters  สําหรับการเก็บค่าของ Weights และ Parameters สําหรับการเก็บค่าของแผนท่ี

คุณลกัษณะ (Feature Maps) ในแต่ละชั้น เพราะถา้จาํนวน Parameters ทั้งหมดท่ีใชมี้มาก ปริมาณ

ของหน่วยความจาํท่ีตอ้งใชส้าํหรับการจดัเก็บ Parameters เหล่านั้นก็ตอ้งมากดว้ย 

  ตารางท่ี 4-16 ยกตวัอยา่งการคาํนวณในส่วนของการนบัจาํนวน Parameters ทั้งหมด

ท่ีใช้ในโมเดลของ AlexNet โดยในส่วนของ ResNet101 ก็นับด้วยหลักการเดียวกนั (ในท่ีน้ี

ยกตวัอยา่งจาก AlexNet เพราะโมเดลไม่ซบัซ้อนมากเกินไปสําหรับการนาํเสนอในรายละเอียดการ

นบัเพื่อเป็นตวัอยา่ง) จากตารางท่ี 4-16 ในส่วนของคอลมัน์ “in” ของแต่ละชั้นคือจาํนวน Channel 

ของอินพุตท่ีเขา้สู่ชั้นนั้น (นัน่คือ Depth ของเทนเซอร์อินพุต) และส่วนของคอลมัน์ “out” คือ

จาํนวน Kernel (Mask) ท่ีใชใ้นชั้นนั้น จากตารางจะเห็นวา่จาํนวน Parameters ของแต่ละชั้นคาํนวณ

มาจาก  (Kernel Size) × (จาํนวน Channel) × (จาํนวน Kernel) ดงันั้นจาํนวน Parameters ของชั้น

แรก (นัน่คือ Layer “conv1”) ในตารางท่ี 4-16 จึงมีจาํนวนเป็น 11×𝟏𝟏×3×𝟗𝟔 = 𝟑𝟒𝟗𝟒𝟒 ส่วน

จาํนวน Parameters ของชั้นอ่ืน ๆ ก็คิดให้รูปแบบเดียวกนั สําหรับ AlexNet เม่ือนาํ Parameters ท่ี

คาํนวณไดใ้นแต่ละชั้นมารวมกนัจึงไดจ้าํนวน Parameters ทั้งหมดเป็น 62,388,344 หรือประมาณ 

62M (Million) 

  ตารางท่ี 4-17 แสดงจาํนวน Parameters และจาํนวน FLOPs ทั้งหมดท่ีใชใ้นแต่ะละ 

Model ท่ีศึกษาในงานวิจยัน้ีเปรียบเทียบกนั จะเห็นวา่ AlexNet นั้นมี Time Complexity ท่ีดีท่ีสุด (มี 

# of FLOPs นอ้ยท่ีสุด) แต่มี Space Complexity ท่ีดอ้ยท่ีสุด (มี # of Parameters มากท่ีสุด) ส่วน 

GoogleNet นั้นมี Space Complexity ท่ีดีกว่า AlexNet ประมาณ 10 เท่า และดีกว่า ResNet101 

ประมาณ 7 เท่า ส่วน Time Complexity นั้นดอ้ยกวา่ AlexNet แต่ดีกวา่ ResNet เกือบ 4 เท่า ทั้งน้ีใน

ส่วนของ Time Complexity นั้นจะเห็นวา่มีความซับซ้อนท่ีแปรตามความลึก (Depth) ของโมเดล 
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ดงันั้น ResNet101 ซ่ึงมีความลึกมากกวา่ AlexNet และ GoogleNet มากจึงมี Time Complexity ท่ี

ดอ้ยกวา่ แต่ ResNet101 ก็ยงัใชจ้าํนวน Parameters ท่ีนอ้ยกวา่ AlexNet มาก 

 

ตารางท่ี 4-16 ตวัอยา่งการนบัจาํนวน Parameters ทั้งหมดท่ีตอ้งใชใ้น AlexNet (Anwar, 2019) 

 
 

ตารางท่ี 4-17 จาํนวน Parameters และจาํนวน FLOPs ทั้งหมดท่ีใชใ้นแต่ะละ Model ท่ีศึกษาใน 

                      งานวจิยัน้ี (Anwar, 2019; Zagoruyko and Komodakis, 2019; He, et al., 2015) 

Model Depth # of Parameters # of FLOPs 

AlexNet 8 62M (Million) 1.5B (Billion) 

GoogleNet 22 6.4M 2.0B 

ResNet101 101 44.5M 7.6B 

 

วธีิการท่ีนาํเสนอในงานวจิยัน้ีเป็นการนาํโมเดลของ ResNet101 มาใชใ้นรูปแบบของ

การเรียนรู้แบบถ่ายโอนในแบบยึดคุณลกัษณะจากตวัสกดั ซ่ึงไม่ตอ้งมีการฝึกสอนเพิ่มเติมใด ๆ 

ให้กบัโครงข่าย ดงันั้นการท่ีโครงข่าย ResNet101 มี Time Complexity ท่ีค่อนขา้งสูงนั้นไม่ไดมี้

ผลกระทบกบัเวลาในการทาํงานของวธีิการท่ีนาํเสนอมาก เพราะขอ้มูลแต่ละตวัถูกส่งผา่นโครงข่าย

เพียง 1 รอบ ไม่วา่จะเป็นขั้นตอนการฝึกสอนหรือการทดสอบ 

(2) ส่วนของโครงข่ายเคร่ืองเข้ารหัสอตัโนมัต ิ

  จริง ๆ แล้วโครงข่ายเคร่ืองเข้ารหัสอตัโนมติัก็คือโครงข่าย MLP (Multi-Layer 

Perceptron) รูปแบบหน่ึง การวเิคราะห์ความซบัซอ้นจึงใชห้ลกัการเดียวกนักบัอลักอรึทึมของ MLP 

(Fredenslund, 2018) นัน่คือมี Time Complexity โดยประมาณ (Approximately) ในรูปของ Big-O 

เป็น 

O(# of Epochs × # of Neurons  × # of Features × # of Examples)  
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เม่ือ # of Epochs คือจาํนวน Epoch ทั้งหมดท่ีใช ้

# of Examples คือจาํนวนขอ้มูลทั้งหมด (𝑛) 

# of Features คือจาํนวนมิติของขอ้มูล 

# of Neurons คือจาํนวนนิวรอนทั้งหมดท่ีใชใ้นโครงข่าย 

ดงันั้น สาํหรับงานวจิยัน้ี ในขั้นตอนการฝึกสอนโครงข่ายเขา้รหสัอตัโนมติัท่ีเป็นการ

ทดลองกบัชุดขอ้มูลท่ี 1 ซ่ึงใชโ้ครงข่ายท่ีมี 1 ชั้นซ่อนเร้นท่ีมีจาํนวนนิวรอนในชั้นนั้นเป็น 40 และ

ฝึกสอนจาํนวน 380 Epochs สามารถคาํนวณไดว้า่มี Time Complexity เป็น 

O(380 × 2,040  ×  1000 ×  𝒏)  

เม่ือ # of Examples (𝑛) สาํหรับการฝึกสอนคือ 1,200 

# of Neurons  ในชั้นอินพุตเท่ากนักบัในชั้นเอาตพ์ุต (เท่ากบั 1,000) 

# of Features คือ 1,000 

(3) ส่วนของเคร่ืองเวกเตอร์เกือ้หนุน 

  อลักอรึทึมของเคร่ืองเวกเตอร์เก้ือหนุนนั้นมี Time Complexity เป็น  

O(# of Examples𝟑) 

โดยเวลาส่วนใหญ่ท่ีใชม้าจากขั้นตอนการคาํนวณ Invert Matrix ท่ีมีขนาดเป็น 𝑅×R  

เม่ือ 𝑅  คือจาํนวน Support Vector (Bordes, et al., 2005) นัน่คือถา้ขอ้มูลทุกตวัถูกมองวา่เป็น 

Support Vector เวลาในการคาํนวณจะเป็น 𝑛𝟑 (𝑅 = 𝑛) 

4.4.2 การวดั Running Time 

งานวิจยัน้ีทาํการทดลองเพื่อวดั Running Time ของวิธีการท่ีนาํเสนอจากการใช้

โปรแกรม Matlab เวอร์ชนั R2018a แบบ 64 bits ดว้ยคอมพิวเตอร์ท่ีใชส้ําหรับการวิจยัซ่ึงใชห้น่วย

ประมวลผลกลาง คือ Intel(R) Core(TM) i7-2600 CPU @ 3.40 GHz ใชห้น่วยประมวลผลกราฟิก

คือ NVIDIA GeForce GTX 1060 3GB มีหน่วยความจาํหลกั 16 GB และใชร้ะบบปฏิบติัการเป็น 

Windows 7 Ultimate 64 bits จากการทดลองกบัชุดขอ้มูลท่ี 2 ท่ีศึกษาในงานวิจยัน้ี ซ่ึงประกอบดว้ย

ภาพในชุดฝึกสอนทั้งหมด 1600 ภาพ และภาพในชุดทดสอบทั้งหมด 800 ภาพ พบวา่ในขั้นตอน

การฝึกสอนมี Running Time เป็น 91.4716 วินาที (Seconds) และในขั้นตอนการทดสอบมี Running 

Time เป็น 12.8061 วนิาที 
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4.5 การอภิปรายผลการศึกษา 

เป้าหมายของงานวจิยัน้ีคือการนาํโครงข่ายประสาทแบบคอนโวลูชนัมาประยุกตใ์ชส้ําหรับ

การจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั โดยนอกเหนือจากวิธีการท่ีนาํเสนอข้ึนสําหรับ

งานวจิยัน้ีแลว้ยงัไดน้าํเสนอการศึกษาเก่ียวกบัวิธีการอ่ืนในหลากหลายรูปแบบของการนาํโครงข่าย

ประสาทแบบคอนโวลูชนัมาประยุกตใ์ชเ้พื่อเป็นการเปรียบเทียบกนั ผลจากการศึกษาท่ีไดส้ามารถ

สรุปเป็นประเด็นต่าง ๆ ท่ีน่าสนใจไดห้ลายประเด็น ดงัต่อไปน้ี  

(1) วธีิการท่ีมีประสิทธิภาพมากท่ีสุดสาํหรับการจาํแนกภาพวสัดุในงานก่อสร้างคือวิธีการ

ท่ีนําเสนอข้ึนในงานวิจัยน้ี นั่นคือเป็นการนําการเรียนรู้แบบถ่ายโอนจากโมเดล 

ResNet101 ในแบบยึดคุณลกัษณะจากตวัสกดัมาใช้ร่วมกบัโครงข่ายเคร่ืองเขา้รหัส

อตัโนมติัและใช้เคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มสําหรับขั้นตอนการจาํแนก 

โดยวิธีท่ีนาํเสนอสามารถจาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 1 ไดด้ว้ยค่าความ

ถูกตอ้ง 97.8% และสามารถจาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 2 ไดด้ว้ยค่า

ความถูกตอ้ง 98.0% ซ่ึงค่าความถูกตอ้งท่ีไดใ้นทั้งสองชุดขอ้มูลนั้นสูงกวา่วิธีการอ่ืน ๆ 

ท่ีนาํมาศึกษาเปรียบเทียบกนั นัน่คือวธีิการท่ีนาํเสนอมีความเหมาะสมท่ีสุดสําหรับการ

จาํแนกภาพวสัดุในงานก่อสร้าง 

(2) วิธีการท่ีเป็นการนาํเคร่ืองเขา้รหัสอตัโนมติัมาใช้ร่วมกนักบัคุณลกัษณะท่ีไดจ้ากการ

เรียนรู้แบบถ่ายโอนสามารถเพิ่มประสิทธิภาพในการจาํแนกไดดี้กวา่วิธีการท่ีเป็นการ

นาํ PCA มาใช้ในทุก ๆ กรณีท่ีได้ทาํการศึกษา นั่นคือเคร่ืองเข้ารหัสอตัโนมติัมี

ประสิทธิภาพท่ีดีกวา่ PCA สําหรับการใช้เป็นวิธีการเพื่อสร้างตวัแทนขอ้มูลท่ีเหมาะ 

สาํหรับงานการจาํแนกภาพวสัดุในงานก่อสร้าง 

(3) การนาํ PCA มาใช้ร่วมกบัโมเดล ResNet101 ในแบบยึดคุณลกัษณะจากตวัสกดั

สามารถช่วยเพิ่มประสิทธิภาพในการจาํแนกไดใ้นทั้งสองชุดขอ้มูลท่ีศึกษาแต่เพิ่มข้ึน

ไดไ้ม่สูงเท่ากบัการใช้เคร่ืองเขา้รหัสอตัโนมติั ในขณะท่ีการนาํ PCA มาใช้ร่วมกบั

โมเดล GoogleNet ในแบบปรับแต่งการเรียนรู้นั้นทาํให้ประสิทธิภาพในการจาํแนกแย่

ลงในทั้งสองชุดขอ้มูลท่ีศึกษา (จากค่าท่ีติดลบในตารางท่ี 4-14 และ 4-15) 

(4) จากการนาํโมเดล AlexNet และ GoogleNet มาศึกษาเปรียบเทียบกนัพบว่า วิธีการท่ี

เป็นการนาํคุณลกัษณะท่ีไดจ้ากการเรียนรู้แบบถ่ายโอนในแบบปรับแต่งการเรียนรู้มา

ใช้สําหรับการจาํแนกภาพวสัดุในงานก่อสร้างนั้นมีประสิทธิภาพเหนือกว่าวิธีการนาํ

คุณลกัษณะในแบบยึดคุณลกัษณะจากตวัสกดัมาใช ้ดงัผลการทดลองท่ีไดจ้าก จากรูป

ท่ี 4-3 และรูปท่ี 4-4 แต่กระบวนการในการเรียนรู้เพื่อการปรับแต่งการเรียนรู้นั้นมี
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ความซบัซอ้นในขั้นตอนการกาํหนดและการคน้หาค่าพารามิเตอร์สําคญัต่าง ๆ เพื่อให้

ได้มาซ่ึงโมเดลท่ีผ่านการปรับแต่งแล้วท่ีเหมาะสมท่ีสุด โดยเฉพาะอย่างยิ่งถ้า

สถาปัตยกรรมท่ีผา่นการฝึกสอนมาก่อนท่ีนาํมาใชน้ั้นมีความซบัซอ้นหรือมีจาํนวนชั้น

ท่ีลึกมาก ซ่ึงจากการทดลองในการวิจยัน้ีเห็นได้อย่างชัดเจนว่ากระบวนการในการ

เรียนรู้เพื่อการปรับแต่งการเรียนรู้ให้กบั GoogleNet นั้นมีความยุง่ยากและซบัซ้อนกวา่ 

AlexNet มาก เน่ืองมาจากจาํนวนชั้นในรายละเอียดของ GoogleNet ท่ีมีทั้งหมด 144 

ชั้น ในขณะท่ี AlexNet มีจาํนวนชั้นทั้งหมด 25 ชั้น 

(5) งานวจิยัน้ีไม่ไดน้าํเสนอการศึกษาท่ีเป็นการนาํโมเดล ResNet101 ในแบบปรับแต่งการ

เรียนรู้มาใช้ อันเป็นผลสืบเน่ืองมาจากการอภิปรายในข้อ (4) ท่ีผ่านมา เพราะ

ResNet101 นั้นมีจาํนวนชั้นในรายละเอียดมากถึง 347 ชั้น การทดลองเพื่อการปรับแต่ง

การเรียนรู้ในรูปแบบต่าง ๆ ให้ครอบคลุมเพื่อให้ได้มาซ่ึงโมเดลท่ีผ่านการปรับแต่ง

แลว้ท่ีเหมาะสมท่ีสุดจะยิ่งมีความซบัซ้อนกวา่ GoogleNet มาก นอกจากน้ีการฝึกสอน

ใหม่เพิ่มเติมใหก้บัโครงข่ายก็ตอ้งใชเ้วลานานกวา่มาก 

(6) จากผลการทดลองด้วยชุดข้อมูลท่ี 1 พบว่า โมเดล ResNet101 ท่ีนาํมาใช้แบบยึด

คุณลกัษณะจากตวัสกดั (เม่ือไม่มีการนาํ Autoencoder มาใชร่้วมดว้ย) มีประสิทธิภาพ

ท่ีใกลเ้คียงกนักบั โมเดล GoogleNet ท่ีเป็นแบบปรับแต่งการเรียนรู้ สําหรับการจาํแนก

ภาพวสัดุในงานก่อสร้าง นัน่คือพบวา่เม่ือนาํคุณลกัษณะในแต่ละแบบดงักล่าวไปผา่น

ขั้นตอนการจาํแนกโดยไม่ผ่านวิธีการเข้ารหัสข้อมูลก่อน ผลท่ีได้จากทั้ งสองวิธี

ดงักล่าวใกลเ้คียงกนั ซ่ึง ResNet101 มีค่า Accuracy เป็น 95% ในขณะท่ี GoogleNet ได้

เป็น 95.5% แต่ในชุดขอ้มูลท่ี 2 พบวา่ ResNet101 ท่ีนาํมาใชแ้บบยึดคุณลกัษณะจากตวั

สกดัมีประสิทธิภาพมากกว่า GoogleNet ท่ีเป็นแบบปรับแต่งการเรียนรู้ นั่นคือ

คุณลักษณะท่ีได้จากโมเดล ResNet101 แบบท่ีผ่านการฝึกสอนมาก่อนด้วยชุด

ขอ้มูลภาพ ImageNet มีความเหมาะสมสําหรับการนาํไปใช้จาํแนกภาพวสัดุในงาน

ก่อสร้างโดยไม่จาํเป็นตอ้งผา่นกระบวนการปรับแต่งท่ีตอ้งมีการฝึกสอนใหม่เพิ่มเติม

ใหก้บัโมเดล ซ่ึงมีความซบัซอ้นและใชเ้วลานาน ดงัท่ีไดอ้ภิปรายในขอ้ (5) 

(7) วิธีท่ีนําเสนอข้ึนในงานวิจยัน้ีมีการนําโครงข่ายเข้ารหัสอตัโนมติัมาใช้ร่วมกันกับ

โมเดล ResNet101 แบบยดึคุณลกัษณะจากตวัสกดั ท่ีตอ้งมีการฝึกสอนให้กบัโครงข่าย

เข้ารหัสอตัโนมติัเพื่อหาโมเดลท่ีเหมาะสม แต่การกาํหนดพารามิเตอร์สําหรับการ

ฝึกสอนให้กับโครงข่ายเข้ารหัสอตัโนมติันั้นไม่ได้มีความซับซ้อน เพราะจากการ

ทดลองพบว่าการใช้จาํนวนชั้นซ่อนเร้นเป็น 2 ชั้น กบั 1 ชั้นนั้นมีประสิทธิภาพท่ี
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ใกลเ้คียงกนั งานวิจยัน้ีจึงเลือกใชโ้ครงข่ายท่ีเป็น 1 ชั้นซ่อนเร้นโดยใชจ้าํนวนนิวรอน

เพียง 40 นิวรอนในชั้นซ่อนเร้นนั้นสําหรับชุดขอ้มูลท่ี  1 และ 45 นิวรอนสําหรับชุด

ขอ้มูลท่ี 2 ส่วนชั้นอินพุตและเอาตพ์ุตนั้นกาํหนดเป็น 1000 นิวรอนตามจาํนวนมิติของ

เวกเตอร์คุณลกัษณะท่ีสกดัไดจ้ากโมเดล ResNet101 

(8) วธีิการท่ีเป็นการสร้างสถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชนัข้ึนมาเอง

เพื่อฝึกสอนโดยตรงกบัชุดขอ้มูลท่ีศึกษานั้นสามารถทาํไดจ้ากกรอบของเคร่ืองมือท่ีใช้

สําหรับงานวิจยัน้ี แต่ประสิทธิภาพท่ีไดย้งัถือวา่ไม่น่าพอใจเม่ือเทียบกบัวิธีการอ่ืน ๆ 

รวมทั้งตอ้งใชเ้วลานานกวา่วิธีการอ่ืน ๆ ดว้ย ทั้งน้ีดว้ยเหตุผลหลกัเพราะจาํนวนขอ้มูล

ท่ีใช้สําหรับการฝึกสอนยงัมีไม่มากพอท่ีจะทาํการฝึกสอนโดยตรงให้กบัโครงข่าย มี

ผลทาํใหเ้กิดการ Overfit ไดง่้าย ประสิทธิภาพท่ีไดจ้ากการจาํแนกขอ้มูลในชุดทดสอบ

จึงไม่ดี 

(9) จากผลการทดลองในชุดขอ้มูลท่ี 1 เม่ือพิจารณาผลท่ีไดแ้บบเจาะจงกลุ่มขอ้มูลพบว่า 

วิธีการท่ีนาํเสนอ (นัน่คือ ResNet101 แบบยึดคุณลกัษณะจากตวัสกดั + Autoencoder) 

สามารถจาํแนกภาพในกลุ่มท่ีเป็นคอนกรีตไดดี้ท่ีสุดโดยมีค่า Recall ของกลุ่มคอนกรีต

เป็น 99.5% แต่จาํแนกภาพในกลุ่มอิฐไดด้อ้ยท่ีสุด ในขณะท่ีวิธีการท่ีเป็น ResNet101 

แบบยึดคุณลกัษณะจากตวัสกดั + PCA นั้นสามารถจาํแนกภาพในกลุ่มท่ีเป็นไมไ้ดดี้

ท่ีสุดโดยมีค่า Recall ของกลุ่มไมเ้ป็น 99.5% แต่จาํแนกภาพในกลุ่มคอนกรีตไดด้อ้ย

ท่ีสุด 

(10)  จากผลการทดลองในชุดขอ้มูลท่ี 2 เม่ือพิจารณาผลท่ีไดแ้บบเจาะจงกลุ่มของวสัดุ

พบวา่ วธีิการท่ีนาํเสนอ สามารถจาํแนกภาพในกลุ่มท่ีเป็นอิฐมวลเบาคอนกรีตเซลลูล่า

ได้ถูกตอ้งทั้งหมด นั่นคือค่า Recall ของกลุ่มน้ีเป็น 100% และรองลงมาคือกลุ่ม

คอนกรีต ในขณะท่ีวิธีการท่ีเป็น ResNet101 แบบยึดคุณลกัษณะจากตวัสกดั + PCA 

นั้นสามารถจาํแนกภาพในกลุ่มท่ีเป็นอิฐมวลเบาคอนกรีตเซลลูล่าไดดี้พอ ๆ กบักลุ่มท่ี

เป็นไม ้โดยมีค่า Recall ของทั้งสองกลุ่มดงักล่าวเป็น 99.5% เท่ากนั 



บทที ่5 

บทสรุป 

 

งานวิจยัน้ีเป็นการนาํเสนอการศึกษาเก่ียวกบัการนาํเทคนิคการเรียนรู้เชิงลึกคือโครงข่าย

ประสาทแบบคอนโวลูชนัมาประยุกตใ์ชส้ําหรับการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั 

โดยวิธีการท่ีนาํเสนอนั้นเป็นการนําสถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชันของ 

ResNet101 แบบท่ีผ่านการฝึกสอนมาก่อนมาประยุกต์ใช้สําหรับการจาํแนกภาพวสัดุในงาน

ก่อสร้าง ซ่ึงมีการนาํเสนอการศึกษาในส่วนวิธีการอ่ืน ๆ เพื่อเป็นการเปรียบเทียบกนัในหลากหลาย

รูปแบบของการประยุกต์ใช้โครงข่ายประสาทแบบคอนโวลูชนัอีกดว้ย จากผลการศึกษาทั้งหมด

สามารถสรุปผลการวจิยัไดด้งัน้ี 

 

5.1 สรุปผลการวจิัย 

วตัถุประสงคข์องการพฒันางานวจิยัน้ีคือ การนาํเสนอการประยุกตใ์ชเ้ทคนิคการเรียนรู้เชิง

ลึกคือโครงข่ายประสาทแบบคอนโวลูชนัเพื่อการจาํแนกภาพวสัดุในงานก่อสร้างแบบอตัโนมติั 

โดยตอ้งการนาํเสนอแนวคิดในการประยกุตใ์ชใ้นรูปแบบของการเรียนรู้แบบถ่ายโอน ท่ีเป็นการนาํ

สถาปัตยกรรมของโครงข่ายประสาทแบบคอนโวลูชันแบบท่ีผ่านการฝึกสอนมาก่อนคือโมเดล 

ResNet101 มาประยุกตใ์ช ้เพื่อนาํคุณลกัษณะท่ีไดจ้ากการเรียนรู้แบบถ่ายโอนแบบยึดคุณลกัษณะ

จากตวัสกดัดว้ยโมเดล ResNet101 มาใชร่้วมกนักบัเทคนิคการเขา้รหสัขอ้มูลดว้ยโครงข่ายเขา้รหสั

อตัโนมติั เพื่อสร้างรูปแบบการแทนขอ้มูลท่ีเหมาะสม และนาํเทคนิคการจาํแนกขอ้มูลดว้ยเคร่ือง

เวกเตอร์เก้ือหนุนแบบหลายกลุ่มมาใชส้ําหรับการเพิ่มประสิทธิภาพในการจาํแนกภาพวสัดุในงาน

ก่อสร้างแบบอตัโนมติั ซ่ึงวธีิการท่ีนาํเสนอประกอบดว้ยขั้นตอนหลกั 4 ขั้นตอนดงัต่อไปน้ี 

(1)  การ download โมเดลของ ResNet101 ท่ีผ่านการฝึกสอนมาก่อนและนาํเขา้มาใน

โปรแกรม Matlab เพื่อนาํมาใชใ้นลกัษณะของการเรียนรู้แบบถ่ายโอน 

(2)  การแปลงขอ้มูลภาพไปเป็นเวกเตอร์คุณลกัษณะจากการใช้คุณลกัษณะท่ีสกดัมาจาก

โมเดลของ ResNet101 ในแบบยดึคุณลกัษณะจากตวัสกดั  

(3)  การเขา้รหสัเวกเตอร์คุณลกัษณะดว้ยเคร่ืองเขา้รหสัอตัโนมติั 

(4)  การจาํแนกดว้ยเคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่ม 
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นอกเหนือจากวธีิการท่ีนาํเสนอซ่ึงประกอบดว้ยขั้นตอนหลกัขา้งตน้แลว้แลว้ งานวิจยัน้ีได้

ทาํการศึกษาวธีิการในรูปแบบอ่ืน ๆ สาํหรับการประยุกตใ์ชโ้ครงข่ายประสาทแบบคอนโวลูชนัเพื่อ

เป็นการศึกษาเปรียบเทียบในหลากหลายรูปแบบอีกดว้ย โดยเม่ือนาํวิธีการท่ีนาํเสนอและวิธีการใน

รูปแบบอ่ืน ๆ มาแยกเป็นกรณีต่าง ๆ ท่ีไดท้าํการศึกษา สามารถสรุปไดด้งัตารางท่ี 5-1 ในท่ีน้ีวิธีการ

ต่าง ๆ เหล่านั้นแสดงตามลาํดบัเปอร์เซ็นตข์องค่า Accuracy ท่ีไดจ้ากการจาํแนกภาพในชุดทดสอบ

ของชุดขอ้มูลท่ี 1 โดยขอ้มูลท่ีใชส้าํหรับงานวจิยัน้ีประกอบดว้ยขอ้มูล 2 ชุดคือ 

ชุดขอ้มูลท่ี 1: เป็นขอ้มูลภาพท่ีเผยแพร่ในงานวิจยัของ DeGol และคณะซ่ึงประกอบดว้ย 3 

กลุ่มคือ อิฐ ไม ้และคอนกรีต 

ชุดขอ้มูลท่ี 2: เป็นขอ้มูลภาพท่ีเผยแพร่ในงานวิจยัของ DeGol และคณะ (นัน่คือชุดขอ้มูลท่ี 

1) รวมขอ้มูลภาพวสัดุอิฐมวลเบาคอนกรีตเซลลูล่า ดงันั้นจึงประกอบดว้ย 4 กลุ่มคือกลุ่มคือ อิฐ ไม ้

คอนกรีตและอิฐมวลเบาคอนกรีตเซลลูล่า 

 ส่วนตารางท่ี 5-2 เป็นการสรุปวธีิการท่ีใชส้าํหรับการจาํแนกขอ้มูลในชุดขอ้มูลท่ี 2 โดยการ

แสดงผลลพัธ์จากแต่ละวิธีการเรียงตามลาํดบัเปอร์เซ็นตข์องค่า Accuracy เช่นเดียวกนั จากทั้งสอง

ตาราง จะเห็นชดัเจนวา่วธีิการท่ีนาํเสนอมีประสิทธิภาพมากท่ีสุดสาํหรับการจาํแนกภาพวสัดุในงาน

ก่อสร้างในทั้งสองชุดขอ้มูลท่ีศึกษา ซ่ึงวิธีการท่ีนาํเสนอนั้นเป็นการนาํสถาปัตยกรรมของโครงข่าย 

ResNet101 ท่ีผา่นการฝึกสอนมาก่อนแลว้จากชุดขอ้มูลภาพของ ImageNet มาใชส้ําหรับงานวิจยัน้ี

ในรูปแบบของการเรียนรู้แบบถ่ายโอน นัน่คือค่าพารามิเตอร์ต่าง ๆ ท่ีไดม้าจากการฝึกสอนดว้ยชุด

ขอ้มูลภาพของ ImageNet ถูกถ่ายโอนมาใชส้าํหรับการจาํแนกภาพวสัดุในงานก่อสร้าง 

ในการถ่ายโอนการเรียนรู้ (Transfer Learning) นั้น สามารถนาํสถาปัตยกรรมของโครงข่าย

ท่ีผ่านการฝึกสอนมาก่อนแล้วมาใช้ได้ในสองรูปแบบ คือแบบยึดคุณลกัษณะจากตวัสกดั (Fixed 

Feature Extractor) และแบบการปรับแต่งการเรียนรู้ (Fine-Tune Learning) ซ่ึงวิธีท่ีนาํเสนอใน

งานวิจยัน้ีเป็นการใช้ในแบบยึดคุณลกัษณะจากตวัสกัด ท่ีมีความสะดวกและรวดเร็วในการนํา

คุณลกัษณะท่ีสกดัออกมาจากโครงข่ายมาใชง้านต่อมากกวา่การปรับแต่งการเรียนรู้ เพราะไม่ตอ้งมี

การฝึกสอนเพิ่มเติมให้กบัโครงข่ายท่ีนาํมาใช้ด้วยชุดขอ้มูลใหม่ท่ีศึกษา ซ่ึงคือภาพวสัดุในงาน

ก่อสร้างท่ีศึกษาในงานวิจยัน้ี ในขณะท่ีการถ่ายโอนการเรียนรู้แบบการปรับแต่งการเรียนรู้นั้น 

จะตอ้งมีการฝึกสอนให้กบับางช่วงของชั้นในโครงข่ายท่ีนาํมาใชเ้พิ่มเติมดว้ยชุดขอ้มูลท่ีศึกษาเพื่อ

เป็นการปรับค่าของพารามิเตอร์บางส่วนของโครงข่ายใหม่ให้มีความเหมาะสมกบัชุดขอ้มูลท่ีศึกษา

มากยิ่งข้ึน ซ่ึงในหลาย ๆ งานประยุกต์การปรับแต่งการเรียนรู้ก็จะมีประสิทธิภาพในการนาํไปใช้

งานถา้โครงข่ายท่ีเลือกนาํมาใชน้ั้นไม่ซบัซอ้นมากจนเกินไป และสามารถท่ีจะสร้างรูปแบบของการ

ปรับแต่งเพื่อหาพารามิเตอร์ท่ีเหมาะสมท่ีสุดจากการฝึกสอนเพิ่มเติมได ้ 
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สําหรับงานวิจยัน้ีพบวา่ จากการเลือกใชโ้มเดล ResNet101 ในแบบยึดคุณลกัษณะจากตวั

สกัด แล้วนําคุณลักษณะท่ีสกัดออกไปได้นั้ นมาผ่านการเข้ารหัสข้อมูลด้วยโครงข่ายเข้ารหัส

อตัโนมติัแล้วใช้วิธีการจาํแนกจากเคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มนั้น มีประสิทธิภาพ

มากกวา่วธีิการในแบบการปรับแต่งการเรียนรู้ท่ีไดท้าํการทดลองเปรียบเทียบดว้ยการใช ้GoogleNet 

เป็นการแสดงใหเ้ห็นวา่ ถา้สามารถเลือกใชโ้ครงข่ายท่ีผา่นการฝึกสอนมาก่อนท่ีเหมาะสมกบัขอ้มูล

ท่ีตอ้งการศึกษา เราสามารถนาํคุณลกัษณะท่ีสกดัออกมาในแบบยึดคุณลกัษณะจากตวัสกดัไปผา่น

วธีิการบางอยา่งเพิ่มเติมเพื่อให้สามารถเพิ่มประสิทธิภาพในการจาํแนกได ้โดยไม่จาํเป็นตอ้งไปใช้

วิธีการในแบบของการปรับแต่งการเรียนรู้ ท่ีการปรับแต่งการเรียนรู้นั้นจะยิ่งมีความยุ่งยากถ้า

โครงข่ายท่ีเลือกมาใชน้ั้นมีความลึกมากหรือซบัซอ้นมาก 

 

ตารางท่ี 5-1 สรุปวธีิการยอ่ย ๆ ท่ีศึกษาทั้งหมดเม่ือแสดงตามลาํดบัของค่า Accuracy ท่ีไดจ้ากการ 

                    จาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 1 

ลาํดับที ่ วธีิการ Accuracy (%) 

1 ResNet101 แบบยึดคุณลักษณะจากตัวสกัด + Autoencoder 

(วิธีการท่ีนาํเสนอ) 

97.8 

2 ResNet101 แบบยึดคุณลักษณะจากตัวสกัด + PCA 96.8 

3 GoogleNet แบบปรับแต่งการเรียนรู้ + Autoencoder 95.8 

4 GoogleNet แบบปรับแต่งการเรียนรู้ 95.5 

5 ResNet101 แบบยึดคุณลักษณะจากตัวสกัด 95.0 

6 AlexNet แบบปรับแต่งการเรียนรู้ 94.5 

7 GoogleNet แบบปรับแต่งการเรียนรู้ + PCA 93.6 

9 GoogleNet แบบยดึคุณลกัษณะจากตวัสกดั + Autoencoder 93.5 

10 GoogleNet แบบยดึคุณลกัษณะจากตวัสกดั + PCA 92.3 

11 AlexNet แบบยดึคุณลกัษณะจากตวัสกดั 91.8 

12 GoogleNet แบบยดึคุณลกัษณะจากตวัสกดั 91.1 

13 การสร้างสถาปัตยกรรมข้ึนมาฝึกสอนเอง 70.7 
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ตารางท่ี 5-2 สรุปวธีิการยอ่ย ๆ ท่ีศึกษาทั้งหมดเม่ือแสดงตามลาํดบัของค่า Accuracy ท่ีไดจ้ากการ 

                    จาํแนกภาพในชุดทดสอบของชุดขอ้มูลท่ี 2 

ลาํดับที ่ วธีิการ Accuracy (%) 

1 ResNet101 แบบยึดคุณลักษณะจากตัวสกัด + Autoencoder 

(วิธีการท่ีนาํเสนอ) 

98.0 

2 ResNet101 แบบยึดคุณลักษณะจากตัวสกัด + PCA 97.1 

3 ResNet101 แบบยึดคุณลักษณะจากตัวสกัด 96.0 

4 GoogleNet แบบปรับแต่งการเรียนรู้ + Autoencoder 94.8 

5 GoogleNet แบบปรับแต่งการเรียนรู้ 93.6 

6 GoogleNet แบบปรับแต่งการเรียนรู้ + PCA 92.6 

7 GoogleNet แบบยดึคุณลกัษณะจากตวัสกดั+ Autoencoder 92.5 

8 GoogleNet แบบยดึคุณลกัษณะจากตวัสกดั+ PCA 92.0 

9 GoogleNet แบบยดึคุณลกัษณะจากตวัสกดั 91.6 

 

สําหรับการศึกษาทั้ งหมดในงานวิจัยน้ีค่าพารามิเตอร์สําคัญต่าง ๆ ท่ีต้องใช้สําหรับ

โครงข่ายประสาทแบบคอนโวลูชนัและโครงข่ายเคร่ืองเขา้รหัสอตัโนมติันั้นคน้หามาจากการใช้

สองกลยุทธ์ประกอบกนัคือ การลองผิดลองถูก (Trial and Error) และกลยุทธ์แบบสุ่ม (Random) 

การลองผิดลองถูกนาํมาใช้เพื่อหาขอบเขตท่ีเหมาะสมของพารามิเตอร์แบบกวา้ง ๆ ส่วนกลยุทธ์

แบบสุ่มนาํมาใช้เพื่อคน้หาขอบเขตแบบจาํกดัท่ีเหมาะสมหลงัจากท่ีไดข้อบเขตแบบกวา้งจากการ

ลองผิดลองถูกมาแลว้ สําหรับค่าพารามิเตอร์สําคญัของเคร่ืองเวกเตอร์เก้ือหนุนนั้น การทดลองใน

งานวิจยัน้ีทั้งหมดนาํหลกัการหาค่าแบบวิธีการ Optimization ท่ีเป็นค่า Default ของฟังก์ชนัสําหรับ

เคร่ืองเวกเตอร์เก้ือหนุนแบบหลายกลุ่มท่ีมีใหใ้ชง้านในโปรแกรม Matlab 

 

5.2 ข้อเสนอแนะ 

จากผลจากการศึกษาท่ีไดใ้นงานวจิยัน้ีสามารถสรุปเป็นประเด็นต่าง ๆ ท่ีเป็นการเสนอแนะ

เพื่อการต่อยอดงานวจิยัไดด้งัต่อไปน้ี 

(1) ถึงแมว้า่จากผลการศึกษาพบวา่วิธีการท่ีนาํเสนอซ่ึงเป็นการนาํโมเดล ResNet101 ใน

แบบยึดคุณลกัษณะจากตวัสกดัมาใช้ร่วมกบั Autoencoder จะมีประสิทธิภาพดีกว่า

วธีิการท่ีเป็นการนาํโมเดล ResNet101 ในแบบยึดคุณลกัษณะจากตวัสกดัมาใชร่้วมกบั 

PCA แต่พบวา่สองวิธีการน้ีมีความสามารถในการจาํแนกภาพในแต่ละกลุ่มย่อย ๆ ท่ี
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แตกต่างกนั นัน่คือวธีิแบบท่ีใช ้Autoencoder สามารถจาํแนกภาพในกลุ่มของคอนกรีต

ได้ดีมาก ในขณะท่ีวิธีแบบท่ีใช้ PCA สามารถจาํแนกภาพในกลุ่มของไมไ้ด้ดีมาก 

ดังนั้ น ด้วยความสามารถท่ีแตกต่างกันของทั้ งสองวิธีการน้ี เราอาจจะขยายผล

การศึกษาเพิ่มเติมสาํหรับการนาํสองวธีิการน้ีมาใชง้านร่วมกนัเพื่อการจาํแนกภาพวสัดุ

ในงานก่อสร้าง เช่นวธีิในรูปแบบของ Ensemble หรืออ่ืน ๆ  

(2) วิธีการท่ีนาํเสนอในงานวิจยัน้ี จากการทดลองพบวา่มีประสิทธิท่ีน่าพอใจสําหรับการ

ใชจ้าํแนกภาพวสัดุในงานก่อสร้างท่ีประกอบดว้ย 3 กลุ่มของวสัดุในชุดขอ้มูลท่ี 1 และ

ประกอบดว้ย 4 กลุ่มของวสัดุในชุดขอ้มูลท่ี 2 ดงันั้นวิธีการท่ีนาํเสนอข้ึนน้ีสามารถ

นาํไปปรับปรุงหรือขยายผลการศึกษาต่อสําหรับการจาํแนกภาพวสัดุในงานก่อสร้างท่ี

ประกอบดว้ยจาํนวนกลุ่มของวสัดุท่ีมากข้ึน 

(3) ถึงแมว้า่วธีิการจากการสร้างสถาปัตกรรมของโครงข่ายแบบคอนโวลูชนัข้ึนมาเองเพื่อ

ฝึกสอนโดยตรงกับชุดข้อมูลภาพวัสดุในงานก่อสร้างจากการศึกษาพบว่า มี

ประสิทธิภาพน้อยกว่าวิธีการอ่ืน ๆ แต่วิธีการดงักล่าวมีความสามารถในการจาํแนก

วสัดุในกลุ่มของคอนกรีตไดดี้มากเม่ือเทียบกบักลุ่มอ่ืน ๆ แสดงว่าการสร้างสถาปัต

กรรมของโครงข่ายแบบคอนโวลูชนัข้ึนมาเองเพื่อฝึกสอนโดยตรงนั้นก็มีคุณสมบติัท่ี

น่าสนใจ ซ่ึงการศึกษาต่อยอดเพิ่มเติมในส่วนของวิธีการน้ี สามารถทาํไดด้ว้ยการเพิ่ม

จาํนวนและความหลากหลายของขอ้มูลภาพท่ีใช้สําหรับการฝึกสอน อาจจะดว้ยการ

มองหาชุดขอ้มูลภาพท่ีมีขนาดใหญ่ข้ึนหรือสร้างขอ้มูลภาพข้ึนมาเองเพิ่มข้ึน รวมทั้ง

อาจจะนาํวิธีการสําหรับเพิ่มขอ้มูลภาพจากชุดขอ้มูลท่ีมีอยู่แลว้ดว้ยเทคนิคของการทาํ 

Data Augmentation มาใชร่้วมดว้ย เป็นตน้ 
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ประวตัผิู้เขยีน 

 

 นางสาวสุภาพร บุญฤทธ์ิ เกิดเม่ือวนัท่ี 29 เดือนตุลาคม พ.ศ. 2517 ณ อาํเภอพิปูน จงัหวดั

นครศรีธรรมราช สาํเร็จการศึกษาระดบัชั้นมธัยมศึกษาจากโรงเรียนกลัยาณีศรีธรรมราช อาํเภอเมือง 

จังหวดันครศรีธรรมราช ในปีการศึกษา 2536 ได้เข้าศึกษาต่อระดับปริญญาตรีในสาขาวิชา

คณิตศาสตร์ คณะวิทยาศาสตร์ มหาวิทยาลยัเกษตรศาสตร์ และสําเร็จการศึกษาเม่ือปี พ.ศ. 2540 

ภายหลงัสาํเร็จการศึกษาในระดบัปริญญาตรี ไดเ้ขา้ศึกษาในระดบัปริญญาโท สาขาวิชาวิทยาศาสตร์

คอมพิวเตอร์ ภาควิชาวิศวกรรมคอมพิวเตอร์ คณะวิศวกรรมศาสตร์ จุฬาลงกรณ์มหาวิทยาลยั และ

สําเร็จการศึกษาในปี พ.ศ. 2544 หลงัจากนั้นไดท้าํงานเป็นผูช่้วย Instructor ประจาํศูนย ์Kumon 

ก่อนจะมาเป็นอาจารยพ์ิเศษสอนวิชา Computer Graphics ท่ีสาขาวิชาวิศวกรรมคอมพิวเตอร์ สํานกั

วิชาวิศวกรรมศาสตร์ มหาวิทยาลยัเทคโนโลยีสุรนารี ในปี พ.ศ. 2549 ถึง ปี พ.ศ. 2550 และไดเ้ป็น

อาจารย์ประจาํท่ีสาขาวิชาวิศวกรรมคอมพิวเตอร์ สํานักวิชาวิศวกรรมศาสตร์ มหาวิทยาลัย

เทคโนโลยสุีรนารี ตั้งแต่ปี พ.ศ. 2550 จนถึงปัจจุบนั 

 ประสบการณ์และความรู้ท่ีไดจ้ากการทาํงานช่วยให้ผูว้ิจยัสามารถนาํมาใช้ต่อยอดสําหรับ

การศึกษาคน้ควา้เพิ่มเติมในระหวา่งการศึกษาและไดมี้ผลงานตีพิมพเ์ผยแพร่บทความทางวิชาการ

ในระหวา่งศึกษาจาํนวน 3 เร่ือง ดงัรายละเอียดในภาคผนวก 
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