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 คณะผู�วิจัยขอขอบคุณมหาวิทยาลัยเทคโนโลยีสุรนารี และสํานักงานคณะกรรมการวิจัยแห(งชาติ 
ท่ีสนับสนุนโครงการวิจัยนี้ด�วยการจัดสรรงบประมาณให�อย(างพอเพียงและต(อเนื่อง ต้ังแต(ป/งบประมาณ 
พ.ศ.2557 2558 และ 2559  รวมถึงขอขอบคุณผู�ทรงคุณวุฒิท้ังภายนอกและภายในมหาวิทยาลัย ท่ีได�
เสียสละเวลาทําหน�าท่ีตรวจข�อเสนอโครงการวิจัยและร(างรายงานการวิจัยฉบับสมบูรณ� ข�อเสนอแนะ
จากผู�ทรงคุณวุฒิทุกท(านเป:นประโยชน�อย(างมากต(อคณะผู�วิจัยในการปรับปรุงการออกแบบ และข้ันตอน
การดําเนินงานของโครงการวิจัย งานวิจัยนี้สําเร็จได�อย(างดีด�วยการมีส(วนร(วมจากนักศึกษาท้ังในระดับ
ปริญญามหาบัณฑิตและปริญญาดุษฎีบัณฑิต สาขาวิชาวิศวกรรมคอมพิวเตอร� ท่ีได�ทําหน�าท่ีเป:นผู�ช(วย
วิจัยในโครงการวิจัยนี้    
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บทคัดยLอภาษาไทย  
 

การวิเคราะห�ดิสคริมิแนนต�เป:นวิธีทางสถิติท่ีรู�จักกันแพร(หลายสําหรับแก�ปAญหาการจําแนก
ข�อมูลหลายกลุ(มท่ีเป:นการวิเคราะห�แบบหลายตัวแปร โดยการวิเคราะห�เพ่ือจําแนกกลุ(มใช�วิธีเรียนรู�
ลักษณะเด(นในกลุ(มข�อมูลท่ีแตกต(างจากข�อมูลกลุ(มอ่ืนและใช�ลักษณะท่ีเรียนรู�ได�สําหรับจําแนกข�อมูลท่ี
เกิดข้ึนใหม( การวิเคราะห�ดิสคริมิแนนต�นี้มีศักยภาพสูงท่ีจะประยุกต�เป:นฐานความรู�หลักในระบบ
สนับสนุนการตัดสินใจด�านการแพทย� แต(ข�อจํากัดท่ีสําคัญคือผลการวิเคราะห�ดิสคริมิแนนต�จะมีตัวแปร
การทํานายท่ีมากเกินไปเนื่องจากข�อมูลจริงในทางการแพทย�มีการบันทึกรายละเอียดผู�ปCวยไว�จํานวน
มากท้ังข�อมูลทางคลินิกและประวัติการรักษา โครงการวิจัยนี้จึงมีวัตถุประสงค�ท่ีจะนําเสนอเทคนิคอ่ืนท่ี
จะช(วยให�สามารถวิเคราะห�ดิสคริมิแนนต�ได�โดยการประยุกต�ใช�วิธีการทําเหมืองความสัมพันธ� ข�อกําหนด
ของเทคนิคท่ีนําเสนอใหม(คือจะต�องให�โมเดลข�อมูลท่ีมีความถูกต�องสูงและมีขนาดโมเดลท่ีเล็กเพ่ือให�
เหมาะสมท่ีจะแปลงเป:นฐานความรู�  งานวิจัยนี้จึงนําเสนอเทคนิคการผนวกรวมการทําเหมือง
ความสัมพันธ�ร(วมกับการทําเหมืองข�อมูลแบบจําแนก โดยวัตถุประสงค�หลักคือสร�างโมเดลเพ่ือการ
จําแนกแต(ประยุกต�ใช�การทําเหมืองความสัมพันธ�ท่ีมีข�อเด(นด�านการเรียนรู�ความสัมพันธ�ของลักษณะ
ข�อมูล งานวิจัยนี้ได�เพ่ิมเติมเทคนิคฟAซซีเพ่ือจัดการกับข�อมูลตัวเลขท่ีเป:นค(าต(อเนื่อง ในการทดสอบเพ่ือ
ประเมินประสิทธิภาพของวิธีการท่ีเสนอข้ึน ใช�การวัดประสิทธิภาพเปรียบเทียบกับเทคนิคอ่ืน ๆ ในกลุ(ม
วิธีการทําเหมืองแบบจําแนก กลุ(มการทําเหมืองความสัมพันธ�เพ่ือการจําแนก และกลุ(มท่ีใช�เทคนิคฟAซซี
ร(วมกับการทําเหมืองความสัมพันธ�เพ่ือการจําแนก ผลการทดสอบเปรียบเทียบยืนยันว(าเทคนิคท่ีเสนอ
ข้ึนใหม(นี้มีประสิทธิภาพสูง 
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บทคัดยLอภาษาอังกฤษ  

 
Discriminant analysis is a well-known multivariate statistical analysis for 

solving classification problem, where two or more groups of populations are given for 
measuring common characteristics that can best discriminate the distinct groups and 
then apply the learned measurement to classify new observations. The discriminant 
analysis has great potential to be applied to the medical domain as a core knowledge 
base in the decision support system. However, applying discriminant analysis for the 
decision support system is hindered by the excessive amount of predictive variables 
when dealing with real-world data that record so many clinical measures and 
treatments on each patient. The objective of this research project is to propose a 
different technique of discriminant analysis by applying the association mining to learn 
the discriminative characteristics among different groups of populations. Major criteria 
of the proposed association mining based discriminant analysis are to obtain a high 
accurate model as well as a small set of model suitable for transferring to be a 
knowledge base. Therefore, this research proposes a combination of association rule 
mining and data classification rule induction techniques. Association rule mining is good 
at finding relationships among the whole data set and represents them as association 
rules. This research also uses fuzzy set technique to control a continuous data to 
enhance efficiency of the data classification. To evaluate the performance of the 
proposed method, this research compares accuracy of the classification rules and the 
number of rules obtained from different kinds of data classification algorithms. These 
algorithms include the traditional data classification algorithms, the associative 
classification algorithms, and the fuzzy association rule-based classifier algorithms. The 
experimental results confirm the efficiency of the proposed method. 
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บทท่ี  1  
บทนํา  

            

1.1  ความสําคัญและท่ีมาของป�ญหาการวิจัย  

การวิเคราะห�ขอมูลในทางสถิติเม่ือขอมูลท่ีตองการวิเคราะห�ประกอบข้ึนจากแอททริบิวต�
หรือตัวแปรมากกว#าหนึ่งตัวแปร นักสถิติเรียกตัวแปรท่ีเป%นจุดสนใจหลักของการวิเคราะห�ว#าตัวแปร
เป(าหมายหรือตัวแปรตาม (dependent variable) และเรียกตัวแปรอ่ืนท่ีเหลือว#าตัวแปรตน หรือตัว
แปรอิสระ (independent variable) วัตถุประสงค�ของการวิเคราะห�เป%นไดหลายประการ เช#น เพ่ือ
พิจารณาความสัมพันธ�ระหว#างตัวแปร เพ่ือสรางโมเดลในลักษณะฟ>งก�ชันหรือสมการของตัวแปรท่ี
สามารถจําแนกขอมูลออกเป%นกลุ#มย#อย หรือเพ่ือคนหาตัวแปรหลักเพียงบางตัวแปรท่ีมีบทบาทสําคัญ
ในการจําแนกกลุ#มขอมูล ลักษณะงานเช#นนี้นักสถิติอาจเลือกใชเทคนิคการวิเคราะห�จําแนกประเภท
หรือการวิเคราะห�ดิสคริมิแนนต� (discriminant analysis) การวิเคราะห�การถดถอย (regression 
analysis) และการวิเคราะห�ความแปรปรวน (analysis of variance -- ANOVA) 

เทคนิคการวิเคราะห�ขอมูลท้ังสามแบบนี้ใหผลลัพธ�ในลักษณะเดียวกัน แต#มีความ
แตกต#างกันท่ีประเภทหรือชนิดขอมูลของตัวแปรตามท่ีเป%นเป(าหมายของการวิเคราะห� การวิเคราะห�
การถดถอยและการวิเคราะห�ความแปรปรวนมีขอกําหนดท่ีสําคัญคือ ตัวแปรตามตองเป%นขอมูลตัวเลข
ในลักษณะค#าต#อเนื่อง (continuous value) เช#น ตัวเลขอุณหภูมิ ค#ารายได ดัชนีตลาดหลักทรัพย� 
มูลค#าผลกําไร เป%นตน วัตถุประสงค�หลักของการวิเคราะห�การถดถอยและการวิเคราะห�ความ
แปรปรวนมักจะเพ่ือการอธิบายหรือการทํานายค#าของตัวแปรเป(าหมาย ในขณะท่ีการวิเคราะห�ดิสคริ
มิแนนต�ใชกับกรณีท่ีตัวแปรเป(าหมายเป%นค#าท่ีแจกแจงได หรือเรียกว#าค#ากลุ#ม (categorical value) 
ค#าท่ีแจกแจงไดนี้เป%นลักษณะสัญลักษณ�หรือขอความท่ีใชจําแนกกลุ#มขอมูล เช#น สูง-ปานกลาง-ตํ่า 
หรือ มาก-นอย วัตถุประสงค�ของการวิเคราะห�ดิสคริมิแนนต�จะเป%นไดท้ังเพ่ือการทํานายกลุ#ม เพ่ือการ
อธิบายลักษณะขอมูลในกลุ#ม และเพ่ือการคนหาป>จจัยหลักท่ีมีบทบาทสําคัญในการแบ#งแยกกลุ#ม 

ในงานการวิเคราะห�ขอมูลดานการแพทย� ขอมูลหนึ่งระเบียนหรือหนึ่งรายการมักจะ
ประกอบดวยขอมูลหลายลักษณะปะปนกัน ท้ังขอมูลท่ีเป%นค#าต#อเนื่องและขอมูลกลุ#มท่ีเป%นค#าแจกแจง
ได นอกจากนี้ขอมูลในแต#ละกลุ#มหรือแต#ละคลาสยังมีความสําคัญไม#เท#ากันเช#น ขอมูลของผูปPวยโรค
รายแรงมีความสําคัญมากกว#าขอมูลของบุคคลปกติท่ีมารับการตรวจสุขภาพประจําปQ งานวิจัยนี้จึงให
ความสําคัญกับการวิเคราะห�ดิสคริมิแนนต�มากกว#าการวิเคราะห�ดวยเทคนิคอ่ืน เม่ือขอมูลท่ีตองการ
จําแนกหรือทํานายคลาสเป%นค#าไม#ต#อเนื่องท่ีแจกแจงได นักสถิติอาจจะเลือกใชเทคนิคการวิเคราะห�
การถดถอยโลจิสติก (logistic regression) ท่ีใหผลลัพธ�เป%นสมการเชิงเสนเช#นเดียวกับการวิเคราะห�
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ดิสคริมิแนนต� รูปแบบท่ัวไปของสมการจําแนกจะเป%น Y = β1X1 + β2X2 + … + βkXk + α เม่ือ Y 
คือ ตัวแปรเป(าหมายท่ีตองการทํานายค#า X1, …, Xk คือตัวแปรอิสระจํานวน k ตัวท่ีทําหนาท่ีทํานาย
ค#าของตัวแปรเป(าหมาย β1 , …, βk คือสัมประสิทธิ์ท่ีบอกระดับความสําคัญของแต#ละตัวแปร และ α 
คือค#าคงท่ี 

ถาขอมูลในส#วนตัวแปรอิสระมีการกระจายแบบปกติ (normal distribution) และ
จํานวนขอมูลมีมากเพียงพอ การวิเคราะห�ดิสคริมิแนนต�มักจะใหสมการเพ่ือการทํานายท่ีแม#นยํากว#า
เทคนิคการวิเคราะห�การถดถอยโลจิสติก (Tabachnick & Fidell, 1996) ขอสังเกตนี้ยืนยันไดจากผล
การวิเคราะห�ขอมูล contact-lens (Cendrowska, 1987) ตามตารางท่ี 1.1 ท่ีมีจํานวนขอมูล 24 
รายการ ตัวแปรอิสระมีจํานวน 4 ตัวแปร คือ age, spectacle-prescription, astigmatic และ 
tear-production-rate ตัวแปรท้ังหมดมีการกระจายแบบปกติ เป(าหมายของการวิเคราะห� คือ การ
สรางสมการเชิงเสนเพ่ือทํานายค#า wear-contact-lens ซ่ึงเป%นการพิจารณาว#าผูท่ีมีป>ญหาดานสายตา
รายนั้น ๆ สามารถใส#คอนแท็กเลนส�ไดหรือไม# (หมายเหตุ ขอมูลนี้เดิมจําแนกประเภทการวินิจฉัยการ
ใส#คอนแท็กเลนส�เป%นสามประเภทคือ soft, hard, none ขอมูลในตารางท่ี 1.1 เปลี่ยนแปลงค#าของ 
soft และ hard เป%น yes และเปลี่ยนค#า none เป%น no เพ่ือลดจํานวนการจําแนกเป%นเพียงสองกลุ#ม 
คือ yes/no) 

 
ตารางท่ี 1.1 ขอมูลการวินิจฉัยความเหมาะสมของการใชคอนแท็กเลนส�ในกลุ#มผูมีป>ญหาดานสายตา 

Age of the 
patient 

Spectacle 
prescription 

Astigmatic Tear production 
rate 

Wear contact 
lenses 

young myope no reduced no 
young myope no normal yes 
young myope yes reduced no 
young myope yes normal yes 
young hypermetrope no reduced no 
young hypermetrope no normal yes 
young hypermetrope yes reduced no 
young hypermetrope yes normal yes 

pre-presbyopic myope no reduced no 
pre-presbyopic myope no normal yes 
pre-presbyopic myope yes reduced no 
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ตารางท่ี 1.1 ขอมูลการวินิจฉัยความเหมาะสมของการใชคอนแท็กเลนส�ในกลุ#มผูมีป>ญหาดานสายตา (ต#อ) 

Age of the 
patient 

Spectacle 
prescription 

Astigmatic Tear production 
rate 

Wear contact 
lenses 

pre-presbyopic myope yes normal Yes 
pre-presbyopic hypermetrope no reduced no 
pre-presbyopic hypermetrope no normal yes 
pre-presbyopic hypermetrope yes reduced no 
pre-presbyopic hypermetrope yes normal no 

presbyopic myope no reduced no 
presbyopic myope no normal no 
presbyopic myope yes reduced no 
presbyopic myope yes normal yes 
presbyopic hypermetrope no reduced no 
presbyopic hypermetrope no normal yes 
presbyopic hypermetrope yes reduced no 
presbyopic hypermetrope yes normal no 

 
ผลการวิเคราะห�ขอมูลในตารางท่ี 1.1 ดวยเทคนิคการวิเคราะห�การถดถอยโลจิสติก และ

เทคนิคการวิเคราะห�ดิสคริมิแนนต� (ประมวลผลดวยซอฟต�แวร� WEKA version 3.6.5 (Hall et al., 
2009)) แสดงไดดังรูปท่ี 1.1(a) และ 1.1(b) ตามลําดับ ความถูกตองของการจําแนกวัดผลดวยวิธี 10-
fold cross validation ซ่ึงเป%นการวัดผลแบบไขวของขอมูลฝuกและขอมูลทดสอบจํานวนสิบครั้ง และ
แสดงค#าความถูกตองของการจําแนกในลักษณะตารางท่ีเรียกว#า confusion matrix ซ่ึงเป%นการแจก
แจงผลการทํานายเป%นรายคลาส ระหว#างคลาสของขอมูลท่ีแทจริงเทียบกับคลาสท่ีไดจากการทํานาย
ดวยโมเดล เม่ือพิจารณาค#าในเมตริกซ�พบว#าการวิเคราะห�การถดถอยโลจิสติกทํานายการวินิจฉัยได
ถูกตอง 19 รายจากท้ังหมด 24 ราย คิดเป%นรอยละของความถูกตองเท#ากับ 79.17% ในขณะท่ีการ
วิเคราะห�ดิสคริมิแนนต�ทํานายการวินิจฉัยไดถูกตอง 20 รายจากท้ังหมด 24 ราย คิดเป%นรอยละของ
ความถูกตองเท#ากับ 83.33% 
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(a) Logistic regression (b) Discriminant analysis 
(meta.ClassificationViaRegression) 

รูปท่ี 1.1 เปรียบเทียบผลการวิเคราะห�ขอมูลเพ่ือวินิจฉัยความเหมาะสมในการใส#คอนแท็กเลนส�ดวย
วิธี (a) การวิเคราะห�การถดถอยโลจิสติก และ (b) การวิเคราะห�ดิสคริมิแนนต� 
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รูปท่ี 1.2 การกําหนดค#าพารามิเตอร�ของอัลกอริทึม ClassificationViaRegression 

 
ซอฟต�แวร� WEKA ไม#มีอัลกอริทึมท่ีวิเคราะห�ดิสคริมิแนนต�ไดโดยตรง แต#สามารถใชวิธี

ใกลเคียงไดดวยการเลือกอัลกอริทึม ClassificationViaRegression จากกลุ#ม meta classifier และ
กําหนดพารามิเตอร�ในการเลือกอัลกอริทึมและกําหนดการเลือกแอททริบิวต�ตามรูปท่ี 1.2 จากผลการ
วิเคราะห�ขอมูลคอนแท็กเลนส�ดวยเทคนิคการวิเคราะห�การถดถอยโลจิสติก และการวิเคราะห�ดิสคริ
มิแนนต� พบว#าโมเดลในลักษณะสมการเชิงเสนสามารถใชทํานายขอมูลใหม#ไดว#า ผูมีป>ญหาดานสายตา
สมควรจะใชคอนแท็กเลนส�หรือไม# แต#ลักษณะของโมเดลท่ีเป%นตัวแบบทางคณิตศาสตร�ไม#เอ้ือต#อการ
อธิบายลักษณะการจําแนกในเชิงพรรณนาและอธิบายเหตุผล (reasoning) ของการทํานายไดยาก 

ขอดอยในดานการไม#สามารถอธิบายเหตุผลของโมเดล เป%นป>ญหาสําคัญท่ีทําใหเทคนิค
การวิเคราะห�ดิสคริมิแนนต�ดวยหลักการสถิตินี้ ไม#เหมาะสมท่ีจะประยุกต�ใชในกลไกอนุมานขอแนะนํา
จากฐานความรูของระบบสนับสนุนการตัดสินใจดานการแพทย� งานวิจัยนี้จึงพิจารณาท่ีจะใชเทคนิค
การวิเคราะห�ความสัมพันธ�ในลักษณะของการทําเหมืองขอมูลประเภทการคนหารูปแบบท่ีปรากฏบ#อย 
ท่ีจะนําไปสู#การสังเคราะห�ความสัมพันธ�ของตัวแปรในรายการขอมูล 

การทําเหมืองขอมูลประเภทการคนหาความสัมพันธ� (association mining) มี
ความสามารถในการคนหาความสัมพันธ�ระหว#างตัวแปร ท่ีหลากหลายมากกว#าเทคนิคการทําเหมือง
จําแนกประเภท (classification mining) เทคนิคการคนหาความสัมพันธ�จึงมีความเหมาะสมมากกว#า
ในการประยุกต�ใชในงานการวิเคราะห�ดิสคริมิแนนต� แต#การใชเทคนิคการทําเหมืองความสัมพันธ�
โดยตรงดวยอัลกอริทึมท่ีเป%นท่ีนิยมท่ัวไป เช#น Apriori (Agrawal & Srikant, 1994) จะใหผลลัพธ�เป%น
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กฎความสัมพันธ�ในปริมาณท่ีมากเกินไป และหลายกฎมีความซํ้าซอน ดังแสดงตัวอย#างผลการทํางาน
ของอัลกอริทึม Apriori กับขอมูลคอนแท็กเลนส�ไดดังรูปท่ี 1.3 

 

 
รูปท่ี 1.3 แสดงกฎความสัมพันธ�ส#วนหนึ่งของขอมูลคอนแท็กเลนส� จากกฎท้ังหมด 64 กฎท่ีตรงตาม

เกณฑ� support ≥ 0.1 และ confidence = 1.0  
 
ในงานดานการแพทย�ท่ีมีการบันทึกขอมูลประวัติผูปPวย ประวัติการรักษา รวมถึงผลการ

ตรวจจากหองปฏิบัติการในลักษณะของขอมูลท่ีเป%นท้ังค#าต#อเนื่องและค#าไม#ต#อเนื่อง ทําใหการ
วิเคราะห�ดิสคริมิแนนต�เป%นเทคนิคท่ีจะสามารถนํามาช#วยวิเคราะห�ขอมูลผูปPวย เพ่ือสรางโมเดลหรือ
ตัวแบบขอมูลสําหรับเก็บไวในฐานความรูของระบบสนับสนุนการตัดสินใจดานการแพทย� เพ่ือใชระบบ
สนับสนุนนี้ใหเป%นประโยชน�ในการช#วยวินิจฉัยผูปPวยในอนาคต แต#จากป>ญหาการตีความและอธิบาย
เหตุผลไดยากของโมเดลท่ีไดจากเทคนิคการวิเคราะห�ดิสคริมิแนนต�ดวยหลักการทางสถิติ ทําใหผูวิจัย
มีแนวคิดท่ีจะพัฒนาเทคนิคการวิเคราะห�ขอมูลดวยหลักการของการทําเหมืองความสัมพันธ�ท่ีสามารถ
อธิบายเหตุผลหรือท่ีมาของคําวินิจฉัยได แต#การประยุกต�ใชอัลกอริทึมเพ่ือการทําเหมืองความสัมพันธ�
ท่ีมีอยู#ในป>จจุบันโดยตรงไม#เหมาะสมกับงานวิเคราะห�ขอมูลเพ่ือสรางฐานความรูดานการแพทย� ท้ังนี้
เนื่องจากอัลกอริทึมท่ีมีอยู#ใชอยู#ในป>จจุบันจะคนหาความสัมพันธ�ท่ีมากเกินความจําเป%น นอกจากนี้
หลายกฎความสัมพันธ�ท่ีไดมีลักษณะท่ีซํ้าซอนกัน  
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โครงการวิจัยนี้จึงมีจุดมุ#งหมายในการคิดคนและพัฒนาอัลกอริทึมใหม#ท่ีสามารถคนหา
รูปแบบความสัมพันธ�ท่ีเด#นชัดจากขอมูล โดยมีขอกําหนดท่ีจํานวนกฎความสัมพันธ�ท่ีไดจะตองมี
ปริมาณเหมาะสม และกฎท่ีไดจะตองมีความถูกตองสูงเพียงพอท่ีจะบันทึกไวในฐานความรูของระบบ
สนับสนุนการตัดสินใจดานการแพทย� 

 

1.2  วัตถุประสงค:ของโครงการวิจัย 

• ออกแบบและพัฒนาอัลกอริทึมเพ่ือการวิเคราะห�ดิสคริมิแนนต�ดวยหลักการการทํา
เหมืองความสัมพันธ� ออกแบบฐานความรู กลไกการวิเคราะห�และจัดการความรู 
ส#วนจัดการแบบจําลองการตัดสินใจและส#วนอธิบายเหตุผลของระบบสนับสนุนการ
ตัดสินใจดานการแพทย� 

• พัฒนาโปรแกรมการทําเหมืองความสัมพันธ�เพ่ือการวิเคราะห�ดิสคริมิแนนต�กับขอมูล
ดานการแพทย�เพ่ือเป%นตนแบบสําหรับระบบสนับสนุนการตัดสินใจดานการแพทย� 

 

1.3  ขอบเขตของการวิจัย 

ขอมูลท่ีใชในการทดสอบอัลกอริทึม เป%นชุดขอมูลมาตรฐานจาก UCI Machine 
Learning Repository (http://www.ics.uci.edu/~mlearn/) ท่ีประกอบดวย training data และ 
test data การตรวจสอบความถูกตองของอัลกอริทึมวิเคราะห�ดิสคริมิแนนต� และการทดสอบความ
ถูกตองของระบบสนับสนุนการตัดสินใจดานการแพทย� จะใชการเทียบผลกับ test data 

 

1.4  ประโยชน:ท่ีไดAรับ 

งานวิจัยนี้เป%นการออกแบบและพัฒนาข้ันตอนวิธีการ เพ่ือใหไดองค�ความรูใหม#ในดาน
การทําเหมืองความสัมพันธ�เพ่ือการวิเคราะห�ดิสคริมิแนนต� และมีการออกแบบโครงสรางของระบบ
สนับสนุนการตัดสินใจดานการแพทย�ท่ีสามารถผนวกฐานความรูจากโมเดลดิสคริมิแนนต� ประโยชน�ท่ี
ไดรับโดยตรงคือเทคนิคและอัลกอริทึมใหม# ท่ีสามารถตีพิมพ�ผลงานวิจัยในวารสารวิชาการไดจํานวน 
1 บทความ และผลงานวิจัยท่ีนําเสนอและตีพิมพ�ใน International Conference Proceedings อีก
จํานวน 3 บทความ 

การทดสอบระบบท่ีออกแบบและพัฒนาข้ึนในลักษณะ prototype ทําใหไดโปรแกรม
ตนแบบท่ีสามารถจดลิขสิทธิ์ไดจํานวน 1 โปรแกรม ไดแก# โปรแกรมจําแนกประเภทขอมูลดวยกฎ
ความสัมพันธ�แบบคลุมเครือท่ีกะทัดรัด (data classification program with compact fuzzy 
association rules) นอกจากนี้ผูช#วยวิจัยท่ีเป%นนักศึกษาระดับปริญญาโทและปริญญาเอก ไดมีโอกาส
มีส#วนร#วมในโครงการวิจัยนี้เพ่ือพัฒนาความสามารถและทักษะในการทํางานวิจัยระดับสูง 



บทท่ี  2  
เอกสารและงานวิจัยที่เกี่ยวข�อง  

            

2.1  การวิเคราะห�ดิสคริมิแนนต�  

การวิเคราะห�ดิสคริมิแนนต�ในลักษณะของการวิเคราะห�พหุตัวแปร (multivariate 
analysis) เพ่ือพิจารณาน้ําหนักท่ีเหมาะสมของตัวแปรในกลุ2มหรือคลาสเดียวกัน โดยท่ีเม่ือนําตัวแปร
เหล2านั้นมาพิจารณาประกอบกันแล6วจะสามารถทํานายค2าตัวแปรเป8าหมาย (หรือค2าของคลาสข6อมูล) 
ได6อย2างถูกต6องมากท่ีสุด การวิเคราะห�แบบนี้เป;นเทคนิคทางสถิติเทคนิคหนึ่งท่ีนิยมใช6ในการทําเหมือง
ข6อมูลประเภทการค6นหาโมเดลเพ่ือจําแนกประเภท (classification) ด6วยวัตถุประสงค�ของการใช6
โมเดลทํานายคลาสของข6อมูลใหม2 (Fernandez, 2002) จากตัวอย2างโมเดลดิสคริมิแนนต�ในรูปท่ี 2.1 
ด6านซ6ายมือ สามารถแสดงเป;นฟLงก�ชันหรือสมการเชิงเส6นได6ดังด6านขวามือของรูปท่ี 2.1 

 

 

contact-lenses (yes) =  

      0.125 * age=pre-presbyopic,young  
   + 0.125 * age=young    
   + 0.0833 * spectacle-prescrip=myope  
   + 0.0833 * astigmatism=no  
   +  0.75 * tear-prod-rate=normal 
   + (- 0.2083) 
 

contact-lenses (no) =  

    0.125 * age=pre-presbyopic,presbyopic  
 + 0.125 * age=presbyopic  
 + 0.0833 * spectacle-prescrip=hypermetrope  
 + 0.0833 * astigmatism=yes  
 + 0.75 * tear-prod-rate=reduced  
 + 0.0417 

รูปท่ี 2.1 โมเดลท่ีได6จากการวิเคราะห�ดิสคริมิแนนต�เพ่ือวินิจฉัยการใส2คอนแท็กเลนส� 
 
เม่ือต6องการใช6โมเดลดิสคริมิแนนต�ท่ีได6ตามรูปท่ี 2.1 ช2วยในการวินิจฉัยความเหมาะสม

ในการใส2คอนแท็กเลนส�ของคนไข6รายใหม2 จะต6องคํานวณผลลัพธ�ของท้ังฟLงก�ชันท่ีให6ผลวินิจฉัยเป;น 
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yes และฟLงก�ชันท่ีให6ผลเป;น no เพ่ือทํานายผลตามค2าท่ีสูงท่ีสุด ตัวอย2างเช2น ถ6าผู6มีปLญหาด6านสายตา
รายใหม2มีลักษณะดังตารางท่ี 2.1 

 
ตารางท่ี 2.1 รายละเอียดข6อมูลของคนไข6รายใหม2 

Age of the 
patient 

Spectacle 
prescription 

Astigmatic Tear production 
rate 

Wear contact 
lenses 

young myope no normal ? 

 
การคํานวณด6วยโมเดลดิสคริมิแนนต�ตามสมการในรูปท่ี 2.1 ท้ังในกรณีผลวินิจฉัยเป;น 

yes และ no จะให6ผลลัพธ�ดังต2อไปนี้ 

            contact-lenses (yes) = 0.125 * (1) + 0.125 * (1) + 0.0833 * (1) + 0.0833 * (1)  

               + 0.75 * (1)  − 0.2083 
 = 0.9583 

           contact-lenses (no)   = 0.125  * (0) + 0.125 * (0) + 0.0833 * (0) + 0.0833 * (0)  

                + 0.75 * (0) + 0.0417 
   = 0.0417 

 
จากผลการคํานวณ เม่ือเปรียบเทียบค2าแล6ว 0.9583 มีค2าสูงกว2า 0.0417 ดังนั้นโมเดล

ดิสคริมิแนนต�จะทํานายว2าผู6มีปLญหาด6านสายตารายใหม2นี้สามารถใส2คอนแท็กเลนส�ได6 
 

2.2  งานวิจัยท่ีเก่ียวข�อง 

ลักษณะของการสร6างโมเดลดิสคริมิแนนต� (ดังแสดงด6วยตัวอย2างข6อมูลคอนแท็กเลนส�) 
จะสังเกตได6ว2าเม่ือตัวแปรอิสระเป;นค2าแจกแจงได6 ฟLงก�ชันดิสคริมิแนนต�ท่ีได6จะมีจํานวนเทอมมาก 
และฟLงก�ชันจะยาวมากข้ึนเม่ือเพ่ิมจํานวนตัวแปรอิสระในชุดข6อมูลฝbก (training data) การท่ีฟLงก�ชัน
ประกอบข้ึนจากเทอมต2าง ๆ ในจํานวนมาก จะเพ่ิมเวลาการประมวลผลของเครื่องคอมพิวเตอร� และ
อาจจะทําให6ได6โมเดลท่ีมีลักษณะเจาะจงกับชุดข6อมูลฝbกมากเกินไป (overfitting) นักวิจัยหลายคนจึง
เสนอแนวทางลดความซับซ6อนของฟLงก�ชันดิสคริมิแนนต�เพ่ือหลีกเลี่ยงปLญหาโมเดลท่ีเจาะจงเกินไป 

แนวทางลดความซับซ6อนของโมเดลดิสคริมิแนนต�ท่ีเห็นได6ชัดเจนมากท่ีสุด คือการลด
จํานวนตัวแปรอิสระ ให6เหลือเฉพาะตัวแปรท่ีมีอํานาจจําแนกสูงเท2านั้น ในทางสถิตินิยมใช6เทคนิคการ
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วิเคราะห�องค�ประกอบหลัก (principal component analysis -- PCA) การวิเคราะห�ปLจจัย (factor 
analysis) และการแปลงแกนหรือมิติข6อมูลด6วยหลักการแปลงทางคณิตศาสตร� มาช2วยค6นหาและ
คัดเลือกเฉพาะตัวแปรสําคัญท่ีควรนํามาใช6ในการสร6างโมเดลดิสคริมิแนนต� งานวิจัยในแนวทางนี้
ประกอบด6วย งานของ Belhumeur และคณะ (1997) ท่ีใช6เทคนิคการวิเคราะห�องค�ประกอบหลัก 
งานของ Zhang และ Jia (2007) ใช6การแปลงมิติข6อมูลเพ่ือลดความซับซ6อนของโมเดล งานของ Lin 
และ Chen (2009) ใช6แนวทางปLญญาประดิษฐ�มาผนวกกับการวิเคราะห�ดิสคริมิแนนต� ในขณะท่ีงาน
ของ Howland และ Park (2004) ใช6วิธีการปรับปรุงการคํานวณดิสคริมิแนนต�โดยตรง ให6สามารถ
ทํางานกับชุดข6อมูลฝbกท่ีรายการข6อมูลมีปริมาณน6อยแต2มีจํานวนมิติหรือตัวแปรมาก 

การประยุกต�ใช6เทคนิคการวิเคราะห�ดิสคริมิแนนต�ด6านการแพทย�และวิทยาศาสตร�
สุขภาพ มีได6หลากหลายลักษณะ เช2น ในด6านการวินิจฉัยโรค มีการใช6ฟLงก�ชันดิสคริมิแนนต�เพ่ือลดมิติ
ข6อมูลในระบบผู6เชี่ยวชาญเพ่ือวินิจฉัยโรคท่ีเก่ียวข6องกับลิ้นหัวใจ (Sengur, 2008) ทีมนักวิจัยจาก
บราซิล (Silva et al., 2009) ได6ใช6เทคนิคการวิเคราะห�ดิสคริมิแนนต�เพ่ือจําแนกผลการตรวจเนื้อเยื่อ
เต6านมว2าเป;นเนื้อเยื่อปกติ เนื้องอก หรือเนื้อร6าย ทีมวิจัยของ Dogantekin (2009; 2010; 2011) ได6
ประยุกต�ใช6เทคนิคดิสคริมิแนนต�ในข้ันตอนเตรียมข6อมูลเพ่ือคัดเลือกเฉพาะตัวแปรสําคัญ ท่ีเหมาะสม
จะนําไปสร6างโมเดลจําแนกประเภทในข้ันต2อไปด6วยเทคนิคนิวรอลเน็ตเวิร�ค เพ่ือใช6ในระบบวินิจฉัย
โรคเบาหวานและโรคไทรอยด� 

ในการศึกษาเก่ียวกับยีนส�และโครโมโซม ในระยะแรกมีการประยุกต�ใช6เทคนิควิเคราะห�
ดิสคริมิแนนต�ร2วมกับทฤษฎีความน2าจะเป;นแบบเบย�เพ่ือจําแนกโครโมโซมมนุษย� (Ledley et al., 
1980) ต2อมากลุ2มวิจัยของ Umene และคณะ (2007) ได6ใช6เทคนิคการวิเคราะห�ดิสคริมิแนนต�กับ
ข6อมูลดีเอ็นเอเพ่ือยืนยันสมมุติฐานเก่ียวกับการเกิดใหม2และการเกิดซํ้าของเชื้อไวรัสโรคเริม กลุ2ม
นักวิจัยจากประเทศจีนและเกาหลี (Li et al., 2010) ได6เสนอแนวคิดการจําแนกรหัสพันธุกรรมโดย
ประยุกต�ใช6เทคนิควิเคราะห�ดิสคริมิแนนต�เพ่ือลดจํานวนมิติข6อมูลก2อนท่ีจะเข6าสู2ข้ันตอนการจําแนก 
ทีมวิจัยนําโดย Cao และคณะ (2011) ได6เสนอปรับปรุงเทคนิคดิสคริมิแนนต�ของฟvชเชอร�ผนวกเข6ากับ
เทคนิคต6นไม6ตัดสินใจ เพ่ือการวิเคราะห�ข6อมูลเมตาโบลิซึม ปwต2อมา Huang และคณะ (2012) ได6
พัฒนาเทคนิคจากหลักการดิสคริมิแนนต�ของฟvชเชอร�เช2นเดียวกันแต2ใช6เพ่ือวัตถุประสงค�การวิเคราะห�
รหัสพันธุกรรม และในงานวิจัยล2าสุด Xu และคณะ (2012) ได6ใช6เทคนิคดิสคริมิแนนต�ร2วมกับการ
วิเคราะห�องค�ประกอบหลักเพ่ือค6นหาไบโอมาร�คเกอร�หรือตัวบ2งชี้ทางชีวภาพสําหรับการทํานาย
เบาหวานชนิดท่ีสอง 

จากการทบทวนวรรณกรรมท่ีเก่ียวข6อง พบว2างานวิจัยท่ีเก่ียวข6องกับการวิเคราะห�ดิสคริ
มิแนนต� โดยเฉพาะในงานด6านการแพทย�และวิทยาศาสตร�สุขภาพ กลุ2มนักวิจัยจะเสนอแนวคิดเป;น
สองแนวทาง แนวทางแรกคือการใช6เทคนิคการวิเคราะห�ดิสคริมิแนนต�ในข้ันตอนแรกของการ
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วิเคราะห�ข6อมูลซ่ึงเป;นข้ันเตรียมข6อมูล เพ่ือลดมิติหรือจํานวนตัวแปรในข6อมูลก2อนท่ีจะส2งข6อมูลท่ีผ2าน
การเตรียมแล6วไปยังอัลกอริทึมเพ่ือการจําแนก เช2น นิวรอลเน็ตเวิร�ก ซัพพอร�ตเว็กเตอร�แมชชีน 
แนวทางท่ีสองคือใช6เทคนิคการวิเคราะห�ดิสคริมิแนนต�เป;นอัลกอริทึมเพ่ือการจําแนกโดยตรง แต2
ปรับปรุงข6อด6อยด6วยการเสริมเทคนิคอ่ืน เช2น การวิเคราะห�องค�ประกอบหลัก 

ท้ังสองแนวทางท่ีกล2าวมานั้นต2างก็ให6ผลลัพธ�เป;นโมเดลเพ่ือการจําแนกประเภท เป;น
ฟLงก�ชันคณิตศาสตร�ในลักษณะของกล2องดํา (black box) ท่ีไม2สามารถอธิบายได6อย2างชัดเจนว2าโมเดล
นั้นให6ผลการจําแนกโดยพิจารณาจากองค�ประกอบใด ด6วยสาเหตุใด หรือใช6เหตุผลใดในการจําแนกแต2
ละข6อมูล ประเด็นของการไม2สามารถแสดงเหตุผลหรือขาดความสามารถในการแสดงคําอธิบาย ทําให6
เป;นข6อด6อยของเทคนิคการวิเคราะห�ดิสคริมิแนนต�ด6วยวิธีการทางสถิติ ที่จะนํามาใช6ในระบบสนับสนุน
การตัดสินใจ ดังนั้นโครงการวิจัยนี้จึงได6ถูกเสนอข้ึนด6วยวัตถุประสงค�ท่ีจะพัฒนาเทคนิคในการ
วิเคราะห�ดิสคริมิแนนต� ด6วยหลักการของการทําเหมืองความสัมพันธ� เพ่ือท่ีจะให6ผลลัพธ�เป;นโมเดลท่ี
เข6าใจได6ง2ายและสามารถอธิบายได6 

 
 



บทท่ี  3  
การออกแบบและพัฒนาโปรแกรม 

 
3.1  กรอบแนวคิดของงานวิจัย 

กรอบแนวคิดหลักของงานวิจัยนี้ คือ การพัฒนาเทคนิคการวิเคราะห�ดิสคริมิแนนต�เพ่ือใช#
ในระบบสนับสนุนการตัดสินใจด#านการแพทย� โครงสร#างพ้ืนฐานของระบบสนับสนุนการตัดสินใจ
โดยท่ัวไปจะประกอบด#วย 3 ส*วนประกอบหลัก คือ 

(1) ส*วนของฐานข#อมูล และ/หรือ ฐานความรู#  
(2) ส*วนติดต*อกับผู#ใช#  
(3) ส*วนสร#างและจัดการแบบจําลองการตัดสินใจ   
 
ระบบสนับสนุนการตัดสินใจด#านการแพทย�ของโครงการวิจัยนี้ ได#เพ่ิมเติมความสามารถ

ด#านการทําเหมืองข#อมูล เข#ามาช*วยในส*วนของการสร#างและจัดการแบบจําลอง โครงสร#างของระบบ
โดยรวม แสดงได#ดังรูปท่ี 3.1 

 

 
รูปท่ี  3.1 กรอบของงานพัฒนาระบบสนับสนุนการตัดสินใจด#านการแพทย� 
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แต*ละส*วนประกอบของระบบอธิบายได#ดังนี้ 
� โมดูล Data Management ทําหน#าที่รวบรวม คัดแยก ปรับปรุง และกลั่นกรอง

ข#อมูล เพ่ือนําไปใช#ในการวิเคราะห�โมเดลประกอบการตัดสินใจ 
� โมดูล Knowledge Modeling เปDนส*วนประกอบหลักของโครงการวิจัยนี้ ทําหน#าท่ี

วิเคราะห�ดิสคริมิแนนต�เพื่อสร#างโมเดลเพื่อการวินิจฉัย และโมเดลเพื่อการอธิบาย
ลักษณะเด*นของข#อมูลผู#ปHวยในแต*ละกลุ *ม โมเดลที่ได#จะต#องผ*านการตรวจสอบ
ยืนยันความถูกต#องด#วยโมดูล Knowledge Validation ในการพัฒนาระบบต#นแบบ
ของโครงการวิจัยนี้จะใช#การเปรียบเทียบกับข#อมูลทดสอบ เปDนเครื ่องมือในการ
ยืนยันความถูกต#องของโมเดล  

� โมดูล Decision Modeling ทําหน#าที่จัดรูปแบบของความรู#ที ่ได#จากโมดูล 
Knowledge Modeling ให#อยู*ในรูปแบบที่เหมาะสมสําหรับการสื่อสารและแสดง
คําแนะนําต*อผู#ใช# 

� โมดูล Recommended Action and Explanation เปDนส*วนประกอบที่รวมส*วน
ติดต*อกับผู#ใช# ทําหน#าที่รับคําถามจากผู#ใช# แสดงข#อแนะนํา รวมถึงแสดงคําอธิบาย
ประกอบกับข#อแนะนําในกรณีท่ีผู#ใช#มีข#อสงสัย 
 
โมดูลหลักท่ีเปDนองค�ความรู#ใหม*ของโครงการวิจัยนี้ได#แก* โมดูล Knowledge Modeling 

ทําหน#าท่ีวิเคราะห�ดิสคริมิแนนต�เพ่ือสร#างโมเดลเพ่ือการวินิจฉัย และโมเดลเพ่ือการอธิบายลักษณะ
เด*นของข#อมูลผู#ปHวยในแต*ละกลุ*ม การพัฒนาอัลกอริทึมของโมดูลนี้ใช#วิธีการสร#างกฎการจําแนก
ประเภทข#อมูลด#วยกฎความสัมพันธ�แบบคลุมเครือด#วยแนวคิดของฟUซซีเซต ข#อกําหนดสําคัญของ
อัลกอริทึมคือจะต#องสร#างเฉพาะกฎท่ีสําคัญและมีจํานวนไม*มาก นอกจากนี้กฎท่ีได#จะต#องสามารถ
ตีความได#ง*ายและมีประสิทธิภาพในการจําแนกประเภทข#อมูลได#ด#วยความถูกต#องสูง 

 
3.2  การออกแบบโมดูลสร"างโมเดลเพ่ือการวินิจฉัย (Knowledge Modeling) 

อัลกอริทึมในส*วน Knowledge Modeling ประกอบด#วยข้ันตอนการทํางาน 5 ส*วน คือ  
(1) การตรวจสอบข#อมูลก*อนการประมวลผล  
(2) การแบ*งแยกข#อมูล  
(3) การสร#างไอเท็มเซตปรากฏบ*อยแบบคลุมเครือ  
(4) การสร#างกฎการจําแนกประเภทข#อมูลด#วยกฎความสัมพันธ�แบบคลุมเครือ (Fuzzy 

Classification with Association Rules -- FCARs)  
(5) การเลือกกฎ FCARs เพ่ือนําไปใช#ในการวินิจฉัยข#อมูลใหม*  
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โดยท่ีส*วนท่ี (2) ถึงส*วนท่ี (4) ได#ใช#อัลกอริทึมของ Pach และคณะ (2008) เปDนพ้ืนฐาน
ในการพัฒนา ข้ันตอนท้ังห#าข้ันตอนแสดงเปDนแผนภาพได#ดังรูปท่ี 3.2 อัลกอริทึมท่ีพัฒนาข้ึนนี้ให#ชื่อว*า 
อัลกอริทึมจําแนกประเภทข#อมูลด#วยกฎความสัมพันธ�แบบคลุมเครือท่ีกะทัดรัด (Classification with 
Compact Fuzzy Association Rules -- CCFAR) 

 

 
รูปท่ี  3.2 ข้ันตอนการทํางานของอัลกอริทึม CCFAR 

 
 

3.3  อัลกอริทึมจําแนกประเภทข"อมูลด"วยกฎความสัมพันธ7แบบคลุมเครือท่ีกะทัดรัด  
การทํางานของอัลกอริทึม CCFAR ตามข้ันตอนหลักท่ีแสดงดังรูปท่ี 3.2 สามารถอธิบาย

รายละเอียดการทํางานในแต*ละข้ันด#วยข#อมูลตัวอย*างตามตารางท่ี 3.1 
 

ตารางท่ี 3.1 ข#อมูลตัวอย*างประกอบการอธิบายอัลกอริทึม CCFAR 
Id Age Health Expense Health Insurance Class 

1 18 10000 4000 2 
2 20 18000 20000 1 
3 19 17000 5000 2 
4 24 20000 10000 1 
5 25 22000 9000 1 
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ข้ันตอนตรวจสอบข�อมูลก�อนการประมวลผล (Data Screening)  
ในกรณีท่ีข#อมูลเข#าเปDนข#อมูลตัวเลข ข้ันตอนนี้จะแปลงข#อมูลให#อยู*ในรูปแบบของฟUซซี

เซต โดยจะแปลงข#อมูลตัวเลขให#เปDนระดับของความเปDนสมาชิกของเซตนั้น ๆ และการแปลงเปDน
ระดับความเปDนสมาชิกจะพิจารณาจากแอททริบิวต�เปjาหมาย (Class Target) โดยตามตัวอย*างจะเปDน
ข#อมูลคอลัมน�สุดท#ายของตาราง ในการประมวลผลจะใช#ข#อมูล 4 แอททริบิวต� คือ Age, Income, 
Balance และ Class ซ่ึงเปDนแอททริบิวต�เปjาหมาย แต*จะไม*ใช#แอททริบิวต� Id เนื่องจากเปDนเพียง
ข#อมูลท่ีบ*งบอกถึงหมายเลขแถวเท*านั้น 
 
ข้ันตอนการแบ�งแยกข�อมูล (Data Partitioning)  

การแบ*งแยกข#อมูลเปDนการทําให#ข#อมูลท่ีนําเข#ามาประมวลผลนั้น มีลักษณะเปDนข#อมูล
แบบฟUซซีเซต โดยงานวิจัยนี้ได#เลือกอัลกอริทึม fuzzy c-means (Bezdek et al., 1984) มาใช#เพ่ือ
การแบ*งกลุ*มหรือแบ*งแยกข#อมูลให#มีลักษณะเปDนระดับของความเปDนสมาชิกในเซตต*าง ๆ ซ่ึงจะช*วย
แก#ปUญหาข#อมูลท่ีมีลักษณะเปDนตัวเลขค*าต*อเนื่องได# ข#อมูลในแอททริบิวต� Age, Income, Balance 
เม่ือกําหนดการแบ*งกลุ*มเปDน 3 ระดับคือ Low, Medium และ High จะได#ช*วงของข#อมูลดังตารางท่ี 
3.2 ข#อมูลแต*ละรายการมีช*วงของค*าดังนี้ 

  ข#อมูลรายการท่ี 1 มีช*วงของข#อมูลเปDน Age = Low, Exps = Low, Insur = Low  
  ข#อมูลรายการท่ี 2 มีช*วงของข#อมูลเปDน Age = Medium, Exps = Medium, Insur = High  
  ข#อมูลรายการท่ี 3 มีช*วงของข#อมูลเปDน Age = Low, Exps = Medium, Insur = Low 
  ข#อมูลรายการท่ี 4 มีช*วงของข#อมูลเปDน Age = High, Exps = High, Insur = Medium  
  ข#อมูลรายการท่ี 5 มีช*วงของข#อมูลเปDน Age = High, Exps = High, Insur = Medium 

 
ตารางท่ี 3.2 แอททริบิวต� Age, Income, Balance และค*าความเปDนสมาชิกในแต*ละช*วงข#อมูล 

Id Age Health Expense (Exps) Health Insurance (Insur) 

 Low Medium High Low Medium High Low Medium High 
1 0.9863 0.0127 0.0010 1 0 0 0.9909 0.0081 0.0010 
2 0.0119 0.9862 0.0019 0.0031 0.9769 0.0199 0 0 1 

3 0.4996 0.4900 0.0104 0.0060 0.9773 0.0167 0.9866 0.0123 0.0011 
4 0.0074 0.0141 0.9785 0.0111 0.1849 0.8040 0.0081 0.9894 0.0025 
5 0.0053 0.0090 0.9857 0.0045 0.0329 0.9626 0.0122 0.9857 0.002 
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ข้ันตอนการสร�างไอเท็มเซตปรากฏบ�อยแบบคลุมเครือ (Frequent Fuzzy Itemset Creation)  
ข้ันตอนนี้ประกอบด#วย 2 ข้ันตอนย*อย คือ การหาค*าสนับสนุนแบบคลุมเครือข้ันตํ่า และ

การค#นหาไอเท็มเซตปรากฏบ*อยแบบคลุมเครือ โดยไอเท็มเซตปรากฏบ*อยจะต#องมีค*าสนับสนุนแบบ
คลุมเครือมากกว*าค*าข้ันตํ่า จากตัวอย*างข#อมูลตามตารางท่ี 3.1 เม่ือจํานวนข#อมูลท้ังหมด (N) คือ 5 
และ min(Class) หมายถึงจํานวนครั้งท่ีปรากฏในชุดข#อมูลของคลาสข#อมูลส*วนน#อย ในตัวอย*างตาม
ตาราง 3.1 คลาสข#อมูลส*วนน#อยคือคลาส 2 ซ่ึงปรากฏด#วยความถ่ีเปDน 2 วิธีคํานวณเกณฑ�ค*า

สนับสนุนแบบคลุมเครือข้ันตํ่า (minimum fuzzy support -- γ) แสดงได#ดังสมการท่ี 2-1 (Pach et 
al., 2008) จะได#ค*าสนับสนุนแบบคลุมเครือข้ันตํ่า คือ 0.2 

 γ = (min(Class)/N) / 2   = (2/5) / 2   = 0.2   (3-1) 
 
จากนั้นสร#างไอเท็มเซตแบบคลุมเครือท่ีมีค*าสนับสนุนแบบคลุมเครือสูงกว*าเกณฑ�ข้ันตํ่าท่ี 

0.2 และเปDนเซตท่ีมีขนาด 1 ไอเท็ม 2 ไอเท็ม 3 ไอเท็ม ไปตามลําดับ วิธีคํานวณค*าสนับสนุนแบบ
คลุมเครือ (fuzzy support -- FS) แสดงดังสมการท่ี 3-2  

 FS = Σ(Membership-of-itemsets) / Number-of-transactions       (3-2) 
 
ตัวอย*างการคํานวณค*า FS ของไอเท็มเซต Age = Low ตามระดับค*าความเปDนสมาชิก

ในตารางท่ี 3.2 แสดงได#ดังนี้ 
FS (Age=Low)  = (0.9863 + 0.0119 + 0.4996 + 0.0074 + 0.0053) / 5 

                       = 0.3021 
ในกรณีไอเท็มเซตมีจํานวนไอเท็มมากกว*าหนึ่งไอเท็ม เช*น Age=Low & Exps=Low 

การคํานวณค*า Membership-of-itemsets จะเปDนผลคูณของค*าความเปDนสมาชิกของแต*ละไอเท็มใน
เซต ซ่ึงตามตัวอย*างนี้ คือผลคูณของความเปDนสมาชิกของไอเท็ม Age=Low และไอเท็ม Exps=Low 
ของแต*ละทรานแซคชัน แสดงตัวอย*างการคํานวณค*า FS ได#ดังนี้ 

FS (Age=Low & Exps=Low)  =  (0.9863*1) + (0.0119*0.0031) +  
          (0.4996*0.006) + (0.0074*0.0111) +  
          (0.0053*0.0045) / 5 

                          = 0.1979 
 

จํานวนไอเท็มเซตท้ังหมดต้ังแต*ขนาด 1 ไอเท็ม 2 ไอเท็ม 3 ไอเท็ม ไปตามลําดับ ท่ีตรง
ตามเกณฑ�คัดเลือกค*าข้ันตํ่าพร#อมท้ังค*าสนับสนุนแบบคลุมเครือสรุปได#ดังตารางท่ี 3.3 ข#อมูลตาม
ตัวอย*างนี้สามารถสร#างไอเท็มเซตได#สูงสุด 3 ไอเท็ม 
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ตารางท่ี 3.3 ไอเท็มเซตแบบคลุมเครือท่ีปรากฏบ*อยสูงกว*าเกณฑ�ข้ันตํ่า 
1-Itemsets FS 2-Itemsets FS 3-Itemsets FS 

Age=low 0.3021 Age=medium & 
Exps=medium 

0.2891 Age=high & 
Exps=high & 
Insur=medium 

0.3427 

Age=medium 0.3024 Age=high & 
Exps=high 

0.3472 
  

Age=high 0.3955 Age=low & 
Insur=low 

0.2941 
  

Exps=low 0.2050 Age=high & 
Insur=medium 

0.3880 
  

Exps=medium 0.4344 Exps=high & 
Insur=medium 

0.3489 
  

Exps=high 0.3606     
Insur=low 0.3996     
Insur=medium 0.3991     
Insur=high 0.2013     

 
 

ข้ันตอนการสร�างกฎการจําแนกประเภทข�อมูลด�วยกฎความสัมพันธFแบบคลุมเครือ (FCARs 
Generation) 

FCARs หรือกฎการจําแนกประเภทข#อมูลด#วยกฎความสัมพันธ�แบบคลุมเครือ (Fuzzy 
Classification with Association Rules) จะถูกสร#างจากไอเท็มเซตแบบคลุมเครือท่ีปรากฏบ*อยสูง
กว*าเกณฑ�ข้ันตํ่า กฎท่ีสร#างข้ึนจะมีค*าของคลาสเปDนส*วนเปjาหมายท่ีปรากฏด#านขวามือของกฎ การ
กําหนดค*าของคลาสเปjาหมายจะอ#างอิงตามข#อมูลต้ังต#น โดยใช#ค*าของคลาสตามท่ีปรากฏในรายการ
ข#อมูลเปDนส*วนใหญ* นอกจากนี้กฎท่ีได#จะต#องมีการกําหนดคะแนนของกฎ คะแนนท่ีสูงจะหมายถึงกฎ
ท่ีน*าเชื่อถือ การคํานวณคะแนน (Score) จะใช#วิธีการตามสมการท่ี 3-3  

 Score (rule: a -> b) = FC ×  FCORR × Firing_strength      (3-3) 
โดย 
FC หมายถึง fuzzy confidence ของกฎ คํานวณจากค*า fuzzy support ของ a & b 

หารด#วยค*า fuzzy support ของ a 
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FCORR หมายถึง fuzzy correlation เปDนเกณฑ�ท่ีใช#บอกถึงระดับความสัมพันธ�ระหว*าง
แอททริบิวต� a และแอททริบิวต� b ความสัมพันธ�มีค*าอยู*ในช*วง [-1, 1] โดย
ค*าบวกหมายถึงมีความสัมพันธ�ไปในทิศทางเดียวกัน ค*าลบหมายถึงมี
ความสัมพันธ�ตรงกันข#าม และศูนย�หมายถึงไม*มีความสัมพันธ�กัน ค*า 
FCORR ของกฎ a-> b คํานวณได#ตามสมการ 3-4 

 

                                    (3-4) 

 
Firing_strength หมายถึง ค*าสนับสนุนของกฎ คํานวณเช*นเดียวกับค*า fuzzy support 
 
ในข้ันตอนการสร#างกฎ FCARs จะคัดเลือกเฉพาะกฎท่ีมีค*าคะแนนสูงกว*าศูนย� กฎ

ท้ังหมดท่ีสร#างและคัดเลือกด#วยเกณฑ�คะแนนข้ันตํ่าสรุปได#ดังตารางท่ี 3.4 
 

ตารางท่ี 3.4 กฎการจําแนกประเภทข#อมูลด#วยกฎความสัมพันธ�แบบคลุมเครือ 
FCARs (Fuzzy Classification with Association Rules) Score 

Age=low                                         -> 2 1.1459 
Age=medium                    -> 1 0.0611 
Age=high                      -> 1 1.2725 
Health expense=low                    -> 2 0.5953 
Health expense=medium                     -> 2 0.0393 
Health expense=high                       -> 1 1.0602 
Health insurance=low                   -> 2 1.9225 
Health insurance=medium                    -> 1 1.2677 
Health insurance=high                      -> 1 0.4088 
Age=me & Health expense=medium            -> 1 0.0577 
Age=high & Health expense=high                 -> 1 1.0330 
Age=low & Health insurance=low          -> 2 1.1619 
Age=high & Health insurance=medium              -> 1 1.2608 
Health expense=high & Health insurance=medium               -> 1 1.0421 
Age=high & Health expense=high & Health insurance=medium         -> 1 1.0104 
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ข้ันตอนการเลือกกฎการจําแนกประเภทข�อมูลด�วยกฎความสัมพันธFแบบคลุมเครือ (FCARs 
Selection) 

กฎการจําแนกประเภทข#อมูลด#วยกฎความสัมพันธ�แบบคลุมเครือ (FCARs) ท่ีได#จาก
ข้ันตอนก*อนหน#านี้จะถูกลดจํานวนลงโดยกฎแต*ละขนาดของไอเท็มและแต*ละคลาส จะถูกคัดเลือกไว#
เฉพาะกฎท่ีมีค*าคะแนนสูงท่ีสุด (Fuzzy Classification with Association Rules) ผลลัพธ�ท่ีได#จะ
เปDนตามตารางท่ี 3.5  

 

ตารางท่ี 3.5 กฎการจําแนกประเภทข#อมูลด#วยกฎความสัมพันธ�แบบคลุมเครือท่ีมีค*าคะแนนสูงสุด 
FCARs (Fuzzy Classification with Association Rules) Score 

Age=high                      -> 1 1.2725 
Health insurance=low                   -> 2 1.9225 
Age=low & Health insurance=low          -> 2 1.1619 
Age=high & Health insurance=medium              -> 1 1.2608 
Age=high & Health expense=high & Health insurance=medium         -> 1 1.0104 

 
3.4  การแปลงโมเดลเปWนฐานความรู" 

โมเดลในลักษณะของกฎการจําแนกประเภทข#อมูลด#วยกฎความสัมพันธ�แบบคลุมเครือ
จะถูกแปลงเปDนฐานความรู#ในลักษณะของข#อความเชิงตรรกะดังรูปท่ี 3.3  

 
รูปท่ี 3.3 ฐานความรู#ท่ีได#จากกฎการจําแนกประเภทข#อมูลด#วยกฎความสัมพันธ�แบบคลุมเครือ 
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การใช#งานฐานความรู#จะกระทําผ*านกลไกการอุปนัยของระบบสนับสนุนการตัดสินใจ ใน
งานวิจัยนี้พัฒนาระบบสนันสนุนการตัดสินใจอย*างง*ายด#วยภาษาโปรล็อก (Prolog) ซ่ึงเปDนโปรแกรม
เชิงตรรกะ ผู#ใช#เริ่มใช#งานโปรแกรมด#วยคําสั่ง dss_shell  ซ่ึงหมายถึงเปลือกนอกของระบบสนับสนุน
การตัดสินใจท่ีจะทําหน#าท่ีติดต*อกับฐานความรู# และทําหน#าท่ีอุปนัยเพ่ือค#นหาคําตอบให#กับผู#ใช# 
เปลือกของระบบนี้สามารถใช#งานกับฐานความรู#ได#หลากหลาย ผู#ใช#จึงต#องระบุชื่อฐานความรู# ใน
ตัวอย*างนี้บันทึกฐานความรู#ไว#ในชื่อ health.kb  

เม่ือระบุฐานความรู#แล#ว เริ่มใช#งานโปรแกรมด#วยคําสั่ง start การใช#งานโปรแกรมจะเปDน
ลักษณะโต#ตอบ โดยโปรแกรมจะต้ังคําถามให#ผู#ใช#ตอบ คําตอบจะเปDนทางเลือกให#ผู#ใช#เลือกคําตอบ
ด#วยตัวเลือกอย*างง*าย เช*น 1/2/3 แทนความหมาย low/medium/high ตัวอย*างการถามตอบ
เก่ียวกับการจําแนกประเภทผู#ปHวยเปDน class 1 หรือ class 2 แสดงดังรูปท่ี 3.4 ผู#ใช#สามารถสอบถาม
เหตุผลท่ีระบบให#คําตอบดังท่ีปรากฏได#ด#วยการใช#คําสั่ง why ระบบจะแสดงเหตุผลของการได#มาซ่ึง
คําตอบดังแสดงในรูปท่ี 3.5 และในกรณีท่ีตัวเลือกในคําตอบของผู#ใช#ไม*ปรากฏผลสรุปในฐานความรู# 
ระบบจะให#คําตอบดังแสดงในรูปท่ี 3.6 

 

 
รูปท่ี 3.4 การโต#ตอบกับฐานความรู#ของระบบสนับสนุนการตัดสินใจอย*างง*าย 
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รูปท่ี 3.5 การสอบถามเหตุผลของการได#มาซ่ึงคําตอบของระบบ 
 
 

 

รูปท่ี 3.6 คําตอบของระบบในกรณีท่ีตัวเลือกของผู#ใช#ไม*ตรงกับข#อมูลท่ีมีในฐานความรู# 
 



บทท่ี  4  
ผลการทดสอบโปรแกรม CCFAR 

 
โครงการวิจัยนี้มีวัตถุประสงค�หลักเพ่ือพัฒนาวิธีการวิเคราะห�ดิสคริมิแนนต�ในรูปแบบ

ใหม&ท่ีใช)เทคนิคเหมืองข)อมูลประเภทการค)นหาความสัมพันธ� อัลกอริทึมท่ีพัฒนาข้ึนใหม&มีชื่อว&า 
อัลกอริทึมจําแนกประเภทข)อมูลด)วยกฎความสัมพันธ�แบบคลุมเครือท่ีกะทัดรัด (Classification with 
Compact Fuzzy Association Rules -- CCFAR) อัลกอริทึม CCFAR จะถูกใช)ทําหน)าท่ีค)นหาโมเดล
ข)อมูลซ่ึงจะเปHนส&วนประกอบสําคัญในการสร)างฐานความรู)สําหรับระบบสนับสนุนการตัดสินใจด)าน
การแพทย� โมเดลท่ีได)จะอยู&ในรูปแบบของกฎซ่ึงสามารถประยุกต�ใช)ในการวินิจฉัยด)านการแพทย� 
จุดเด&นของอัลกอริทึม CCFAR คือสามารถค)นหาความสัมพันธ�ท่ีแสดงรูปแบบท่ีเด&นชัดจากข)อมูล
ภายใต)ข)อกําหนดท่ีจํานวนกฎความสัมพันธ�ท่ีได)จะต)องมีปริมาณเหมาะสม และกฎท่ีได)จะต)องมีความ
ถูกต)องสูงเพียงพอท่ีจะบันทึกไว)ในฐานความรู)ของระบบสนับสนุนการตัดสินใจด)านการแพทย� ดังนั้น
การทดสอบประสิทธิภาพจึงเปHนการทดสอบความสามารถของโปรแกรม CCFAR ท้ังในด)านความ
ถูกต)องของโมเดลในการวินิจฉัยอาการท่ีนําไปสู&การเกิดโรค รวมถึงวิเคราะห�ประสิทธิภาพของโมเดลท่ี
ได)ในด)านจํานวนกฎและความกะทัดรัดของกฎ การทดสอบจะใช)ข)อมูลท่ีเกี่ยวข)องกับการแพทย�  

 
 

4.1  ข�อมูลท่ีใช�ในการทดสอบ 

ในการทดสอบความถูกต)องและประสิทธิภาพของโมเดลท่ีได)จากโปรแกรม CCFAR จะใช)
ข)อมูล 2 ชุด โดยเปHนข)อมูลเก่ียวกับคนไข)ท่ีมีความเสี่ยงเปHนโรคหัวใจ (heart disease) และข)อมูล
เก่ียวกับคนไข)ท่ีมีความเสี่ยงเปHนโรคเบาหวาน (Pima Indians diabetes) ลักษณะโดยสรุปของข)อมูล
ท้ังสองชุดสรุปได)ดังตารางท่ี 4.1  

 
ตารางท่ี 4.1 ข)อมูลท่ีใช)ในการทดสอบประสิทธิภาพของโมเดลท่ีได)จากโปรแกรม CCFAR 

ชื่อชุดข)อมูล จํานวน instances จํานวน attributes จํานวน class 

heart disease 270 14 2 
Pima Indians diabetes 768 9 2 
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ข)อมูล heart disease เปHนข)อมูลเก่ียวกับคนไข)ท่ีมีความเสี่ยงเปHนโรคหัวใจ ข)อมูลนี้
เผยแพร&เปHนสาธารณะ (https://archive.ics.uci.edu/ml/datasets/Statlog+%28Heart%29) 
จํานวนแอททริบิวต�หรือตัวแปรต)นท่ีใช)ประกอบการวินิจฉัยมี 13 แอททริบิวต� แอททริบิวต�เปgาหมาย
หรือตัวแปรตามมี 1 แอททริบิวต� คือ แอททริบิวต� Class ซ่ึงมีค&าท่ีเปHนไปได)สองค&าคือ 1 แทน
ความหมายว&าคนไข)รายนั้น ๆ ไม&มีความเสี่ยงของการเปHนโรคหัวใจ และ 2 แทนความหมายว&าคนไข)
รายนั้น ๆ มีอาการของโรคหัวใจ ความหมายและค&าท่ีเปHนไปได)ของแอททริบิวต�ท้ังหมดแสดงได)ดัง
ตารางท่ี 4.2 

 
ตารางท่ี 4.2 รายละเอียดแอททริบิวต�ของข)อมูล heart disease 

ชื่อแอททริบิวต� ความหมายของแอททริบิวต� ประเภท
ของข)อมูล 

ช&วงของค&า
ข)อมูล 

Age Age of patient real  [29, 77] 
Sex Sex of patient binary  [0, 1] 
ChestPainType Chest pain type (4 types) nominal  [1, 4] 
RestBloodPressure Resting blood pressure real  [94, 200] 
SerumCholesterol Serum cholesterol in mg/dl real  [126, 564] 
FastingBloodSugar Fasting blood sugar > 120 mg/dl binary  [0, 1] 
ResElectrocardio Resting electrocardiographic results  nominal  [0, 2] 
MaxHeartRate Maximum heart rate achieved real  [71, 202] 
ExInducedAngina Exercise induced angina binary  [0, 1] 
Oldpeak ST depression induced by exercise 

relative to rest 
real  [0.0, 62.0] 

Slope The slope of the peak exercise ST 
segment 

order  [1, 3] 

NumMajorVessels Number of major vessels (0-3) 
colored by fluoroscopy 

real  [0, 3] 

Thal Thalassemia (3 = normal; 6 = fixed 
defect; 7 = reversible defect) 

nominal  [3, 7] 

Class 1 = absence;  
2= presence of heart disease 

nominal  [1, 2] 
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ข)อมูล Pima Indians diabetes เปHนข)อมูลเก่ียวกับการวินิจฉัยว&าคนไข)มีความเสี่ยงท่ีจะ
เปHนโรคเบาหวานหรือไม& โดยพิจารณาจากอายุ ผลการตรวจระดับอินซูลิน ความดันโลหิต จํานวนครั้ง
ของการต้ังครรภ� และแอททริบิวต�อ่ืน ๆ ตามท่ีแสดงในตารางท่ี 4.3 ข)อมูลนี้รวบรวมจากกลุ&มตัวอย&าง
เพศหญิงจํานวน 768 คน ท้ังหมดเปHนคนเชื้อสายอินเดียนแดงเผ&าพีม&าซ่ึงมีหลักแหล&งอาศัยอยู&บริเวณ
ตอนกลางและตอนใต)ของรัฐอริโซนา ประเทศสหรัฐอเมริกา (Smith et al., 1988) ข)อมูลชุดนี้
สามารถดาวน�โหลดได)จากฐานข)อมูล KEEL – Knowledge Extraction based on Evolutionary 
Learning (http://sci2s.ugr.es/keel/dataset.php?cod=21)  

 
ตารางท่ี 4.3 รายละเอียดแอททริบิวต�ของข)อมูล Pima Indians diabetes 

ชื่อแอททริบิวต� ความหมายของแอททริบิวต� ประเภทของ
ข)อมูล 

ช&วงของค&า
ข)อมูล 

Pregnancies Number of times pregnant real  [0, 17] 
Glucose Plasma glucose concentration a 2 

hours in an oral glucose tolerance 
test 

real  [0.0, 199.0] 

BloodPressure Diastolic blood pressure (mm Hg) real  [0.0, 122.0] 
SkinThickness Triceps skin fold thickness (mm) real  [0.0, 99.0] 
Insulin 2-Hour serum insulin (mu U/ml) real  [0.0, 846.0] 
BMI Body mass index (weight in 

kg/(height in m)^2) 
real [0.0, 67.1] 

DiabetesPedFunc Diabetes pedigree function real [0.078, 2.42] 
Age Age of patient real  [21, 81] 
Class 0 = tested negative (no diabetes);  

1= tested positive (has diabetes) 
nominal  [0, 1] 

 
 
4.2  เกณฑ&ท่ีใช�ในการทดสอบ 

การทดสอบประสิทธิภาพการจําแนกข)อมูลของโปรแกรม CCFAR จะใช)เกณฑ�การ
ทดสอบสองเกณฑ�คือค&าความถูกต)องโดยรวมของการจําแนก (Accuracy) ซ่ึงหมายถึงความถูกต)อง
ของโมเดลในการจําแนกข)อมูลทดสอบในทุกคลาสข)อมูล และเกณฑ�ค&าความเหมาะสมของกฎ 
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(Suitability of rule set) เพ่ือทดสอบปริมาณและความกะทัดรัดของกฎท่ีเหมาะสมกับการนําไปใช)
ในการสร)างฐานความรู) 

การประเมินค&าความถูกต)องโดยรวมของกฎ คํานวณได)ตามวิธีท่ีแสดงในสมการท่ี 4-1 ค&า 
Accuracy จะมีค&าอยู&ในช&วง [0, 1] ค&า 0 หมายถึงโมเดลมีความสามารถในการทํานายตํ่าท่ีสุด ค&า 1 
หรือค&าท่ีเข)าใกล) 1 หมายถึงโมเดลมีความสามารถในการทํานายข)อมูลได)ถูกต)องสูงมาก 

 

Accuracy =                                     (4-1) 
 

โดยค&า True positive หมายถึง จํานวนข)อมูลท่ีอยู&ในคลาสท่ีกําหนดให)เปHน positive และโมเดล
ทํานายถูกต)องว&าข)อมูลนั้นเปHนคลาส positive 

True negative หมายถึง จํานวนข)อมูลท่ีอยู&ในคลาสท่ีกําหนดให)เปHน negative และโมเดล
ทํานายถูกต)องว&าข)อมูลนั้นเปHนคลาส negative 

All data instances หมายถึง จํานวนข)อมูลท้ังหมดท่ีใช)ทดสอบโมเดล 
 
การประเมินค&าความเหมาะสมของกฎด)วยเกณฑ� Suitability of rule set เปHนการ

ประเมินระดับความเหมาะสมของโมเดลท่ีได)ว&ามีความถูกต)องและจํานวนกฎท่ีได)มีความเหมาะสมซ่ึง
หมายถึงมีความกะทัดรัดเพียงใด โดยเกณฑ� Suitability of rule set มีค&าอยู&ในช&วง [0, 1] ถ)าเปHนค&า 
0 แสดงว&าโมเดลท่ีได)ไม&เหมาะสมเนื่องจากมีค&าความถูกต)องตํ่าและมีจํานวนกฎท่ีมากซ่ึงทําให)กฎขาด
ความกะทัดรัด แต&ถ)า Suitability of rule set มีค&าเปHน 1 หรือมีค&าเข)าใกล) 1 แสดงว&าโมเดลท่ีได)
เหมาะสมมาก นั่นคือมีค&าความถูกต)องสูงและมีจํานวนกฎท่ีน)อยมากทําให)ได)ชุดของกฎท่ีกะทัดรัด  

การคํานวณค&า Suitability of rule set ท่ีนําเสนอข้ึนใหม&ในโครงการวิจัยนี้ใช)วิธีเฉลี่ย
ค&าระหว&างความถูกต)องและความกะทัดรัดของกฎในลักษณะมัชฌิมฮาร�มอนิก (harmonic mean) 
ตามวิธีท่ีแสดงในสมการท่ี 4-2 โดยท่ีค&าความกะทัดรัดของกฎ (Rule compactness) ใช)วิธีทําให)เปHน
บรรทัดฐาน (normalize) เพ่ือให)ค&าเฉลี่ยของจํานวนกฎท่ีได)อยู&ในรูปแบบปกติท่ีมีค&าอยู&ในช&วง [0, 1] 
คํานวณได)ตามสมการท่ี 4-3   

 

Suitability of rule set =                            (4-2) 

 

Rule compactness =            (4-3) 
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โดยค&า Accuracy หมายถึง ค&าความแม&นยําในการทํานายของโมเดลท่ีคํานวณเฉลี่ยจากการทดสอบ
หลายครั้ง โดยในงานวิจัยนี้ใช)การเฉลี่ยจากการทดสอบโมเดล 10 ครั้ง 
หรือ 10-fold cross validation  

Rule compactness หมายถึง ความกะทัดรัดของกฎท่ีพิจารณาจากจํานวนกฎท่ีได)จากโมเดล 
โดยเฉลี่ยจากการทดสอบ 10 ครั้ง และทําการนอร�มัลไลซ�ให)อยู&ในช&วง 
[0, 1] ด)วยการคํานวณตามสมการ 4-3 

RuleCompactmax หมายถึง จํานวนกฎสูงสุดท่ีได)จากโมเดล ในกรณีท่ีทดสอบหลายโมเดล

หรือทดสอบโมเดลเดียวแต&ประมวลผลหลายครั้ง จะคัดเลือกจากครั้งท่ี
ให)จํานวนกฎมากท่ีสุด 

RuleCompactmin หมายถึง จํานวนกฎน)อยท่ีสุดท่ีได)จากโมเดล ในกรณีท่ีทดสอบหลายโมเดล

หรือทดสอบโมเดลเดียวแต&ประมวลผลหลายครั้ง จะคัดเลือกจากครั้งท่ี
ให)จํานวนกฎน)อยท่ีสุด 

RuleCompactalgorithm หมายถึง จํานวนกฎท่ีได)จากโมเดลซ่ึงสร)างจากอัลกอริทึมท่ีกําลัง

พิจารณา เพ่ือต)องการเปรียบเทียบประสิทธิภาพด)านความกะทัดรัดของ
กฎเทียบกับอัลกอริทึมอ่ืน ๆ 

 
4.3  ผลการทดสอบประสิทธิภาพการจําแนกข�อมูลของโปรแกรม CCFAR 

ในการทดสอบประสิทธิภาพการจําแนกข)อมูลจะพิจารณาจากเกณฑ� Accuracy และ 
Suitability of rule set โดยเกณฑ� Accuracy ใช)ประเมินความถูกต)องของโมเดล และเกณฑ� 
Suitability of rule set ใช)ประเมินความเหมาะสมของกฎ ซ่ึงใช)ค&าความถูกต)องและจํานวนกฎท่ี
ได)มาพิจารณาร&วมกัน  

การพิจารณาความสามารถของโปรแกรม CCFAR ตามเกณฑ� Accuracy และ 
Suitability of rule set จะเปรียบเทียบกับอัลกอริทึมอ่ืนท่ีนิยมใช)ในงานทําเหมืองข)อมูลแบบจําแนก
ท่ีสามารถแสดงผลลัพธ�ในรูปแบบของกฎ ได)แก& อัลกอริทึม C4.5 รวมถึงเปรียบเทียบกับอัลกอริทึม
งานทําเหมืองข)อมูลแบบจําแนกท่ีอิงแนวทางการค)นหาความสัมพันธ�ท่ีมีแนวคิดคล)ายคลึงกับงานวิจัย
นี้อีก 4 อัลกอริทึม ได)แก& อัลกอริทึม CBA, OAC, FURIA, CFARC  

อัลกอริทึม C4.5 (Quinlan, 1992) เปHนอัลกอริทึมท่ีรู)จักกันดีและนิยมใช)ในการจําแนก
ประเภทข)อมูล อัลกอริทึมนี้ปรับปรุงเพ่ิมเติมจากอัลกอริทึม Id3 (Quinlan, 1986) ให)สามารถจัดการ
กับข)อมูลท่ีเปHนค&าต&อเนื่องได)โดยใช)หลักการค)นหาแบบฮิวริสติกเพ่ือสร)างต)นไม)ตัดสินใจ และใช)เทคนิค
ในการตัดก่ิงต)นไม)เพ่ือจัดการกับป�ญหา overfitting และทําให)อัลกอริทึมนี้สามารถประมวลผลได)
รวดเร็ว ข)อเด&นของอัลกอริทึมนี้คือกฎท่ีได)รับนั้นผู)ใช)สามารถทําความเข)าใจได)ง&าย 
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อัลกอริทึม CBA – Classification Based on Associations (Liu et al., 1998) เปHน
อัลกอริทึมท่ีใช)ในการจําแนกข)อมูลท่ีได)รับการทดสอบว&ามีความแม&นยําในการจําแนกท่ีสูงกว&า C4.5 
โดยอัลกอริทึม CBA เปHนอัลกอริทึมแรกท่ีนําแนวคิดของการทําเหมืองข)อมูลแบบกฎความสัมพันธ�และ
การทําเหมืองข)อมูลแบบจําแนกประเภทมาทํางานร&วมกัน โดยข้ันตอนการทํางานของ CBA จะ
ประกอบด)วย 2 ส&วน คือ ส&วนท่ีสร)างกฎความสัมพันธ�ซ่ึงเรียกว&า CBA-RG และส&วนท่ีสร)างกฎการ
จําแนกจากกฎความสัมพันธ� เรียกว&า CBA-CB ซ่ึงแนวคิดหลักของส&วนสร)างกฎความสัมพันธ� CBA-RG 
คือ สร)างกฎความสัมพันธ�ท่ีมีค&าสนับสนุนมากกว&าค&าสนับสนุนข้ันตํ่า และกฎความสัมพันธ�ท่ีได)จะอยู&
ในรูปแบบ <condset, y>  ซ่ึง condset หมายถึง เซตของไอเท็ม และ y หมายถึงคลาสเปgาหมาย 
ส&วนแนวคิดของส&วน CBA-CB คือ ทําการคัดเลือกกฎความสัมพันธ�ท่ีมีค&าความผิดพลาดน)อยท่ีสุด 

อัลกอริทึม OAC -- Optimal Association Classifier (Hu and Li, 2005) เปHน
อัลกอริทึมท่ีมีประสิทธิภาพในการจําแนกข)อมูลท่ีดี โดยใช)หลักการสร)างกฎความสัมพันธ�ด)วย
อัลกอริทึม Apriori และคัดเลือกกฎความสัมพันธ�ด)วยการใช)เง่ือนไขบังคับ (Bayardo et al., 1999) 
เพ่ือเลือกกฎความสัมพันธ�ท่ีมีคลาสเปgาหมายตามต)องการ จากนั้นเลือกกฎท่ีเหมาะสมสําหรับการ
จําแนกประเภทข)อมูลด)วยกฎความสัมพันธ�ด)วยการเลือกกฎที่ให)ความแม&นยําสูงท่ีสุด (Li et al., 
2002) 

อัลกอริทึม FURIA -- An Algorithm For Unordered Fuzzy Rule (Hühn and 
Hüllermeier, 2009) เปHนอัลกอริทึมท่ีมีพ้ืนฐานมาจากอัลกอริทึม RIPPER แต&ในอัลกอริทึมนี้จะใช)
วิธีการไม&เรียงลําดับกฎ (Unordered Rule Set) เพ่ือลดการลําเอียงของคลาสเปgาหมายหลัก แต&ทํา
ให)เกิดป�ญหาใหม&คือกฎมีความขัดแย)งกันและกฎท่ีได)รับมีลักษณะไม&ครอบคลุม ซ่ึง FURIA แก)ป�ญหา
ด)วยวิธีการ Stretching เปHนวิธีการเลือกกฎท่ีมีค&าการครอบคลุมมากท่ีสุดและทําให)กฎท่ีได)มีความ
เจาะจงน)อยลง 

อัลกอริทึม  CFARC -- Compact Fuzzy Association Rule-Based Classifier (Pach 
et al., 2008) เปHนอัลกอริทึมสําหรับจัดการกับป�ญหา กฎการจําแนกประเภทข)อมูลท่ีมีจํานวนมาก
เกินไป ป�ญหาท่ีต)องกําหนดค&าสนับสนุนข้ันตํ่าและค&าความเชื่อม่ันข้ันตํ่าท่ีเหมาะสมในการสร)างกฎ
ความสัมพันธ� และป�ญหาการจัดการกับข)อมูลตัวเลขต&อเนื่อง ซ่ึงวิธีการท่ีใช)ในการแก)ป�ญหาลดจํานวน
กฎการจําแนกประเภทข)อมูลคือการทําการตัดก่ิงกฎท่ีมีค&า FCORR ท่ีมีค&าติดลบท้ิง แล)วเลือกกฎท่ีมี
ค&าคะแนนสูงมาใช)ในการทํานายข)อมูล  

ผลการทดสอบประสิทธิภาพของโมเดลท่ีสร)างจากโปรแกรม CCFAR ของงานวิจัยนี้
เปรียบเทียบกับอีก 5 อัลกอริทึมคือ C4.5, CBA, OAC, FURIA, CFARC ด)วยชุดข)อมูลทดสอบ 
โรคหัวใจ (heart disease) และโรคเบาหวาน (Pima Indians diabetes) แสดงได)ดังตารางท่ี 4.4 
และ 4.5 กราฟการเปรียบเทียบประสิทธิภาพแสดงได)ดังรูปท่ี 4.1 และ 4.2  
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ตารางท่ี 4.4 ผลการทดสอบประสิทธิภาพของโปรแกรมกับชุดข)อมูล heart disease 

อัลกอริทึม 
มาตรวัด 

Accuracy จํานวนกฎ 
(เฉลี่ย) 

Rule 
compactness 

Suitability 
of rule set 

C4.5 (Quinlan, 1992) 0.770 17.4 0.904 0.831 

CBA (Liu, Hsu, and Ma, 1998) 0.815 52.0 0.680 0.741 

OAC (Hu and Li, 2005) 0.811 157.0 0.000 0.000 

FURIA (Hühn and Hüllermeier, 2009) 0.797 8.4 0.963 0.872 

CFARC (Pach et al., 2008) 0.774 2.7 1.000 0.872 

CCFAR 0.781 3.0 0.998 0.876 
 
 

ตารางท่ี 4.5 ผลการทดสอบประสิทธิภาพของโปรแกรมกับชุดข)อมูล Pima Indians diabetes 

อัลกอริทึม 
มาตรวัด 

Accuracy จํานวนกฎ 
(เฉลี่ย) 

Rule 
compactness 

Suitability 
of rule set 

C4.5 (Quinlan, 1992) 0.734 20.3 0.833 0.780 

CBA (Liu, Hsu, and Ma, 1998) 0.724 45.0 0.609 0.661 

OAC (Hu and Li, 2005) 0.781 112.0 0.000 0.000 

FURIA (Hühn and Hüllermeier, 2009) 0.747 8.5 0.940 0.832 

CFARC (Pach et al., 2008) 0.729 2.0 1.000 0.843 

CCFAR 0.747 4.0 0.981 0.848 
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รูปท่ี 4.1 กราฟเปรียบเทียบประสิทธิภาพของโปรแกรมกับชุดข)อมูล heart disease 
 
 

 

รูปท่ี 4.2 กราฟเปรียบเทียบประสิทธิภาพของโปรแกรมกับชุดข)อมูล Pima Indians diabetes 
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4.4  อภิปรายผลการทดสอบ 

ในการทดสอบความสามารถของโปรแกรมกับชุดข)อมูลทดสอบ heart disease พบว&า
โปรแกรม CBA ให)ค&าความแม&นยําในการทํานายคลาสของข)อมูลได)ถูกต)องมากท่ีสุด คิดเปHน 81.50% 
ในขณะท่ี C4.5 ให)ค&าความแม&นยําตํ่าท่ีสุดท่ี 77.00% และโปรแกรม CCFAR ของโครงการวิจัยนี้จัด
อยู&ในลําดับท่ี 4 ท่ีค&าความแม&นยําในการจําแนกข)อมูลคิดเปHน 78.10% โดยมีความแม&นยําตํ่ากว&า
โปรแกรมในลําดับท่ีหนึ่งประมาณ 3.4% 

เม่ือพิจารณาในประเด็นจํานวนกฎท่ีได)รับจากโปรแกรมบนชุดข)อมูลทดสอบ heart 
disease พบว&าโปรแกรม OAC ให)จํานวนกฎท่ีสูงมากท่ีประมาณ 157 กฎ ในขณะท่ีโปรแกรม 
CFARC และ CCFAR ให)จํานวนกฎเฉลี่ยอยู&ท่ี 2.7 และ 3.0 โดยลําดับ การท่ีโปรแกรม OAC ให)
ผลลัพธ�เปHนจํานวนกฎปริมาณสูงมากส&งผลให)การคํานวณค&า Rule compactness มีค&าเปHน 0 และ
เม่ือนําไปคํานวณร&วมกับค&าความแม&นยําด)วยวิธีคํานวณแบบ harmonic mean ส&งผลให)ค&า 
Suitability of rule set ของโปรแกรมนี้มีค&าเปHนศูนย� โดยโปรแกรมท่ีให)ค&า Suitability of rule set 
สูงท่ีสุดคือโปรแกรม CCFAR ของงานวิจัยนี้ ลําดับท่ีสองคือโปรแกรม FURIA และ CFARC ซ่ึงมีค&า 
Suitability of rule set เท&ากัน 

ในกรณีท่ีทดสอบกับชุดข)อมูล Pima Indian diabetes โปรแกรม OAC มีค&าความ
แม&นยําสูงท่ีสุดท่ี 78.10% ในขณะท่ีโปรแกรม CCFAR และ FURIA อยู&ในลําดับท่ีสองท่ีค&าความ
แม&นยําเท&ากันคือ 74.70% แต&เนื่องจากโปรแกรม OAC มีผลลัพธ�เปHนกฎการจําแนกท่ีมีปริมาณมาก
ถึง 112 กฎ ทําให)ค&า Rule compactness มีค&าเปHนศูนย�และส&งผลต&อเนื่องให)ค&า Suitability of 
rule set มีค&าเปHนศูนย�เช&นเดียวกัน ในขณะท่ีโปรแกรม CCFAR ของโครงการวิจัยนี้มีผลลัพธ�เปHน
จํานวนกฎท่ีน)อย (ประมาณ 4 กฎ) ทําให)ค&า Rule compactness สูง และเม่ือนํามาคํานวณร&วมกับ
ค&าความแม&นยําในการจําแนกจะให)ค&า Suitability of rule set ท่ีสูงท่ีสุดเม่ือเปรียบเทียบกับ
โปรแกรมอ่ืนอีก 5 โปรแกรม 

 



บทท่ี  5  
บทสรุป 

 
5.1  สรุปผลการวิจัย 

งานวิจัยนี้นําเสนอการออกแบบและพัฒนาข้ันตอนวิธีการ เพ่ือให�ได�องค#ความรู�ใหม&ใน
ด�านการทําเหมืองความสัมพันธ#เพ่ือการวิเคราะห#ดิสคริมิแนนต# และมีการออกแบบโครงสร�างของ
ระบบสนับสนุนการตัดสินใจด�านการแพทย#ท่ีสามารถผนวกฐานความรู�จากโมเดลดิสคริมิแนนต# 
ข�อกําหนดหลักของงานวิจัยนี้คือโมเดลดิสคริมิแนนต# (หรือในสาขาการทําเหมืองข�อมูลเรียกว&าโมเดล
การจําแนก) จะต�องอยู&ในรูปแบบของกฎเพ่ือให�สามารถแปลงเป1นฐานความรู�ได�สะดวก โมเดลจะต�อง
มีความถูกต�องสูงและจะต�องมีขนาดของโมเดลไม&ใหญ&เกินไปซ่ึงจะทําให�โมเดลซับซ�อน และมีโอกาสท่ี
จะทําให�เกิดการเจาะจงกับข�อมูลฝ6กสอนมากเกินไป (หรือเรียกว&า overfitting) อันจะส&งผลเสียให�
โมเดลขาดความแม&นยําเม่ือนําไปใช�กับข�อมูลอ่ืนในอนาคต 

ดังนั้นงานวิจัยนี้จึงมุ&งเน�นในการพัฒนาวิธีการเพ่ือค�นหาและเลือกกฎท่ีมีประสิทธิภาพใน
การจําแนกท่ีสูงและกฎท่ีได�รับมีจํานวนน�อย ซ่ึงอัลกอริทึมท่ีผู�วิจัยพัฒนานี้มีชื่อว&า Classification 
with Compact Fuzzy Association Rules หรือ CCFAR โดยเป1นอัลกอริทึมท่ีนําเทคนิคการหากฎ
ความสัมพันธ#มาช&วยในการวิเคราะห#หาความสัมพันธ#กันของข�อมูล และใช�เทคนิคฟRซซีเซตมาช&วยใน
การแก�ปRญหาข�อมูลตัวเลขนําเข�าท่ีมีลักษณะเป1นค&าต&อเนื่อง อีกท้ังเทคนิคดังกล&าวยังเพ่ิมความถูกต�อง
ในการจําแนกข�อมูลท่ีมีการซ�อนทับกันมากอีกด�วย ซ่ึงข้ันตอนวิธีการของงานวิจัยนี้ ได�ใช�อัลกอริทึม 
CFARC (Pach et al., 2008) เป1นพ้ืนฐานในการพัฒนา โดยงานวิจัยนี้ได�เพ่ิมเติมข้ันตอน การ
ตรวจสอบข�อมูลก&อนการประมวลผล (ข้ันตอนท่ี 1) และข้ันตอนการคัดเลือกกฎ (ข้ันตอนท่ี 5) 
นอกจากนี้ยังได�ปรับเปลี่ยนเทคนิคการคํานวณคะแนนของกฎ FCARs ในข้ันตอนท่ี 4 โดยสรุปแล�ว
อัลกอริทึม CCFAR ท่ีพัฒนาข้ึนประกอบด�วยข้ันตอนดังต&อไปนี้ 

(1) ข้ันตอนการตรวจสอบข�อมูลก&อนการประมวลผล 
(2) ข้ันตอนการแปลงข�อมูลตัวเลขค&าต&อเนื่องให�เป1นข�อมูลแบบฟRซซี  
(3) ข้ันตอนการสร�างไอเท็มเซตท่ีปรากฏบ&อยแบบคลุมเครือ 
(4) ข้ันตอนการนําไอเท็มเซตท่ีปรากฏบ&อยแบบคลุมเครือไปสร�างกฎความสัมพันธ#แบบ

คลุมเครือ และทําการเลือกกฎ FCARs ท่ีมีค&าคะแนนเป1นบวก โดยงานวิจัยนี้พัฒนา
สมการท่ีใช�คํานวณค&าคะแนนของกฎ FCARs ข้ึนมาใหม& 

(5) ข้ันตอนการคัดเลือกกฎไปใช�งาน ซ่ึงประกอบด�วย 4 ข้ันตอนย&อยคือ 
     (5.1) การเลือกกฎ FCARs ท่ีมีค&าคะแนนมากท่ีสุดของแต&ละคลาสและแต&ละขนาด 
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     (5.2) การนับความถ่ีของแต&ละแอททริบิวต#จากกฎ FCARs ในข้ันตอนย&อยท่ี 5.1 
และทําการเลือกแอททริบิวต#ท่ีมีความถ่ีมากท่ีสุด 

     (5.3) การคัดเลือกกฎ FCARs ท่ีดีท่ีสุดด�วยแอททริบิวต#ท่ีมีความถ่ีมากท่ีสุด 
     (5.4) การลบกฎท่ีมีลักษณะซํ้าซ�อน  
 
การทดสอบประสิทธิภาพของอัลกอริทึม CCFAR เป1นการทดสอบด�วยชุดข�อมูลด�าน

การแพทย#สองชุดข�อมูล คือ heart disease และ Pima Indian diabetes เพ่ือเปรียบเทียบ
ประสิทธิภาพการจําแนกข�อมูลและจํานวนกฎท่ีได�รับของอัลกอริทึม CCFAR โดยเทียบกับอัลกอริทึม
อ่ืนอีก 5 อัลกอริทึม ประกอบด�วย 

− อัลกอริทึม C4.5 (Quinlan, 1992)  

− อัลกอริทึม CBA – Classification Based on Associations (Liu et al., 
1998)  

− อัลกอริทึม OAC -- Optimal Association Classifier (Hu and Li, 2005)  

− อัลกอริทึม FURIA -- An Algorithm For Unordered Fuzzy Rule (Hühn 
and Hüllermeier, 2009)  

− อัลกอริทึม CFARC -- Compact Fuzzy Association Rule-Based Classifier 
(Pach et al., 2008)  

เกณฑ#ท่ีใช�ในการทดสอบประสิทธิภาพ คือ ค&าความถูกต�องในการจําแนกข�อมูล จํานวน
กฎท่ีได�รับ และค&าความเหมาะสมของกฎเม่ือประเมินความถูกต�องร&วมกับจํานวนกฎท่ีได�รับ ผลการ
ทดสอบกับท้ังสองชุดข�อมูลพบว&าโปรแกรมท่ีพัฒนาจากอัลกอริทึม CCFAR ให�ผลลัพธ#ท่ีดีท่ีสุดเม่ือ
ประเมินด�วยเกณฑ#ค&าความเหมาะสมของกฎ โดยสรุปลําดับความสามารถของอัลกอริทึมได�ดังตารางท่ี 
5.1 โดยค&าท่ีปรากฏในวงเล็บคือค&าเหมาะสมของกฎ 

 
ตารางท่ี 5.1 สรุปลําดับความสามารถของโปรแกรมตามเกณฑ#ค&าความเหมาะสมของกฎ 

ชุดข�อมูล ลําดับท่ี 1 ลําดับท่ี 2 ลําดับท่ี 3 ลําดับท่ี 4 ลําดับท่ี 5 ลําดับท่ี 6 
Heart 
disease 

CCFAR 
(0.876) 

CFARC 
(0.872) 

FURIA 
(0.872) 

C4.5 
(0.831) 

CBA 
(0.741) 

OAC 
(0.0) 

Pima Indian 
diabetes 

CCFAR 
(0.848) 

CFARC 
(0.843) 

FURIA 
(0.832) 

C4.5 
(0.780) 

CBA 
(0.661) 

OAC 
(0.0) 
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5.2  ข�อจํากัดของโปรแกรมและข�อเสนอแนะ 

โปรแกรมท่ีงานวิจัยนี้พัฒนาข้ึนยังมีข�อจํากัดในประเด็นกฎ FCARs ท่ีได�รับจาก
อัลกอริทึม CCFAR จะอยู&ในรูปแบบของฟRซซีเซต เพราะฉะนั้นในการนําไปประยุกต#ใช�งานจะต�อง
แปลงข�อมูลดังกล&าวให�อยู&ในรูปแบบของช&วงข�อมูลเสียก&อน และในงานวิจัยนี้ได�กําหนดระดับความ
เป1นสมาชิกของฟRซซีเซตให�เป1น 3 ระดับ ได�แก& ระดับ Low ระดับ Medium และระดับ High เพราะ
สามารถตีความได�ง&ายและสามารถนําไปเปรียบเทียบกับอัลกอริทึมอ่ืนได� ซ่ึงงานวิจัยในอนาคตอาจจะ
ต�องเพ่ิมความสามารถในส&วนนี้ท่ีทําให�อัลกอริทึมมีความยืดหยุ&นมากข้ึน สามารถกําหนดระดับความ
สมาชิกของฟRซซีเซตได�หลายระดับมากข้ึน 

นอกจากนี้การทดสอบความสามารถของโปรแกรม CCFAR เพ่ือเปรียบเทียบกับ
อัลกอริทึมอ่ืนยังค&อนข�างจํากัดด�วยชุดข�อมูลเพียงสองชุด ซ่ึงในอนาคตอาจพิจารณาเพ่ิมชุดข�อมูลใน
การทดสอบมากข้ึนเพ่ือยืนยันความสามารถของโปรแกรม และในส&วนของการใช�ประโยชน#ฐานความรู�
อาจต�องใช�การสอบทานความถูกต�องและความเป1นไปได�ในการนําไปใช�งานจริงกับแพทย#ผู�เชี่ยวชาญ 
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Abstract—Association rule are important to retailers as a 

source of knowledge to manage shelf, to plan an effective 

promotion, and so on. However, when we are mining with 

association rule discovery technique, we normally obtain a large 

number of rules. To select only good rule is difficult. Therefore, 

in this paper we propose the fuzzy search technique to discover 

interesting association rule. The comparative result of fuzzy 

versus non-fuzzy searches are presented in the experiment 

section. We found that fuzzy search is more flexible than the 

non-fuzzy one in finding highly constrained rules. 

 
Index Terms—Fuzzy set, fuzzy search, membership function, 

association rule mining. 
 

I. INTRODUCTION 

Association rule mining is a method to discover the 

patterns of information, such as the pattern to reveal that 

there are many people coming in the supermarket to buy 

some specific set of products. Therefore, the owner would 

like to know the buying patterns of customers.  The owner 

should perform by 2 steps, first step, to records the purchase 

of individual customers in the tables. Second step, when get 

enough information then bring it to association rule mining 

and then the results are association rules. This method is 

called “Market Basket Analysis” and this association rules 

are usually used in business [1]. Therefore, to select the 

appropriate association rules to apply, it is necessarily very 

much and the researcher [2] proposes an algorithm to search 

with many constraints and can be reduced the search space. 

But the most researchers continue to straightforward 

search association rules with normal constraint, For example 

if the user required support value to be equal 1.0 and items in 

the „then‟ must be X (The variable X means items that the 

user wants.) [3]-[6] this searching technique is less efficient 

than fuzzy searching technique because the results must be 

support value as 1.0 only (Which makes it does not received 

the close results, such as support 0.99 but the fuzzy searching 

technique may be received the results with that support 

0.99.). The Fuzzy set is very popular in a variety of major 

because it can indicate the level of what is uncertain. There 

are many researchers used it during processing, such as a data 

support system for sales promotion analysis using fuzzy 

query [7] this work used technical fuzzy and used probability 

to search sales information by SQL language. Which the 
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original searching was not able to searched some information 

but fuzzy searching and weight with probability they can do 

it. There are many tasks related to using SQL and fuzzy in 

that searching [8], [9]. 

This research proposed the method to search association 

rules by applying fuzzy set and search them from the measure 

performance of association rule (Support and Confident). We 

also proposed technique to select and to rank the association 

rules with the scores, therefore the results are very 

satisfactory in some case. 

 

II. RELATED THEORIES AND STUDIES  

A. Basic of Association Rule 

Association rule is a data mining to discover the patterns or 

relationships of items from the large database [10]. Which is 

can be using association rules to predict something happen in 

the future.  

 

Example 1  

Beer, Coke => Diaper 

or            

If Beer, Coke then Diaper 

 

It means if people who buy beer and coke then buy diaper 

together. Therefore the association rule is important to 

business or something that need to find relationships. To 

create the association rules that have two steps. 

Step 1, Find all frequent itemsets meaning itemsets whose 

greater than or equal minimum support, and then we can find 

the support with equation (1).  

 

Support(A) = all transaction that contain A/all transaction (1) 

 

Step 2, Generate association rules with the frequent 

itemsets whose greater than or equal 2-itemsets and the 

association rules must be greater than or equal minimum 

confidence. We can find the confidence of the association 

rules by an equation (2).   

 

Confidence(A=>B) = support(A and B)/support(A)      (2) 

 

B. Fuzzy Set 

Fuzzy sets are two words that come from the word "fuzzy" 

that mean something is not clear, such as, The feeling of 

people are differently to discriminate, such as someone open 

air at 15 degrees, that is cool, but other people said that be 

very cold, and another word is "set" in this case mean a set of 
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mathematical sets that are composed a different member of 

the set, for instance, that consists of people, animals and 

objects. Therefore the term of “fuzzy sets” mean the sets that 

are composed a fuzzy member. This uncertainty, we cannot 

say whether it is true or not true, but we can tell level of the 

fact by membership functions. 

In detail of how to compute the membership functions we 

explained in the next section. However, we can computed the 

relationship of fuzzy sets by 3 fuzzy set operations [11]. 

1) Fuzzy Complements may be called a complement of any 

set, which is a set has a relationship with another set, and 

then we can compute this relationship by equation as 

follows (3). 

 

                         ( ) 1 ( )   A AX X                         (3) 

 

2) Fuzzy Intersections is to extract the duplicate 

memberships of two sets or more, and then we can 

compute this relationship by equation as follows (4). 

 

                   )](),(min[)( XXX BABA  
                   (4) 

 

3) Fuzzy Unions are to include the fuzzy members of sets 

with the relationship. By equation as follows (5). 

 

             )](),(max[)( XXX BABA  
                 (5) 

 

In this paper we used two operators to be computed the 

relationship of fuzzy sets are fuzzy intersections and fuzzy 

unions. 

 

III. THE FUZZY SEARCHING ASSOCIATION RULES 

TECHNIQUE 

The methodology of this research to search the association 

rules with fuzzy set technique is composed of three steps: 

(Fig. 1) first step user is defining user-constraint to search 

association rules from measure support and confidence, The 

second step computes a membership value of the association 

rules from membership function, and the last step the results 

were to calculate the score for select appropriate association 

rules and ranking, details of all the methods to describe as 

follows. 

 

 
Fig. 1. The process of fuzzy search for association rules. 

 

A. Searching 

Association rule discovery based on user-constraint, the 

user can be defined the support and confidence value of the 

association rules by using the word “approximately”, 

“approximately more than”, “approximately less than”, 

“and” and “or”.  

 

Example 2 

User require association rules with the support  

approximately 0.7 and               

The confidence approximately 0.8  

 

Example 3         

User require association rules with the support  

approximately less than 0.7 or             

The confidence approximately 0.8 

 

Example 4 

User require association rules with the support  

approximately 0.7 and              

The confidence approximately more than 0.8    

 

From examples, you can be seen that the words (the words 

use Italics) used are different from normal search (Example, 

equal, less than, more than) because the user can define the 

conditions in the word form of approximately (Notice: the 

numbers are defined as 0.7 and 0.8 because we make it easier 

to explain, but you can change the value that you want.). 

B. Association Rule  

This research used association rules are the input to search 

the approximately rules. By association rules will be 

formatted as if – then. And the "if" and "then" contain 

information are call item, such as if A and B then C, if A and 

B then C and D. In addition, each rule has relation values that 

indicate the quality of association rules. Typically, most 

people used the support and confidence as the criterion to 

selected association rules, the support measure will indicate a 

number of transactions or the number of rows that support 

association rules, and the confidence measure can indicate 

the validity of the rules, which these measures will be 

important in determining selection association rules. 

 
TABLE I: THE EXAMPLE OF ASSOCIATION RULES. 

NO. Rules Support Confidence 

1 G then F 0.1 0.4 

2 B then C 0.2 0.44 

3 F then E 0.3 0.45 

4 A or B then C 0.48 0.56 

5 A and B then E 0.5 0.58 

6 G and B then E 0.6 0.59 

7 F and T and B then C 0.79 0.62 

8 A and B and G then F 0.83 0.75 

9 G and R then F and B 0.9 0.76 

10 A and F then C and B 1 0.8 

 

C. Membership Functions 

The Membership functions are intended to indicate the 

degree of the fuzzy sets. In this research we choose three 

functions are Triangular membership function (Fig. 2 a), R 

membership function (Fig. 2 b) and L membership function 

(Fig. 2 c). Which we will choose the triangulation 

membership function for conditions with the word 

"approximately" because the center point of the function 
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(Fig. 2 a, point b), with a maximum membership value is 1 

which corresponds a user-defined the word about it, the R 

membership function is selected when the condition has the 

word “approximately less than” because of the value of most 

preferred users, they must be less than or equal to the value of 

user-defined then they have the membership value is 1, and 

the values which greater than the value of user-defined that 

will be had the membership value is reducing, and the L 

membership function be selected when the condition has the 

word “approximately more than” because of the value of 

most preferred users, they must be more than or equal to the 

number of user-defined then they have the membership value 

is 1, and the values whose less than the value of user-defined 

that will be had the membership value is reducing. From the 

Example 4 the user requires the association rules with the 

support approximately 0.8 and the confidence rather than 0.7. 

In the process of membership can be achieved by the 

following.  

 

 
Fig. 2. Three membership functions. 

 

The first condition is the user-defined support 

approximately 0.8, the word "approximately" (approximately 

only), it means the function must be a triangulation 

membership function (For example we used information 

from the Table I). The values of the variables a, b and c from 

the triangulation membership function they are meaning, the 

variable a is the minimum value of data, it is 0.1 but to 

increase the flexibility of the results, in this research will be 

decreasing the minimum value with minus 0.05 for increase 

the chances to discover the association rule with the 

minimum support, therefore the new minimum value is 0.05, 

the value of the variable b is 0.8 because user-defined and the 

neighboring of this value is the most important than the other 

values, the variable c is the maximum value of data, but to 

increase the flexibility of the results, in this research will be 

increasing of the maximum value to add 0.05 to increase the 

chances to discover the association rule with the maximum 

support, the new value of variable c is 1.05. And then we 

concluded the value of variables that showed in the Table II 

and instead support value of each association rule into an 

equation (Fig. 2 a), after that the results showed in the Table 

IV (notice: )(XA From the Table IV if there have variables 

which has value more than 1 then we will be decreased it to 1, 

such as there has one variable it has membership value is 1.05 

that is more than 1 then we will be decreased it to 1.00). 

The second condition is the user-defined confidence 

approximately more than 0.7, it means the function must be 

an L membership function because the word "approximately 

more than", and this function composed two variables a and b 

are meaning, the variable a is the minimum value of data, the 

value of the variable b is 0.7 because same the reason variable 

b in triangulation membership function, And then We are 

concluding the value of variables in the Table III and instead 

confidence of each association rule into an equation (Fig. 2 

c), the results showed in the Table IV. In this research does 

not explain the R membership function because its method is 

similar to the L membership function. 

 
TABLE II: THE VALUES OF TRIANGULATION MEMBERSHIP FUNCTION 

Variable Support 

a 0.05 

b 0.8 

c 1.05 

 

TABLE III: THE VALUES OF L MEMBERSHIP FUNCTION 

Variable  Confidence 

a 0.4 

b 0.7 

 

TABLE IV: THE RESULTS OF L MEMBERSHIP FUNCTION 
AND TRIANGULATION MEMBERSHIP FUNCTION 

Support  )(XA   Confidence )(XB  

0.1 0.06  0.4 0  

0.2 0.2  0.44 0.13  

0.3 0.33  0.45 0.16  

0.48 0.57  0.56 0.53  

0.5 0.6  0.58 0.6  

0.6 0.73  0.59 0.63  

0.79 1.05 1.0  0.62 0.73  

0.83 0.88  0.75 1  

0.9 0.6  0.76 1  

1 0.2  0.8 1  

 

TABLE V: THE SCORES OF EACH ASSOCIATION RULE. 

NO. )()( XAorBB  

1 0  

2 0.13  

3 0.16  

4 0.53  

5 0.6  

6 0.63  

7 0.73  

8 0.88 

9 0.6 

10 0.2 

 

D. Computation Score to Rank  

This step is the final step to compute the scoring of 
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association rules for select and rank them. Which association 

rules are selected there score of them must be more than a 

scoring of user-defined, and in this research we defined the 

scoring is 0.6. And then we rank the association rules which 

any association rules have a score more than other rules, they 

will be ranked in the first order. The computation score with 

this method, if the user selects the term connected by "and" is 

used an equation (6), but if the user selects the term 

connected by "or" is used in equation (7). And then sort the 

association rules with the scores.   

        )](),(min[)()( XXX BAAandB                     (6) 

)](),(max[)()( XXX BAAorB                     (7) 

From the example 4 with the condition is "and", which can 

be calculated from the Table IV instead into Equation (6), the 

results are shown in the Table V and then we selected the 

association rules with the scoring more than 0.6  the results 

are No.6, 7, 8 and then we ranked them which any association 

rules that have a score more than other rules, they will be 

ranked in the first order, therefore the results are No.8, 7, 6 

respectively. 

 

IV. EXPERIMENT 

This research used data from a random support and 

confidence (the values are 0.01 to 1.00) to 10k, 50k, 100k and 

150k records to test performance of fuzzy searching and to 

compare non-fuzzy (normal) searching with the various 

conditions. And the scoring of user-defined in fuzzy 

searching association rules we defined it to be greater than 

0.8. The results are shown in the Table VI. 

It can be noticed from the results (Table VI) that the 

condition can be reduced the number of association rules 

very much. In particular, the conditions “s = 0.52 and c =0. 

52” because condition “and” to find the minimum value of 

membership functions, which most association rules do not a 

predetermined threshold. Therefore, the association rules that 

have more quality. But the condition “s <= 0.52”  and 

condition “s >= 0.52” to give similar results because the 

association rule where the member is 1 will be support begin 

at the 0.52 (Middle), lead to a similar number of association 

rules but the most association rules are differently. 
 

TABLE VI: THE RESULTS FROM 5 CONDITIONS OF THE FUZZY SEARCHING  

Constraint 10k 50k 100k 150k 

s = 0.52 2,175 11,042 22,002 32,956 

s <= 0.52 6,132 30,613 61,002 91,516 

s >= 0.52 6,043 30,431 61,231 91,440 

s = 0.52 and 

c = 0.52 

468 2,422 4,845 7,225 

s = 0.52 or 

c = 0.52 

3,876 19,596 39,200 58,743 

 

By the words from Table VI. Represented by these 

symbols. 

“Approximately” represented by “=” 

“Approximately less than” represented by “>=” 

“Approximately more than” represented by “<=” 

“Support” represented by “s” 

“Confidence” represented by “c” 

 
TABLE VII: THE RESULTS FROM 5 CONDITIONS OF THE NON-FUZZY 

SEARCHING 

Constraint 10k 50k 100k 150k 

s = 0.52 103 490 144 1,485 

s <= 0.52 4,906 25,011 75,332 75,016 

s >= 0.52 5,197 25,479 76,113 76,469 

s = 0.52 and 

c = 0.52 

0 0 3 5 

s = 0.52 or 

c = 0.52 

209 992 285 2,988 

 

 
Fig. 3. Fuzzy searching Vs. non-fuzzy (10K). 

 

 
Fig. 4. Fuzzy searching Vs. non-fuzzy (50K). 

 

 
Fig. 5. Fuzzy searching Vs. non-fuzzy (100K). 

 

 
Fig. 6. Fuzzy searching Vs. non-fuzzy (150K). 
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This results of non-fuzzy (Table VII) is decreased more 

than fuzzy searching in all cases (Fig. 3 to Fig. 6 Note: the 

symbols in graphs they mean A: s = 0.52, B: s >= 0.52, C: s = 

0.52 and c = 0.52, D: s = 0.52 or c = 0.52), in condition “s <= 

0.52” and condition “s >= 0.52” to give a little different form 

fuzzy searching, and conditions “s = 0.52 and c = 0.52” and 

conditions “s = 0.52 or c = 0.52” have decreased by almost of 

10x. From fuzzy searching, but the condition “s = 0.52 and c 

= 0.52” do not give the results in data 10k and 50k because 

don‟t have association rules are supported = 0.52 and 

confidence = 0.52, but the fuzzy searching can give the 

results, such as the association rules have support = 0.51 and 

confidence = 0.53, support = 0.52 and confidence = 0.53, etc. 

Therefore to search the association rule for match the 

users-requirement should be using non-fuzzy searching, but 

in some cases this approach cannot provide an answer. 

However, from that problem should be using the method are 

flexible and able to give an answer that is close to the most 

users-requirement this method is fuzzy searching. 

 

V. CONCLUSION AND FUTURE WORK 

This research proposed methods to search association rules 

with fuzzy technique from interestingness measures are the 

support and the confidence. The fuzzy searching are flexible 

and able to give an answer in some case that is close to the 

most users-requirement while the non-fuzzy searching do 

not. In particular, the use of condition “and” can find the rules 

on stricter conditions than the other conditions then the 

results are quite similar to the requirements. The conditions 

“Approximately less than” and “Approximately more than” 

they give the more results because they are quite flexible 

conditions. And other conditions the results will be good 

quality. For future work, we will use this technique to 

incorporate weight in the association rule discovery with 

constraint logic to optimize the number of association rules. 
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Abstract 

Data classification mining is a method to find data 

generalization in a form of rules then used these rules to 

predict some unknown value in the future data. But in 

actual applications, the rules may be of low accuracy and 

the number of rules may be so overwhelmed that users 

could not efficiently apply them. Therefore, this research 

proposes the development of data classification algorithm 

with compact fuzzy association rules to optimize accuracy 

and interpretability of the model. To evaluate the 

performance of the proposed method, this research will 

compare accuracy of the classification model and the 

number of rules against 9 different data classification 

algorithms. The results showed that our CCFAR algorithm 

is comparable in terms of accuracy. When considering both 

accuracy and size of model, our algorithm is the best one.      

Keywords: Data Classification, Associative Classification, 

Fuzzy Classification Association Rule, Fuzzy Set. 

1. Introduction  

Data classification technique is one of a data mining 

widely used to predict the future data by inducing the 

model from sophisticated data. For instance, in a medical 

science the model is used to predict a patient who is risky 

of having a breast cancer 
(1)

. In a commercial bank, the 

model is used to screen credit requests and evaluate the 

credit rating of consumer. For its potential benefits, many 

researches have long been concentrating on improving the 

efficiency of data classification by proposing algorithms 

like C4.5
(2)

 and OneR
(3)

. 

But these algorithms have a low predictive accuracy. 

Therefore, Liu and Ma
(4)

 proposed a new method call the 

"associative classification" which is a combination between 

the association rule mining technique and the data 

classification technique. Their proposed algorithm was 

called the Classification based on Association Rules (CBA). 

The CBA has been tested its predictive performance by 

comparing with the C4.5, and it turns out that has high 

accuracy than C4.5 algorithm. This CBA has drawn 

attention from many researches to develop algorithm based 

on associative classification technique, such as GARC
(5)

  

algorithm, OAC
(6)

  algorithm, and many more. However, the 

inherent problem of associative classification is that the 

association process can handle only symbolic and binary 

values. It cannot process continuous values. To solve this 

problem, we propose to use a fuzzy set to transform the 

continuous value to the degree of membership
(7-9)

.  

In this paper, we present the idea and the development 

of an algorithm called data classification with compact 

fuzzy association rules (CCFAR). Our main focus is to 

optimize both an accuracy and interpretability of the model. 

In addition, we applied the concept of OneR
(3)

 algorithm to 

select the best rules and reduce the number of rules in the 

final result. 

2. Related Works 

Classification task is the mainstream of many 

researches are concentrating on developing algorithms for 

increasing the accuracy and reducing the number of rules. 

We can summarize the researches that are related to our 

works into 3 groups, that are group of data classification, 

group of associative classification, and group of fuzzy 
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associative classification. The details of 3 groups are as 

follows: 

Firstly, the group of data classification is the initiative 

concept of data mining to classify target variable with some 

related features. Examples of this group are as follows: 

- Quinlan
(2)

 proposed C4.5 algorithm which is well 

known in the classification because the algorithm is able to 

process quickly and the model is easily understandable. The 

main concept of this algorithm is the use of heuristic search 

to construct a decision tree and prune tree. 

- Cohen
(9)

 proposed an algorithm called RIPPER 

(Repeated Incremental Pruning to Produce Error 

Reduction) developed from the IREP* algorithm by the 

principle of growing and pruning techniques to select the 

low error rate rules. 

- Holte
(3)

 proposed an algorithm named OneR or 

One-Attribute Rule, which is an algorithm that 

easy-to-understand algorithm and the model is a compact 

set of rules. OneR is simple because it select a single 

attribute with the fewest error to build the model. 

Secondly, the group of associative classification uses 

the association mining to build the association rules, then 

using many techniques of data classification to make 

association rules appropriate for classification. Examples of 

this group are as follows: 

- Liu and Ma
(4)

 proposed CBA algorithm, which 

produced is a high accuracy for the data classification. The 

CBA composed of 2 steps: to build the model with 

CBA-RG (to create the association rules), and CBA-CB (to 

make association rules for classification by selecting the 

low error rate rules). 

- Chen and Zhang
(5)

 proposed an algorithm called 

GARC (Gain Based Association Rule Classification) with a 

efficacy in classifying data used the model is a compact. 

Because of the GARC was using the information gain 

threshold to create frequent item-sets and then it used 

redundant and conflictive techniques to build the class 

association rules. 

- Hu and Li
(6)

 proposed an algorithm named OAC 

(Optimal Association Classifier) with a good efficacy in 

classifying data. The principle of OAC was to generate 

association rules by using the constraint of apriori
(10)

 

algorithm, then it selected the class association rules by the 

method call OCARM (Optimal Class Association Rule 

Mining
(11)

). 

Finally, the group of fuzzy associative classification 

uses the fuzzy set to controll the continuous value in the 

association rule mining processing. Examples of this group 

are as follows: 

- Pach et al.
 (7)

 proposed an algorithm called CFARC 

(Compact Fuzzy Association Rule-Based Classifier) to 

resolve the problem of how to define the minimum support 

and minimum confidence in association rule mining by 

applying fuzzy correlation threshold. In their experimental 

results, they showed a good accuracy and a compact set of 

model. 

- Chen
(8)

 proposed an algorithm named CFAR 

(Classification with Fuzzy Association Rules). It generated 

rules by using the apriori algorithm, then it selected the 

rules that have highest confidence value and deleted 

remaining rules with lowest confidence value. 

- Hühn and Hüllermeier
(12)

 proposed an algorithm 

called FURIA (An Algorithm For Unordered Fuzzy Rule) 

based on the Ripper algorithm. But the FURIA used 

unordered rule set to reduce bias of the target class and it 

used stretching technique to obtain the generalized rules. 

3. Preliminaries 

In this section, we introduce the basic definitions of 

fuzzy sets, fuzzy association rules and fuzzy associative 

classification rules. 

3.1 Fuzzy Sets 

Fuzzy sets are sets that cannot explain something 

clearly. For example, an explanation of the people who are 

very tall, someone say that the people who are 180 cm. high 

are very tall, but others may say that the people who are 

185 cm. high are very tall. So, we can see from this 

example that it is impossible to tell exactly regarding who 

is very tall. Therefore, to solve such problem Zadeh
(13)

 

proposed the concepts of fuzzy sets to explain something 

that is not clear with the degree of membership function 

(rang value of the degree is [0, 1]). For instance, the people 

who are 180 cm. high; they are medium tall at the degree of 

0.7 and very tall at the degree of 0.3. The people who are 

185 cm high, they are medium tall at the degree of 0.1 and 

very tall at the degree of 0.9. From this example, we can see 

the people who are 180 cm. high and 185 cm. high would 

be moderately tall and very tall, respectively with the 

different degrees. 

Therefore, this research applied the concept of fuzzy 

sets to explain the continuous value of numeric data. We 

used fuzzy partitions with fuzzy c-means (FCM
(14)

) 

algorithm.   
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3.1.1 Fuzzy partitions 

In this section, we present the important step of our 

CCFAR algorithming for transform the continuous value 

(Fig. 1 a) to partitions with the FCM algorithm. The FCM is 

used to indicate the degree of membership in a set with the 

value ranging from 0 to 1 (Fig. 1 c), which is different from 

the k-means algorithm that indicates the degree of 

membership in a set with the discrete value (Fig. 1 b). 

The processes of FCM are composed four main steps. 

1) Initialize C and μij 

2) Calculate the center vectors by Eq.(1) 

    cj
(t) = ∑ μij

(t)mxi
N
i=1 /∑ μij

(t)mN
ij      (1)  

3) Compute and update membership of data by Eq.(2) 

μij
(t+1)m = 1/∑ (

||x −c ||

||x −c ||
)

 

(   )C
k=1      (2)    

4) If ||μij
(t+1)m − μij

(t)m || < ε then STOP; otherwise 

repeat step 2. 

 

Where xi  is data vector, m is fuzziness that can be any 

real number equals or greater than 1, μij is the degree of 

membership of xi to be in the cluster j, N is data for 

clustering, C is number of clusters and  cj is center of 

cluster j.                                       

 

Fig. 1.  The membership functions of k-means and FCM. 

3.2 Fuzzy Association Rule 

Association rule is originally an analysis of customer 

purchases (also called Market Basket Analysis) by storing 

the items in the basket of the customer into transaction. 

Then, it analyzed these transactions to discover the 

association rules. The association rules are expressions of 

the type X → Y, where X and  Y are sets of items. This 

means that if customers buy item X, then customers buy 

item Y together. But the processing of the association rule 

mining is unable to handle the continuous value (Table 1). 

So, we used fuzzy set to convert the continuous value into a 

degree of belonging to a set. For example, the Table 2 

shows the degree of attribute age associated with linguistic 

values low, medium and high. 

In recent years, many researches have proposed 

methods to mining fuzzy association rules from continuous 

value
(15,16)

. The processing of fuzzy association rules are 

composed of 2 steps. First step, create frequent Item-sets by 

counting item-sets that have fuzzy support (Eq.3) higher 

than the minimum fuzzy support. Second step, create fuzzy 

association rules from frequent item-sets that have fuzzy 

confidence (Eq.4) higher than the minimum fuzzy 

confidence. 
FS(<Z:A>) =

∑ ∏ 𝑡𝑘(𝑧𝑖)<𝑧𝑖:𝐴𝑖,𝑗>∈<𝑍:𝐴>
𝑁
𝑘= 

N
    (3) 

  FC(<X:A> → <Y:B>) =
𝐹𝑆(<𝑋:𝐴>∪<𝑌:𝐵>)

𝐹𝑆(<𝑋:𝐴>)
   (4)                                      

Let <Z: A> be a fuzzy item-set denoted as <Z: A> = 

[<zi1: Ai,j > ∪ <zi2: Ai,j > ∪ …∪  <ziq: Ai ,j>], where 

q ≤ n + 1, zi is an attribute, such as Age, Income and 
Balance, Ai,j is a fuzzy interval, such as Low, Medium and 

High, tk is a transaction, and N is the number of 

transactions. 

Table 1.  The example of data. 

Id Age 

1 18 

2 20 

3 19 

4 24 

5 25 
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Table 2. The degrees of attribute age with FCM algorithm. 

Id 
Age 

Age = Low Age = Medium Age = High 

1 0.9863 0.0127 0.0010 

2 0.0119 0.9862 0.0019 

3 0.4996 0.4900 0.0104 

4 0.0074 0.0141 0.9785 

5 0.0053 0.0090 0.9857 

3.3 Fuzzy Associative Classification Rule 

Fuzzy associative classification rule and Fuzzy 

association rule are similar techniques in terms of 

processing steps, but they differ at consequent part of rule. 

The fuzzy associative classification rule must contain only 

one class label at consequent part of rule ( =   1,   ,  k ). 

Therefore, the fuzzy confidence of fuzzy associative 

classification rule can be defined as follows:        

FS(<Z:A>) =
∑ ∏ t (z ,C 

)<z ,C 
:A ,C , >∈<Z:A>

N
 = 

N
  (5) 

 

FC(<X:A> → <Y:C>) =
FS(<X:A>∪<Y:C>)

FS(<X:A>)
     (6)                                      

4. Our Proposed Methodology: CCFAR 

In this section, we described our algorithm that has 

been named data classification algorithm with compact 

fuzzy association rules (CCFAR) to obtain the fuzzy 

associative classification rules with optimum combination 

of accuracy and interpretability of the model. Our 

methodology is composed of five steps (Fig 2). 

1) Data Screening: The data characteristic of CCFAR 

must be numeric data because of the transformation of 

fuzzy set that will convert numeric data only. At current 

stage, our algorithm assumes that there is no missing value 

in the data. 

2) Data Partitioning:  This step is transforming the 

numeric data to fuzzy intervals or fuzzy sets. In the CCFAR 

algorithm, we used FCM to make the transformation 

because of it easy-to-understand property and high 

performance. As an example, we used the data from Table 

1 and we defined fuzzy intervals to be 3 partitions; the 

results were represented in table 2. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fig. 2.  The development of data classification algorithm 

with compact fuzzy association rules. 

 

3) Frequent Fuzzy Item-Sets Searching: The fuzzy 

frequent item-sets are fuzzy item-sets that have fuzzy 

support more than minimum fuzzy support (γ). At this step, 

the process are the same as CFARC
(7)

 algorithm (Fig. 3). 

4) Fuzzy classification association rule (FCARs) 

generation: This step is similar to the CFARC
(7)

 algorithm 

(Fig. 4), but it differed in the computation of score values of 

all rules. In this research we computed score values of all 

rules by using our new metric as shown in Eq.9 fuzzy 

correlation (Eq.7), fuzzy confidence (Eq.6) and firing 

strength( ) (Eq.8). The intuitive idea is that we need a high 

correlated, high confidence, as well as high support rules. 

 

FCORR (<X: A> → <Y: C>) = 

FS(<X:A>∪<Y:C>)−FS(<X:A>)×FS(<Y:C>)

√FS(<X:A>)×(1−FS(<X:A>))×FS(<Y:C>)×(1−FS(<Y:C>))
 (7)                 

 (<X: A> → <Y: C>) =  

∑ ∏ tk(zi)<z :A , >∈< :A>
N
k=1        (8) 

S ORE =   ORR ×   ×     n   t  n t ( )     (9)   
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Fig. 3.  The frequent fuzzy item set searching
(7)

.  

 

 
 

Fig. 4. The fuzzy classification association rule generation
(7)

 

 

5) Fuzzy Classification Association Rule Selection: 

This step is selecting the FCARs to be used in the data 

prediction. It’s composing of 4 parts as follows (Fig.5): 

- Frist part: The rules that have the same class label 

and the same size will be grouped together. After that, this 

algorithm will select rule with the highest SCORE from 

each group.   

- Second part: The rules with the highest SCORE in 

each group will be counted the frequency of attributes in 

antecedent of rule. For example: 

From Table 3, the frequency of attribute Age is 5 (No. 

1, 2, 3, 4 and 5), attribute Inc is 3 (No. 3, 5 and 6) and 

attribute Bal is 1 (No. 2). Thus, the highest frequent 

attribute is the attribute Age. *If frequencies of attributes 

are equal, attributes will be randomly selected.  

 

 

Fig. 5.  The fuzzy classification association rule selection. 

 

- Third part: A set of FCARs with the highest SCORE 

and shortest rule from each fuzzy interval is selected. For 

examples, the rules from Table 3 that contain attribute Age 

(the highest frequency) are No.1, 2, 3, 4 and 5. After that, it 

selects the FCARs from the rules No. 1-5 with the highest 

SCORE and the shortest rule, which are rule No. 1(Shortest 

rule of Age = high), 2 (Highest SCORE of Age = high), and 

4 (highest SCORE and shortest rule of Age = medium). But 

this selection is incomplete became the rule that contains 

Age = low is missing. Therefore, this algorithm will create 

new rule that contains Age = low with don’t cared support 

and SCORE values, such as:  

Rule 1: Age = low → yes, SCORE = -0.12  

Rule 2: Age = low → no, SCORE = 0.12 

In this algorithm, the Rule 2 will be selected because 

it has positive SCORE value. Thus, we can conclude the 

results as follows: 

1. Age = high → yes 

2. Age = high and Bal = low → no 

3. Age = medium → no  

4. Age = low → no 

- Fourth part: we will remove rules that are superset in 

antecedent part (left-hand-side) with the same class as other 

rules. For instance,    

 Rule 1: Age = low → yes,  

 Rule 2: Age = low and Bal = high → yes 

From example, we removed the Rule 2 because of it is 

superset in antecedent part and has same class of Rule 1. 

 

Frequent fuzzy item set searching (an Apriori fuzzy 

implementation) 

Input: DF fuzzy data 

Output: the set of frequent fuzzy item set 

Method: 

1. Determine the supports of the classes by the 

distribution of classes; 

2. Set the minimal fuzzy support (γ) to the half of 

the minimum frequency of classes; 

3. Generate the 1- candidate fuzzy items; 

4. Calculate FS values then select the frequent fuzzy 

items from the 1- candidate which has FS > γ, and n = 2; 

5. While there exist some n-1 size frequent item 

sets: Generate the n–size candidate sets from n-1 size 

frequents (and 1-size frequents); 

Fuzzy classification association rule generation 

Input: a set of frequent fuzzy item sets 

Output: positive correlated FCARs separated by size 

Method: 

1. Generate association rules with class label 

consequent from all the frequent item sets to consider 

the size of item sets 

2. Calculate the Score values of all the rules; 

3. Select rules with positive SCORE value for all 

size; 

Fuzzy classification association rule selection 

Input: a set of FCARs 

Output: the Compact FCARs 

Method: 

1. Select rules with the highest SCORE for each 

class in each size of the rules; 

2. Find maximum frequent attribute from step 1 

then select OneR; 

3. Select highest SCORE and shortest rule from a 

set of FCARs with OneR. (If a set of FCARs does not 

have a set of OneR then create new rule); 

4. Remove redundancy rules by select the shortest 

rule; 

34 



Table 3.  The FCARs with SCORE. 

No. FCARs SCORE 

1 Age = high → yes 1.2725 

2 Age = high and Bal = low → no 1.9225 

3 Age = high and Inc = me → no  1.1619 

4 Age = medium → no 1.2608 

5 Age = medium, Inc = high → no 0.8432 

6 Inc = high → yes 1.1232 

 

Table 4.  Data sets. 

Data Set Size # Attribute # Class 

Iris 150 4 3 

Heart 270 13 2 

Pima 768 8 2 

5. Experimentation and Results 

In this section, we evaluated our CCFAR algorithm 

using three measurements accuracy: Acc (Eq.10), number 

of the models (Compact Value: CV) that we normalized it 

to be the Normalization of Compact Value: NCV (Eq.11), 

and the combination of Acc and NCV in which we call 

Suitable Rule: SR (Eq.12). Our algorithm was tested on 

three different data sets and compared with nine different 

algorithms. These algorithms are grouped as: data 

classification, associative classification and fuzzy 

associative classification. The nine algorithms are namely 

C4.5, RIPPER, OneR, CBA, GARC, OAC, FURIA, CFAR, 

and CFARC. The data are taken from the UC Irvine 

Machine Learning Repository, namely Iris, Heart, and Pima 

(details shown in Table 4). The classification performances 

of all algorithms were measured by ten-fold cross 

validation.  

Acc =
TP+TN 

TP + TN + FP + FN
         (10) 

Where TP is the number of true positive examples, FP 

is the number of false positive examples, TN is the number 

of true negative examples and FN is the number of false 

negative examples. 

    N V AL =
Avg(CV) ax−Avg(CV)AL 

Avg(CV) ax−Avg(CV)  n
    (11) 

 

SRAL =
Avg(Acc)AL+NCV AL

2
      (12) 

 

Let Av ( V) is an average of compact value, AL is 

an Algorithm. 

 

Table 5.  The Accuracy (Acc) of classification of CCFAR algorithm and other algorithms. 

Data 

Set 

CLASS AC FCAR 

C4.5 
RIP 

PER 
OneR CBA GARC OAC 

FU 

RIA 
CFAR 

CFA 

RC 
CCFAR* 

Iris 0.933 0.933 0.490 0.929 0.960 0.940 0.947 0.413 0.959 0.960 

Heart 0.770 0.822 0.729 0.815 0.880 0.811 0.797 - 0.774 0.781 

Pima 0.734 0.747 0.229 0.724 0.762 0.781 0.747 0.561 0.729 0.747 

Avg(Acc) 0.812 0.834 0.797 0.822 0.867 0.844 0.830 0.782 0.820 0.828 

Rank. 8 3 9 6 1 2 5 10 7 4 

 

Table 6.  The number of classification rules (Compact Value) of CCFAR algorithm and other algorithms. 

Data 

Set 

CLASS AC FCAR 

C4.5 
RIP 

PER 
OneR CBA GARC OAC 

FU 

RIA 
CFAR 

CFA 

RC 
CCFAR* 

Iris 4.9 3.6 3.0 5.0 7.0 9.0 4.4 9.1 3 3 

Heart 17.4 4.1 2.0 52.0 12.0 157.0 8.4 - 2.7 3 

Pima 20.3 4.1 7.8 45.0 6.0 112.0 8.5 2.0 2 4 

Avg(CV) 14.2 3.9 4.2 34 8.3 92.6 7.1 5.5 2.6 3.3 

NCV 0.86 0.983 0.980 0.64 0.93 0 0.94 0.96 1 0.99 

Rank. 8 3 4 9 7 10 6 5 1 2 
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Table 7.  The complete rules of CCFAR algorithm and other algorithms. 

Data 

Set 

CLASS AC FCAR 

C4.5 
RIP 

PER 
OneR CBA GARC OAC 

FU 

RIA 
CFAR 

CFA 

RC 
CCFAR* 

SR 0.840 0.908 0.888 0.735 0.900 0.422 0.889 0.873 0.9100 0.9104 

Rank. 8 3 6 9 4 10 5 7 2 1 

 

The results in Tables 5-7 were summarized and 

discussed as follows: 

- Table 5 shows the accuracy of classification of 

CCFAR algorithm compared to the 9 algorithms. The 

symbol “-” means no available published result. GARC 

algorithm shows the highest accuracy (0.867) in all dataset 

and it has been ranked number 1 in the comparison among 

classifier data from 10 algorithms. Our proposed CCFAR 

algorithm was ranked number 4 (0.828) in classification 

accuracy.  

- Table 6 represents the number of classification rules 

of CCFAR algorithm and the other 9 algorithms. The 

measure NCV is a normalization of the compact values 

computed as in Eq.8. The CFARC algorithm gives the 

smallest number of rules (2.6) comparing from 10 

algorithms. Our CCFAR algorithm was ranked number 2 

with average number of rules equals (3.3). 

- From table 7, we showed the combination of accuracy 

and normalization of compact value which is called the SR 

values of CCFAR algorithm and other nine algorithms. We 

can see that the best SR is our presented method CCFAR 

(0.9104). It means our algorithm is a good classifier in 

terms of both accuracy and good compact of fuzzy 

associative classification rules considered all together.    

6. Conclusions 

This paper proposes the development of data 

classification algorithm with compact fuzzy association 

rules called (CCFAR) to optimize both an accuracy and 

interpretability of the classification model. To evaluate the 

performance of the proposed method, our algorithm was 

tested on three different data sets and compared the results 

with the other nine different algorithms. The results showed 

that our proposed CCFAR algorithm was ranked number 3 

based on accuracy of classification, and it was ranked 

number 2 based on the smallest number of rules. CCFAR is 

the best algorithm when we combine accuracy and compact 

value together.       
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Abstract 

Data mining can identify patterns of data, find 

relationships within the data to predict the outcome or predict 

future data trends. Association rule mining is part of data 

mining and it has been applied in many fields. The 

performance of association rule mining depends on the 

support and confidence measures. In this research, we 

perform a comparative of number of rules that is affected 

form different kinds of measures. We propose the idea of 

using a combination of measures (such as 

support*confidence, confidence*lift) instead of considering 

only support value or confidence. The main objective is to 

reduce the number of rules in the process of fuzzy association 

rule mining, in which a compact rule set is important to the 

real application of the fuzzy system. The experimental 

results reveal that our idea of combining multiple measures 

for fuzzy association rule mining can significantly reduce the 

number of association rules. 

Keywords: Data mining, Association Rule, Fuzzy 

Association rule mining, Measure for Association Rules. 

1. Introduction 

At present, data mining has been very popular because 

it helps extract, search, predict, and many other knowledge-

intensive tasks. Usefulness is from employing existing data 

to predict future trends in data, extracting patterns of the data, 

and finding the relationship within the data group. These 

benefits make data mining been widely applied. In medicine, 

it is used in the data analysis of the patient to see a trend 

whether or not the patient is likely to be ill from a disease. 

The business side also uses data mining to analyze the buying 

patterns of consumers.  

Data mining techniques can be practiced in various ways. 

The technology that has been adopted widely is association 

rule mining in relation to the incident and bring those things 

that occur together to create the association rules. 

Finding association rules was proposed by Agrawal(1) to 

be used in data mining. To find efficiently association rules 

a criterion for calculating the support of rule is necessary. A 

confidence criterion is also needed to reduce the number of 

rules.  

The most relevant research to ours is to reduce the 

number of rules in different ways, such as the work of F. P 

Pach et al.(2). They proposed the concept to reduce the 

number of fuzzy association rules with pruning technique, 

which makes the association rules smaller in their size. The 

research of M. M. Ballesteros et al.(3) aimed to improve the 

algorithm and they compared the fitness function obtained 

from the various developed algorithms as well as there is 

quite a few the traditional algorithm. However, research 

work that compares the number of rules based on different 

measures, especially a multi-criteria measure. Therefore, we 

propose this research that was performed to compare the 

number of rules for different measures and also apply more 

than one measures to reduce the number of discovered 

association rules. 

2. Background 

2.1 Association Rule Mining  

Association rule mining is a process that gained much 

popularity in data mining. The process to find relationships 

that hidden in a dataset can be explained with the following 

example. 

 

From Table 1 which is a set of ten transactions, the 
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frequency of the purchases for each product type in 

association to other products are shown in table 2. 

From Table 2, one can create an instance of the 

relationships that can be represented as “if antecedent then 

consequence” (or “antecedent ⇒ consequence”) as follows: 

If customer buy milk, then they also buy bread. 

If customer buy beer, then they also buy potatoes. 

If customer buy bean, then they also buy potatoes. 

 

Table 1 Transactional database of customer’s purchases. 

Transaction ID Item 

1 Milk, Bread, Butter, Water 

2 Milk, Bread, Cola 

3 Beer, Bean, Potatoes 

4 Milk, Bread, Water 

5 Water, Cola, Beer 

6 Milk, Butter, Potatoes 

7 Cola, Potatoes, Bean 

8 Milk, Bread 

9 Milk, Bread, Potatoes 

10 Beer, Bean, Potatoes  

 

Table 2 Frequency of each combination of two product 

types. 

 Mil

k 

Brea

d 

Butte

r 

Wate

r 

Col

a 

Bee

r 

Bea

n 

Potatoe

s 

Milk 6* 5 2 2 0 0 0 2 

Bread 5 5* 1 2 1 0 0 0 

Butter 2 1 1* 1 0 0 0 1 

Water 2 2 1 3* 1 1 0 0 

Cola 0 1 0 1 3* 1 1 1 

Beer 0 0 0 1 1 3* 2 2 

Bean 0 0 0 0 1 2 3* 3 

Potatoe

s 

2 0 1 0 1 2 3 4* 

*Purchases counted as one-item frequency. 

 

Table 3 Measures for finding support of rules. 

Measure Equation Range 

support(X) n(X) / N [0,1] 

support(X⇒Y)  n(X∩Y) / N [0,1] 

confidence(X⇒Y) support(X⇒Y ) /support(X) [0,1] 

lift(X⇒Y)(4) support(X⇒Y) / (support(X) * support(Y)) [0,∞] 

conviction(X⇒Y)(5) (1 - support(Y)) / (1 - confidence(X⇒Y)) [0,∞] 

gain(X⇒Y)(6) confidence(X⇒Y) – support(Y) [-0.5,1] 

leverage(X⇒Y)(7) support(X⇒Y) – (support(X) * support(Y)) [-0.25,0.25] 

 

2.2 Different Measures of Association Rule Mining 

(a) Support measure 

Support measure is frequency of each purchased item. 

This measure supports usefulness of association rules. The 

higher the frequent that association occur. The boundary of 

support measure ranges between 0 to 1 and can be computed 

as in the following equation: 

 

           𝑠𝑢𝑝𝑝𝑜𝑟𝑡(𝑋 ⇒ 𝑌) =
n(X∩Y)

N
 

(1) 

 

where: 

 n(X∩Y) is the number of time that the item X 

happened together with Y in the same transaction. 

N is the total number of transaction.  

Example 1: finding the value of support of rule with the 

support measure. 

From Table 1 when using the support measure to find 

the value of support of rule that customers buy milk and also 

buy bread, the computation is as follows: 

𝑠𝑢𝑝𝑝𝑜𝑟𝑡(𝑚𝑖𝑙𝑘 ⇒ 𝑏𝑟𝑒𝑎𝑑) =
5

10
= 0.5 

That means the value of support of rule “if milk then 

bread” is 0.5, or 50% of the whole transactions. 

 

(b) Confidence measure 

Confidence measure is the measure to indicate the 

reliability of the rule. The boundary of confidence measure 

is between 0 to 1 and can be computed as follows: 

𝑐𝑜𝑛𝑓𝑖𝑑𝑒𝑛𝑐𝑒(𝑋 ⇒ 𝑌) =
support(X ⇒ Y)

support(X)
 (2) 

where: 

support(X⇒Y) is the frequency that both items X 

and Y occur in the same transaction, 

support(X) is the support that X has happened 

counted from all transactions. 

Example 2: finding the value of confidence of rule with 

the confidence measure. 

From Table 1 when using the confidence measure to find 

the value of confidence of rule that customers buy milk and 

also buy bread, the computation is as follows: 

𝑐𝑜𝑛𝑓𝑖𝑑𝑒𝑛𝑐𝑒(𝑚𝑖𝑙𝑘 ⇒ 𝑏𝑟𝑒𝑎𝑑) =
0.5

0.6
= 0.833 

That means the value of confidence of rule that if milk 

is bought then bread also be bought is 0.833, or 83% of 

confidence. 
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(c) Lift measure 

Lift measure has its boundary of value between 0 to 

infinity. If the value is less than 1, it means that X and Y are 

related in a negative way. If a value equal 1, it means that X 

and Y are independent. If a value is greater than 1, it indicates 

that X and Y are correlated in a positive way. The 

computation is shown in the following equation: 

 

𝑙𝑖𝑓𝑡(𝑋 ⇒ 𝑌) =
support(X ⇒ Y)

support(X) ∗ support(Y)
 (3) 

 

where: 

 support(X⇒Y) is the frequency that X and Y 

occur in the same transaction, 

support(X) is the support that X happened against 

all transactions, 

support(Y) is the support that Y happened against 

all transactions. 

Example 3: finding the value of lift of rule with the lift 

measure. 

From Table 1 when using the lift measure to find the 

lifted confidence that customers who buy milk also buy 

bread, the lift value computation can be illustrated as 

follows: 

𝑙𝑖𝑓𝑡(𝑚𝑖𝑙𝑘 ⇒ 𝑏𝑟𝑒𝑎𝑑) =
0.5

0.6 ∗ 0.5
= 1.667 

That means the value of lift of rule milk ⇒ bread is 

1.667; that is, milk and bread have a positive relationship. 

 

(d) Conviction measure 

Conviction measure has its boundary value between 0 to 

infinity. If the value is less than 1, it means that X and Y are 

related in a negative way. If a value equal 1, it means that X 

and Y are independent. If a value is greater than 1, it indicates 

that X and Y are correlated in a positive way. The conviction 

measure can be computed as in the following equation: 

𝑐𝑜𝑛𝑣𝑖𝑐𝑡𝑖𝑜𝑛(𝑋 ⇒ 𝑌) =
(1 − support(Y))

(1 − confidence(X ⇒ Y))
 (4) 

where: 

support(Y) is the support value that Y happened 

against all transactions, 

confidence(X⇒Y) is the reliability of the X and Y 

co-occurring in the same transaction. 

Example 4: finding the value of conviction of rule with 

the conviction measure. 

From Table 1 when using the conviction measure to find 

the conviction of rules that customers who buy milk also buy 

bread, the computation is as follows: 

𝑐𝑜𝑛𝑣𝑖𝑐𝑡𝑖𝑜𝑛(𝑚𝑖𝑙𝑘 ⇒ 𝑏𝑟𝑒𝑎𝑑) =
(1 − 0.5)

(1 − 0.833)
= 2.99 

That means the conviction of rule that if milk is bought 

then bread is also bought is 2.99. That means milk and bread 

have a positive relationship. 

 

(e) Gain measure 

Gain measure is a measure that is used to compute added 

value or change of rules. The boundary of gain measure is 

between -0.5 to 1. Its computation is as follows: 

 

𝑔𝑎𝑖𝑛(𝑋 ⇒ 𝑌) = confidence(X ⇒ Y) − support(Y) (5) 

  

where: 

 support(Y) is the support that Y happened against 

all transactions, 

confidence(X⇒Y) is the reliability of the X and Y 

co-occurring in the same transaction. 

Example 5: finding the gain value of rule with the gain 

measure. 

From Table 1 when using the gain measure to compute 

usefulness of rules that customers who buy milk also buy 

bread, the computation is as follows: 

 

𝑔𝑎𝑖𝑛(𝑚𝑖𝑙𝑘 ⇒ 𝑏𝑟𝑒𝑎𝑑) = 0.833 − 0.5 = 0.333 

 

That means the gain value of rule that if milk is bought 

then bread is also bought is 0.333. 

 

(f) Leverage measure 

Leverage measure is a measure that indicates the 

strength of the rule. If the leverage is less than 0, it means 

that X and Y are related in a negative way. If the value is 

equal to 0, it means that X and Y are independent, and any 

value greater than 0 indicates that X and Y are positively 

dependent. The computation is as follows: 

where: 

support(X⇒Y) is the support that X and Y co-

occurring in the same transaction, 

support(X) is the support that X happened against 

all transactions, 

support(Y) is the support that Y happened against 

all transactions. 

𝑙𝑒𝑣𝑒𝑟𝑎𝑔𝑒(𝑋 ⇒ 𝑌) = support(X ⇒ Y)                        

                                          −(support(X)  ∗ support(Y)) 
(6) 
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Example 6: finding the value of leverage of rule with the 

leverage measure. 

From Table 1 when using the leverage measure to 

evaluate the rule milk ⇒ bread, the computation is as 

follows: 

𝑙𝑒𝑣𝑒𝑟𝑎𝑔𝑒(𝑚𝑖𝑙𝑘 ⇒ 𝑏𝑟𝑒𝑎𝑑) = 0.5 − (0.6 ∗ 0.5) = 0.2 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

That means the value of leverage of rule that if milk is 

bought then bread is also bought is 0.2, which implies milk 

and bread have a positive relationship. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 1 A research framework for comparing the effect of different measure for fuzzy 

association rules 

 

 

 

 

 

 

 

 

 

 

Figure 2 Frequent fuzzy item set algorithm(2) 

 

 

 

 

 

 

 

 

 

Figure 3 Fuzzy association rule-base generation algorithm(2) 

Data 

Input Data Partitions 

Frequent Fuzzy Item Set 

Generation 

Fuzzy Association  

Rule Generation 

Fuzzy Association Rules 

Difference Measures 

Frequent Fuzzy Item Set Generation 

Input  Fuzzy data 

Output  Frequencies item set   

Method:  

  1. Define the support value by the distribution of each class. 

  2. Define the support value at least half the frequency of that class. 

  3. Create a representative. 

  4. Calculate the membership value after selecting the representative 

    group from steps 3 which must be worth the membership value.  

 

Fuzzy Association Rule Generation 

Input  Frequencies item set   

Output  Fuzzy association rules 

Method:  

  1. Create association rules from all item set. 

  2. Calculated the correlation with the measure. 

  3. Select the association rules with the support of the rules more 

    than the minimum.  

 

276 



3. Methodology 

Researchers have designed the process and findings of 

the comparison of single measure and multi-measure for the 

discovery of fuzzy association rules as show in Figure 1. 

From figure 3 can explain the process of the research are 

as follows: 

- Input data partitions 

In the process of the associative-based classification is 

the partitioning of an attribute whose value is continuous. It 

is a transformation of continuous values to be discrete 

intervals based on the concept of fuzzy sets.  

- Frequent fuzzy item set generation 

At this process, we will search and count the frequency 

of items and combination of items. These items are to be used 

in the creation of rules, regardless of the support of the rule. 

The procedure is shown in the Figure 2. 

- Fuzzy association rule generation 

In this process, we will create the rules that are screened 

by different measures and will vary various minimum 

support thresholds in order to create various final rule sets. 

The procedure works as shown in figure 3. 

4. Experimental Results 

This study used Breast Cancer Wisconsin data that are 

obtained from the UCI Machine Learning Repository. This 

dataset has 699 instances with 10 attributes and a target 

attribute of two classes. We used this data to find fuzzy 

association rules with various single measures and different 

combinations of two measures. The support of the rules has 

been set to be 90%, 80%, 70% 60%, and 50%. The setting of 

each measuring value is summarized and shown in Table 4. 

The experimental results are shown in Tables 5-7. 

The results shown in Table 5 are the comparison of 

number of rules obtained from using different single measure 

with the support of rules ranging from 90%, 80%, 70%, 60%, 

and 50%. It can be seen that the each single measure gives a 

number of fuzzy association rules different from the value in 

each criteria. There are some measures of screening fuzzy 

association rules that appeared to produce rules less than the 

minimum support of the rule. We noticed that the number of 

rules in each measure is not equal. 

 

Table 4 Percentage value for each measure used in the experimentation compared with the boundary value for each measure. 

 50% 60% 70% 80% 90% 100% 

support 0.5 0.6 0.7 0.8 0.9 1.0 

confidence 0.5 0.6 0.7 0.8 0.9 1.0 

lift 0.5 0.6 0.7 0.8 0.9 1.0 

conviction 0.5 0.6 0.7 0.8 0.9 1.0 

gain 0.475 0.58 0.685 0.79 0.895 1.0 

leverage 0 0.05 0.1 0.15 0.2 0.25 

 

Table 5 Number of rules and average values obtained of each single measure (SOR is minimum support of rule). 

 Measure 

Support Confidence Gain Leverage Lift Conviction 

SOR = 90% Number of Rules 0 105 0 0 252 21 

Average 0 0.9392 0 0 1.327 2.0459 

SOR = 80% Number of Rules 0 105 0 84 252 21 

Average 0 0.9392 0 0.1657 1.327 2.0459 

SOR = 70% Number of Rules 0 238 0 210 252 21 

Average 0 0.8801 0 0.1487 1.327 2.0459 

SOR = 60% Number of Rules 22 252 0 252 252 21 

Average 0.6293 0.8680 0 0.1351 1.327 2.0459 

SOR = 50% Number of Rules 252 252 0 252 252 21 

Average 0.5651 0.8680 0 0.1351 1.327 2.0459 
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Table 6 Number of rules and average values obtained from a combination of support and other five criteria (SOR is 

minimum support of rule). 

 Measure 

Support* 

Confidence 

Support* 

Gain 

Support* 

Leverage 

Support* 

Lift 

Support* 

Conviction 

SOR = 70% Number of Rules 0 0 8 216 21 

Average 0 0 0.1009 0.7630 1.2289 

SOR = 60% Number of Rules 4 0 210 252 21 

Average 0.625 0 0.0831 0.7479 1.2289 

SOR = 50% Number of Rules 108 0 252 252 21 

Average 0.5356 0 0.0759 0.7479 1.2289 

 

Table 7 Number of rules and average values obtained from a combination of confidence and other criteria (SOR is minimum 

support of rule). 

 Measure 

Confidence * 

Support 

Confidence * 

Gain 

Confidence * 

Leverage 

Confidence * 

Lift 

Confidence * 

Conviction 

SOR = 70% Number of Rules 0 0 208 252 21 

Average 0 0 0.1307 1.1537 1.4265 

SOR = 60% Number of Rules 4 0 234 252 21 

Average 0.6250 0 0.1236 1.1537 1.4265 

SOR = 50% Number of Rules 108 0 208 252 21 

Average 0.5356 0 0.1180 1.1537 1.4265 

 

When using more than one measures for determining the 

number of fuzzy association rules, we set the support of the 

rule from 70% were not able to give any rule.  

It can be seen from Table 6 that a comparison in terms 

of of number of rules obtained from using different 2 

measures by using support measure as the main measure and 

varying support of the rule from 70% down to 60% and 50% 

can produce a small set of fuzzy association rules. Using 

more than a single measure as the condition in the selection 

of rules will result in less fuzzy association rules because the 

support of rules when combined with other calculation 

criteria results in the decrease of the rules that satisfy the 

threshold. 

When we use more than a single measure to screen rules 

using the confidence as the main measure with the support 

of the rule ranging from 70%, 60%, to 50%, the results are 

shown as in Table 7. 

It can be seen that the number of fuzzy association rules 

by using confidence measure as the main measure is different 

from using support measure as the main measure. Using the 

confidence as the main measure can provide a slightly larger 

number of fuzzy association rules than the use of support 

measure as the main measure. This may be can see from the 

fact that confidence is a more relax criteria than the support 

measure. 

5. Conclusions 

Association rule mining is one technique of data mining 

that has been widely used in a number of applications. For 

some numeric and continuous values, mining for association 

rules cannot be applied directly because of the enormous 

amount of possible values. Fuzzy set concept can be applied 

to handle this situation and gives rise to the new sub-area 

called fuzzy association rule mining. A small number of rules 

given by the fuzzy association rule mining process is 

important to the performance justification of the process. In 

the work we propose the findings from our experimentation 

that a combination of measures to select the final rule set 

gives a better result than a single measure. Moreover, we 

found that the two-measures such as support*lift and 

confidence*leverage yield a reasonable set of fuzzy 

association rules. 
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Abstract—This research presents an associative classification 

with dissimilar rules (ACDR) algorithm to discover association 
rules with the highest priority and the top frequency. The 
proposed algorithm has the abillity to reduce redundant rules 
and to sort rules in decreasing order by their priorities. The 
results are dissimilar rules that can be used to predict 
information in the future. This algorithm can be applied as an 
associative classification technique and then sorted the results 
by interestingness measures. We develop the program with 
Rstudio, which is a very popular software package in statistical 
analysis and data mining. In the experimentation, we used the 
post-operative patients dataset to evaluate efficiency of the 
algorithm. The results confirm effectiveness of the ACDR 
algorithm by discovering a minimal but powerful set of 
association rules. 

Index Terms—R Language, Association Rule, Algorithm 
Apriori, Associative Classification 

I. INTRODUCTION 
ssociation rule mining is to find the relations among 
data items from large database. The results can be used 

to predict future information or explain current relation. 
Apriori algorithm [1] is a popular method for association 
rule mining. This algorithm was developed based on AIS 
algorithm and focused on the pruning infrequent item sets. 
Many open-sources software can be used to discover the 
frequent patterns such as WEKA, which is software that can 
import data into the program and the final results are 
association rules, RapidMiner that has many tools for data 
mining and users can use operator chaining technique for 
mining with many algorithms in a single execution. But in 
this research we select the Rstudio for mining association 
rules because with this software, users can implement and 
extend algorithm easier than WEKA and RapidMiner that 
are Java implementation. 

Rstudio is a suite of program environment to run the R 
language program, which is commonly language used to 
compute the statistics applications. This program 
environment provides several types of graphical display and 
has many libraries for discovering classification and 
association rules. In this research, we use the library arules 
because it can find the patterns with only a few lines of 
code. Moreover, this library was designed to allow users to 
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specify the mining for association rules with the constraints.  
With the constraint mining feature, it was thus easier and 
faster to find associative patterns with the proposed ACDR 
(Associative Classification with Dissimilar Rules) 
algorithm. 

The main contribution of this research is proposing the 
ACDR algorithm. It can be used to discover dissimilar rules 
for classification. The algorithm has 5 main steps: searching 
for association rules, categorizing rules into target 
association rules and general association rules, classifying 
rules into groups by their right-hand-side item (RHS), 
analyzing with selected agent of each group, and sorting 
rules. 

The proposed algorithm works with any dataset, but for 
the demonstration purpose, we apply the algorithm to the 
post-operative patients dataset. 

II. RELATED WORK 
This research aims to reduce the number of association 

rules that are redundant and retain the remaining rules that 
are important for predicting the future events. Kannan and 
Bhaskaran [4] proposed algorithm for reducing redundant 
rules by clustering association rules into many groups then 
cut redundant rules by interestingness measures. Mutter et 
al. [5] used CBA (Confidence-Based Association Rule 
Mining) algorithm to reduce the number of association rules. 
They ranked rules by confidence values then output rules for 
top hundred association patterns. Our work presented in this 
paper is different from others in that we used associative 
classification technique to rank and reduce association rules. 

Associative classification technique is an integrated of 
classification rules and association rules. The goal of this 
technique is to search for the results having the format “If 
one item or more items have occurred, then another item 
must occur”. It is like the classification rules. 
Hranchotchuang et al. [3] used associative classification 
technique for predicting unknown class label by guessing 
the class label with association rules then the results will be 
classified with classification rules. Tang and Liao [7] 
proposed a new Class Based Associative Classification 
algorithm (CACA). Their algorithm tried to reduce the 
searching space and results are better accuracy of 
classification models. 

  Further this research also does the top ranking after the 
discovery of important association rules. The ranking 
technique is to sort rules in decreasing order by their 
priorities. There are many researches which focus on sorting 
rules [2], [6], [9], [10]. In this research, we use four criteria 
to rank priorities of the association rules. The four certeria 
are the size of the association rules, confidence, support and 
target rules. 

Dissimilar Rule Mining and Ranking Technique 
for Associative Classification 

Phaichayon Kongchai*, Nittaya Kerdprasop, and Kittisak Kerdprasop 
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Algorithm ACDR 
Input: Dataset D, Target items T. 
Output:  Dissimilar Rules DR. 

 
(1)  Rrhs=1 = apriori(D)     # Rrhs=1 = RHS equal 1 item 
(2)   For each R ∈ Rrhs=1   {   
(3)      If  RHS == T { 
(4)  G1 = group(R) 
(5)      } else  G2 = group(R) 
(6)   } 
(7) Rmerge  = merge(RevDup(G1), RevDup(G2)) 
(8) MG = group_by_RHS(Rmerge) 
(9)   For each G ∈ MG  { 
(10)  agent = find_agent(G) 
(11) } 
(12)  DR = sort_by_4condition(agent) 
(13)  return DR 

 

III. METHODOLOGY 
In this section we present ACDR algorithm for 

discovering association rules with the highest priority and 
the top frequency in descending order. The process of 
ACDR of two main parts, (1) to mine for association rules, 
and (2) to analyze association rules for finding important 
rules. We do the ranking priorities of the association rules 
with RStudio program. The details of ACDR algorithm, are 
shown in Fig. 1. Its diagrammatic flow is presented in Fig.2. 
Each subsection, A to E, is explanation of ACDR algorithm 
through the simple running example. 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
Fig. 1 ACDR (Associative Classification with Dissimilar 

Rules) algorithm. 
 

 

 
Fig. 2 The process of ACDR algorithm. 

 

A. Association Rules Mining 
This research uses apriori algorithm [1] as a basis for 

further extension because its association rule mining steps 
are simple but highly efficient pruning strategy to remove 
infrequent item sets with minimum support measure (eq1). 
Support measure of item A is proportion of number of 
transactions that contain A to the total number of 
transactions in the database.  

 

 

 
 
 

            support(A) =    
|A|

|transactions|
                       (1) 

 
The results are frequent item sets 1Tthat can be used further 1T 

association rules constrained by the minimum confidence 
measure (eq2). 

 

            con�idence(A → B) =    
support(A ∩ B)

support(A)
     (2) 

 
 

To implement the proposed methodology we are 
developed a program with R language which is suitable for 
data mining and the R system has many libraries for 
discovering association rules. For example to find 
association rules, the R code is as simple as the one show in 
Fig.3. 

 
 

 

 

 

 

 
 

 

Fig. 3  The R code for association rule mining. 

From the commands in Fig.3 and the data as shown in 
Table 1, the result of program execution displayed in Table 
2. With the simple six transactions given as the input, the 
output is a set of 17 association rules displayed in Table 2. 
These association rules have been constrained to contain 
exactly 1 item in the consequent part (or right-hand-side, 
RHS). This constraint is for later pruning the association 
rules. 
 

B. Extract Target Association Rules and General 
Association Rules 
This ACDR algorithm aims to predict or make decision on 

data that may occur in the future. Therefore, we applied a 
technique to include classification rules and association 
rules and call this technique is an associative classification. 
For our associative classification technique, we divided 
association rules into two groups, The first group is the rules 
to be defined by users contain target items (called Target 
Rules), and the second group is the rules not defined to 
contain target items (called General Rules). Target and 
general rule extraction is the step between lines 2-6 in Fig.1. 
Suppose the target item defined by users are item C and D, 
then the extracted target association rules are those 
illustrated in Table 3, whereas the rest (Table 4) is a set of 
general association rules.  

 
 

library(arules) # call library arules 
Tr <- read.transactions("test.txt",format="basket" 
,sep=",")    
    # read file and storing data in format transaction. 

rules <- apriori(Tr, parameter= list(supp=0.1,   
   conf=0.6, minlen = 2))  

    # association rule mining by apriori algorithm and 
set parameter with minimum support as 0.1, minimum 
confidence as 0.6 and the size of rules to contain at 
least 2 items.  

inspect(rules)  
    # show all rules 
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TABLE 1 

EXAMPLE TRANSACTION DATABASE 
 

ID Item 
1 A, B, C 
2 B, C 
3 A, B, D 
4 A, B, C, D 
5 A 
6 B 

 
TABLE 2 

ASSOCIATION RULES WITH A SINGLE ITEM IN THEIR RHS 
 

NO. Rules Support Confidence 
1 {D}   =>   {A} 0.333 1 
2 {D}   =>   {B} 0.333 1 
3 {C}   =>  {A} 0.333 0.667 
4 {C}   =>   {B} 0.5 1 
5 {B}  =>   {C} 0.5 0.6 
6 {A}   =>  {B} 0.5 0.75 
7 {B}  =>   {A} 0.5 0.6 
8 {C,D}  => {A} 0.167 1 
9 {C,D}  => {B} 0.167 1 

10 {A,D}  => {B} 0.333 1 
11 {B,D}  => {A} 0.333 1 
12 {A,B}  => {D} 0.333 0.667 
13 {A,C}  => {B} 0.333 1 
14 {B,C} => {A} 0.333 0.667 
15 {A,B}  => {C} 0.333 0.667 
16   {A,C,D} => {B} 0.167 1 
17   {B,C,D} => {A} 0.167 1 

 
TABLE 3 

TARGET ASSOCIATION RULES THAT CONTAIN  
THE TARGET ITEMS C AND D IN THE RHS 

 

NO. Rules Support Confidence 
5 {B}  =>   {C} 0.5 0.6 

12 {A,B}  => {D} 0.333 0.667 
15 {A,B}  => {C} 0.333 0.667 

 
 
The rules in Tables 3 and 4 may contain conflicting cases 

such as rule number 12 and 15 have exactly the same 
antecedent parts, but they predict different consequences. 
We call such case a conflict. At line 7 of the ACDR 
algorithm (Fig.1), we remove conflicting cases from both 
the target and general association rules. The remaining rules 
are shown in Tables 5 and 6. 

 
 
 
 
 
 

 
TABLE 4 

GENERAL ASSOCIATION RULES 
 

NO. Rules Support Confidence 
1 {D}   =>   {A} 0.333 1 
2 {D}   =>   {B} 0.333 1 
3 {C}   =>  {A} 0.333 0.667 
4 {C}   =>   {B} 0.5 1 
6 {A}   =>   {B} 0.5 0.75 
7 {B}  =>   {A} 0.5 0.6 
8 {C,D}  => {A} 0.167 1 
9 {C,D}  => {B} 0.167 1 

10 {A,D}  => {B} 0.333 1 
11 {B,D}  => {A} 0.333 1 
13 {A,C}  => {B} 0.333 1 
14 {B,C} => {A} 0.333 0.667 
16 {A,C,D} => {B} 0.167 1 
17 {B,C,D} => {A} 0.167 1 

 
TABLE 5 

TARGET RULES AFTER REMOVING CONFLICT CASES 
 

NO. Rules Support Confidence 

5 {B}  =>   {C} 0.5 0.6 
 

TABLE 6 
GENERAL RULES AFTER REMOVING CONFLICT CASES 

 
NO. Rules Support Confidence 

6 {A}   =>   {B} 0.5 0.75 
7 {B}  =>   {A} 0.5 0.6 

10 {A,D}  => {B} 0.333 1 
11 {B,D}  => {A} 0.333 1 
13 {A,C}  => {B} 0.333 1 
14 {B,C} => {A} 0.333 0.667 
16 {A,C,D} => {B} 0.167 1 
17 {B,C,D} => {A} 0.167 1 

 

C. Classify Rules by RHS (Right-Hand-Side) Item 
The step at line 8 of the ACDR algorithm is to allocate 

rules into groups according to the items appeared in the 
RHS of the rules. The rule classifying strategy s as follow: 

1. All items on the right hand side of association rules 
must be the same items. For example, from Table 6 rules 6, 
10, 13 and 16 have the same item on their right hand side, 
which is B. Therefore, they are allocated as the same group. 

2. Items on the right hand side are not the same, they will 
be allocated to the different groups. 

From Tables 5 and 6, target and general rules are then 
classified into groups and the results are three groups as 
shown in Tables 7-9. 
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TABLE 7 

GROUP C OF ASSOCIATION RULES 
 

NO. Rules Support Confidence 

5 {B}  =>   {C} 0.5 0.6 
 

TABLE 8 
GROUP B OF ASSOCIATION RULES 

 
NO. Rules Support Confidence 

6 {A}   =>   {B} 0.5 0.75 
10 {A,D}  => {B} 0.333 1 
13 {A,C}  => {B} 0.333 1 
16 {A,C,D} => {B} 0.167 1 

 
TABLE 9 

GROUP A OF ASSOCIATION RULES 
 

NO. Rules Support Confidence 
7 {B}  =>   {A} 0.5 0.6 

11 {B,D}  => {A} 0.333 1 
14 {B,C}  => {A} 0.333 0.667 
17 {B,C,D} => {A} 0.167 1 

 

D. Rule Analysis 
After classifying rules into groups, the next step is to 

select agent of each group (Fig. 1 line 9-11). These agents 
are for rule ranking and selecting. The criteria for rule 
selection are: 

1. Select association rules with the longest size. The 
reason is that they can describe the complex conditions. For 
example, the patient who had a first degree of the tumor, had 
irradiated, had surgery and a healthy body then decision is 
that the patient is recovered from cancer. 

2. Select association rules with the shortest size for 
describing the causes that may incur the damage. For 
Example, the patient who had the tumor and is in the final 
stage then the patient is cancerous. 

From the rules in Tables 7-9, after analyzing rules with 
two criteria, we obtain the results as shown in Tables 10 and 
11.  Note that a single rule in group C remains the same one 
as shown in Table 7. 

 
TABLE 10 

GROUP B AFTER RULE SELECTION 
 

NO. Rules Support Confidence 

6 {A}   =>   {B} 0.5 0.75 

16 {A,C,D} => {B} 0.167 1 
 

TABLE 11 
GROUP A AFTER RULE SELECTION 

 

NO. Rules Support Confidence 

7 {B}  =>   {A} 0.5 0.6 

17 {B,C,D} => {A} 0.167 1 

 

E. Sort Dissimilar Rules 
The final process is to combine the three groups into one 

group and then sort the rules by the following criteria (Fig. 1 
line 12). 

 1. If association rule was the shortest size, it will then be 
in the first order. If the rules are the same size, they will be 
considered by the next criterium. 

2. If association rule is defined target item, it will be in the 
first order. 

3. If association rule has the maximum confidence value, it 
will be in the first order. But if the rules have the same 
confidence value, they will be ranked by the next criterium. 

4. If association rule has the maximum support value, it 
will be in the first order. But If the rules have the same 
support value, they will be ranked by order number. 

The rules in Tables 7, 10 and 11 will be merged and then 
sorted with the four criteria. The results are shown in Table 
12. 
 

TABLE 12 
ASSOCIATION RULES AFTER SORTING 

 
NO. Rules Support Confidence 

5 {B}  =>   {C} 0.5 0.6 
6 {A}   =>   {B} 0.5 0.75 
7 {B}  =>   {A} 0.5 0.6 

16 {A,C,D} => {B} 0.167 1 
17 {B,C,D} => {A} 0.167 1 

 
From Table 12 association rules NO. 5 contains defined 

items by user (item C and D), thus it is ranked first. 
Association rules NO. 6 and 7 are rules of the same size, 
they must be ranked by confidence value. Rule NO. 6 has 
higher confidence value than rule NO. 7, it is therefore 
ranked preceding rule No.7. Association rules NO. 16 and 
17 are the same size and also the same confidence value and 
support value, they will be ranked according to the order 
number. The result is that NO. 16 has been ranked preceding 
rule NO. 17. 

IV. EXPERIMENT 
This research experimented with the post-operative 

patients dataset obtained from the UCI Machine Learning 
Repository [8]. The dataset has 8 attributes (explained in 
Table 13) and 90 transactions. 

To perform the experiment, we developed a program using 
Rstudio environment and coding with R language for 
discovery association rules by apriori algorithm. We set 
minimum support and minimum confidence to be 0.01 and 
we define target items as ADM-DECS=I, ADM-DECS=S 
and ADM-DECS=A.  

The objectives of this experiment are to observe a decrease 
in the number of rules in each step of pruning associative 
classification rules and the efficiency of ranking important 
rules process (Fig. 4 and Table 14). 
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TABLE 13 
DESCRIPTION OF POST-OPERATIVE PATIENTS’ DATASET 

 
Attribute Description 
L-CORE patient's internal temperature in degree 

celsius:  
high (> 37), mid (>= 36 and <= 37), low (< 
36) 

L-SURF patient's surface temperature in degree 
celsius :  
high (> 36.5), mid (>= 36.5 and <= 35), 
 low (< 35) 

L-O2 oxygen saturation in %  
excellent (>= 98), good (>= 90 and < 98), 
fair (>= 80 and < 90), poor (< 80) 

L-BP last measurement of blood pressure 
high (> 130/90), mid (<= 130/90 and >= 
90/70), low (< 90/70) 

SURF-
STBL 

stability of patient's surface temperature : 
stable, mod-stable, unstable 

CORE-
STBL 

stability of patient's core temperature : 
stable, mod-stable, unstable 

BP-STBL patient's perceived comfort at discharge, 
measured as an integer between 0-10 and 
11-20 

ADM-
DECS 

discharge decision : 
I (patient sent to Intensive Care Unit), 
S (patient prepared to go home), 
A (patient sent to general hospital floor) 

 
 

TABLE 14 
THE PROCESS OF ACDR ALGORITHM AND NUMBER OF RULES AFTER 

PERFORMING EACH PROCESS 
 

Process Number of rules (Rules) 

1. Association Rule Mining 88,423 

2. Extracting Target 
Association Rules and 
General Association Rules 

5,231 

3. Classifying Rules by 
RHS items 

5,231 

4. Performing Rule 
Analysis 

1,048 

5. Sorting Dissimilar rules 1,048 
 
 The results from Table 14 are important rules discovery 

with five sub-processes. The first sub-process is association 
rule with the consequent part containing 1 item and the 
result contains 88,423 rules. The second sub-process is to 
find target rules and general rules and also removing 
conflicting cases. The result contains 5,231 rules. The third 
sub-process is classifying rules by their RHS, the result is 
the same set of rules because this step classifies rules then 
inserts into group but does not remove any rules. The fourth 
sub-process is analyzing and selecting association rules by 
their sizes. The results are 1,048 rules. The last sub-process 
is sorting association rules, and the results are 1,048 rules. 
 
 
 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
 
 
 
 
 

Fig. 4 The results from ACDR algorithm. 
 

The authors proposed an associative classification with 
dissimilar rules algorithm to discover association rules with 
the highest priority and the top frequency. The experimental 
results are composing of target rules and general rules. 
Target rules are the rules number 1-76 and general rules are 
the rules number 77-1,048. The rule number 1 can be 
interpreted as “if last measurement of blood pressure is low 
then discharge decision is to send the patient to general 
hospital floor”. The 1Tsymbol “?” in rule number 5 1Tmeans that 
the attribute comfort has some effect to the decision ADM-
DECS=I but we do not know the value. 
 

V. CONCLUSION 
This research introduces a design approach called ACDR 

(Associative Classification with Dissimilar Rules) to reduce 
redundant target and general association rules, then the 
results can be used to predict information as most 
classification rules. The ACDR algorithm consists of 5 main 
steps which are (1) finding association rules, (2) clustering 
target association rules and general association rules into 
two groups then removing redundant rules, (3) classifying 
rules into groups by their RHS item, (4) performing rule 
analysis with selected agent of each group, and (5) sorting 
rules according to proposed criteria. The dataset for 
algorithm evaluation is the post-operative patients dataset. 
The final result after processing the dataset through the five 
main steps of the ACDR algorithm is a minimal rule set 

1. {L-BP=low}  =>  {ADM-DECS=A} 

2. {CORE-STBL=mod-stable}  =>  {ADM-DECS=A} 

3. {BP-STBL=stable,CORE-STBL=unstable}  =>  {ADM-DECS=S} 

4. {BP-STBL=stable,L-CORE=high}  =>  {ADM-DECS=S} 

5. {COMFORT=?,L-CORE=low}  =>  {ADM-DECS=I} 

6. {BP-STBL=stable,COMFORT=?}  =>  {ADM-DECS=I} 

7. {COMFORT=?,L-O2=good}  =>  {ADM-DECS=I} 

8. {COMFORT=?,L-SURF=mid}  =>  {ADM-DECS=I} 

9. {COMFORT=[11 - 20],CORE-STBL=unstable}  =>  {ADM-DECS=S} 

10. {CORE-STBL=unstable,L-BP=high}  =>  {ADM-DECS=S} 

11. {CORE-STBL=unstable,L-O2=good}  =>  {ADM-DECS=S} 

12. {BP-STBL=stable,COMFORT=[0 - 10],CORE-STBL=stable,L-BP=mid,L- 

     CORE=mid,L- O2=excellent,L-SURF=mid,SURF-STBL=unstable}  =>  {ADM- 

     DECS=A} 

13. {BP-STBL=stable,COMFORT=[0 - 10],CORE-STBL=stable,L-BP=high,L- 

      CORE=mid,L-O2=excellent,L-SURF=mid,SURF-STBL=stable}  =>  {ADM- 

      DECS=A} 

14. {BP-STBL=mod-stable,COMFORT=[0 - 10],CORE-STBL=stable,L-BP=high,L- 

      CORE=low,L-O2=excellent,L-SURF=mid,SURF-STBL=stable}  =>  {ADM- 

      DECS=A} 

15. {BP-STBL=stable,COMFORT=[0 - 10],CORE-STBL=stable,L-BP=mid,L- 

      CORE=low,L-O2=excellent,L-SURF=low,SURF-STBL=stable}  =>  {ADM- 

      DECS=A} 

    … 

77. {BP-STBL=stable,COMFORT=[0 - 10],CORE-STBL=stable,L-BP=mid,L- 

      O2=excellent,L-SURF=mid,SURF-STBL=unstable}  =>  {L-CORE=mid} 

78. {BP-STBL=stable,COMFORT=[0 - 10],CORE-STBL=stable,L-CORE=mid,L- 

      O2=excellent,L-SURF=mid,SURF-STBL=unstable}  =>  {L-BP=mid} 

79. {BP-STBL=stable,COMFORT=[11 - 20],L-BP=mid,L-CORE=mid,L-O2=good,L- 

      SURF=mid,SURF-STBL=unstable}  =>  {CORE-STBL=stable} 

80. {BP-STBL=stable,COMFORT=[11 - 20],CORE-STBL=stable,L-BP=mid,L- 

      O2=good,L-SURF=mid,SURF-STBL=unstable}  =>  {L-CORE=mid} 
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containing 1,048 rules, which are significantly decreased 
from the original 88,423 rules. 
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ภาคผนวก  ข 

ลิขสิทธ์ิโปรแกรม 

โปรแกรมจําแนกประเภทข�อมูลด�วยกฎความสัมพันธ แบบคลุมเครือที่กะทัดรัด 
(Data classification program with compact fuzzy association rules) 
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ช่ือภาษาไทย โปรแกรมจําแนกประเภทข�อมูลด�วยกฎความสัมพันธ แบบคลุมเครือท่ีกะทัดรัด 

ช่ือภาษาอังกฤษ Data classification program with compact fuzzy association rules 
ทะเบียนข�อมูลเลขที่ ว1. 5344  
ให�ไว� ณ วันท่ี 8 เมษายน พ.ศ. 2558 
คําอธิบายโปรแกรมโดยยNอ โปรแกรมที่พัฒนาขึ้นน้ีให�ช่ือวNา CCFAR (classification with 

compact fuzzy association rules) การทําเหมืองข�อมูลด�วยวิธีการจําแนก
ประเภทข�อมูล มีจุดประสงค เพื่อนําโมเดลท่ีได�จากกระบวนการเรียนรู�มาใช�ใน
การทํานายข�อมูลในอนาคต ซึ่งในปXจจุบันมีผู�วิจัยจํานวนมากให�ความสนใจท่ีจะ
พัฒนาประสิทธิภาพขั้นตอนวิธีการจําแนกประเภทข�อมูล เพื่อให�มีความแมNนยํา
ในการจําแนกมากขึ้น และโมเดลที่ได�สามารถตีความหมายได�งNาย แตNการท่ีจะ
เพิ่มประสิทธิภาพท้ังสองอยNางควบคูNกันไปน้ันยังไมNสามารถพัฒนาได�อยNาง
สมบูรณ  ดังน้ันโปรแกรมน้ีจึงได�เสนอวิธีการพัฒนาขั้นตอนวิธีเพื่อจําแนกประเภท
ข�อมูลด�วยกฎความสัมพันธ แบบคลุมเครือท่ีกะทัดรัด เพื่อเพิ่มประสิทธิภาพการ
จําแนกประเภทข�อมูลในสองด�านคือ เพื่อให�โมเดลท่ีได�รับมีความแมNนยําอยูNใน
เกณฑ ดีและสามารถตีความหมายได�ดีด�วย โดยได�นําเทคนิคการทําเหมืองข�อมูล
เพื่อหากฎความสัมพันธ มาผสมสานกับเทคนิคการจําแนกประเภทข�อมูล 

โปรแกรมจําแนกประเภทข�อมูลด�วยกฎความสัมพันธ แบบคลุมเครือ
ที่กะทัดรัดน้ีพัฒนาด�วยภาษา MATLAB แนวคิดหลักของโปรแกรมน้ี คือ การ
สร�างกฎการจําแนกประเภทข�อมูลด�วยกฎที่มีจํานวนไมNมาก สามารถตีความได�
งNาย และมีประสิทธิภาพในการจําแนกประเภทข�อมูลสูง โปรแกรมประกอบด�วย
ขั้นตอนการทํางาน 5 สNวน คือ 1. การตรวจสอบข�อมูลกNอนการประมวลผล 2. 
การแบNงแยกข�อมูล 3. การสร�างไอเท็มเซตปรากฏบNอยแบบคลุมเครือ 4. การ
สร�างกฎ FCARs (fuzzy classification based on association rules) และ 5. 
การเลือกกฎ FCARs เพื่อนําไปใช�ทํานายข�อมูล 
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ประวัติผู
วิจัย 
 

รองศาสตราจารย� ดร.นิตยา เกิดประสพ  สําเร็จการศึกษาในระดับปริญญาเอกสาขา 
Computer Science จาก Nova Southeastern University เมือง Fort Lauderdale รัฐฟลอริดา 
สหรัฐอเมริกา  เม่ือป<พุทธศักราช 2542 (ค.ศ. 1999)  ดIวยทุนการศึกษาของกระทรวงวิทยาศาสตร�
และเทคโนโลยี โดยทําวิทยานิพนธ�ระดับปริญญาเอกในหัวขIอเรื่อง "The application of inductive 
logic programming to support semantic query optimization"  หลังสําเร็จการศึกษาไดIปฏิบัติ
ราชการในตําแหนVงอาจารย� ประจําสาขาคอมพิวเตอร� ภาควิชาคณิตศาสตร� คณะวิทยาศาสตร� 
จุฬาลงกรณ�มหาวิทยาลัย   ตVอมาในป<พุทธศักราช 2543 ไดIมาปฏิบัติงานในตําแหนVงอาจารย�ประจํา
สาขาวิชาวิศวกรรมคอมพิวเตอร� มหาวิทยาลัยเทคโนโลยีสุรนารี จนถึงป\จจุบัน  งานวิจัยท่ีทําในขณะนี้
คือการประยุกต�เทคโนโลยีเหมืองขIอมูลกับงานดIานการแพทย� การสาธารณสุขและสิ่งแวดลIอม รวมถึง
การพัฒนาเทคนิคเพ่ือเพ่ิมความสามารถในการจัดการความรูIของระบบเหมืองขIอมูล 
 

รองศาสตราจารย� ดร.กิตติศักด์ิ เกิดประสพ  สําเร็จการศึกษาในระดับปริญญาเอกสาขา 
Computer Science จาก Nova Southeastern University เมือง Fort Lauderdale รัฐฟลอริดา 
สหรัฐอเมริกา  เม่ือป<พุทธศักราช 2542 (ค.ศ. 1999)  ดIวยทุนการศึกษาของทบวงมหาวิทยาลัย (หรือ
สํานักงานคณะกรรมการอุดมศึกษาในป\จจุบัน) โดยทําวิทยานิพนธ�ระดับปริญญาเอกในหัวขIอเรื่อง 
"Active database rule set reduction by knowledge discovery"  หลังสําเร็จการศึกษาไดI
ปฏิบัติงานในตําแหนVงอาจารย� ประจําสาขาวิชาวิศวกรรมคอมพิวเตอร� สํานักวิชาวิศวกรรมศาสตร� 
มหาวิทยาลัยเทคโนโลยีสุรนารี ป\จจุบันดํารงตําแหนVงหัวหนIาหนVวยวิจัยวิศวกรรมความรูI เนIนการวิจัย
เก่ียวกับการพัฒนาระบบเหมืองขIอมูลประสิทธิภาพสูง การประยุกต�เหมืองขIอมูลกับงานวิศวกรรม
และการวิเคราะห�ขIอมูลเชิงสถิติ รวมถึงการวิจัยพ้ืนฐานเก่ียวกับเทคนิคการวิเคราะห�ขIอมูลโดยวิธี
อัตโนมัติ โดยมีผลงานวิจัยตีพิมพ�ในวารสารวิชาการและเอกสารการประชุมวิชาการจํานวนมากกวVา 
290 เรื่องในดIานฐานขIอมูล การวิเคราะห�ขIอมูล การทําเหมืองขIอมูลและการคIนหาความรูI   
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