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กติติกรรมประกาศ 
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บทคดัย่อภาษาไทย  
 

การสอบถามขอ้มูลจากฐานขอ้มูลเป็นงานปกติของระบบฐานขอ้มูลส่วนใหญ่ การตั้งขอ้
ค าถามมีวตัถุประสงคท่ี์จะคน้หาค าตอบจากฐานขอ้มูล ซ่ึงในระบบฐานขอ้มูลส่วนใหญ่จะประมวลผล
โดยไม่มีการปรับเปล่ียนเง่ือนไขของขอ้ค าถาม ดงันั้นการไดค้  าตอบท่ีตรงตามความตอ้งการของผูใ้ช ้
จึงเป็นภาระของผูใ้ชฐ้านขอ้มูลท่ีจะตอ้งตั้งขอ้ค าถามอยา่งถูกตอ้งและระบุเง่ือนไขอยา่งครบถว้น ซ่ึง
เป็นส่ิงท่ีท าไดย้ากในกรณีท่ีผูใ้ชไ้ม่มีความรู้เก่ียวกบัเน้ือหา และโครงสร้างความสมัพนัธ์ทั้งหมดของ
ฐานขอ้มูล ระบบฐานขอ้มูลท่ีชาญฉลาดจึงเป็นแนวทางใหม่ของการพฒันาเทคโนโลยฐีานขอ้มูล 
ระบบฐานขอ้มูลท่ีชาญฉลาดจะมีส่วนท่ีช่วยวิเคราะห์ขอ้ค าถามของผูใ้ช ้ และแปลงขอ้ค าถามนั้นใหอ้ยู่
ในรูปแบบท่ีเหมาะสมมากข้ึนต่อการคน้หาค าตอบท่ีตรงกบัความตอ้งการ การปรับปรุงขอ้ค าถามของ
ผูใ้ชก้ระท าไดด้ว้ยการใชฐ้านความรู้ท่ีเรียนรู้ไดจ้ากขอ้มูล และใชค้วามรู้นั้นร่วมกบัวิวขอ้มูลเปล่ียน
โครงสร้างของขอ้ค าถามใหมี้ประสิทธิภาพมากข้ึนในการประมวลผลเพื่อคน้หาค าตอบ งานวิจยัน้ีได้
น าเสนอวิธีการสร้างฐานความรู้จากขอ้มูลท่ีมีอยู ่ และไดอ้อกแบบวิธีการใชค้วามรู้ร่วมกบัววิขอ้มูล
เพื่อปรับปรุงขอ้ค าถาม จากผลการทดสอบวิธีการท่ีไดน้ าเสนอข้ึนกบัฐานขอ้มูลขนาดกลางพบวา่ขอ้
ค าถามท่ีไดรั้บการปรับปรุงรูปแบบแลว้สามารถประมวลผลไดเ้ร็วข้ึน 
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บทคดัย่อภาษาองักฤษ  
 

Querying a database is a common task for most database systems. To query a database 
is to find some answers from stored data. Traditional database systems return exactly what is being 
asked. This is a method of direct query answering and a user is required to construct a query 
intelligently and properly. To remove the burden of intelligence from the database users, the concept 
of intelligent or cooperative query answering has emerged. The process of intelligent query 
answering consists of analyzing the intent of query, rewriting the query based on the intention and 
other kinds of knowledge, and providing answers in an intelligent way. Intelligent answers could be 
generalized, neighborhood or associated information relevant to the query. This concept is based on 
the assumption that some users might not have a clear idea of the database content and schema. 
Therefore, it is difficult to pose queries correctly to get some useful answers. Producing answers 
effectively depends largely on users' knowledge about the query language and the database schema. 
Knowledge, either intentional or extensional, is the key ingredient of intelligence. In order to 
improve effectiveness and convenience of querying databases, we design a systematic way to 
analyze user's request and revise the query with virtual mining and materialized views. Virtual 
mining views are data mining rules discovered from the database. Materialized views are pre-
computed data. This research presents the knowledge acquisition method, its implementation, and a 
systematic method of rewriting query with virtual mining views and materialized views. We 
perform preliminary efficiency tests of the proposed system. The experimental results demonstrate 
the effectiveness of our system in answering queries sharing the same pattern as the available 
knowledge. 
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บทที ่ 1  
บทน า  

            

1.1  ความส าคญัและที่มาของปัญหาการวิจยั  

ระบบฐานขอ้มูล (database system) ประกอบดว้ยสองส่วนประกอบหลกั คือฐานขอ้มูล 
(database) ท่ีรวบรวมขอ้มูลท่ีส าคญัไวใ้นแหล่งเดียวกนัดว้ยรูปแบบท่ีเป็นมาตรฐานเช่นตารางขอ้มูล 
และระบบจดัการฐานขอ้มูล (Database Management System -- DBMS) ท่ีเป็นโปรแกรมระบบ
ขนาดใหญ่ท าหนา้ท่ีบนัทึกและอ่านขอ้มูล ตรวจสอบสิทธิในการเรียกดูขอ้มูลของผูใ้ช ้ ตรวจสอบ
ความถูกตอ้งและการคงสภาพของขอ้มูล ส ารองขอ้มูล ตลอดจนถึงการกูคื้นขอ้มูลเม่ือมีเหตุขดัขอ้ง
กบัระบบคอมพิวเตอร์หรือระบบฐานขอ้มลู  

ส่วนประกอบท่ีส าคญัส่วนหน่ึงของระบบจดัการฐานขอ้มูล คือ ส่วนประมวลผลข้อ
ค ำถำม (query processor) ท่ีท าหนา้ท่ีรับขอ้ค าถาม (query) จากผูใ้ช ้ตรวจสอบความถกูตอ้งของขอ้
ค าถามและแปลความหมาย จนกระทัง่ถึงขั้นตอนประมวลผลและแสดงขอ้มูลท่ีเป็นค าตอบของขอ้
ค าถาม ในระบบจดัการฐานขอ้มูลขนาดใหญ่ เช่น Oracle, Microsoft SQL Server, IBM DB2 บริษทั
ผูส้ร้างระบบจดัการฐานขอ้มูลมกัจะผนวกส่วนท่ีเรียกวา่ ส่วนเพ่ิมประสิทธิภำพข้อค ำถำม (query 
optimizer) ไวใ้นส่วนประมวลผลขอ้ค าถามเพื่อท าหนา้ท่ีปรับปรุงรูปแบบขอ้ค าถามใหส้ามารถ
ประมวลผลไดเ้ร็วข้ึน โดยท่ียงัคงใหค้  าตอบท่ีถูกตอ้งไดเ้ช่นเดิม ส่วนประมวลผลขอ้ค าถามและส่วน
เพิ่มประสิทธิภาพขอ้ค าถาม (โครงสร้างหลกัแสดงดงัรูปท่ี 1.1) จะท าหนา้ท่ีเป็นส่วนเช่ือมต่อ
ระหวา่งส่วนหนา้ (front end) ท่ีท าหนา้ท่ีติดต่อกบัผูใ้ช ้ และส่วนหลงั (back end) ท่ีเป็นโปรแกรม
ระบบ ท่ีส าคญัไดแ้ก่ระบบแฟ้มขอ้มูลและระบบปฏิบติัการท่ีจดัการกบัการอ่านและบนัทึกขอ้มูลใน
ดิสก ์

User Interface 
Database Query Language 

front-end 

Query Optimizer 
Query Execution Engine 

query processor 

Files and Indices 
I/O Buffer 
Disk 

back-end 

รูปท่ี 1.1  โครงสร้างของระบบจดัการฐานขอ้มูลส่วนประมวลผลขอ้ค าถาม 



 2 

โครงสร้างโดยละเอียด (รูปท่ี 1.2) ของส่วนประมวลผลขอ้ค าถาม (query processor) 
ประกอบดว้ย  

 Scanner, Parser, and Translator 
ท าหนา้ท่ีแปลความหมายของขอ้ค าถามในรูปแบบของค าสัง่ SQL รวมถึง
ตรวจสอบความถูกตอ้งของขอ้ค าถาม 

 Query optimizer 
ท าหนา้ท่ีปรับปรุงรูปแบบค าสัง่ SQL ใหมี้รูปแบบเหมาะสมยิง่ข้ึนกบัการ
ประมวลผล 

 Query code generator 
ท าหนา้ท่ีเปล่ียนค าสัง่ SQL ท่ีปรับปรุงแลว้ใหอ้ยูใ่นรูปแบบค าสัง่ท่ีพร้อมจะ
ประมวลผล 

 Query execution engine 
ท าหนา้ท่ีประมวลผลและแสดงผลลพัธ์ท่ีไดจ้ากการประมวลผล 

Query (in high-level language) 
 
 

                        intermediate form of query 
                        (relational algebra expression) 

 
 

                         execution plan metadata 
 
 

                        code to execute the query 
 

database 
 
 

 

Scanner, Parser, and Translater 

Statistics about data Query optimizer 

Query code generator 

Query execution engine 

Result of query 

data 

รูปท่ี 1.2  โครงสร้างและขั้นตอนการท างานของส่วนประมวลผลขอ้ค าถาม  
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จากโครงสร้างของส่วนประมวลผลขอ้ค าถามจะเห็นไดว้า่ส่วน Scanner, Parser, and 
Translater ส่วน Query code generator และส่วน Query execution engine จะท างานร่วมกนัเพื่อ
ประมวลผลใหไ้ดค้  าตอบท่ีถูกตอ้งต่อขอ้ค าถาม (ท่ีมกัจะอยูใ่นรูปแบบค าสัง่ Structured Query 
Language หรือ SQL) ของผูใ้ช ้ ในขณะท่ีส่วน Query optimizer ท าหนา้ท่ีเสริมประสิทธิภาพการ
ประมวลผลขอ้ค าถามดว้ยการพยายามแปลงรูปแบบค าสัง่ SQL ใหเ้ป็นรูปแบบท่ีจะประมวลผลได้
เร็วข้ึน ตวัอยา่งเช่น ขอ้ค าถาม Q1 ท่ีผูใ้ชเ้ขียนอยูใ่นรูปแบบค าสัง่ SQL ท่ีมีค  าสัง่ SQL ยอ่ยซอ้นอยู่
ชั้นในดงัต่อไปน้ี 

Q1 : SELECT Emp.Name 
   FROM Emp 
   WHERE Emp.Dept #   IN 
     SELECT Dept.Dept # 
     FROM Dept 
     WHERE Dept.Loc = 'Bangkok' 

     AND Emp.Emp # = Dept.Mgr 

จะประมวลผลไดเ้ร็วข้ึนถา้สามารถปรับใหเ้ป็นรูปแบบค าสัง่ SQL ชั้นเดียวดงัต่อไปน้ี 

 Q1' : SELECT Emp.Name 
   FROM Emp E, Dept D 
   WHERE E.Dept # = D.Dept# 
   AND D.Loc = 'Bangkok' 
   AND E.Emp # = D.Mgr 

 
การแปลงรูปแบบค าสัง่จาก Q1 เป็น Q1'  เป็นวิธีการแปลงท่ีใชค้วามรู้เก่ียวกบัไวยากรณ์

ของค าสัง่ SQL ช่วยในการแปลงใหเ้ป็นค าสัง่ท่ีมีความหมายเทียบเท่ากนั แต่มีขั้นตอนในการท างาน
ท่ีเร็วกวา่  การแปลงในอีกวิธีการหน่ึงจะใชค้วามหมายหรือความรู้เก่ียวกบัสคีมา (schema) ของ
ขอ้มูลมาใชช่้วยในการแปลง ตวัอยา่งเช่น จากสคีมาหรือโครงสร้างของขอ้มูลเรือเดินสมุทร (Ships) 
ประกอบกบัความรู้เก่ียวกบัสคีมาท่ีก าหนดไวใ้นลกัษณะของ semantic rule ช่วยใหส้ามารถแปลง
ขอ้ค าถาม Q2 เป็นขอ้ค าถาม Q2' ท่ีจะใชเ้วลาประมวลผลหาค าตอบเร็วข้ึนดงัน้ี  

 schema : Ships (Name, Type, Weight, Registry, Owner Name, Capacity) 
   index on Type 
 semantic rule : IF Ships.Weight > 200 THEN Ships.Type = 'Tanker' 
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Q2 : SELECT Name 
  FROM Ships   => 
  WHERE Weight > 250 

Q2' : SELECT Name 
  FROM Ships 
  WHERE Weight > 250 
  AND Type = 'Tanker' 

 
การเพิม่ประสิทธิภาพการประมวลผลขอ้ค าถามดงัตวัอยา่งขา้งตน้ ท่ีเป็นการใชค้วามรู้

เก่ียวกบัสคีมาในลกัษณะของ semantic rules เพื่อแปลงรูปแบบขอ้ค าถาม เรียกวา่ กำรเพ่ิม
ประสิทธิภำพข้อค ำถำมเชิงควำมหมำย (semantic query optimization) 

นอกจากการใช ้ semantic rules ท่ีก าหนดไวใ้นส่วน integrity constraints และใน 
business rules แลว้เรายงัสามารถใชค้วามรู้จากแหล่งอ่ืนมาใชเ้พิ่มประสิทธิภาพการประมวลผลขอ้
ค าถามไดอี้ก 

โครงการวิจยัน้ีมุ่งความสนใจไปท่ีการพฒันาวิธีการคน้หาโมเดลและใชโ้มเดลจากการ
ท าเหมืองขอ้มลูและวิวขอ้มูล (materialized view) เพือ่คดัเลือกและแปลงรูปแบบใหอ้ยูใ่นลกัษณะ
ของ semantic rules ดว้ยจุดมุ่งหมายหลกัท่ีจะน ามาใชช่้วยในกระบวนการเพิ่มประสิทธิภาพการ
ประมวลผลขอ้ค าถาม ในกรณีท่ีอาจมีบางส่วนของค าถามเก่ียวขอ้งกบัวิวขอ้มูลและโมเดลขอ้มูล 

 

1.2  งานวจิัยทีเ่กีย่วข้อง 

Chang และ Lee (1998) ไดเ้สนอแนวคิดของการน าวิวขอ้มูล (materialized views) มา
ใชช่้วยในการตอบขอ้ค าถาม โดยน าเสนอผา่นตวัอยา่งต่อไปน้ี 

ก าหนดสคีมาของขอ้มูลพื้นฐานใหด้งัน้ี 
Sales (eid, item, vol, date) 

   Emp (eid, name, dept, salary, age) 
   Dept (dept, manager, loc) 
   Item (item, category, size, weight) 

วิวขอ้มูลคือ ขอ้มูลชุดใหม่ท่ีสร้างจากขอ้มูลพื้นฐาน ตวัอยา่งชุดค าสัง่ต่อไปน้ีท าหนา้ท่ี
สร้างวิวขอ้มูล V (eid, name, item, category) ท่ีเกบ็รายละเอียดขอ้มูลการขายท่ีมีปริมาณการขาย
สินคา้เกิน 100 ช้ิน 

CREATE VIEW V  AS 
 (SELECT E.eid, E.name, I.item, I.category 
  FROM Emp E, Sales S, Item I 
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  WHERE E.eid = S.eid 
  AND S.item = I.item 
  AND S.vol > 100) 

ในกรณีท่ีมีขอ้ค าถาม สอบถามเก่ียวกบัพนกังาน (พร้อมทั้งใหแ้สดงช่ือแผนกท่ีสงักดั
และช่ือผูจ้ดัการแผนก) ท่ีมีความสามารถขายคอมพิวเตอร์ไดม้ากกวา่ 100 เคร่ือง 

   Q3 : SELECT E.name, E.dept, D.manager 
   FROM  Emp E, Sales S, Dept D 
   WHERE E.eid = S.eid 
     AND E.dept = D.dept 
      AND S.item = 'computer' 
      AND S.vol > 100 

จากกรณีมีวิวขอ้มูล V ท าใหส้ามารถแปลงขอ้ค าถาม Q3 ใหอ้ยูใ่นรูปแบบอ่ืนไดด้งัน้ี 

  Q3' : SELECT V.name, E.dept, D.manager 
  FROM V, Emp E, Dept D 
  WHERE V.eid = E.eid 
    AND V.dept = D.dept 

     AND V.item = 'computer' 

ดงันั้นการประมวลผลขอ้ค าถาม Q3 จึงมีโอกาสท่ีจะไดรั้บการเพิ่มประสิทธิภาพให้
ประมวลผลไดเ้ร็วข้ึนดว้ยการแปลงเป็น Q3'  ถา้หากขนาดของวิวขอ้มูล V เลก็กวา่ขนาดของขอ้มูล 
Sales 

ตวัอยา่งขา้งตน้น้ีเป็นการแนะน าแนวคิดของการน าววิขอ้มูลมาใชป้ระโยชนใ์นการเพิ่ม
ประสิทธิภาพการประมวลผลขอ้มูล แต่ปัญหาท่ียงัตอ้งมีการคน้ควา้หาค าตอบหรือหาแนวทาง
เพิ่มเติมคือ ในกรณีท่ีเง่ือนไขของขอ้ค าถามไม่ตรงพอดีกบัลกัษณะของวิวขอ้มูลควรจะใชว้วิขอ้มูล
ในการปรับปรุงขอ้ค าถามหรือไม่? และอยา่งไร? 

ในส่วนของเทคโนโลยกีารท าเหมืองขอ้มูล อยูใ่นระยะเร่ิมตน้ของการผนวกเหมือง
ขอ้มูลเขา้กบัฐานขอ้มูล (Microsoft Corporation, 2000; IBM, 2001) โดยก าหนดรูปแบบไวยากรณ์
ใหผู้ใ้ชส้ามารถสัง่สร้างโมเดลเหมืองขอ้มูลไดด้งัตวัอยา่งต่อไปน้ี (Chaudhuri et al., 2004) 
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CREATE  MINING  MODEL  Risk_Class  //Name of model 
 (Customer_ID LONG KEY, //Source column 
  Gender TEXT DISCRETE, //Source column 
  Risk TEXT DISCRETE  PREDICT, //Prediction column 
  Purchases DOUBLE DISCRETIZED(), //Source column 
  Age DOUBLE DISCRETIZED() //Source column 
 ) 
 USING [Decision_tree] //Mining algorithm 

 
ค าสัง่ขา้งตน้เป็นการใชค้  าสัง่บน Microsoft SQL Server ใหส้ร้างโมเดลขอ้มูลประเภท

โมเดลเพื่อการท านาย ดว้ยอลักอริทึม Decision-tree โมเดลจะท านายระดบัความเส่ียง (Risk) ของ
ลูกคา้โดยใชข้อ้มูลจากค่ารหสัลูกคา้ (Customer_ID), เพศ (Gender), ปริมาณการซ้ือ (Purchases), 
และอายขุองลูกคา้ (Age) ผูใ้ชส้ามารถใชโ้มเดลท่ีไดเ้ขียนขอ้ความสัง่ในภาษา SQL ใหแ้สดงรหสั
ของลูกคา้ทุกคนท่ีมีระดบัความเส่ียงท่ีคาดหมายวา่อยูใ่นระดบัต ่า (Risk = "low") ดงัตวัอยา่งต่อไปน้ี 

 SELECT D.Customer_ID, M.Risk 
 FROM [Risk_Class] M 
 PREDICTION JOIN 
  (SELECT Customer_ID, Gender, Age, sum(Purchases) as SP 
   FROM Customer D 
   GROUP BY Customer_ID, Gender, Age) as D 
  ON M.Gender = D.Gender and 
   M.age = D.age and 
   M.Purchases = T.SP 

  WHERE M.Risk = "low" 
 
จากตวัอยา่งจะเห็นไดว้า่การใชป้ระโยชนโ์มเดลจากการท าเหมืองขอ้มูลยงัอยูใ่นระดบั

จ ากดัเพียงการก าหนดเง่ือนไขในการสอบถามขอ้มูล โครงการวิจยัน้ีจึงเสนอแนวทางท่ีจะขยาย
ขอบเขตการใชง้านโมเดลจากการท าเหมืองขอ้มูลไปสู่ระดบัการใชโ้มเดลช่วยเพิ่มประสิทธิภาพการ
สอบถามขอ้มูล 
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ในส่วนของวิวขอ้มูล (materialzed view) ท่ีสามารถนิยามไดว้า่ คือขอ้มูลท่ีมีมุมมอง
เฉพาะหรือมีขอ้มูลเฉพาะดา้นท่ีตรงกบัความสนใจของผูใ้ช ้  วิวขอ้มูลจะสร้างข้ึนจากขอ้มูลพื้นฐาน
ท่ีเกบ็อยูใ่นฐานขอ้มูล  ประโยชนห์ลกัของวิวขอ้มูล คือ ใชต้อบค าถามเฉพาะเร่ืองท่ีผูใ้ชส่้วนใหญ่
สนใจและมกัจะสอบถามอยูเ่สมอ  การเกบ็ขอ้มูลดงักล่าวไวเ้ป็นการถาวรในฐานขอ้มูลร่วมกบั
ขอ้มูลพื้นฐานจึงช่วยใหก้ารตอบขอ้ค าถามท าไดร้วดเร็ว ความเร็วในการตอบขอ้ค าถามเป็นประเด็น
ส าคญัในงานประเภทคลงัขอ้มูล (Agarwal et al., 1996; Gray et al., 1996) และการประมวลผล
สารสนเทศแบบกระจาย (Levy et al., 1996) 

นกัวิจยัไดพ้ยายามหาวิธีใชป้ระโยชน์จากววิขอ้มูลมาเป็นระยะเวลานาน (Chen and 
Rossopoulos, 1994: Chaudhuri et al., 1995: Gupta et al., 1995: Qian, 1996; Srivastava et al., 
1996) แต่วิธีการต่างๆ ท่ีเสนอยงัมีขอ้จ ากดัท่ีววิขอ้มูลจะตอ้งมีโครงสร้างท่ีตรงพอดีกบัเง่ือนไขใน
ขอ้ค าถาม แนวทางวิจยัของโครงการวิจยัน้ีพยายามลดขอ้จ ากดัดงักล่าว โดยพยายามใชเ้กณฑ์
คดัเลือกวิวเพื่อพิจารณาวิวขอ้มูลท่ีมีความใกลเ้คียงกบัขอ้ค าถามมากท่ีสุด นอกจากววิขอ้มูลแลว้ยงัมี
การผนวกโมเดลจากการท าเหมืองขอ้มูล เขา้มาช่วยในกระบวนการแปลงรูปแบบขอ้ค าถามให้
สามารถประมวลผลไดเ้ร็วท่ีสุด โดยยงัคงความถูกตอ้งของผลลพัธ์ในการตอบขอ้ค าถาม 

 

1.3  วตัถุประสงค์ของการวจัิย 

 พฒันาแนวทางการน าวิวขอ้มูล และโมเดลขอ้มูลท่ีไดจ้ากการท าเหมืองขอ้มูล
มาใชช่้วยเพิ่มประสิทธิภาพการประมวลผลขอ้ค าถาม 

 ก าหนดวิธีการคดัเลือกววิขอ้มูล และวิธีการใชว้ิวขอ้มูลเพื่อแปลงรูปแบบ
ค าสัง่สอบถามขอ้มูล 

 ออกแบบรูปแบบโมเดลขอ้มูลจากการท าเหมืองขอ้มูลท่ีเหมาะสมกบังาน 
query optimization และพฒันาวิธีการแปลงโมเดลขอ้มูลใหเ้ป็น semantic 
rules 

 ทดสอบวิธีการใชว้ิวขอ้มูลและโมเดลจากการท าเหมืองขอ้มูลเพื่อปรับปรุง
ประสิทธิภาพการประมวลผลขอ้ค าถาม 

 

1.4  ขอบเขตของการวจิัย 

งานวิจยัน้ีเป็นการพฒันาแนวทางในการแสวงหาวิวขอ้มลูและความรู้เก่ียวกบัขอ้มูลใน
ลกัษณะของโมเดลเพื่อการท านาย (predictive model) แปลงเป็น semantic rules เพื่อน ามาใชช่้วย
เพิ่มขีดความสามารถของ semantic query optimizer ดงันั้นการออกแบบ การวิเคราะห์ และการ
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ทดสอบจะจ ากดัเฉพาะในส่วน query optimizer โดยไม่ไดมี้การ implement ในส่วน Scanner, Code 
generator, หรือ Execution engine 

การทดสอบการใช ้ semantic rules เพื่อช่วยในกระบวนการประมวลผลขอ้ค าถามจะ
กระท าบนฐานขอ้มูลนิรนยั (deductive database) เน่ืองจากมีรูปแบบท่ีเหมาะสมกบัการท างานกบัววิ
ขอ้มูลและโมเดลขอ้มูลท่ีอยูใ่นลกัษณะของกฎ 

 

1.5  ประโยชน์ที่ได้รับจากการวิจัย 

โครงการวิจยัน้ีมีจุดมุ่งหมายท่ีจะพฒันาแนวทางใหม่ในการประมวลผลขอ้ค าถามใน
งานฐานขอ้มูล ดงันั้นผลผลิตท่ีจะไดจ้ากการวิจยัน้ีจะเป็นองคค์วามรู้ใหม่ท่ีช่วยพฒันาความกา้วหนา้
ของวงการฐานขอ้มูลและการสอบถามขอ้มูล รวมถึงการเรียกใชข้อ้มูลของ search engine ต่างๆ 

ผลการวิจยัในส่วนการพฒันาเทคนิคการเพิม่ประสิทธิภาพการประมวลผลขอ้ค าถามท่ี
เป็นองคค์วามรู้ใหม่จะเผยแพร่ดว้ยการเขียนบทความวิจยั น าเสนอ และตีพิมพใ์นเอกสารการ
ประชุมวิชาการระดบัประเทศและนานาชาติ  นอกจากน้ียงัจะเผยแพร่ผลงานผา่นอินเทอร์เน็ตโดย
ใหน้กัวิจยัและผูส้นใจทัว่ไปดาวน์โหลดไดจ้ากเวบ็ไซตข์องหน่วยปฏิบติัการวิจยัดา้นวิศวกรรม
ขอ้มูลและการคน้หาความรู้ มหาวิทยาลยัเทคโนโลยสุีรนารี 

นอกจากน้ีโครงการวิจยัน้ียงัช่วยพฒันาความสามารถและศกัยภาพของผูว้ิจยัและผูช่้วย
วิจยัท่ีเป็นนกัศึกษาปริญญาโทสาขาวิชาวิศวกรรมคอมพวิเตอร์ ซ่ึงจะเป็นการพฒันาก าลงัคน
ระดบัสูงดา้นวิทยาศาสตร์และเทคโนโลยขีองประเทศชาติ 

 



Query 

Optimization 

บทที ่ 2  
การประมวลผลข้อค าถาม  

            

2.1  ขั้นตอนการประมวลผลข้อค าถาม  

การประมวลผลข้อค าถาม (query processing) เป็นกระบวนการท่ีประกอบดว้ยหลาย
ขั้นตอน  (รูปท่ี 2.1) เพื่อเปล่ียนขอ้ค าถามท่ีผูใ้ชส่้งเขา้มาใหเ้ป็นชุดค าสัง่ท่ีสามารถด าเนินการกบั
ฐานขอ้มูลเพื่อหาค าตอบใหก้บัขอ้ค าถาม   

 
                                      query 
 
 

      query expression tree (parse tree) 
 
 
 

      logical query plan tree 
 
 
 

      better logical query plan tree 
 
 
 

      physical query plan tree 
 
 
      code to execute the query 
 
 
 
     Result to query 

รูปท่ี 2.1 ขั้นตอนการประมวลผลขอ้ค าถาม 

Scanner 

Parser 

Preprocessor 

Logical query plan generator 

Query rewriter 

Physical query plan generator 

Code generator 

Execution engine 

Database      System catalog 
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กระบวนการประมวลผลขอ้ค าถามน้ี มกัจะตอ้งเก่ียวขอ้งกบัการเรียกใชข้อ้มูลท่ีเกบ็อยู่
ในดิสกเ์พื่อน ามาประมวลผลในระบบคอมพิวเตอร์ ขั้นตอนท่ีตอ้งใชเ้วลามากท่ีสุดคือขั้นตอนของ
การเขา้ถึงขอ้มูลในดิสก ์ เพือ่ถ่ายโอนขอ้มูลท่ีตอ้งการมายงัหน่วยความจ าหลกั  ถา้เราสามารถลด
จ านวนคร้ังของการติดต่อกบัดิสก ์ (เพื่อถ่ายโอนขอ้มูล) ลงได ้ จะช่วยใหล้ดเวลาในการประมวลผล
ขอ้ค าถามลงไดม้าก  การกระท าเพื่อลดเวลาในการประมวลผลขอ้ค าถามน้ีเรียกวา่ การหาวิธีเหมาะ
ท่ีสุด หรือ การเพ่ิมประสิทธิภาพการประมวลผลข้อค าถาม (query optimization)  ซ่ึงมกัจะปรากฏ
เป็นส่วนหน่ึงในกระบวนการประมวลผลขอ้มูล 

ขั้นตอนของการประมวลผลขอ้ค าถาม  อธิบายไดด้งัน้ี 
ขั้นตอนที ่1: ผูใ้ชส่้งขอ้ค าถามเขา้มายงัระบบฐานขอ้มูล ขอ้ค าถามน้ีมกัจะอยูใ่นรูปแบบของภาษา

ระดบัสูง เช่น SQL  ตวัอยา่งต่อไปน้ีแสดงการสอบถามรายช่ือพนกังานท่ีท าหนา้ท่ีเป็น
ผูดู้แลโปรเจค็ขนาดใหญ่ท่ีมีมูลค่าตั้งแต่ 1 ลา้นบาทข้ึนไป 

  Schema 
   Employee (Eid, Ename, birthdate, salary) 
   Project (Pno, Pname, budget, supervisorID) 
  SQL query (Q1) 
    SELECT   Ename, Pname 
    FROM      Employee, Project 
    WHERE    Eid  =  SupervisorID AND budget > = 1000000 ; 

ขั้นตอนที ่2: โปรแกรมสแกนเนอร์ (scanner) จะจดัแยกส่วนขอ้ค าถามเป็นหน่วยยอ่ย (รูปท่ี 2.2) ท่ี
เรียกวา่ โทเคน็ (token) เพื่อใชต้รวจสอบความถูกตอ้งของช่ือและค าสงวนต่างๆ เม่ือ
ตรวจสอบความถูกตอ้งแลว้จะส่งโทเคน็เหล่าน้ีไปใหโ้ปรแกรมพาสเซอร์ 

 
SELECT  Ename  ,  Pname           

                 
FROM  Employee  ,  Project           

                 
WHERE  Eid  =  supervisorID  AND  budget  >=  1000000  ; 

รูปท่ี 2.2 การแยกค าเป็นโทเคน็โดยโปรแกรมสแกนเนอร์ 

ขั้นตอนที ่3: โปรแกรมพาสเซอร์ (parser)  รับโทเคน็มาจากสแกนเนอร์เพื่อตรวจสอบวา่ค าสัง่ SQL  
เขียนถูกไวยากรณ์หรือไม่ (syntactic checking)  โครงสร้างขอ้มูลท่ีน ามาใชช่้วยใน

token 

… 
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การตรวจสอบไวยกรณ์น้ีคือ โครงสร้างตน้ไม ้ หรือ ทรี  ถา้ค  าสัง่ SQL ถูกตอ้งตาม
ไวยากรณ์จะสามารถสร้างทรีไดส้มบูรณ์  และเรียกทรีน้ีวา่  พาสทรี (parse tree) 
ตวัอยา่งต่อไปน้ีแสดงไวยากรณ์อยา่งง่ายของการเขียนค าสัง่ SQL  ไวยากรณ์น้ีอยูใ่น
รูปแบบท่ีเรียกวา่ BNF (Backus–Naur Form)  และแสดงพาสทรีของค าสัง่ Q1 ไดด้งั
รูปท่ี 2.3 

 BNF grammar 
  <Query>  ::=  SELECT <SelectList> FROM <FromList> WHERE <Condition> ; 
               | SELECT <SelectList>  FROM  <FromList>  ; 
  <SelectList> ::= <Atrribute> 
               | <Attribute>  ,  <SelectList> 
  <FromList> ::= <Relation> 
               | <Relation>   ,   <FromList> 
  <Condition> ::= <Condition>   AND   <Condition> 
               | <Attribute>   <op>   <Attribute> 
               |  <Attribute>   <op>   <Constant> 
  <op> ::= =  |  <>  |  >  |  >=  |  <  |  <=   
 
            Parse tree 
                                                    <Query> 
 
SELECT     <SelectList>      FROM      <FromList>        WHERE          <Condition>      ; 
 
<Attribute>  ,  <SelectList>    <Relation>  , <FromList>          <Condition>               AND          <Condition> 
 
Ename         <Attribute>     Employee      <Relation>   <Attribute>  <op>  <Attribute>  <Attribute>  <op>  <Constant> 
 
                       Pname                                     Project             Eid       =      supervisorID    budget      >=     1000000 

รูปท่ี 2.3 ตวัอยา่งพาสทรีของค าสัง่ท่ีถูกไวยากรณ์ 

ขั้นตอนที ่4: โปรแกรมประมวลผลก่อน (preprocessor) จะท าหนา้ท่ีตรวจสอบความหมาย 
(semantic checking) ของค าสัง่ SQL การตรวจสอบน้ีเป็นการตรวจสอบเบ้ืองตน้ ซ่ึง
ส่วนมากจะเป็นการตรวจสอบเก่ียวกบัช่ือไดแ้ก่ การตรวจสอบช่ือตารางขอ้มูล (รูปท่ี 
2.4) ตรวจสอบช่ือแอททริบิวต ์ (รูปท่ี 2.5) ความสอดคลอ้งของชนิดขอ้มูลและการ
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ตรวจสอบจากสารบญัแฟ้มระบบวา่ช่ือแอททริบิวต์
เหล่าน้ีเป็นของตาราง Employee และ Project จริง
หรือไม่  และเติมช่ือตารางไวข้า้งหนา้แอททริบิวต ์ 
เช่น  Employee.Ename, Project.Pname 

ด าเนินการกบัขอ้มูล เช่น ตรวจสอบวา่ budget เป็นชนิดขอ้มูลท่ีสามารถน ามา
เปรียบเทียบค่า  ‚ >= ‛  กบัตวัเลข  1000000  ไดห้รือไม่ 

 
     FROM      Employee,  Project 
 
    ตรวจสอบจากสารบญัแฟ้มระบบวา่ช่ือน้ีปรากฏอยูจ่ริงหรือไม่ 
 

รูปท่ี 2.4 ตวัอยา่งการตรวจสอบความถูกตอ้งของช่ือขอ้มูล 
 
 

 
  

SELECT Ename, Pname 
… 
WHERE  Eid  =  SupervisorID AND budget > = 1000000 ; 

 
รูปท่ี 2.5 ตวัอยา่งการตรวจสอบความถูกตอ้งของช่ือแอททริบิวต ์

 

ขั้นตอนที ่5: โปรแกรมสร้างแผนขอ้ค าถามเชิงตรรกะ (logical query plan generator)  จะท าหนา้ท่ี
แปลงพาสทรีใหเ้ป็น  logical query plan tree  ซ่ึงจะอยูใ่นรูปของตน้ไมนิ้พจนพ์ีชคณิต  
วิธีการแปลงจะท าจากส่วนล่างของพาสทรีข้ึนไปหาโหนดรากท่ีอยูด่า้นบน  โดยมี
ขั้นตอนดงัน้ี 

- น าช่ือตารางใน  <FromList>  มาท า  Cartesian product  () 
- เปล่ียน  <Condition>  ใหอ้ยูใ่นรูปแบบของค าสัง่  selection     
- เปล่ียน  <SelectList> ใหอ้ยูใ่นรูปแบบของค าสัง่  projection     

ตวัอยา่งการสร้างแผนขอ้ค าถามเชิงตรรกะจากค าสัง่สอบถามขอ้มูล Q1 แสดงไดด้งัรูป
ท่ี 2.6 
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ค าส่ัง Q1 

SELECT  Ename, Pname 
FROM     Employee, Project 
WHERE  Eid  =  SupervisorID  
      AND budget > = 1000000 ; 

แผนข้อค าถามเชิงตรรกะ 

Ename, Pname 
 

 Eid = supervisorID AND budget >= 1000000 
  

 
 

 

Employee  Project 

รูปท่ี 2.6 ตวัอยา่งการสร้างแผนขอ้ค าถามเชิงตรรกะจากค าสัง่สอบถามขอ้มูล 
 

โครงสร้างตน้ไมท่ี้ไดน้ี้เรียกวา่  แผนขอ้ค าถามเชิงตรรกะ (logical query plan)  
ท่ีเรียกช่ือเช่นน้ีเพราะเป็นแบบแผนท่ีใชป้ระมวลผลขอ้ค าถาม  โดยการประมวลผลจะ
กระท าจากส่วนล่างสุดของตน้ไมไ้ล่เป็นระดบัชั้นข้ึนไปจนกระทัง่ถึงโหนดราก  เม่ือ
ประมวลผลการกระท าท่ีโหนดรากเสร็จ กจ็ะไดผ้ลลพัธ์ท่ีเป็นค าตอบของขอ้ค าถามท่ี
ผูใ้ชส่้งเขา้มา แผนขอ้ค าถามเชิงตรรกะขา้งตน้ยงัไม่ใช่แบบแผนท่ีดีท่ีสุดเพราะ
สามารถปรับปรุงใหดี้ข้ึนไดด้งัรูปท่ี 2.7  

 

Ename, Pname 
 

 Eid = supervisorID 
 
 
 

Employee   budget >= 1000000 
 

                         Project 

       Ename, Pname 
 

               l><l Eid = supervisorID  
 

 Eid, Ename                            Pname, supervisorID 
 

           Employee                     budget >= 1000000 
 

                               Project 

รูปท่ี 2.7 แผนขอ้ค าถามเชิงตรรกะแบบท่ีสองและสามส าหรับประมวลผลค าสัง่ Q1 
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จะเห็นไดว้า่จากพาสทรีหน่ึงตน้ท่ีส่งมาจากขั้นตอนท่ี 4 โปรแกรมสร้างแผนขอ้
ค าถามเชิงตรรกะ สามารถสร้างทรีท่ีเป็นแผนขอ้ค าถามเชิงตรรกะไดเ้ป็นจ านวนมาก 
แผนขอ้ค าถามเหล่าน้ีสามารถใหค้  าตอบท่ีถูกตอ้งไดเ้หมือนกนัทั้งหมด  แต่แตกต่าง
กนัท่ีเวลาท่ีใชใ้นการด าเนินการประมวลผลตามแผนขอ้ค าถาม และเน้ือท่ีของ
หน่วยความจ าท่ีตอ้งใชใ้นระหวา่งการประมวลผล โปรแกรมประมวลผลขอ้ค าถาม
ส่วนมากจึงตอ้งมีโปรแกรมท่ีเรียกวา่ โปรแกรมหาวิธีเหมาะท่ีสุด (query optimizer) 
หรือ โปรแกรมเพ่ิมประสิทธิภาพการประมวลผลข้อค าถาม  เพื่อท าหนา้ท่ีสร้างและ
คดัเลือกแผนขอ้ค าถามเชิงตรรกะท่ีเหมาะสมท่ีสุด 

ขั้นตอนที ่6: โปรแกรมสร้างแผนขอ้ค าถามเชิงกายภาพ (physical query plan generator)  จะรับแผน
ขอ้ค าถามเชิงตรรกะท่ีคดัเลือกมาแลว้ในขั้นตอนก่อนหนา้น้ี  เพื่อแปลงใหเ้ป็นแผนขอ้
ค าถามเชิงกายภาพ (physical query plan) ซ่ึงกคื็อ ล าดบัขั้นตอนของวธีิประมวลผลท่ี
จะเกิดข้ึนจริง  แสดงตวัอยา่งไดด้งัรูปท่ี 2.8 

Logical query plan 

       Ename, Pname 
 

           l><l Eid = supervisorID  
 

    Eid, Ename                            Pname, supervisorID 
 

    Employee                 budget >= 1000000 
 

                               Project 

Physical query plan 
Extract(Ename, Pname) 

 
Two-pass hash-join 

 
Extract(Eid, Ename)         Extract(Pname, supervisorID) 

 
TableScan(Employee)        Filter(budget >= 1000000) 

 
                              TableScan(Project) 

 

รูปท่ี 2.8 แผนขอ้ค าถามเชิงตรรกะและเชิงกายภาพส าหรับประมวลผลค าสัง่ Q1 
 

ช่ือท่ีปรากฏในแผนขอ้ค าถามเชิงกายภาพ เช่น  TableScan(Employee) หรือ 
Extract(Eid, Ename)  เป็นช่ืออลักอริทึมท่ีถูกเลือกมาใชใ้นการประมวลผลขอ้ค าถามน้ี  
และเช่นเดียวกบัขั้นตอนก่อนหนา้น้ี ท่ีแผนขอ้ค าถามเชิงกายภาพสามารถมีไดม้ากกวา่ 
1 แบบแผนข้ึนอยูก่บัการเลือกอลักอริทึมมาใช ้  ดงันั้นจึงเป็นหนา้ท่ีของโปรแกรมเพิ่ม
ประสิทธิภาพการประมวลผลขอ้ค าถามท่ีจะคดัเลือกแบบแผนท่ีเหมาะสมท่ีสุด โดยใช้
เวลาประมวลผลและเน้ือท่ีหน่วยความจ าท่ี เป็นเกณฑใ์นการพิจารณาคดัเลือก 
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ขั้นตอนที ่7: โปรแกรมสร้างรหสัค าสัง่ (code generator)  จะท าหนา้ท่ีเปล่ียนอลักอริทึมต่างๆ ท่ี
ปรากฏในแผนขอ้ค าถามเชิงกายภาพใหเ้ป็นรหสัค าสัง่ (เช่น ค าสัง่ภาษาซี) ท่ีพร้อมจะ
ถูกด าเนินงานไดโ้ดยระบบคอมพิวเตอร์ 

ขั้นตอนที ่8: ตวักระท าการ (execution engine) จะควบคุมการคอมไพลแ์ละการด าเนินงานชุดค าสัง่
ท่ีส่งมาจากขั้นตอนท่ี 7 ในขั้นตอนน้ีจะตอ้งมีการติดต่อกบัฐานขอ้มูลในดิสกแ์ละ
ผลลพัธ์จากการด าเนินงานคือค าตอบของขอ้ค าถามท่ีผูใ้ชส่้งเขา้มา 

 

2.2  อลักอริทึมพืน้ฐานส าหรับประมวลผลข้อค าถาม 

ค าสัง่ท่ีผูใ้ชใ้ชส้ร้างขอ้ค าถามมกัจะอยูใ่นลกัษณะของภาษาระดบัสูง เช่น SQL  ซ่ึง
จะตอ้งถูกแปลงใหอ้ยูใ่นรูปแบบของภาษาฟอร์มอล เช่น พีชคณิตสัมพนัธ์ (relational algebra) หรือ
แคลคูลสัสมัพนัธ์ (relational calculus) ทั้งน้ีเพื่อความสะดวกในการปรับปรุงขอ้ค าถามใหมี้
ประสิทธิภาพดีข้ึน นิพจนใ์นพีชคณิตสัมพนัธ์มกัจะประกอบดว้ยปฏิบติัการหลกัๆ คือ  selection, 
projection, และ join ปฏิบติัการแต่ละประเภทมีเทคนิคท่ีจะใชป้ระมวลผลไดห้ลายเทคนิคข้ึนอยูก่บั
ขนาดของขอ้มูล และโครงสร้างท่ีใชส้นบัสนุนการเขา้ถึงขอ้มูล (เช่น ใชด้รรชนี, ใชต้ารางแฮช)   

การอธิบายอลักอริทึมต่างๆ ของปฏิบติัการพื้นฐาน (หรือค าสัง่ในระดบัแผนขอ้ค าถาม
เชิงตรรกะ)  และการวิเคราะห์อลักอริทึม (Elmasri and Navathe, 2000; Garcia-Molina et al., 2000; 
Ramakrishnan and Gehrke, 2000; Silberschatz et al., 2002) จะอา้งอิงขอ้มูลพื้นฐาน 3 ตารางไดแ้ก่ 
Employee, Works_In และ Project โดยแต่ละตารางมีแอททริบิวตแ์ละส่วนประกอบทางกายภาพ
ดงัต่อไปน้ี 

Employee 

Eid Ename gender birthdate address salary dept_code 
 

สมมุติให ้1 เรคคอร์ดมีขนาด = 50 ไบต ์ ก าหนดใหเ้น้ือท่ีเกบ็ขอ้มูล 1 บลอ็ก = 4,000 ไบต ์
จ านวนขอ้มูลทั้งหมด = 40,000 เรคคอร์ด ดงันั้นหน่ึงบลอ็กบนัทึกขอ้มูลได ้    = 80 เรคคอร์ด 
มี primary index บน Eid และ ตอ้งใชเ้น้ือท่ี = 40000/80 
Secondary index บน salary และ dept_code                           = 500 บลอ็ก 

 



 16 

Works_In 
Eid Pno role start_date finish_date 

 
สมมุติให ้1 เรคคอร์ดมีขนาด = 40 ไบต ์ ก าหนดใหเ้น้ือท่ีเกบ็ขอ้มูล 1 บลอ็ก = 4,000 ไบต ์
จ านวนขอ้มูลทั้งหมด = 100,000 เรคคอร์ด ดงันั้นหน่ึงบลอ็กบนัทึกขอ้มูลได ้  = 100 เรคคอร์ด 
 ตอ้งใชเ้น้ือท่ี = 100000/100 = 1,000 บลอ็ก 

Project 
Pno Pname Psupervisor budget 

 
สมมุติให ้1 เรคคอร์ดมีขนาด = 40 ไบต ์ ก าหนดใหเ้น้ือท่ีเกบ็ขอ้มูล 1 บลอ็ก = 4,000 ไบต ์
จ านวนขอ้มูลทั้งหมด = 1,000 เรคคอร์ด ตอ้งใชเ้น้ือท่ีดิสก ์= 10 บลอ็ก 
มี hash index บน Pno  

 
2.2.1 ค าส่ัง  selection 
 

อลักอริทึม S1:  คน้หาเชิงเสน้ (ขอ้มูลไม่เรียงล าดบัตามค่าคน้หา  ไม่มีดรรชนี) 
 
 
 
 
 
 

ตวัอยา่งขอ้ค าถาม 
ภาษา  SQL : พีชคณิตสัมพนัธ์  (relational algebra) : 
SELECT   * )Employee(1950/12/31birthdate  
FROM      Employee  

WHERE   birthdate > 31/12/1950 ;  
 

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์  =  จ านวนคร้ังท่ีตอ้งอ่านทุกบลอ็กของตาราง  Employee 
                =  500  คร้ัง 

 
 

1. คน้หาขอ้มูลทีละเรคคอร์ด 
2. เปรียบเทียบขอ้มูลวา่ตรงกบัเง่ือนไขในขอ้ค าถามหรือไม่ 
 ถา้ตรงกบัเง่ือนไข  ใหบ้นัทึกเรคคอร์ด (หรือทูพเพิล) น้ีลงในตารางท่ีจะแสดงเป็นผลลพัธ์ 
 ถา้ไม่ตรงกบัเง่ือนไข  ใหค้น้หาเรคคอร์ดต่อไป 
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อลักอริทึม S2:  คน้หาแบบทวิภาค  (ขอ้มูลเรียงล าดบัตามค่าคน้หา  ไม่มีดรรชนี) 
 
 
 
 
 

ตวัอยา่งขอ้ค าถาม 
SELECT   *  

FROM      Employee )Employee('Smith'Ename   

WHERE   Ename  =  ‘Smith’ ;  

ในขั้นตอนท่ี (1) จ านวนคร้ังท่ีติดต่อกบัดิสก ์  
     =  log2 (จ านวนบลอ็กทั้งหมดของตาราง Employee) 

      =  log2(500)  9   คร้ัง 
ในขั้นตอนท่ี (3)  จ านวนคร้ังท่ีติดต่อกบัดิสก ์มีค่าท่ีเป็นไปไดต้ั้งแต่ศูนยค์ร้ัง (ไม่มีเรคคอร์ด
อ่ืนท่ี Ename  = ‘Smith’)  จนถึง  500  คร้ัง  (ทุกเรคคอร์ดมี  Ename  =  ‘Smith’) ดงันั้น
จ านวนคร้ังทั้งหมดท่ีตอ้งติดต่อกบัดิสก ์ = จ านวนคร้ังท่ีติดต่อกบัดิสกใ์นขั้นตอนท่ี (1) +       
                                                                    จ  านวนคร้ังท่ีติดต่อกบัดิสกใ์นขั้นตอนท่ี (3) 

อลักอริทึม S3:  คน้หาดว้ยดรรชนี  (มีดรรชนี  B+-tree  ส าหรับค่าท่ีตอ้งการคน้หา) 
 
 
 

 
ตวัอยา่งขอ้ค าถามท่ี  1 :  ขอ้มูลเรียงล าดบัตามค่าคน้หา 

SELECT   *  

FROM      Employee )Employee('12345'Eid   

WHERE   Eid  =  ‘12345’ ;  

สมมุติใหโ้ครงสร้างตน้ไมข้อง  B+- tree  ส าหรับขอ้มูล Employee  มี 2 ระดบัชั้น 
จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์   =  จ านวนระดบัชั้นของโครงสร้างดรรชนี  +   

            จ านวนบลอ็กท่ีมีขอ้มูลท่ีตอ้งการ 
      =   2 + 1  =  3  คร้ัง 

1. แบ่งคน้ขอ้มูลทีละคร่ึงเพื่อหาเรคคอร์ดท่ีตรงกบัเง่ือนไขของขอ้ค าถาม 
2. เม่ือเจอเรคคอร์ดท่ีตอ้งการ  บนัทึกเรคคอร์ด (หรือทูพเพลิ) ลงในตารางผลลพัธ์ 
3. คน้หาเรคคอร์ดถดัไป จนกวา่ขอ้มูลจะมีค่าไม่ตรงกบัเง่ือนไขของขอ้ค าถาม 

บนัทึกเรคคอร์ดท่ีขอ้มูลมีค่าตรงกบัเง่ือนไขของขอ้ค าถาม ลงในตารางผลลพัธ์ 

1. ใชด้รรชนีท่ีมีคน้หาค่าท่ีตอ้งการ 
2. ตามตวัช้ีไปยงัตารางขอ้มูลหลกัและแสดงขอ้มูลทุกเรคคอร์ดท่ีมีค่าตรงกบัเง่ือนไขของ

ขอ้ค าถาม 
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ตวัอยา่งขอ้ค าถามท่ี  2 :  ขอ้มูลไม่เรียงล าดบัตามค่าคน้หา 

SELECT    *  

FROM       Employee )Employee(50000salary  

WHERE    salary > 50000 ;  
 

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =  จ านวนระดบัชั้นของโครงสร้างดรรชนี  +   
      จ านวนบลอ็กท่ีมีขอ้มูลท่ีตอ้งการ 
                   =  2 +  จ านวนบลอ็กท่ีมีขอ้มูลท่ีตอ้งการ (มีค่าแปรผนัได ้
       ตั้งแต่ 1 ถึง  500)  
 
อลักอริทึม  S4:  คน้หาดว้ยตารางแฮช  (มีตารางแฮชส าหรับค่าท่ีตอ้งการคน้หา) 
 
 
 
 

ตวัอยา่งขอ้ค าถาม 
SELECT   *  

FROM      Project )oject(Pr'09'Pno   

WHERE   Pno  =  ‘09’ ;  
 

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =  จ านวนบลอ็กท่ีบรรจุ  bucket  ท่ีตอ้งการ  +   
      จ านวนบลอ็กท่ีมีขอ้มูลท่ีตอ้งการ 
                     =  1 + 1 
                     =  2  คร้ัง 

 
อลักอริทึม  S5:  คน้หาดว้ยดรรชนี  (กรณีมีหลายเง่ือนไขยอ่ยเช่ือมดว้ย  AND) 
 
 
 

ตวัอยา่งขอ้ค าถาม 

1. ใชฟั้งกช์นัแบบแฮชค านวณหา bucket  ท่ีบรรจุค่าท่ีตอ้งการคน้หา 
2. ตามตวัช้ีของ bucket  ไปยงัตารางขอ้มูลหลกั 

1. ใชด้รรชนีของเง่ือนไขยอ่ยคน้หาขอ้มูล 
2. น าขอ้มูลท่ีไดจ้ากขั้นตอนท่ี 1  มาคดัเลือกต่อดว้ยเง่ือนไขยอ่ยท่ีเหลือ 
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SELECT      *  

FROM          Employee   salary > 50000     (Employee) 
WHERE       salary > 50000 AND           birthdate > 31/1/1950   

                     birthdate > 31/12/1950 AND            gender = ‘M’ 

                     gender = ‘M’ ;  

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์=  จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสกข์องขั้นตอนท่ี (1) 
 
อลักอริทึม  S6:  คน้หาดว้ยการท า intersection ตวัช้ีเรคคอร์ดของดรรชนี 

(กรณีมีหลายเง่ือนไขยอ่ยเช่ือมดว้ย AND และแต่ละเง่ือนไขยอ่ยมีดรรชนีท่ีช้ีไป
ยงัเรคคอร์ด) 

 
 
 
 
 
 

ตวัอยา่งขอ้ค าถาม 
SELECT      *  

FROM         Employee   dept_code = ‘05’      (Employee) 
WHERE      dept_code = ‘05’ AND               salary > 30000  

                     salary > 30000 ;  

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =  จ านวนระดบัชั้นของโครงสร้างดรรชนี  dept_code  + 
     จ านวนระดบัชั้นของโครงสร้างดรรชนี  Salary   + 
      จ านวนบลอ็กของขอ้มูลท่ีมีค่าตรงกบัทุกเง่ือนไขยอ่ย 

ในกรณีท่ีเง่ือนไขยอ่ยเช่ือมดว้ย  OR  ท าไดใ้นท านองเดียวกนักบัอลักอริทึม S6  
เพียงแต่เปล่ียนจากการท าอินเตอร์เซ็กชัน่เป็นการท ายเูน่ียน (union) 

1. ใชด้รรชนีของแต่ละเง่ือนไขยอ่ยคน้หาขอ้มูล  ผลลพัธ์ท่ีไดคื้อตวัช้ีเรคคอร์ด ซ่ึง
มกัจะอยูใ่นรูปของ  record ID หรือ RID 

2. น า  RID  ท่ีไดจ้ากขั้นตอนท่ี 1  ของแต่ละเง่ือนไขยอ่ยมาท าอินเตอร์เซ็คชัน่  
ผลลพัธ์ท่ีไดคื้อ RID  ของเรคคอร์ดท่ีมีขอ้มูลตรงกบัท่ีระบุในเง่ือนไขทั้งหมด  
เม่ือตามตวัช้ีน้ีไปจะไดข้อ้มูลท่ีตอ้งการ 
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2.2.2 ค าส่ัง  projection 
 

อลักอริทึม P1:    ผลลพัธ์ของการโปรเจค็รวมแอททริบิวตท่ี์เป็นค่าคีย ์ จึงไม่มีขอ้มูลซ ้า 
 
 
 
 

ตวัอยา่งขอ้ค าถาม 
SELECT    Eid, Ename, salary   Eid, Ename, salary   (Employee) 

FROM       Employee  ;  
 

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =  จ านวนบลอ็กทั้งหมดของตาราง  Employee 
                    =   500  คร้ัง 

 
อลักอริทึม  P2:  ผลลพัธ์ของการโปรเจค็อาจมีขอ้มูลซ ้า  ก าจดัขอ้มูลซ ้าดว้ยเทคนิคการเรียงล าดบั 
 
 
 
 
 
 
 

ตวัอยา่งขอ้ค าถาม 
SELECT   DISTINCT Ename, dept_code (  Eid, Ename, salary  (Employee)) 

FROM       Employee  ;  
 

 กรณีท่ีขอ้มูลมีจ านวนไม่มาก  สามารถน าขอ้มูลทั้งหมดจากดิสกม์าไวใ้นหน่วย 
ความจ าหลกัเพื่อคดัเลือกแอททริบิวต ์และเรียงล าดบัใหม่เพื่อก าจดัขอ้มูลซ ้า 
จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =  จ านวนบลอ็กทั้งหมดของตาราง  Employee 

                         =  500  คร้ัง 
 

1. เปิดแฟ้มขอ้มลู 
2. คดัเลือกเฉพาะแอททริบิวตท่ี์ระบุในค าสัง่ แสดงออกมาเป็นผลลพัธ์ 

1. เปิดแฟ้มขอ้มูล  คดัเลือกเฉพาะแอททริบิวตท่ี์ระบุในค าสัง่ เกบ็ไวใ้นตารางชัว่คราว T 
2. เรียงล าดบัขอ้มูลในตาราง  T   โดยใชทุ้กแอททริบิวตป์ระกอบกนัเป็นคียใ์นการ

เรียงล าดบั 
3. น าขอ้มูลท่ีเรียงล าดบัแลว้มาเปรียบเทียบทูพเพิลท่ีอยูติ่ดกนั  ถา้ซ ้ ากนัใหก้ าจดัตวัซ ้ า

ออกไป 
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 กรณีท่ีขอ้มูลมีมากเกินกวา่จะน าขอ้มูลทั้งหมดมาเรียงล าดบัในหน่วยความจ าหลกั
ได ้ จะตอ้งใชว้ิธีการเรียงล าดบัภายนอก (external sorting) โดยแบ่งการท างานเป็น 2 ช่วง 
ช่วงที ่1:  เรียงล าดบัขอ้มูล 

(1) อ่านขอ้มูลจากดิสกม์าดว้ยจ านวนบลอ็กเท่ากบัจ านวนบฟัเฟอร์ท่ีวา่งอยู ่
(2) พิจารณาทีละเรคคอร์ดเพื่อตดัแอททริบิวตท่ี์ไม่ตอ้งการออกไป (คดัไวเ้ฉพาะแอททริ

บิวตท่ี์ระบุในขอ้ค าถาม) 
(3) เรียงล าดบัขอ้มูล 
(4) บนัทึกบลอ็กท่ีขอ้มูลเรียงล าดบัแลว้ กลบัไปท่ีดิสก ์
(5) ท าซ ้ าขั้นตอนท่ี (1)-(4) จนกวา่จะหมดขอ้มูล (ถา้ท าซ ้ า 3 รอบจะไดข้อ้มูล 3 ส่วนยอ่ยท่ี

แต่ละส่วนยอ่ยมีขอ้มูลเรียงล าดบัแลว้) 
ช่วงที ่2:  ก าจดัขอ้มูลซ ้า 

(1) น าขอ้มูลบลอ็กแรกของแต่ละส่วนยอ่ยจากดิสกม์าท่ีบฟัเฟอร์ในหน่วยความจ าหลกั 
(2) พิจารณาเปรียบเทียบทูพเพิลแรกของแต่ละบฟัเฟอร์  เพื่อน าทูพเพิลท่ีมีค่านอ้ยท่ีสุด

ส่งออกเป็นผลลพัธ์  ถา้มีค่าซ ้ า จะเลือกมาเพียงทูพเพิลเดียว ทูพเพิลท่ีไดรั้บการ
พิจารณาแลว้  จะถูกลบออกไปจากบฟัเฟอร์ และเล่ือนทพูเพิลถดัไปมาท่ีตน้บฟัเฟอร์
แทนท่ี  จากนั้นท าซ ้ าในขั้นตอนท่ี (2) ถา้ขอ้มูลบฟัเฟอร์ใดหมดจะน าขอ้มูลบลอ็ก
ถดัไปของส่วนยอ่ยนั้น ๆ มาจากดิสก ์

 
จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =   

จ านวนบลอ็กทั้งหมดของตาราง  Employee  (ช่วงโปรเจค็และเรียงล าดบัขอ้มูล) +  
จ านวนบลอ็กทั้งหมดของตาราง Employee (บนัทึกส่วนยอ่ยลงดิสก)์ +  

 จ านวนบลอ็กทั้งหมดของตาราง  Employee (ดึงแต่ละส่วนยอ่ยมาก าจดัตวัซ ้ าและ 
                                                                             สร้างผลลพัธ์) 

  =   500 + 500 + 500 
  =   1500  คร้ัง 
 
อลักอริทึม P3: ผลลพัธ์ของการโปรเจค็อาจมีขอ้มูลซ ้า  ก าจดัขอ้มูลซ ้าดว้ยเทคนิคแฮชชิง 

ช่วงที ่1:  กระจายขอ้มูลไปไวใ้นท่ีฝากขอ้มูล (bucket) 
1. อ่านขอ้มูลจากดิสกม์าทีละบลอ็ก 
2. พิจารณาทีละเรคคอร์ด เพื่อตดัแอททริบิวตท่ี์ไม่ตอ้งการออกไป (คดัไวเ้ฉพาะแอททริ

บิวต ์ท่ีระบุในขอ้ค าถาม) 
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3. ใชแ้อททริบิวตท่ี์เหลือทั้งหมดของเรคคอร์ดเป็นค่าคีย ์ น าไปผา่นฟังกช์นัแบบแฮชเพื่อ
หาต าแหน่งท่ีฝากขอ้มูล  ถา้ท่ีฝากขอ้มูลนั้นเตม็ใหถ่้ายโอนขอ้มูลจากท่ีฝากขอ้มูลไปยงั
ดิสกเ์พื่อท าใหท่ี้ฝากขอ้มูลในหน่วยความจ าหลกัมีท่ีวา่ง 

4. ท าซ ้ าขั้นตอนท่ี 1-3 จนหมดขอ้มูล 
5. ถ่ายโอนขอ้มูลจากท่ีฝากขอ้มูลแต่ละท่ีในหน่วยความจ าไปยงัแต่ละท่ีฝากขอ้มูลในดิสก ์ 

ช่วงที ่2:  ก าจดัขอ้มูลซ ้า 
1. อ่านขอ้มูลจากดิสกม์าคราวละหน่ึงท่ีฝากขอ้มูล 
2. ในช่วงของการกระจายขอ้มูลไปไวใ้นท่ีฝากขอ้มูล  เรคคอร์ดท่ีซ ้ ากนัจะถูกแฮชไปไว้

ในท่ีฝากขอ้มูลเดียวกนั  ดงันั้นเม่ือตรวจดูขอ้มูลทีละหน่ึงท่ีฝากขอ้มูลและก าจดัขอ้มูล
ซ ้าออกไปส่ิงท่ีเหลือคือผลลพัธ์ของการท า  projection  ท่ีไม่มีขอ้มูลซ ้า 
 

ตวัอยา่งขอ้ค าถาม 
SELECT   DISTINCT Ename, dept_code (  Eid, Ename, salary  (Employee)) 

FROM       Employee  ;  
 

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ 
 = จ านวนบลอ็กทั้งหมดของตาราง  Employee  (ช่วงกระจายขอ้มูล) +   
    จ านวนบลอ็กทั้งหมดของตาราง Employee (บนัทึกแต่ละท่ีฝากขอ้มูลลงดิสก)์ +  
     จ  านวนบลอ็กทั้งหมดของตาราง  Employee (อ่านแต่ละท่ีฝากขอ้มูลจากดิสกม์าก าจดั 
                                                                                         ขอ้มูลซ ้า) 
 =   500 + 500 + 500 
 =   1500  คร้ัง 
 
 ระบบจดัการฐานขอ้มูล  Informix  ใชเ้ทคนิคแฮชชิงในการท า  projection  ในขณะท่ี IBM 
DB2  และ  Oracle ใชเ้ทคนิคการเรียงล าดบั  ส่วน  Microsoft SQL server  ใชท้ั้งสองเทคนิค 
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2.2.3 ค ำส่ัง  join 

อลักอริทึม J1: Simple nested loops join 
    R (X, Y) l><l S (Y, Z) 
 
 
 
 
 

ตวัอยา่งขอ้ค าถาม 
SELECT   *  

FROM       Employee  E, Works_In  W Employee  l><l  Works_In 
WHERE     E.Eid = W.Eid  

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์   
                             =   จ านวนคร้ังท่ีตอ้งอ่านทุกบลอ็กของ  Employee + 

                                              จ านวนทูพเพลิทั้งหมดของ Employee  ×  จ านวนบลอ็กของWork_In 
(เน่ืองจากเม่ืออ่านแต่ละทูพเพิล e ของตาราง Employee ตอ้งอ่าน
ทุกบลอ็กของ Works_In เพื่อคน้หาทูพเพิลท่ีสามารถ join กบั e ได)้ 

                =  500 + 40,000 × 1,000 
                =  40,000,500  คร้ัง 

 ถา้การอ่านขอ้มูลจากดิสกแ์ต่ละคร้ังใชเ้วลาเฉล่ีย 10 มิลลิวินาที  การประมวลผล
ค าสัง่ join น้ีจะใชเ้วลาประมาณ  111 ชัว่โมง 

 ถา้เราเปล่ียนอลักอริทึมใหอ่้านขอ้มูลจากตาราง  Employee  มาคราวละบลอ็ก และ
เรียกขอ้มูลจากตาราง  Works_In  ข้ึนมาทีละบลอ็กเพื่อ  join ทูพเพิลในบลอ็กของ  
Employee และ  Works_In  ท่ีมีค่า  Eid  ตรงกนั (แทนท่ีจะพจิารณาทีละทพูเพิลของ  
Employee เพื่อ join  กบั  Works_In)  จะท าให ้
จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =   จ านวนคร้ังท่ีตอ้งอ่านทุกบลอ็กของ  Employee + 

           จ านวนบลอ็กทั้งหมดของ Employee × จ านวนบลอ็กของ Works_In 

            =   500 + 500 × 1,000 
            =   500,500  คร้ัง 

ซ่ึงจะท าใหเ้วลาในการประมวลผลลดลงเหลือประมาณ 1 ชัว่โมง 23 นาที 

1. อ่านขอ้มูลแต่ละทูพเพิล  r  จากความสมัพนัธ์  R 
2. ส าหรับแต่ละ  r  ใหอ่้านขอ้มูลแต่ละทูพเพิล  s  จากความสัมพนัธ์  S 
 ถา้  r. Y = s.Y  ใหเ้ช่ือม  r  และ  s  เป็นหน่ึงทูพเพิลบนัทึกลงในตารางท่ีเป็นผลลพัธ์ 
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อลักอริทึม J2: Block nested loops join 
    R (X, Y)  l><l  S (Y, Z) 

 อลักอริทึม J1 ใชเ้น้ือท่ีเพยีง 2 บฟัเฟอร์เพื่อบรรจุขอ้มูล 1 บลอ็กจากตาราง R และ 
1 บลอ็กจากตาราง S  ถา้เรามีเน้ือท่ีบฟัเฟอร์มากกวา่นั้น เช่น M  บฟัเฟอร์  จะสามารถ
ปรับปรุงอลักอริทึมใหท้ างานไดเ้ร็วข้ึน  โดยบรรจุขอ้มูลจากตาราง R ลงใน M-1 บฟัเฟอร์ 
และบรรจุ 1 บลอ็กของ S ลงในอีก 1 บฟัเฟอร์ท่ีเหลืออยู ่ ดงัอลักอริทึมต่อไปน้ี 

 
 
 
 
 
 
 
 
 

 ถา้ให ้ B(R)  คือจ านวนบลอ็กทั้งหมดของ R  และ  B(S)  คือจ านวนบลอ็กทั้งหมด
ของ S    จากอลักอริทึม  เราแบ่ง R  ออกเป็นส่วนละ  M-1 บลอ็ก  ดงันั้น R จะมี  

1M

)R(B


  

ส่วน  ในแต่ละส่วนของ R  เราอ่าน  M-1  บลอ็กจาก R  และอ่านทุกบลอ็กจาก S  เพื่อน า
ขอ้มูลมา  join  กบัแต่ละส่วนของ  R  ดงันั้น จ านวนคร้ังทั้งหมดท่ีตอ้งติดต่อกบัดิสกคื์อ  

))S(B1M(
1M

)R(B



 

 
ตวัอยา่งขอ้ค าถาม 

SELECT   *  
FROM       Employee  E, Works_In  W Employee  l><l  Works_In 
WHERE     E.Eid = W.Eid  

ถา้มีเน้ือท่ีวา่งในหน่วยความจ า  101  บฟัเฟอร์ 
จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์  

  = (จ านวนบลอ็กทั้งหมดของ Works_In /100) × (100 + จ านวนบลอ็กทั้งหมดของ 
Works_In) 

  =  )000,1100(
100

500
    =   5,500  คร้ัง 

1. แบ่งขอ้มูลตาราง R  ออกเป็นส่วนละ  M-1  บลอ็ก  เพื่อบรรจุลงใน  M-1  บฟัเฟอร์ 
2. อ่านแต่ละส่วนของ R  มาไวใ้นบฟัเฟอร์และจดัเป็นโครงสร้างท่ีจะช่วยใหค้น้หา

ขอ้มูลไดร้วดเร็ว (เช่น ใชต้ารางแฮช หรือใช ้ search tree) โดยมีแอททริบิวตร่์วม 
(ไดแ้ก่ Y) เป็นค่าคีย ์

3. ส าหรับแต่ละส่วนของ R  ใหอ่้านทีละบลอ็กของ S  มาไวใ้นหน่ึงบฟัเฟอร์ท่ี
เหลืออยู ่เพื่อพจิารณาทูพเพิลของ S  ท่ีสามารถ  join  กบั R  และแสดงเป็นผลลพัธ์
ของการ  join 
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ถา้เราเปล่ียนล าดบัของการ join  เป็น  Works_In  l><l  Employee 
จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์

  = (จ านวนบลอ็กทั้งหมดของ Employee /100) × (100 + จ านวนบลอ็กทั้งหมดของ 
Employee) 

  =  )500100(
100

1000
  

  =    6,000  คร้ัง 
 

 จะเห็นไดว้า่การเลือกตารางท่ีมีขนาดเลก็กวา่เพื่อแบ่งเป็นส่วนตามจ านวนบฟัเฟอร์
วา่งท่ีมีอยู ่ (นัน่คือเป็นลูปชั้นนอกตามอลักอริทึม J2) และเลือกตารางท่ีมีขนาดใหญ่กวา่เพื่อ
อ่านทีละบลอ็กมาบรรจุใน 1 บฟัเฟอร์ท่ีเหลืออยู ่(เป็นลปูชั้นในตามอลักอริทึม J2) จะใชเ้วลา
ในการประมวลผลท่ีเร็วกวา่ 

 

อลักอริทึม  J3 :   Indexed nested loops join 
              R (X, Y)  l><l  S(Y, Z) 

          สมมุติใหมี้ดรรชนีบนแอททริบิวต ์Y  ของตาราง S 
 
 
 
 
 
 

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =    จ านวนบลอ็กทั้งหมดของ  R + 
     จ านวนขอ้มูลใน S ท่ีมีค่าแอททริบิวต ์Y  ตรงกบั r.Y 

 
 การคน้หาขอ้มูลใน S  ดว้ย B+- tree index  จากโหนดรากไปถึงโหนดใบ  จะตอ้ง

อ่านขอ้มูลจากดิสกป์ระมาณ 2 ถึง 4 คร้ัง (เพราะโดยทัว่ไปโครงสร้าง  B+-tree  มกัจะมี 2 ถึง 
4 ระดบั) และการคน้หาจากโหนดใบไปยงัตวัขอ้มูล  จะตอ้งอ่านขอ้มูลจากดิสกก่ี์คร้ังนั้น
ข้ึนอยูก่บัประเภทของดรรชนีวา่เป็นชนิดเขา้กลุ่ม (clustering) หรือไม่เขา้กลุ่ม 
(nonclustering) ถา้เป็นชนิดไม่เขา้กลุ่ม จะตอ้งใชเ้วลาค่อนขา้งมากเพราะขอ้มูลท่ีตอ้งการอาจ
กระจายอยูใ่นหลายบลอ็ก 

1. อ่านขอ้มูล R  ทีละบลอ็ก และพิจารณาทุกทูพเพิล  r  ในบลอ็ก 
2. ใชค่้าแอททริบิวต ์Y  ของทูพเพิล r (r.Y)  เป็นคียค์น้หา (ดว้ยดรรชนี) ทูพเพิล

ของ S    ท่ีมีค่าแอททริบิวต ์Y  ตรงกบั  r.Y  เพื่อ join ทูพเพิลและแสดงเป็น
ผลลพัธ์ 
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ตวัอยา่งขอ้ค าถาม  
SELECT   *  
FROM       Employee  E, Works_In  W Employee  l><l  Works_In 
WHERE     E.Eid = W.Eid  

กรณีที่ 1:  สมมุติใหมี้  B+-tree index  บนแอททริบิวต ์ W.Eid  และเป็นดรรชนีชนิดเขา้กลุ่ม 
(1) อ่านขอ้มูลทั้งหมดของตาราง Employee  ขอ้มูลทั้งหมดน้ีเกบ็อยูใ่น 500 บลอ็ก  จึงตอ้ง

ติดต่อกบัดิสก ์500 คร้ัง 
(2) พิจารณาแต่ละค่าของ  E.Eid  น าค่า  Eid  น้ีไปคน้หาค่าท่ีตรงกนัใน  B+-tree  index 

ของ  Works_In  ถา้  B+-tree  มี  3  ระดบัชั้น  (จากโหนดรากถึงโหนดใบ) จะตอ้ง
ติดต่อกบัดิสก ์ 3 คร้ัง  และตอ้งอ่านดิสกอี์ก 1 คร้ัง เพื่อดึงขอ้มูลบลอ็กท่ีตอ้งการจาก
ตาราง  Works_In  มาเพื่อท าการ  join  รวมแลว้การ  join  ส าหรับ  E.Eid  หน่ึงค่า  
จะตอ้งติดต่อกบัดิสก ์4 คร้ัง  E.Eid  มีทั้งหมด  40,000 ค่า (เน่ืองจากตาราง  Employee  
มีขอ้มูล  40,000 ทูพเพิล)  จึงตอ้งติดต่อกบัดิสก ์ =  40,000 x 4  =  160,000  คร้ัง 

(3) รวมจ านวนคร้ังท่ีตอ้งติดต่อกบัดิสกใ์นขอ้ (1) และ (2)  =  500 + 160,000 = 160,500 คร้ัง 

กรณีที่ 2:  สมมุติใหมี้ B+-tree index  บนแอททริบิวต ์W.Eid  แต่เป็นดรรชนีชนิดไม่เขา้กลุ่ม 
(1) จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสกเ์พื่ออ่านขอ้มูล Employee  =  500  คร้ัง 
(2) พนกังานหน่ึงคนสามารถท างานหลายโปรเจค็ได ้  Employee มีขอ้มูล 40,000 ทูพเพิล 

และ Works_In มีขอ้มูล 100,000 ทูพเพิล  ถา้การกระจายพนกังานไปท างานในโปรเจค็

ต่างๆ เป็นไปอยา่งสม ่าเสมอ พนกังาน 1 คน จะท างานโดยเฉล่ีย = 5.2
000,40

000,100
   

โปรเจค็ และเน่ืองจากดรรชนีบน W.Eid เป็นแบบไม่เขา้กลุ่มจึงมีโอกาสท่ีขอ้มูลการ
ท างานในโปรเจค็ต่างๆของพนกังานหน่ึงคนจะกระจายไปอยูต่่างบลอ็กกนั การ
ค านวณจ านวนคร้ังท่ีตอ้งติดต่อกบัดิสกเ์พื่อการ join จึงตอ้งแยกพิจารณาเป็นสองส่วน 
คือ 
ส่วนที่  1 การคน้หาในส่วนดรรชนีของ B+-tree 

B+-tree  มี 3 ระดบั และขอ้มลู Employee มี 40,000  ทูพเพิล จึงตอ้งติดต่อ
กบัดิสก ์= 40,000   3 = 120,000  คร้ัง 

ส่วนที่  2 การคน้หาในส่วนขอ้มูล 
  มีขอ้มูล Employee จ านวน 40,000 ทูพเพิล ขอ้มูลการร่วมงานในแต่ละ

โปรเจค็ของพนกังานแต่ละคนอาจจะกระจายอยูใ่น 2.5 บลอ็ก ดงันั้นจึง
ตอ้งอ่านขอ้มูลจากบลอ็ก = 40,000   2.5  =  100,000  บลอ็ก 



 27 

 รวมการติดต่อกบัดิสก ์(ในทั้งสองส่วน)  =  120,000 + 100,000  =  220,000  คร้ัง 
(3) รวมจ านวนคร้ังท่ีตอ้งติดต่อกบัดิสกใ์นขอ้ (1) และ (2) = 500 + 220,000 = 220,500 คร้ัง 

กรณีที่ 3   :  สมมุติใหมี้  B+-tree index บนแอททริบิวต ์ E.Eid 
                  (สลบัล าดบัการ join เป็น Works_In  l><l  Employee) 

(1) อ่านขอ้มูลทั้งหมดของตาราง Works_In  ขอ้มูลบรรจุอยูใ่น 1,000  บลอ็ก  จึงตอ้งติดต่อ
กบัดิสก ์1,000  คร้ัง 

(2) น าแต่ละค่าของ W.Eid  มาคน้หาผา่นดรรชนีของตาราง Employee  ถา้ดรรชนีมี 3 
ระดบัชั้น (จากโหนดรากถึงโหนดใบ)  จะตอ้งติดต่อกบัดิสก ์3 คร้ัง  และตอ้งอ่านดิสก์
อีก 1 คร้ัง เพื่อดึงขอ้มูลบลอ็กท่ีตอ้งการจากตาราง Employee เน่ืองจากแอททริบิวต ์Eid 
เป็นกญุแจหลกัของตาราง Employee จึงไม่มีค่า Eid ซ ้า ดงันั้นแต่ละคร้ังของการ join 
จะมี E.Eid  อยา่งมากท่ีสุดเพียงค่าเดียวท่ีจะน าไป join กนั W.Eid ได ้  (จึงไม่ส าคญัวา่
ดรรชนีจะเป็นแบบเขา้กลุ่มหรือไม่เขา้กลุ่ม) 

รวมแลว้การ join ส าหรับ W.Eid  หน่ึงค่าจะตอ้งติดต่อกบัดิสก ์4 คร้ัง  W.Eid มี
ทั้งหมด 100,000  ทูพเพิล  จึงตอ้งติดต่อกบัดิสก ์= 100,000   4  =  400,000  คร้ัง 

(3) รวมจ านวนคร้ังท่ีตอ้งติดต่อกบัดิสกใ์นขอ้ (1) และ (2) = 1,000 + 400,000  =  401,000  
คร้ัง 

หมายเหตุ จากการวิเคราะห์จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสกใ์นทั้งสามกรณีจะเห็นวา่การอ่าน
ขอ้มูลทั้งหมดจากตารางท่ีจะท าหนา้ท่ีเป็นลูปชั้นนอกในขั้นตอนท่ี (1) จะมีค่านอ้ยกวา่
จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสกใ์นขั้นตอนท่ี (2) มาก จึงอาจละการค านวณในขั้นตอนท่ี (1) 
ได ้

 
กรณีที่ 4 :   สมมุติใหมี้  B+- tree index  บนแอททริบิวต ์E.Eid และ W.Eid 

ถา้ดรรชนีบน E.Eid และ W.Eid เรียงล าดบัแลว้ สามารถใชก้าร join แบบซิกแซก 
(zig-zag join) ดงัตวัอยา่งในรูปท่ี 2.9 การ join จะใชก้ารสแกนค่า Eid บนดรรชนีทั้งสอง 
(E.Eid และ W.Eid) พร้อมกนั เพื่อหาค่า Eid ท่ีตรงกนัเม่ือพบค่า Eid ท่ีตรงกนั (เช่นค่า 2 ดงั
รูปท่ี 2.9) จะอ่านขอ้มูลจากตาราง Employee และ Works_In เพื่อมา join กนั จากนั้นจะ
สแกนค่า Eid บนดรรชนีต่อไป จนกวา่จะพบค่า Eid คู่ต่อไปท่ีมีค่าตรงกนั การ join ดว้ยวิธีน้ี
จะใชจ้  านวนคร้ังของการติดต่อกบัดิสก ์ ไม่เกินค่าผลบวกของจ านวนบลอ็กขอ้มูลทั้งหมด
ของทั้งสองตาราง นัน่คือ 500 + 1,000  =  1,500 คร้ัง ซ่ึงจะมีค่านอ้ยกวา่การ join ดว้ยวิธีอ่ืนๆ 
ขา้งตน้ ในการประมวลผลค าสัง่ join ถา้ขอ้มูลไม่มีดรรชนีบนแอททริบิวตท่ี์จะใชใ้นการ join 
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ระบบจดัการฐานขอ้มูลอาจจะพิจารณาสร้างดรรชนีข้ึนเป็นการเฉพาะเพราะอาจจะช่วยให้
การประมวลผลค าสัง่นั้นๆ เร็วข้ึน 

 
 
    ดรรชนีบน E.Eid 
 

1     2  3     4  5     6  7     8  9     10 … 
          
2     2  5     6  6     6  8     9  …  

 
 

    ดรรชนีบน W.Eid 
 

รูปท่ี 2.9  ตวัอยา่งการ join แบบซิกแซก 
 

  
อลักอริทึม J4:  Sort - merge join 
   R (X,Y)  l><l  S (Y, Z) 
 
 
 
 
 
 

ตวัอยา่งขอ้ค าถาม  
SELECT   *  
FROM       Employee  E, Works_In  W Employee  l><l  Works_In 
WHERE     E.Eid = W.Eid  

 
ตวัอยา่งขอ้มูลของตาราง Employee และ Works_In แสดงไดด้งัตารางท่ี 2.1 และ 2.2 ตามล าดบั 

และผลลพัธ์ของ Employee  l><l  Works_In  แสดงไดด้งัตารางท่ี 2.3

1. เรียงล าดบัขอ้มูลในตาราง R และ S โดยใชแ้อททริบิวต ์ Y เป็นหลกัในการ
เรียงล าดบั 

2. ตรวจทุกทพูเพิลใน R และ S ไปพร้อมกนั เพื่อหาทูพเพิลท่ีมีค่าแอททริบิวต ์Y 
ตรงกนัและท าการ join 
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ตารางท่ี 2.1 ตวัอยา่งขอ้มูลของตาราง Employee 
Eid Ename gender birthdate address salary dept_code 
18 Dan M N/A NY 4000 01 
19 Jane F N/A LA 5000 04 
20 Mark M N/A FL 4500 05 
25 Paul M N/A NY 4800 01 
27 Bob M N/A LA 6000 04 

 
ตารางท่ี 2.2 ตวัอยา่งขอ้มูลของตาราง Works_In 
Eid Pno role start_date finish_date 
19 20 Sup 01/01/00 31/12/01 
19 21 SA 01/01/00 31/12/02 
25 8 Sup 01/02/99 01/01/01 
25 10 SA 01/03/99 31/12/02 
25 12 SA 01/01/01 31/12/01 

 
ตารางท่ี 2.3 ขอ้มลูท่ีเป็นผลลพัธ์ของการ join ตาราง Employee และ Works_In 

Eid Ename gender birth 
date 

address salary dept_ 
code 

Pno role start_ 
date 

finish_ 
date 

19 Jane F N/A LA 5000 04 20 Sup 01/01/00 31/12/01 
19 Jane F N/A LA 5000 04 21 SA 01/01/00 31/12/02 
25 Paul M N/A NY 4800 01 8 Sup 01/02/99 01/01/01 
25 Paul M N/A NY 4800 01 10 SA 01/03/99 31/12/02 
25 Paul M N/A NY 4800 01 12 SA 01/01/01 31/12/01 

ในขั้นตอนท่ี (1)  ของอลักอริทึม Sort-merge join แต่ละบลอ็กของขอ้มูล Employee 
และ Works_In จะถูกอ่านมายงับฟัเฟอร์เพื่อเรียงล าดบัขอ้มูลตามค่า Eid จากนั้นบลอ็กท่ี
ขอ้มูลเรียงล าดบัตามค่า Eid  แลว้จะถูกบนัทึกกลบัไปยงัดิสก ์  ดงันั้นแต่ละบลอ็กจะถูกอ่าน
หน่ึงคร้ัง และถูกบนัทึกหน่ึงคร้ัง 

ในขั้นตอนท่ี (2)  แต่ละบลอ็กของ Employee และ Works_In  จะถูกอ่านมายงับฟัเฟอร์
เพื่อท าการ join 
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 ขอ้มูล Employee บนัทึกอยูใ่น 500 บลอ็ก และขอ้มูล Works_In  บนัทึกอยูใ่น 
1,000  บลอ็ก  ดงันั้นจ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =  3(500 + 1,000)  =  4,500  คร้ัง 

 ในกรณีท่ีตาราง Employee เรียงล าดบัขอ้มูลตามค่า Eid อยูแ่ลว้ จะช่วยใหส้ามารถ
ลดเวลาในขั้นตอนท่ี (1)  และท าใหจ้  านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์  =  500 + 3   1,000  =  
3,500  คร้ัง 

 
อลักอริทึม  J5:  Hash join 

R(X, Y)  l><l  S (Y, Z) 
 

 
 
 
 
 
 
 
 
 
 
 

ตวัอยา่งขอ้ค าถาม  
SELECT   *  
FROM       Employee  E, Works_In  W Employee  l><l  Works_In 
WHERE     E.Eid = W.Eid  

 
จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์  

 =  จ านวนคร้ังท่ีตอ้งอ่านทุกบลอ็กของ Employee และ Works_In เพื่อท าแฮชชิง +  
 จ านวนคร้ังท่ีตอ้งบนัทึกทุก bucket ของตารางแฮชของ Employee และ Works_In ลง

ดิสก ์+ จ  านวนคร้ังท่ีตอ้งอ่านทีละคู่ bucket เพื่อมา join ขอ้มูล 
 =    1,500 + 1,500 + 1,500 
 =    4,500   คร้ัง 
 

1. อ่านขอ้มูลทุกทูพเพิลจากตาราง R ใชแ้อททริบิวต ์ Y เป็นคีย ์ น าไปค านวณดว้ย
ฟังกช์นัแบบแฮช เพื่อหาต าแหน่งท่ีฝากขอ้มูล (bucket) ในตารางแฮช  และบนัทึก
ตารางแฮชลงดิสก ์

2. อ่านขอ้มูลทุกทูพเพิลจากตาราง S  ใชแ้อททริบิวต ์ Y เป็นคีย ์ น าไปค านวณดว้ย
ฟังกช์นัเดียวกบัท่ีใชใ้นขอ้ (1)  เพื่อบรรจุทูพเพิลลงตารางแฮช   และบนัทึกตาราง
แฮชของ S ลงดิสก ์

3. อ่านแต่ละคู่ bucket ท่ีหมายเลข bucket ตรงกนั จากตารางแฮชของ R และตารางแฮช
ของ S เพื่อ join ทูพเพิล (เน่ืองจากถา้ทูพเพิล r ท่ีมีค่า Y = i  ถูกแฮชไปอยูท่ี่ bucket k 
ทูพเพิล s ท่ีมีค่า Y = i  กจ็ะถูกแฮชไปท่ี bucket k  เช่นเดียวกนั) 
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 อลักอริทึม  J6:  Hybrid hash join 
   R (X, Y)  l><l  S (Y, Z) 
 ถา้เรามีเน้ือท่ีบฟัเฟอร์มาก  สามารถปรับปรุงอลักอริทึม hash join ใหท้ างานไดเ้ร็วข้ึนดงัน้ี 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

ตวัอยา่งขอ้ค าถาม  
SELECT   *  
FROM       Employee  E, Works_In  W Employee  l><l  Works_In 
WHERE     E.Eid = W.Eid  

 
 ขอ้มูลในตาราง Employee  ใชเ้น้ือท่ีเกบ็ขอ้มูล 500 บลอ็ก ขอ้มูล Works_In ใชเ้น้ือ

ท่ีเกบ็ขอ้มูล 1,000  บลอ็ก ถา้มีเน้ือท่ีวา่งในบฟัเฟอร์ บรรจุขอ้มูลได ้300  บลอ็ก 
(1)  แบ่งขอ้มูล Employee เป็นสองส่วน คร่ึงแรก (250  บลอ็ก) เม่ือน าทูพเพิลไปผา่นฟังกช์นั

แบบแฮชแลว้เกบ็ขอ้มูลใน bucket ไวใ้นบฟัเฟอร์  อีกคร่ึงท่ีเหลือ (250 บลอ็ก)  เม่ือท า
แฮชชิงแลว้บนัทึก bucket ลงดิสก ์ ดงันั้น  

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์  =    จ านวนคร้ังท่ีตอ้งอ่านขอ้มูลบลอ็กของ Employee เพื่อ
ท าแฮชชิง + จ านวนคร้ังท่ีตอ้งบนัทึก bucket ลงดิสก ์

                                       =     500 + 250 
                                       =      750   คร้ัง  

1. ถา้ตาราง S มีขนาดเลก็กวา่ ใหอ่้านทุกทูพเพิลของ S น าค่า Y ไปผา่นฟังกช์นัแบบ
แฮชเพื่อหาต าแหน่ง bucket เกบ็ bucket จ านวนหน่ึงไวใ้นบฟัเฟอร์ (เท่าท่ีจะมีเน้ือท่ี
บฟัเฟอร์วา่ง)  bucket ท่ีเกินจ านวนบฟัเฟอร์วา่ง ใหบ้นัทึกลงดิสกเ์หมือนใน
อลักอริทึม hash join 

2. อ่านขอ้มูลแต่ละทูพเพิลจากตาราง R น าค่า Y ไปผา่นฟังกช์นัแบบแฮชเพื่อหา
ต าแหน่ง bucket 

- ถา้ต าแหน่ง bucket ตรงกบั bucket ของตาราง S ท่ีอยูใ่นบฟัเฟอร์ให ้join 
ขอ้มูลทั้งสองทูพเพิลไดท้นัที 

- ถา้ต าแหน่ง bucket ไม่ตรงกบั bucket ของตาราง S ท่ีอยูใ่นบฟัเฟอร์ ใหบ้นัทึก 
bucket ลงดิสก ์

3. อ่านแต่ละคู่ bucket ของ S และ R จากดิสก ์มาเพื่อท าการ join  
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(2)  อ่านขอ้มูลจากตาราง Works_In  เพือ่ท าแฮชชิง  ถา้ขอ้มูลมีการกระจายอยา่งสม ่าเสมอ 
(uniform distribution) จะมีขอ้มูลประมาณคร่ึงหน่ึงท่ีสามารถ join กบัขอ้มูลคร่ึงแรกของ 
Employee ท่ีคงคา้งไวใ้นบฟัเฟอร์ และแสดงเป็นผลลพัธ์  แต่จะมีขอ้มูลอีกคร่ึงท่ีเหลือ 
(ประมาณ 500 บลอ็ก)  ท่ีจะตอ้งรอ join กบัขอ้มูล Employee ในดิสก ์ ขอ้มูล Wors_In ท่ี
ตอ้งรอ join ในรอบต่อไปจะถูกบนัทึกลงดิสก ์ดงันั้น 

จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์  =   จ านวนคร้ังท่ีตอ้งอ่านขอ้มูลทุกบลอ็กของ Works_In 
เพื่อท าแฮชชิง + จ านวนคร้ังท่ีตอ้งบนัทึก bucket ท่ี
ยงัไม่ได ้join ลงดิสก ์

                                                      =     1,000 + 500   =   1,500   คร้ัง  
(3)  อ่านขอ้มูล bucket ท่ีเหลือในตารางแฮชของ Employee และ Works_In  มากเพื่อท าการ 

join  
จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์ =    จ านวนคร้ังท่ีตอ้งอ่านแต่ละ bucket จาก Employee + 

                                                         จ  านวนคร้ังท่ีตอ้งอ่านแต่ละ bucket จาก Works_In 
                                                  =     250 + 500   =      750   คร้ัง  

รวมการท างานทั้ง 3 ขั้นตอน จะไดว้า่จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสก ์  
=   750 + 1,500 + 750  =  3,000  คร้ัง 

จะเห็นไดว้า่เม่ือเปรียบเทียบกบั hash join วิธี hybrid hash join สามารถลดจ านวน
คร้ังท่ีตอ้งติดต่อกบัดิสกล์งไดค่้อนขา้งมาก ยิง่ถา้มีจ านวนบฟัเฟอร์ในหน่วยความจ ามาก วิธี 
hybrid hash join จะยิง่ใหผ้ลดีท่ีเห็นไดช้ดัเจน เช่น ถา้มีบฟัเฟอร์มากพอท่ีจะเกบ็ bucket ของ 
Employee ไวไ้ดท้ั้งหมด จ านวนคร้ังท่ีตอ้งติดต่อกบัดิสกจ์ะลดลงเหลือเพียง = 500 + 1,000  
= 1,500  คร้ัง 

2.3  ภาษาสอบถามข้อมูล SQL และ Datalog 

ภาษาท่ีนิยมใชส้อบถามขอ้มูลจากฐานขอ้มลูมกัจะเป็นภาษา SQL  เน่ืองจากมีรูปแบบ
ท่ีง่ายต่อการจดจ า  ค  าสัง่สอบถามขอ้มูลตามมาตรฐานของ SQL  มีรูปแบบดงัน้ี 

  SELECT   [ALL | DISTINCT]  column_list 
  FROM   table_list 
  [WHERE  conditional_expression] 
  [GROUP BY group_by_column_list] 
  [HAVING conditional_expression] 
  [ORDER BY order_by_column_list] 
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ค าสัง่ส่วนท่ีอยูภ่ายในวงเลบ็  [  ] สามารถละเวน้ได ้ และล าดบัในการท างานตามค าสั่ง 
SQL  เป็นดงัรูปท่ี 2.10 
 
 
 
 
 
 
 
 
 
 
 
 

                                                                                                   
         Results 

รูปท่ี 2.10 ล าดบัการประมวลผลค าสัง่สอบถามขอ้มูล SQL 

 

ภาษา SQL เป็นภาษาท่ีใชส้อบถามขอ้มูลจากฐานขอ้มูลเชิงสมัพนัธ์ท่ีบนัทึกขอ้มูลอยู่
ในลกัษณะของตาราง ขอ้มูลท่ีบนัทึกเป็นไดท้ั้งขอ้มูลฐาน (base table) และวิวขอ้มลู (materialized 
view) แต่ในงานวจิยัน้ีจะพฒันาและทดสอบอลักอริทึมการเพิ่มประสิทธิภาพการประมวลผลขอ้
ค าถามบนฐานขอ้มูลนิรนยั (deductive database) ท่ีนอกจากจะสามารถบนัทึกขอ้มูลฐานและวิว
ขอ้มูลแลว้ ยงัสามารถบนัทึก semantic rules รวมอยูใ่นฐานขอ้มูลและมีวิธีการใชง้านร่วมกบัขอ้มูล
ประเภทอ่ืนๆไดส้ะดวกกวา่ฐานขอ้มูลเชิงสัมพนัธ ์

ฐานขอ้มูลนิรนยัท่ีใชใ้นงานวิจยัน้ีคือฐานขอ้มูล DES (Datalog Educational System) 
เวอร์ชนั 2.0 (released on August 2010) ท่ีสามารถใชท้ั้งภาษา SQL และดาตา้ลอ็ก (Datalog) เป็น
ภาษาส าหรับการสอบถามและประมวลผลขอ้มูล ภาษาดาตา้ลอ็กใชต้รรกศาสตร์อนัดบัหน่ึงเป็น
พื้นฐานของภาษา ขอ้มูลท่ีบนัทึกอยูใ่นฐานขอ้มูลนิรนยัจะประกอบดว้ย extensional database และ 
intensional database 

FROM : คดัเลือกตารางท่ีตอ้งใช ้

WHERE : คน้หาทูพเพิลท่ีตรงกบัเง่ือนไข 

GROUP BY : จดักลุ่มทูพเพลิตามแอททริบิวตท่ี์ระบุ 

HAVING : คดัเลือกกลุ่มท่ีตรงตามเง่ือนไข 

SELECT : คดัเลือกไวเ้ฉพาะแอททริบิวตท่ี์ระบุ 

ORDER BY : เรียงล าดบัทูพเพิลตามแอททริบิวตท่ี์ระบุ 
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extensional database คือขอ้มูลท่ีอยูใ่นลกัษณะของขอ้ความท่ีเป็นจริง หรือ ground 
fact เช่น employee(18, ‘Dan’, ‘M’,’N/A’,’NY’,4000,01) ซ่ึงเป็นขอ้มูลพนกังานคนแรกตามตาราง
ท่ี 2.1 ขอ้มูลท่ีเรียกวา่ intensional database จะหมายถึงขอ้ความท่ีอยูใ่นรูปของกฎถา้-แลว้ เช่น 

highly_paid_employee(X) :- employee(X, _, _, _, _, Salary, _), Salary > 5000. 

เป็นการระบุลกัษณะ (โดยไม่ตอ้งแจกแจงขอ้มูลทุกเรคคอร์ด) ของ highly_paid_employee วา่
หมายถึงพนกังานท่ีมีเงินเดือนสูงกวา่ 5,000 ดอลลาร์ ขอ้ความในรูปแบบ p(X) :- q(Y) ของ
ดาตา้ลอ็กจะตรงกบัรูปแบบของ p(X)  q(Y) ในตรรกศาสตร์อนัดบัหน่ึงซ่ึงหมายถึง ถา้ q(Y) เป็น
จริงแลว้ p(X) จะเป็นจริง รูปท่ี 2.11 เปรียบเทียบการเกบ็ขอ้มูลในลกัษณะตารางและวิวของ
ฐานขอ้มูลเชิงสัมพนัธ์ กบัลกัษณะของขอ้ความหรือคลอส (clause) ในฐานขอ้มูลนิรนยั 

 
Base table 

View 
       CREATE VIEW HIGHLY_PAID_EMPLOYEE 
        AS SELECT EID 
              FROM EMPLOYEE E 
             WHERE E.SALARY > 5000; 

Extensional databases: 
employee(18, ‘Dan’, ‘M’,’N/A’,’NY’,4000,01). 
employee(19, ‘Jane’, ‘F’,’N/A’,’LA’,5000,04). 
employee(20, ‘Mark’, ‘M’,’N/A’,’FL’,4500,05). 
employee(25, ‘Paul’, ‘M’,’N/A’,’NY’,4800,01). 
employee(27, ‘Bob’, ‘M’,’N/A’,’LA’,6000,04). 
 

Intensional database: 
          highly_paid_employee(X) :-  
                              employee(X, _, _, _, _, Salary, _),  
                              Salary > 5000. 

รูปท่ี 2.11 เปรียบเทียบลกัษณะขอ้มูลในฐานขอ้มูลเชิงสัมพนัธ์และฐานขอ้มูลนิรนยั 
 

การสอบถามขอ้มูลดว้ยภาษาดาตา้ลอ็กจะใชรู้ปแบบของขอ้ความหรือคลอส เช่น ถา้
ตอ้งการสอบถามรายช่ือพนกังานท่ีท างานอยูใ่นแผนก 01 จะใชรู้ปแบบขอ้ค าถามดงัน้ี 

? employee(_, Name, _, _, _, _, 01). 
Name = Dan; 
Name= Paul. 

ค าตอบท่ีไดคื้อมีพนกังานในแผนก 01 สองคนช่ือ Dan และ Paul 

Eid Ename gender birthdate address salary dept_code 
18 Dan M N/A NY 4000 01 
19 Jane F N/A LA 5000 04 
20 Mark M N/A FL 4500 05 
25 Paul M N/A NY 4800 01 
27 Bob M N/A LA 6000 04 

 



บทที ่ 3  
การเพิม่ประสิทธิภาพการประมวลผลข้อค าถาม 

            

 

 3.1  กรอบของงานวจัิย 

วธีิการเพิ่มประสิทธิภาพการประมวลผลขอ้ค าถามสามารถจ าแนกเป็น 2 กลุ่มคือ การ
เพิ่มประสิทธิภาพเชิงไวยากรณ์ (syntactic query optimization) และการเพิ่มประสิทธิภาพเชิง
ความหมาย (semantic query optimization) วธีิการเพิ่มประสิทธิภาพท่ีใชใ้นระบบจดัการฐานขอ้มูล
โดยทัว่ไปจะเป็นวธีิการเพิ่มประสิทธิภาพเชิงไวยากรณ์ โครงการวิจยัน้ีมีจุดมุ่งหมายท่ีจะพฒันา 
query optimizer ใหส้ามารถใชค้วามหมายและความสัมพนัธ์ในขอ้มูลมาช่วยเพิ่มประสิทธิภาพการ
ประมวลผลขอ้ค าถาม ซ่ึงวธีิการท่ีจะพฒันาข้ึนน้ีจดัอยูใ่นกลุ่มวธีิการเพิ่มประสิทธิภาพเชิง
ความหมาย   แนวทางการด าเนินงานวิจยั อธิบายไดด้ว้ยแผนภาพดงัรูปท่ี 3.1  

 

 

 
 User 
 Optimizer 
 
 
 
 
 
 
 
 

User Interface Scanner/Parser/Translater 
query 

Syntactic Optimizer 

Semantic Optimizer 
Materialized views 
Mining models 

Transformation rules 
Statistical data 
 

Integrity Constraints 
Business Rules 
Semantic Rules 
 

To code generator and execution engine 

รูปท่ี 3.1 โครงสร้างส่วนเพิ่มประสิทธิภาพการประมวลผลขอ้ค าถามและขอ้มูลท่ีเก่ียวขอ้ง 
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ขั้นตอนต่างๆของการด าเนินงานวจิยัประกอบดว้ย (๑) ศึกษาเทคนิคและวธีิการท่ีใชใ้น
การเพิ่มประสิทธิภาพการประมวลผลขอ้ค าถามทั้งในเชิงไวยากรณ์และเชิงความหมาย, (๒) 
ออกแบบและพฒันาวธีิการสังเคราะห์โมเดลขอ้มูลจากฐานขอ้มูล และวธีิการแปลงโมเดลใหอ้ยูใ่น
รูปแบบของกฎหรือ semantic rules ท่ีเหมาะสมกบัการน าไปใชเ้พื่อแปลงรูปแบบขอ้ค าถาม,  (๓)
ออกแบบวธีิการใชว้ิวขอ้มูลและโมเดลจากการท าเหมืองขอ้มูลท่ีอยูใ่นรูปแบบของกฎ เพื่อแปลง
รูปแบบขอ้ค าถามใหส้ามารถประมวลผลไดเ้ร็วข้ึน, และ (๔) พฒันาโปรแกรมตน้แบบ สร้าง
ฐานขอ้มูล รวมถึงก าหนดขอ้ค าถามท่ีจะใชใ้นการทดสอบระบบ  

 
3.2  วธีิการเพิม่ประสิทธิภาพการประมวลผลข้อค าถามด้วยโมเดลและววิข้อมูล 

การเพิ่มประสิทธิภาพการประมวลผลขอ้ค าถาม (query optimization) ในงานวจิยัน้ี 
เนน้ท่ีการเพิ่มประสิทธิภาพเชิงความหมาย ดว้ยการเรียนรู้เพื่อสังเคระห์โมเดลของขอ้มูลและบนัทึก
โมเดลนั้นในลกัษณะของกฎท่ีเรียกวา่ semantic rules หรือ business rules เทคนิคการเรียนรู้โมเดล
ขอ้มูลใชว้ธีิการท าเหมืองขอ้มูลแบบการคน้หาความสัมพนัธ์ (association mining) ท่ีก าหนดให้
แสดงโมเดลในลกัษณะของกฎ “ถา้-แลว้” หรือ IF antecedent THEN conclusion ซ่ึงในฐานขอ้มูล
นิรนยัจะแสดงกฎในรูปแบบ conclusion :- antecedent ท่ีมีความหมายเช่นเดียวกบัการเขียนขอ้ความ 
conclusion  antecedent  

กฎท่ีไดเ้ป็นผลลพัธ์จะตอ้งมีค่าความเช่ือมัน่ (confidence) ไม่ต ่ากวา่ 1.0 หรือมีค่าความ
เช่ือมัน่ 100% ในขั้นตอนการเรียนรู้เพื่อสร้างโมเดลในงานวจิยัน้ีก าหนดใหค้่าสนบัสนุน (support) 
มีค่าไม่ต ่ากวา่ 0.7 หรือมีจ านวนขอ้มูลอยา่งนอ้ย 70% สนบัสนุนกฎท่ีได ้(หมายเหตุ ค่า support และ 
confidence มีค่าต ่าสุดและสูงสุดอยูร่ะหวา่ง 0.0 ถึง 1.0 ตามล าดบั) โดยค่าสนบัสนุนน้ีอาจปรับให้
แตกต่างจากน้ีไดต้ามความเหมาะสมส าหรับแต่ละฐานขอ้มูล ค่าสนบัสนุนท่ีต ่าลงจะใหผ้ลการ
เรียนรู้เป็น semantic rules ท่ีมีจ  านวนกฎท่ีมากข้ึน   

นอกจากโมเดลขอ้มูลในลกัษณะของ semantic rules การพิจารณาเพิ่มประสิทธิภาพ
การประมวลผลขอ้ค าถามในงานวจิยัน้ียงัมีการใชว้วิขอ้มูล (materialized view) เพือ่ช่วยปรับเปล่ียน
รูปแบบขอ้ค าถามใหส้ามารถประมวลผลหาค าตอบไดเ้ร็วข้ึน การสร้างววิขอ้มูลจะพิจารณาจาก
ประวติัการตั้งขอ้ค าถามของผูใ้ช ้ ขอ้ค าถามใดท่ีถูกใชบ้่อยจะไดรั้บการคดัเลือกใหส้ร้างเป็นวิว
ขอ้มูลท่ีท าหนา้ท่ีเป็นขอ้มูลชุดใหม่ในฐานขอ้มูล ท่ีมีรูปแบบท่ีเหมาะสมและตรงกบัขอ้ค าถามท่ีผูใ้ช้
สนใจสอบถามบ่อยคร้ัง อลักอริทึมในการปรับปรุงขอ้ค าถามดว้ยโมเดลและววิขอ้มูลแสดงไดด้งัรูป
ท่ี 3.2 
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Algorithm Semantic query optimizer 

    Input:     a database D, 

                    a set of semantic rules S, 

                     a set of materialized views V, 

                     current user’s query Q 

    Output:  a new query Q’ 

Steps: 

1.    Extract conditions C from the user’s query Q  

2.    For each c  C 

3.            Search for applicable semantic rules from S by 

3.1               assert c as a temporary database fact 

3.2               search for predicates in S that related to c 

3.3               report searching result as an answer set A 

4.    If A is empty Then return Q, Else proceed to the next step 

5.    Form a new query Q’ by 

5.1         Construct a head of query clause with C appeared as arguments 

5.2         Construct clause body with applicable materialized view from V 

5.3         Conjunct a clause body with predicates appeared in A 

6.   Return a new query Q’ 

 

รูปท่ี 3.2 อลักอริทึม Semantic query optimizer 

 
อลักอริทึม Semantic query optimizer จะรับอินพุตเป็นขอ้ค าถาม Q แลว้ใหผ้ลลพัธ์

เป็นขอ้ค าถาม Q’ ในรูปแบบของคลอส หรือขอ้ความตรรกศาสตร์อนัดบัหน่ึงในภาษา Datalog 
รวมถึง semantic rules และ materialized views ก็จะอยูใ่นรูปแบบของคลอสเช่นเดียวกนั ในกรณีท่ี
ขอ้ค าถาม Q ไม่มีเง่ือนไขใดท่ีสอดคลอ้งกบั semantic rules ขอ้ค าถาม Q’ ท่ีไดจ้ากอลักอริทึม จะมี
รูปแบบเดียวกบั Q ท่ีเป็นขอ้ค าถามเร่ิมตน้ ทั้งน้ีเน่ืองจากเป็นกรณีท่ีขอ้ค าถามไม่สามารถปรับปรุง
ได ้แต่ถา้เป็นกรณีท่ีมี semantic rules ท่ีเก่ียวขอ้งกบัเง่ือนไขของขอ้ค าถาม (นัน่คือกรณีท่ี answer set 
ท่ีไดจ้ากขั้นตอนท่ี 3.1-3.3 ของอลักอริทึม ไม่ใช่เซตวา่ง) ขอ้ค าถาม Q จะถูกเปล่ียนรูปแบบเป็น Q’ 
ซ่ึงเป็นการถามขอ้มูลจาก materialized views และมีเพรดิเคตจาก answer set เป็นเง่ือนไขเพิ่มเติมใน
ขอ้ค าถาม 
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3.3  การพฒันาและการทดสอบอลักอริทมึ 

การสังเคราะห์โมเดลจากฐานขอ้มูลเพื่อแปลงโมเดลเป็น semantic rules ใชเ้ทคนิคการ
ท าเหมืองขอ้มูลแบบคน้หาความสัมพนัธ์ ขั้นตอนน้ีท าแบบแยกส่วนจากขั้นตอนการแปลงขอ้
ค าถาม โดยโปรแกรมคน้หาความสัมพนัธ์และแปลงเป็น semantic rules พฒันาดว้ยภาษา Erlang ท่ี
เป็นภาษาเชิงฟังกช์นั (รหสัตน้ฉบบัของโปรแกรมปรากฏในภาคผนวก ข) ก าหนดการคน้หา rules 
ใหมี้ค่า minimum confidence เป็น 1.0 นัน่คือ semantic rules ท่ีไดท้ั้งหมดจะมีค่าความเช่ือมัน่ 100% 
และในขั้นตอนของการคน้หาแพทเทิร์นของความสัมพนัธ์ระหวา่งขอ้มูลท่ีปรากฏบ่อย เพื่อจะแปลง
แพทเทิร์นนั้นเป็น semantic rules ก าหนดค่า minimum support เป็น 0.7 นัน่คือแพทเทิร์นท่ีได้
จะตอ้งมีขอ้มูลสนบัสนุนมากถึง 70% ค่า minimum support น้ีสามารถปรับใหสู้งข้ึนหรือต ่าลงได้
ตามความเหมาะสมส าหรับแต่ละฐานขอ้มูล ตวัอยา่งค าสั่งในโปรแกรมท่ีระบุค่า minimum support 
และ minimum confidence แสดงไดด้งัรูปท่ี 3.3 

 
inputSup(AllInput) ->   Total = length(AllInput), 
                                   {_,Per} = io:read(" input percent> "),   % read minimum support value 
                                   MinSup = Total*Per/100 . 
 
main() ->  NameList=mylib:read_file( "ipum.NAMES"," ,.\t:|" ), 
                mylib:text_file(write,NameList,filetemp), 
                             [H|Tail]=NameList,  
               [F,C|T]=lists:reverse(H),  
               % 
               % …… some codes are omitted here …….. 
               % 
               DB = myToSet(AllInput),   
               MinSup = inputSup(AllInput),  
               mylib:c(20,MinSup), 
               mylib:text_file(write,AllInput,allinput), 
               Items=my_flat(PossibleValue), 
              AllL=apriori1(DB, Items,MinSup). 

 
main1() -> {_,[AllL]}=file:consult("set.raw"),         % main1() is for creating rules 
                AllAsso2=[list(X)|| {X,_} <-AllL,length(list(X))>1 ], 
                AllRuleGen=lists:flatten([genRule(L,length(L),length(L))||L<-AllAsso2]), 
                AllRuleConf=[findConf(X,AllL)||X<-AllRuleGen], 
                format("~nAllRule=~p ,~nThere are ~p rules ",[AllRuleConf,length(AllRuleConf)]), 
                mylib:text_file(write,AllRuleConf,allrule), 
                Sorted= lists:sort(fun({_,_,C1},{_,_,C2})->C1>=C2 end,AllRuleConf), 
                mylib:text_file(write,Sorted,"allsortedrule.txt"), 

                Conf1=lists:filter(fun({A,B,C})->C==1.0 end,Sorted),  % fix confidence value = 1.0 

                     %% write to file 
                {_,IO}=file:open("rules.pl",[write]), 

                lists:map(fun(EachR)->transform_to_prolog(EachR,IO) end,Conf1), 
                _=file:close(IO), 
                mylib:text_file(append,length(Conf1),"allsortedrule.txt"), 
                mylib:text_file(append,length(Sorted),"allsortedrule.txt"), 
                format("~n-----------end main1() process ----------------") . 
 

รูปท่ี 3.3 ตวัอยา่งค าสั่งในโปรแกรมคน้หาความสัมพนัธ์จากฐานขอ้มูล 
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การแปลงแพทเทิร์นท่ีปรากฏบ่อยเป็น semantic rules ก าหนดให้โครงสร้างของ rules 
อยูใ่นรูปแบบของ Horn clause ท่ีส่วนหวัของ rules มีเพียงเพรดิเคตเดียว (ในตวัอยา่งตามรูปท่ี 3.4
ใชช่ื้อเพรดิเคต p) และอาร์กิวเมน้ตจ์ะเป็นอะตอมท่ีเป็นค่าคงท่ี แสดงตวัอยา่งของ semantic rules ท่ี
ไดด้งัรูปท่ี 3.4 

 
p(school_1) :- p(schltype_1). 

p(schltype_1) :- p(school_1). 

p(farm_1) :- p(gq_1), p(bplg_1). 

p(farm_1) :- p(gqtypeg_0), p(bplg_1). 

p(farm_1) :- p(migplac5_1), p(bplg_1). 

p(farm_1) :- p(stepmom_0), p(bplg_1). 

p(farm_1) :- p(steppop_0), p(bplg_1). 

p(gqtypeg_0) :- p(bplg_1), p(gq_1). 

p(gq_1) :- p(gqtypeg_0), p(bplg_1). 

p(farm_1) :- p(gq_1), p(eldch_10). 

p(farm_1) :- p(gqtypeg_0), p(eldch_10). 

p(nchild_0) :- p(eldch_10), p(farm_1). 

p(eldch_10) :- p(farm_1), p(nchild_0). 

p(farm_1) :- p(nchild_0), p(eldch_10). 

p(schltype_1) :- p(school_1), p(stepmom_0), p(farm_1), p(gq_1), p(gqtypeg_0). 

p(school_1) :- p(stepmom_0), p(farm_1), p(gq_1), p(gqtypeg_0), p(schltype_1). 

p(farm_1) :- p(gq_1), p(gqtypeg_0), p(schltype_1), p(school_1), p(steppop_0). 

รูปท่ี 3.4 บางส่วนของ semantic rules ท่ีเป็นผลลพัธ์จากโปรแกรมสังเคราะห์โมเดลจากฐานขอ้มูล 
 

การทดสอบอลักอริทึมแปลงขอ้ค าถามใหอ้ยูใ่นรูปแบบท่ีมีประสิทธิภาพมากข้ึน จะใช้
ตวัอยา่งขอ้ค าถามจ านวน 6 ค าถาม ทดสอบกบัฐานขอ้มูลท่ีประกอบดว้ยขอ้มูล 2 ชุด (หรือ 2 ตาราง
ในกรณีท่ีพิจารณาขอ้มูลในแบบฐานขอ้มูลเชิงสัมพนัธ์) ขอ้มูลทั้งสองชุดมีจ านวนเรคคอร์ดเท่ากนั
คือ 1,000 เรคคอร์ด การประมวลผลขอ้ค าถามจะกระท าบนระบบฐานขอ้มูล DES (Datalog 
Educational System) ซ่ึงเป็นฐานขอ้มูลนิรนยัท่ีเปิดเผยซอร์สโคด้ สามารถดาวน์โหลดไดจ้าก
เวบ็ไซต ์ http//des.sourceforge.net/ ระบบฐานขอ้มูล DES ท่ีใชใ้นการทดลองเป็นเวอร์ชนั 2.0 รัน
ดว้ยระบบปฏิบติัการ Windows ระบบฐานขอ้มูล DES 2.0 สามารถรองรับการประมวลผลขอ้ค าถาม
ไดท้ั้งในรูปแบบของภาษา Datalog (ตวัอยา่งแสดงไดด้งัรูปท่ี 3.5) และในรูปแบบของภาษา SQL 
(ดงัตวัอยา่งในรูปท่ี 3.6) 
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รูปท่ี 3.5 ระบบฐานขอ้มูลนิรนยั DES ท่ีรับขอ้ค าถามในรูปแบบของภาษา Datalog 
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รูปท่ี 3.6 ระบบฐานขอ้มูลนิรนยั DES ท่ีรับขอ้ค าถามในรูปแบบของภาษา SQL 

  

3.4  ข้อมูลทีใ่ช้ในการทดสอบ 

การสร้างฐานขอ้มูลเพื่อทดสอบอลักอริทึม Semantic query optimizer ใชข้อ้มูลสุ่ม
จ านวน 1,000 เรคคอร์ดจากขอ้มูลส ามะโนประชากรปีค.ศ.1999 ของประเทศสหรัฐอเมริกา ซ่ึงเป็น
ขอ้มูลท่ีเผยแพร่เป็นสาธารณะโดย Minnesota Population Center (เวบ็ไซตแ์สดงดงัรูปท่ี 3.7) ตวั
แปรหรือแอททริบิวตท์ั้งหมดของขอ้มูลแบ่งเป็นสองกลุ่ม (รูปท่ี 3.8) คือรายละเอียดครัวเรือน 
(household record) และรายละเอียดของบุคคลในครัวเรือน (person record)  

ขอ้มูลท่ีไดค้ดัเลือกเพื่อน ามาใชใ้นการทดสอบอลักอริทึมการปรับปรุงขอ้ค าถามของ
โครงการวจิยัน้ีประกอบดว้ยขอ้มูล 2 ชุด ขอ้มูลชุดแรกเป็นรายละเอียดเก่ียวกบัสภาพท่ีอยูอ่าศยั 
สมาชิกและความสัมพนัธ์ระหวา่งสมาชิกในครัวเรือน ขอ้มูลชุดแรกน้ีประกอบดว้ย 34 แอททริบิวต ์
รายช่ือแอททริบิวตแ์ละค าอธิบาย รวมถึงความหมายของรหสัขอ้มูลแสดงดงัตารางท่ี 3.1 และแสดง
ตวัอยา่งขอ้มูลในรูปแบบของ Datalog ไดด้งัรูปท่ี 3.9   
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รูปท่ี 3.7 แหล่งขอ้มูลส ามะโนประชากรของประเทศสหรัฐอเมริกา 

 
รูปท่ี 3.8 กลุ่มแอททริบิวตข์องขอ้มูลส ามะโนประชากร 



 43 

ตารางท่ี 3.1 รายช่ือแอททริบิวตแ์ละค าอธิบายแอททริบิวตข์องขอ้มูลชุดท่ี 1 

ล าดบั
ท่ี 

ช่ือ 
แอททริบิวต ์

ค าอธิบายแอททริบิวต ์ ค่าของขอ้มูลท่ีเป็นไปไดท้ั้งหมด 
และความหมายของรหสัแทนขอ้มูล 

1 ID Record-ID  
2 gq Group quarters status gq_1=Household, large unit 

gq_3=Institution 
gq_4=Other group quarters 

3 gqtypeg Group quarters type -- 
general 

gqtypeg _0=Not available 
gqtypeg _1=Institution 
gqtypeg _5=Non-institution 

4 farm Farm status farm_1=Non-farm 
farm_2=Farm 

5 ownershg Ownership of dwelling -- 
general 

ownershg _0=Not available 
ownershg _1=Owned or being bought (loan) 
ownershg _2=Rented 

6 value Value of housing unit value_1=0-5,000 
value_2=5,001-30,000 
value_3=30,001-50,000 
value_4=50,001-70,000 
value_5=70,001-100,000 
value_6=100,001-200,000 
value_7=200,001-999,999 

7 rent Monthly rental payment rent_0=0 or Not available 
rent_1=1 
rent_2=2-200 
rent_4=201-400 
rent_6=401-600 
rent_9=601-900 
rent_10=1,000 

8 ftotinc Family total income ftotinc _1=0-999 
ftotinc _2=1,000-9,999 
ftotinc _3=10,000-99,999 
ftotinc _4=100,000-999,999 

9 nfams Number of families within 
each household unit 

nfams_1=1, 
nfams_2=2, …, 
nfams_9=9 

10 ncouples Number of married couples 
in a household 

ncouples_0=0, 
ncouples_1=1, …, 
ncouples_4=4 

11 nmothers Number of mothers within 
each household unit 

nmothers_0=0, 
nmothers_1=1, …, 
nmothers_4=4 
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ตารางท่ี 3.1 รายช่ือแอททริบิวตแ์ละค าอธิบายแอททริบิวตข์องขอ้มูลชุดท่ี 1 (ต่อ) 

ล าดบั
ท่ี 

ช่ือ 
แอททริบิวต ์

ค าอธิบายแอททริบิวต ์ ค่าของขอ้มูลท่ีเป็นไปไดท้ั้งหมด 
และความหมายของรหสัแทนขอ้มูล 

12 nfathers Number of fathers within 
each household unit 

nfathers_0=0, …, 
nfathers_4=4 

13 momloc Mother’s location in the 
household (a variable that 
indicates whether the 
person’s mother lived in the 
same household and, if so, 
gives the number of mother) 

momloc_0=0, 
monloc_1=1, …, 
momloc_17=17 

14 stepmom Probable step/adopted 
mother (whether a person’s 
mother was likely to have 
been the person’s 
stepmother or adoptive 
mother) 

stepmom_0=0 (no likely stepmother), 
stepmom_1=1 (probable that the person’s 
mother was a step- or adoptive mother), …, 
stepmom_7=7 

15 momrule Rule for linking mother momrule_0= no mother of this person present 
in the household 
momrule_1= child-mother link 
momrule_2= grandchild link 
momrule_3= plausible child-mother link 
momrule_4= link by surname similarity 
momrule_5= same as rule 2 
momrule_6= same as rule 3 
momrule_7= child-stepmother link 

16 poploc Father’s location in the 
household (a constructed 
variable to identify social 
relationship such as 
stepfather, adoptive father, 
as well as biological father) 

poploc_0=0, 
poploc_1=1, …, 
poploc_18=18 

17 steppop Probable step/adopted father steppop_0=no stepfather present 
steppop_1=improbable age difference 
steppop_2=spouse of mother 
steppop_3=identified stepfather 

18 poprule Rule for linking father poprule_0=no father link 
poprule_1=unambiguous father link 
poprule_2=son/grandchild link 
poprule_3=preceding male (no intervening 
person) 
poprule_7=husband of mother becomes 
stepfather 
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ตารางท่ี 3.1 รายช่ือแอททริบิวตแ์ละค าอธิบายแอททริบิวตข์องขอ้มูลชุดท่ี 1 (ต่อ) 

ล าดบั
ท่ี 

ช่ือ 
แอททริบิวต ์

ค าอธิบายแอททริบิวต ์ ค่าของขอ้มูลท่ีเป็นไปไดท้ั้งหมด 
และความหมายของรหสัแทนขอ้มูล 

19 sploc Spouse’s location in 
household (a constructed 
variable that indicates 
whether the person’s spouse 
lived in the same household 
and, if so, gives the person 
number of the spouse) 

sploc_0=no spouse 
sploc_1, …, 
sploc_21 
 

20 sprule Rule for linking spouse sprule_0=no spouse link 
sprule_1=husband-wife link 
sprule_2=wife-husband link 
sprule_3=non-adjacent links – consistent 
relationship to head/age differences 
sprule_4=adjacent links (husband-wife – no 
age, other relative conflicts) 
sprule_5= adjacent links (wife-husband – no 
age, other relative conflicts) 

21 famsize Number of own family 
members in household 

famsize_1= 1 family member present, …, 
famsize_20=20 family members present 

22 nchild Number of own children in 
the household 

nchild_0= 0 child present, …, 
nchild_9= 9 children present 

23 nchlt5 Number of own children 
under age 5 in household 

nchlt5_0= 0 young child present, …, 
nchlt5_5= 5 young children present 

24 famunit Groups of related 
individuals in the household 

famunit_1= 1 family group, …, 
famunit_9= 9 family groups 

25 eldch Age of eldest own child in 
household 

eldch_1= 0-9 years old 
eldch_2= 10-19 years old 
eldch_3= 20-29 years old 
eldch_4= 30-39 years old 
eldch_5= 40-49 years old 
eldch_6= 50-59 years old 
eldch_7= 60-69 years old 
eldch_8= 70-79 years old 
eldch_9= 80-89 years old 
eldch_10= 90-99 years old 

26 yngch Age of youngest own child 
in household 

yngch_1, …,yngch_10 
(same coding as eldch attribute) 

27 nsibs Number of own siblings in 
the household 

nsibs_0= 0 sibling present, …, 
nsibs_9= 9 siblings present 
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ตารางท่ี 3.1 รายช่ือแอททริบิวตแ์ละค าอธิบายแอททริบิวตข์องขอ้มูลชุดท่ี 1 (ต่อ) 

ล าดบั
ท่ี 

ช่ือ 
แอททริบิวต ์

ค าอธิบายแอททริบิวต ์ ค่าของขอ้มูลท่ีเป็นไปไดท้ั้งหมด 
และความหมายของรหสัแทนขอ้มูล 

28 relateg Relationship to household 
head -- general 

relateg_1=head/householder, relateg_2=spouse,              
relateg_3=child, 
relateg_4=child-in-law,       relateg_5=parent, 
relateg_6=parent-in-law,     relateg_7=sibling, 
relateg_8=sibling-in-law,  
relateg_9=grandchild, 
relateg_10=other relatives, 
relateg_11=partner, friend, visitor 
relateg_12=other non-relatives 
relateg_13=institutional inmates 

29 age Age of a person age_1=    0-9 years old, age_2= 10-19 years old 
age_3= 20-29 years old, age_4= 30-39 years old 
age_5= 40-49 years old, age_6= 50-59 years old 
age_7= 60-69 years old, age_8= 70-79 years old 
age_9= 80-89 years old 

30 sex Sex of a person sex_1=male   
sex_2=female 

31 raceg Race -- general raceg_1=White          
raceg_2=Black/Negro 
raceg_3=American Indian or Alaska Native 
raceg_4=Chinese       
raceg_5=Japanese 
raceg_6=Other Asian or Pacific Islander 
raceg_7=Other race 

32 marst Marital status marst_1=married, spouse present 
marst_2=married, spouse absent 
marst_3=separated 
marst_4=divorced 
marst_5=widowed 
marst_6=never married/ single 

33 chborn Number of children ever 
born to each woman 

chborn_0, …, chborn_13 

34 bplg Birthplace -- general bplg_1=USA. 
bplg_2=US Possessions 
bplg_3=North, Central, South America 
bplg_4=Europe 
bplg_5=Asia 
bplg_6=Africa 
bplg_7=Pacific 
bplg_8=Unknown 
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รูปท่ี 3.9 ตวัอยา่งขอ้มูลชุดท่ี 1 

 
ขอ้มูลชุดท่ีสองเป็นขอ้มูลของกลุ่มบุคคลกลุ่มเดียวกบัขอ้มูลในชุดแรก แต่ขอ้มูลในชุด

ท่ีสองน้ีเป็นขอ้มูลเก่ียวกบัการศึกษา สถานภาพการมีงานท า วธีิท่ีใชเ้ดินทางไปท างาน และรายได ้
ขอ้มูลชุดท่ีสองน้ีประกอบดว้ย 27 แอททริบิวต ์รายช่ือแอททริบิวตแ์ละค าอธิบาย รวมถึงความหมาย
ของรหสัขอ้มูลแสดงดงัตารางท่ี 3.2 และแสดงตวัอยา่งขอ้มูลในรูปแบบของ Datalog ไดด้งัรูปท่ี 
3.10 

ตารางท่ี 3.2 รายช่ือแอททริบิวตแ์ละค าอธิบายแอททริบิวตข์องขอ้มูลชุดท่ี 2 

ล าดบั
ท่ี 

ช่ือ 
แอททริบิวต ์

ค าอธิบายแอททริบิวต ์ ค่าของขอ้มูลท่ีเป็นไปไดท้ั้งหมด 
และความหมายของรหสัแทนขอ้มูล 

1 ID Record-ID  
2 school      School attendance school_0=not available (N/A) 

school_1=No, not in school 
school_2=Yes, in school 

3 educrec     Highest year of school or degree 
completed 

educrec_0=N/A or no schooling 
educrec_1=Nursery school to grade 4 
educrec_2=Grade 5,6,7, or 8 
educrec_3=Grade 9 
educrec_4=Grade 10 
educrec_5=Grade 11 
educrec_6=Grade 12 
educrec_7= 1 year of college 
educrec_8=2 years of college 
educrec_9=3 years of college 
educrec_10=4 years of college 
educrec_11= 5 or more years of college 
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ตารางท่ี 3.2 รายช่ือแอททริบิวตแ์ละค าอธิบายแอททริบิวตข์องขอ้มูลชุดท่ี 2 (ต่อ) 

ล าดบัท่ี ช่ือ 
แอททริบิวต ์

ค าอธิบายแอททริบิวต ์ ค่าของขอ้มูลท่ีเป็นไปไดท้ั้งหมด 
และความหมายของรหสัแทนขอ้มูล 

4 schltype    School type schltype_0=N/A 
schltype_1=Not enrolled 
schltype_2=Public school 
schltype_3=Private school 

5 empstatg    Employment status -- 
general 

empstatg_0=N/A 
empstatg_1=employed 
empstatg_2=unemployed 
empstatg_3=not in labor force 

6 labforce    Labor force status labforce_0=N/A 
labforce_1=No, not in the labor force 
labforce_2=Yes, in the labor force 

7 occscore    Occupational income score 
(the median total income in 
hundreds of dollars) 

occscore_1=range 0-9 
occscore_2=range 10-19 
occscore_3=range 20-29 
occscore_4=range 30-39 
occscore_5=range 40-49 
occscore_6=range 50-79 

8 sei         Duncan Socioeconomic 
Index score to each 
occupation (SEI is the 
measure of occupational 
status based upon the 
income level and educational 
attainment associated with 
each occupation) 

sei_1=score 0-9 
sei_2=score 10-19 
sei_3=score 20-29 
sei_4=score 30-39 
sei_5=score 40-49 
sei_6=score 50-59 
sei_7=score 60-69 
sei_8=score 70-79 
sei_9=score 80-89 
sei_10=score 90-99 

9 classwkg Class of worker -- general classwkg_0=N/A 
classwkg_1=self-employed 
classwkg_2=works for wages/salary 

10 wkswork2   Weeks worked last year, 
intervalled 

wkswork2_0=N/A 
wkswork2_1= 1-13 weeks 
wkswork2_2= 14-26 weeks 
wkswork2_3= 27-39 weeks 
wkswork2_4= 40-47 weeks 
wkswork2_5= 48-49 weeks  
wkswork2_6= 50-52 weeks 
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ตารางท่ี 3.2 รายช่ือแอททริบิวตแ์ละค าอธิบายแอททริบิวตข์องขอ้มูลชุดท่ี 2 (ต่อ) 

ล าดบัท่ี ช่ือ 
แอททริบิวต ์

ค าอธิบายแอททริบิวต ์ ค่าของขอ้มูลท่ีเป็นไปไดท้ั้งหมด 
และความหมายของรหสัแทนขอ้มูล 

11 hrswork2    Hours  work last week, 
intervalled 

hrswork2_0=N/A 
hrswork2_1= 1-14 hours 
hrswork2_2= 15-29 hours 
hrswork2_3= 30-34 hours 
hrswork2_4= 35-39 hours 
hrswork2_5= 40 hours 
hrswork2_6= 41-48 hours 
hrswork2_7= 49-59 hours 
hrswork2_8= more than 59 hours 

12 yrlastwk    Year last worked yrlastwk_0=N/A 
yrlastwk_10= worked current year 
yrlastwk_20= worked previous year 
yrlastwk_31= worked 2 years prior 
yrlastwk_33= worked 3-5 years ago 
yrlastwk_35= worked 6-10 year ago 
yrlastwk_40= worked more than 10 years ago 
yrlastwk_50= never worked 

13 workedyr    Worked last year workedyr_0=N/A 
workedyr_1=No, and did not work in past 5 years 
workedyr_2=No, but worked 1-5 years ago 

14 inctot      Total personal income inctot_0=less than 0 
inctot_1=range 0-999 
inctot_2=range 1,000-9,999 
inctot_3=range 10,000-99,999 
inctot_4=more than 99,999 

15 incwage     Wage and salary 
income 

incwage_1= range 0-999 
incwage_2= range 1,000-9,999 
incwage_3= range 10,000-99,999 
incwage_4= more than 99,999 

16 incbus      Non-farm business 
income 

incbus_0= less than 0 
incbus_1= range 0-999 
incbus_2= range 1,000-9,999 
incbus_3= range 10,000-99,999 
incbus_4= more than 99,999 

17 incfarm    Farm income incfarm_0= less than 0 
incfarm_1= range 0-999 
incfarm_2= range 1,000-9,999 
incfarm_3= range 10,000-99,999 
incfarm_4= more than 99,999 
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ตารางท่ี 3.2 รายช่ือแอททริบิวตแ์ละค าอธิบายแอททริบิวตข์องขอ้มูลชุดท่ี 2 (ต่อ) 

ล าดบัท่ี ช่ือ 
แอททริบิวต ์

ค าอธิบายแอททริบิวต ์ ค่าของขอ้มูลท่ีเป็นไปไดท้ั้งหมด 
และความหมายของรหสัแทนขอ้มูล 

18 incss      Social security income (social 
security pensions, survivors 
benefits, permanent disability 
insurance) 

incss_0= less than 0 
incss_1= range 0-999 
incss_2= range 1,000-9,999 
incss_3= range 10,000-99,999 
incss_4= more than 99,999 

19 incwelfr   Welfare income (federal/state 
supplemental security income 
payments to elderly, blind, or 
disabled persons with low 
incomes; families with 
dependent children) 

incwelfr_0= less than 0 
incwelfr_1= range 0-999 
incwelfr_2= range 1,000-9,999 
incwelfr_3= range 10,000-99,999 
incwelfr_4= more than 99,999 

20 incother   Other income incother_0= less than 0 
incother_1= range 0-999 
incother_2= range 1,000-9,999 
incother_3= range 10,000-99,999 
incother_4= more than 99,999 

21 poverty    Poverty status (It expresses 
each family’s total income for 
the previous year as a 
percentage of the poverty 
threshold established by the 
Social Security 
Administration.) 

Example: if a person's family income is $20,000 
and the poverty threshold for such a person is 
$13,861, then the value of POVERTY for that 
individual is $20,000/$13,861 * 100 percent, or 
144. 
poverty_1=value 0-99 
poverty_2=value 100-199 
poverty_3=value 200-299 
poverty_4=value 300-399 
poverty_5=value 400-499 
poverty_6=value 500-599 

22 migrat5g   Migration status, 5 years  – 
general 

migrat5g_0=N/A 
migrat5g_1=same house 
migrat5g_2=moved, place not reported 

23 migplac5   State or country of residence 5 
years ago 

migplac5_0=N/A 
migplac5_1=USA. 
migplac5_2=abroad 

24 movedin    Number of years ago that the 
householder moved into the 
dwelling unit 

movedin_0=N/A 
movedin_1=this year or last year 
movedin_2= 2-5 years ago 
movedin_5= 6-10 years ago 
movedin_6= 11-20 years ago 
movedin_7= 21-30 years ago 
movedin_8= more than 30 years ago 
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ตารางท่ี 3.2 รายช่ือแอททริบิวตแ์ละค าอธิบายแอททริบิวตข์องขอ้มูลชุดท่ี 2 (ต่อ) 

ล าดบัท่ี ช่ือ 
แอททริบิวต ์

ค าอธิบายแอททริบิวต ์ ค่าของขอ้มูลท่ีเป็นไปไดท้ั้งหมด 
และความหมายของรหสัแทนขอ้มูล 

25 vetstat    Veteran status vetstat_0=N/A 
vetstat_1=not a veteran 
vetstat_2=veteran 

26 tranwork Means of transportation to 
work 

tranwork_0= N/A 
tranwork_10=auto, truck, or van 
tranwork_20=motorcycle 
tranwork_31=bus or trolley bus 
tranwork_32=streetcar 
tranwork_33=subway 
tranwork_34=railroad 
tranwork_35=taxi 
tranwork_36=ferry boat 
tranwork_40=bicycle 
tranwork_50=walked only 
tranwork_60=other 
tranwork_70=worked at home 

27 occupation Occupational classification occupation_1=professional,  technical 
occupation_2=farmers, operative workers 
occupation_3=private and service workers 
occupation_4=at home / at school 
occupation_5=unknown 

 
 
 
 

table2(1,school_1,educrec_7,schltype_1,empstatg_1,labforce_2,occscore_3,sei_2, 

classwkg_2,wkswork2_4,hrswork2_6,yrlastwk_0,workedyr_2,inctot_3, 

incwage_3,incbus_1,incfarm_1,incss_1,incwelfr_1,incother_1,poverty_6, 

migrat5g_1,migplac5_0,movedin_7,vetstat_1,tranwork_10,occupation_2).%  

table2(2,school_1,educrec_8,schltype_1,empstatg_1,labforce_2,occscore_2,sei_3, 

classwkg_1,wkswork2_3,hrswork2_6,yrlastwk_0,workedyr_2,inctot_2, 

incwage_2,incbus_2,incfarm_1,incss_1,incwelfr_1,incother_1,poverty_6, 

migrat5g_1,migplac5_1,movedin_0,vetstat_1,tranwork_10,occupation_3).%  

table2(3,school_1,educrec_7,schltype_1,empstatg_1,labforce_2,occscore_3,sei_5, 

classwkg_2,wkswork2_6,hrswork2_5,yrlastwk_0,workedyr_2,inctot_3, 

incwage_3,incbus_1,incfarm_1,incss_1,incwelfr_1,incother_1,poverty_2, 

migrat5g_2,migplac5_1,movedin_2,vetstat_1,tranwork_10,occupation_2).%  
 

รูปท่ี 3.10 ตวัอยา่งขอ้มูลชุดท่ี 2 
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3.5  ผลการทดสอบการประมวลผลข้อค าถาม 

การทดสอบวธีิการปรับปรุงขอ้ค าถามดว้ย semantic rules และผลการประมวลผลขอ้
ค าถามท่ีใชก้ารสอบถามขอ้มูลทั้งในกรณีเป็นขอ้มูลชุดเดียว และกรณีตอ้งมีการเช่ือมโยงขอ้มูลทั้ง
สองชุด ซ่ึงจะใชก้ารปรับปรุงขอ้ค าถามดว้ยการสอบถามจากววิขอ้มูล สรุปการประมวลผลและเวลา
ท่ีใชไ้ดด้งัต่อไปน้ี 

ข้อค ำถำมท่ี 1 ใหแ้สดงมูลค่าของท่ีอยูอ่าศยั (value หรือแอททริบิวตท่ี์ 6) จากขอ้มูลในชุดท่ีหน่ึง 
(table1) ท่ีเป็นท่ีอยูอ่าศยัประเภทฟาร์ม (farm_2 ในแอททริบิวตท่ี์ 4) 

 DES-Datalog> /assert query1(X):-
table1(A1,A2,A3,A4,A5,A6,A7,A8,A9,A10,A11,A12,A13,A14,A15,A16,A

17,A18,A19,A20,A21,A22,A23,A24,A25,A26,A27,A28,A29,A30,A31,A32,

A33,A34),A4=farm_2,X=A6. 

 

DES-Datalog> query1(X). 

{ 

} 

Info: 0 tuples computed. 

Info: Total elapsed time: 110 ms. 

ขอ้ค าถามน้ีไดผ้ลลพัธ์เป็นเซตวา่งเน่ืองจากขอ้มูลทั้งหมดใน table1 เป็นท่ีอยูอ่าศยั
ประเภท non-farm (นัน่คือแอททริบิวต ์A4 มีค่าเป็น farm_1 ทั้งหมด) 
การปรับปรุงขอ้ค าถามดว้ย semanctic rules 

DES-Datalog> /assert p(farm_2). 

DES-Datalog> p(C). 

{ 

  p(farm_2) 

} 

Info: 1 tuple computed. 

Info: Total elapsed time: 295 ms. 

ผลการปรับปรุงขอ้ค าถาม: ไม่ปรากฏเง่ือนไขอ่ืนท่ีจะสามารถน ามาใชช่้วยเพิ่ม
ประสิทธิภาพการประมวลผลขอ้ค าถาม 

เวลาท่ีใช:้ ใชเ้วลาเพิ่มข้ึน 295 มิลลิวนิาที 

ข้อค ำถำมท่ี 2 ใหแ้สดงมูลค่าของท่ีอยูอ่าศยั (value หรือแอททริบิวตท่ี์ 6) จากขอ้มูลในชุดท่ีหน่ึง 
(table1) ท่ีเป็นท่ีอยูอ่าศยัประเภทท่ีไม่ใช่ฟาร์ม (farm_1 ในแอททริบิวตท่ี์ 4) 

 DES-Datalog> /assert query2(X):-
table1(A1,A2,A3,A4,A5,A6,A7,A8,A9,A10,A11,A12,A13,A14,A15,A16,A

17,A18,A19,A20,A21,A22,A23,A24,A25,A26,A27,A28,A29,A30,A31,A32,

A33,A34),A4=farm_1,X=A6. 

 

DES-Datalog> query2(X). 

{ 

  query2(value_1), 

  query2(value_2), 

  query2(value_3), 

  query2(value_4), 

  query2(value_5), 

  query2(value_6), 
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  query2(value_7) 

} 

Info: 7 tuples computed. 

Info: Total elapsed time: 1029 ms. 

ขอ้ค าถามน้ีไดผ้ลลพัธ์เป็นมูลค่าท่ีปรากฏในขอ้มูล table1 ทั้งหมดของท่ีอยูอ่าศยั
ประเภท non-farm (นัน่คือแอททริบิวต ์A4 มีค่าเป็น farm_1) 
การปรับปรุงขอ้ค าถามดว้ย semanctic rules 

DES-Datalog> /assert p(farm_1). 

DES-Datalog> p(C). 

{ 

  p(farm_1) 

} 

Info: 1 tuple computed. 

Info: Total elapsed time: 296 ms. 

ผลการปรับปรุงขอ้ค าถาม: ไม่ปรากฏเง่ือนไขอ่ืนท่ีจะสามารถน ามาใชช่้วยเพิ่ม
ประสิทธิภาพการประมวลผลขอ้ค าถาม 

เวลาท่ีใช:้ ใชเ้วลาเพิ่มข้ึน 296 มิลลิวนิาที 

ข้อค ำถำมท่ี 3 ใหแ้สดงระดบัรายไดท้ั้งหมดของครอบครัว (ftotinc หรือแอททริบิวตท่ี์ 8) จากขอ้มูล
ในชุดท่ีหน่ึง (table1) ท่ีมีจ  านวนสองครอบครัวอาศยัอยูใ่นครัวเรือนเดียวกนั 
(famunit_2) 

 DES-Datalog> /assert query3(X):-
table1(A1,A2,A3,A4,A5,A6,A7,A8,A9,A10,A11,A12,A13,A14,A15,A16,A

17,A18,A19,A20,A21,A22,A23,A24,A25,A26,A27,A28,A29,A30,A31,A32,

A33,A34),A24=famunit_2,X=A8. 

 

DES-Datalog> query3(X). 

{ 

  query3(ftotinc_1), 

  query3(ftotinc_2), 

  query3(ftotinc_3) 

} 

Info: 3 tuples computed. 

Info: Total elapsed time: 906 ms. 

การปรับปรุงขอ้ค าถามดว้ย semanctic rules 
DES-Datalog> /assert p(famunit_2). 

DES-Datalog> p(C). 

{ 

  p(famunit_2) 

} 

Info: 1 tuple computed. 

Info: Total elapsed time: 282 ms. 

ผลการปรับปรุงขอ้ค าถาม: ไม่ปรากฏเง่ือนไขอ่ืนท่ีจะสามารถน ามาใชช่้วยเพิ่ม
ประสิทธิภาพการประมวลผลขอ้ค าถาม 

เวลาท่ีใช:้ ใชเ้วลาเพิ่มข้ึน 282 มิลลิวนิาที 
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ข้อค ำถำมท่ี 4 ใหแ้สดงขนาดของครอบครัว (famsize หรือแอททริบิวตท่ี์ 21) ท่ีเป็นครัวเรือน
ประเภท non_farm (หรือ farm_1) และมีรายไดข้องครอบครัวอยูร่ะหวา่ง 10,000-
99,999 หรือในระดบั 3 (ftotinc_3) 

 DES-Datalog> /assert query4(X):-
table1(A1,A2,A3,A4,A5,A6,A7,A8,A9,A10,A11,A12,A13,A14,A15,A16,A

17,A18,A19,A20,A21,A22,A23,A24,A25,A26,A27,A28,A29,A30,A31,A32,

A33,A34),A4=farm_1,A8=ftotinc_3,X=A21. 

 

DES-Datalog> query4(X). 

{ 

  query4(famsize_1), 

  query4(famsize_2), 

  query4(famsize_3), 

  query4(famsize_4), 

  query4(famsize_5), 

  query4(famsize_6), 

  query4(famsize_7) 

} 

Info: 7 tuples computed. 

Info: Total elapsed time: 1028 ms. 

 
การปรับปรุงขอ้ค าถามดว้ย semanctic rules 

DES-Datalog> /assert p(farm_1). 

DES-Datalog> /assert p(ftotinc_3). 

DES-Datalog> p(C). 

{ 

  p(farm_1), 

  p(ftotinc_3), 

  p(gq_1), 

  p(gqtypeg_0) 

} 

Info: 6 tuples computed. 

Info: Total elapsed time: 594 ms. 
 

ผลการปรับปรุงขอ้ค าถาม:  
DES-Datalog> /assert query4B(X):-

table1(A1,A2,A3,A4,A5,A6,A7,A8,A9,A10,A11,A12,A13,A14,A15,A16,A

17,A18,A19,A20,A21,A22,A23,A24,A25,A26,A27,A28,A29,A30,A31,A32,

A33,A34),A4=farm_1,A8=ftotinc_3,A2=gq_1,A3=gqtypeg_0,X=A21. 

 

DES-Datalog> query4B(X). 

{ 

  query4B(famsize_1), 

  query4B(famsize_2), 

  query4B(famsize_3), 

  query4B(famsize_4), 

  query4B(famsize_5), 

  query4B(famsize_6), 

  query4B(famsize_7) 

} 

Info: 7 tuples computed. 

Info: Total elapsed time: 94 ms. 
 

เวลาท่ีใช:้ ใชเ้วลาลดลง (1028 – (594+94)) = 340 มิลลิวนิาที 
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ข้อค ำถำมท่ี 5 ใหแ้สดงระดบัการศึกษา (educrec หรือแอททริบิวตท่ี์ 3 ของขอ้มูลชุดท่ีสอง) และ
ระดบัรายได ้ (inctot หรือแอททริบิวตท่ี์ 15 ของขอ้มูลชุดท่ีสอง) ท่ีเป็นเพศหญิง 
(sex_2 ในแอททริบิวตท่ี์ 30 ของขอ้มูลชุดท่ีหน่ึง) 

 DES-Datalog> /assert query5(X,Y):-
table1(A1,A2,A3,A4,A5,A6,A7,A8,A9,A10,A11,A12,A13,A14,A15,A16,A

17,A18,A19,A20,A21,A22,A23,A24,A25,A26,A27,A28,A29,A30,A31,A32,

A33,A34),table2(B1,B2,B3,B4,B5,B6,B7,B8,B9,B10,B11,B12,B13,B14,

B15,B16,B17,B18,B19,B20,B21,B22,B23,B24,B25,B26,B27),A1=B1,A30=

sex_2,X=B3,Y=B15. 

DES-Datalog> query5(X,Y). 

{ 

  query5(educrec_0,incwage_4), 

  query5(educrec_1,incwage_1), 

  query5(educrec_1,incwage_2), 

  query5(educrec_1,incwage_3), 

  query5(educrec_1,incwage_4), 

  query5(educrec_2,incwage_1), 

  query5(educrec_2,incwage_3), 

  query5(educrec_2,incwage_4), 

  query5(educrec_3,incwage_1), 

  query5(educrec_3,incwage_2), 

  query5(educrec_3,incwage_3), 

  query5(educrec_3,incwage_4), 

  query5(educrec_4,incwage_1), 

  query5(educrec_4,incwage_2), 

  query5(educrec_4,incwage_3), 

  query5(educrec_4,incwage_4), 

  query5(educrec_5,incwage_1), 

  query5(educrec_5,incwage_2), 

  query5(educrec_5,incwage_3), 

  query5(educrec_5,incwage_4), 

  query5(educrec_6,incwage_1), 

  query5(educrec_6,incwage_2), 

  query5(educrec_6,incwage_3), 

  query5(educrec_7,incwage_1), 

  query5(educrec_7,incwage_2), 

  query5(educrec_7,incwage_3), 

  query5(educrec_8,incwage_1), 

  query5(educrec_8,incwage_2), 

  query5(educrec_8,incwage_3), 

  query5(educrec_9,incwage_1), 

  query5(educrec_9,incwage_2), 

  query5(educrec_9,incwage_3), 

  query5(educrec_9,incwage_4) 

} 

Info: 756 tuples computed. 

Info: Total elapsed time: 10423 ms. 

ผลการปรับปรุงขอ้ค าถามดว้ยการสอบถามจากววิขอ้มูล:  
DES-Datalog> /assert query5B(X,Y):-

view1(V1,V2,V3,V4,V5,V6,V7,V8,V9,V10,V11,V12,V13,V14,V15,V16,V1

7,V18,V19,V20,V21,V22,V23,V24,V25,V26,V27,V28,V29,V30,V31,V32,V

33,V34,V35,V36,V37,V38,V39,V40,V41,V42,V43,V44,V45,V46,V47,V48,

V49,V50,V51,V52,V53,V54,V55,V56,V57,V58,V59),V29=sex_2,X=V35,Y=

V47. 

DES-Datalog> query5B(X,Y). 

{ 

  query5B(educrec_0,incwage_4), 

  query5B(educrec_1,incwage_1), 

  query5B(educrec_1,incwage_2), 
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  query5B(educrec_1,incwage_3), 

  query5B(educrec_1,incwage_4), 

  query5B(educrec_2,incwage_1), 

  query5B(educrec_2,incwage_3), 

  query5B(educrec_2,incwage_4), 

  query5B(educrec_3,incwage_1), 

  query5B(educrec_3,incwage_2), 

  query5B(educrec_3,incwage_3), 

  query5B(educrec_3,incwage_4), 

  query5B(educrec_4,incwage_1), 

  query5B(educrec_4,incwage_2), 

  query5B(educrec_4,incwage_3), 

  query5B(educrec_4,incwage_4), 

  query5B(educrec_5,incwage_1), 

  query5B(educrec_5,incwage_2), 

  query5B(educrec_5,incwage_3), 

  query5B(educrec_5,incwage_4), 

  query5B(educrec_6,incwage_1), 

  query5B(educrec_6,incwage_2), 

  query5B(educrec_6,incwage_3), 

  query5B(educrec_7,incwage_1), 

  query5B(educrec_7,incwage_2), 

  query5B(educrec_7,incwage_3), 

  query5B(educrec_8,incwage_1), 

  query5B(educrec_8,incwage_2), 

  query5B(educrec_8,incwage_3), 

  query5B(educrec_9,incwage_1), 

  query5B(educrec_9,incwage_2), 

  query5B(educrec_9,incwage_3), 

  query5B(educrec_9,incwage_4) 

} 

Info: 33 tuples computed. 

Info: Total elapsed time: 1060 ms. 
 

เวลาท่ีใช:้ ใชเ้วลาลดลง (10423 – 1060) = 9363 มิลลิวนิาที 

ข้อค ำถำมท่ี 6 ใหแ้สดงประเภทของงาน (classwkg ซ่ึงจ าแนกไดเ้ป็น classwkg_0=N/A, 
classwkg_1=self-employed, classwkg_2=works for wages/salary) ลกัษณะอาชีพ 
(occupation ซ่ึงจ าแนกไดเ้ป็น occupation_1=professional and technical, 
occupation_2=farmers and operative workers, occupation_3=private and service 
workers, occupation_4=at home / at school, occupation_5=unknown) และระดบั
รายได ้(inctot ซ่ึงจ าแนกไดเ้ป็น inctot_0=less than 0, inctot_1=range 0-999, 
inctot_2=range 1,000-9,999, inctot_3=range 10,000-99,999, inctot_4=more than 
99,999) ของประชากรผวิขาวท่ีอพยพมาจากยโุรปและเป็นครอบครัวเด่ียว 

 DES-Datalog> /assert query6(X,Y,Z):-
table1(A1,A2,A3,A4,A5,A6,A7,A8,A9,A10,A11,A12,A13,A14,A15,A16,A

17,A18,A19,A20,A21,A22,A23,A24,A25,A26,A27,A28,A29,A30,A31,A32,

A33,A34),table2(B1,B2,B3,B4,B5,B6,B7,B8,B9,B10,B11,B12,B13,B14,

B15,B16,B17,B18,B19,B20,B21,B22,B23,B24,B25,B26,B27),A1=B1,A9=n

fams_1,A31=raceg_1,A34=bplg_4,X=B9,Y=B27,Z=B14. 

 

DES-Datalog> query6(X,Y,Z). 

{ 

  query6(classwkg_0,occupation_5,inctot_1), 

  query6(classwkg_0,occupation_5,inctot_2), 
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  query6(classwkg_0,occupation_5,inctot_3), 

  query6(classwkg_1,occupation_2,inctot_3), 

  query6(classwkg_2,occupation_1,inctot_1), 

  query6(classwkg_2,occupation_1,inctot_2), 

  query6(classwkg_2,occupation_1,inctot_3), 

  query6(classwkg_2,occupation_1,inctot_4), 

  query6(classwkg_2,occupation_2,inctot_1), 

  query6(classwkg_2,occupation_2,inctot_2), 

  query6(classwkg_2,occupation_2,inctot_3) 

} 

Info: 121 tuples computed. 

Info: Total elapsed time: 9852 ms. 

 

ผลการปรับปรุงขอ้ค าถามดว้ยการสอบถามจากววิขอ้มูลและโมเดลขอ้มูล:  
DES-Datalog> /assert p(nfams_1) 

DES-Datalog> p(C) 

{ 

  p(famunit_1), 

  p(farm_1), 

  p(nfams_1) 

} 

Info: 3 tuples computed. 

Info: Total elapsed time: 452 ms. 

DES-Datalog> /assert query6B(X,Y,Z):-

view1(V1,V2,V3,V4,V5,V6,V7,V8,V9,V10,V11,V12,V13,V14,V15,V16,V1

7,V18,V19,V20,V21,V22,V23,V24,V25,V26,V27,V28,V29,V30,V31,V32,V

33,V34,V35,V36,V37,V38,V39,V40,V41,V42,V43,V44,V45,V46,V47,V48,

V49,V50,V51,V52,V53,V54,V55,V56,V57,V58,V59),V3=farm_1,V8=nfams

_1,V23=famunit_1,V30=raceg_1,V33=bplg_4,X=V41,Y=V59,Z=V46. 

 

DES-Datalog> query6B(X,Y,Z). 

{ 

  query6B(classwkg_0,occupation_5,inctot_1), 

  query6B(classwkg_0,occupation_5,inctot_2), 

  query6B(classwkg_0,occupation_5,inctot_3), 

  query6B(classwkg_1,occupation_2,inctot_3), 

  query6B(classwkg_2,occupation_1,inctot_1), 

  query6B(classwkg_2,occupation_1,inctot_2), 

  query6B(classwkg_2,occupation_1,inctot_3), 

  query6B(classwkg_2,occupation_1,inctot_4), 

  query6B(classwkg_2,occupation_2,inctot_1), 

  query6B(classwkg_2,occupation_2,inctot_2), 

  query6B(classwkg_2,occupation_2,inctot_3) 

} 

Info: 11 tuples computed. 

Info: Total elapsed time: 1015 ms. 

เวลาท่ีใช:้ ใชเ้วลาลดลง (9852 – (452+1015)) = 8385 มิลลิวนิาที 
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จากผลการทดลองกบัขอ้ค าถามทั้ง 6 รูปแบบ ท่ีประกอบดว้ย 
Q1: ขอ้ค าถามท่ีสอบถามขอ้มูลเดียว แต่ไม่มีขอ้มูลใดสอดคลอ้งกบัเง่ือนไขของขอ้ค าถาม ท าให้

ไดผ้ลลพัธ์เป็นเซตวา่ง 
Q2: ขอ้ค าถามท่ีสอบถามขอ้มูลเดียว และใชเ้ง่ือนไขเดียวในการคดัเลือกขอ้มูล โดยไม่มี semantic 

rules ใดท่ีสอดคลอ้งกบัเง่ือนไขน้ี ท าใหไ้ม่สามารถแปลงรูปแบบขอ้ค าถามได ้
Q3: ขอ้ค าถามท่ีสอบถามขอ้มูลเดียว และใชเ้ง่ือนไขเดียวในการคดัเลือกขอ้มูล โดยไม่มี semantic 

rules ใดท่ีสอดคลอ้งกบัเง่ือนไขน้ี ท าใหไ้ม่สามารถแปลงรูปแบบขอ้ค าถามได ้
Q4: ขอ้ค าถามท่ีสอบถามขอ้มูลเดียว แต่ใชส้องเง่ือนไขในการคดัเลือกขอ้มูล และมี semantic rules 

จ านวนสองกฎท่ีสอดคลอ้งกบัเง่ือนไขน้ี ท าใหแ้ปลงรูปแบบขอ้ค าถามได ้
Q5: ขอ้ค าถามท่ีสอบถามสองขอ้มูล และใชเ้ง่ือนไขเดียวในการคดัเลือกขอ้มูล ขอ้ค าถามน้ีมีเง่ือนไข

ท่ีสอดคลอ้งกบัววิขอ้มูลท่ีสามารถน ามาใชช่้วยตอบขอ้ค าถามน้ีได ้
Q6: ขอ้ค าถามท่ีสอบถามสามขอ้มูล และใชส่ี้เง่ือนไขในการคดัเลือกขอ้มูล ขอ้ค าถามน้ีมี semantic 

rules จ านวนสองกฎท่ีสอดคลอ้งกบัเง่ือนไขท าให้แปลงรูปแบบขอ้ค าถามได ้ และเง่ือนไขยงั
สอดคลอ้งกบัววิขอ้มูลท่ีสามารถน ามาใชช่้วยตอบขอ้ค าถามน้ีได ้

 
เวลาท่ีใชใ้นการประมวลผลขอ้ค าถามทั้งหกขอ้ค าถาม แสดงเป็นภาพเปรียบเทียบได้

ดงัรูปท่ี 3.11 การเปรียบเทียบเป็นการแสดงเวลาท่ีใชใ้นการสอบถามโดยตรงจากฐานขอ้มูลโดยไม่
ตอ้งมีขั้นตอนการแปลงขอ้ค าถาม และเวลาท่ีใชใ้นการสอบถามขอ้มูลจากฐานขอ้มูลโดยท่ีขอ้
ค าถามตอ้งผา่นขั้นตอนการแปลงรูปแบบขอ้ค าถามดว้ยวิวขอ้มูล และ/หรือโมเดลจากการท าเหมือง
ขอ้มูลท่ีอยูใ่นรูปแบบของ semantic rules   

จากภาพจะเห็นไดว้า่ในกรณีท่ีขอ้ค าถามมีเง่ือนไขท่ีไม่สอดคลอ้งกบั semantic rules 
หรือไม่ตรงกบัโครงสร้างของววิขอ้มูล การประมวลผลขอ้ค าถามท่ีตอ้งผา่นขั้นตอนการพิจารณา
แปลงรูปแบบขอ้ค าถาม จะใชเ้วลามากข้ึนกวา่การสอบถามโดยตรงจากฐานขอ้มูล (กรณีขอ้ค าถามท่ี 
1, 2 และ 3) แต่เม่ือขอ้ค าถามมีเง่ือนไขท่ีสอดคลอ้งกบัโครงสร้างววิขอ้มูล หรือตรงกบัเพรดิเคตของ 
semantic rules การคน้หาขอ้มูลจากฐานขอ้มูลจะท าไดร้วดเร็วข้ึนมาก (กรณีขอ้ค าถามท่ี 4, 5 และ 6) 
เม่ือพิจารณาเวลาโดยเฉล่ียของทั้งหกขอ้ค าถาม การแปลงขอ้ค าถามดว้ยววิขอ้มูลและโมเดลขอ้มูล 
จะลดเวลาการประมวลผลและการคน้หาขอ้มูลในฐานขอ้มูลลงไดม้ากถึง 2869.16 มิลลิวนิาที  
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รูปท่ี 3.11 เปรียบเทียบเวลาการประมวลผลขอ้ค าถามระหวา่งการสอบถามโดยตรงจากฐานขอ้มูล  

และการแปลงขอ้ค าถามดว้ยววิขอ้มูลและโมเดลขอ้มูลก่อนการสอบถามจากฐานขอ้มูล 
 



บทที ่ 4  
บทสรุป 

            

4.1  สรุปผลการวจิัย 

ฐานข้อมูล (database) คือ แหล่งท่ีรวมขอ้มูลท่ีมีความสมัพนัธ์เก่ียวขอ้งกนั เช่น ขอ้มูล
พนกังานบริษทั  ขอ้มูลส ามะโนประชากรและเคหะ เป็นตน้  การบนัทึกขอ้มูล  การสอบถาม และ
การเปล่ียนแปลงแกไ้ขขอ้มูลผา่นระบบคอมพิวเตอร์ จะตอ้งใชโ้ปรแกรมจ านวนมากช่วยอ านวย
ความสะดวกใหง้านดงักล่าวท าไดอ้ยา่งรวดเร็วและถูกตอ้ง ชุดของโปรแกรมท่ีช่วยอ านวยความ
สะดวกในการสร้างและใชง้านฐานขอ้มูลเรียกวา่ ระบบจัดการฐานข้อมูล (database management 
system – DBMS) หนา้ท่ีหลกัของระบบจดัการฐานขอ้มูล คือ อ านวยความสะดวกใหผู้ใ้ชส้ามารถ
สร้างฐานขอ้มูลใหม่และก าหนดเคา้ร่าง (schema) หรือโครงสร้างเชิงตรรกะของขอ้มูลในฐานขอ้มูล
ไดโ้ดยง่าย ช่วยใหผู้ใ้ชส้ามารถสอบถามขอ้มูลดว้ยภาษาสอบถาม (query language) หรือ
เปล่ียนแปลงแกไ้ขขอ้มูลดว้ยภาษาด าเนินการขอ้มูล (data manipulation language – DML)  มีกลไก
ท่ีช่วยใหก้ารเกบ็และการด าเนินการกบัขอ้มูลจ านวนมากท าไดอ้ยา่งถูกตอ้งและมีประสิทธิภาพ และ
มีการป้องกนัขอ้มูลเสียหายจากอุบติัเหตุหรือจากบุคคลภายนอกท่ีไม่มีสิทธ์ิใชข้อ้มูล มีการจดัการ
ในกรณีท่ีผูใ้ชห้ลายคนเรียกใชง้านฐานขอ้มูลพร้อมๆ กนั โดยมิใหก้ารด าเนินการกบัขอ้มูลของผูใ้ช้
แต่ละคนไปมีผลกระทบต่อผูใ้ชอ่ื้นท่ีใชฐ้านขอ้มูล ณ เวลาเดียวกนันั้น 

การประมวลผลในงานฐานขอ้มูลแบ่งไดค้ร่าวๆ เป็นสองประเภทคือ การประมวลผล
ขอ้ค าถาม (query processing)  และการประมวลผลดว้ยรายการเปล่ียนแปลง (transaction 
processing)  ขอ้ค าถามมกัจะเป็นการปฏิบติัการสั้นๆ กบัขอ้มูล เช่น การสอบถามขอ้มูลท่ีตรงกบั
ความสนใจของผูใ้ชง้าน  ในขณะท่ีรายการเปล่ียนแปลงเป็นการรวมปฏิบติัการกบัขอ้มูลหลายอยา่ง
ใหเ้ป็นหน่ึงรายการ  และถือหน่ึงรายการน้ีเป็นเสมือนการท างานหน่ึงอยา่งท่ีตอ้งท าใหเ้สร็จในคราว
เดียว งานวิจยัน้ีเนน้ท่ีส่วนของการสอบถามขอ้มูล และพฒันาเทคนิคการประมวลผลขอ้ค าถามให้
สามารถประมวลผลไดร้วดเร็วข้ึน 

การประมวลผลข้อค าถาม (query processing) เป็นกระบวนการท่ีประกอบดว้ยหลาย
ขั้นตอน เช่นการตรวจสอบไวยากรณ์และความถูกตอ้งเบ้ืองตน้ของขอ้ค าถาม การแปลงขอ้ค าถาม
ใหเ้ป็นพาสทรี การเปล่ียนพาสทรีใหเ้ป็นแผนขอ้ค าถามเชิงตรรกะและเชิงกายภาพ  เพื่อเปล่ียนขอ้
ค าถามท่ีผูใ้ชส่้งเขา้มาใหเ้ป็นชุดค าสัง่ท่ีสามารถด าเนินการกบัฐานขอ้มูล เพื่อหาค าตอบท่ีถูกตอ้ง
ใหก้บัขอ้ค าถาม  กระบวนการน้ีมกัจะตอ้งเก่ียวขอ้งกบัการเรียกใชข้อ้มูลท่ีเกบ็อยูใ่นดิสกเ์พื่อน ามา
ประมวลผลในระบบคอมพวิเตอร์ ขั้นตอนท่ีตอ้งใชเ้วลามากท่ีสุดคือขั้นตอนของการเขา้ถึงขอ้มูลใน
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ดิสก ์ เพื่อถ่ายโอนขอ้มูลท่ีตอ้งการมายงัหน่วยความจ าหลกั  ถา้เราสามารถลดจ านวนคร้ังของการ
ติดต่อกบัดิสก ์ (เพื่อถ่ายโอนขอ้มูล) ลงได ้ จะช่วยใหล้ดเวลาในการประมวลผลขอ้ค าถามลงไดม้าก  
การกระท าเพือ่ลดเวลาในการประมวลผลขอ้ค าถามน้ีเรียกวา่ การหาวิธีเหมาะท่ีสุด หรือ การเพ่ิม
ประสิทธิภาพการประมวลผลข้อค าถาม (query optimization)  ซ่ึงมกัจะปรากฏเป็นส่วนหน่ึงใน
กระบวนการประมวลผลขอ้มูล 

การเพิ่มประสิทธิภาพการประมวลผลขอ้ค าถามมกัจะใชว้ิธีการวิเคราะห์เง่ือนไขในขอ้
ค าถาม เพื่อเปล่ียนรูปแบบการถามใหใ้ชก้ารเขา้ถึงขอ้มูลดว้ยจ านวนคร้ังท่ีนอ้ยท่ีสุด การเพิ่ม
ประสิทธิภาพการประมวลผลขอ้ค าถามแบ่งไดเ้ป็นสองกลุ่มคือ การเพิ่มประสิทธิภาพเชิงไวยากรณ์ 
(syntactic query optimization) และการเพิ่มประสิทธิภาพเชิงความหมาย (semantic query 
optimization) การเพิ่มประสิทธิภาพเชิงไวยากรณ์เป็นการใชค้วามรู้เก่ียวกบัจ านวนขอ้มูล และ
โครงสร้างประกอบของขอ้มูล เช่น การมีดรรชนีบนบางแอททริบิวต ์ ช่วยในการคดัเลือกแผนการ
ประมวลผลและอลักอริทึมการประมวลผลท่ีจะใชห้น่วยความจ า และจ านวนคร้ังท่ีตอ้ติดต่อกบัดิสก์
นอ้ยท่ีสุด โดยขอ้มูลประกอบการตดัสินใจเหล่าน้ีปรากฏอยูใ่นสารบญัแฟ้มระบบ (system catalog) 
ท าใหก้ารเพิ่มประสิทธิภาพการประมวลผลขอ้ค าถาม ดว้ยการปรับปรุงขอ้ค าถามในเชิงไวยากรณ์ 
ท าไดไ้ม่ยากนกั แต่การเพิ่มประสิทธิภาพเชิงความหมายเป็นการวิเคราะห์ขอ้มูลเพื่อน าความรู้ท่ี
ไดม้าปรับปรุงขอ้ค าถามใหมี้เง่ือนไขของขอ้ค าถามท่ีแตกต่างจากเดิม โดยคาดหมายวา่เง่ือนไขใหม่
จะใชเ้วลาการประมวลผลท่ีลดลง แต่จะใหค้  าตอบท่ีถูกตอ้งเช่นเดียวกบัขอ้ค าถามเดิมท่ีผูใ้ชก้  าหนด 
การวิเคราะห์หาความรู้ท่ีเก่ียวขอ้งมาช่วยปรับปรุงขอ้ค าถามในเชิงความหมาย เป็นงานท่ีท าไดย้าก 
เน่ืองจากจะตอ้งเทียบเคียงความหมายของขอ้มูล 

ในงานวิจยัน้ีไดน้ าเสนอเทคนิคในการเพิ่มประสิทธิภาพการประมวลผลขอ้ค าถามใน
เชิงความหมายดว้ยการน าความรู้เก่ียวกบัโมเดลขอ้มูล และววิขอ้มูลมาช่วยในการเปล่ียนแปลง หรือ
เพิ่มเติมเง่ือนไขในขอ้ค าถามเดิมของผูใ้ช ้ ใหมี้ความจ าเพาะเจาะจงมากข้ึนซ่ึงจะช่วยใหล้ดเวลาการ
คน้หาค าตอบลงได ้ โมเดลขอ้มูลท่ีใชใ้นงานวจิยัน้ีเป็นโมเดลเชิงสมัพนัธ์ท่ีปรับปรุงเทคนิคมาจาก
วิธีการท าเหมืองขอ้มูลแบบการคน้หาความสมัพนัธ์ (association mining) แต่จ ากดัรูปแบบโมเดลให้
อยูใ่นลกัษณะของ Horn clause 

ในฐานขอ้มูลเชิงสัมพนัธ์ (relational database) ขอ้มูลแต่ละเร่ืองจะถูกบนัทึกอยูใ่นแต่
ละตารางความสมัพนัธ์ (relation) ตารางท่ีมีขอ้มูลบนัทึกอยูจ่ริงจะเรียกวา่ตารางฐาน (base table) 
ผูใ้ชง้านฐานขอ้มูลแต่ละคนอาจจะใชข้อ้มูลเพียงบางส่วนของตาราง ถา้เราสร้างตารางข้ึนมาใหม่
จากตารางฐาน ใหมี้เฉพาะขอ้มูลท่ีเก่ียวขอ้งกบัผูใ้ชแ้ต่ละฝ่าย จะช่วยใหล้ดขนาดและความซบัซอ้น
ของขอ้มูลลงไดม้าก ตารางท่ีสร้างข้ึนใหม่น้ีเรียกวา่ ทรรศนะ หรือ ววิ (view)  โดยอาจจะสร้างจาก
ตารางฐานตารางเดียว หรือจากหลายตารางฐานกไ็ด ้ ตารางขอ้มูลท่ีเรียกวา่ววิน้ี จะถูกสร้างข้ึนใช้
งานชัว่คราวเพือ่สนบัสนุนความตอ้งการใชง้านขอ้มูลท่ีแตกต่างกนัของผูใ้ชแ้ต่ละคน  ววิมีลกัษณะ
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เป็นตารางเหมือนตารางฐาน ต่างกนัแต่เพียงวา่ขอ้มูลในวิวจะไม่ถูกบนัทึกไวอ้ยา่งถาวรใน
ฐานขอ้มูล ทุกคร้ังท่ีผูใ้ชเ้รียกใชง้านวิวตารางชัว่คราวกจ็ะถูกสร้างข้ึนโดยคดัลอกขอ้มูลส่วนท่ี
ตอ้งการมาจากตารางฐานเม่ือเลิกใชง้านตารางชัว่คราวน้ีกจ็ะหายไป แต่มีวิวบางชนิดท่ีขอ้มลูถูก
บนัทึกไวอ้ยา่งถาวร เรียกววิชนิดน้ีวา่ materialized view  เพื่อเนน้วา่ววิประเภทน้ีมีขอ้มูลบนัทึกอยู่
จริง ต่างจากวิวทัว่ไปท่ีบนัทึกเฉพาะค าอธิบายวา่จะสร้างวิวไดจ้ากตารางฐานใดดว้ยเง่ือนไขใด วิว
ขอ้มูลจะตอ้งใชเ้น้ือท่ีในดิสกใ์นการบนัทึกขอ้มูลเช่นเดียวกบัตารางฐานขอ้มูล ดงันั้นววิขอ้มูลจะมี
ประโยชน์เม่ือขอ้ค าถามของผูใ้ชเ้รียกใชว้วินั้นๆบ่อยคร้ัง ในงานวจิยัน้ีใชป้ระโยชน์เพิ่มเติมจากวิว
ขอ้มูล ดว้ยการพิจารณาน าวิวขอ้มูลมาใชร่้วมกบัโมเดลขอ้มูลในการปรับปรุงขอ้ค าถามของผูใ้ชใ้ห้
สามารถประมวลผลหาค าตอบไดร้วดเร็วข้ึน 

วตัถุประสงคห์ลกัของงานวจิยัน้ีตอ้งการพฒันาแนวทางการใชป้ระโยชน์ววิขอ้มูลและ
โมเดลท่ีไดจ้ากการท าเหมืองขอ้มูลเพื่อเพิ่มประสิทธิภาพการประมวลผลขอ้ค าถาม จากการพฒันา
ระบบตน้แบบและทดสอบประมวลผลดว้ยขอ้ค าถามตวัอยา่งจ านวนหกขอ้ค าถาม กบัฐานขอ้มูล
จริงซ่ึงเป็นขอ้มูลประชากรในปีค.ศ.1999 ของประเทศสหรัฐอเมริกา (http://usa.ipums.org/usa/) 
จ านวน 1,000 เรคคอร์ด พบวา่ในกรณีท่ีขอ้ค าถามไม่ซบัซอ้นมีเง่ือนไขเพียงเง่ือนไขเดียว การ
สอบถามโดยตรงกบัฐานขอ้มูลจะท าไดร้วดเร็วกวา่การใชเ้ทคนิคแปลงขอ้ค าถามท่ีพฒันาข้ึน แต่
เม่ือขอ้ค าถามมีความซบัซอ้นมากข้ึนและมีเง่ือนไขท่ีตอ้งพิจารณามาก การใชเ้ทคนิคแปลงขอ้
ค าถามดว้ยวิวขอ้มูลและโมเดลขอ้มูลจะลดเวลาการประมวลผลลงไดม้าก โดยการเปรียบเทียบเวลา
การประมวลผลขอ้ค าถามแสดงโดยสรุปไดด้งัตารางท่ี 4.1 

ตารางท่ี 4.1 เปรียบเทียบเวลาการสอบถามขอ้มูลโดยตรงจากฐานขอ้มูล กบัเวลาท่ีใชใ้นการแปลง
ขอ้ค าถามและคน้หาขอ้มูลในฐานขอ้มูล 

 
ลกัษณะขอ้ค าถาม 

เวลาท่ีใช ้(มิลลิวินาที)  
ประสิทธิภาพ

ท่ีเพิ่มข้ึน 
(เวลา) 

 
เปอร์เซ็นต์
ของการเพิ่ม
ประสิทธิภาพ 

การสอบถาม
โดยตรงจาก
ฐานขอ้มูล 

การแปลงขอ้ค าถาม
และสอบถามขอ้มูล
จากฐานขอ้มูล 

Q1: ask one information with 
a single condition, null 
answer 

 
110 

 
405 

 
-295 

 
-268.18% 

Q2: ask one information with 
a single condition 

1,029 1,325 -296 -28.76% 

Q3: ask one information with 
a single condition 

906 1,188 -282 -31.12% 

Q4: ask one information with 
two conditions 

1,028 688 340 33.07% 

Q5: ask two information with 
a single condition 

10,423 1,060 9,363 89.83% 

Q6: ask three information 
with four conditions 

9,852 1,467 8,385 85.10% 
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4.2  ข้อจ ากดัของระบบและข้อเสนอแนะ 

เทคนิคการปรับปรุงขอ้ค าถามเชิงความหมายท่ีน าเสนอในงานวิจยัน้ียงัจ ากดัอยูเ่พียงการ
ปรับเปล่ียนตารางขอ้มูลจากตารางฐานเป็นการใชต้ารางจากวิวขอ้มูล และใชโ้มเดลขอ้มูลเป็นฐานความรู้
เฉพาะในการเพิ่มเง่ือนไขในขอ้ค าถามท่ีปรับปรุงใหม่ โดยไม่ไดพ้ิจารณาการเปล่ียนเง่ือนไขในขอ้ค าถาม
เดิมของผูใ้ช ้และไม่ไดพ้ิจารณาตดัเง่ือนไขท่ีไม่เป็นประโยชน์ออกจากขอ้ค าถาม  

การปรับปรุงงานวิจยัน้ีสามารถท าไดต่้อไปในแนวทางของการวิเคราะห์ขอ้ค าถามของผูใ้ช ้
เพื่อคน้หาความตั้งใจของผูใ้ชว้า่ตอ้งการค าตอบเก่ียวกบัอะไร และใชฐ้านความรู้ของระบบเปล่ียนเง่ือนไข
ของขอ้ค าถามเดิมท่ีอาจจะไม่ถูกตอ้ง ใหเ้ป็นเง่ือนไขใหม่ท่ีถูกตอ้งและเหมาะสมต่อการประมวลผลอยา่ง
มีประสิทธิภาพมากข้ึน นอกจากน้ียงัอาจเพิ่มแนวทางการคน้หาค าตอบท่ีเป็นค าตอบโดยประมาณ หรือ
เป็นการคน้หาค าตอบอ่ืนท่ีอาจจะเก่ียวขอ้ง แต่ผูใ้ชมิ้ไดก้ าหนดเง่ือนไขไวใ้นขอ้ค าถามเดิม 

จากประสบการณ์การพฒันาโปรแกรมคน้หาโมเดลจากฐานขอ้มูล พบวา่โมเดลในรูปแบบ
ของ Horn clause ท่ีไดมี้ปริมาณมากเกินไป บางคลอสมีขอ้ความบางส่วนท่ีซ ้ าซอ้นกบัคลอสอ่ืน และ
ขอ้ความในหลายคลอสมีลกัษณะวนซ ้า (recursive) ดงันั้นการปรับปรุงประสิทธิภาพของโมเดลเพื่อ
สามารถน าไปใชเ้ป็นฐานความรู้ในระบบประมวลผลขอ้ค าถาม ดว้ยการวเิคราะห์โครงสร้างแต่ละ
กฎและความสมัพนัธ์ซ่ึงกนัและกนัในระหวา่งกฎ จึงเป็นส่ิงท่ีจ าเป็นต่อการพฒันาระบบท่ีเสนอข้ึน
ใหส้ามารถใชป้ระโยชน์ไดจ้ริงในฐานขอ้มูลขนาดใหญ่ 

 



บรรณานุกรม 
 

S. Agrawal, R. Agrawal, P.M. Deshpand, A. Gupta, J.F. Noughton, R. Ramakrishnan, & 
S.Sarawagi, On the computation of multidimensional aggregates, Proceedings of 
VLDB, pp. 506-512, 1996. 

J. Chang & S. Lee, Query reformulation using materialized views in data warehousing 
environment, Proceedings of First ACM International Workshop on Data Warehousing 
and OLAP (DOLAP), pp. 54-59, 1998. 

S. Chaudhuri, S. Krishnamurthy, S. Potamianos, & K. Shim, Optimizing queries with 
materialized views, Proceedings of International Conference on Data Engineering, pp. 
190-200, 1995. 

S. Chaudhuri, V. Narasayya, & S. Sarawagi, Extracting predicates from mining models for 
efficient query evaluation, ACM Transactions on Database Systems, 29(3), pp. 508-
544, 2004. 

C.M. Chen & N. Rossopoulos, The implementation and performance evaluation of the ADMS 
query optimizer: Integrating query result caching and matching, Proceedings of EDBT, 
pp. 323-336, 1994. 

Datalog Educational System, version 2.0, http://www.fdi.ucm.es/profesor/fernan/DES/ 
R. Elmasri & S.B. Navathe, Fundamental of Database Systems, third edition, Reading, MA: 

Addison-Wesley, 2000. 
H. Garcia-Molina, J.D. Ullman, & J. Widom, Database System Implementation, Upper Saddle 

River, NJ: Prentice Hall, 2000. 
J. Gray, A. Bosworth, A. Layman, & H. Pirahesh, Data cube: A relational operator generalizing 

group-by, cross-tab and sub-totals, Proceedings of ICDE, pp. 152-159, 1996. 
A. Gupta, V. Harinarayan, & D. Guass, Aggregate-query processing in data warehousing 

environments, Proceedings of VLDB, pp. 358-369, 1995. 
IBM, IBM intelligent miner scoring, administration and programming for DB2 version 7.1, New 

York: IBM, 2001. 
A.Y. Levy, A. Rajaramam, & J.J. Ordille, Querying heterogeneous information sources using 

source descriptions, Proceedings of VLDB, pp. 251-262, 1996. 
Microsoft Corporation, OLE DB for data mining, Redmond, WA: Microsoft Corporation, 2000. 



 65 

X. Qian, Query folding, Proceedings of ICDE, pp. 48-55, 1996. 
R. Ramakrishnan & J. Gehrke, Database Management Systems, second edition, Singapore: 

McGraw Hill, 2000. 
A. Silberschatz, H.F. Korth, & S. Sudarshan, Database System Concepts, fourth edition, 

Singapore: McGraw Hill, 2002. 
D. Srivastava, S. Das, H.V. Jagadish, & A.Y. Levy, Answering queries with aggregation using 

views, Proceedings of VLDB, pp. 318-329, 1996. 



 

 

 

 

 

ภาคผนวก  
 



 
 
 
 

ภาคผนวก ก 

ผลผลติของงานวจิยั: บทความวจิยัในเอกสารการประชมุวชิาการ 
 

1. N. Kerdprasop and K. Kerdprasop (2008). The design of an inductive database 

framework. Proceedings of 1
st
 Rajamangala University of Technology Conference, 

Trang, Thailand, August 27-29. 

2. N. Kerdprasop, N. Pannurat, and K. Kerdprasop (2008). Intelligent query answering 

with virtual mining and materialized views. World Academy of Science, Engineering 

and Technology, Volume 48, December 2008, pp. 84-87. 

3. N. Kerdprasop and K. Kerdprasop (2007). Semantic knowledge integration to support 

inductive query optimization. Lecture Notes in Computer Science, Volume 4654 Data 

Warehousing and Knowledge Discovery (DaWak), September, pp.157-169. 

4. K. Kerdprasop, N. Kerdprasop, and A. Ritthongchailert (2007). Query answering in 

relational inductive databases. Proceedings of 18
th

 International Workshop on 

Database and Expert Systems Applications (DEXA), Regensburg, Germany, 

September 3-7, pp. 329-333. 

5. A. Ritthongchailert, N. Kerdprasop and K. Kerdprasop (2007). Semantic query 

optimization with association rule induction. Proceedings of 33
rd

 Congress on Science 

and Technology of Thailand, Walailak University, Nakhon Srithammarat, Thailand, 

October 18-20. 

6. J. Mahawantang, N. Kerdprasop and K. Kerdprasop (2007). Materialized view 

selection for query rewriting. Proceedings of 33
rd

 Congress on Science and 

Technology of Thailand, Walailak University, Nakhon Srithammarat, Thailand, 

October 18-20. 



การออกแบบกรอบแนวคดิของฐานข้อมูลเชิงอุปนัย 
The Design of an Inductive Database Framework 

 
นิตยา เกิดประสพ  และ กิตติศกัด์ิ เกิดประสพ 

Nittaya Kerdprasop and Kittisak Kerdprasop 
 

บทคัดย่อ 
 
            ฐานข้อมลูเชิงอปุนยัแตกตา่งจากฐานข้อมลูเชิงสมัพนัธ์ท่ีใช้อยูโ่ดยทัว่ไป ตรงท่ีฐานข้อมลูเชิงอปุนยั
บนัทกึทัง้ข้อมลูและแพทเทิร์น(หรือรูปแบบ)ข้อมลู ในระยะแรกของการน าเสนอแนวคดิเก่ียวกบัฐานข้อมลูเชิง
อปุนยัมีวตัถปุระสงค์หลกัเพียงเพื่อให้ฐานข้อมลูสามารถสนบัสนนุงานด้านการท าเหมืองข้อมลู แตผู่้วจิยัมี
แนวคิดท่ีจะออกแบบให้ทัง้ระบบฐานข้อมลูและระบบการท าเหมืองข้อมลูสนบัสนนุซึง่กนัและกนั โดยในการ
ออกแบบมุ่งเน้นให้สามารถค้นหารูปแบบจากข้อมลู และสามารถน าทัง้ข้อมลูและรูปแบบข้อมลูมาใช้ช่วยใน
การปรับปรุงรูปแบบข้อค าถามและตอบข้อค าถามของผู้ใช้ โดยผลการทดลองเบือ้งต้นยืนยนัวา่แนวความคดิ
นีเ้ป็นประโยชน์ในการเพิ่มประสิทธิภาพการตอบข้อค าถามของระบบฐานข้อมลู   

 
ค าส าคญั  :  ฐานข้อมลูเชิงอปุนยั,  การท าเหมืองข้อมลู 
 

ABSTRACT 
 

            Inductive databases can be viewed as a natural extension of traditional databases to 
contain not only persistent data but also the generalization of stored data, which are called 
patterns. The idea of inductive databases has been proposed originally as a support system for 
the knowledge discovery or data mining process. We perceive the concept of inductive 
databases in a different angle. In stead of designing yet another inductive database system, we 
are looking for the deployment of an existing inductive query language and environment to 
support the database tasks. We focus on the task of query answering which has a high potential 
of being a beneficiary of the stored patterns in inductive databases. Our experimental results of 
query rewriting technique using induced patterns as a semantic knowledge confirm this 
advantage.  
 
Key words  :  Inductive databases, Data mining 
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บทน า 
 

การท าเหมืองข้อมลู (data mining) หรือการค้นหาความรู้จากฐานข้อมลู (knowledge discovery 
in databases) เป็นงานวิจยัในสาขาใหม่ท่ีได้รับความสนใจอยา่งมากจากนกัคอมพิวเตอร์ในช่วงทศวรรษท่ี
ผ่านมา  ความนิยมนีมี้สาเหตหุลกัมาจากการบนัทกึข้อมลูลงในระบบฐานข้อมลูกระท ากนัอยา่งแพร่หลาย 
ท าให้เกิดข้อมลูอิเลก็ทรอนิกส์เป็นปริมาณมหาศาล แตก่ารใช้ประโยชน์จากข้อมลูเหลา่นีย้งัมีน้อยมาก 
เน่ืองจากข้อจ ากดัด้านก าลงัคนท่ีจะท าหน้าท่ีวิเคราะห์ข้อมลูให้ได้ผลผลิตเป็นความรู้ใหม่ท่ีจะใช้ประโยชน์ได้
ตอ่ไป  ดงันัน้เม่ือมีการพฒันาเทคนิคการท าเหมืองข้อมลูให้สามารถค้นหารูปแบบข้อมลู (patterns or 
models) ได้โดยอตัโนมตั ิจงึท าให้เกิดความคาดหวงัวา่งานวิเคราะห์เพ่ือหารูปแบบข้อมลู จะท าได้รวดเร็วขึน้
และลดภาระของนกัวิเคราะห์ข้อมลูให้น้อยลง ผลท่ีตามมาคอืจะสามารถน ารูปแบบข้อมลูท่ีค้นพบไปใช้
ประโยชน์ด้านตา่ง ๆ ได้รวดเร็วทนัตอ่ความต้องการ 

ตวัอยา่งความส าเร็จของการใช้ประโยชน์จากเทคโนโลยีการท าเหมืองข้อมลู ได้แก่ การค้นพบ
พฤตกิรรมผู้บริโภคจากฐานข้อมลูการช าระเงิน ณ จดุขาย (point-of-sale) ของลกูค้าในห้างสรรพสนิค้า
วอลมาร์ต ประเทศสหรัฐอเมริกา การค้นพบรูปแบบพฤตกิรรมนีน้ าไปสูก่ารวางแผนท่ีดีขึน้ทัง้ในด้านการจดั
วางสนิค้า การจดัการสินค้าคงคลงั รวมไปถงึการวางแผนขนสง่เพื่อกระจายสินค้าไปยงัสาขาตา่ง ๆ ท าให้
วอลมาร์ตสามารถบริหารต้นทนุสินค้าได้อย่างมีประสทิธิภาพ 

ถึงแม้จะปรากฏรายงานจ านวนมากท่ีชีใ้ห้เห็นถึงความส าเร็จ และประโยชน์ท่ีได้จากการท าเหมือง
ข้อมลูกบัข้อมลูหลากหลายประเภท เช่น ข้อมลูธุรกิจ ข้อมลูทางวิทยาศาสตร์ ข้อมลูทางการแพทย์โดยเฉพาะ
ข้อมลูจีโนมหรือรหสัพนัธุกรรม แตก่ระบวนการท าเหมืองข้อมลูยงัเป็นเทคโนโลยีท่ีต้องอาศยัผู้ช านาญ
ทางด้านนีโ้ดยเฉพาะ ในปัจจบุนัยงัไม่สามารถพฒันาระบบให้ใช้งานได้ง่ายส าหรับผู้ใช้ทัว่ไป เน่ืองจากการ
ท าเหมืองข้อมลูเป็นกระบวนการท าซ า้ ท่ีต้องมีการปรับปรุงทัง้โครงสร้างและเนือ้หาข้อมลูในแตล่ะรอบของ
การท างานเพ่ือการค้นหารูปแบบท่ีมีความถกูต้องสงู และเป็นรูปแบบท่ีน่าสนใจน าไปใช้ให้เกิดประโยชน์ได้
จริง 

ความก้าวหน้าของการท าเหมืองข้อมลูในปัจจบุนั ถึงแม้วา่ยงัไม่สามารถพฒันากระบวนการไปสู่
ลกัษณะส าเร็จรูปท่ีใช้งานได้ทนัทีในแบบ plug-and-play ได้ แตก็่ได้มีความพยายามท่ีจะรวบรวมขัน้ตอน
ตา่งๆ ของการท าเหมืองข้อมลูท่ีในปัจจบุนัเป็นขัน้ตอนท่ีแยกจากกนั แตล่ะขัน้ตอนเป็นอิสระสามารถใช้
วิธีการจดัการท่ีตา่งกนัได้  ให้มาอยูใ่นระบบปิดท่ีมีพืน้ฐานแนวคดิเดียวกนัมีวิธีการจดัการกบัข้อมลูและ
รูปแบบข้อมลูท่ีเป็นมาตรฐานเดียวกนั  โดยในปี ค.ศ.1996 T. Imielinski และ H. Mannila [22] ได้เสนอ
แนวคิดให้มีการเพิ่มฟังก์ชนัการเรียนรู้รูปแบบข้อมลู (pattern mining) ลงในระบบจดัการฐานข้อมลู 
(database management system – DBMS) และเพิ่มชดุค าสัง่ SQL ให้โปรแกรมเมอร์สามารถระบเุทคนิค
ในการท า mining  สามารถบนัทกึรูปแบบข้อมลูท่ีค้นพบเก็บไว้ในฐานข้อมลู และสามารถใช้ภาษา SQL 
สอบถามรูปแบบข้อมลูท่ีต้องการได้ 



                                                                             
 

T. Imielinski และ H. Mannila เสนอวา่การรวมความสามารถด้าน pattern mining เข้ากบั DBMS 
นีค้วรจะเป็นลกัษณะ tightly coupling แทนการเพิ่มโมดลูในการท า mining เป็นระดบัชัน้เหนือ DBMS ใน
ลกัษณะ loosely coupling  การขยายขีดความสามารถของระบบจดัการฐานข้อมลูให้สามารถจดัเก็บและ
ท างานได้กบัทัง้ข้อมลู (data) และรูปแบบข้อมลู (patterns) ท าให้เกิดเป็นแนวคิดของฐานข้อมลูชนิดใหม่ 
เรียกวา่ ฐานข้อมูลเชิงอุปนัย (inductive databases) 

ในช่วงต้นทศวรรษท่ี 2000 จนกระทัง่ถึงปัจจบุนันกัพฒันาโปรแกรมได้มีความพยายามจะปรับปรุง
ระบบจดัการฐานข้อมลูเชิงสมัพนัธ์ท่ีนิยมใช้อยูใ่นปัจจบุนั เช่น IBM DB2, Microsoft SQL Server และ 
Oracle ให้มีฟังก์ชนัและชดุค าสัง่ท่ีท างานกบัรูปแบบข้อมลูได้ แตผ่ลท่ีได้ยงัไม่เป็นฐานข้อมลูเชิงอปุนยัท่ี
สมบรูณ์ เน่ืองจากฟังก์ชนัและชดุค าสัง่ท่ีเพิ่มเข้ามายงัเป็นลกัษณะ loosely coupling แยกสว่นจาก DBMS 
นอกจากนีช้ดุค าสัง่ท่ีใช้ระบเุทคนิคการท า mining สว่นใหญ่ยงัเป็นเพียงแนวคิดหรือโปรแกรมต้นแบบ 
นอกจากนีว้ิธีการแทนและเก็บบนัทกึรูปแบบข้อมลูยงัมีวธีิการท่ีแตกตา่งกนัในแตล่ะระบบ งานวิจยันีจ้งึได้
เสนอแนวทางการออกแบบระบบจดัการฐานข้อมลูเชิงอปุนยั ท่ีใช้มาตรฐานเดียวกนัทัง้ในสว่นการจดัการกบั
ข้อมลูและสว่นจดัการกบัรูปแบบข้อมลู 

 
ลักษณะของฐานข้อมูลเชงิอุปนัย 

 
            งานวจิยัสว่นใหญ่ในสาขาการท าเหมืองข้อมลู มีมมุมองเก่ียวกบัฐานข้อมลูวา่เป็นเพียงแหลง่ป้อน
ข้อมลูเข้าสู ่mining phase ของกระบวนการท าเหมืองข้อมลู จงึมกัจะพฒันา mining engine เป็นโมดลูท่ี
แยกจากระบบจดัการฐานข้อมลู (database management system – DBMS) ในปี 1996 T. Imielinski และ 
H. Mannila [22] ได้เสนอแนวคดิของการปรับปรุง DBMS ให้เป็น KDDMS (knowledge and data 
discovery management system) เพ่ือรองรับได้ทัง้งานด้านการจดัการฐานข้อมลูและการท าเหมืองข้อมลู  
ภาษาที่ใช้ในการสอบถามและจดัการกบัข้อมลู จะต้องได้รับการปรับปรุงให้มีประสทิธิภาพมากกวา่ภาษา 
SQL ท่ีใช้ในฐานข้อมลูทัว่ไป และโครงสร้างของข้อมลูในฐานข้อมลูจะมีความซบัซ้อนขึน้มากกวา่เป็นเพียง
รูปแบบของเรคคอร์ด (หรือทพูเพิล) และรีเลชนัท่ีใช้อยูใ่นฐานข้อมลูปกต ิ ฐานข้อมลูในรูปแบบใหม่นีเ้รียกว่า 
ฐานข้อมูลเชิงอปุนยั (inductive databases) โดยสื่อความหมายถึงแหลง่รวมข้อมลูและรูปแบบข้อมลูท่ี
ค้นพบหรืออปุนยั (induced) มาจากข้อมลู 

หลงัจากท่ี H. Mannila ได้ร่วมเสนอแนวคดิพืน้ฐานเก่ียวกบัฐานข้อมลูเชิงอปุนยั ในปีตอ่มาเขาได้
เสนอรายละเอียดเพิ่มเตมิเก่ียวกบัโครงสร้าง และนิยามอยา่งเป็นทางการของฐานข้อมลูเชิงอปุนยั [31, 32, 
33] ดงันี ้

นิยามท่ี 1 ฐานข้อมลูเชิงอปุนยั 
ฐานข้อมลูเชิงอปุนยั คือ คูล่ าดบั (R, P) โดย R คือความสมัพนัธ์หรือรีเลชนัในฐานข้อมลู และ P  คือ

แพทเทิร์นของความสมัพนัธ์ในฐานข้อมลู  โดย P จะอยูใ่นรูปแบบของ    (QR, e) เม่ือ QR คอืแพทเทิร์นท่ีได้
จากการสอบถามข้อมลูในฐานข้อมลู และ e เป็นฟังก์ชนัประเมินคณุสมบตัขิองแพทเทิร์น 



                                                                             
 

ข้อมลู R และแพทเทิร์น P ในรูปท่ี 1 แสดงตวัอยา่งของฐานข้อมลูเชิงอปุนยั (ปรับปรุงจากตวัอยา่ง
ของ J.-F. Boulicaut และคณะ [6, 7]) แพทเทิร์น P สร้างขึน้จากความสมัพนัธ์ท่ีเป็นจริง (แทนด้วยคา่ 1) 
ของแอททริบิวต์ X, Y, Z ในรีเลชนั R แพทเทิร์นในตวัอยา่งนีเ้ป็นลกัษณะของกฎความสมัพนัธ์ (association 

rules) เช่น X  Y แทนความสมัพนัธ์วา่เม่ือ X มีคา่เป็น 1 แล้ว Y มีคา่เป็น 1 โดยความสมัพนัธ์นีป้รากฏใน 
1 เรคคอร์ดจากข้อมลูทัง้หมด 4 เรคคอร์ด จงึมีคา่ support = 1/4 = 0.25 และ X มีคา่เป็น 1 จ านวน 3 เรค-
คอร์ด แตใ่นจ านวนนี ้ Y มีคา่เป็น 1 เหมือน X เพียงเรคคอร์ดเดียว กฎนีจ้งึมีความถกูต้อง หรือมีคา่ 

confidence = 1/3 = 0.33 ดงันัน้ในตวัอยา่งนี ้QR = { LHS  RHS | LHS, RHS  R }  และ e = 
(support,  confidence) 

    P    

R     pattern support confidence 

 X Y Z  XY 0.25 0.33 

 1 0 0  XZ 0.50 0.66 

 1 1 1  YX 0.25 0.50 

 1 0 1  YZ 0.50 1.00 

 0 1 1  ZX 0.50 0.66 

     ZY 0.50 0.66 

     XYZ 0.25 1.00 

     XZY 0.25 0.50 

     YZX 0.25 0.50 

 
รูปที่ 1 ตวัอยา่งของข้อมลูและรูปแบบข้อมลูในฐานข้อมลูเชิงอปุนยั 

 
รูปแบบข้อมลูหรือแพทเทิร์น P ในรูปท่ี 1 เกิดขึน้จากการใช้ค าสัง่เพื่อระบเุกณฑ์ตา่งๆ และลกัษณะ

ของแพทเทิร์นท่ีต้องการ การค้นหาแพทเทิร์นในฐานข้อมลูเชิงอปุนยันิยามได้ดงัตอ่ไปนี ้

นิยามท่ี 2 การค้นหาแพทเทิร์นในฐานข้อมลูเชิงอปุนยั 
ก าหนดให้ r คือข้อมลู (instances) ในรีเลชนั R การค้นหาแพทเทิร์นจากคลาสของ L (แทน 

language ในรูปแบบท่ีต้องการ เช่น กฎความสมัพนัธ์) คือการค้นหาแพทเทิร์น p ท่ีตรงตามเง่ือนไข q (r, p ) 
และเรียกเซตของแพทเทิร์นท่ีได้นีว้า่ ทฤษฎี (แทนด้วย Th ) 

Th (L, r , q ) = { p  L | q (r, p ) is true } 
 

จากนิยามข้างต้นเง่ือนไข q (r, p ) คือ inductive query ท่ีใช้ระบกุารค้นหาแพทเทิร์น p ท่ีผู้ใช้สนใจ 
จากมมุมองนีก้ารท าเหมืองข้อมลูจงึถกูพิจารณาวา่เป็นลกัษณะหนึง่ของการสอบถาม (querying)  ในกรอบ
คดิของฐานข้อมลูเชิงอปุนยั 

งานวิจยัในชว่งระยะเวลาสบิปีท่ีผ่านมาของการพฒันาฐานข้อมลูเชิงอปุนยั แบง่กลุ่มงานวิจยัได้เป็น
สองกลุม่ใหญ่ [41] คือ กลุม่แรกเน้นการค้นคว้าวิจยัในเชิงทฤษฎีเพ่ือก าหนดรากฐานให้กบัฐานข้อมลูเชิง
อปุนยั โดยจะเน้นการก าหนดรูปแบบมาตรฐานของโครงสร้างข้อมลูในฐานข้อมลู และก าหนดคลาส



                                                                             
 
มาตรฐานของ inductive queries   งานวิจยัในกลุม่ที่สองซึง่เป็นกลุม่ท่ีมีนกัวิจยัเข้าร่วมเป็นจ านวนมาก จะ
เน้นในแงม่มุของการใช้งานจริงโดยพยายามปรับปรุง DBMS ท่ีใช้อยูใ่นปัจจบุนั ให้สามารถท าเหมืองข้อมลู
ได้ด้วยการเพิ่มโมดลูตา่ง ๆ เพ่ือการท า pattern mining และเพิ่มเติมชดุค าสัง่ SQL ให้สามารถสัง่การค้นหา
แพทเทิร์นและจดัการกบัแพท เทิร์น เช่น การบนัทกึ การแก้ไขเปลี่ยนแปลง และการสอบถาม 

ในกลุม่ของนกัวิจยัท่ีสนใจในแนวทางเชิงทฤษฎีพืน้ฐานของฐานข้อมลูเชิงอปุนยัมี L. De Raedt และ
คณะ [14, 15] เป็นทีมงานหลกัในด้านการออกแบบเชิงทฤษฎีโดยใช้ first-order logic เป็นคณิตศาสตร์
พืน้ฐานของแนวคดิ  นกัวิจยัในกลุม่นีจ้ะเน้นการออกแบบโมเดลของฐานข้อมลู [14] และก าหนดทฤษฎีของ
ภาษาเพื่อการสอบถามข้อมลูและแพทเทิร์นจากฐานข้อมลู [15] รวมถึงการก าหนดรูปแบบพีชคณิตเพื่อการ
ประมวลผล inductive queries [29] พีชคณิตนีส้ามารถปรับปรุงจาก relational algebra ด้วยการเพิ่มเตมิ
สว่น evaluation function เพ่ือประเมินคณุภาพของแพทเทิร์น และสว่นของการปฏิบตักิารกบัแพทเทิร์น 

งานวิจยัของกลุม่ที่เน้นการใช้งานจริงของฐานข้อมลูเชิงอปุนยั ซึง่เป็นแนวทางท่ีได้รับความสนใจจาก
นกัวิจยัจ านวนมาก งานวิจยัสว่นใหญ่ในกลุม่นีมี้แนวทางท่ีคล้ายกนั คือมุง่เน้นไปท่ีการปรับปรุงภาษา SQL 
ในลกัษณะของการตอ่ขยาย (SQL-extensions) ภาษาในลกัษณะนีท่ี้เกิดขึน้ในระยะแรกและได้รับการ
อ้างอิงถึงมาก ได้แก่ ภาษา DMQL (data mining query language) พฒันาโดย J. Han และคณะ [21] และ
ภาษาที่ใช้ชดุค าสัง่ MINE RULE พฒันาโดย R. Meo และคณะ [34, 35, 36] ตวัอยา่งในรูปท่ี 2 (ดดัแปลง
จากตวัอยา่งใน [5]) แสดงค าสัง่ DMQL ระบกุารค้นหาแพทเทิร์นประเภท characteristic rules จาก
ฐานข้อมลู university_database และก าหนดลกัษณะท่ีเก่ียวข้อง คือ gpa, birth_place, grant ของ
นกัศกึษาบณัฑิตศกึษาในสาขาคอมพิวเตอร์ 

use database university_database find characteristic rules 

related to GPA, birth_place, grant, count (*)% 

from students  
where  status = “graduate” and major = “cs” with noise threshold = 0.05 

รูปที่ 2 ตวัอยา่งค าสัง่ค้นหารูปแบบข้อมลูของภาษา DMQL 
 
การเพิ่มเตมิค าสัง่ SQL ของ R. Meo และคณะ ใช้วิธีสร้างค าสัง่ MINE RULE เพ่ือค้นหากฎ

ความสมัพนัธ์ (association rules) ดงัตวัอยา่งชดุค าสัง่ในรูปท่ี 3 (ดดัแปลงจากตวัอยา่งใน [5]) ท่ีแสดงค าสัง่
เพ่ือใช้ค้นหาความสมัพนัธ์ของสนิค้า (item) จากรีเลชนั transaction( Date, CustID, Item, Value) โดยมี
เง่ือนไขวา่สนิค้านัน้จะต้องมีมลูคา่สงูกวา่ 100 และลกูค้าซือ้สนิค้าในคราวเดียวกนัมากกวา่ 4 ชิน้ 

MINE RULE Associations AS 
            SELECT DISTINCT 1..n Item AS BODY, 1..1 Item AS HEAD, SUPPORT, CONFIDENCE 

WHERE BODY.Value > 100 AND HEAD.Value > 100 
FROM transaction 
GROUP BY CustID HAVING COUNT(Item) > 4 

CLUSTER BY Date HAVING BODY.Date < HEAD.Date 
EXTRACTING RULE WITH SUPPORT: 0.2, CONFIDENCE: 0.5 

รูปที่ 3 ตวัอยา่งค าสัง่ MINE RULE เพ่ือการค้นหากฎความสมัพนัธ์ 
 



                                                                             
 

ทัง้ภาษา DMQL และ MINE RULE มีความสามารถในการค้นหาแพทเทิร์น แตย่งัไม่สามารถ
สอบถามแพทเทิร์น ความสามารถนีไ้ด้รับการพฒันาเพิ่มเตมิใน MSQL ท่ีพฒันาโดย T. Imielinski และคณะ 
[23] ภาษา MSQL จ ากดัการค้นหาแพทเทิร์นเฉพาะในประเภท association rules  และในงานวิจยัตอ่มา
ของทีมงานวิจยัจ านวนมาก [2, 8, 40, 45] ก็จ ากดัความสนใจของการพฒันาฐานข้อมลูเชิงอปุนยัเพ่ือค้นหา
เฉพาะแพทเทิร์นประเภทนีเ้ช่นเดียวกนั ทัง้นีเ้น่ืองจากเป็นแพทเทิร์นท่ีใช้มากในงานทางด้านธุรกิจ 

ใน DMX (data mining extensions) ของระบบจดัการฐานข้อมลู Microsoft SQL Server [42] 
นกัพฒันาระบบได้บรรจคุ าสัง่ในการค้นหาแพทเทิร์นประเภท classification แตก่ารท างานกบัแพทเทิร์นยงั
ไม่มีขีดความสามารถในระดบัการใช้ค าสัง่ซ้อนกนั นอกจากการขยายขีดความสามารถของ SQL ใน
ฐานข้อมลูเชิงสมัพนัธ์แล้ว ยงัได้มีงานวิจยัท่ีพฒันาภาษาในรูปแบบอ่ืน เช่น ODMQL (object data mining 
query language) [16] ท่ีใช้กบัฐานข้อมลูเชิงวตัถ ุ   PMML (predictive model markup language) [38] ท่ี
ใช้กบัฐานข้อมลูเว็บ และจากความสนใจในการผนวกรวมฟังก์ชนัการท าเหมืองข้อมลูเข้ากบัชดุค าสัง่ SQL 
ท าให้มีการก าหนดมาตรฐานเป็น ISO SQL/MM [24] และก าหนดมาตรฐานสว่นเช่ือมตอ่กบั Java [25] 

ตัง้แตร่ะยะแรกของการเกิดแนวคดิเก่ียวกบัฐานข้อมลูเชิงอปุนยั นอกจากการใช้ SQL เป็นพืน้ฐานใน
การปรับปรุงเพิ่มเตมิค าสัง่ในการท า pattern mining แล้ว ยงัมีนกัวิจยัในอีกกลุม่หนึง่ท่ีใช้ภาษาเชิงตรรกะ
เป็นพืน้ฐานในการพฒันาชดุค าสัง่เพื่อการค้นหาแพทเทิร์น นกัวิจยัในกลุม่นี ้ ได้แก่ L. Dehaspe และคณะ 
[11,12] ท่ีพฒันาค าสัง่และกระบวนการค้นหา frequent patterns โดยอาศยัพืน้ฐานจากภาษา Datalog ซึง่
เป็นภาษาท่ีใช้ท างานกบัฐานข้อมลูเชิงนิรนยั (deductive databases) แตเ่น่ืองจากข้อจ ากดัของฐานข้อมลู
เชิงนิรนยัท่ีจะมีประสทิธิภาพด้อยลงเม่ือข้อมลูมีปริมาณมาก      C. Goh และคณะ [20] จงึได้เสนอวิธีการ
สุม่เพ่ือคดัเลือกเฉพาะข้อมลูตวัแทนมาใช้ในขัน้ตอนการหา characteristic patterns การเพิ่มความสามารถ
ด้านอปุนยักบัฐานข้อมลูเชิงนิรนยัได้รับความสนใจมาอยา่งตอ่เน่ือง โดยมีการน าเสนอแนวคดิทัง้ในเชิง
ทฤษฎีพืน้ฐาน [1, 3, 30, 39] และในด้านการออกแบบ query เพ่ือค้นหาและจดัการกบัแพทเทิร์น [13, 17, 
19, 26, 44] 

ในระยะหลงังานวิจยัด้านฐานข้อมลูเชิงอปุนยั ทัง้ในกลุม่ท่ีพฒันาทฤษฎีพืน้ฐานและกลุม่ที่เน้นการ
ประยกุต์ใช้งานจริง เร่ิมลดความชดัเจนของการแบง่แยกขอบเขตของงาน  แนวทางของงานวิจยัเร่ิมพฒันา
ไปสูก่ารออกแบบระบบฐานข้อมลูเชิงอปุนยั IDBMS (inductive database management system) ท่ีมี
ทฤษฎีพืน้ฐานรองรับและเพิ่มความสามารถให้เหมาะสมกบัการใช้งานจริงโดยออกแบบ query ท่ีใช้ในการ
ค้นหาและจดัการกบัแพทเทิร์นได้มากกวา่หนึง่ประเภท งานวิจยัในลกัษณะการออกแบบระบบ IDBMS มีทัง้
ท่ีใช้ first-order logic เป็นพืน้ฐานของการออกแบบ [18] และท่ีเป็นลกัษณะผสมผสานระหวา่งวิธีการทาง
ตรรกะท่ีมีการท างานเชิงประกาศ (declarative) และวิธีการโปรแกรมเชิงสัง่งาน (imperative) โดยการเก็บ
ข้อมลูและแพทเทิร์นจะอยูใ่นฐานข้อมลูเชิงสมัพนัธ์ ระบบในลกัษณะผสมนีส้ว่นใหญ่เพิ่งจะเกิดขึน้และ
ขณะนีอ้ยูใ่นระหวา่งการพฒันา ได้แก่ ระบบ CINQ [9],  Psycho [10, 37, 43] และ ConQuest [4] 

ในงานวิจยันี ้ ผู้วิจยัมีความสนใจในการพฒันาระบบฐานข้อมลูเชิงอปุนยัท่ีใช้ first-order logic เป็น
พืน้ฐานของการก าหนดกรอบแนวคิดและการออกแบบการท างานของระบบ เน่ืองจากวิธีการทางตรรกะนีมี้



                                                                             
 
ขีดความสามารถในเชิงประกาศสงูกวา่ภาษา SQL เช่น ค าสัง่ดงัตวัอยา่งในรูปท่ี 4 (ดดัแปลงจาก [19]) 
แสดงวิธีการระบกุารค้นหาสินค้าท่ีลกูค้านิยมซือ้คูก่นับอ่ยๆ ของการซือ้ของในคราวเดียวกนั การค้นหาสินค้า
กระท ากบัฐานข้อมลู transaction(date, customer, item, price, quantity) และระบเุง่ือนไขเพิ่มเตมิว่า
สินค้าท่ีถกูซือ้คูก่นับอ่ยนีจ้ะต้องถกูซือ้โดยลกูค้าจ านวนมากกวา่ 10 คน 

pair( I1, I2, count(C)) :- transaction(D, C, I1, _, _), 
 transaction(D, C, I2, _, _), 

 I1 \== I2.  
 ans(I1, I2) :- pair(I1, I2, C),  C > 10.  

รูปที่ 4 ตวัอยา่งค าสัง่ค้นหา frequent pattern ในภาษาเชิงประกาศ 

จากตวัอยา่งค าสัง่ในรูปท่ี 4 จะเห็นได้วา่ลกัษณะของการท า pattern matching ในภาษาเชิง
ประกาศ ท าได้ง่ายกวา่ในภาษาเชิงสัง่งาน ภาษาเชิงประกาศท่ีใช้หลกัการตรรกศาสตร์จงึเหมาะกบังาน 
pattern mining    นอกจากความสามารถในเชิงประกาศแล้ว first-order logic ยงัเหมาะสมส าหรับการ
พฒันาการท าเหมืองข้อมลู ไปสูค่วามสามารถในด้านการค้นหาแพทเทิร์นท่ีมีการระบเุง่ือนไข (constraint 
pattern mining) และการค้นหาแพทเทิร์นจากหลายความสมัพนัธ์หรือหลายฐานข้อมลูในลกัษณะ multi-
relation mining 

 
กรอบแนวคดิของการออกแบบฐานข้อมูลเชิงอุปนัย 

 
ในการออกแบบฐานข้อมลูเชิงอปุนยั นอกจากสว่นของการค้นหาและจดัการกบัแพทเทิร์นแล้ว 

ผู้วิจยัยงัได้เสนอกรอบแนวคิด (framework) เก่ียวกบัการออกแบบและพฒันา IDBMS เพิ่มเติมจากท่ีนกัวิจยั
ตา่ง ๆ ได้เสนอไว้แล้ว คือ ให้มีการเพิ่มสว่นเช่ือมโยงของการใช้ประโยชน์จากแพทเทิร์น ป้อนกลบัไปยงัสว่น
ประมวลผลข้อค าถาม เพ่ือเพิ่มประสทิธิภาพของกระบวนการ query answering และ semantic query 
optimization [27, 28] องค์ความรู้ใหม่ที่ได้จากงานวิจยันีจ้ะช่วยให้สามารถพฒันาระบบฐานข้อมลูไปสู่
ความสามารถทัง้ในเชิงอปุนยัและนิรนยัได้สมบรูณ์มากขึน้ กรอบแนวคิดของการออกแบบฐานข้อมลูเชิง
อปุนยัแสดงเป็นแผนภาพได้ดงัรูปท่ี 5 

            Pattern management 

 
                                     Data management 

รูปที่ 5 กรอบแนวคิดแสดงสว่นประกอบของระบบจดัการฐานข้อมลูเชิงอนุยั 
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กรอบแนวคดิของระบบจดัการฐานข้อมลูเชิงอปุนยั (inductive database management system -- 
IDBMS) ประกอบด้วยสว่นประกอบหลกัสองสว่น คือ สว่นจดัการกบัข้อมลู (data management) และสว่น
จดัการกบัรูปแบบข้อมลู (pattern management) ในสว่นท่ีจดัการกบัรูปแบบข้อมลูมีการออกแบบโครงสร้าง
มาตรฐานของการแทนข้อมลูและรูปแบบข้อมลู (data and pattern representation) เน่ืองจากในปัจจบุนั
รูปแบบข้อมลูมีได้หลายลกัษณะ เช่น generalized rule-based patterns, clustering patterns, 
association patterns, time-series patterns การก าหนดรูปแบบให้เป็นมาตรฐานเดียวกนัเป็นสิ่งจ าเป็น
ส าหรับระบบปิด เพ่ือประโยชน์ในการเรียกใช้รูปแบบข้อมลูซ้อนกนั (nested patterns)  รวมถึงให้ query 
สามารถท างานกบัรูปแบบข้อมลูใหม่ ๆ ท่ีจะเพิ่มเตมิขึน้มาในอนาคตได้ 

สว่นจดัการกบัข้อมลูได้มีการออกแบบและพฒันา operators ในการประมวลผล query โดยรูปแบบ
ของ query พฒันาเพิ่มเตมิจาก query ท่ีใช้ในภาษา Datalog ซึง่มีทฤษฎีพืน้ฐานจาก first-order logic 
ชดุค าสัง่ท่ีออกแบบนีจ้ะสอบถามได้ทัง้ข้อมลูและรูปแบบข้อมลู โดยในงานวิจยันีจ้ะพิจารณารูปแบบข้อมลู
ใน 3 กลุม่หลกั คือ classification patterns, clustering patterns และ association patterns ในสว่นของ
ระบบการจดัการกบัรูปแบบข้อมลู ได้รับการออกแบบให้สามารถท าการค้นหารูปแบบข้อมลูแบบก าหนด
เง่ือนไข (constraint pattern mining) การออกแบบวธีิการ update ข้อมลูและรูปแบบข้อมลู จะพิจารณา
วิธีการปรับปรุงรูปแบบข้อมลูในแนวทางของ incremental mining ซึง่จะให้ประสทิธิภาพท่ีดีกวา่ในแบบ 
batch 

 
การทดสอบความสามารถของฐานข้อมูลเชิงอุปนัย 

 
การออกแบบระบบฐานข้อมลูเชิงอปุนยัของงานวิจยันี ้ มีจดุมุ่งหมายหลกัท่ีจะให้สามารถน ารูปแบบ

ข้อมลูมาใช้เป็นฐานความรู้เพ่ือการปรับปรุงการตอบข้อค าถาม (query optimization) ท าได้ดีขึน้ ขัน้ตอน
การปรับปรุงข้อค าถามแสดงได้ดงัรูปท่ี 6 การทดสอบประสทิธิภาพการตอบข้อค าถาม ใช้ข้อมลู customers 
ซึง่เป็นข้อมลูสงัเคราะห์ มีโครงสร้าง (schema) ดงันี ้  

 customers (customerID, name, address, city, country, birthdate, marital, gender, 
education, member_card, total_children, occupation, houseowner) 

และรูปแบบข้อมลูในลกัษณะของ association rules ท่ีค้นพบได้จากข้อมลู customers แสดงได้ดงันี ้
gender  =  m  marital = s  

total_children  =  0    marital = s  

total_children  =  0    gender = m  

gender  =  m    total_children  =  0   

houseowner = no   marital = s  

member_card = bronze   occupation= skilled_manual  

marital  =  m    gender  =  f 

marital  =  m    houseowner  =  yes 

city = los_angeles    houseowner  =  yes 

       city = nation_city    occupation= skilled_manual 



                                                                             
 

 

 
รูปที่ 6 ขัน้ตอนการปรับปรุงการตอบข้อค าถามของระบบจดัการฐานข้อมลูเชิงอนุยั 

 
รูปแบบข้อมลูเหลา่นีถ้กูน าไปใช้ในการแปลงรูปแบบข้อค าถาม (query rewriting) โดยใช้ตวัอยา่งข้อ

ค าถาม Q1 ถึง Q5 สอบถามข้อมลูลกูค้าด้วยเง่ือนไขตา่ง ๆ  ผลการทดสอบแสดงการปรับปรุงข้อค าถาม 
(Q1', Q2', Q3', Q4', Q5')  ด้วยรูปแบบข้อมลู (pattern) และแสดงเวลาท่ีใช้ในการตอบแตล่ะข้อค าถาม 

Q1:   SELECT  *  FROM customers  WHERE city = ‘santa cruz’  AND gender = ‘f’; 

         Pattern:  city = santa cruz  gender = m 

         Q1’:          None: detection of unsatisfiable condition 

         Answer:    null 

Time(ms): query Test#1 Test#2 Test#3 Test#4 Test#5 

 Q1 50 50 51 50 51 

 Q1’ 0 0 0 0 0 

 

Q2:   SELECT  *  FROM customers WHERE city = ‘santa cruz’ AND gender = ‘m’  

                                                                          AND marital = ‘m’; 

         Pattern:  city = santa cruz  gender = m, marital=s 

         Q2’:         None: detection of unsatisfiable condition 

         Answer:   null 

Time(ms): query Test#1 Test#2 Test#3 Test#4 Test#5 

 Q2 109 103 104 101 104 

 Q2’ 0 0 0 0 0 

 

Q3:   SELECT  *  FROM customers  WHERE city = ‘los angeles’   AND houseowner = ‘yes’; 

         Pattern:  city = los angeles  houseowner = yes 

         Q3’:        SELECT  *  FROM customers  WHERE city = ‘los angeles’; 

         Answer:    Q3 = 27,660 tuples; Q3’= 27,660 tuples 

 



                                                                             
 

Time(ms): query Test#1 Test#2 Test#3 Test#4 Test#5 

 Q3 1336 1442 1406 1429 1422 

 Q3’ 1126 1303 1268 1273 1230 

Q4:   SELECT  *  FROM customers WHERE gender = ‘m’  AND marital = ‘s’   

                                                                   AND total_children = ‘0’; 

         Pattern:  gender = m  marital= s, total_children = 0 

         Q4’:        SELECT  *  FROM customers WHERE gender = ‘m’; 

         Answer:    Q4 = 71,916 tuples; Q4’= 71,916 tuples 

 

Time(ms): query Test#1 Test#2 Test#3 Test#4 Test#5 

 Q4 4559 4043 4665 4043 4440 

 Q4’ 3377 3717 3489 3690 3404 

Q5:  SELECT  *  FROM customers  WHERE city = ‘santa cruz’   AND gender = ‘m’ 

                                                 AND member_card = ‘bronze’; 

         Pattern:  city = santa cruz  gender = m 

         Q5’: SELECT * FROM customers  WHERE gender = ‘m’  AND member_card = ‘bronze’; 

         Answer:   Q5 = 16,596 tuples; Q5’= 16,596 tuples  

 

Time(ms): query Test#1 Test#2 Test#3 Test#4 Test#5 

 Q5 1313 1908 1185 1749 1375 

 Q5’ 936 1274 1074 962 951 

 
จากผลการทดสอบจะเห็นได้วา่ รูปแบบข้อมลูช่วยค้นพบความขดัแย้งในเง่ือนไขของข้อค าถาม Q1 

และ Q2 ท าให้สามารถตอบได้ทนัทีวา่ไม่มีค าตอบ (null answer) ในขณะที่ข้อค าถาม Q3, Q4, Q5 สามารถ
ถกูปรับปรุงให้มีเง่ือนไขลดลงได้ด้วยรูปแบบข้อมลูท่ีค้นพบ ท าให้ใช้เวลาลดลงในการตอบข้อค าถามเหลา่นัน้ 

 
สรุปและข้อเสนอแนะ 

 

งานวิจยันีน้ าเสนอแนวทางในการขยายขีดความสามารถของระบบฐานข้อมลูท่ีใช้งานอยูใ่นปัจจบุนั 
ให้มีขีดความสามารถเพิ่มขึน้โดยผนวกฟังก์ชนัของการท าเหมืองข้อมลู การเพิ่มฟังก์ชนันีจ้ะมีประโยชน์ใน
การค้นหาความสมัพนัธ์ในลกัษณะของ association rules, functional dependencies, semantic 
constraints และความสมัพนัธ์ในรูปแบบอ่ืน ๆ จากข้อมลูท่ีเก็บไว้ในฐานข้อมลู ความสมัพนัธ์ท่ีค้นพบนีจ้ะ
เรียกวา่รูปแบบข้อมลู หรือ แพทเทิร์นของข้อมลู ฐานข้อมลูท่ีบนัทกึทัง้ข้อมลูและรูปแบบข้อมลูนีเ้รียกวา่ 
ฐานข้อมลูเชิงอปุนยั 

ในการออกแบบระบบจดัการฐานข้อมลูเชิงอปุนยั จงึต้องมีทัง้สว่นจดัการกบัข้อมลู และ สว่นจดัการ
กบัรูปแบบข้อมลู ในงานวิจยันีเ้น้นการออกแบบฐานข้อมลูเพื่อให้สามารถค้นหารูปแบบข้อมลูจากฐานข้อมลู 
และใช้รูปแบบข้อมลูเพิ่มประสิทธิภาพการตอบข้อค าถาม โดยผลการทดลองเบือ้งต้นยืนยนัข้อสมมตุฐิานวา่
แนวความคดินีส้ามารถน าไปใช้ประโยชน์ได้จริง การพฒันางานวิจยันีต้อ่ไปในอนาคตจงึเป็นแนวทางของ
การขยายขอบเขตงานวิจยัให้ครอบคลมุความสามารถอ่ืนของระบบฐานข้อมลู เช่น การจดัการทรานแซคชนั 
การ update ข้อมลู และการใช้งานจริงกบัฐานข้อมลูขนาดใหญ่            
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Abstract—Querying a database is a common task for traditional 
database systems. Producing answers effectively depends largely on 
users' knowledge about the query language and the database schema. 
In order to improve effectiveness and convenience of querying 
databases, we design a multi-agent system working cooperatively in 
an intelligent way to analyze user's request and revise the query with 
virtual mining and materialized views. Virtual mining views are data 
mining rules discovered from the database and materialized views are 
pre-computed data. This paper presents work in progress on the 
implementation and preliminary efficiency tests of the proposed 
system. The experimental results demonstrate the effectiveness of our 
multi-agent system in answering queries sharing the same pattern. 
 
Keywords—Multi-agent, query answering, mining views.  

I. INTRODUCTION 
O query a database is to find some answers from stored 
data. Traditional database systems return exactly what is 

being asked. This is a method of direct query answering and a 
user is required to construct a query intelligently and properly. 
To remove the burden of intelligence from the database users, 
the concept of intelligent or cooperative query answering has 
emerged [Chu and Chen, 1994; Han et al, 1996].  

The process of intelligent query answering consists of 
analyzing the intent of query, rewriting the query based on the 
intention and other kinds of knowledge, and providing answers 
in an intelligent way [Lin et al, 2004]. Intelligent answers 
could be generalized, neighborhood or associated information 
relevant to the query. This concept is based on the assumption 
that some users might not have a clear idea of the database 
content and schema. Therefore, it is difficult to pose queries 
correctly to get some useful answers.  

Knowledge, either intentional or extensional, is the key 
ingredient of intelligence. Many researchers [Han et al, 1996; 
Lin et al, 2004; Aragao and Fernandes, 2004] propose to 
integrate data mining techniques as a knowledge discovery 
engine to serve an intelligent query answering purpose. We 
extend this idea by incorporating both virtual mining and 
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materialized views in the query answering system.  
Virtual mining views [Calders et al, 2006; Blockeel et al, 

2008] are data mining rules discovered from databases and 
stored as tables, whereas materialized views are view relations 
computed and stored in the database as well. We consider 
virtual mining and materialized views as semantic constraints 
capable of transforming queries to be processed intelligently. 

 We design a query answering system using multi-agent 
technology for its advantages of scalability, autonomy and 
learnability. The rest of the paper is organized as follows. 
Section 2 presents the related work. Section 3 explains 
architecture of the proposed query answering system. Section 
4 discusses the implementation and some experimental results. 
Section 5 concludes the paper and indicates our future work.  

II. RELATED WORK 
Evaluating queries efficiently and intelligently requires an 

important step of query rewriting and modification. Query 
rewriting is a basic step in query processing aiming at 
transforming a given query into another more efficient one that 
uses less time and resources to execute. A rewritten query 
normally produces the same answer set as the original query.  

Query modification [Chaudhuri, 1990] interprets query 
rewriting in a more relaxing way as a query refining process to 
produce answers that might be a superset of the expected 
answers. The advantage of query relaxation is the increased 
possibility of obtaining desired answers when users have 
limited knowledge about the problem domain and the database 
schema.  

Early research in query modification [Chaudhuri, 1990; Chu 
and Chen, 1994] has focused on rewriting the query using 
generalization concept, neighborhood, and type abstraction 
hierarchy. The work of Han et al [1996] is among the early 
research in intelligent query answering that incorporates data 
mining techniques to rewrite users' queries. Their query 
relaxation approach employed the notion of generalization to 
build concept hierarchy.  

Lin et al [2004] proposed to integrate neighborhood 
information and data mining rules discovered from the 
databases to rewrite the queries. Muslea [2004] introduced the 
LOQR algorithm to learn some knowledge about the problem 
domain using a small subset of the database. Then the learned 
information is used to relax the constraints in the query that 
originally returns an empty answer.  

Aragao and Fernandes [2004] proposed a unified foundation 
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for query answering and knowledge discovery. The combined 
system is called CIDS (Combined Inference Database 
Systems).  

The integration of knowledge discovery and query 
answering system is also the basis of our research. However, 
we propose to extend the idea by incorporating not only the 
knowledge discovered from databases (or virtual mining 
views), but also the materialized views in the process of query 
rewriting and answering.  

Materialized views are pre-computed data that are stored in 
the database. Answering queries using views has long been 
extensively studied [Halevy, 2001; Afrati, 2001; Gou, 2006]. 
Materialized views can provide useful information in query 
processing especially in the context of web searching 
applications. We thus design our query answering system to 
employ both learned knowledge and materialized views to 
refine the given query.  

III. A FRAMEWORK OF QUERY ANSWERING SYSTEM 
The proposed query answering system composed of a 

number of autonomous agents working cooperatively to pursue 
the common goal of rewriting and producing answers in an 
intelligent way. The framework of the system is depicted in 
figure 1.  

User interface is a front-end agent to get query from the user 
and return a final answer set. Constraint extractor is 
responsible for extracting constraints from the original query 
and inputs these constraints to the mining agent and the 
materialized view (MV) manager. A mining agent is thus 
driven by the query constraints to discover knowledge such as 
association rules [Agrawal and Srikant, 1994] that are relevant 
to the given query. MV manager is an agent responsible for 
view creation, selection and modification.  

The data storage thus contains three kinds of information: 
base relations (data), materialized views created by the MV 
manager, and virtual mining views discovered by the mining 
agent. Materialized view definitions and virtual mining views 
are to be used as semantic constraints by the query rewriter in 
transforming the given query. Some queries can be answered 
at this stage, whereas the more complicate ones are sent to the 
query executor in which base relations and materialized data 
might be accessed. 

IV. IMPLEMENTATION AND EXPERIMENTAL RESULTS 
We have implemented the mining agent and the MV 

manager to be triggered by the query constraints. The 
extracted constraints are employed to guide the association 
rule mining process [Agrawal and Srikant, 1994] as well as to 
drive the materialized view creation if the frequency count 
monitored by the MV manager is above the threshold value. In 
the preliminary experimentation we set the threshold to be 5 
(which means the same constraint has occurred in the queries 
more than 5 times) and mining agent has been set to find 
association rules that are 100% accurate and represented in 
simple form (i.e., one clause in an antecedent part and one 
clause in the conclusion part). We test efficiency in answering 
queries of the created materialized views and the discovered 
association rules using synthetic data. The database contains 
two base relations of automobile details (data taken from the 
UCI repository http://www.ics.uci.edu/~mlearn/MLReposit 
ory.html) and customer profiles. The examples of discovered 
association rules, materialized view definitions, original 
queries and revised queries are given as in figure 2. 

 

User 
 

Figure 1. A multi-agent system for query answering. 
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Association rules:   
 IF  fuel_type = diesel   THEN  fuel_system = idi 
 IF  engine_type = ohc  THEN  engine_location = front 
 IF  num_cylinders = four THEN  engine_location = front 
 

Materialized view definitions: 
 MV1(CustomerID, Name, Phone, Address) 
 MV2(CustomerID, Name, OwnCar) 
 MV3(CustomerID, Name, Phone, Address, OwnCar) 

 
Given query       
 Q1: SELECT *   FROM automobile           
 WHERE   fuel_type = 'diesel'              
 AND  fuel_system = 'idi'                                                       
 AND  num_cylinders = 'four' 
 AND  engine_location = 'front' 

 Transformed query 

Q1':  SELECT *   FROM automobile 
 WHERE   fuel_type = 'diesel' 
 AND   num_cylinder = 'four' 

 Q2: SELECT  CustomerID, Name,                  
 Address, automobile.Make                      
 FROM     automobile, customer     
 WHERE  customer.carID = automobile.ID 

 
Transformed query 

Q2':  SELECT  CustomerID, Name, Address, OwnCar 
 FROM     MV3
 

Fig. 2 Examples of rules and view definitions used in query answering 
 

TABLE I
Processing time (in millisecond) of given queries and transformed queries 

 Q1A Q1A' Q1B Q1B' Q1C Q1C' Q2A Q2A' Q2B Q2B'

Time 1132 1541 1011 997 1173 1004 5431 9158 6022 5518 

Gain none 1.38% 14.41% none 8.37% 

We generated more than twenty queries tested on the sample 
database. Query processing time of the given queries and the 
revised queries are observed and shown some results as in 
table 1. Processing time of the revised queries includes 
association rule mining time and time to create materialized 
views. Queries Q1A, Q1B, Q1C ask the database with quite 
similar constraints. This is also the case for queries Q2A and 
Q2B. It can be noticed from the results that there is no profit on 
transforming the given query at first occasion because it takes 

much time on mining for association rules or creating 
materialized views. However, processing time reduction is 
getting better for the subsequent queries asking with almost the 
same constraints. It could be inferred from the experimental 
results that the proposed architecture of query answering 
would be a payoff for the situation that users asking the same 
or similar constraints over the databases. The longer the 
database persists and users keep on asking the same things, the 
higher gain in terms of processing time is expected. 
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I. CONCLUSION AND FUTURE WORK 
We design and implement a query answering system to 

provide an integrated, flexible and efficient platform supported 
by a community of agents. To answer queries effectively the 
mining agent and the MV manager are two key players to 
derive useful knowledge relevant to the given query. Query 
rewriter supported by intelligent transformation rules and co-
operated with query executor is expected to produce answers 
in an intelligent way. The preliminary experimental results 
satisfy the expectation. We are, however, improving the 
capability of these agents to analyze the user's intent and 
preferences to better providing associated information. 
Extending the scope of this project towards the distributed 
environment is also the direction of our future work.  
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Abstract. We study query evaluation within a framework of inductive databases. 
An inductive database is a concept of the next generation database in that the 
repository should contain not only persistent and derived data, but also the 
patterns of stored data in a unified format. Hence, the database management 
system should support both data processing and data mining tasks. Having 
provided with a tightly-coupling environment, users can then interact with the 
system to create, access, and modify data as well as to induce and query mining 
patterns. In this paper, we present a framework and techniques of query 
evaluation in such an environment so that the induced patterns can play a key role 
as semantic knowledge in the query rewriting and optimization process. Our 
knowledge induction approach is based on rough set theory. We present the 
knowledge induction algorithm driven by a user’s query and explain the method 
through running examples. The advantages of the proposed techniques are 
confirmed with experimental results.  

1   Introduction 

Since the emerging of knowledge discovery in databases (KDD), or data mining, as a 
new multi-disciplinary research area in the 1990's [9], it has been soon realized that the 
current database system should be extended or re-designed to support the KDD process. 
Imielinski and Mannila [13] have argued that existing KDD techniques are simply file 
mining because the inductive learning tools are built on top of the databases assuming a 
loose coupling between the two components. To fulfill a database mining concept, the 
mining engine has to be tightly coupled with the database system. In recent years, this 
idea has been realized and several research work along this line have been developed 
[2, 20, 23]. The tightly integration of databases with data mining gives rise to the new 
concept of inductive databases [5, 7, 19]. 

An inductive database is a database that contains not only data, but also patterns 
which are generalized information induced from data. By providing this tightly 
integration framework of data management system and pattern discovery engine, users 
can access patterns in the same manner as querying data. To achieve this aim a number 
of SQL-based inductive query languages, such as DMQL [11], MINE RULE [4], 
MSQL [14], have been proposed and implemented. Most of these languages are an 
SQL extension with some primitives to support the data mining task, that is, users can 
pose queries to induce, access and update patterns. 



158 N. Kerdprasop and K. Kerdprasop 

Besides the front-end functionalities, we propose that the induced patterns can also 
be useful in the back-end part of query answering. The induced patterns are viewed as a 
repository of semantic knowledge highly beneficial to the optimization process. The 
purpose of query optimization is to rewrite a given query into an equivalent one that 
uses less time and resources. Equivalence is defined in terms of identical answer sets. 
Query optimization utilizes syntactic and logic equivalence transformation of a given 
query expression. Semantic query optimization (SQO), on the contrary, uses not only 
syntactic transformations, but also semantic knowledge, such as integrity constraints 
and various forms of data generalization, to transform a query into an optimized one. 

Early work on SQO [10, 15] transforms query by reasoning via heuristics such as 
index and restriction introduction, join elimination, contradiction detection. Since the 
introduction of SQO concept in 1981 [15], semantic-based transformation techniques 
have been developed constantly. Some proposed techniques in the literature are 
resolution refutation method [6], knowledge deduction [24], knowledge induction 
[25]. Recently, the interest on SQO has moved toward the setting of intelligent query 
answering [12, 17], which is defined as a procedure that can answer incorrect or 
incompletely specified query cooperatively and intelligently. The intelligence is 
obtained by analyzing the intent of a query and provide some generalized or 
associated answers. Necib and Freytag [21] propose an ontology-based optimization 
approach to rewrite a query into another one which is not necessary equivalent but 
can provide more meaningful result satisfying the user’s intention.  

Our research follows the direction of intelligent query answering with the emphasis 
on semantic-based optimization. We consider acquiring semantic knowledge using a 
rough set approach. By means of a rough set theory certain knowledge as well as 
rough (or vague) knowledge can be induced from the database content. The main 
purpose of this paper is to illustrate the idea of inducing and integrating certain and 
rough knowledge in the query rewriting and optimization process to produce an 
intelligent answer. We present the optimization process within the framework of 
inductive database systems that both data content and patterns are stored in the 
databases. Unlike previous work on inductive databases that express queries using a 
logic-based language [3, 4, 8], we formalize our idea based on a structured query 
language (SQL) as it is a typical format used extensively in most database systems. 

The remainder of this paper is organized as follows. In section 2, we review the 
two important foundations of our work, that is, the relational inductive databases and 
rough set theory. We present our framework and algorithm of semantic knowledge 
induction using rough set concept in section 3. Section 4 illustrates the steps in query 
optimization with some experimental results. Section 5 concludes the paper and 
discusses the plausible extension of this research.  

2   Preliminaries 

2.1   Inductive Database Concept  

Inductive databases can be viewed as an extension of the traditional database systems 
in that the databases do not only store data, but they also contain patterns of those data. 
Mannila [18] formalized a framework of inductive database I as a pair (R, P) where R 
is a database relation and P is a nested relation of the form (QR , e) in which QR is a set 
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of patterns obtained from querying the base data and e is the evaluation function 
measuring some metrics over the patterns. As an example, consider the database 
(adapted from [3]) consisting of one base relation, R. The induced patterns P are a set 
of rules represented as an implication LHS ⇒ RHS; therefore, QR = { LHS ⇒ RHS | 
LHS, RHS ⊆ R } and the rule’s quality metrics are support and confidence [1]. An 
inductive database I = (R , P)  containing one base relation R and a set P of all 
association patterns induced from  R is shown in figure 1.  

pattern support confidence

X Y Z X Y 0.25 0.33

1 0 0 X Z 0.50 0.66

1 1 1 Y X 0.25 0.50

1 0 1 Y Z 0.50 1.00

0 1 1 Z X 0.50 0.66

Z Y 0.50 0.66

XY Z 0.25 1.00

XZ Y 0.25 0.50

YZ X 0.25 0.50  

 Fig. 1. An example of inductive database instance 

Given the framework of an inductive database I, users can query both the stored 
data (the part of I.R in figure 1) as well as the set of patterns (the I.P part). 
Formalization of inductive queries to perform data mining tasks has been studied by 
several research groups [5, 8]. We are, however, interested in the concept of inductive 
databases from a different perspective. Instead of using a sequence of queries and 
operations to create the induced patterns such as association rules [1], we shift our 
focus towards the induction of precise and rough rules and then deploy the stored 
information to support query answering. We unify the pattern representation to the 
relation format normally used in relational databases and call it relational inductive 
databases. 

2.2   Rough Set Theory 

The notion of rough sets has been introduced by Zdzislaw Pawlak in the early 1980s 
[22] as a new concept of set with uncertain membership. Unlike fuzzy set, uncertainty 
in rough set theory does not need probability or the value of possibility to deal with 
vagueness. It is rather formalized through the simple concepts of lower and upper 
approximation, which are in turn defined on the basis of set. Rough set concepts are 
normally explained within the framework of a decision system. The basic idea is 
partitioning universe of discourse into equivalence classes. 

Definition 1. A decision system is any system of the form A = <U, A, d>, where U is a 
non-empty finite set of objects called the universe, A is a non-empty finite set of 
conditions, and d ∉ A is the decision attribute. 
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Definition 2. Given a decision system A = <U, A, d>, then with any B ⊆ A there exists 
an equivalence or indiscernibility relation IA(B) such that IA(B) = {(x, x') ∈ UxU | ∀a ∈ 
B [a(x) = a(x')] }. 

Table 1. A students’ grading decision table 

  Conditions  Decision 
 age  score1  score2 grade 

s1 19 0-20 0-20 fail 
s2 19 0-20 21-40 fail 
s3 20 0-20 41-60 fail 
s4 20 0-20 41-60 fail 
s5 19 0-20 81-100 pass 
s6 19 41-60 41-60 pass 
s7 19 21-40 61-80 pass 
s8 20 21-40 21-40 pass 

From the data samples in table 1, the followings are equivalent relations. 

I(age) = {{s1, s2, s5, s6, s7}, {s3, s4, s8}} 
I(score1) = {{ s1, s2, s3, s4, s5}, {s6}, {s7, s8}} 
I(score2) = {{s1},{s2, s8},{s3, s4, s6}, {s5}, {s7}} 
I(age, score1) = {{s1, s2, s5},{s3, s4},{s6},{s7},{s8}} 
I(age, score2) = {{s1},{s2},{s3, s4},{s5},{s6},{s7},{s8}} 
I(score1, score2) = {{s1},{s2},{s3, s4},{s5},{s6},{s7},{s8}} 
I(age, score1, score2) = {{s1},{s2},{s3, s4},{s5},{s6},{s7},{s8}} 

Equivalence relations partition the universe into groups of similar objects based on 
the values of some attributes. The question often arises is whether one can remove 
some attributes and still preserve the same equivalence relations. This question leads to 
the notion of reduct [16]. 

Definition 3. Let A = <U, A, d> be a decision system and P, Q ⊆ A, P ≠ Q  be two 

different sets of conditions. The set P is the reduct of set Q if P is minimal (i.e. no 
redundant attributes in P) and the equivalence relations defined by P and Q are the same. 

It can be seen from the listed equivalence relations that I(age, score2) = I(score1, 
score2) = I(age, score1, score2). Therefore, (age, score1) and (score1, score2) are 
reducts of (age, score1, score2). The intersection of all reducts produces core attributes. 
According to our example, score2 is a core attribute. A reduct table of (score1, score2) 
and its partitions are shown in figure 2(a). If we are interested in the decision criteria for 
the pass grade, we can infer decision rules from the reduct table in figure 2(a) as 
follows. 

IF (score1 = 0-20   ∧ score2 = 81-100) THEN grade = pass 
IF (score1 = 21-40 ∧ score2 = 21-40)   THEN grade = pass 
IF (score1 = 21-40 ∧ score2 = 61-80)   THEN grade = pass 
IF (score1 = 41-60 ∧ score2 = 41-60)   THEN grade = pass 
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(a) equivalence relations on 8 students 

 
 

(b) equivalence relations on 9 students 

Fig. 2. A reduct table and (a) its partition into equivalence relations, each one is represented by 
a rectangular region, (b) equivalence relations with conflicting cases of s8 and s9 

Suppose we are given additional information of the ninth student as shown in figure 
2(b), then the above decision rules for the passing grade is no longer valid. It can be 
seen from figure 2(b) that s8 and s9 are in the same equivalence relation but their grades 
are different. It is such conflicting cases that inspires the rough set concept. Given the 
two decision sets of pass/fail, the uncertain cases such as s8 and s9 can be approximated 
their set membership by means of lower and upper approximation [16]. 

Definition 4. Let A = <U, A, d> be a decision system, B ⊆ A, X ⊆ U be objects of 
interest and [x]B denote the equivalence class of IA(B). The B-lower approximation and 
B-upper approximation of X, denoted by bX and BX respectively, are defined by bX = 
{x | [x]B ⊆ X } and BX = {x | [x]B ∩ X ≠ ∅ }. The area between B-lower approximation 
and B-upper approximation is called B-boundary region of X, BN, and defined as BN = 
BX−bX. 

The lower approximation of X is the set of all objects that certainly belong to X. This 
set is also called B-positive region of X. The B-negative region of X is defined as 
U−BX, or the set of all objects that definitely not belong to X. The B-boundary region 
of X is the set of all objects that cannot be classified as not belonging to X. 

Given the information as shown in figure 2(b), B = {score1, score2} and X = {s5, 
s6, s7, s8} be set of students with passing grade, then bX = {s5, s6, s7} and BX = {s5, s6, 
s7, s8, s9}. The boundary region BN = {s8, s9}. B-negative region of X is {s1, s2, s3, 
s4} or the set of all students who definitely fail the exam.   
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If the boundary region is empty, it is a crisp (precise) set; otherwise, the set is rough. 
The set of passing students in figure 2(a) is a crisp set, whereas it is a rough set in figure 
2(b). Decision rules generated from a rough set comprise of certain rules generated from 
the positive and negative regions, and possible rules generated from the boundary region.  

Such method to generate decision rules is static because the decision attribute is 
defined in advance. Within the framework of query answering that decision attributes 
are usually not known in advance, the classical static rough set methodology is 
certainly impractical. We thus propose in the next section our method of dynamic rule 
induction driven by the query predicates. 

3   Certain and Rough Knowledge Induction  

3.1   A Framework for Semantic Knowledge Induction  

In the typical environment of database systems, the size of data repository can be very 
large. With the classical rough set method that all prospective decisions have to be 
pre-specified, the number of generated rules can be tremendous. We thus propose a 
dynamic approach by taking predicate in the user’s query to be a decision attribute at 
query processing time. By this scheme, we can limit the induction to only relevant 
decision rules and these rules are subsequently used as semantic knowledge in the 
process of query rewriting and optimization. The framework of our approach is shown 
in figure 3. 

 

Fig. 3. A framework of query-driven induction for rough and precise knowledge 

In our proposed framework, rule induction is invoked by user's query. Once the 
query has been posted, the component named attribute extractor has been called to 
extract the table's and attribute's name from the query. The attribute ranking table is 
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also created to collect the history of attributes used in the queries. The column hit 
counts the number of times that attributes has been used. The approach of inducing 
rules based on query’s attribute is described in the algorithm as shown in figure 4. 

Algorithm. Query-driven semantic rule induction       

Input:   User’s query, a database and background knowledge       
Output:  Certain and rough semantic rules  

1.  Call Attribute Extractor to extract table names Ti and attribute names Aj from the 
query 

2.  Access the attribute ranking table and update the hit counter identified by each Ti  
and Aj and sort the counter in descending order 

3.  Create a decision table A = <U, A, d>  where d = Ai, A = a set of attributes in Ti,  
      U = a set of tuples in Ti 
4.  Pre-process A by  

 removing attributes with number of distinct values = | A| 
 discretizing attributes with real values 

5.  Partition U into equivalence classes and search for the first reduct R 
6.  From R, identify bX, BX, BN regions, then generate certain positive, certain 

negative, and possible rules 
7. Generalize all three classes of rules using available background knowledge 
8. Return the final rule set 

Fig. 4. A query-driven semantic rule induction algorithm 

3.2   Running Examples  

We use the student data shown in table 1 with additional record <s9, 20, 21-40, 21-40, 
fail> as our running example. The information on interval order that 81-100 > 61-80 > 
41-60 > 21-40 > 0-20 is used as background knowledge for rule generalization. 

Example 1. Suppose there is a query asking whether the score1 = 55 is high enough for 
the passing grade. 
Method:  

(1) This query asks about grade with score1 as a condition. Hence, a reduct table as in 
figure 2(b) is constructed.  

(2)  Then, the following rules are generated. 
      Certain positive rules:   IF (score1=0-20 ∧ score2=81-100) THEN grade = pass 

          IF (score1=21-40 ∧ score2=61-80) THEN grade = pass 
          IF (score1=41-60 ∧ score2=41-60) THEN grade = pass 

      Certain negative rules:    IF (score1=0-20 ∧ score2=0-20) THEN grade = fail 
      IF (score1=0-20 ∧ score2=21-40) THEN grade = fail 
      IF (score1=0-20 ∧ score2=41-60) THEN grade = fail 

      Possible rules:   IF (score1=21-40 ∧ score2=21-40) THEN grade = pass 

(3)  The three classes of rules are generalized according to the given background 
knowledge.  The final rules are as follow. 
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R1:  IF (score1 > 20 ∧ score2 > 60) THEN grade = pass 
R2:  IF (score1 > 40 ∧ score2 > 40) THEN grade = pass 
R3:  IF (score1 > 20 ∧ score2 > 20)  THEN grade = possibly pass 

Notice that with the given information there is no matching rules from the negative 
class and R2 can be applied to answer this query.  

Answer:  
IF score2 > 40 THEN grade = pass. 
IF score2 > 20 THEN grade = possibly pass. 

 
Example 2. From the response of example 1, suppose the user wants to know further 
that based on the information of her first score, could her second score be predicted. 
Method:  

(1) The query asks for the value of score2, given the value of score1=55. Thus, a 
decision attribute is score2 and a decision table is as shown in table 2. 

Table 2. A d ecision table with respect to query 2  

 

(2)  There is no reduct. So, all conditional attributes are used in the approximation of 
bX, BX, and BN regions. The decision objectives (X) are five sets of students whose 
score2 values are in the range 0-20, 21-40, 41-60, 61-80, and 81-100, respectively. 
From the approximation, these rules are induced: 

       Certain  rules:  IF (age=19 ∧ grade=pass ∧ score1 =0-20)  THEN score2 = 81-100 

       IF (age=19 ∧ grade=pass ∧ score1=21-20)  THEN score2 = 61-80 

       IF (age=20 ∧ grade=fail ∧ score1 = 0-20)  THEN score2 = 41-60 

       IF (age=19 ∧ grade=pass ∧ score1 = 0-20)  THEN score2 = 41-60 

       IF (age=20 ∧ score1 = 21-40)   THEN score2 = 21-40 

      Possible rules:  IF (age=19∧score1=20∧grade=fail) THEN score2 = 0-20 ∨ 21-40 

(3)  Generalized rules are as follow. 
R1:  IF (score1 = 0-20 )    THEN score2 = 81-100 
R2:  IF (score1 = 21-40 )   THEN score2 = 61-80 
R3: IF (score1 = 0-20 ∨ 41-60)   THEN score2 = 41-60 
R4: IF (age=20 ∧ score1 = 21-40)  THEN score2 = 21-40 
R5: IF (age=19 ∧ score1 = 20 ∧ grade=fail) THEN possibly score2 = 0-40 

Answer:  
IF score1 = 55   THEN score2 = 41-60. 
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4   Query Optimization in Inductive Databases 

With the mechanism to induce semantic rules, we can then integrate the knowledge to 
rewrite and optimize queries in the framework of relational inductive database. We 
first explain the steps in query transformation, then show the results of our 
experimentation. 

4.1   A Method of Query Rewriting and Optimization   

We study intelligent query answering in inductive databases in a simplified framework 
of relational databases. We illustrate our idea through examples on a business database 
containing eight relations: customers, orders, products, categories, order_details, 
suppliers, shippers, and employees. To keep this section concise, we will consider only 
customers relation  with schema as follows. 

customers (customerID, name, address, city, state, postalcode, country, phone, fax, 
birthdate, marital, gender, education, member_card, total_children,  
occupation, houseowner, num_car)  

Our objective is to turn this simple database R  into an inductive database I = (R , 
P) by inducing a set of patterns P from the base tables. The processes of inductive 
database creation (the P part of the database I) and query rewriting composed of the 
following steps. 

Step 1: Preprocess the base table by removing irrelevant attributes, i.e. those without 
inherent patterns such as phone number, customerID. After the attribute elimination 
step, the customers table contains information as shown in figure 5. 

 

Fig. 5. Some examples from a set of customer instances 

Step 2: Perform a semantic rule induction using the algorithm explained in figure 4. 
Suppose the query asks about marital, gender, total_children, and houseowner 
attributes, some of the induced patterns are shown in figure 6.   
Step 3: Transform the induced rules into a tabular form (as shown in figure 7).  
Step 4: Evaluate user’s query for the possibility of null answer set detection. If the 
query contains unsatisfiable constraints that can be detected in an early stage using the 
induced patterns, then the subsequent processing is unnecessary. For example, given 
the query:  SELECT * FROM customers 

 WHERE address = ‘Bangkok’ AND member_card = ‘silver’;  

and the induced pattern:   IF address = ‘Bangkok’ THEN member_card = ‘gold’,  
then the answer ‘No’ can be returned instantly. 
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IF gender  =  m THEN marital = s 
IF  total_children = 0 THEN

marital = s 
IF total_children = 0 THEN

gender = m 
IF gender  =  m THEN

total_children = 0
IF marital  =  m THEN

houseowner  =  yes
  

Fig. 6. The patterns of customers 
data represented as semantic rules 

Fig. 7. The pattern table with some sample values 

Step 5: Rewrite query using the induced patterns. The conjunctive conditions 
C1∧C2∧C3∧... in the where clause of the SQL query are matched against the patterns 
in an iterative manner. In the first iteration C1 is matched against the antecedent part of 
the patterns to search for the one with the consequent part that is unifiable with either 
C2 or the rest of the conditions. If this is the case, the unified condition is considered 
redundant and thus, can be removed. The subsequent iterations are performed on the 
remaining conditions. Consider the following query Q, and the induced patterns P. 

Q: SELECT *  FROM customers 
 WHERE total_children = ‘0’   AND marital = ‘s’    AND gender = ‘m’; 

P:     IF  total_childern = 0 THEN marital = s  (rule 1) 
 IF  gender = m  THEN total_childern = 0  (rule 2) 

First iteration: the antecedent and consequent parts of rule 1 can match with the first 
and second conditions of the query. These two conditions are redundant. Thus, the 
where clause can be simplified to: WHERE total_children = ‘0’ AND gender = ‘m’; 

Second iteration: rule 2 states the fact regarding the association between gender = m 
and total_children = 0. Therefore, it can be applied to the query Q which can be 
finally rewritten as 

Q’: SELECT *  FROM customers 
         WHERE gender = ‘m’; 

4.2   Experimentation and Results   

The proposed technique of query answering and refinement has been tested on a 
customer database implemented on MS SQL Server 2000. The patterns are induced 
from the customers table and four different queries pertaining to the customers have 
been tested on the database. We observe the returned answer set (number of tuples) as 
well as the query response time. We perform the experiments on the PC with CPU 
speed 3.2 GHz, 512 MB main memory and 80 GB HD. The query evaluation results are 
reported (in figure 8) comparatively between the original query processing and the 
answering from the query rewritten using the induced patterns.  

Query Q1 illustrate the case of unsatisfiable query in which the condition of the 
query is found conflicting with the existing data content. The query asks for female 
customers who live in santa cruz. But the induced pattern states that there is no such  
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Query Original query form Pattern applied Transformed query

Q1 SELECT  * FROM customers

WHERE city = santa cruz

AND gender = m

AND marital = m ;

IF city = santa cruz
THEN gender = m

marital=s

(9 patterns are induced)

None:

detection of unsatisfiable 

condition

Q2 SELECT  * FROM customers

WHERE city = los angeles

AND houseowner = yes ;

IF city = los angeles
THEN houseowner = yes

(2 patterns are induced)

SELECT  * FROM customers

WHERE city = los angeles ;

Q3 SELECT  * FROM customers

WHERE gender = m

AND marital = s

AND total_children = 0 ;

IF gender = m 
THEN marital= s

total_children = 0

(4 patterns are induced)

SELECT  * FROM customers

WHERE gender = m ;

Q4 SELECT  * FROM customers

WHERE city = santa cruz

AND gender = m

AND member_card = bronze ;

IF city = santa cruz 
THEN  gender = m

(7 patterns are induced)

SELECT  * FROM customers

WHERE gender = m AND

member_card = bronze ;

Size of answer sets (number of tuples) and response time (millisecond):

Q1 Q2 Q3 Q4

size time size time size time size time

Original query 0 104 27,660 1406 71,916 4665 16,596 1185

Transformed query 0 0 27,660 1268 71,916 3489 16,596 1074

Gain 100% 9.8% 25.2% 9.4%  

Fig. 8. Experimental results of asking four queries on a customer database   

customers; most customers in santa cruz are male. Therefore, this query can be 
answered instantly (i.e., the response time is 0). Queries Q2, Q3, and Q4 are the 
examples of queries with redundant predicates. Once redundancy has been removed, 
the query response time can be reduced. 

5   Conclusions 

Our query answering scheme presented in this paper is based on the setting of inductive 
databases. An inductive database is the concept proposed as the next generation of 
database systems. Within the framework of an inductive database system, data and 
patterns which are discovered from data are stored together as database objects. In such 
tightly coupling architecture patterns are considered first-class objects in that they can 
be created, accessed, and updated in the same manner as persistent data. We present the 
framework and techniques of query rewriting and answering that use stored patterns as 
semantic knowledge. Our knowledge induction process is based on the rough set 
theory. We propose the algorithm to induce rough and precise semantic rules. We limit 
the number of discovered rules by inducing only rules that are relevant to user’s need. 
Relevancy is guided by query predicates. The intuitive idea of our knowledge induction 
algorithm is illustrated trough running examples. 
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In the query optimization process, we take into account two major techniques of 
transformations: semantically redundant predicate elimination and detection of 
unsatisfiable conditions, i.e. conditions that never been true. We plan to extend our 
work on additional rewriting techniques and experiments with different kinds of 
queries such as range queries, top-k queries. The test on effectiveness with real-world 
large database is also our future research.  
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Abstract 
 

Inductive databases can be viewed as a natural 
extension of traditional databases to contain not only 
persistent data but also the generalization of stored 
data, which are called patterns. The idea of inductive 
databases has been proposed originally as a support 
system for the knowledge discovery or data mining 
process. Many SQL-like languages have been designed 
and implemented to include mining operators in the 
SQL primitives. We percept the concept of inductive 
databases in a different angle. In stead of designing yet 
another inductive database system, we are looking for 
the deployment of an existing inductive query language 
and environment to support the database tasks. We 
focus on the task of query answering which has a high 
potential of being a beneficiary of the stored patterns 
in inductive databases. Our experimental results of 
query rewriting technique using induced patterns as a 
semantic knowledge confirm this advantage.     
 
1. Introduction 
 

Knowledge discovery in databases (KDD), or data 
mining, has emerged as a new multi-disciplinary 
research area in the 1990's [9]. Since then it has been 
realized that the current database system should be 
extended or re-designed to support the KDD process. 
Imielinski and Mannila [11] have argued that existing 
KDD techniques are simply file mining because the 
inductive learning tools are built on top of the 
databases assuming a loose coupling between the two 
components. In order to gain the full power of  KDD as 
a database mining process, the mining engine has to be 
tightly coupled with the database system. In recent 
years, this idea has been realized and several research 
work along this line have been developed [2, 17, 18, 
21, 22]. The tightly integration of databases with data 
mining gives rise to the new concept of inductive 
databases [3, 6, 7, 15]. Inductive databases are defined 
[4, 6] as databases that contain not only data, but also 

patterns which are generalized information induced 
from data. By providing this tightly integration 
framework of data management system and pattern 
discovery engine, users can access patterns in the same 
manner as querying data. To achieve this aim a number 
of SQL-based inductive query languages, such as 
MINE RULE [16], MSQL [12], DMQL [10], SQL 
Server 2005 [19], have been proposed and 
implemented. Most of these languages are an SQL 
extension with some primitives to support the data 
mining task, that is, users can pose queries to induce, 
access and update patterns. 

We propose that besides the front-end function-
alities the induced patterns should also be useful in the 
back-end part of query answering. The induced 
patterns are viewed as a repository of semantic 
knowledge which has the high potential to support the 
process of query rewriting and optimization. It is thus 
the purpose of this paper to illustrate the use of induced 
knowledge in the query answering process within the 
framework of inductive database systems. Unlike 
previous work on inductive databases that express 
queries using an object query language [20] or a logic-
based language [4, 5, 8], we formalize our idea using a 
structured query language (SQL) of a typical relational 
database system. 

The paper is organized as follows. Section 2 
reviews the concept of inductive databases using the 
framework of relational databases. Section 3 proposes 
our idea of supporting query answering with the 
induced patterns. Section 4 shows the running 
examples and the experimental results. Section 5 
concludes the paper.  
 
2. Inductive databases 
 

Inductive databases can be viewed as an extension 
of the traditional database systems in that the databases 
do not only store data, but they also contain patterns of 
those data. Mannila [14] formalized a framework of 
inductive database I as a pair (R, P) where R is a 
database relation and P is a nested relation of the form 
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(QR , e) in which QR is a set of patterns obtained from 
querying the base data and e is the evaluation function 
measuring some metrics over the patterns. 

As an example, consider the database (adapted from 
[4]) consisting of one relation with the schema R = 
{(X, Y, Z)}; the values of the three attributes are in the 
domain {0, 1}. The induced patterns P are a set of 
association rules [1] represented as an implication LHS 
⇒ RHS; therefore, QR = {LHS ⇒ RHS | LHS, RHS ⊆ R} 
and the metrics are support (percentage of tuples in R 
that contain both LHS and RHS, LHS ∪ RHS) and 
confidence ( support(LHS ∪ RHS) / support(LHS)). An 
inductive database I = (R , P)  is shown in figure 1 in 
a tabular format for the R and P components. 

    P    

R     pattern support confidence 

 X Y Z  X⇒Y 0.25 0.33 
 1 0 0  X⇒Z 0.50 0.66 
 1 1 1  Y⇒X 0.25 0.50 
 1 0 1  Y⇒Z 0.50 1.00 
 0 1 1  Z⇒X 0.50 0.66 
     Z⇒Y 0.50 0.66 
     XY⇒Z 0.25 1.00 
     XZ⇒Y 0.25 0.50 
     YZ⇒X 0.25 0.50 

Figure 1. An example of inductive database instance.  
 

Given the framework of an inductive database I, 
users can query both the stored data (the part of I.R in 
figure 1) as well as the set of patterns (the I.P part). 
Formalization of inductive queries to perform data 
mining tasks has been studied by several research 
groups [6, 8, 13]. We are, however, interested in the 
concept of inductive databases from a different 
perspective. Instead of using a sequence of queries and 
operations to create the induced patterns such as 
association rules, we shift our focus towards the 
deployment of the stored information (i.e., patterns and 
data) to support the process of query answering. 

 
3. Query answering in inductive databases 
 

In this paper, we study inductive databases in a 
simplified framework of relational databases that are 
extended with SQL primitives to perform some data 
mining tasks such as association rule mining. We 
illustrate our idea through examples. Suppose we have 
a business database with schema as follows (the 
underlined attributes are primary keys and the starred 
attributes are foreign keys). 

   product (productID, name, supplierID*, categoryID*, 
QuantityPerUnit, unitPrice, unitInStock, 
unitOnOrder, reorderLevel)  

   suppliers (supplierID, name, contactName, address, 
city, state_province, postalcode, country, phone, 
fax, homepage, type) 

   orders (orderID, customerID*, employeeID*, 
orderdate, requiredate, productID*, quantity, 
discount) 

   customers (customerID, name, address, city, 
state_province, postalcode, country, phone, fax, 
birthdate, marital, year_income, gender, 
education, member_card, total_children, 
date_open, occupation, houseowner, num_car)  

 
Our objective is to turn this simple database R = 

{product, suppliers, orders, customers} into an 
inductive database I = (R , P)   by inducing a set of 
patterns P from the base tables. Each table is capable 
of being a candidate in the induction process, but we 
consider only the customers table to keep this paper 
short. The processes of inductive database creation (the 
P part of the database I) and querying composed of the 
following steps. 

Step 1: Preprocess the target table by removing 
irrelevant attributes, i.e. those without inherent patterns 
such as phone number, customerID. After the attribute 
elimination step, the customers table contains 
information as shown in figure 2. 

 
Figure 2. A set of customer instances to be used as  

examples in the association mining process.  
 

Step 2: Perform association rule induction using 
Apriori algorithm [1] with minimum confidence = 1 
and minimum support = 0. Due to the fact that we want 
to induce all relations that are consistent among the 
existing customers data, the confidence metric has to 
be 1.00 or 100% correct. We consider the induced 
patterns interesting if they are true over the majority of 
our customer population. Thus, we rank the patterns in 
descending order of support values. The best ten 
patterns are shown in figure 3. 

330



 
gender  =  m ⇒ marital = s  
total_children  =  0   ⇒ marital = s  
total_children  =  0   ⇒ gender = m  
gender  =  m   ⇒ total_children  =  0   
houseowner = no  ⇒ marital = s  
member_card = bronze ⇒ occupation= skilled_manual  
marital  =  m   ⇒ gender  =  f 
marital  =  m   ⇒ houseowner  =  yes 
city = los_angeles   ⇒ houseowner  =  yes 
city = nation_city   ⇒ occupation= skilled_manual 

  Figure 3. The best ten patterns of customers data 
represented as association rules.  

 

Step 3: Transform the induced association rules into 
a tabular form. The table containing induced patterns is 
shown in figure 4. We use a fixed format with base 
relation name in the first column, the antecedent 
attribute and its value in the second and third columns, 
respectively. The last three columns contain the 
relation name, attribute’s name and value of the 
consequent part of the association rule. 

 
Figure 4. The pattern table with some sample values.  

 
Step 4: Evaluate user’s query for the possibility of 

null answer set detection. If the query contains an 
unsatisfiable constraint that can be detected in an early 
stage against the induced patterns, the subsequent 
query processing is unnecessary. For example, given 
the query: 

 SELECT *  FROM customers 
 WHERE address = ‘Bangkok’  
               AND member_card = ‘silver’; 

and the induced pattern: 

          address = ‘Bangkok’ ⇒ member_card = ‘gold’ 

The answer ‘No’ can be returned instantly. 

Step 5: Rewrite query with the induce patterns. The 
conjunctive conditions C1∧C2∧C3∧... in the where 
clause of the SQL query are matched against the 
patterns in an iterative manner. In the first iteration C1 
is matched against the antecedent part of the patterns to 
search for the one with the consequent part that is 
unifiable with either C2 or the rest of the conditions. If 
this is the case, the unified condition is considered 

redundant and thus, can be removed. The subsequent 
iterations are performed on the remaining conditions. 
As an example, consider the following query Q, and 
the set of induced patterns P. 

Q: SELECT *  FROM customers 
 WHERE total_children = ‘0’ 
     AND marital = ‘s’    AND gender = ‘m’; 
P:     total_childern = 0 ⇒ marital = s (rule 1) 
 gender = m ⇒ marital = s  (rule 2) 
 gender = m ⇒ total_childern = 0 (rule 3) 

First iteration: the antecedent and consequent parts of 
rule 1 can match with the first and second 
conditions of the query. These two conditions are 
redundant. Thus, the where clause can be 
simplified to 

   WHERE total_children = ‘0’ AND gender = ‘m’; 

Second iteration: rule 3 states the fact regarding the 
association between gender = m and 
total_children = 0. Therefore, it can be applied to 
the query Q which can be finally rewritten as 

Q’: SELECT *  FROM customers 
  WHERE gender = ‘m’; 

These steps of query rewriting and answering can 
be summarized as a flow chart as shown in figure 5. 

 

Figure 5. The conceptual diagram of query answering 
within the framework of inductive databases.  

 
4. Running examples and experimentation 
 

The proposed technique of query answering and 
refinement has been tested on a business database 
containing eight base tables implemented on MS SQL 
Server 2000. The patterns are induced from the 
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customers table and five different queries pertaining to 
the customers have been tested on the database. The 
test are repeated five times on each query. We observe 
the returned answer set as well as the response time. 
We do the experiments on the personal computer with 
CPU speed 3.2 GHz, 512 MB main memory and hard 
disk 80 GB. The query evaluation results are reported 
comparatively between the original query processing 
and the answering from the query rewritten using the 
induced patterns.  

    
Q1:  SELECT  *  FROM customers 
 WHERE city = ‘santa cruz’ 
      AND gender = ‘f’; 

Pattern:   city = santa cruz ⇒ gender = m 

Q1’:          None: detection of unsatisfiable condition 

Answer:    null 
Time(ms): 

query Test#1 Test#2 Test#3 Test#4 Test#5 
Q1 50 50 51 50 51 
Q1’ 0 0 0 0 0 

 
 
Q2:  SELECT  *  FROM customers 
 WHERE city = ‘santa cruz’ 
      AND gender = ‘m’ 

     AND marital = ‘m’; 

Pattern:   city = santa cruz ⇒ gender = m, marital=s 

Q2’:         None: detection of unsatisfiable condition 

Answer:   null 
Time(ms): 

query Test#1 Test#2 Test#3 Test#4 Test#5 
Q2 109 103 104 101 104 
Q2’ 0 0 0 0 0 

 
 
Q3:  SELECT  *  FROM customers 
 WHERE city = ‘los angeles’ 
      AND houseowner = ‘yes’; 

Pattern:   city = los angeles ⇒ houseowner = yes 

Q3’:        SELECT  *  FROM customers 
 WHERE city = ‘los angeles’; 

Answer:    Q3 = 27,660 tuples; Q3’= 27,660 tuples 
Time(ms): 

query Test#1 Test#2 Test#3 Test#4 Test#5 
Q3 1336 1442 1406 1429 1422 
Q3’ 1126 1303 1268 1273 1230 

 

Q4:  SELECT  *  FROM customers 
 WHERE gender = ‘m’ 
      AND marital = ‘s’ 

     AND total_children = ‘0’; 

Pattern:   gender = m ⇒ marital= s, total_children = 0 

Q4’:        SELECT  *  FROM customers 
  WHERE gender = ‘m’; 

Answer:    Q4 = 71,916 tuples; Q4’= 71,916 tuples 
Time(ms): 

query Test#1 Test#2 Test#3 Test#4 Test#5 
Q4 4559 4043 4665 4043 4440 
Q4’ 3377 3717 3489 3690 3404 

 
 
Q5:  SELECT  *  FROM customers 
 WHERE city = ‘santa cruz’ 
      AND gender = ‘m’ 

     AND member_card = ‘bronze’; 

Pattern:   city = santa cruz ⇒ gender = m 

Q5’:         SELECT  *  FROM customers 
   WHERE gender = ‘m’ 

     AND member_card = ‘bronze’; 

Answer:   Q5 = 16,596 tuples; Q5’= 16,596 tuples  
Time(ms): 

query Test#1 Test#2 Test#3 Test#4 Test#5 
Q5 1313 1908 1185 1749 1375 
Q5’ 936 1274 1074 962 951 

 
Queries Q1 and Q2 illustrate the case of 

unsatisfiable queries in which the conditions of the 
queries conflict with the existing data content. For 
instance, Q1 asks for female customers who live in 
santa cruz. But the induced pattern states that there is 
no such customers because according to our database 
most customers in santa cruz are male. Therefore, this 
query can be answered instantly (i.e., the response time 
is 0) without wasting the time consulting the stored 
database. Queries Q3, Q4, and Q5 are the examples of 
queries with redundant predicates. Once redundancy 
has been removed, the query response time can be 
speed up.   

 
5. Conclusions 
 

Inductive databases are the concept proposed 
originally by Imielinski and Mannila [11] in 1996 as 
the next generation of database systems. Within the 
framework of an inductive database system, data and 
patterns which are discovered from data are stored 
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together as database objects. In such tightly coupling 
architecture patterns are considered first-class objects 
in that they can be created, accessed, and updated in 
the same manner as persistent data.  

In this paper, we present the techniques of query 
rewriting and answering that use stored patterns as 
semantic knowledge to facilitate the query evaluation 
process. We take into account two major techniques of 
semantically redundant predicate elimination and 
detection of unsatisfiable conditions, i.e. conditions 
that never been true. We plan to work on additional 
rewriting techniques and experiments with different 
kinds of queries such as range queries, top-k queries in 
our future research.  
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อภิชัย ฤทธิ์ธงชัยเลิศ, นิตยา เกิดประสพ และ กิตติศักด เกิดประสพ 

Apichai Rintthongchailert, Nittaya Kerdprasop and Kittisak Kerdprasop 

Data Engineering and Knowledge Discovery (DEKD) Research Unit, School of Computer 
Engiineering, Suranaree University of Technology, Muang, Nakhon Ratchasima, 30000.  

บทคัดยอ: การปรับปรุงประสิทธิภาพขอคําถามเชิงความหมาย หมายถึง การนําขอคําถามเดิมมาจดัรูปแบบ
ใหม ใหมีรูปประโยคที่แตกตางกับขอคําถามเดิม แตยงัคงใหผลลัพธที่เหมือนเดิม ส่ิงที่แตกตางกนัของทั้ง
สองขอคําถาม คือ เวลาที่ใชในการประมวลผล เพื่อตอบคําถามนั้นจะใชเวลานอยลงกวาเดิม ความสมบูรณ
ของการปรับปรุงขอคําถามเชิงความหมายนี ้ จะขึ้นอยูกบัเงื่อนไขหรือกฎขอบังคับที่จะนํามาเพิ่มหรือลดตัว
ประโยคเงื่อนไขของขอคําถามโดยทั่วไปแลวกฎขอบังคับที่นํามาใชในการปรับปรุงขอคําถามเชิงความหมาย
นี้ จะไดมาจากผูเขียนโปรแกรมฐานขอมูล ซ่ึงอาจจะไมครอบคลุมกับขอมูลทั้งหมดที่มีอยูในฐานขอมูล 
ดังนั้น ในงานวิจยันีจ้ึงนําเอาเทคโนโลยีการขุดคนความรูจากฐานขอมูล ซ่ึงเปนเทคโนโลยีที่เปนที่รูจักกนั
อยางแพรหลาย โดยนํามาเฉพาะสวนของการคนหากฎความสัมพันธของขอมูล มาประยุกตใชเพื่อทํางาน
รวมกับการปรบัปรุงประสิทธิภาพขอคําถามเชิงความหมาย เพื่อลดเวลาในการประมวลผลขอคําถามนั้น 

Abstract:  Semantic query optimization is the process of transforming a given query into a 
semantically equivalent one that still returns the same answer for any database state satisfying 
query’s constraints. The different of both queries is lower execution cost of the transformed 
one. The efficiently optimized query depends on semantic constraints or integrity constraints 
which are used to remove a useless condition in a query’s where clause. Basically, integrity 
constraint is defined by user. It may not cover all data in the database. Therefore, this paper 
aims at presenting the utilization of a well known data mining technique, association mining, 
to assist the semantic query optimization process. 

Introduction:  The increase speed of query execution in the database management system is 
important for database development. One popular and well known method is query 
optimization. Some queries may contain confusing condition in where clause or condition 
may conflict with data in the database such that no answer the exists for that query. Then it is 
wasteful to execute such query. Therefore, it is our aim to adjust pattern of query before 
sending it to database management system for execution. The adjustment or transformation is 
based on semantic constraint induced with a data mining technique. 

Methodology:  We can find semantic constraint by take a dataset on the database into data 
mining process. In data mining process, to find association of data. We use apriori algorithm 
[1,2] in the data mining process. So the results of mining give association rule in the form of 
IF – THEN rule (cause column to result column). But we adjust pattern of rule to become 
simple rule that the IF part contains one cause and the THEN part contains one result as 
follow: 
 

If column_1 = ‘value_1’ then column_2 = ‘value_2’ 
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            In applying algorithm, we must specify the minimum confidence value and the 
minimum support value. In this paper, we define minimum confidence to be 1 or 100% 
accurate for any induced rule to guarantee correctness in query answering and we define 
minimum support to be zero for finding all association among data in the database. In query 
optimization process, we get semantic constraint from database for comparing query 
condition in the where clause. In this process we divide query into two types [3]: query with 
redundant condition and query with conflict condition. For the first type of the given query, 
the condition that happens to be redundant will be removed before processing the query. 
Figure 1 shows an example of this case. 
 
 
 Original query:  select * from table_name 
     where column_1 = ‘A’ and column_2 = ‘B’; 
 Association rule:  column_1 = ‘A’  column_2 = ‘B’ 
 Optimized query:  select * from table_name 
     where column = ‘A’; 
 

Figure 1 Query with redundant condition 
 

            For the second case, query condition may conflict to the semantic constraint induced 
from the database. Then, the optimizer can produce immediate answer and save processing 
time of the database management system. Figure 2 show the example of conflicting case. 
 
 
 Original query:  select * from table_name 
     where column_1 = ‘S’ and column_2 = ‘T’; 
 Association rule:  column_1 = ‘S’  column_2 = ‘Q’ 
 Optimized query:  No execution. 
  

Figure 2 Query with conflicting condition 
 

Results, Discussion and Conclusion: In our experiment, we use Microsoft SQL Server 2000 
database, tested on Pentium IV 3.0 GHz with RAM 512 MB machine. The data sets used in 
our experiment are synthetic data and data taken from the UCI Repository(http://www.ics.uci. 
edu/~mlearn/MLRepository.html). We compared execution time of original query with the 
optimize query. Table 1 shows the execution time for the second type of query: query with 
conflicting condition. Once the conflict was detected, the answer no is given immediately. 
Therefore, execution time of optimized query is zero. Experimental result for the first type of 
query (that is, query with redundant condition) are shown in Figure 4.  
 
Query Query 1 Query 2 Query 3 Query 4 Query 5 
Original query  109 ms 103 ms 104 ms 101 ms 104 ms 
Optimize query 0 ms 0 ms 0 ms 0 ms 0 ms 

Table 1 The result of execution time for queries with conflicting condition 
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Figure 4 Response time of original queries compared to the optimized queries 

             
            This paper demonstrates that the efficiently optimized query depend on semantic 
constraints can be learned inductively under association data from a database and using data 
mining technique to fine data association. Experimental results show that there is 
significantly time different in query with conflict condition to the semantic constraint due to 
there is no execution query in database management system. Execution time in query with 
redundant condition depends on amount of data in the database.  
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การคดัเลอืกววิข้อมูลเพือ่แปลงรูปแบบข้อค าถาม     

MATERIALIZED VIEW SELECTION FOR QUERY REWRITING 
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Jackapan Mahavantang, Nittaya Kerdprasop and Kittisak Kerdprasop 
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บทคัดย่อ: ฐานขอ้มูลในปัจจุบนัเตม็ไปดว้ยขอ้มูลมากมายทั้งท่ีเกิดประโยชน์ และไม่เกิดประโยชน์ จึงเกิดการขดุคน้
ขอ้มูลเพ่ือหาความรู้จากขอ้มูลเหล่านั้น อยา่งไรกต็าม ในการขดุคน้ขอ้มูลยงัมีปัญหาเร่ืองการประมวลผลขอ้ค าถามท่ีตอ้งใช้
เวลานาน จึงไดมี้ความพยายามท่ีจะเพ่ิมประสิทธิภาพของการประมวลผลขอ้ค าถามดว้ยวธีิการต่างๆ วิวขอ้มูลไดถ้กูน ามาใช้
ในการเพ่ิมประสิทธิภาพการประมวลผลขอ้ค าถาม โดยนกัวจิยัไดพ้ยายามหาวิธีใชป้ระโยชน์จากวิวขอ้มูลมาเป็นระยะ
เวลานาน แต่วธีิการต่างๆท่ีเสนอยงัมีขอ้จ ากดัท่ีววิขอ้มูลจะตอ้งตรงพอดีกบัเง่ือนไขในขอ้ค าถาม แนวทางการวจิยัของ
โครงการวจิยัน้ีพยายามลดขอ้จ ากดัดงักล่าว โดยเสนอการสร้างววิขอ้มูลและพยายามหาเกณฑค์ดัเลือกวิวเพื่อพิจารณาวิว
ขอ้มูลท่ีมีความใกลเ้คียงกบัขอ้ค าถามมากท่ีสุด เพื่อแปลงรูปแบบขอ้ค าถามใหส้ามารถประมวลผลไดเ้ร็วท่ีสุด โดยยงัคง
ความถกูตอ้งของผลลพัธ์ในการตอบขอ้ค าถาม 

Abstract:  Modern database contains a wealth of information waiting to be discovered and 

understood. However, finding and presenting this information in a timely fashion can be a major 

issue, especially when vast amount of data have to be searched. Materialized views help solve this 

problem. To realize this potential, the query optimizer should know how and when to exploit 

materialized views. This paper presents algorithm for determining whether part or all of a query can 

be estimated from materialized views and describes how it can be combined to rewrite query. 

 

Introduction:  Materialized views can provide massive improvements in query processing 

time, especially for aggregation queries over large data [2]. The materialized view should be 

thought of as a special kind of view, which physically exists inside in the database [3, 4]. We 

can improve query execution time by pre-computing expensive joins and aggregation 

operation prior to execution [6]. Then create a materialized view as a new physical table 

which consists of pre-computed data that are much smaller in size and able to answer the 

query rapidly [4]. Compared to the original source the need of physical space is very low, but 

the increased speed of the answer is substantial. For example, given a database containing a 

customer relation customer (C_ID, C_NAME, C_PHONE, PROVINCE_ID) and a province 

relation province (PROVINCE_ID, PROVINCE_NAME). Let c_korat_mv be a materialized 

view that contains all customers who live in nakhonratchasima (PROVINCE_NAME = 

nakhonratchasima). Consider the query that asks for customer whose name is jirawan and live 

in nakhonratchasima. We present accessed data path on a base table, compare to accessed 

data path on materialized view as follows: 
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         Π (C_ID, C_NAME, C_PHONE)               Π (C_ID, C_NAME, C_PHONE) 

 

                                                                                 (C_NAME=’Jirawan’ AND  

                                                                            PROVINCE_NAME=’Nakhon  

                                                                                                                                                     Ratchasima’) 

  (C_NAME=’Jirawan’)       (PROVINCE_NAME=                              
                                              ’Nakhon Ratchasima’)                   C_KORAT_MV  

                                                                         

CUSTOMER                          PROVINCE                             Figure 2 Access data path on 

                                                                                                                       materialized view. 
Figure 1 Access data path on base table.                                    

 
 

In this example, execution time for accessing data on the materialized view is better than 

accessing data a base table. That means materialized views have been found to be very effective 

at speeding up query answering [5]. Essential for materialized view usage is view selection. The 

conceptual idea is selecting views that match the query’s constraints as much as possible. 

According to our sample, a view to be selected is MV1. Therefore, we use this view first, thin 

apply view MV2. 

 

 

 

 

 

 

 

 

 

 

                                     Figure 3 Materialized view selecting example. 

 

Methodology:  We use the basic architecture for the automated selection process as proposed in 

[1] and extend the algorithm for materialized view selection described step by step as follows: 

 

Step1. Select the materialized view that correlated with the query. Materialized view which is 

correlated with the query can give the desired answer. For example, given query Q1 (C_ID, 

C_NAME, C_PHONE, C_ADDRESS, MOVIE_TITLE), there are chances that several 

materialized views can be applied. Assume MV1 (C_ID, C_NAME, C_PHONE, C_ADDRESS), 

MV2 (C_ID, C_NAME, PROVINCE_NAME, MOVIE_TITLE), MV3 (C_ID, C_NAME, 

C_PHONE, C_ADDRESS, MOVIE_TITLE) are set of views that can give the answer for Q1. 

 

Q1(C_ID, C_NAME, C_PHONE, C_ADDRESS, MOVIE_TITLE) 

 

MV1(C_ID, C_NAME, C_PHONE, C_ADDRESS) 

 

MV2(C_ID, C_NAME, PROVINCE_NAME, MOVIE_TITLE) 
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Step2. Select the materialized views which can give the best answer. From step 1 we will get the 

answers which correlated with query but there are the overlapping data in each answer then in 

this step we will select the materialized view that can give the best answer. We’ve get a set of 

data from this step such as set 1, the materialized view indicates ID code, phone number and 

address. Set 2, the materialized view indicates ID code and name of the movie and also set 3, the 

materialized view indicates ID code, phone number, address and name of the movie. The example 

showed that we don’t need to materialized views all the data but we can get the best answer for 

all queries by selecting the materialized views which can give the best answer. In this step we 

took advantage of mvBestselect algorithm and Cost-based pruning of syntactically relevant 

materialized views algorithm [1] present as figure4. 

 

M = {}           /* M is the set of materialized views that is useful for at 

least one query in workload W */  

 

For i = 1 to |W|  

            Let Si = Set of materialized views proposed for Qi  

            C = MvBestSelect(Qi,Si)  

            M = M U C  

End For  

 

Return M  

 

                       Figure 4 Cost-based pruning of syntactically relevant materialized views. 

 

mvBestSelect is the algorithm that is use for selecting the materialized view that can give the best 

answer and used with Cost-based pruning of syntactically relevant materialized views algorithm. 

 

 

Let Si = Set of materialized views proposed for Qi  

 

If (|Si| > 1)  

For each v in Si  

            Vm = MaxOfFequency(v)  

Return Vm  

End If  

 

Return Si  

 

Figure 5 mvBestSelect algorithm. 

 

 

Qi is the divided query and v is the member of set of the materialized view that can answer the 

query of Qi, Si is a set of the materialized view which can answer the query of Qi for example: 
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{MV1, MV2, MV3} is a set that can answer the query of Q1
1 
(C_ID)  

{MV1, MV2, MV3} is a set that can answer the query of Q1
2 
(C_NAME)  

{MV1, MV3} is a set that can answer the query of Q1
3 
(C_PHONE)  

{MV1, MV3} is a set that can answer the query of Q1
4 
(C_ADDRESS)  

{MV3} is a set that can answer the query of Q1
5 
(MOVIE_TITLE)  

 

Then, M is the materialized view that can give the best answer and M = {MV3} 

Results, Discussion and Conclusion:  The experiments were run on Pentium4 with CPU speed 

3.2 GHz and 512 MB RAM. The databases used for our tests were stored on an internal 80GB 

hard drive. 

Databases: The algorithms presented in this paper have been extensively tested on Oracle 

Database Sample Schemas 10g [6] (sales history (SH) schema) 0.893 GB database size and 128 

MB Table spaces size. The result (as shows in figure 6) reveals that response time of new query is 

better than original one. This process decreases compute and joins data, and thus shows the better 

performance. 

 

 

Figure 6 Execution time. 

 

 

Materialized views can provide massive improvements in query processing time, especially for 

aggregation queries over large data. Essential for materialized view usage is views selection and 

physical design. 
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%%%  SQO final report file: asso_table.erl 
%%%  input: ipum.NAMES, ipums-1999-1Krecords.bak 
%%%  use file: mylib.erl 
%%%  output:set.raw , allsortedrule.txt, factc.pl+rules.pl= rules_fact1.pl 
-module(asso_table). 
-import(lists,[sublist/2,seq/2,sum/1,flatten/1,split/2,nth/2,map/2,last/1]). 
-import(io,[format/1,format/2]). 
-import(ordsets,[to_list/1,from_list/1,is_subset/2,union/1]). 
%%% c(mylib,[export_all]), c(asso_table,[export_all]) . 
%%% asso_table:main() . 
%%% erlang:spawn_opt(asso_table,main,[],[{min_heap_size,73662860}]). 
%%%  70% 
%%% erlang:spawn_opt(asso_table,main1,[],[{min_heap_size,73662860}]). % Creat rules with new process 
%%% asso_table:main1().  % Creat rules without new process 
main() -> 
     NameList=mylib:read_file( "ipum.NAMES"," ,.\t:|" ), 
     mylib:text_file(write,NameList,filetemp), 
     [H|Tail]=NameList, [F,C|T]=lists:reverse(H),NewClass=[F|T], % make_nornal_class 
     LL=[NewClass|Tail], 
     [A1|A2]=map(fun([H|_])->H end, LL),AttrName=A2++[A1], 
     [P1|P2]=lists:map(fun(L)->allPossibleAttr(L) end,LL),%swap class to the last 
     PossibleValue=P2++[P1], 
     mylib:text_file(write,PossibleValue,filetemp1), 
     mylib:text_file(write,AttrName,filetemp2),AllInput=input(AttrName), 
           %% write fact to file 
     {_,IO}=file:open("factc.pl",[write]), 
     lists:map(fun(EachR)->to_prolog(EachR,IO) end,AllInput), 
     _=file:close(IO), 
     DB=myToSet(AllInput),  MinSup=inputSup(AllInput), mylib:c(20,MinSup), 
     mylib:text_file(write,AllInput,allinput), 
     Items=my_flat(PossibleValue), 
     AllL=apriori1(DB, Items,MinSup), 
     format("~n////////// END \\\\\\\\\\\\~n").  
 
my_flat([H|T]) -> H++my_flat(T); 
my_flat([]) -> []. 
 
to_prolog(Fact,IO) -> 
      io:format(IO,"~n~p(",[rec]), 
      print_fact(IO,Fact),io:format(IO,").% ",[]). 
    
print_fact(IO,[H]) -> io:format(IO,"~p",[list_to_atom(H)]) ; 
print_fact(IO,[H|T]) -> io:format(IO,"~p,",[list_to_atom(H)]),print_fact(IO,T). 
 
apriori1(DB,Items,Min) -> %% findSup(Set,ListOfSet) 
    mylib:text_file(append,myToList(DB),apriori1),mylib:text_file(append,Items,apriori1), 
    C1=[{from_list([X]),findSup(from_list([X]),DB)}|| X<-Items ], 
    CkPrint=[ {to_list(FS),Sup} || {FS,Sup}<-C1], 
    L1=[{FS,Sup} || {FS,Sup}<-C1,Sup>=Min], 
    LkPrint=[ {to_list(FS),Sup,Sup/length(DB)*100} || {FS,Sup}<-L1], 
    mylib:text_file(write,CkPrint,lkfile), 
    K=2, LS=[FS||{FS,_}<-L1], 
    AllSet=aprioriAll(L1,DB,LS,K,Min), 
    mylib:term_file(write,AllSet,"set.raw"). 
 
inputSup(AllInput)->Total=length(AllInput), 
     {_,Per}=io:read(" input percent> "), 
     MinSup=Total*Per/100 . 
   
aprioriAll(AllL,_,[],_,_) -> format("~nfinal set=~p~n",[AllL]),AllL;  % return final Set 
aprioriAll(AllL,_,[_],_,_) -> format("~nfinal set=~p~n",[AllL]),AllL; 
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aprioriAll(AllL,DB,LS,K,Min) -> Com=combi(LS),   
      C_=myDistinct(usedCombi(Com,K)), 
      Ck=[{X,findSup(X,DB)}|| X<-C_],mylib:c(35,Min), 
      Lk=[ {FS,Sup} || {FS,Sup}<-Ck,Sup>=Min], 
      LkS=[FS||{FS,_}<-Lk], 
      LkPrint=[ {to_list(FS),Sup,Sup/length(DB)*100} || {FS,Sup}<-Lk], 
      format("~nK=~w-~p,  has ~w set ~n  ",[K,LkPrint,length(LkPrint)]), 
      aprioriAll(AllL++Lk,DB,LkS,K+1,Min) .  
  
allPossibleAttr([H|T]) -> [H++ET||ET<-T]. 
 
input(AttrName) ->  LinesList=mylib:read_file( "ipums-1999-1Krecords.bak"," ," ), 
      Zip=map( fun(EachL)->lists:zip(AttrName,EachL) end,LinesList ), 
      UsedData=map(fun(LineOfTuple)->concat_line_tuple(LineOfTuple) end,Zip).  
  
% shift([a,b,c]) --> [b,c,a]  
shift([H|T]) -> T++[H].  
 
genR(_,Max,Max) -> []; 
genR(L,N,Max) -> {H,T}=lists:split(N,L), [{H,T}]++genR(L,N+1,Max). 
  
% genRule([2,3,5],3,3). 
genRule(_,0,_)->[]; 
genRule(L,Count,Len)-> genR(L,1,Len)++genRule(shift(L),Count-1,Len). 
findConf({H,B},AllL)  -> {H,B,searchL(set(H++B),AllL)/searchL(set(H),AllL) }. 
 
% main1() is for creating rules. 
main1() ->  
      format("~n------------START-create rules--------------"), 
      {_,[AllL]}=file:consult("set.raw"), 
      AllAsso2=[list(X)|| {X,_} <-AllL,length(list(X))>1 ], 
        %gen Rules 
      AllRuleGen=lists:flatten([genRule(L,length(L),length(L))||L<-AllAsso2]), 
      AllRuleConf=[findConf(X,AllL)||X<-AllRuleGen], 
      format("~nAllRule=~p ,~nThere are ~p rules ",[AllRuleConf,length(AllRuleConf)]), 
      mylib:text_file(write,AllRuleConf,allrule), 
      Sorted= lists:sort(fun({_,_,C1},{_,_,C2})->C1>=C2 end,AllRuleConf), 
      mylib:text_file(write,Sorted,"allsortedrule.txt"), 
      Conf1=lists:filter(fun({A,B,C})->C==1.0 end,Sorted), 
         %% write to file 
         %%% create prolog file Rules+Facts 
      {_,IO}=file:open("rules.pl",[write]), 
      lists:map(fun(EachR)->transform_to_prolog(EachR,IO) end,Conf1), 
      _=file:close(IO), 
      mylib:text_file(append,length(Conf1),"allsortedrule.txt"), 
      mylib:text_file(append,length(Sorted),"allsortedrule.txt"), 
      format("~n-----------end main1() process ----------------") . 
         %%% create prolog file Rules+Facts 
 
transform_to_prolog({Body,Head,Conf},IO) -> 
       if (length(Head)==1) -> [Head1]=Head, 
                                          io:format(IO,"~np(~p):-",[list_to_atom(Head1)]), 
                                          print_body(IO,Body), io:format(IO,"% Conf=~p",[Conf]); 
           true -> io:format("") 
       end. 
 
print_body(IO,[H]) -> io:format(IO,"p(~p).",[list_to_atom(H)]) ; 
print_body(IO,[H|T]) -> io:format(IO,"p(~p),",[list_to_atom(H)]),print_body(IO,T). 
 
set(X) -> from_list(X).  
list(X) -> to_list(X). 
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searchL(Set,[{Set,Val}|_])   ->  Val; 
searchL(Set,[{_Another,_}|T])  -> searchL(Set,T); 
searchL(_Set,[]) ->  1  .% Cannot find Set   
 
concat_line_tuple(LineOfTuple) -> map(fun({A,B})->A++B end, LineOfTuple). 
 
myToSet(L) -> [from_list(X)||X<-L]. 
myToList(SL) -> [to_list(S)||S<-SL]. 
 
findSup(_,[]) -> 0;  
findSup(Set,DB) -> [H|T]=DB,  
      Cond = is_subset(Set,H), 
      if Cond -> 1+findSup(Set,T); 
         true -> findSup(Set,T) 
      end. 
 
myDistinct(List) -> to_list(from_list(List)). 
 
combi([H|T]) -> [[H,Te] || Te<-T]++ combi(T); 
combi([]) -> []. 
 
usedCombi([H|T],K) ->  Union=union(H), 
      Len=ordsets:size(Union), 
      if Len==K -> [Union|usedCombi(T,K)]; 
          true -> usedCombi(T,K) 
      end ; 
usedCombi([],_) -> []. 
  
 %-----------  end of association rule mining program ------------------ 
 
-module(mylib). 
-compile([export_all]). 
     %% extract data from formatted text file ,delimeter= blank,comma,newline 
read_file(FileN,Delimeter) ->   
      io:format("~nRead from file:~p",[FileN]),  
      {ok, Binary} = file:read_file(FileN), 
      Lines = string:tokens(erlang:binary_to_list(Binary), "\n\r"), 
      ReturnL=lists:map(fun(X) -> string:tokens(X,Delimeter) end,Lines). 
  
my_sort(max,L) -> lists:sort(fun({A,_},{B,_})-> (A >= B ) end,L);  
my_sort(min,L) -> lists:sort(fun({A,_},{B,_})-> (A =< B ) end,L). 
 
text_file(Do,Data,FName) ->  
      {ok,FP}=file:open(FName,[Do]), 
      io:format(FP,"~n%-----~p text file:~p  {Date,Time}=~p ~n",[Do,FName,calendar:local_time()]), 
      io:format(FP,"~p",[Data]), 
      file:close(FP). 
         
term_file(Do,Data,FName) ->  
      {ok,FP}=file:open(FName,[Do]), 
      io:format(FP,"%term file:~p  {Date,Time}=~p ~n",[FName,calendar:local_time()]), 
      io:format(FP,"~p.",[Data]), 
      file:close(FP). 
  
sub_list(L1,L) -> length(L--L1)==length(L)-length(L1). 
 
c(Line,Term) -> io:format("~nin~pCheck=~p~n",[Line,Term]).   
 
% ------------- end of mylib module ------------------------------------ 
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